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Ανάπτυξη Αλγορίθμων Δομικής Μάθησης και Εκτίμηση Εμπιστοσύνης Εξόδου σε Νευρωνικά Δίκτυα Ακτινικής Βάσης 
Περίληψη
Σκοπός αυτής της διπλωματικής εργασίας ήταν η μελέτη, ανάπτυξη, υλοποίηση και αξιολόγηση αλγορίθμων δομικής μάθησης σε νευρωνικά δίκτυα ακτινικής βάσης. Για να επιτευχθεί αυτό, αρχικά παρουσιάστηκαν και αναλύθηκαν κάποιες βασικές έννοιες που αφορούν τα τεχνητά νευρωνικά δίκτυα, αφού θεωρήθηκε ότι απαιτείται η γενικότερη κατανόηση των αρχών λειτουργίας των τεχνητών νευρωνικών δικτύων και των στοιχείων τους, δηλαδή των νευρώνων, πριν από την εισαγωγή προχωρημένων εννοιών. 

Στην συνέχεια, αναπτύχθηκαν κάποια μοντέλα αλγορίθμων δομικής μάθησης με επίβλεψη σε νευρωνικά δίκτυα ακτινικής βάσης, όπως το RAN και το ARAN, και δημιουργήθηκαν παραλλαγές των μοντέλων αυτών. Τρεις από τις παραλλαγές αυτές υλοποιήθηκαν. Έπειτα δημιουργήθηκαν και υλοποιήθηκαν κάποια μοντέλα αλγορίθμων δομικής μάθησης χωρίς επίβλεψη και μάθησης  σε δύο στάδια σε νευρωνικά δίκτυα ακτινικής βάσης. Τα μοντέλα αυτά αξιολογήθηκαν ως προς την εξάρτηση της μάθησης από τις παραμέτρους της εκπαίδευσης , τον ρυθμό εκπαίδευσης και την αρχικοποίηση του RBF δικτύου  με πληθώρα πειραμάτων.

Επίσης, δημιουργήθηκαν δύο αλγόριθμοι εκτίμησης της εμπιστοσύνης των νευρωνικών δικτύων, οι οποίοι εκτιμούν την εμπιστοσύνη που αισθάνεται ένα RBF δίκτυο για την έξοδο στην οποία αντιστοιχεί ένα εφαρμοσμένο στην είσοδό του διάνυσμα βάση της εσωτερικής δομής του δικτύου. Ο αλγόριθμος των πλησιέστερων RBF κόμβων που υπολογίζει την εκτίμηση εμπιστοσύνης χρησιμοποιώντας τις αποκρίσεις των κοντινών στο διάνυσμα εισόδου RBF κόμβων και ο αλγόριθμος των νικητών RBF κόμβων που υπολογίζει την εκτίμηση εμπιστοσύνης υπολογίζοντας το πλήθος των κατά σειρά απόστασης από το διάνυσμα εισόδου RBF νευρώνων οι οποίοι ορίζουν περιοχές που ανήκουν στην ίδια κλάση εξόδου με την απόκριση του δικτύου. Οι αλγόριθμοι αυτοί υλοποιήθηκαν και εξετάστηκε η δυνατότητά τους να προβλέψουν την λανθασμένη απόκριση ενός RBF δικτύου.

Όλες οι υλοποιήσεις έγιναν σε γλώσσα προγραμματισμού Matlab και περιλαμβάνονται σε CD-ROM που συνοδεύει τη διπλωματική εργασία. Τέλος στο παράρτημα παρατίθενται περιγραφές για όλα τα προγράμματα που χρησιμοποιήθηκαν και σύντομες οδηγίες χρήσης.

Development of Algorithms for Structured Learning and Confidence Level Estimation using Radial Basis Function Networks

Abstract 

The scope of this thesis was the consideration, the development, the materialization and the gradation of algorithms for structured learning using radial basis function networks. In order to achieve this scope,  at first some basics ideas, which refer the artificial neural networks, was presented and analyzed. This was considered to be necessary, because a general comprehension of the essential theory of the artificial neural networks’ and  the artificial neurons’, would help us to insert advanced ideas.

In addition, some models of algorithms for structured supervised learning using radial basis function networks, as RAN and ARAN, were developed. Some variations of this models were created and materialized. Afterwards some models of algorithms for structured unsupervised and semi-supervised learning using radial basis function networks were created and materialized. All these models were graded  
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Κεφάλαιο 1: 

Τεχνητα Νευρωνικα Δικτυα

1.1 H Λειτουργία του Βιολογικού Συστήματος

Η λειτουργία του βιολογικού συστήματος βασίζεται στη διασύνδεση εξειδικευμένων φυσικών κυττάρων που ονομάζονται νευρώνες (neurons).  Παρά το γεγονός ότι οι νευρώνες είναι αργοί συγκριτικά με τα ηλεκτρονικά στοιχεία, η  συνολική επεξεργασία στα βιολογικά συστήματα επιτυγχάνεται πολύ γρήγορα. Αυτό μας οδηγεί στο συμπέρασμα ότι η βάση του βιολογικού υπολογισμού είναι ένας μικρός αριθμός ακολουθιακών βημάτων, καθένα από τα οποία εκτελείται με πολύ μεγάλο παραλληλισμό. Επίσης, σε αυτήν την παράλληλη αρχιτεκτονική, κάθε μονάδα επεξεργασίας είναι σχετικά απλή και τοπικά συνδεδεμένη.

Οι σημαντικές ιδιότητες των βιολογικών συστημάτων, όπως η ανοχή στα λάθη, η ικανότητα αναγνώρισης από τα συμφραζόμενα, η μεγάλη χωρητικότητα μνήμης και η ικανότητα επεξεργασίας μεγάλου όγκου πληροφοριών σε πολύ μικρό χρόνο μας κατηύθυναν στη μελέτη και την προσπάθεια προσομοίωσης αυτών των εναλλακτικών βιολογικών αρχιτεκτονικών. 

Η βασική λειτουργία που επιτελεί ένας νευρώνας είναι η συσσώρευση των σημάτων που δέχεται από τους νευρώνες με τους οποίους συνδέεται η είσοδός του (input vectors), τα οποία μπορεί να είναι είτε διεγερτικά είτε ανασταλτικά, το φιλτράρισμα και η ενίσχυση αυτών των σημάτων, και η παραγωγή ενός σήματος εξόδου (output vector) που μεταδίδεται μέσω των συνάψεων προς τους νευρώνες με τους οποίους συνδέεται η έξοδός του. Σε πλήρη αντιστοιχία με το απλοποιημένο αυτό μοντέλο του βιολογικού νευρώνα αναπτύχθηκε το μοντέλο του τεχνητού νευρώνα.

Ας θεωρήσουμε έναν τεχνητό νευρώνα με 
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 συνδέσεις εισόδου 
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. Ο υπολογισμός που επιτελεί ένας νευρώνας ξεκινά με τον υπολογισμό της ενεργοποίησης με την βοήθεια της συνάρτησης ενεργοποίησης 
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όπου 
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 η πόλωση (bias) του νευρώνα 

και τελειώνει με τον υπολογισμό της εξόδου 
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 αφού περάσει την ενεργοποίηση από μία συνάρτηση εξόδου 
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1.2 Ορισμός του Τεχνητού Νευρωνικού Δικτύου

Τεχνητό νευρωνικό δίκτυο (artificial neural network) ονομάζεται μία αρχιτεκτονική δομή αποτελούμενη από ένα πλήθος διασυνδεδεμένων μονάδων (nodes). Κάθε μονάδα (τεχνητός νευρώνας) χαρακτηρίζεται από εισόδους και εξόδους και υλοποιεί τοπικά έναν απλό υπολογισμό. Κάθε σύνδεση μεταξύ δύο μονάδων χαρακτηρίζεται από μία τιμή βάρους. Οι τιμές των βαρών των συνδέσεων αποτελούν την γνώση που είναι αποθηκευμένη στο δίκτυο και καθορίζουν τη λειτουργικότητά του. Η έξοδος κάθε μονάδας καθορίζεται από τον τύπο της μονάδας, τη διασύνδεση με τις υπόλοιπες μονάδες και πιθανώς κάποιες εξωτερικές εισόδους. Πέρα από μία πιθανή δεδομένη (εκ κατασκευής) λειτουργική ικανότητα ενός δικτύου, συνήθως ένα τεχνητό νευρωνικό δίκτυο αναπτύσσει μία συνολική λειτουργικότητα μέσω μίας μορφής εκπαίδευσης.
1.3 Εφαρμογές Νευρωνικών Δικτύων

Η εξομοίωση των βιολογικών υπολογιστικών παραδειγμάτων που πραγματοποιείται μέσω των τεχνητών νευρωνικών δικτύων έχει πολύ καλά αποτελέσματα για πολλές κατηγορίες προβλημάτων τα οποία χαρακτηρίζονται από τον πολυδιάστατο χώρο τους, την πολυπλοκότητά τους και τις άγνωστες συσχετίσεις μεταξύ των μεταβλητών τους. Μεταξύ αυτών περιλαμβάνονται:

· Προβλήματα αναγνώρισης (π.χ. αναγνώριση φωνής, εικόνας κτλ.)

· Προβλήματα ελέγχου με δεδομένα ελλιπή, ασαφή ή στοχαστικά

· NP-πλήρη προβλήματα, τα οποία περιλαμβάνουν προβλήματα δρομολόγησης, αναζήτησης κτλ.

1.4 Διαδικασία Κατασκευής Τεχνητών Νευρωνικών Δικτύων

Η ανάπτυξη συστηματικής μεθοδολογίας για την κατασκευή νευρωνικών δικτύων με σκοπό την επίλυση κάποιου προβλήματος δεν έχει ακόμα επιτευχθεί. Αν και είναι αδύνατο, λοιπόν, να παρουσιαστεί ένας ολοκληρωμένος αλγόριθμος, παρουσιάζεται ένας βασικός σκελετός που αντανακλά τα βασικά στάδια υλοποίησης:

1. Τοπολογία δικτύου και στρατηγική διασύνδεσης των μονάδων

2. Χαρακτηριστικά των μονάδων (μπορούν να διαφέρουν ανάλογα με την θέση τους)

3. Διαδικασία εκπαίδευσης

4. Σύνολα εκπαίδευσης και ελέγχου

5. Αναπαράσταση εισόδου-εξόδου, προεπεξεργασία και μετεπεξεργασία 

Η κατασκευή νευρωνικών δικτύων με σκοπό την επίλυση κάποιου προβλήματος είναι αρκετά δύσκολη και απαιτεί μεγάλη τεχνική κρίση. Αυτό οφείλεται στον δύσκολο καθορισμό των στοιχείων του δικτύου, δηλαδή της αρχιτεκτονικής και της τοπολογίας, στην δυσκολία καθορισμού των παραμέτρων των στοιχείων και επιλογής του τρόπου εκπαίδευσης. Υπάρχουν, λοιπόν, πάρα πολλοί συνδυασμοί επιλογών κατά την κατασκευή τεχνητών νευρωνικών δικτύων με συνέπεια να είναι αδύνατη η δοκιμή όλων. Επίσης, πρέπει να επιλεγεί κάποιο αξιόπιστο σύνολο εκπαίδευσης και τέλος να εξεταστεί η καταλληλότητα της λύσης.
1.5 Εκπαίδευση

Η έννοια της εκπαίδευσης είναι πολύ ευρεία. Σε γενικές γραμμές η εκπαίδευση μπορεί να ορισθεί ως η κατάλληλη χρήση πληροφοριών για την βελτίωση της συμπεριφοράς ενός συστήματος. Παραδοσιακά ο προγραμματισμός απαιτεί αυστηρή σύνταξη, διάφορες γλώσσες προσανατολισμένες σε κάθε είδους εφαρμογή, και εξειδικευμένους προγραμματιστές. Η εναλλακτική λύση προέρχεται από τα βιολογικά συστήματα και βασίζεται στην εκπαίδευση. Φυσικά, για να υλοποιηθεί κάτι τέτοιο πρέπει η υπολογιστική μηχανή να είναι ‘εκπαιδεύσιμη’, να υπάρχει ο απαραίτητος ‘χρόνος’ εκπαίδευσης και υπολογιστικοί πόροι, και τέλος τα διαθέσιμα δεδομένα εκπαίδευσης να είναι κατάλληλα. Οι μέθοδοι εκπαίδευσης μπορούν να  κατηγοριοποιηθούν ανάλογα με την μορφή του συνόλου εκπαίδευσης και την χρήση του.

1.5.1 Εκπαίδευση με επίβλεψη

Η εκπαίδευση με επίβλεψη (supervised training) ενός τεχνητού νευρωνικού δικτύου γίνεται με την χρήση ενός συνόλου απεικόνισης εισόδου – εξόδου, το οποίο ονομάζουμε σύνολο εκπαίδευσης. Το σύνολο αυτό παρέχει στο δίκτυο πληροφορίες για τη συσχέτιση των εισόδων με τις εξόδους. Αυτή η πληροφορία αποθηκεύεται στις διάφορες συνδέσεις ανάμεσα στους νευρώνες του δικτύου έτσι ώστε να υλοποιείται μια απεικόνιση από τα δεδομένα εισόδου στα δεδομένα εξόδου. Εκτός του συνόλου εκπαίδευσης χρησιμοποιείται κι άλλο ένα σύνολο απεικόνισης εισόδου – εξόδου, το σύνολο ελέγχου. Αυτό το σύνολο, εφαρμόζεται στο δίκτυο μετά την ολοκλήρωση της εκπαίδευσης, για να διαπιστωθεί η ικανότητα γενίκευσης του τεχνητού νευρωνικού δικτύου σε δεδομένα με τα οποία δεν έχει ήδη εκπαιδευτεί. Σκοπός της εκπαίδευσης με επίβλεψη είναι η σωστή πρόβλεψη της εξόδου όταν γνωρίζουμε την είσοδο. Δηλαδή, όταν εφαρμόζεται στο δίκτυο μία είσοδος, η πραγματική έξοδος να ισούται με την επιθυμητή. 

1.5.2 Εκπαίδευση χωρίς επίβλεψη

Η εκπαίδευση χωρίς επίβλεψη (unsupervised training) ενός τεχνητού νευρωνικού δικτύου γίνεται με την χρήση δεδομένων εισόδου, τα οποία ονομάζουμε σύνολο εκπαίδευσης. Το σύνολο αυτό παρέχει στο δίκτυο πληροφορίες για τις ιδιότητες της εισόδου οι οποίες αποθηκεύονται στις διάφορες συνδέσεις ανάμεσα στους νευρώνες του δικτύου. Σκοπός της εκπαίδευσης χωρίς επίβλεψη είναι η ανακάλυψη κάποιων βασικών ιδιοτήτων και η αυτοοργάνωση των δεδομένων που εφαρμόζονται στην είσοδο του δικτύου.

1.5.3 Εκπαίδευση δύο σταδίων

Η εκπαίδευση δύο σταδίων (semi-supervised training) είναι ο συνδυασμός των μεθόδων εκπαίδευσης που προαναφέρθηκαν και εκτελείται, όπως φανερώνει και το όνομά της, σε δύο στάδια. Κατά το πρώτο στάδιο, γίνεται εκπαίδευση χωρίς επίβλεψη, η οποία ομαδοποιεί τα δεδομένα εισόδου. Κατά το δεύτερο στάδιο γίνεται εκπαίδευση με επίβλεψη, και έτσι δημιουργείται η συνάρτηση απεικόνισης εισόδου – εξόδου. Οι ομάδες του πρώτου σταδίου χρησιμεύουν για να αρχικοποιηθεί το τεχνητό νευρωνικό δίκτυο κατά το δεύτερο στάδιο.
1.6 Κατηγορίες Νευρωνικών Δικτύων με Βάση την Δομή τους

Οποιαδήποτε περιγραφή ενός τεχνητού νευρωνικού δικτύου ξεκινάει με τον προσδιορισμό των εξής χαρακτηριστικών:

1.6.1 Χαρακτηριστικά μονάδων

Λέγοντας χαρακτηριστικά μονάδων εννοούμε τη συνάρτηση ενεργοποίησης 
[image: image13.wmf]g

 και την συνάρτηση εξόδου 
[image: image14.wmf]f

 των τεχνητών νευρώνων (μπορεί να μην είναι ίδιες για όλους τους νευρώνες).

1.6.2 Τοπολογία του δικτύου

Με βάση την τοπολογία και την δομή τους, τα τεχνητά νευρωνικά δίκτυα διαχωρίζονται στις παρακάτω κατηγορίες:

· Επαναληπτικά δίκτυα (με συνδέσεις ανάδρασης)

· Δίκτυα πρόσθιας τροφοδότησης (feed-forward) 

· Δίκτυα με δομή επιπέδων ή ιεραρχική δομή

· Δίκτυα με ανταγωνιστικές (competitive) συνδέσεις

Επίσης, είναι δυνατή η συνεργασία και ο συνδυασμός διαφόρων τοπολογιών σε κάποια εφαρμογή, δηλαδή η δημιουργία υβριδικών τοπολογιών. Τέλος, μπορεί να γίνει συνδυασμός εκπαιδευμένων επιμέρους δικτύων (modular networks). 

1.6.3 Λειτουργίες του δικτύου

Με βάση την συμπεριφορά που θέλουμε να παρουσιάζουν τα τεχνητά νευρωνικά δίκτυα διαχωρίζονται στις παρακάτω κατηγορίες:

· Δίκτυα συσχέτισης προτύπων και υλοποίησης επιθυμητών απεικονίσεων εισόδου - εξόδου

· Μοντέλα συσχετιστικής μνήμης

· Αυτοοργανούμενα (self-organized) δίκτυα

1.7 Πλεονεκτήματα και Μειονεκτήματα των Νευρωνικών Δικτύων

Επειδή τα τεχνητά νευρωνικά δίκτυα αποτελούν ένα σχετικά πρόσφατο μοντέλο υπολογισμού, θα πρέπει να σημειωθεί ότι τα πλεονεκτήματα, μειονεκτήματα και οι σχέσεις τους με τις κλασσικές μεθόδους υπολογισμού δεν έχουν ξεκαθαριστεί πλήρως. Οι προσδοκίες σε αυτόν τον τομέα είναι πολύ μεγάλες. Σε γενικές γραμμές τα τεχνητά νευρωνικά δίκτυα είναι κατάλληλα να αντιμετωπίσουν συγκεκριμένες κατηγορίες προβλημάτων και ειδικότερα προβλήματα εκπαίδευσης που αντιμετωπίζονται με συσχέτιση προτύπων. Η αντίληψη ότι τα τεχνητά νευρωνικά δίκτυα μπορούν να λύσουν όλα τα προβλήματα αυτόματης απόκτησης γνώσης είναι μη ρεαλιστική.

Πλεονεκτήματα

· Έμφυτος παραλληλισμός

· Ανοχή σε βλάβες (λόγω  παραλληλισμού)

· Σχεδιασμένα να είναι προσαρμοζόμενα

· Δεν υπάρχει η ανάγκη για χαρακτηρισμό του προβλήματος πέρα από το σύνολο των προτύπων εκπαίδευσης

Μειονεκτήματα

· Δεν υπάρχουν σαφείς κανόνες για την ανάπτυξη τεχνητών νευρωνικών δικτύων 

· Δεν υπάρχει γενικός τρόπος για την ερμηνεία της εσωτερικής λειτουργίας του δικτύου

· Η εκπαίδευση μπορεί να είναι δύσκολη ή αδύνατη

· Η ικανότητα γενίκευσης είναι δύσκολα προβλέψιμη

Κεφάλαιο 2:

Τεχνητοι Νευρωνεσ

2.1 Απλοί Τεχνητοί Νευρώνες

Η λειτουργία των απλών  τεχνητών νευρώνων είναι στην ουσία μία απλοποίηση της λειτουργίας των βιολογικών νευρώνων. Έστω ότι ένας τεχνητός νευρώνας έχει 
[image: image15.wmf]d

 συνδέσεις εισόδου 
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 με αντίστοιχες τιμές βαρών 
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 και πόλωση 
[image: image20.wmf]q

. Ο υπολογισμός που επιτελεί ένας τέτοιος νευρώνας ξεκινά με τον πολλαπλασιασμό κάθε εισόδου με το αντίστοιχο βάρος. Στην συνέχεια προσθέτει το άθροισμα αυτών των γινομένων με την πόλωση και έτσι προκύπτει το σήμα ενεργοποίησης 
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Στην συνέχεια για να υπολογίσει την έξοδο 
[image: image23.wmf]y

, περνάει την ενεργοποίηση από μία συνάρτηση εξόδου 
[image: image24.wmf]f

.  Αυτή η συνάρτηση εξόδου του νευρώνα θα μπορούσε να είναι η γραμμική: 
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αλλά συνήθως είναι μη γραμμική. Κάποιες φορές χρησιμοποιείται η βηματική:
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(2.3)

αλλά τις περισσότερες φορές χρησιμοποιούνται σιγμοειδής συναρτήσεις όπως η λογιστική: 
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η οποία παρέχει τιμές στο (0,1), η υπερβολική εφαπτομένη:
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η οποία παρέχει τιμές στο (-1,1) και άλλες. Τα διαγράμματα των συναρτήσεων αυτών φαίνονται στο Σχήμα 1 που ακολουθεί
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Σχήμα 1: Συναρτήσεις ενεργοποίησης 


Κατά την διάρκεια της εκπαίδευσης οι παράμετροι που πρέπει να καθοριστούν σε έναν τέτοιο νευρώνα είναι τα βάρη 
[image: image30.wmf]1
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,…,
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 και πόλωση 
[image: image32.wmf]q

. Το μοντέλο του απλού τεχνητού νευρώνα όπως περιγράφηκε σε αυτήν την ενότητα, παρουσιάζεται σχηματικά στο Σχήμα 2.
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Σχήμα 2: Μοντέλο απλού τεχνητού νευρώνα

2.2 Νευρώνες Ακτινικών Συναρτήσεων Βάσης

Μια άλλη κατηγορία τεχνητών νευρώνων είναι οι νευρώνες ακτινικών συναρτήσεων βάσης (radial basis function neurons), τους οποίους ονομάζουμε για συντομία RBF νευρώνες. Έστω ότι ένας RBF νευρώνας έχει 
[image: image34.wmf]d

 συνδέσεις εισόδου 
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} με αντίστοιχες τιμές κέντρου 
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={
[image: image39.wmf]1

m

,…,
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m

} και μία τιμή εύρους 
[image: image41.wmf]s

. Η διεργασία που επιτελεί ένας τέτοιος νευρώνας ξεκινά με τον υπολογισμό της ευκλείδειας απόστασης ή κάποιας άλλης νόρμας μεταξύ των διανυσμάτων εισόδου 
[image: image42.wmf]x
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 και κέντρου 
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 τα οποία έχουν από 
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 στοιχεία (elements) και έτσι προκύπτει το σήμα ενεργοποίησης 
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όπου 
[image: image47.wmf]×

 συνήθως η ευκλείδεια νόρμα

Στην συνέχεια διαιρείται η ενεργοποίηση αυτή με το εύρος 
[image: image48.wmf]s

 ώστε να υπάρχει η δυνατότητα δημιουργίας περιοχών με μεταβλητή ακτίνα στο πεδίο εισόδου. 
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Τέλος, για να υπολογίσει την έξοδο 
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, περνάει την ενεργοποίηση 
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 από μία συνάρτηση εξόδου 
[image: image52.wmf]f

, η οποία ονομάζεται ακτινική συνάρτηση βάσης (radbas),
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και φαίνεται στο Σχήμα 3.
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Σχήμα 3: Ακτινική συνάρτηση βάσης

Το διάνυσμα 
[image: image55.wmf]m

r

 καθορίζει το κέντρο της συνάρτησης βάσης ενώ το 
[image: image56.wmf]s

 καθορίζει την ακτίνα της συνάρτησης βάσης. Η έξοδος του RBF νευρώνα παίρνει τη μέγιστη τιμή (μονάδα) για εισόδους που βρίσκονται στο κέντρο της συνάρτησης βάσης, και η τιμή της ελαττώνεται εκθετικά καθώς η είσοδος απομακρύνεται ακτινικά (όσο μεγαλύτερο το εύρος, τόσο μικρότερη η μείωση της εξόδου για δεδομένη απομάκρυνση της εισόδου από το κέντρο της συνάρτησης βάσης) ώσπου να αγγίξει την τιμή μηδέν. Δηλαδή η έξοδος του RBF νευρώνα είναι κοντά στην μονάδα αν η είσοδος ανήκει στην περιοχή που ορίζεται από το κέντρο 
[image: image57.wmf]m
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 και το εύρος 
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 της συνάρτησης βάσης, ενώ είναι κοντά στο μηδέν εάν η είσοδος βρίσκεται έξω από αυτήν την περιοχή. Κατά την διάρκεια της εκπαίδευσης οι παράμετροι που πρέπει να καθοριστούν σε έναν τέτοιο νευρώνα είναι το κέντρο 
[image: image59.wmf]m

r

 και η ακτίνα 
[image: image60.wmf]s

  της συνάρτησης βάσης. Το μοντέλο του RBF τεχνητού νευρώνα όπως περιγράφηκε σε αυτήν την ενότητα, παρουσιάζεται σχηματικά στην Σχήμα 4.
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Σχήμα 4: Μοντέλο τεχνητού RBF νευρώνα
Κεφαλαιο 3: 

Μοντελα RBF Δικτυων 

3.1 Εισαγωγή στα Δίκτυα Ακτινικών Συναρτήσεων Βάσης

Τα δίκτυα ακτινικών συναρτήσεων βάσης (radial basis function networks), τα οποία ονομάζουμε για συντομία RBF δίκτυα έχουν την ρίζα τους στην μαθηματική θεωρία της προσέγγισης συναρτήσεων. Στην ουσία υλοποιούν μία συνάρτηση παρεμβολής (interpolation function), η οποία προσεγγίζει την τιμή μίας συνάρτησης σε κάποιο σημείο ως το μέσο όρο των τιμών της συνάρτησης σε κοντινά σημεία.

Τα RBF δίκτυα είναι νευρωνικά δίκτυα πρόσθιας τροφοδότησης αποτελούμενα συνολικά από δύο επίπεδα (two layer network). Το πρώτο επίπεδο (εσωτερικό επίπεδο-hidden layer), αποτελείται από RBF νευρώνες. Κάθε RBF νευρώνας ορίζει μία περιοχή στον χώρο εισόδου. Αν η είσοδος ανήκει σε μία από αυτές τις περιοχές, τότε η έξοδος του RBF νευρώνα που την αντιπροσωπεύει θα είναι μονάδα, διαφορετικά θα είναι μηδέν. Οι έξοδοι του πρώτου επιπέδου οδηγούνται ως είσοδοι στο δεύτερο επίπεδο (επίπεδο εξόδου-output layer), που αποτελείται από απλούς νευρώνες. Κάθε απλός νευρώνας ορίζει και μία διαφορετική κατάσταση στον χώρο εξόδου. Συνήθως θεωρούμε ότι η έξοδος που ενεργοποιείται από την είσοδο του δικτύου είναι αυτή με την μέγιστη τιμή στον αντίστοιχο νευρώνα εξόδου. Κάθε RBF νευρώνας έχει ισάριθμες εισόδους με τα στοιχεία των διανυσμάτων εισόδου, ενώ κάθε νευρώνας του επιπέδου εξόδου έχει ισάριθμες εισόδους με τους RBF νευρώνες.

Κατά την διάρκεια της εκπαίδευσης ενός RBF δικτύου, οι παράμετροι που πρέπει να καθοριστούν είναι οι παράμετροι των νευρώνων από τους οποίους αποτελείται το δίκτυο. Κάτι που δεν είναι φανερό με την πρώτη ματιά, είναι το γεγονός ότι κατά την εκπαίδευση μπορεί να αλλάξει και η δομή του RBF νευρωνικού δικτύου. Αυτό θα γίνει εάν αυξηθεί ο αριθμός των ορισμένων περιοχών, με την προσθήκη RBF νευρώνων στο εσωτερικό επίπεδο του δικτύου και την δημιουργία ανάλογων συνδέσεων με το επίπεδο εξόδου.

Το μοντέλο του RBF νευρωνικού δικτύου όπως περιγράφηκε σε αυτήν την ενότητα, παρουσιάζεται στο  Σχήμα 5.
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Σχήμα 5: Μοντέλο του RBF νευρωνικού δικτύου

3.2 Μοντέλα RBF Δικτύων Εκπαιδευόμενα Με Επίβλεψη

3.2.1 RAN
RAN (resource - allocating network) ονομάζεται ένα μοντέλο RBF νευρωνικού δικτύου δομικής μάθησης (βλέπε αντίστοιχο κεφάλαιο), το οποίο αντιστοιχεί ένα διάνυσμα εισόδου (input vector) σε κάποια τιμή εξόδου (output vector), βάση εντοπισμού της θέσης του. Δηλαδή ανάλογα με την περιοχή όπου βρίσκεται ένα διάνυσμα εισόδου ενεργοποιείται και κάποιο από τα στοιχεία της εξόδου (output element).

Το RAN είναι ένα νευρωνικό δίκτυο δύο επιπέδων (όπως φαίνεται και στο Σχήμα 5). Το εσωτερικό  επίπεδο αποτελείται από RBF νευρώνες, οι οποίοι αντιδρούν σε συγκεκριμένες περιοχές των εισόδων τους. Το επίπεδο εξόδου αθροίζει τις εξόδους του εσωτερικού επιπέδου, αφού πρώτα τις έχει πολλαπλασιάσει με κάποια βάρη. Έτσι στον χώρο που ανήκουν τα διανύσματα εισόδου δημιουργείται μια απεικόνιση εισόδου - εξόδου. Η απεικόνιση αυτή βασίζεται στην θέση του διανύσματος εισόδου, δηλαδή ανάλογα με την απόστασή του από τον κάθε RBF νευρώνα (ή ακόμα καλύτερα ανάλογα με το πόσο ανήκει σε κάθε δημιουργημένη από τους RBF νευρώνες περιοχή) ενεργοποιείται κάποια, διαφορετική κάθε φορά, έξοδος. 

Στρατηγική προσδιορισμού θέσης νέου διανύσματος εισόδου στο μοντέλο RAN
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 ονομάζεται το διάνυσμα εισόδου που ανήκει στο  
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, δηλαδή αποτελείται από Κ στοιχεία. Στους RBF νευρώνες του εσωτερικού επιπέδου (L στο πλήθος, όσες και οι περιοχές που ορίζουν) είναι αποθηκευμένες συγκεκριμένες περιοχές των διανυσμάτων εισόδου. Δηλαδή σε κάθε RBF νευρώνα είναι αποθηκευμένο το κέντρο της περιοχής 
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 και το εύρος της περιοχής 
[image: image66.wmf]j
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. Όταν το διάνυσμα εισόδου απομακρύνεται από το κέντρο της αποθηκευμένης περιοχής μικραίνει η απόκριση του νευρώνα. Για την εύρεση της απόστασης του διανύσματος εισόδου από τους κόμβους του εσωτερικού επιπέδου χρησιμοποιείται η ευκλείδεια νόρμα.
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(3.1)

όπου 
[image: image68.wmf]j

z

: η απόσταση του διανύσματος εισόδου από τον j RBF νευρώνα

Με χρήση της απόστασης, όπως αυτή υπολογίσθηκε προηγουμένως, προκύπτει η απόκριση του κάθε RBF νευρώνα.
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Υπάρχουν Μ απλοί νευρώνες στο επίπεδο εξόδου (Μ είναι το πλήθος των κλάσεων εξόδου). Η είσοδος των νευρώνων του επιπέδου εξόδου ταυτίζεται με την έξοδο των νευρώνων του εσωτερικού επιπέδου. Ο ρόλος του κάθε νευρώνα του επιπέδου εξόδου είναι να γνωρίζει τη συμβολή της κάθε εξόδου του εσωτερικού επιπέδου σε κάθε στοιχείο της εξόδου του νευρωνικού δικτύου. Η  έξοδος του νευρωνικού δικτύου (
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) είναι το άθροισμα των εξόδων του εσωτερικού επιπέδου (
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) πολλαπλασιαζόμενων με κάποια βάρη (
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) (διαφορετικό βάρος για κάθε σύνδεση RBF νευρώνα με νευρώνα εξόδου), στο οποίο προστίθεται ένα διάνυσμα σταθερών (
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Η σταθερά 
[image: image75.wmf]g
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αντιπροσωπεύει την έξοδο του νευρωνικού δικτύου όταν καμία είσοδος δεν είναι ενεργή. 

3.2.2 Αλγόριθμος εκπαίδευσης του μοντέλου RAN
Το νευρωνικό δίκτυο ξεκινά από μία κενή κατάσταση, δηλαδή δεν περιέχει κανέναν αρχικοποιημένο νευρώνα. Καθώς παρουσιάζονται διανύσματα εισόδου, το νευρωνικό δίκτυο επιλέγει κάποια από αυτά και τα αποθηκεύει. Για κάθε δοσμένο διάνυσμα εισόδου το νευρωνικό δίκτυο βρίσκεται σε μία κατάσταση, η οποία αντανακλά τα ήδη αποθηκευμένα διανύσματα εισόδου.

Όταν βρεθεί στην είσοδο κάποιο διάνυσμα, το οποίο δεν απεικονίζεται σωστά, τότε δημιουργείται ένας νέος RBF νευρώνας που ορίζει μία περιοχή στον χώρο εισόδου με κέντρο αυτό το διάνυσμα. Η έξοδος του RBF νευρώνα οδηγείται στο επίπεδο εξόδου και τα βάρη στο επίπεδο εξόδου γίνονται τέτοια ώστε η έξοδος του νευρωνικού δικτύου να ισούται με την επιθυμητή έξοδο 
[image: image76.wmf]T

r

. Έστω ότι ο αύξων αριθμός του νέου νευρώνα είναι n.

Το κέντρο του νέου RBF νευρώνα θα ισούται με το διάνυσμα εισόδου
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Τα βάρη του δευτέρου επιπέδου για τον καινούριο νευρώνα αρχικοποιούνται στην τιμή της διαφοράς μεταξύ της επιθυμητής και της πραγματικής εξόδου του νευρωνικού δικτύου
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Το εύρος ενεργοποίησης του νέου RBF νευρώνα είναι ανάλογο της απόστασης του διανύσματος εισόδου από τον κοντινότερο ήδη υπάρχοντα νευρώνα
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όπου 
[image: image80.wmf]×

 η Ευκλείδεια νόρμα και 
[image: image81.wmf]k

 μία σταθερά επικάλυψης. Καθώς το 
[image: image82.wmf]k

 μεγαλώνει η επικάλυψη των διπλανών RBF κόμβων γίνεται μεγαλύτερη.

Το RAN χρησιμοποιεί δύο συνθήκες, οι οποίες πρέπει να ικανοποιούνται συγχρόνως για να δημιουργηθεί νέος κόμβος. Αν το ζευγάρι διανυσμάτων εισόδου-εξόδου είναι 
[image: image83.wmf](
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 για να δημιουργηθεί νέος νευρώνας πρέπει:

1. Η απόσταση πραγματικής και επιθυμητής εξόδου να είναι μεγαλύτερη από κάποια δοσμένη σταθερά 
[image: image84.wmf]e
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 Η σταθερά 
[image: image86.wmf]e

 αντιπροσωπεύει την επιθυμητή ακρίβεια στην έξοδο του δικτύου. Σφάλματα μικρότερα από 
[image: image87.wmf]e

 δεν επιτρέπουν την δημιουργία νέου νευρώνα.

2. Η απόσταση του διανύσματος εισόδου από τον κοντινότερο κόμβο να είναι μεγαλύτερη από κάποια συνάρτηση 
[image: image88.wmf](
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Η συνάρτηση 
[image: image90.wmf](
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 αντιπροσωπεύει την επιθυμητή ακρίβεια αντιστοίχησης ενός διανύσματος εισόδου στις ήδη υπάρχουσες περιοχές. Ξεκινάει από μια τιμή 
[image: image91.wmf]max
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 και φθίνει για κάθε καινούριο διάνυσμα εισόδου μέχρι να φτάσει στην τιμή 
[image: image92.wmf]min

d

. Δηλαδή όσο λιγότερο εκπαιδευμένο είναι το νευρωνικό δίκτυο τόσο καλύτερα πρέπει να απεικονίζονται τα διανύσματα εισόδου σε μία υπάρχουσα περιοχή. Σφάλματα μικρότερα από 
[image: image93.wmf](
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 δεν επιτρέπουν την δημιουργία νέου νευρώνα.
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όπου 
[image: image95.wmf]t

 είναι μία σταθερά καθυστέρησης για την ταχύτητα μείωσης της 
[image: image96.wmf](
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Η χρήση και των δύο συνθηκών είναι απαραίτητη για την δημιουργία ενός συμπαγούς νευρωνικού δικτύου. Αν χρησιμοποιείτο μόνο η συνθήκη (3.7), τότε το νευρωνικό δίκτυο θα δημιουργούσε RBF νευρώνες αντί να διορθώνει μικρά σφάλματα της εξόδου με κάποια τεχνική βελτιστοποίησης. Αν υπήρχε μόνο η συνθήκη (3.8), τότε θα δημιουργούνταν νέοι RBF νευρώνες αντί να διορθωθούν οι περιοχές που ορίζονται από τους ήδη υπάρχοντες RBF νευρώνες.

Συνοψίζοντας, αρχικά το νευρωνικό δίκτυο δημιουργεί μία ακατέργαστη απεικόνιση της συνάρτησης. Στην συνέχεια η απεικόνιση βελτιώνεται με την δημιουργία RBF νευρώνων. Τελικά, όταν το νευρωνικό δίκτυο έχει μάθει την συνάρτηση απεικόνισης με την επιθυμητή ακρίβεια, στάματα η δημιουργία νέων νευρώνων.

Η δημιουργία νέων νευρώνων οδηγεί στην καλύτερη αναπαράσταση της  απεικόνισης εισόδου – εξόδου καθώς εκπαιδεύεται το νευρωνικό δίκτυο. Επίσης χρησιμοποιείται μία τεχνική βελτιστοποίησης, ώστε να χρειάζονται λιγότεροι νευρώνες για να επιτευχθεί η επιθυμητή ακρίβεια. Αφού το νευρωνικό δίκτυο είναι μικρότερο, θα έχει μεγαλύτερη δυνατότητα γενίκευσης και θα είναι πιο εύχρηστο λόγω μικρότερης υπολογιστικής πολυπλοκότητας. Η τεχνική βελτιστοποίησης που χρησιμοποιείται μεταβάλει, κάθε φορά που δεν δημιουργείται νέος νευρώνας, τις τιμές των κέντρων των RBF νευρώνων 
[image: image97.wmf]j
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, των βαρών του δευτέρου επιπέδου 
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 και της σταθεράς 
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, με σκοπό να μειωθεί όσο το δυνατόν περισσότερο το σφάλμα εξόδου 
[image: image100.wmf]E

.


[image: image101.wmf](

)

2

I

y

T

E

r

r

r

-

=


(3.10)

Τα βάρη του δευτέρου επιπέδου και η σταθερά μεταβάλλονται σύμφωνα με τον αλγόριθμο Widrow-Hoff  LSM (Widrow & Hoff, 1960) για την ελαχιστοποίηση του σφάλματος εξόδου όταν δεν δημιουργούνται νέοι νευρώνες
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όπου 
[image: image104.wmf]a

 ο ρυθμός μάθησης

Επίσης για να ελαχιστοποιηθεί το σφάλμα μετατοπίζονται και τα κέντρα των RBF νευρώνων 
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Η σχέση (3.13) προέκυψε από την μέθοδο βελτιστοποίησης gradient descent και τις σχέσεις (3.1), (3.2) και (3.3), και έχει μία διαισθητική ερμηνεία. Τα κέντρα των περιοχών όπου θα έπρεπε να αντιστοιχηθεί το διάνυσμα εισόδου κινούνται προς αυτό, ενώ τα κέντρα των περιοχών όπου δεν θα έπρεπε να αντιστοιχηθεί απομακρύνονται. 

Στην συνέχεια ακολουθεί ο αλγόριθμος εκπαίδευσης του μοντέλου RAN υπό μορφή ψευδοκώδικα:
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 (από το πρώτο ζευγάρι εισόδου εξόδου)

αν δεν υπάρχει κανένας RBF κόμβος τότε δημιούργησε νέο κόμβο  από το πρώτο ζευγάρι εισόδου εξόδου 
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για κάθε ζευγάρι εισόδου-εξόδου 
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         υπολόγισε την έξοδο του δικτύου
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                       υπολόγισε το σφάλμα 
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                       υπολόγισε την  απόσταση από τον κοντινότερο RBF κόμβο
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                            δημιούργησε νέο κόμβο, 
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3.2.3 ARAN
Μία παραλλαγή του RAN, που αναπτύχθηκε στην προηγούμενη ενότητα, είναι το ARAN (adaptive resource-allocating network). Το ARAN είναι ένα RBF δίκτυο παρόμοιας αρχιτεκτονικής με το RAN με τις εξής διαφορές. Στο μοντέλο ARAN:

1. Δίνεται η δυνατότητα αρχικοποίησης του τεχνητού νευρωνικού δικτύου

2. Δεν υπάρχει διάνυσμα πόλωσης  
[image: image127.wmf]g

r

.

3. Χρησιμοποιείται ευκλείδεια απόσταση με βάρη.

4. Η συνάρτηση εξόδου δεν είναι γραμμική.

5. Η παράμετρος δ παραμένει σταθερή.

6. Μειώνεται ο ρυθμός μάθησης (προσαρμοζόμενος ρυθμός).

7. Υπάρχει η δυνατότητα επιλογής ασθενούς ή ισχυρής μάθησης

8. Η συνθήκη δημιουργίας νέου κόμβου αναφέρεται στην ενεργοποίηση των RBF νευρώνων και όχι στην απόσταση του διανύσματος εισόδου από τους RBF νευρώνες.

9. Μεταβάλλεται το εύρος των RBF νευρώνων

Στρατηγική προσδιορισμού θέσης νέου διανύσματος εισόδου στο μοντέλο ARAN
Για την εύρεση της απόστασης του διανύσματος εισόδου από τους κόμβους του επιπέδου εισόδου χρησιμοποιείται η σχέση
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(3.14)
όπου 
[image: image129.wmf]j

z

: η απόσταση του διανύσματος εισόδου από τον j RBF νευρώνα

Όπως φαίνεται στην σχέση (3.14) δεν υπολογίζουμε την απόσταση με  χρήση της ευκλείδειας νόρμας, κατά αναλογία με το πρότυπο RAN. Αυτό συμβαίνει γιατί η ευκλείδεια νόρμα υπολογίζει την απόσταση δίνοντας την ίδια βαρύτητα σε κάθε διάσταση του διανύσματος εισόδου. Αν όμως μία διάσταση του διανύσματος εισόδου είναι περισσότερο σημαντική από κάποια άλλη (για τον συγκεκριμένο νευρώνα j), τότε είναι αδύνατο αυτή η γνώση να αποτυπωθεί στο νευρωνικό δίκτυο με χρήση της ευκλείδειας νόρμας. 

Αυτό οδήγησε στην εισαγωγή της σχέσης (3.14), η οποία πολλαπλασιάζει την απόσταση σε κάθε διάσταση με έναν θετικό αριθμό 
[image: image130.wmf]ji
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 μικρότερο της μονάδας. Αυτός ο αριθμός προκύπτει από την ακόλουθη σχέση
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(3.15)
όπου 
[image: image132.wmf]ji

s

 είναι η διασπορά των δεδομένων που έχουν αντιστοιχηθεί στον κόμβο j του εσωτερικού επιπέδου του δικτύου, υπολογισμένη σε κάθε διάσταση i του διανύσματος εισόδου.
 Όσο πιο μεγάλος είναι ο αριθμός 
[image: image133.wmf]ji

s

 τόσο πιο μικρός είναι αριθμός 
[image: image134.wmf]ji

w

, και έτσι δίνεται λιγότερη βαρύτητα στις διαστάσεις των RBF κόμβων που έχουν αντιστοιχηθεί διανύσματα με πολύ διαφορετικές μεταξύ τους τιμές. Αυτό είναι κάτι ανάλογο με την ύπαρξη  διαφορετικού εύρους σε κάθε διάσταση των RBF κόμβων. Είναι, λοιπόν, εμφανές ότι το μοντέλο ARAN μπορεί να δώσει μία καμπυλότητα στον χώρο εισόδου και οι περιοχές που ορίζονται από τους RBF νευρώνες να έχουν μεταβλητή ακτίνα για κάθε διάσταση. 

Με χρήση της απόστασης, όπως αυτή υπολογίσθηκε προηγουμένως, προκύπτει η απόκριση του κάθε RBF νευρώνα.
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Η είσοδος των νευρώνων του επιπέδου εξόδου ταυτίζεται με την έξοδο των νευρώνων του εσωτερικού επιπέδου. Ο ρόλος του κάθε νευρώνα του επιπέδου εξόδου είναι να γνωρίζει τη συμβολή της κάθε απόκρισης του εσωτερικού επιπέδου σε κάθε στοιχείο της εξόδου του νευρωνικού δικτύου. Κάθε  έξοδος του νευρωνικού δικτύου (
[image: image136.wmf]y

r

) είναι το άθροισμα (
[image: image137.wmf]u
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) των εξόδων του πρώτου επιπέδου (
[image: image138.wmf]j
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) πολλαπλασιαζόμενων με κάποια βάρη (
[image: image139.wmf]j
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) αφού περάσει από τη λογιστική συνάρτηση. Δηλαδή οι έξοδοι του ARAN είναι φραγμένες όπως και η λογιστική συνάρτηση σε αντίθεση με τις εξόδους του RAN.
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3.2.4 Αλγόριθμος εκπαίδευσης του μοντέλου ARAN

Η μεθοδολογία εκπαίδευσης του ARAN παρουσιάζει αρκετές ομοιότητες με το μοντέλο RAN. Το ARAN είτε ξεκινά από μία κενή κατάσταση, είτε αρχικοποιείται με ένα σύνολο νευρώνων, οι παράμετροι των οποίων εκτιμούνται μέσω κάποιας μεθόδου ομαδοποίησης (clustering) ή τίθενται τυχαία. 

Όταν βρεθεί στην είσοδο κάποιο διάνυσμα, το οποίο δεν απεικονίζεται σωστά, τότε δημιουργείται ένας νέος RBF νευρώνας με χαρακτηριστικά ανάλογα με αυτά ενός νέου νευρώνα στο μοντέλο RAN (βλέπε σχέσεις (3.4), (3.5) και (3.6)). Η μόνη διαφορά είναι ότι σε κάθε νέο νευρώνα δημιουργείται και μία θέση μνήμης, όπου αποθηκεύεται το πλήθος των διανυσμάτων που έχουν ήδη αντιστοιχηθεί στο συγκεκριμένο νευρώνα. Αυτή η θέση μνήμης  αρχικοποιείται πάντα στην τιμή ένα 
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και αυξάνεται κατά ένα κάθε φορά που αντιστοιχείται νέο διάνυσμα εισόδου στον κόμβο.

Το RAN χρησιμοποιεί δύο συνθήκες για την δημιουργία νέου κόμβου, οι οποίες πρέπει να ικανοποιούνται συγχρόνως. Η πρώτη είναι κοινή με το μοντέλο RAN (βλέπε σχέση (3.7)). Η δεύτερη συνθήκη έχει να κάνει με την ενεργοποίηση των RBF κόμβων του εσωτερικού επιπέδου. Πρέπει η μέγιστη απόκριση να είναι μεγαλύτερη από μία σταθερά 
[image: image144.wmf]d
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Η σταθερά 
[image: image146.wmf]d

 αντιπροσωπεύει την επιθυμητή ακρίβεια αντιστοίχησης ενός διανύσματος εισόδου στις ήδη υπάρχουσες περιοχές. Σφάλματα μικρότερα από 
[image: image147.wmf]d

 δεν επιτρέπουν την δημιουργία νέου νευρώνα.

Αν δεν προστεθεί νέος RBF νευρώνας, τότε χρησιμοποιείται μία τεχνική βελτιστοποίησης, η οποία αρχικά μεταβάλλει το πλήθος των διανυσμάτων εισόδου που έχουν αντιστοιχηθεί στον κόμβο
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και στην συνέχεια με σκοπό να μειωθεί όσο το δυνατόν περισσότερο το σφάλμα εξόδου 
[image: image149.wmf]E
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μεταβάλλονται τα βάρη του επιπέδου εξόδου, μετατοπίζονται τα κέντρα και αλλάζουν οι διασπορές των RBF νευρώνων όπως φαίνεται στην συνέχεια.
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όπου ο m αριθμός των κόμβων του επιπέδου εξόδου
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όπου 
[image: image154.wmf]j

a

 ο ρυθμός μάθησης, διαφορετικός για κάθε κόμβο j και μεταβλητός κατά την διάρκεια της εκπαίδευσης.

Οι σχέσεις (3.24), (3.25), και (3.26) προέκυψαν από την μέθοδο βελτιστοποίησης gradient descent και τις σχέσεις (3.16), (3.17) και (3.18). Η σταθερά 
[image: image155.wmf]n

 ονομάζεται προσαρμοσμένος ρυθμός μάθησης (adaptive learning rate) και εξαρτάται από μία σταθερά μάθησης 
[image: image156.wmf]b

 και τις τιμές 
[image: image157.wmf]j

N

 όπως φαίνεται στην σχέση που ακολουθεί.
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Με αυτόν τον τρόπο επιτυγχάνεται η βαθμιαία μείωση του ρυθμού μάθησης καθώς εκπαιδεύεται το τεχνητό νευρωνικό δίκτυο. Έτσι, όσο μεγαλύτερος είναι ο όγκος της πληροφορίας (όσο περισσότερα διανύσματα εισόδου έχουν αντιστοιχηθεί στους RBF νευρώνες του δικτύου), τόσο δυσκολότερα αλλάζει αυτή η πληροφορία (οι σταθερές του δικτύου). Με αυτόν τον τρόπο είναι δυνατόν να μείνει αποτυπωμένη στο δίκτυο η πληροφορία που αποκτήθηκε από τα πρώτα ζεύγη εκπαίδευσης παρόλο που αποθηκεύεται πληροφορία και από τα νέα ζεύγη εκπαίδευσης. Στην περίπτωση που ο ρυθμός μάθησης ήταν σταθερός, όπως για παράδειγμα στο μοντέλο RAN, η αποκτημένη από τις νέες εισόδους πληροφορία θα έπαιρνε την θέση της αποκτημένης γνώσης από τα παλαιότερα διανύσματα εισόδου, με αποτέλεσμα το εκπαιδευμένο δίκτυο να αποκρίνεται περίφημα στις τελευταίες εισόδους εκπαίδευσης αλλά όχι εξίσου καλά στις προηγούμενες.


Η σταθερά 
[image: image159.wmf]j

a

 ονομάζεται ανταγωνιστικός ρυθμός μάθησης (competitive learning rate). Στην περίπτωση ασθενούς ανταγωνιστικής μάθησης (soft competitive learning), ο νικητής παίρνει τα περισσότερα (winner-take-most), δηλαδή αναβαθμίζονται όλοι οι κόμβοι ανάλογα με την απόστασή τους από το διάνυσμα εισόδου. Η τιμή του ανταγωνιστικού ρυθμού μάθησης δίνεται από την σχέση που ακολουθεί.
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όπου 
[image: image161.wmf]×

 η ευκλείδεια νόρμα, 
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 ο πιο κοντινός στο διάνυσμα εισόδου RBF κόμβος και 
[image: image163.wmf]farthest
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 ο πιο μακρινός από το διάνυσμα εισόδου RBF κόμβος.  

Στην περίπτωση που έχει επιλεγεί ισχυρά ανταγωνιστική μάθηση (hard competitive learning), τότε ο νικητής τα παίρνει όλα (winner-take-all), δηλαδή αναβαθμίζεται μόνο ο πιο κοντινός στο διάνυσμα εισόδου κόμβος. Η τιμή της σταθεράς 
[image: image164.wmf]j
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 δίνεται από την σχέση που ακολουθεί.
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Στην συνέχεια ακολουθεί ο αλγόριθμος εκπαίδευσης του μοντέλου ARAN υπό μορφή ψευδοκώδικα:

	δημιούργησε ένα πίνακα 
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 είναι ίσο με το πλήθος των κόμβων του τεχνητού νευρωνικού δικτύου και το πλήθος των στοιχείων που περιέχει το 
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 είναι ίσο με το τη διάσταση του κάθε κόμβου και επομένως ίσο με την διάσταση των διανυσμάτων εισόδου)
αν δεν υπάρχει κανένας RBF κόμβος τότε δημιούργησε νέο κόμβο  από το πρώτο ζευγάρι εισόδου εξόδου 
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για κάθε ζευγάρι εισόδου-εξόδου 
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                       υπολόγισε το σφάλμα 
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                       υπολόγισε την  απόσταση από τον κοντινότερο RBF κόμβο
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                        αλλιώς (αν έχει επιλεγεί hard competitive learning)
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3.3 Μοντέλα RBF Δικτύων Εκπαιδευόμενα Χωρίς Επίβλεψη
Κάθε RBF δίκτυο εκπαιδευόμενο χωρίς επίβλεψη δέχεται κάποια διανύσματα εισόδου 
[image: image203.wmf]I

r

 τα οποία ομαδοποιεί. Δηλαδή εντοπίζει κάποια κοινά χαρακτηριστικά των διανυσμάτων αυτών και έτσι δημιουργεί τις ανάλογες ομάδες. Ένα τέτοιο τεχνητό νευρωνικό δίκτυο αποτελείται από ένα μόνο επίπεδο (όπως φαίνεται και στo Σχήμα 6) σε αντίθεση με τα μοντέλα που αναπτύχθηκαν προηγούμενα και αποτελούνται από δύο επίπεδα. Το επίπεδο αυτό αποτελείται από RBF νευρώνες, κάθε ένας από τους οποίους ορίζει μία ομάδα. Κάθε διάνυσμα εισόδου αντιστοιχείται στην κατάλληλη ομάδα,  ανάλογα με την απόστασή του από τον κάθε RBF νευρώνα (ή ακόμα καλύτερα ανάλογα με το πόσο ανήκει σε κάθε δημιουργημένη από τους RBF νευρώνες περιοχή).


[image: image204.wmf]ΔΙΑΝΥΣΜΑ ΕΙΣΟΔΟΥ

1ος RBF ΝΕΥΡΩΝΑΣ

ΤΕΛΕΥΤΑΙΟΣ RBF

ΝΕΥΡΩΝΑΣ

1ο ΣΤΟΙΧΕΙΟ

            ΤΕΛΕΥΤΑΙΟ ΣΤΟΙΧΕΙΟ

ΔΙΑΝΥΣΜΑΤΟΣ

...

...

ΔΙΑΝΥΣΜΑΤΟΣ

ΕΞΟΔΟΥ

ΕΞΟΔΟΥ

...   ...


       
Σχήμα 6: Μοντέλο RBF δίκτυο εκπαιδευόμενο χωρίς επίβλεψη

Στρατηγική προσδιορισμού ομάδας νέου διανύσματος εισόδου 


Αρχικά υπολογίζεται η απόκριση του κάθε RBF νευρώνα με τον ίδιο ακριβώς τρόπο όπως στο μοντέλο RAN (βλέπε σχέσεις (3.1) και (3.2)). Με αυτόν τον τρόπο δημιουργείται ένα διάνυσμα εξόδου 
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, το οποίο αποτελείται από τις αποκρίσεις των RBF νευρώνων. Άρα οι κλάσεις της εξόδου είναι ακριβώς ίσες (L) με τους RBF νευρώνες του εσωτερικού επιπέδου. Το διάνυσμα της εισόδου θεωρείται ότι ανήκει στην κλάση στην οποία αντιστοιχεί ο RBF νευρώνας με την μέγιστη ενεργοποίηση. 

3.3.1 Αλγόριθμος εκπαίδευσης χωρίς επίβλεψη

Η εκπαίδευση χωρίς επίβλεψη και ο αλγόριθμος εκπαίδευσης του μοντέλου RAN παρουσιάζουν αρκετές ομοιότητες. Και στις δύο περιπτώσεις το τεχνητό νευρωνικό δίκτυο ξεκινά από μία κενή κατάσταση, δηλαδή δεν περιέχει κανέναν αρχικοποιημένο νευρώνα και κατά την εκπαίδευση  παρουσιάζονται διανύσματα εισόδου. Στην συνέχεια το νευρωνικό δίκτυο επιλέγει εκείνα που δεν απεικονίζει ικανοποιητικά και δημιουργεί RBF νευρώνες, δηλαδή νέες ομάδες. Τα υπόλοιπα διανύσματα εισόδου τα χρησιμοποιεί για να βελτιώσει τις ήδη υπάρχουσες ομάδες. Η μεγάλη διαφορά είναι ότι τα διανύσματα εισόδου δεν αντιστοιχούν σε κάποια διανύσματα εξόδου. Δηλαδή δεν υπάρχει σωστή ή λάθος απόκριση του δικτύου σε μία είσοδο, αλλά απλά η αντιστοίχηση της εισόδου σε μία ομάδα. 

Όταν βρεθεί στην είσοδο κάποιο διάνυσμα 
[image: image206.wmf]I
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 υπολογίζεται το διάνυσμα εξόδου 
[image: image207.wmf]x

r

. Αν το μεγαλύτερο στοιχείο του διανύσματος εξόδου υπερβαίνει μία τιμή 
[image: image208.wmf]d

 θεωρείται ότι ομοιάζει σε κάποια ομάδα και ακολουθείται μία τεχνική βελτιστοποίησης ώστε να δοθούν και κάποια χαρακτηριστικά αυτού του διανύσματος εισόδου στις ομάδες. Η σταθερά 
[image: image209.wmf]d

 αντιπροσωπεύει την επιθυμητή ακρίβεια αντιστοίχησης ενός διανύσματος εισόδου στις ήδη υπάρχουσες περιοχές. Αρχικά μεταβάλλεται το πλήθος των διανυσμάτων εισόδου που έχουν αντιστοιχηθεί στον κόμβο
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και στην συνέχεια μεταβάλλονται τα βάρη του RBF επιπέδου, δηλαδή μετατοπίζονται τα κέντρα και αλλάζουν οι διασπορές των νευρώνων όπως φαίνεται στην συνέχεια.
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όπου 
[image: image213.wmf]j
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 η παράμετρος ανταγωνιστικής μάθησης και 
[image: image214.wmf]n

 ο προσαρμοσμένος ρυθμός μάθησης (adaptive learning rate)  υπολογίζονται όπως στο μοντέλο ARAN (βλέπε σχέσεις (3.30), (3.31) και (3.32)).

Αν το μέγιστο στοιχείο του διανύσματος εξόδου υπολείπεται της τιμής 
[image: image215.wmf]d

 θεωρείται ότι δεν υπάρχει κάποια ομάδα που να το χαρακτηρίζει κι έτσι δημιουργείται μία νέα ομάδα, δηλαδή δημιουργείται ένας νέος RBF νευρώνας στον οποίο αποθηκεύεται το διάνυσμα. Τα χαρακτηριστικά του νέου RBF νευρώνα είναι όμοια με αυτά στο μοντέλο ARAN (βλέπε σχέσεις (3.4), (3.6) και (3.20)).

Στην συνέχεια ακολουθεί ο αλγόριθμος εκπαίδευσης χωρίς επίβλεψη υπό μορφή ψευδοκώδικα:
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αν δεν υπάρχει κανένας RBF κόμβος τότε δημιούργησε νέο κόμβο  από το πρώτο ζευγάρι εισόδου εξόδου 
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για κάθε ζευγάρι εισόδου-εξόδου 
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[image: image225.wmf]I

new

r

r

=

m

,
[image: image226.wmf]1

=

N

new

 

                                                                                                                  
[image: image227.wmf]nearest

new

I

k

m

s

r

r

-

×

=





                                }

                                                  αλλιώς 




                                {

                   
[image: image228.wmf]1

+

N

=

N

nearest

nearest






                                                             
[image: image229.wmf]å

=

=

L

j

j

N

n

1

2

b






                        για j από 1 έως L





            {

                                                                             αν έχει επιλεγεί soft competitive learning

                                                                                            { 







                           
[image: image230.wmf]nearest

farthest

nearest

j

j

I

I

I

I

a

m

m

m

m

r

r

r

r

r

r

r

r

-

-

-

-

-

-

=


                                                                                              }





                        αλλιώς (αν έχει επιλεγεί hard competitive learning)

                                                                                              {

                                                                                       
[image: image231.wmf]ï

î

ï

í

ì

=

          

          

      

   

 

    

,

0

,

1

V

alli

mboV

k

steroV

plhsi

an

ώ

ό

έ

o

j

a

j


                                                                                                }

                      
[image: image232.wmf](

)

j

ji

i

j

j

ji

ji

x

I

na

×

-

=

+

m

s

m

m

2

2





                      
[image: image233.wmf](

)

å

=

-

×

×

+

=

K

i

ji

i

j

j

j

j

j

I

x

na

1

2

3

2

m

s

s

s


                                                                                        

           }




                                  }


}

                          


3.4
Μοντέλα RBF Δικτύων Εκπαιδευόμενα σε Δύο Στάδια

Η εκπαίδευση ενός RBF δικτύου σε δύο στάδια δεν είναι στην πραγματικότητα τίποτα άλλο παρά ο συνδυασμός εκπαιδεύσεως με και χωρίς επίβλεψη. Όπως προδίδει και το όνομά της η εκπαίδευση αυτή εκτελείται σε δύο στάδια. Στο πρώτο στάδιο ομαδοποιούνται τα δεδομένα με εκπαίδευση χωρίς επίβλεψη. Στην συνέχεια είναι πλέον γνωστές οι ομάδες των διανυσμάτων εισόδου, αφού έχουμε τα κέντρα και τις διασπορές των RBF νευρώνων από την εκπαίδευση χωρίς επίβλεψη. Βάση αυτών των ομάδων αρχικοποιείται το εσωτερικό επίπεδο του RBF δικτύου. Ενδιαφέρον παρουσιάζει η αρχικοποίηση του επιπέδου εξόδου. Ένας  πρώτος τρόπος είναι να αρχικοποιηθεί τυχαία. Ένας δεύτερος είναι να ελέγξουμε τα ζεύγη του συνόλου εκπαίδευσης. Ανάλογα με την πιθανότητα, με την οποία τα διανύσματα εισόδου που αντιστοιχούνται σε κάποια ομάδα ανήκουν σε κάθε κλάση, αρχικοποιείται το επίπεδο εξόδου. Ένας τελευταίος είναι να χρησιμοποιηθεί η πιθανότητα με την οποία τα διανύσματα εισόδου που έχουν συμβάλλει στην δημιουργία κάποιας ομάδας ανήκουν σε κάθε κλάση.  Τέλος, αφού έχει αρχικοποιηθεί το δίκτυο εκτελείται το δεύτερο στάδιο, δηλαδή η εκπαίδευση με επίβλεψη.

Κεφάλαιο 4:

Εκτίμηση Επιπέδου Εμπιστοσύνης Εξόδου σε RBF Δίκτυα

Ένα RBF δίκτυο αντιστοιχεί ένα διάνυσμα εισόδου σε μία έξοδο,  όπως έχει ήδη αναλυθεί στο προηγούμενο κεφάλαιο, αφού πρώτα έχει αντιστοιχήσει την είσοδο σε μία περιοχή δημιουργημένη από έναν RBF νευρώνα. Όμως με πόση σιγουριά το δίκτυο κάνει αυτήν την αντιστοίχηση, είναι αδύνατο να το γνωρίζουμε απλά από την έξοδό του. Για να μάθουμε κάτι τέτοιο πρέπει να χρησιμοποιήσουμε πληροφορία από την εσωτερική κατάσταση του δικτύου. Αν ένα διάνυσμα εισόδου βρίσκεται στα όρια μίας περιοχής που συνεισφέρει σε διαφορετική κατάσταση εξόδου από αυτήν όπου αντιστοιχείται, τότε δεν πρέπει να δείξουμε μεγάλη εμπιστοσύνη στο αποτέλεσμα, αφού υπάρχει μεγάλη πιθανότητα λάθους. Για να βρεθεί πόση εμπιστοσύνη μπορούμε να δείξουμε στην έξοδο του δικτύου, χρησιμοποιούμε κάποιους αλγόριθμους για την εκτίμηση της εμπιστοσύνης (confidence level estimation).

4.1
Η Μέθοδος των Πλησιέστερων RBF Κόμβων 

Η μέθοδος των πλησιέστερων RBF κόμβων μπορεί να εφαρμοστεί σε οποιοδήποτε RBF νευρωνικό δίκτυο. Η βασική ιδέα που αξιοποιεί αυτή η μέθοδος είναι το γεγονός ότι αν κάποιο διάνυσμα εισόδου βρίσκεται κοντά στα όρια της περιοχής όπου αντιστοιχείται, η ενεργοποίηση του νικητή νευρώνα θα είναι μικρή. Άρα, γνωρίζοντας την απόκριση του νικητή νευρώνα, θα ξέρουμε αν το διάνυσμα εισόδου βρίσκεται κοντά στα όρια (αν η απόκριση είναι κοντά στο μηδέν) ή κοντά στο κέντρο (αν η απόκριση είναι κοντά στην μονάδα) της περιοχής που ορίζει ο νικητής νευρώνας. Όσο πιο μακριά από το κέντρο βρίσκεται το διάνυσμα εισόδου, δηλαδή όσο μικρότερη είναι η απόκριση του νικητή νευρώνα, τόσο μεγαλύτερη είναι η πιθανότητα εμφάνισης λανθασμένης εξόδου από το νευρωνικό δίκτυο.

Όμως η μικρή ενεργοποίηση του νικητή νευρώνα δεν σημαίνει σε κάθε περίπτωση ότι υπάρχει μεγάλη πιθανότητα εμφάνισης λανθασμένης εξόδου. Στην περίπτωση που ο δεύτερος κοντινότερος RBF κόμβος (διεκδικητής RBF κόμβος) θα αντιστοιχούσε το διάνυσμα εισόδου στο ίδιο διάνυσμα εξόδου όπου το έχει αντιστοιχήσει ο νικητής κόμβος, παρόλο που έχουμε μικρή ενεργοποίηση του νικητή κόμβου, το διάνυσμα εισόδου δεν βρίσκεται στα όρια της περιοχής όπου αντιστοιχείται. Δηλαδή, παρόλο που το διάνυσμα εισόδου βρίσκεται στα όρια της περιοχής που ορίζει ο νικητής νευρώνας, επειδή η συνοριακή περιοχή  αντιστοιχείται στην ίδια κατάσταση εξόδου, το διάνυσμα εισόδου δεν βρίσκεται στα όρια της ευρύτερης περιοχής του πεδίου εισόδου αλλά στο μέσο της περιοχής που ορίζουν οι δύο κοντινότεροι στο σημείο νευρώνες. Η λογική αυτή μπορεί εύκολα να γενικευτεί για περισσότερους από δύο νευρώνες.

Αλγόριθμος των πλησιέστερων RBF κόμβων


Το πρώτο βήμα κατά την υλοποίηση αυτού του αλγορίθμου είναι ο υπολογισμός του διανύσματος εξόδου, αν τοποθετηθεί στην είσοδο το διάνυσμα του οποίου θέλουμε να υπολογίσουμε την εμπιστοσύνη.

Στην συνέχεια επιτελείται η διεύρυνση των περιοχών εισόδου, πράγμα που επιτυγχάνεται με τον πολλαπλασιασμό των εύρων όλων των RBF κόμβων με μία επιλεγμένη σταθερά 
[image: image234.wmf]c

 μεγαλύτερη της μονάδας (ή ίση με την μονάδα εάν υπάρχει ήδη πολύ μεγάλη αλληλοεπικάλυψη των γειτονικών περιοχών).
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ο συμβολισμός είναι ο ίδιος με αυτόν των προηγουμένων ενοτήτων

 Με αυτόν τον τρόπο αυξάνεται η ευαισθησία του τεχνητού νευρωνικού δικτύου στο πεδίο εισόδου αφού αυξάνεται η ενεργοποίηση όλων των κόμβων και υπάρχει μεγαλύτερη αλληλοεπικάλυψη περιοχών.


Έπειτα, υπολογίζεται η απόκριση των k (όπου k=(πλήθος των RBF κόμβων)/(μέγεθος του διανύσματος εξόδου)) κοντινότερων RBF κόμβων (με το νέο εύρος κάθε RBF νευρώνα) στο διάνυσμα εισόδου. Αρχικά η εμπιστοσύνη στην έξοδο του δικτύου είναι μηδενική. Στην συνέχεια εξετάζεται αν οι RBF νευρώνες, για τους οποίους υπολογίστηκε η απόκριση  αντιστοιχούν το διάνυσμα εισόδου σε έξοδο όμοια με την έξοδο του δικτύου. Αν η έξοδος είναι όμοια, τότε η απόκριση του νευρώνα προστίθεται στην εμπιστοσύνη, αφού συνεισφέρει στην έξοδο του δικτύου, ενώ αν έξοδος είναι διαφορετική η απόκριση αφαιρείται από την εμπιστοσύνη. 


Ακολουθεί ο αλγόριθμος υπό μορφή ψευδοκώδικα:
	k=(πλήθος των RBF κόμβων)/(μέγεθος του διανύσματος εξόδου)
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4.2 Η Μέθοδος των Νικητών RBF Κόμβων

Η μέθοδος των νικητών RBF κόμβων σε αντίθεση με αυτήν των πλησιέστερων RBF κόμβων δεν μπορεί να εφαρμοστεί σε οποιοδήποτε RBF νευρωνικό δίκτυο, παρά μόνο σε αυτά που έχουν μεγάλο πλήθος RBF κόμβων για κάθε κλάση εξόδου. Η μέθοδος αυτή βασίζεται σε μία χαρακτηριστική ιδιότητα των δικτύων αυτού του είδους. Η κάθε περιοχή στο πεδίο εισόδου αποτελείται από πολλές υποπεριοχές, δηλαδή πολλοί γειτονικοί RBF κόμβοι αντιστοιχούν τα διανύσματα εισόδου στο ίδιο διάνυσμα εξόδου. Έτσι αν το διάνυσμα εισόδου βρίσκεται βαθιά μέσα στην περιοχή του πεδίου εισόδου όπου αντιστοιχείται, οι γειτονικές με την νικήτρια υποπεριοχές θα ανήκουν στην ίδια ευρύτερη περιοχή με αυτή. Δηλαδή, όσο πιο βαθιά στην νικήτρια περιοχή βρίσκεται, τόσο περισσότεροι θα είναι οι συνεχόμενοι κατά σειρά απόστασης RBF κόμβοι που θα αντιστοιχούν την είσοδό τους στην ίδια περιοχή. Ο αλγόριθμος αυτός υπολογίζει το πλήθος των συνεχόμενων κόμβων κατά σειρά απόστασης από την είσοδο, που ανήκουν στην ίδια κλάση με αυτήν της εξόδου. Όσο μεγαλύτερο είναι αυτό το πλήθος, τόσο μικρότερη είναι η πιθανότητα εμφάνισης λανθασμένης εξόδου από το νευρωνικό δίκτυο.

Αλγόριθμος των νικητών RBF κόμβων

Τα πρώτα βήματα αυτού του  αλγόριθμου είναι όμοια με αυτά του αμέσως προηγούμενου. Αρχικά υπολογίζει το διάνυσμα εξόδου για την είσοδο της οποίας θέλουμε να υπολογίσουμε την εμπιστοσύνη και στην συνέχεια διευρύνει το εύρος των RBF νευρώνων. Έπειτα, υπολογίζεται η απόκρισή των RBF κόμβων  (με το νέο εύρος κάθε RBF νευρώνα) και κατατάσσονται κατά σειρά απόστασης από την είσοδο (πρώτος αυτός με την μεγαλύτερη απόκριση, δεύτερος αυτός με την δεύτερη μεγαλύτερη και ούτω καθεξής). Η διαδικασία κατάταξης σταματά μόλις εντοπιστεί κάποιος RBF κόμβος που αντιστοιχεί την είσοδό του σε διάνυσμα εξόδου διαφορετικό από την νικήτρια έξοδο του νευρωνικού δικτύου. Τέλος υπολογίζεται πόσοι κόμβοι κατατάχθηκαν. 

Ακολουθεί ο αλγόριθμος υπό μορφή ψευδοκώδικα:
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Kεφαλαιο 5:

Παραλλαγεσ του Μοντελου RAN


Όπως δημιουργήθηκε το ARAN, μία παραλλαγή του RAN δηλαδή, έτσι είναι δυνατό να δημιουργηθούν και άλλες παραλλαγές οι οποίες να διαφέρουν από το RAN σε πολλά ή λιγότερα σημεία. Μία προσεκτική μελέτη στο τρόπο προσδιορισμού θέσης και εκπαίδευσης των μοντέλων RAN και ARAN, καθώς και η παραγωγική φαντασία, θα βοηθούσαν στην ανίχνευση σημείων που επιδέχονται κάποια μετατροπή με σκοπό την βελτίωση στις λειτουργίες μάθησης και γενίκευσης των παραπάνω μοντέλων. Βέβαια, καλό είναι οι αλλαγές αυτές να μην είναι τόσο εκτεταμένες ώστε να μην αλλοιώνουν την φύση του μοντέλου αφού ο σκοπός μας είναι η μελέτη και βελτίωση του μοντέλου RAN.

5.1 Η Νόρμα Εύρεσης της Απόστασης


Για την εύρεση της απόστασης του διανύσματος εισόδου από τα κέντρα των RBF νευρώνων, το μοντέλο RAN χρησιμοποιεί την ευκλείδεια νόρμα. Είναι δυνατόν να χρησιμοποιηθεί οποιαδήποτε άλλη νόρμα αντί  της ευκλείδειας νόρμας. Φαινομενικά η νόρμα που χρησιμοποιείται στο μοντέλο ARAN διαφέρει από την ευκλείδεια αλλά στην πραγματικότητα είναι η ίδια. Απλά το διάνυσμα εισόδου και το κέντρο του RBF νευρώνα, έχουν πολλαπλασιαστεί με κάποιον αριθμό πριν να εισαχθούν στην ευκλείδεια νόρμα. Αυτή η προεπεξεργασία (pre-filtering) γίνεται με σκοπό την δημιουργία πιο περίπλοκων χώρων στο επίπεδο εισόδου, από αυτούς που μπορεί να δημιουργήσει το μοντέλο RAN (βλέπε αντίστοιχα κεφάλαια). Θα ήταν συνεπώς δυνατό αντί για pre-filtering να χρησιμοποιήσουμε διαφορετικό εύρος για κάθε διάσταση στους RBF κόμβους, διατηρώντας έτσι την πολυπλοκότητα του χώρου όπως στο μοντέλο ARAN.

5.2
Η Συνάρτηση Εξόδου


Η συνάρτηση εξόδου στο μοντέλο RAN είναι η γραμμική και στο μοντέλο ARAN είναι η λογιστική. Αξίζει να δούμε πως θα λειτουργούσε ένα RBF δίκτυο αν στο επίπεδο εξόδου υπολόγιζε βάση κάποιας άλλης μη γραμμικής  συνάρτησης, όπως για παράδειγμα αν χρησιμοποιούσε την υπερβολική εφαπτομένη. Σε μια τέτοια περίπτωση δεν θα άλλαζε μόνο η συνάρτηση εξόδου του δικτύου, αλλά και οι μεταβολές στα βάρη του επιπέδου εξόδου, στα κέντρα και τα εύρη των RBF νευρώνων. Αυτό συμβαίνει γιατί οι μεταβολές στην τεχνική βελτιστοποίησης προκύπτουν από τις σχέσεις (3.2), (3.3) που εξαρτώνται από την δομή του δικτύου και την συνάρτηση εξόδου με την βοήθεια της μεθόδου gradient descent. Στην περίπτωση χρήσης της υπερβολικής εφαπτομένης οι μεταβολές αυτές θα γίνουν αντίστοιχα
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όπου ο συμβολισμός είναι ακριβώς ο ίδιος με τις ενότητες που αναφέρονται στα μοντέλα RAN και ARAN. Θα χρησιμοποιούσαμε την σχέση (5.3) ή (5.4) ανάλογα με το αν είχαμε διαφορετικό  εύρος για κάθε διάσταση των RBF κόμβων ή όχι.

5.3
Οι Συνθήκες Δημιουργίας Νέου Κόμβου


Στα μοντέλα RAN και ARAN που αναλύθηκαν σε προηγούμενες ενότητες χρησιμοποιούνται παρόμοιες συνθήκες για την δημιουργία νέου κόμβου. Όταν η απόσταση πραγματικής και επιθυμητής εξόδου είναι μεγαλύτερη από κάποια τιμή 
[image: image273.wmf]e

 και στο μοντέλο RAN η απόσταση του διανύσματος εισόδου από τον κοντινότερο κόμβο είναι μεγαλύτερη από κάποια τιμή 
[image: image274.wmf]d

 ενώ στο μοντέλο ARAN η μέγιστη απόκριση των RBF νευρώνων είναι μικρότερη μίας σταθεράς 
[image: image275.wmf]d

, τότε δημιουργείται νέος κόμβος. Μία ακόμη διαφορά ανάμεσα στα δύο μοντέλα είναι ότι στο μοντέλο RAN η τιμή 
[image: image276.wmf]d

 είναι μειούμενη. Αυτό έχει σκοπό  την προοδευτική αύξηση της δυσκολίας προσθήκης νέου κόμβου καθώς προχωρά η εκπαίδευση. Κάτι ανάλογο με αυτό ίσως να μπορούσε να εφαρμοστεί και για την τιμή [image: image277.wmf]e

. 


Στην περίπτωση που δεν ισχύει τουλάχιστον η μία συνθήκη, μεταβάλλονται οι τιμές των χαρακτηριστικών του RBF δικτύου. Ενδιαφέρον θα παρουσίαζε να δούμε πως θα λειτουργούσε ένας αλγόριθμος εκπαίδευσης που όταν δεν προσθέτει νέο κόμβο, μεταβάλει τα χαρακτηριστικά μονάχα του επιπέδου για το οποίο ισχύει η αντίστοιχη συνθήκη. Δηλαδή αν επαληθευόταν μόνο η συνθήκη απόστασης του διανύσματος εισόδου από τον κοντινότερο κόμβο τότε θα μεταβάλλονταν τα κέντρα και εύρη των RBF νευρώνων, ενώ αν  επαληθευόταν μόνο η συνθήκη απόστασης πραγματικής και επιθυμητής εξόδου θα μεταβάλλονταν τα χαρακτηριστικά των κόμβων εξόδου. Στην περίπτωση που επαληθεύονται και οι δύο συνθήκες θα λειτουργούσε ακριβώς ανάλογα με το RAN. Με αυτόν τον τρόπο επιτυγχάνετε οικονομία λόγω λιγότερων πράξεων. Οι πράξεις που αμελούνται είναι προσθέσεις πολύ μικρών αριθμών και είναι πιθανό να μην έχουν καμία απολύτως σημασία.


Τέλος, θα ήταν δυνατόν ακόμα και να αλλάξουν οι συνθήκες δημιουργίας νέου κόμβου. Όταν βρεθεί ένα διάνυσμα στην είσοδο, στην έξοδο το δίκτυο δίνει κάποιες τιμές σε κάθε στοιχείο. Ανάλογα με τη θέση της εξόδου όπου βρίσκεται η μέγιστη τιμή, γίνεται και η αντιστοίχηση του διανύσματος εισόδου στην αντίστοιχη έξοδο από το δίκτυο. Για να γίνει λοιπόν λάθος αντιστοίχηση από το δίκτυο, θα πρέπει η επιθυμητή έξοδος να είναι μικρότερη από κάποια άλλη. Έτσι, θα μπορούσε να αλλάξει η συνθήκη δημιουργίας νέου κόμβου για το επίπεδο εξόδου. Αντί για αυτήν, θα εξετάζεται αν η επιθυμητή έξοδος είναι μεγαλύτερη από την μέγιστη μη επιθυμητή κατά μία σταθερά 
[image: image278.wmf]e

.

5.4
Οι Εποχές της Εκπαίδευσης

Ένα άλλο θέμα προς συζήτηση είναι το πλήθος των εποχών (λέγοντας εποχές εννοείται το πλήθος των επαναλαμβανόμενων εφαρμογών του συνόλου εκπαίδευσης στο τεχνητό νευρωνικό δίκτυο) που θα διαρκεί κάθε εκπαίδευση. Ίσως κάποιος να ισχυριζόταν ότι αρκεί μία εποχή για να εκπαιδευτεί ένα RBF δίκτυο. Η αδυναμία αυτού του ισχυρισμού  αποδεικνύεται πειραματικά πάρα πολύ εύκολα. Μία ιδέα είναι να χρησιμοποιείται ένα πλήθος εποχών και πολύ μικρός ρυθμός μάθησης. Η εκπαίδευση σε αυτήν την περίπτωση θα διαρκεί αρκετές εποχές, ώστε να καταφέρει το δίκτυο να αποκτήσει επαρκώς  την πληροφορία απεικόνισης εισόδου– εξόδου.

 Πρέπει να σημειωθεί ότι στην περίπτωση όπου η εκπαίδευση θα εκτελεσθεί με την πάροδο εποχών ο ρυθμός μάθησης δεν χρειάζεται να είναι προσαρμοζόμενος. Αυτό συμβαίνει επειδή στην περίπτωση αυτή, όλα τα ζεύγη εκπαίδευσης περνάν αρκετές φορές (μία φορά σε κάθε εποχή)  από το δίκτυο, με αποτέλεσμα  η πληροφορία που έχει αποκτηθεί από το δίκτυο να μην αντικαθίσταται καθώς παρουσιάζονται τα τελευταία ζεύγη του συνόλου εκπαίδευσης.

Κεφαλαιο 6:

Υλοποιησεισ 

Είναι πολύ δύσκολο να προβλεφθεί η ικανότητα μάθησης ενός μοντέλου νευρωνικού δικτύου. Αυτό συμβαίνει γιατί μεταβάλλοντας τα δεδομένα του συνόλου εκπαίδευσης, ή ακόμα και αν απλά αλλάξει η σειρά που εμφανίζονται, είναι πολύ πιθανό να αλλάξει και η ικανότητα μάθησης του νευρωνικού δικτύου. Επίσης, ένα εκπαιδευμένο νευρωνικό δίκτυο μπορεί να ανταποκρίνεται με άνεση στις απαιτήσεις ενός συνόλου ελέγχου και να μην τα καταφέρνει τόσο καλά με κάποιο άλλο. Ένας άλλος παράγοντας που πιθανώς μεταβάλλει την ικανότητα εκπαίδευσης κάποιου νευρωνικού δικτύου είναι η φύση των δεδομένων εισόδου του. Είναι, λοιπόν, σαφές ότι η ικανότητες μάθησης και γενίκευσης είναι δύσκολα προβλέψιμες και ότι ο μόνος ασφαλής τρόπος αξιολόγησης μοντέλων νευρωνικών δικτύων είναι οι πειραματικοί έλεγχοι.
6.1
Συναρτήσεις Εκπαίδευσης και Εμπιστοσύνης

6.1.1 
Συναρτήσεις εκπαίδευσης

Οι συναρτήσεις εκπαίδευσης που θα χρησιμοποιήθηκαν στις υλοποιήσεις είναι τρεις. Η πρώτη, που από εδώ και στο εξής θα αναφέρεται ως «train 1» στηρίζεται στο μοντέλο ARAN. Η μόνη αλλαγή είναι ότι ως συνάρτηση εξόδου στην «train 1» χρησιμοποιείται η υπερβολική εφαπτομένη. Η δεύτερη συνάρτηση εκπαίδευσης, που από εδώ και στο εξής θα αναφέρεται ως «train 2» στηρίζεται στην «train 1». Η μόνη διαφορά τους είναι ότι η «train 2» έχει διαφορετικό εύρος για κάθε διάσταση του διανύσματος εισόδου. Η τρίτη συνάρτηση εκπαίδευσης που από εδώ και στο εξής θα αναφέρεται ως «train 3» στηρίζεται και αυτή στην «train 1». Η μόνη διαφορά τους είναι ότι στην «train 3» όταν δεν προστίθεται νέος κόμβος, μεταβάλλονται τα χαρακτηριστικά μονάχα του επιπέδου για το οποίο ενεργοποιείται η αντίστοιχη συνθήκη.

Η εκπαίδευση γίνεται με την ακόλουθη μεθοδολογία. Με την έναρξη της εκπαίδευσης αρχικοποιείται το δίκτυο. Στην συνέχεια, δίχως να επιτρέπεται η προσθήκη νέων κόμβων, το δίκτυο εκπαιδεύεται για κάποιες εποχές. Η εκπαίδευση χωρίς δυνατότητα προσθήκης κόμβων γίνεται με σκοπό να «ζυγοσταθμιστεί» (stabilize) το δίκτυο, δηλαδή για να αποθηκευτεί στους ήδη υπάρχοντες κόμβους η μέγιστη δυνατή πληροφορία. Το πλήθος αυτών των εποχών είναι μεγαλύτερο από κάποιον θετικό αριθμό MinEpoch και το stabilization διαρκεί ωσότου να αυξηθεί το μέσο τετραγωνικό σφάλμα (mean square error,  MSE) της εξόδου, είτε μέχρι να παρέλθει ένα πλήθος MaxEpoch εποχών. Οι ίδιες συνθήκες και όρια ισχύουν σε κάθε stabilization κατά την διάρκεια της  εκπαίδευσης.

Στην συνέχεια το ένα τρίτο του συνόλου εκπαίδευσης (training set) απομακρύνεται από αυτό και δημιουργεί ένα σύνολο επαλήθευσης (verification set). Από το σημείο αυτό και μετά η εκπαίδευση εκτελείται με το training set και ελέγχεται με το verification set. Έπειτα επαναλαμβάνονται εποχές κατά τις οποίες επιτρέπεται προσθήκη κόμβων. Οι εποχές αυτές πάντα ακολουθούνται από stabilization. Στην συνέχεια υπολογίζεται το MSE του verification set και η εκπαίδευση ολοκληρώνεται όταν το MSE του verification set αρχίσει να αυξάνεται ή όταν αυτή η διαδικασία επαναληφθεί για MaxAdditionOfNodes φορές.

Στην περίπτωση που πραγματοποιείται pre-filtering, δηλαδή στην «train 1» και την «train 3», ο πίνακας όπου αποθηκεύεται η σχέση μεταξύ των διασπορών για κάθε διάσταση των διανυσμάτων εισόδου ανανεώνεται μόνο όταν το δίκτυο αφεθεί ελεύθερο να προσθέσει νέους κόμβους. Τότε, ενώ αρχικά είναι  μοναδιαίος, στην συνέχεια ανάλογα με την διασπορά των διανυσμάτων εισόδου που αντιστοιχούνται σε κάθε κόμβο μειώνεται η τιμή των στοιχείων του που αντιστοιχούν στις διαστάσεις με μεγάλη διασπορά. Δηλαδή στην περίπτωση που αλλάζει ο pre-filtering πίνακας, η σχέση των διαστάσεων του χώρου που ορίζεται από τους RBF νευρώνες μεταβάλλεται κατά την διάρκεια της εκπαίδευσης (στην αρχή της εκπαίδευσης δεν υπάρχει καθόλου καμπυλότητα στον χώρο εισόδου, αυτή η καμπυλότητα δημιουργείται κατά την εκπαίδευση). Κατά τα stabilization ο pre-filtering πίνακας μένει αμετάβλητος. Αυτό γίνεται γιατί αν άλλαζε σε κάθε εποχή, τότε δεν θα ήταν σταθερό ούτε κατά την διάρκεια μίας εποχής, με αποτέλεσμα κάθε διάνυσμα εισόδου να εισέρχεται σε έναν διαφορετικά δομημένο χώρο (όσο λιγότερα ζεύγη από το σύνολο εκπαίδευσης έχουν εμφανιστεί, τόσο μεγαλύτερες και πιο προσωρινές οι αλλαγές στην καμπυλότητα). Επειδή αυτό θα συνέβαινε σε κάθε εποχή (αφού σε κάθε εποχή θα άλλαζε ο  pre-filtering πίνακας), θα δινόταν διαφορετική βαρύτητα σε κάθε διάνυσμα εισόδου κατά την εκπαίδευση.
Κάθε φορά που καλείται κάποια συνάρτηση εκπαίδευσης πρέπει να δίνονται οι εξής παράμετροι:

· lr: ο συντελεστής εκπαίδευσης  (learning rate) ορίζει την ταχύτητα αποθήκευσης πληροφορίας στο τεχνητό νευρωνικό δίκτυο.

· delta: η συνθήκη του εσωτερικού επιπέδου. Αν η μέγιστη απόκριση του κρυμμένου επιπέδου είναι μικρότερη από delta θεωρείται ότι δεν υπάρχει ομάδα του εσωτερικού επιπέδου στην οποία ανήκει το διάνυσμα εισόδου. Η τιμή του delta πρέπει να ανήκει στο διάστημα [0,1]. Τυπική τιμή θεωρείται delta=0.8.

· epsilon: η συνθήκη του επιπέδου εξόδου. Αν η απόλυτη διαφορά πραγματικής από επιθυμητή έξοδο του τεχνητού νευρωνικού είναι μεγαλύτερη από epsilon θεωρείται ότι το επίπεδο εξόδου δεν απεικονίζει σωστά την σχέση ανάμεσα στις ομάδες του εσωτερικού επιπέδου. Η τιμή του epsilon πρέπει να ανήκει στο διάστημα [0,1]. Τυπική τιμή θεωρείται epsilon=0.5.

· StabilizeEpochs: το πλήθος των εποχών που εκπαιδεύεται το δίκτυο χωρίς να του επιτρέπεται να προσθέσει κόμβους. Αυτές οι εποχές είναι απαραίτητες ώστε να «ζυγοσταθμιστεί» το τεχνητό νευρωνικό δίκτυο. 

· part: η τιμή με την οποία διαιρείται ο lr μετά το πρώτο stabilization. Η ύπαρξη αυτής της παραμέτρου δίνει την δυνατότητα μεταβολής του lr κατά την διάρκεια της εκπαίδευσης. 

· kapa: η σταθερά με την οποία πολλαπλασιάζεται το ελάχιστο εύρος τον RBF νευρώνων. Ο υπολογισμός αυτός γίνεται κάθε φορά που δημιουργείται νέος RBF κόμβος και από αυτόν προκύπτει το εύρος του νέου κόμβου.

Ακολουθεί ο αλγόριθμος υπό μορφή ψευδοκώδικα:

	αρχικοποίησε το δίκτυο

εκπαίδευσε το δίκτυο χωρίς δυνατότητα προσθήκης κόμβου

υπολόγισε το MSE
epoch=1
MSEold=MSE

αν ((epoch<MinEpoch) ή ((MSEold<=MSE) και (epoch<MaxEpoch))
{


MSEold=MSE


epoch=epoch+1



εκπαίδευσε το δίκτυο χωρίς δυνατότητα προσθήκης κόμβου

υπολόγισε το MSE

}

δημιούργησε VerSet

δημιούργησε NewTrainSet
εκπαίδευσε το δίκτυο με δυνατότητα προσθήκης κόμβου
AdditionEpoch=1

epoch=1

υπολόγισε το MSE
MSEold=MSE

αν ((epoch<MinEpoch) ή ((MSEold<=MSE) και (epoch<MaxEpoch))
{


MSEold=MSE


epoch=epoch+1



εκπαίδευσε το δίκτυο χωρίς δυνατότητα προσθήκης κόμβου
αν δεν δημιουργήθηκε κανένας κόμβος  

AdditionEpoch=MaxAdditionOfNodes+1

υπολόγισε το MSE

}

υπολόγισε το MSEver

MSEverold=MSEver

αν ((MSEverold<=MSEver) και (AdditionEpoch<MaxAdditionOfNodes))

{

εκπαίδευσε το δίκτυο με δυνατότητα προσθήκης κόμβου
AdditionEpoch=AdditionEpoch+1
αν δεν δημιουργήθηκε κανένας κόμβος  

AdditionEpoch=MaxAdditionOfNodes+1

epoch=1

υπολόγισε το MSE
MSEold=MSE

αν ((epoch<MinEpoch) ή ((MSEold<=MSE) και 
(epoch<MaxEpoch))
{




MSEold=MSE



epoch=epoch+1





εκπαίδευσε το δίκτυο χωρίς δυνατότητα 
προσθήκης κόμβου

υπολόγισε το MSE

}


MSEverold=MSEver

υπολόγισε το MSEver
}


6.1.2
Συνάρτηση εκτίμησης εμπιστοσύνης 

Η συνάρτηση εκτίμησης εμπιστοσύνης υπολογίζει πόσο σίγουρο είναι ένα τεχνητό νευρωνικό δίκτυο για τα διανύσματα εξόδου με τα οποία αντιστοιχεί τα διανύσματα που εφαρμόζονται στην είσοδο του. Στα πειράματα που ακολουθούν η συνάρτηση εκτίμησης εμπιστοσύνης στηρίζεται στην ακόλουθη ιδέα. Αρχικά υπολογίζεται η εμπιστοσύνη βάση του αλγόριθμου των κοντινότερων RBF κόμβων και βάση των νικητών RBF κόμβων. Στην συνέχεια ως εμπιστοσύνη του τεχνητού νευρωνικού δικτύου ορίζεται το μέγιστο των ανωτέρω αποτελεσμάτων. 

6.2
Πειράματα

6.2.1
Έλεγχος της συμπεριφοράς και των επιδόσεων των συναρτήσεων μάθησης και εκτίμηση εμπιστοσύνης

Σκοπός του πειράματος αυτού είναι να ελεγχθεί η δυνατότητα μάθησης ενός τεχνητού νευρωνικού δικτύου  με την βοήθεια των συναρτήσεων εκπαίδευσης «train 1», «train 2» και «train 3». Η εκπαίδευση γίνεται με τις ίδιες ακριβώς παραμέτρους για κάθε συνάρτηση. Η εκπαίδευση εκτελέσθηκε με δύο διαφορετικά train set τα iris data και τα ionosphere data. Αμφότερα χρησιμοποιούνται για τον έλεγχο επίδοσης ταξινομητών. 

iris data
 Τα iris data είναι ένα σύνολο που αποτελείται από 150 ζεύγη εισόδου-εξόδου. Κάθε διάνυσμα εισόδου αποτελείται από 4 στοιχεία και υπάρχουν συνολικά 3 κλάσεις εξόδου στις οποίες μπορούν να αντιστοιχηθούν. Στα ακόλουθα πειράματα η αρχικοποίηση γίνεται τυχαία, αλλά το αρχικό δίκτυο αποτελείται από 3 κόμβους στο hidden layer αφού τόσες είναι οι κλάσεις των εξόδων αυτού του train set. Οι παράμετροι που ελέγχονται είναι: το MSE, ο αριθμός των κόμβων, η διάρκεια της εκπαίδευσης και το ποσοστό επιτυχούς αντιστοίχησης εισόδου-εξόδου (performance). Οι παράμετροι  της εκπαίδευσης θα είναι lr=0.03, delta=0.8, epsilon=0.5, StabilizeEpochs=100, part=2, kapa=1.2. Ακολουθεί ο Πίνακας 1 όπου φαίνεται το ποσοστό επιτυχούς αντιστοίχησης, το πλήθος των κόμβων μετά την εκπαίδευση και το πλήθος των εποχών που διήρκεσε η εκπαίδευση για κάθε μία από τις συναρτήσεις. Επίσης ακολουθεί και το Διάγραμμα 1 όπου φαίνεται η μεταβολή του MSE με την πάροδο των εποχών εκπαίδευσης. Στο διάγραμμα αυτό το μπλε χρώμα αντιστοιχεί στην «train 1», το πράσινο στην «train 2» και το κόκκινο στην «train 3».
	Train function
	train1
	train2
	train3

	Performance
	96
	92
	84

	Epochs
	16
	25
	18

	Nodes
	3
	3
	3


Πίνακας 1
Όπως φαίνεται από τον Πίνακας 1 και οι τρεις συναρτήσεις εκπαίδευσης καταφέρνουν μεγάλο ποσοστό επιτυχούς αντιστοίχησης, δίχως να δημιουργήσουν νέους κόμβους και να περάσουν πολλές εποχές. Η «train 3» παρόλα τα ικανοποιητικά αποτελέσματα που δίνει είναι προφανές ότι υστερεί σε σχέση με τις «train 1» και «train 2».
Από το Διάγραμμα 1 προκύπτει (και είναι αναμενόμενο από τον Πίνακας 1) ότι οι «train 1» και «train 2» καταφέρνουν σημαντική μείωση του MSE κατά την πορεία της εκπαίδευσης σε αντίθεση με την «train 3».
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Διάγραμμα 1
Η «train 3» δεν εκπαιδεύεται από όλα τα διανύσματα του train set αλλά μόνο από αυτά που δεν είναι αρκετά καλά αποτυπωμένα είτε στο hidden layer είτε σε όλο το δίκτυο. Αυτός είναι και ο λόγος που δεν μας δίνει ανάλογα αποτελέσματα με τις «train 1» και «train 2». Η «train 3» δεν δημιουργεί αρκετά καλά τις ομάδες στο hidden layer. Αυτό το πρόβλημα θα μπορούσε να εξαλειφθεί είτε με σμίκρυνση των κλάσεων του δικτύου είτε  με αυστηρότερη συνθήκη στο hidden layer. 

Επίσης, δεν δημιουργεί αρκετά καλά το επίπεδο εξόδου αφού δεν αποθηκεύει πληροφορία από τα ζεύγη εισόδου εξόδου του train set που δίνουν καλή έξοδο. Έτσι παρόλο που βελτιώνεται ώστε να αντιστοιχεί τα διανύσματα εισόδου στην σωστή έξοδο δεν βελτιώνεται ώστε το σφάλμα να είναι μηδενικό. Για αυτό τον λόγο η «train 3» είναι αναμενόμενο να μην μειώνει το MSE όσο οι άλλες δύο συναρτήσεις εκπαίδευσης, παρόλο που αν η συνθήκη στο hidden layer είναι αρκετά αυστηρή θα δίνει ανάλογα αποτελέσματα αντιστοίχησης εισόδου -εξόδου με τις «train 1» και «train 2». 

Για να βελτιωθεί η εκπαίδευση στο hidden layer θα χρησιμοποιηθεί αυστηρότερη συνθήκη (μεγαλύτερο delta). Ακολουθεί ο Πίνακας 2 όπου φαίνεται η επίδοση της «train 3» στο προηγούμενο train set ανάλογα με την μεταβολή της συνθήκης (δηλαδή για delta=0.8, delta=0.9, delta=0.95) του hidden layer. Σημειώνεται ότι οι υπόλοιπες παράμετροι της εκπαίδευσης παραμένουν αμετάβλητες. 

	Condition for hidden layer (delta)
	usual (delta=0.8)
	hard (delta=0.9)
	very hard (delta=0.95)

	Performance
	84
	95.33
	98

	Epochs
	18
	15
	12

	Nodes
	3
	4
	4


Πίνακας 2

Όπως φαίνεται από τον Πίνακας 2 όσο αυστηρότερη είναι η συνθήκη του πρώτου επιπέδου τόσο καλύτερα εκπαιδεύεται το δίκτυο. Τελικά η «train 3» έχει καλύτερα αποτελέσματα από τις «train 1» και «train 2» (βλέπε Πίνακας 1).  Έτσι σε όλα τα πειράματα που  ακολουθούν ειδικά αυτή η συνθήκη είναι πιο αυστηρή για την «train 3» ενώ όλες οι άλλες παράμετροι εκπαίδευσης μένουν ίδιες και για τις τρεις συναρτήσεις.

ionosphere data
 
Τα ionosphere data είναι ένα σύνολο που αποτελείται από 351 ζεύγη εισόδου - εξόδου. Κάθε διάνυσμα εισόδου αποτελείται από 34 στοιχεία και υπάρχουν συνολικά 2 κλάσεις εξόδου στις οποίες μπορούν να αντιστοιχηθούν. Στο πείραμα αυτό η αρχικοποίηση γίνεται τυχαία,. Το αρχικό δίκτυο αποτελείται από 2 κόμβους στο hidden layer αφού τόσες είναι οι κλάσεις των εξόδων αυτού του train set. Αξίζει να σημειωθεί ότι το συγκεκριμένο σύνολο εκπαίδευσης είναι πολύ δυσκολότερα διαχωρίσιμο από το προηγούμενο αφού είναι πολύ περισσότερα τα στοιχεία του κάθε διανύσματος εισόδου. Οι παράμετροι  της εκπαίδευσης θα είναι lr=0.03, delta=0.8, epsilon=0.5, StabilizeEpochs=100, part=2, kapa=1.2 (φυσικά για την «train 3» delta=0.95). Οι παράμετροι που ελέγχονται είναι: το MSE (Διάγραμμα 2), ο αριθμός των κόμβων (Διάγραμμα 3) η διάρκεια της εκπαίδευσης και στο ποσοστό επιτυχούς αντιστοίχησης εισόδου-εξόδου (Διάγραμμα 4). Ακολουθεί ο Πίνακας 3 όπου φαίνεται το ποσοστό επιτυχούς αντιστοίχησης, το πλήθος των κόμβων μετά την εκπαίδευση και το πλήθος των εποχών που διήρκεσε η εκπαίδευση για κάθε μία από τις συναρτήσεις και τα Διάγραμμα 2, 3 και 4 όπου το μπλε χρώμα αντιστοιχεί στην «train 1», το πράσινο στην «train 2» και το κόκκινο στην «train 3».
	Train function
	train1
	train2
	train3

	Performance

(train set)
	94.4
	65.6
	89.2

	Performance

(test  set)
	95.44
	57.83
	88.89

	Nodes
	9
	54
	8

	Addition of nodes
	3
	1
	1

	Epochs
	505
	107
	68


Πίνακας 3
[image: image280.png]0065
06
0055
005
% o0ss
2
004
0035

0m

0025
]

MSE vs epochs

100

200

300
epochs

400

500

600




Διάγραμμα 2
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Διάγραμμα 3
[image: image282.png]9%

il

performance

5

50

performance vs nodes

10

Eil

30
nodes

a0

50

60




Διάγραμμα 4
Αν κοιτάξουμε το δίκτυο μετά την εκπαίδευση (Πίνακας 3) και την πορεία της εκπαίδευσης (Διάγραμμα 2, 3 και 4), θα δούμε ότι και σε αυτό το περίπλοκο σύνολο οι «train 1» και «train 3» τα κατάφεραν πολύ καλά. Αν θέλαμε να τις συγκρίνουμε θα λέγαμε ότι η «train 1» καταφέρνει λίγο καλύτερα αποτελέσματα αλλά σε πολύ περισσότερες εποχές.  

Η «train 2» δεν τα καταφέρνει καθόλου καλά. Αιτία για αυτήν την αποτυχία είναι προφανώς η δημιουργία τόσων πολλών RBF κόμβων. Αυτή η δημιουργία πολλών κόμβων είναι αναμενόμενη και οφείλεται στην φύση του αλγορίθμου της «train 2», δηλαδή στην ύπαρξη διαφορετικού εύρους για κάθε διάσταση του διανύσματος εισόδου. Έτσι υπάρχουν πολλές συνθήκες στο επίπεδο εισόδου, μία για κάθε διάσταση. Είναι πολύ εύκολο να μην επαληθεύεται κάποια από αυτές τις συνθήκες, αφού το εύρος διαφέρει πολύ από διάσταση σε διάσταση σε αντίθεση με τις άλλες συναρτήσεις εκπαίδευσης που δίνουν κάποια πολύ μικρή καμπυλότητα στον χώρο εισόδου.  Για να αποφεύγεται κάτι τέτοιο κάλο είναι να χρησιμοποιούνται πιο χαλαρές συνθήκες δημιουργίας κόμβου για την «train 2». Στον Πίνακας 4 και στα Διάγραμμα 5, 6 και 7 που ακολουθούν, φαίνεται η επίδοση της «train 2» στο προηγούμενο train set ανάλογα με την μεταβολή των συνθηκών δημιουργίας κόμβου. Σημειώνεται ότι οι υπόλοιπες παράμετροι της εκπαίδευσης παραμένουν αμετάβλητες. Στα Διάγραμμα 5, 6 και 7 που ακολουθούν το μπλε χρώμα αντιστοιχεί εκπαίδευση με συνήθεις, το πράσινο με χαλαρές και το κόκκινο με πολύ χαλαρές συνθήκες .
	Conditions for

nodes’ addition

(delta & epsilon)
	usual
(delta=0.8 & epsilon=0.5)
	soft
(delta=0.25 &
epsilon=0.75)
	very soft
(delta=0.05 &
epsilon=0.95)

	Performance (train set)
	65.6
	90
	88.8

	Performance (test set)
	57.83
	88.32
	88.6

	Epochs
	107
	169
	174

	Nodes
	54
	46
	33


Πίνακας 4
Όπως προκύπτει εύκολα από τον Πίνακας 4 και τα  Διάγραμμα 5, 6 και 7 όσο πιο χαλαρές είναι οι συνθήκες δημιουργίας κόμβου τόσο καλύτερα αποδίδει η συνάρτηση εκπαίδευσης. Φυσικά, οι συνθήκες αυτές δεν πρέπει να είναι τελείως χαλαρές ώστε να απαγορεύουν την δημιουργία RBF κόμβων, γιατί σε αυτήν την περίπτωση δε θα χρησιμοποιούταν δομική μάθηση. Σε όλα τα πειράματα που ακολουθούν οι συνθήκες δημιουργίας RBF κόμβων  θα είναι πιο χαλαρές (θα είναι δυσκολότερο να δημιουργηθεί RBF κόμβος) για την «train 2» ενώ όλες οι άλλες παράμετροι εκπαίδευσης θα μένουν ίδιες και για τις τρεις συναρτήσεις.
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Διάγραμμα 5
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Διάγραμμα 6
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Διάγραμμα 7
Μορφή των διαγραμμάτων MSE vs epochs

Κοιτάζοντας προσεκτικά τα διαγράμματα MSE vs epochs με τα αντίστοιχα nodes vs epochs όπως για παράδειγμα τα Διάγραμμα 2 και 3 θα παρατηρήσουμε ένα ίσως απρόσμενο γεγονός. Παρόλο που κάποιος θα περίμενε ότι το MSE θα μειωνόταν συνέχεια κατά την διάρκεια της εκπαίδευσης, όταν προστίθεται κάποιος κόμβος παρατηρείται μία αύξηση του MSE, το οποίο στην συνέχεια κατά το stabilization μειώνεται. Αυτό οφείλετε κυρίως σε τρεις λόγους. 

Με το stabilization προσαρμόζεται το output layer ώστε να δίνει το ελάχιστο MSE για τα διανύσματα εισόδου που αντιστοιχούνται στους υπάρχοντες κόμβους. Με την προσθήκη κόμβου, από την μία μεριά δημιουργούνται νέες περιοχές στο πεδίο εισόδου κι έτσι μερικά διανύσματα εισόδου (αυτά που βρίσκονται στις νέες περιοχές) θα απεικονίζονται καλύτερα. Όμως από την άλλη δημιουργούνται συνδέσεις αυτών των κόμβων με το επίπεδο εξόδου. Έτσι για κάθε διάνυσμα εισόδου, η έξοδος του τεχνητού νευρωνικού δικτύου θα είναι περίπου αυτή που ήταν πριν την εποχή προσθήκης κόμβου (με το ελάχιστο δυνατό MSE) συν την έξοδο που δίνουν οι νέοι κόμβοι. Αυτό θα έχει αποτέλεσμα να αυξηθεί το MSE για όσα διανύσματα εισόδου δεν αντιστοιχούνται στους νέους κόμβους, με συνέπεια (αφού η αντιστοίχηση των διανυσμάτων εισόδου στις περιοχές ήταν αρκετά καλή πριν την προσθήκη κόμβων, δηλαδή τα διανύσματα εισόδου που αντιστοιχήθηκαν στις νέες περιοχές είναι σχετικά λίγα) την αύξηση του MSE.
Η δημιουργία νέου κόμβου στο hidden layer οφείλεται σε ένα συγκεκριμένο διάνυσμα εισόδου. Επειδή, όμως αυτό το διάνυσμα δίνει μόνο το κέντρο του κόμβου και τις συνδέσεις του με το επίπεδο εξόδου, και όχι το εύρος το RBF κόμβου, ενδέχεται το εύρος να είναι αρκετά μεγάλο. Αυτό θα έχει αποτέλεσμα να αντιστοιχηθούν  πολλά διανύσματα εισόδου λανθασμένα σε αυτήν την περιοχή και να αυξηθεί το MSE αυτών των διανυσμάτων.

Τέλος, με το stabilization προσαρμόζεται το hidden layer ανάλογα με την καμπυλότητα που δίνει το pre-filtering στις περιοχές του πεδίου εισόδου. Κάθε φορά όμως που προστίθενται κόμβοι αλλάζει η καμπυλότητα όλων των περιοχών  με αποτέλεσμα κάποια διανύσματα εισόδου που βρίσκονταν στα όρια μίας περιοχής να μετατοπίζονται στα όρια της γειτονικής της περιοχής, να δίνουν διαφορετικό διάνυσμα εξόδου και έτσι (αφού είχε επιτευχθεί το ελάχιστο για τους προηγούμενους κόμβους MSE) το MSE αυξάνεται. Αυτό φυσικά θα διορθωθεί μετά από μερικές εποχές καθώς θα μεταβληθούν τα χαρακτηριστικά του hidden layer. Αντίθετα με τα δύο πρώτα επιχειρήματα για την αύξηση του MSE κατά την προσθήκη κόμβων που ισχύουν και για τις τρεις συναρτήσεις εκπαίδευσης, το τρίτο είναι προφανές ότι ισχύει μόνο για τις «train 1» και «train 3» αφού μονάχα αυτές χρησιμοποιούν pre-filtering

Εκτίμηση εμπιστοσύνης εξόδου


Σε αυτήν την ενότητα χρησιμοποιούνται τα ionosphere data ως σύνολο εκπαίδευσης. Η αρχικοποίηση γίνεται βάση του μέσου όρου και τις διασποράς για τα δεδομένα εισόδου κάθε κλάσης, δηλαδή το αρχικό δίκτυο θα αποτελείται από 2 κόμβους στο hidden layer οι οποίοι θα είναι πολύ καλά τοποθετημένοι στο πεδίο εισόδου. Οι παράμετροι  της εκπαίδευσης είναι lr=0.03, delta=0.8, epsilon=0.5, StabilizeEpochs=100, part=2, kapa=1.2 (φυσικά για την «train 3» delta=0.95 και για την «train2» delta=0.05 και epsilon=0.95). Έμφαση θα δίνεται τόσο στην πορεία της εκπαίδευσης και των τριών συναρτήσεων, αλλά περισσότερο στην ικανότητα του εκπαιδευμένου δικτύου να προβλέπει τις λανθασμένες αντιστοιχήσεις εισόδου-εξόδου που κάνει. Ακολουθεί ο Πίνακας 5 στον οποίο φαίνεται το ποσοστό επιτυχούς αντιστοίχησης, το πλήθος των κόμβων μετά την εκπαίδευση και το πλήθος των εποχών που διήρκεσε η εκπαίδευση για κάθε μία από τις συναρτήσεις και τα Διάγραμμα 8, 9 και 10 όπου το μπλε χρώμα αντιστοιχεί στην «train 1», το πράσινο στην «train 2» και το κόκκινο στην «train 3».
	Train function
	train1
	train2
	train3

	Performance (train set)
	92.8
	88
	90.4

	Performance (test set)
	94.3
	87.75
	88.32

	Nodes
	4
	3
	9

	Addition of nodes
	1
	1
	1

	Epochs
	207
	58
	14


Πίνακας 5
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Διάγραμμα 8
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Διάγραμμα 9
Παρατηρώντας τον Πίνακας 5 και τα Διάγραμμα 8, 9 και 10  βλέπουμε ότι και οι τρεις συναρτήσεις επιτυγχάνουν πολύ καλά αποτελέσματα. Η «train 1» καταφέρνει το κορυφαίο ποσοστό επιτυχούς αντιστοίχησης εισόδου-εξόδου με δημιουργία μικρού αριθμού κόμβων, αλλά η εκπαίδευση διαρκεί πολλές εποχές. Η «train 2» καταφέρνει ένα αξιόλογο ποσοστό επιτυχούς αντιστοίχησης εισόδου-εξόδου, πράγμα που συμβαίνει μετά από έναν λογικό αριθμό εποχών και με δημιουργία ενός μόνο RBF κόμβου. Η «train 3» καταφέρνει ένα αξιόλογο ποσοστό επιτυχούς αντιστοίχησης εισόδου-εξόδου στις ελάχιστες εποχές με το αντίτιμο της δημιουργίας αρκετών RBF κόμβων σε σχέση με τις άλλες συναρτήσεις εκπαίδευσης.
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Διάγραμμα 10
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	Ιστόγραμμα 3



Μετά το πέρας της εκπαίδευσης εφαρμόστηκε η συνάρτηση εκτίμησης εμπιστοσύνης για όλα τα διανύσματα εισόδου του συνόλου εκπαίδευσης και για τα τρία δημιουργημένα τεχνητά νευρωνικά δίκτυα. Για κάθε διάνυσμα προέκυψε μία τιμή στο διάστημα [0,1] ως δείκτης εκτίμησης εμπιστοσύνης. Όσο μεγαλύτερη είναι αυτή η τιμή, τόσο πιο σίγουρο είναι το δίκτυο ότι έχει αντιστοιχήσει το διάνυσμα εισόδου στην σωστή έξοδο. Χαμηλής εμπιστοσύνης (low confidence) θεωρούνται τα διανύσματα με εμπιστοσύνη μικρότερη από 0.1. Στα Ιστογράμματα 1, 2 και 3 όπου φαίνονται οι κατανομές της εκτίμησης της εμπιστοσύνης όπως προέκυψαν για όλα τα διανύσματα εισόδου του train set από τα δίκτυα που δημιουργήθηκαν με εκπαίδευση από τις «train 1», «train 2» και «train 3» αντίστοιχα.

Όπως φαίνεται από τα παραπάνω ιστογράμματα το confidence διαφέρει για κάθε διάνυσμα εισόδου και ανάλογα με την τιμή του τα σημεία του χώρου εισόδου μπορούν να ομαδοποιηθούν ανάλογα με το confidence σε low, medium και high confidence. Στα δίκτυα που εκπαιδεύτηκαν με τις «train 1» και «train 2» τα σημεία μπορούν να χωριστούν εύκολα σε τρεις ομάδες αφού οι τιμές του confidence είναι διαχωρίσιμες. Αυτό οφείλεται στην ύπαρξη πολύ λίγων κόμβων σε αυτά τα δίκτυα. Σε δίκτυα όπως αυτό που εκπαιδεύτηκε με την «train 3» θα θεωρούμε σημεία χαμηλής εμπιστοσύνης αυτά με confidence μικρότερο από 0.1, σημεία υψηλής εμπιστοσύνης αυτά με confidence μεγαλύτερο από 0.7 και σημεία μεσαίας εμπιστοσύνης τα υπόλοιπα.


Το κριτήριο για την σωστή λειτουργία της συνάρτησης εμπιστοσύνης είναι η ύπαρξη μεγάλου αριθμού λαθών στα σημεία χαμηλής εμπιστοσύνης. Ακολουθεί ο Πίνακας 6 όπου φαίνεται ο αριθμός και το ποσοστό των σημείων χαμηλής εμπιστοσύνης, ο αριθμός και το ποσοστό των λανθασμένων απεικονίσεων εισόδου-εξόδου του δικτύου και ο αριθμός και το ποσοστό των λαθών στα σημεία χαμηλής εμπιστοσύνης. Όπως προκύπτει από τον Πίνακας 6 τα αποτελέσματα της συνάρτησης εμπιστοσύνης είναι πολύ καλά και για τρία δίκτυα. Ειδικά στο δίκτυο που είχε εκπαιδευτεί με την «train 1» το ποσοστό λαθών στα σημεία χαμηλής εμπιστοσύνης είναι διπλάσιο από το ποσοστό λαθών για όλα τα σημεία και στο δίκτυο που είχε εκπαιδευτεί με την «train 2» το ποσοστό λαθών στα σημεία χαμηλής εμπιστοσύνης είναι τριπλάσιο από το ποσοστό λαθών για όλα τα σημεία. Σε κανένα από τα τρία δίκτυα το ποσοστό των σημείων χαμηλής εμπιστοσύνης δεν υπερβαίνει το 25% του συνόλου των σημείων. Ειδικά στο δίκτυο που είχε εκπαιδευτεί με την «train 3» το ποσοστό αυτό είναι πολύ μικρό (9%) και αυτός είναι ο λόγος που σε αυτό το δίκτυο η συνάρτηση εκτίμησης εμπιστοσύνης δεν απέδωσε τόσο καλά όσο στα άλλα δύο δίκτυα. 
	Train function
	train1
	train2
	train3

	Low confidence
	80 (23%)
	89 (25%)
	35 (9%)

	Errors
	20 (6%)
	43 (12%)
	41 (12%)

	Low confidence errors
	10 (13%)
	31 (35%)
	7 (17%)


Πίνακας 6
6.2.2
Εξάρτηση της μάθησης από το ρυθμό εκπαίδευσης
Σε αυτήν την ενότητα μελετάται η εξάρτηση της μάθησης από τον ρυθμό εκπαίδευσης. Το σύνολο εκπαίδευσης που χρησιμοποιείται είναι το ionosphere data. Το δίκτυο αρχικοποιείται βάση του μέσου όρου και τις διασποράς για τα δεδομένα εισόδου κάθε κλάσης, δηλαδή το αρχικό δίκτυο θα αποτελείται από 2 κόμβους στο hidden layer οι οποίοι θα είναι πολύ καλά τοποθετημένοι στο πεδίο εισόδου. Το output layer αρχικοποιείται τυχαία. Στην συνέχεια το δίκτυο εκπαιδεύεται από την κάθε συνάρτηση εκπαίδευσης με τρεις  διαφορετικούς ρυθμούς. Θα ακολουθήσουν διαγράμματα της πορείας εκπαίδευσης καθώς και πίνακες σύγκρισης των εκπαιδευμένων δικτύων για κάθε συνάρτηση εκπαίδευσης.

train1
Οι παράμετροι της εκπαίδευσης θα είναι delta=0.8,  epsilon=0.5, StabilizeEpochs=100,  part=2,  kapa=1.2. Στα διαγράμματα που ακολουθούν το μπλε χρώμα αντιστοιχεί σε lr=0.5, το πράσινο σε  lr=0.05 και το κόκκινο σε lr=0.005.
	Learning rate
	0.5
	0.05
	0.005

	Performance (train set)
	23.6
	93.2
	96.4

	Performance (test set)
	27.92
	94.3
	96.87

	Nodes
	3
	5
	14

	Addition of nodes
	1
	2
	5

	Epochs
	12
	75
	511


Πίνακας 7

Όπως φαίνεται από τον Πίνακας 7 και τα Διάγραμμα 11, 12 και 13 όταν συνάρτηση  εκπαίδευση είναι η «train 1», ο ρυθμός μάθησης πρέπει να είναι της τάξης του 0.05 έτσι ώστε να επιτυγχάνεται ένα υψηλό ποσοστό αντιστοίχησης της εισόδου με την σωστή έξοδο χωρίς την πάροδο πάρα πολλών εποχών και την δημιουργία πολλών κόμβων. 
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Διάγραμμα 11
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Διάγραμμα 12
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Διάγραμμα 13
train2

Οι παράμετροι της εκπαίδευσης είναι delta=0.75,  epsilon=0.25, StabilizeEpochs=100,  part=2,  kapa=1.2. Στα διαγράμματα που ακολουθούν το μπλε χρώμα αντιστοιχεί σε lr=0.5, το πράσινο σε  lr=0.05 και το κόκκινο σε lr=0.005.
	Learning rate
	0.5
	0.05
	0.005

	Performance (train set)
	96.8
	87.6
	88

	Performance (test set)
	97.15
	85.76
	86.61

	Nodes
	5
	6
	13

	Addition of nodes
	1
	1
	2

	Epochs
	90
	41
	289


Πίνακας 8
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Διάγραμμα 14
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Διάγραμμα 15
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Διάγραμμα 16
Όπως φαίνεται από τον Πίνακας 8 και τα Διάγραμμα 14, 15 και 16 όταν η εκπαίδευση γίνεται με την «train 2» ο ρυθμός μάθησης πρέπει να είναι της τάξης του 0.5 έτσι ώστε να επιτυγχάνεται ένα υψηλό ποσοστό αντιστοίχησης της εισόδου με την σωστή έξοδο.
train3

Οι παράμετροι της εκπαίδευσης θα είναι delta=0.9,  epsilon=0.5, StabilizeEpochs=100,  part=2,  kapa=1.2. Στα διαγράμματα που ακολουθούν το μπλε χρώμα αντιστοιχεί σε lr=0.5, το πράσινο σε  lr=0.05 και το κόκκινο σε lr=0.005.
	Learning rate
	0.5
	0.05
	0.005

	Performance (train set)
	49.6
	88
	88

	Performance (test set)
	35.90
	86.04
	86.04

	Nodes
	26
	10
	9

	Addition of nodes
	1
	1
	1

	Epochs
	13
	13
	58


Πίνακας 9
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Διάγραμμα 17

Όπως φαίνεται από τον Πίνακας 9 και τα Διάγραμμα 17, 18 και 19 όταν η εκπαίδευση γίνεται με την «train 3» ο ρυθμός μάθησης πρέπει να είναι της τάξης του 0.05 έτσι ώστε να επιτυγχάνεται ένα υψηλό ποσοστό αντιστοίχησης της εισόδου με την σωστή έξοδο χωρίς την πάροδο πάρα πολλών εποχών και την δημιουργία πολλών κόμβων στο εσωτερικό επίπεδο.
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Διάγραμμα 18
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Διάγραμμα 19
Σύγκριση των τριών συναρτήσεων εκπαίδευσης


Η «train 1» δίνει πολύ καλά αποτελέσματα αν ο ρυθμός μάθησης δεν είναι αρκετά μεγάλος. Όσο μικρότερος είναι ο ρυθμός μάθησης τόσο περισσότερο διαρκεί η εκπαίδευση. Η «train 2» δίνει καλά αποτελέσματα ανεξάρτητα του ρυθμού μάθησης. Εντύπωση προκαλεί η πολύ καλή εκπαίδευση ακόμα και για πάρα πολύ μεγάλο ρυθμό μάθησης. Αυτό οφείλεται στις πολύ χαλαρές συνθήκες δημιουργίας κόμβου στην «train 2». Έτσι δημιουργεί λίγους κόμβους ακόμα και για πολύ μεγάλο ρυθμό μάθησης με αποτέλεσμα να είναι δυνατό το stabilization και να έχουμε κι εκεί καλά αποτελέσματα. Η «train 3» δίνει πολύ καλά αποτελέσματα αν δεν είναι πολύ μεγάλος ο ρυθμός μάθησης. Εντύπωση προκαλεί η πολύ γρήγορη εκπαίδευση.
6.2.3
Εξάρτηση της μάθησης από την αρχικοποίηση
Σε αυτήν την ενότητα μελετάται η εξάρτηση της μάθησης από την αρχικοποίηση του δικτύου. Το σύνολο εκπαίδευσης που χρησιμοποιηθεί είναι το ionosphere data. Η συνάρτηση εκπαίδευσης θα είναι η «train 1». Οι παράμετροι της εκπαίδευσης θα είναι lr=0.05,  delta=0.8,  epsilon=0.5,  StabilizeEpochs=100,  part=2,  kapa=1.2.
Τυχαία αρχικοποίηση

Ενδιαφέρον έχει να διερευνηθεί αν μπορεί να εκπαιδευτεί ένα τεχνητό νευρωνικό δίκτυο που έχει αρχικοποιηθεί τυχαία. Για να είναι ασφαλέστερα τα συμπεράσματα και να μην επηρεάζονται από την τυχαιότητα της αρχικοποίησης, η εκπαίδευση επαναλαμβάνεται για 10 διαφορετικές τυχαίες αρχικοποιήσεις. Οι επιδόσεις των 10 εκπαιδευμένων δικτύων, όπως και ο μέσος όρος φαίνονται στον Πίνακας 10 που ακολουθεί.
	
	1o
	2o
	3o
	4o
	5o
	6o
	7o
	8o
	9o
	10o
	average

	Performance

(train set)
	95.6
	96
	96
	94.4
	96.8
	95.2
	93.6
	94.8
	93.2
	94.4
	95

	Performance

(test set)
	96.3
	96.9
	96.6
	95.7
	97.4
	96.3
	95.2
	96.0
	94.6
	95.7
	96.1

	Nodes
	11
	10
	10
	12
	11
	12
	10
	11
	3
	10
	10

	Addition of nodes
	2
	2
	2
	2
	2
	3
	3
	2
	1
	2
	2.1

	Epochs
	309
	404
	404
	208
	404
	505
	385
	404
	150
	404
	358


Πίνακας 10
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Διάγραμμα 20
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Διάγραμμα 21
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Διάγραμμα 22

Από τον πίνακα προκύπτει ότι οι επιδόσεις των δικτύων είναι πάρα πολύ καλές ανεξάρτητα από την αρχικοποίηση. Κανένα δίκτυο δεν είχε επίδοση μικρότερη από 95%. Αυτό που πραγματικά επηρεάζεται από την αρχικοποίηση είναι η διάρκεια της εκπαίδευσης που όπως φαίνεται στον πίνακα κυμαίνεται από 150 έως 505 εποχές.

Στα Διάγραμμα 20, 21 και 22 φαίνεται η πορεία της εκπαίδευσης του δικτύου του Πίνακας 10 με αύξοντα αριθμό 8. Η εκπαίδευση φαίνεται ομαλή παρόλο που η αρχικοποίηση είναι τυχαία, το MSE μειώνεται ικανοποιητικά, και η επίδοση βελτιώνεται καθώς προστίθενται RBF κόμβοι.
Αρχικοποίηση από εκπαίδευση χωρίς επίβλεψη


Σε αυτήν την ενότητα εξετάζονται οι επιδόσεις τεχνητών νευρωνικών δικτύων εκπαιδευμένων σε δύο στάδια. Το δίκτυο αρχικοποιείται με διαφορετικό πλήθος RBF κόμβων μετά από εκπαίδευση χωρίς επίβλεψη. Στον Πίνακας 11 που ακολουθεί φαίνονται τα αποτελέσματα αυτής της εκπαίδευσης.

	Initial nodes
	2
	4
	8

	Performance (train set)
	96.8
	94.4
	94.8

	Performance (test set)
	97.44
	95.73
	95.16

	Nodes
	12
	11
	15

	Addition of nodes
	2
	2
	2

	Epochs
	243
	184
	198


Πίνακας 11

Η εκπαίδευση σε δύο στάδια δείχνει να έχει πολύ καλά αποτελέσματα ανεξάρτητα από το πλήθος των RBF κόμβων που δημιουργούνται κατά το πρώτο στάδιο. Και τα τρία εκπαιδευμένα δίκτυα φαίνονται να έχουν παρόμοιες επιδόσεις σε όλους τους τομείς. 
Σύγκριση των επιδόσεων εκπαιδευμένων τεχνητών νευρωνικών δικτύων αρχικοποιημένων με διαφορετικό τρόπο

Στην ενότητα αυτή συγκρίνονται εκπαιδευμένα RBF δίκτυα που έχουν αρχικοποιηθεί με διαφορετικό τρόπο, όπως φαίνεται στον Πίνακας 12. Όλα τα δίκτυα έχουν αρχικοποιηθεί με 2 RBF κόμβους στο hidden layer. 

	Initialization
	random
	average hidden and output layer
	average hidden random output layer
	unsupervised training

	Performance (train set)
	95
	92.8
	93.2
	96.8

	Performance (test set)
	96.1
	94.3
	94.3
	97.44

	Nodes
	10
	3
	5
	12

	Addition of nodes
	2.1
	1
	2
	2

	Epochs
	357.7
	78
	75
	243


Πίνακας 12

Από τον Πίνακας 12 προκύπτει ότι οι επιδόσεις του δικτύου  επηρεάζονται ελάχιστα από την αρχικοποίηση, αφού όλα τα δίκτυα έχουν πάρα πολύ καλές επιδόσεις. Όμως φαίνονται μεγάλες διακυμάνσεις στην διάρκεια της εκπαίδευσης και στο μέγεθος του εκπαιδευμένου δικτύου ανάλογα με την αρχικοποίηση. Όταν η αρχικοποίηση του επιπέδου εισόδου έχει γίνει από το μέσο όρο  των διανυσμάτων εισόδου του συνόλου εκπαίδευσης, η εκπαίδευση διαρκεί λίγες εποχές και δημιουργεί πολύ λιγότερους RBF κόμβους σε σχέση με την περίπτωση που η αρχικοποίηση του επιπέδου εισόδου είναι τυχαία ή από εκπαίδευση χωρίς επίβλεψη.
6.2.4 Η συνάρτηση εκτίμησης εμπιστοσύνης σε ένα περίπλοκο πρόβλημα 

Η εκπαίδευση του δικτύου


Σε αυτήν την ενότητα θα μελετηθεί η ικανότητα της συνάρτησης εμπιστοσύνης να προβλέπει τα πιθανά λάθη αντιστοίχησης εισόδου – εξόδου ενός εκπαιδευμένου τεχνητού νευρωνικού δικτύου. Το σύνολο εκπαίδευσης που θα χρησιμοποιηθεί αποτελείται από 2400 ζεύγη εισόδου - εξόδου. Κάθε διάνυσμα εισόδου αποτελείται από 2 στοιχεία (έτσι μπορεί να απεικονιστεί στο επίπεδο) και υπάρχουν συνολικά 4 κλάσεις εξόδου (κάθε κλάση απεικονίζεται με ένα διαφορετικό χρώμα) κάθε μία από τις οποίες αποτελείται από 6 υποκλάσεις. Το train set απεικονίζεται στο Διάγραμμα 23 που ακολουθεί, και όπως φαίνεται οι κλάσεις του δεν είναι διαχωρίσιμες. Η αρχικοποίηση του δικτύου θα γίνει από το μέσο όρο των διανυσμάτων κάθε υποκλάσης εισόδου όπως φαίνεται στο Διάγραμμα 24, δηλαδή ένας διαφορετικός RBF νευρώνας θα αντιστοιχεί σε κάθε υποκλάση και έξι RBF νευρώνες θα αντιστοιχούν σε κάθε κλάση. Στην συνέχεια το δίκτυο αυτό θα εκπαιδευτεί με την βοήθεια της «train 2». Οι παράμετροι της εκπαίδευσης θα είναι lr=0.005, delta=0.5, epsilon=0.5, StabilizeEpochs=10, part=2, kapa=1.2. Η πορεία της εκπαίδευσης φαίνεται στα διαγράμματα που ακολουθούν. Στο Διάγραμμα 25 φαίνονται οι μεταβολές στο μέσο τετραγωνικό σφάλμα με την πάροδο των εποχών. Στο Διάγραμμα 26 φαίνεται το πλήθος των κόμβων του δικτύου με την πάροδο των εποχών. Το Διάγραμμα 27 δείχνει τις επιδόσεις του δικτύου ανάλογα με τον αριθμό των RBF κόμβων. Όπως φαίνεται από αυτά τα διαγράμματα με την εκπαίδευση επιτεύχθηκε βελτίωση των επιδόσεων του δικτύου παρόλο που η αρχικοποίηση του ήταν πάρα πολύ καλή. Τέλος το εκπαιδευμένο πλέον δίκτυο φαίνεται στο Διάγραμμα 28.
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Διάγραμμα 23
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Διάγραμμα 24
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Διάγραμμα 25
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Διάγραμμα 26
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Διάγραμμα 27
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Διάγραμμα 28
Επιδόσεις του εκπαιδευμένου δικτύου και εκτίμηση εμπιστοσύνης


Το επόμενο βήμα του πειράματος είναι να δούμε τις επιδόσεις του δικτύου που μόλις εκπαιδεύτηκε. Στο Διάγραμμα 29 που ακολουθεί φαίνονται όλα τα σημεία του συνόλου εκπαίδευσης. Με μαύρο χρώμα είναι σημειωμένα τα σημεία της εισόδου στα οποία ανταποκρίθηκε λανθασμένα το δίκτυο. Στο σύνολο των 2400 σημείων εισόδου το νευρωνικό δίκτυο έκανε μόλις 153 λάθη, όπως φαίνεται και από τον Πίνακας 13.
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Διάγραμμα 29

Στην συνέχεια υπολογίζεται η  εμπιστοσύνη του δικτύου για κάθε σημείο εισόδου. Η κατανομή της εμπιστοσύνης φαίνεται στο Ιστόγραμμα 4 που ακολουθεί. Σημεία χαμηλής εμπιστοσύνης θεωρούνται τα σημεία εισόδου για τα οποία η εμπιστοσύνη του δικτύου είναι μικρότερη από 0.1. Τα σημεία χαμηλής εμπιστοσύνης φαίνονται στο Διάγραμμα 30 και είναι σαφές ότι βρίσκονται στα σύνορα των κλάσεων. Στο Διάγραμμα 31 φαίνονται τα σημεία χαμηλής εμπιστοσύνης και τα λάθη. Τα περισσότερα λάθη βρίσκονται σε περιοχές χαμηλής εμπιστοσύνης. Στα σημεία χαμηλής εμπιστοσύνης (490 στα 2400 σημεία) που καταλαμβάνουν περίπου το 20% του χώρου εισόδου βρίσκεται περίπου το 41% των λαθών (63 στα 153 λάθη), όπως φαίνεται και από τον Πίνακας 13. Στο Διάγραμμα 32  φαίνονται οι περιοχές χαμηλής μεσαίας και υψηλής εμπιστοσύνης. Μεσαίας εμπιστοσύνης θεωρούνται τα σημεία εισόδου με εμπιστοσύνη μεταξύ 0.1 και 0.7 και υψηλής εμπιστοσύνης θεωρούνται τα σημεία με εμπιστοσύνη μεγαλύτερη από 0.7. Στο Διάγραμμα 32 με μαύρο χρώμα απεικονίζονται οι περιοχές χαμηλής εμπιστοσύνης, με γαλάζιο οι περιοχές μεσαίας εμπιστοσύνης και με μοβ οι περιοχές υψηλής εμπιστοσύνης. Στην συνέχεια ακολουθεί το Διάγραμμα 33  στο οποίο οι περιοχές εμπιστοσύνης μαζί με τα σημεία εισόδου, το Διάγραμμα 34 που περιλαμβάνει ότι και το Διάγραμμα 33 με την διαφορά ότι περιέχει και τα λάθη, το Διάγραμμα 35 όπου φαίνονται τα λάθη που δεν είναι χαμηλής εμπιστοσύνη. 
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Ιστόγραμμα 4
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Διάγραμμα 31
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Διάγραμμα 32
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Διάγραμμα 33
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Διάγραμμα 34
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Διάγραμμα 35
Τέλος παρατίθεται ο Πίνακας 13 που περιλαμβάνει το πλήθος των λαθών και την πιθανότητα εμφάνισης λάθους σε κάθε περιοχή. Από τον Πίνακας 13 φαίνεται ότι το ποσοστό εμφάνισης λάθους στην περιοχή χαμηλής εμπιστοσύνης είναι διπλάσιο από την πιθανότητα εμφάνισης λάθους σε όλον το χώρο εισόδου.

	Confidence
	cardinality
	errors

	All
	2400 (100%)
	153 (6.4%)

	Low
	490 (20%)
	63 (12.9%)

	Medium
	1347 (56%)
	65 (4.8%)

	High
	563 (24%)
	25 (4.4%)


Πίνακας 13
6.3
Συμπεράσματα

Από τα πειραματικά αποτελέσματα προκύπτει ότι η δομική μάθηση ενισχύει σημαντικά την ικανότητα μάθησης σε νευρωνικά δίκτυα ακτινικής βάσης. Ειδικά στην περίπτωση τυχαίας αρχικοποίησης φαίνεται ότι το σύνολο της πληροφορίας είναι αποθηκευμένο στους RBF νευρώνες που προστέθηκαν κατά την διάρκεια της εκπαίδευσης.

 Τα μοντέλα αλγορίθμων δομικής μάθησης με επίβλεψη σε νευρωνικά δίκτυα ακτινικής βάσης που δημιουργήθηκαν και χρησιμοποιήθηκαν στα πειράματα επιτυγχάνουν ικανοποιητικά αποτελέσματα ανεξάρτητα από το σύνολο εκπαίδευσης και την αρχικοποίηση, η οποία επηρεάζει μονάχα την διάρκεια της εκπαίδευσης και το τελικό μέγεθος του δικτύου. Φυσικά η ικανότητα μάθησης όλων των μοντέλων επηρεάζεται από τις παραμέτρους εκπαίδευσης και των ρυθμό μάθησης. Η ευαισθησία των μοντέλων ως προς αυτές τις παραμέτρους είναι μικρή με αποτέλεσμα να αρκεί ο εντοπισμός της τάξεως των παραμέτρων για να επιτευχθούν βέλτιστα αποτελέσματα. 

Κάθε μοντέλο που δημιουργήθηκε και χρησιμοποιήθηκε παρουσιάζει διαφορετική συμπεριφορά και έχει τα προτερήματα και μειονεκτήματά του σε σχέση με τα υπόλοιπα. Το πρώτο μοντέλο («train1») επιτυγχάνει την καλύτερη εκπαίδευση, αλλά έχει μεγάλο κόστος σε χρόνο (εποχές εκπαίδευσης) και χώρο (μέγεθος νευρωνικού δικτύου). Το δεύτερο μοντέλο («train2») είναι το μόνο που δίνει μεγάλη καμπυλότητα στις περιοχές που ορίζονται στον χώρο εισόδου. Αυτό είναι επιθυμητό στην περίπτωση που οι περιοχές του πεδίου εισόδου έχουν μεγάλη διαφορά ανάμεσα στις διαστάσεις τους. Στην αντίθετη περίπτωση δημιουργούνται πολλοί κόμβοι. Για να αποφευχθεί αυτό χρησιμοποιούμε πολύ χαλαρές συνθήκες δημιουργίας κόμβων και έτσι το μοντέλο αυτό αποδίδει επιτυγχάνει πολύ καλή εκπαίδευση με την δημιουργία των ελάχιστων RBF κόμβων. Εντύπωση στο δεύτερο μοντέλο παρουσιάζει η ανεξαρτησία της ικανότητας μάθησης από τον ρυθμό μάθησης. Το τρίτο μοντέλο («train3») για να βελτιστοποιεί ικανοποιητικά τα χαρακτηριστικά του εσωτερικού επιπέδου πρέπει να έχει αυστηρότερη τη συνθήκη του επιπέδου αυτού, με αποτέλεσμα την δημιουργία περισσότερων RBF κόμβων από τα άλλα δύο μοντέλα. Παρόλα αυτά το μοντέλο αυτό επιτυγχάνει ικανοποιητική μάθηση πάρα πολύ γρήγορα (σε πολύ λίγες εποχές). 

Οι αλγόριθμοι εκτίμησης του επιπέδου εμπιστοσύνης που αναπτύχθηκαν και υλοποιήθηκαν χαρακτηρίζουν κάποιες περιοχές του χώρου εισόδου ως περιοχές χαμηλής εμπιστοσύνης. Σε αυτές τις περιοχές παρατηρείται το διπλάσιο ποσοστό λανθασμένων αντιστοιχήσεων εισόδου – εξόδου από ότι σε ολόκληρο το χώρο εισόδου. Αυτό το αποτέλεσμα είναι πολύ ενθαρρυντικό, σε αντίθεση με το γεγονός ότι παρατηρούνται σφάλματα στις περιοχές μεσαίας αλλά και υψηλής εμπιστοσύνης που δείχνει ότι οι αλγόριθμοι αυτοί χρήζουν περαιτέρω έρευνας πριν καταφέρουν να κάνουν μία πιο ασφαλή πρόβλεψη σφαλμάτων. 
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Παραρτημα Α

Σε αυτό το κεφάλαιο περιλαμβάνονται περιγραφές των συναρτήσεων που έχουν υλοποιηθεί σε Matlab. Με αυτόν τον τρόπο γίνεται σαφής η χρήση και λειτουργία των συναρτήσεων. 

SUP_TRAIN
 [M1, W2, W1, PerfRate, NumberOfNodes, MSE, NumOfNod, MSEtrain, MSEver] = 
sup_train (DataFile, ParamFile, Epoc, TrainParam, tr);

the sup_train function creates an RBF neural network and train it with a supervised algorithm 

the input parameters are:

           DataFile:

                       DataFile should contain the two variables of the train set

                       DataIn: The Input Vectors 

                       OutClass: Corresponding output classes in the form [0 1 0 0]

           ParamFile:

                       ParamFile should contain three variables for the initialization

                       Tr_Wc: The centers of clusters                       

                       Tr_Ws: The corresponding spreads (per element) 

                       Tr_Vc: The pre-filtering matrix

           Epoc:

                       the maximum number of new nodes' additon

           TrainParam:

                       TrainParam is a matrix which contains:

                           lr 

                                   Learning Rate 

                           delta  

                                   Threshold on the RBF activation node 

                                   when zero no new nodes are created

                           epsilon 

                                   Threshold on the output node activation

                                   Close to zero shows that the difference between

                                   desired and actual output should be zero

                           StabilizeEpochs 

                                   The number of required epochs for the network 

                                   to be stabilized after each addition of a new RBF node

                                   during this space training is performed without allowing 

                                   new nodes to be created

                           part    

                                   The number wich seems the Learning Rate when adding nodes

                           kapa

                                   The number of the width of the RBF nodes

           tr:

                       the tr is the variable which chooses the train algorithm 

                                   if tr==1 then the train algorithm will be train1

                                   if tr==2 then the train algorithm will be train2

                                   if tr==3 then the train algorithm will be train3

train1 is the same as ARAN train algorithm except that the output 

function is tansig

                      
train2 is the same as train1 algorithm except that the RBF width is 

per element

train3 is the same as train1 algorithm except that it uses different 

conditions for the addition of a new RBF node

this function returns as outputs:

           M1:

                       centers and width of the RBF nodes

           W2:

                       output layer connections RBF nodes => output nodes

           W1:

                       input layer filters (used only for vector spread case)

           PerfRate:

                       Classification Rate per 100

           NumberOfNodes:

                       the number of the network's RBF nodes

           MSE:

                       Mean Square Error

           NumOfNod:


           The number of the networks nodes through the epochs


           MSEtrain:

                       MSE in training set

           MSEver:

                       MSE in verification set

here is an example in calling this function

[M1, W2, W1, PerfRate, NumberOfNodes, MSE, MSE2, MSEtrain, MSEver] = 

aran_exp('IonosParam.mat','ionosp.mat',10,[],1);
CONFIDENCE

[c,cc1,cc2]=confidence(vector,net1,net2,ss, dias);

an RBF neural network corresponds some input vectors with output classes

the confidence function computes the confidence that feels the RBF neural network 

about this correspondence

the input parameters are:



vector:




the input vectors for whom we want to compute the 

network's confidence



net1:




the network's hidden layer

 

net2:

 


the network's output layer

 

ss:

 


the network's prefiltering matrix

 

dias:

 


the number with we multiply the network's spreads

 this function returns as outputs:




 

c:

 


maximum of cc1 and cc2

 

cc1:

 


the confidence according to nearest nodes' algorithm

 

cc2:

 


the confidence according to k-winners' algorithm

 here is an example in calling this function

 [c,cc1,cc2]=confidence(AllDataIn,M1,W2,W1,1.25);

CREATE_NET

 [x1,x2,ss]=create_net(m,s,r)

 the create_net function initializes an RBF neural network

 the input parameters are:

       m:

            the network's centers

        s:

            the network's spreads

        r:

            the network's output layer

  this function returns as output:




        x1:

            the network's hidden layer

        x2:

            the network's output layer

        ss:

            the network's prefiltering matrix

 here is an example in calling this function

 [M1,W2,W1]=create_net(Tr_Wc,max(sqrt(Tr_Ws)),Tr_Vc);

SIM_NET
 [x]=sim_net(net1,net2,ss,in)

 the sim_net function simulates an RBF neural network

 the input parameters are:

         net1:

            the network's input layer

        net2:

            the network's output layer

        ss:

            the network's prefiltering matrix

        in:

            the network's inputs

 this function returns as outputs:




         x:

            the network's outputs

 here is an example in calling this function

 Out=sim_net(M1,W2,W1,DataIn);

SUP_TRAIN1

 [x1,x2,ss,addnode]=sup_train1(y1,y2,m,r,pre,delta,epsilon,kapa,bhta)

 the sup_train1 function trains an RBF neural network using train1 algorithm

 the input parameters are:

        y1:

            the network's input layer

        y2:

            the network's output layer

        m:

            the train set's input vectors

        r:

            the train set's output vectors

        pre:

            the network's prefiltering matrix

        delta:

            Threshold on the RBF activation node 

            when zero no new nodes are created

        epsilon:

            Threshold on the output node activation

            Close to zero shows that the difference between

            desired and actual output should be zero

        kapa:

            The number of the width of the RBF nodes

        bhta:

            Learning Rate

 this function returns as output:




        x1:

            the trained network's hidden layer

        x2:

            the trained network's output layer

        ss:

            the trained network's prefiltering matrix

        addnode:

            times of new RBF nodes' addition

 here is an example in calling this function

[M1,W2,W1,NewNodes] = 

sup_train1(M1,W2,DataIn,OutClass,[],stab_delta,epsilon,kapa,lr);  

SUP_TRAIN2

 [x1,x2,ss,addnode]=sup_train2(y1,y2,m,r,delta,epsilon,kapa,bhta)

 the sup_train2 function trains a RBF neural network using train2 algorithm

 the input parameters are:

        y1:

            the network's input layer

        y2:

            the network's output layer

        m:

            the train set's input vectors

        r:

            the train set's output vectors

        delta:

            Threshold on the RBF activation node 

            when zero no new nodes are created

        epsilon:

            Threshold on the output node activation

            Close to zero shows that the difference between

            desired and actual output should be zero

        kapa:

            The number of the width of the RBF nodes

        bhta:

            Learning Rate

 this function returns as output:




        x1:

            the trained network's hidden layer

        x2:

            the trained network's output layer

        ss:

            the trained network's prefiltering matrix

        addnode:

            times of new RBF nodes' addition

 here is an example in calling this function

[M1,W2,W1,NewNodes] = 

sup_train2(M1,W2,DataIn,OutClass,stab_delta,epsilon,kapa,lr); 

SUP_TRAIN3

 [x1,x2,ss,addnode,updatout]=sup_train3(y1,y2,m,r,pre,delta,epsilon,kapa,bhta,control)

 the sup_train3 function trains an RBF neural network using train3 algorithm

 the input parameters are:

        y1:

            the network's input layer

        y2:

            the network's output layer

        m:

            the train set's input vectors

        r:

            the train set's output vectors

        pre:

            the network's prefiltering matrix

        delta:

            Threshold on the RBF activation node 

            when zero no new nodes are created

        epsilon:

            Threshold on the output node activation

            Close to zero shows that the difference between

            desired and actual output should be zero

        kapa:

            The number of the width of the RBF nodes

        bhta:

            Learning Rate

        control:

            this parameter controls if the addition of a new node is permitted

            if control==0 the addition is not permitted

            if control==1 the addition is permitted

 this function returns as output:




        x1:

            the trained network's hidden layer

        x2:

            the trained network's output layer

        ss:

            the trained network's prefiltering matrix

        addnode:

            times of new RBF nodes' addition

        updatout:

            times of updating only output layer

 here is an example in calling this function

 [M1,W2,W1,NewNodes]=sup_train3(M1,W2,DataIn,OutClass,[],delta,epsilon,kapa,lr,0); 

UNSUP_TRAIN

[x1,x2]=unsup_train(x,m,r,s,delta,kapa,bhta)

 the unsup_train function trains an RBF neural network using the unsupervised algorithm

 the input parameters are:

        x:

            the network's initialization

        m:

            the train set's input vectors

        r:

            the train set's output vectors

        s:

            the first node's spread 

        delta:

            Threshold on the RBF activation node 

            when zero no new nodes are created

        kapa:

            The number of the width of the RBF nodes

        bhta:

            Learning Rate

 this function returns as output:




        x1:

            the trained network's hidden layer

        y1:

            a matrix which seems the possibility  of the output classes

            in the input vector that have involved

           in the creation of the RBF nodes

            it can be used as output layer

 here is an example in calling this function

 [M1,W2]=unsup_train([],DataIn,OutClass,2,delta,kapa,lr); 
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