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Εθνικό Μετσόβιο Πολυτεχνείο

Ινστιτούτο Επεξεργασίας Σχολή Ηλεκτρολόγων Μηχανικών
του Λόγου

και Μηχανικών Υπολογιστών

Περίληψη

Αντικείμενο της διπλωματικής αυτής εργασίας είναι η κατηγοριοποίηση κειμένων με βάση το συγγραφέα από τον οποίον προήλθαν. Η κατηγοριοποίηση αυτή επιτυγχάνεται με τη χρήση τεχνητών νευρωνικών δικτύων. Τα πειράματα έγιναν πάνω σε ομιλίες πέντε ομιλητών - μελών του Ελληνικού Κοινοβουλίου. 

Για την κατηγοριοποίηση των κειμένων έγινε υφολογική ανάλυση βασισμένη στην μέτρηση κάποιων χαρακτηριστικών. Αρχικά, δημιουργήθηκε ένα προγράμμα που έδειχνε στην έξοδό του τις τιμές αρκετών γλωσσικών χαρακτηριστικών. Με τη βοήθεια αυτού  του εργαλείου επιλέχτηκαν τα γλωσσικά χαρακτηριστικά εκείνα που, όπως φαινόταν από την έξοδο του προγράμματος, θα μπορούσαν να διαχωρίσουν καλύτερα τα δεδομένα μας. Αφού επιλέχτηκαν τα χαρακτηριστικά, στη συνέχεια, με κάποιο άλλο πρόγραμμα, μετρήθηκαν με αυτόματο τρόπο οι τιμές των χαρακτηριστικών αυτών στα κείμενα. Με τη διαδικασία αυτή κάθε κείμενο αναπαριστάται με ένα διάνυσμα που αποτελείται από τις τιμές των επιλεχθέντων χαρακτηριστικών.

Έπειτα τα διανύσματα των χαρακτηριστικών χρησιμοποιήθηκαν ως είσοδοι για διάφορα μοντέλα νευρωνικών δικτύων. Πιο αναλυτικά τα δεδομένα χωρίστηκαν σε επιμέρους σύνολα που χρησιμοποιήθηκαν για την εκπαίδευση και την δοκιμή, δηλαδή εκτίμηση της απόδοσης των δικτύων στην κατηγοριοποίηση με βάση τον συγγραφέα. Για κάθε μοντέλο νευρωνικού δικτύου δοκιμάστηκαν διάφορα δίκτυα με διαφορετικές τιμές παραμέτρων το καθένα ώστε να βρεθούν οι πιο κατάλληλες παράμετροι για κάθε μοντέλο για το πρόβλημά μας. Τα μοντέλα που δοκιμάστηκαν είναι το πολυστρωματικό δίκτυο (MLP), το δίκτυο ακτινικών συναρτήσεων βάσης (RBF) και το δίκτυο αυτοοργανούμενου τύπου (SOM).

Τέλος συγκρίναμε τα μοντέλα που χρησιμοποιήθηκαν  μεταξύ τους και καταλήξαμε σε διάφορα συμπεράσματα για την ακρίβειά τους, την αποδοτικότητά τους και γενικότερα τη χρησιμότητά τους στο συγκεκριμένο πρόβλημα.
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Abstract

The aim of this thesis was the categorization of speeches according to the author, with the use of neural networks. For our experiments we used a set of speeches that were written and presented by five members of the Greek Parliament.

For the categorization of the texts, first we had to do some sort of stylistic analysis. Firstly we created a utility that represented values of many linguistic features. With the use of this utility we selected some linguistic features that could best distinguish our data. After had selected those features, with the use of a different utility we counted the values of the selected features in our set of speeches. Finally every speech was represented by a vector of the selected features values.

Then we used these vectors as an input for different neural networks models. In our experiments we separated our data in sets so as to use them for training the neural networks and testing their ability to categorize with regard to the speechmaker. For every neural network model, we tested many models with different parameter values in order to find which are the best for each model, with reference to our problem. The models we tried are the multilayer perceptron (MLP), the radial basis function network (RBF) and the self-organizing feature map (SOM).

Finally we compared the models that we used and we came to conclusions about their precision, their efficiency and how useful they could be in the author classification task.
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ΚΕΦΑΛΑΙΟ 1: ΕΙΣΑΓΩΓΗ

1.1
Ταξινόμηση κειμένων

Ο όγκος της πληροφορίας που υπάρχει σε ηλεκτρονική μορφή και κυρίως σε μορφή απλού κειμένου, εξαιτίας της διάδοσης της χρήσης του διαδικτύου (Ιnternet),  αυξάνεται συνεχώς με όλο και  γρηγορότερους ρυθμούς. Η αύξηση αυτή είναι δυνατόν να οδηγήσει σε αχρήστευση πολύ σημαντικού μέρους των πληροφοριών εφόσον μείνει ανοργάνωτη, καθώς είναι δύσκολο να εντοπισθεί και να χρησιμοποιηθεί από τον απλό χρήστη. Είναι πολύ σημαντικό να γίνεται με αποδοτικό τρόπο αναζήτηση της υπάρχουσας πληροφορίας μέσα σε ένα μεγάλο αριθμό κειμένων. Η αναζήτηση πρέπει να γίνεται κυρίως με αυτόματο τρόπο, για να είναι γρήγορη και οικονομική. 

Η ταξινόμηση των κειμένων είναι μία πολύ χρήσιμη διαδικασία η οποία μας επιτρέπει την οργάνωση ενός σώματος κειμένων με βάση κάποιο κοινό χαρακτηριστικό, διευκολύνοντας την αναζήτηση στο σώμα αυτό. Συχνά η ταξινόμηση κειμένων γίνεται σε κατηγορίες που έχουν προεπιλεγεί από ένα σύστημα με αποτέλεσμα να απαιτείται η προσαρμογή – εκπαίδευση του χρήστη στους κανόνες λειτουργίας του συστήματος. Αυτό δυσκολεύει την αναζήτηση μιας και δεν είναι άμεσα κατανοητό από την ανθρώπινη λογική, σε ποια κατηγορία του συστήματος ανήκει ένα κείμενο. Άλλη μία λύση στο συγκεκριμένο πρόβλημα είναι η κατάταξη ενός κειμένου σε περισσότερες από μία κατηγορίες. Μία τέτοια επιλογή ίσως έχει ως αποτέλεσμα την επιστροφή από το σύστημα πλεονάζουσας ή ακόμα και άχρηστης πληροφορίας σε σχέση με αυτή που χρειάζεται. Γενικά η ταξινόμηση κειμένων είναι μία αρκετά δύσκολη και μονότονη διαδικασία, ενώ συχνά ο όγκος των κειμένων είναι τόσο μεγάλος ώστε καθιστά απαγορευτική την εκτέλεσή της  από τον άνθρωπο. Είναι λοιπόν αναγκαίο η ταξινόμηση των κειμένων να γίνεται από μηχανές, δηλαδή από ηλεκτρονικούς υπολογιστές, με αυτόματο τρόπο, που να μην απαιτεί συνεχή ανθρώπινη παρέμβαση. Από την άλλη μεριά η διαδικασία αυτή πρέπει να γίνεται με πολύ προσοχή ώστε τα αποτελέσματά της να συμβαδίζουν με τον τρόπο σκέψης του ανθρώπου, αφού το σύστημα θα χρησιμοποιηθεί από ανθρώπους. Για το λόγο αυτό οι κατηγορίες πρέπει να είναι σε αρμονία με την ανθρώπινη αντίληψη. Για παράδειγμα, είναι πιο εύκολο για τον άνθρωπο να αναζητά κείμενα που έχουν οργανωθεί με βάση το συγγραφέα ή το περιεχόμενό τους παρά με βάση το μέγεθός τους. 

Η αποτελεσματικότητα των αλγόριθμων αναζήτησης καθορίζεται από δύο πολύ σημαντικές μετρικές. Την έννοια της ακρίβειας (precision) και της ανάκλησης (recall) [1]. Ως ακρίβεια ορίζουμε το ποσοστό των κειμένων που επιστρέφει ο αλγόριθμος αναζήτησης τα οποία είναι όντως σχετικά με το θέμα. Αντίστοιχα η ανάκληση πληροφορίας ορίζεται ως το ποσοστό των κειμένων που ανευρέθηκαν σαν σχετικά με το θέμα αναζήτησης, σε σχέση με το σύνολο των κειμένων. Είναι επιθυμητό σε έναν αλγόριθμο αναζήτησης, και οι δύο αυτές μετρικές να έχουν αρκετά υψηλές τιμές αν και κάτι τέτοιο δεν είναι πάντα εφικτό. Γενικά οι έννοιες της ανάκλησης και της ακρίβειας είναι αντιστρόφως ανάλογες και οι τιμές τους εξαρτώνται κάθε φορά από το πρόβλημα που θέλουμε να λύσουμε. Πιο συγκεκριμένα, ορισμένες φορές είναι προτιμότερο ένας αλγόριθμος αναζήτησης  να μην επιστρέφει τίποτα, όταν δεν βρίσκει κάτι που είναι επαρκώς σχετικό με τα κριτήρια αναζήτησης, ενώ άλλες φορές είναι πιο σημαντικό να επιστραφεί το πιο κοντινό αποτέλεσμα στα κριτήρια αναζήτησης, το οποίο όμως μπορεί και να μην ταιριάζει σε μεγάλο βαθμό με αυτά. 

1.2
Γενικά στοιχεία της υφολογικής ανάλυσης κειμένων

Κάθε κείμενο είναι γραμμένο με το δικό του ύφος, το οποίο μαζί με το περιεχόμενό του, το ξεχωρίζει αλλά και το συσχετίζει με  άλλα κείμενα [2]. Ως υφολογική ανάλυση ενός κειμένου ορίζουμε τη στατιστική ανάλυση – καταμέτρηση ενός συνόλου από εύκολα μετρήσιμες ιδιότητες [3]. Είναι αρκετά απλό και γρήγορο υπολογιστικά να καταμετρηθούν τέτοιου είδους ιδιότητες που αποτελούν κάποια απεικόνιση  του κειμένου. Είναι δυνατόν ένα σώμα  κειμένων να διαχωριστεί ως προς το είδος ή το συγγραφέα με βάση τον τρόπο γραφής, όπως αντικατοπτρίζεται στην υφολογική ανάλυση. Τέλος, επιλέγοντας κάποιες από τις ιδιότητες ενός κειμένου είναι δυνατόν να διαχωρίσουμε τα κείμενα με βάση τον συγγραφέα. Η επιλογή των κατάλληλων γλωσσικών χαρακτηριστικών μπορεί να φανερώσει τον ιδιαίτερο τρόπο με τον οποίο ένας συγγραφέας χρησιμοποιεί την γλώσσα για να εκφραστεί [4]. 

Πιο αναλυτικά, η υφολογική ανάλυση περιλαμβάνει τη μέτρηση  ενός  συνόλου χαρακτηριστικών κάποια από τα οποία μπορεί να είναι:

1. Σε επίπεδο λέξεων: 

· Το πλήθος των λέξεων

· Το πλήθος των προτάσεων

· Ιστογράμματα του μήκους των  λέξεων

· Ιστογράμματα του μήκους των  προτάσεων

· Το πλήθος των σημείων στίξης

2. Σε συντακτικό επίπεδο:

· Μέτρηση ορισμένων γραμματικών  χαρακτηριστικών (π.χ. πρώτο πρόσωπο ρημάτων)

· Μέτρηση μερών του λόγου

· Μέτρηση εμφάνισης προκαθορισμένων συντακτικών δομών

3. Σε επίπεδο λεξιλογίου:

· Μέτρηση πλούτου του λεξιλογίου, δηλαδή πόσα διαφορετικά λήμματα (λεκτικές μορφές που δεν προέρχονται από την ίδια λέξη) υπάρχουν σε ένα κείμενο συγκριτικά με τον συνολικό αριθμό των λέξεων του κειμένου

4. Σε επίπεδο συχνοτήτων λέξεων:

· Μέτρηση του πλήθους των λέξεων που εμφανίζονται μόνο μία φορά στο κείμενο

· Μέτρηση της συχνότητας εμφάνισης προκαθορισμένων λέξεων λημμάτων

Ανάλογα με το πρόβλημα που έχουμε να αντιμετωπίσουμε είναι δυνατόν να αγνοήσουμε κάποια από τα παραπάνω χαρακτηριστικά ή να  προσθέσουμε ορισμένα άλλα. Τα χαρακτηριστικά που θα επιλέξουμε κάθε φορά εξαρτώνται από το είδος των κειμένων, καθώς και από τη γλώσσα στην οποία είναι γραμμένα τα κείμενα. Για παράδειγμα, αναφέρεται ότι ειδικά για την ελληνική γλώσσα η μέτρηση των φαινομένων της καθαρεύουσας που εμφανίζονται σε ένα κείμενο μπορεί να αποτελεί μέρος του ιδιαίτερου ύφους του [5]. 

Ένα σύστημα που βασίζεται σε υφολογικά χαρακτηριστικά αποτελείται συνήθως από δύο τουλάχιστον μέρη. Το πρώτο μέρος αναλαμβάνει την εξαγωγή – μέτρηση από κάθε κείμενο των προεπιλεγμένων χαρακτηριστικών με όσο το δυνατόν πιο γρήγορο και αυτοματοποιημένο τρόπο. Πιο αναλυτικά, παίρνει ως είσοδο το κείμενο και δίνει ως έξοδο ένα διάνυσμα με τις τιμές των μετρηθέντων χαρακτηριστικών. Στη συνέχεια το δεύτερο μέρος, χρησιμοποιώντας ως είσοδο το διάνυσμα που παράγεται από το πρώτο μέρος, διαχωρίζει με κάποια μέθοδο τα κείμενα. Η μέθοδος αυτή μπορεί να είναι είτε κάποια στατιστική μέθοδος κατηγοριοποίησης (clustering)  είτε κάποια μέθοδος βασισμένη σε τεχνητά νευρωνικά δίκτυα.

1.3
Το αντικείμενο και η δομή της εργασίας 

Λαμβάνοντας υπόψιν τις δυνατότητες της υφολογικής ανάλυσης για την εξαγωγή χαρακτηριστικών που είναι ικανά να διαχωρίσουν τα κείμενα, αντικείμενο της διπλωματικής αυτής εργασίας είναι η επιλογή – μέτρηση γλωσσικών χαρακτηριστικών από κείμενα με αυτόματο τρόπο και στη συνέχεια ο υπολογισμός των παραμέτρων διαφόρων μοντέλων νευρωνικών δικτύων με τρόπο που μας εξασφαλίζει τον πιο αποτελεσματικό  διαχωρισμό των κειμένων αυτών με βάση το συγγραφέα – δημιουργό τους. Σύμφωνα με τις επιλογές μας κατά το σχεδιασμό των πειραμάτων τα κείμενα που χρησιμοποιήθηκαν είχαν αρκετές ομοιότητες μεταξύ τους ως προς το είδος της γλώσσας που χρησιμοποιούσαν, ενώ δεν αναφέρονταν απαραίτητα στο ίδιο θέμα.

Η δομή της διπλωματικής έχει ως εξής:

· Αρχικά, παρουσιάζονται τα γλωσσικά χαρακτηριστικά που θα μετρηθούν (κεφάλαιο 2).

· Περιγράφεται η μέθοδος μέτρησης των γλωσσικών χαρακτηριστικών (κεφάλαιο 2).

· Βρίσκουμε τις κατάλληλες τιμές των παραμέτρων για ένα πολυστρωματικό νευρωνικό δίκτυο (multilayer perceptron - MLP) και μελετάμε την απόδοσή του δικτύου αυτού στην αναγνώριση των δημιουργών των κειμένων (κεφάλαιο 4).

· Όμοια βρίσκουμε τις κατάλληλες τιμές των παραμέτρων για ένα νευρωνικό δίκτυο ακτινικών συναρτήσεων βάσης  (radial basis function - RBF) και μελετάμε την απόδοσή του στην αναγνώριση των δημιουργών των κειμένων (κεφάλαιο 5).

· Βρίσκουμε τις κατάλληλες τιμές των παραμέτρων  για ένα νευρωνικό δίκτυο αυτοοργανούμενου τύπου (self organizing map - SOM) και εκτιμούμε την απόδοσή του στην αναγνώριση των δημιουργών των κειμένων (κεφάλαιο 6).

· Τέλος συγκρίνουμε μεταξύ τους τα μοντέλα που χρησιμοποιήθηκαν και επιλέγουμε εκείνο που μας εξασφαλίζει καλύτερη ακρίβεια κατηγοριοποίησης, αλλά και μικρότερο υπολογιστικό κόστος (κεφάλαιο 7).

ΚΕΦΑΛΑΙΟ 2: ΠΑΡΑΜΕΤΡΟΙ ΠΡΟΒΛΗΜΑΤΟΣ

2.1
Χαρακτηριστικά του σώματος κειμένων

Για τα πειράματα που έγιναν στη συνέχεια χρησιμοποιήθηκε ένα σύνολο από 1005 κείμενα που προήλθαν από ομιλίες που έλαβαν χώρα στο ελληνικό κοινοβούλιο. Τα  1005 κείμενα αυτά αποτελούν ομιλίες  πέντε μελών της βουλής που εκπροσωπούσαν διαφορετικό πολιτικό χώρο την περίοδο Ιανουάριος 1996 – Μάρτιος 2000. Τα κείμενα προήλθαν από τα πρακτικά της βουλής και έχουν υποστεί προεπεξεργασία προκειμένου να αφαιρεθούν σύντομοι διάλογοι και ολιγόλογες παρεμβάσεις. Επιπλέον στα πρακτικά διορθώθηκαν τυχόν ορθογραφικά λάθη. Πιο αναλυτικά το σώμα των κειμένων έχει την ακόλουθει δομή (πίνακας 2.1):

	Ομιλητές 
	1997
	1998
	1999
	2000
	Ομιλίες
	Λέξεις 

	Ομιλητής Α
	161
	107
	125
	25
	418
	463.680

	Ομιλητής Β
	36
	28
	18
	3
	85
	177.853

	Ομιλητής Γ
	81
	71
	67
	26
	245
	241.882

	Ομιλητής Δ
	72
	49
	30
	3
	154
	217.305

	Ομιλητής Ε
	16
	42
	38
	7
	103
	190.601

	Σύνολο
	366
	297
	278
	64
	1005
	1.291.321


Πίνακας 2.1

Σώμα κειμένων που χρησιμοποιήθηκε.

2.2
Γλωσσικά χαρακτηριστικά που επιλέχτηκαν

Για την επιλογή των χαρακτηριστικών που θα μετρηθούν για να προσδιορίσουν το ύφος ενός κειμένου, είναι απαραίτητο να γίνει κάποια λεπτομερής επεξεργασία ενός τμήματος του σώματος κειμένων. Πρέπει να μετρήσουμε για κάποιο μικρό πλήθος κειμένων όσο το δυνατόν περισσότερα πιθανά χαρακτηριστικά και στη συνέχεια να επιλέξουμε εκείνα τα χαρακτηριστικά που θα μας διαχωρίζουν καλύτερα το σώμα των κειμένων με τον τρόπο που επιθυμούμε (δηλαδή με βάση τον ομιλητή). Γενικά είναι επιθυμητό τα χαρακτηριστικά που θα επιλέξουμε να είναι αποτελεσματικά για τον διαχωρισμό των κειμένων με βάση τον συγγραφέα και για άλλα σώματα κειμένων, διαφορετικού ύφους. Τα κείμενα που χρησιμοποιούνται για την διαδικασία αυτή είναι σημαντικό να είναι αντιπροσωπευτικά του ύφους του κάθε ομιλητή. Για τον λόγο αυτό προτιμήθηκαν μεγάλα κείμενα και κυρίως πρωτολογίες, δηλαδή ομιλίες που έγιναν την πρώτη φορά που πήρε το λόγο ο ομιλητής και συνήθως εκφράζουν πιο γενικές «πάγιες» θέσεις του ομιλητή. Οι πρωτολογίες, μιας και κατά κανόνα είναι προετοιμασμένες από πριν, αποτυπώνουν καλύτερα τον ιδιαίτερο τρόπο που ο κάθε ομιλητής χειρίζεται τη γλώσσα. Επίσης τα μεγάλα κείμενα αποτυπώνουν καλύτερα το ύφος του ομιλητή μιας και περιέχουν περισσότερη πληροφορία σε σχέση με τα μικρότερα κείμενα τα οποία μπορεί, λόγω του μήκους τους να εμφανίζουν χαρακτηριστικά «ψευδή» που δεν αποτελούν ενδεικτικά του ύφους των δημιουργών τους. Λόγου χάρη, είναι πολύ πιθανό σε ένα μικρό κείμενο η συχνότητα κάποιου λήμματος να είναι πολύ μεγάλη κάτι που μπορεί να οφείλεται στο θέμα στο οποίο αναφέρεται το κείμενο και όχι στο ύφος του ομιλητή. Επιπλέον είναι σημαντικό η επεξεργασία να γίνεται σε ολόκληρα κείμενα και όχι σε αποσπάσματα μιας και αυτά συνήθως δεν είναι αντιπροσωπευτικά του ύφους [6]. Για παράδειγμα, μία εισαγωγή έχει διαφορετικό ύφος από το υπόλοιπο κείμενο.

Για τον σκοπό αυτό κατασκευάστηκε ένα πρόγραμμα το οποίο μετράει και στη συνέχεια παρουσιάζει τις τιμές διαφόρων  γλωσσικών χαρακτηριστικών. Πιο αναλυτικά το συγκεκριμένο πρόγραμμα γράφηκε σε γλώσσα προγραμματισμού C++ και τρέχει σε περιβάλλον MS -Windows. Δέχεται ως είσοδο κείμενα τα οποία έχουν περαστεί από τον Tagger – Lemmatizer του Ινστιτούτου Επεξεργασίας του Λόγου (ΙΕΛ - ILSP) [18], ο οποίος έχει πολύ υψηλή ακρίβεια. Στη συνέχεια το πρόγραμμα παρουσίασης των τιμών διαφόρων χαρακτηριστικών εκτελείται πάνω στα λημματοποιημένα κείμενα. 

Η λειτουργία του προγράμματος έχει ως εξής: Αρχικά επιλέγουμε, όλα τα αρχεία των λημματοποιημένων κειμένων, των οποίων οι μετρήσεις θέλουμε να παρουσιαστούν σε αντιδιαστολή, φροντίζοντας να επιλέγονται ομαδοποιημένα τα κείμενα που ανήκουν στον ίδιο ομιλητή ώστε να είναι πιο αποδοτική η παρουσίαση των αποτελεσμάτων. Πιο αναλυτικά με το πλήκτρο “AddAuthor” από το μενού “Process”, προσθέτουμε ένα ή περισσότερα κείμενα τα οποία το πρόγραμμα «θεωρεί» ότι ανήκουν όλα στον ίδιο ομιλητή. Αν θέλουμε να προσθέσουμε κείμενα ενός άλλου ομιλητή πρέπει να επαναλάβουμε την ίδια διαδικασία (σχήμα 2.1 - σχήμα 2.2).
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σχήμα 2.1 

Μενού Process του προγράμματος.
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σχήμα 2.2

Επιλογή ομαδοποιημένων κειμένων για επεξεργασία.

Στη συνέχεια με το πλήκτρο “Show Results” από το μενού “Process” (σχήμα 2.1) αρχίζει η επεξεργασία – μέτρηση των τιμών των χαρακτηριστικών (σχήμα 2.3). 
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σχήμα 2.3

Εμφάνιση προόδου επεξεργασίας.

Έπειτα παρουσιάζονται στην οθόνη τα διάφορα χαρακτηριστικά που μετρήθηκαν. Εδώ πρέπει να αναφέρουμε ότι τα χαρακτηριστικά που μετριούνται σε κάθε κείμενο έχουν ομαδοποιηθεί στις εξής τέσσερις κατηγορίες: συχνότητες λημμάτων, γραμματικά χαρακτηριστικά, μορφολογικά χαρακτηριστικά, μετρήσεις καταλήξεων δημοτικής – καθαρεύουσας. Πιο αναλυτικά:

· Συχνότητες λημμάτων (Lemma Frequency)· Στην κατηγορία αυτή ανήκουν χαρακτηριστικά που αναφέρονται στον αριθμό των εμφανίσεων όλων των λημμάτων που έχουν χρησιμοποιηθεί σε κάθε κείμενο. Ο αριθμός των εμφανίσεων είναι κανονικοποιημένος ως προς τον συνολικό αριθμό των λέξεων του κειμένου. Επίσης χρωματίζονται οι εγγραφές που αντιστοιχούν στα 25 πιο συχνά χρησιμοποιούμενα λήμματα για κάθε κείμενο. Η επιλογή του αριθμού των 25 λημμάτων μπορεί να αλλάξει από το μενού Options/ Properties. Με το ίδιο χρώμα χρωματίζονται τα κείμενα εκείνα που είχαν επιλεγεί ομαδοποιημένα κατά τη φάση της επιλογής των κειμένων και που κατά συνέπεια ανήκουν στην ίδια κατηγορία, δηλαδή προέρχονται από τον ίδιο τον ομιλητή. Με το χαρακτηριστικό NF δηλώνουμε ότι κάποιο λήμμα δεν εμφανίστηκε σε ένα κείμενο. Τέλος πάνω σε κάθε στήλη του πίνακα έχουμε ως ετικέτα το συδυασμό ενός γράμματος και ενός αριθμού όπου το γράμμα είναι χαρακτηριστικό του ομιλητή (πχ Α,Β) και το νούμερο που αντιστοιχεί στο κείμενο (1,2..) (σχήμα 2.4).

· Γραμματικά Χαρακτηριστικά (Grammatical Characteristics)· Στην κατηγορία αυτή υπάγονται χαρακτηριστικά που μετρούν τον αριθμό των εμφανίσεων σχεδόν όλων των μερών του λόγου καθώς και τις κλίσεις τους στο κείμενο. Για παράδειγμα, μετριέται τόσο το σύνολο των άρθρων στο κείμενο όσο και, λόγου χάρη, ο αριθμός των άρθρων σε ονομαστική, σε γενική ή αιτιατική ο αριθμός των άρθρων σε ενικό ή πληθυντικό και  ο αριθμός των αρσενικών, των θηλυκών και των ουδέτερων άρθρων. Και εδώ η επιλογή των χρωμάτων και των επικεφαλίδων για κάθε στήλη γίνεται με βάση τον τρόπο που περιγράφηκε νωρίτερα για τα λήμματα ενώ χρωματίζονται όλες οι γραμμές. Οι μετρήσεις έχουν κανονικοποιηθεί ως προς τον αριθμό των λέξεων του κειμένου. Η κανονικοποίηση έγινε για να είναι συγκρίσιμες οι μετρήσεις μεταξύ διαφορετικών κειμένων, μιας και το μέγεθος των κειμένων διαφέρει (σχήμα 2.5).

· Μορφολογικά Χαρακτηριστικά (Morphological Characteristics)· Στην κατηγορία αυτή υπάγονται διάφορα μορφολογικά χαρακτηριστικά όπως ο αριθμός των λέξεων με συγκεκριμένο μήκος (από 1 έως 30 γράμματα) κανονικοποιημένος ως προς τον συνολικό αριθμό λέξεων του κειμένου, ο αριθμός των προτάσεων με με συγκεκριμένο μήκος (από 1 έως 160 λέξεις) κανονικοποιημένος ως προς τον συνολικό αριθμό των προτάσεων του κειμένου και τέλος ο αριθμός ορισμένων σημείων στίξης (τελείες, ερωτηματικά, δύο τελείες, κόμματα, παύλες, παρενθέσεις), ο αριθμός των χρονολογιών και των συντομογραφιών και όλα αυτά πάλι κανονικοποιημένα ως προς τον αριθμό λέξεων. Ο χρωματισμός των κελιών και οι ετικέτες των στηλών γίνεται και εδώ με τον ίδιο τρόπο όπως στα προηγούμενα. Ένα τυπικό παράδειγμα μετρήσεων δίνεται στο σχήμα 2.6 .

· Καταλήξεις δημοτικής – καθαρεύουσας (Endings Logia/Demotiki Frequency). Επειδή είναι δυνατόν από ορισμένους ομιλητές να προτιμάται η χρήση ορισμένων καταλήξεων της καθαρεύουσας σε σχέση με αυτές της δημοτικής ή και το αντίστροφο είναι ενδιαφέρον να δούμε πόσο συχνά εμφανίζονται ορισμένες καταλήξεις ρημάτων. Για το σκοπό αυτό μετράμε την εμφάνιση ορισμένων καταλήξεων ρημάτων κανονικοποιημένων ως προς το συνολικό αριθμό των λέξεων του κειμένου. Επίσης στο τέλος εμφανίζονται συγκεντρωτικά αποτελέσματα ως προς το πρόσωπο, τον αριθμό και την κατηγορία (καθαρεύουσα./ δημοτική) για παράδειγμα η εμφάνιση του συνόλου των καταλήξεων πρώτου πληθυντικού της δημοτικής ή όλων των καταλήξεων της καθαρεύουσας. Για τις ετικέτες και τα χρώματα ισχύουν και εδώ οι συμβάσεις που ισχύουν και στις άλλες κατηγορίες. Ένα τυπικό παράδειγμα μετρήσεων δίνεται στο σχήμα 2.7.
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σχήμα 2.4

Εμφάνιση μετρήσεων λημμάτων.
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σχήμα 2.5

Εμφάνισης μετρήσεων γραμματικών χαρακτηριστικών.
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σχήμα 2.6

Εμφάνιση μετρήσεων μορφολογικών χαρακτηριστικών.
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σχήμα 2.7

Εμφάνιση μετρήσεων καταλήξεων ρημάτων.

Το πρόγραμμα λειτουργεί για οποιοδήποτε αριθμό κειμένων και συγγραφέων, ακόμα και αν ο αριθμός κειμένων είναι διαφορετικός για κάθε συγγραφέα. Όσον αφορά τη σειρά με την οποία εμφανίζονται τα λήμματα αυτή έχει να κάνει με την συνολική συχνότητα εμφάνισης των λημμάτων. Με λίγα λόγια οι συχνότητες των λημμάτων για κάθε κείμενο κανονικοποιούνται αρχικά ως προς τον συνολικό αριθμό λέξεων του κάθε κειμένου. Στη συνέχεια προστίθενται οι συχνότητες των κειμένων του κάθε ομιλητή για κάθε λήμμα και κανονικοποιούνται πάλι ως προς τον συνολικό αριθμό των κειμένων του κάθε ομιλητή. Με αυτόν τον τρόπο δεν επηρεάζεται η σειρά εμφάνισης των λημμάτων από ομιλητές εάν κάποιοι έχουν διαφορετικό αριθμό κείμενα και εξασφαλίζεται ότι η πλειοψηφία των χρωματισμένων λημμάτων τοποθετείται πιο ψηλά από τα υπόλοιπα. Πιο αναλυτικά η σειρά εμφάνισης των λημμάτων καθορίζεται από την τιμή του τύπου (2.1) (οι μεγαλύτερες τιμές πρώτα):
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όπου NumberOfWriters είναι ο αριθμός των συγγραφέων, NumberOfTextsForWriter_i ο αριθμός των κειμένων για τον i συγγραφέα, NumberOfWords_j ο αριθμός των λέξεων για το j κείμενο και fJ o αριθμός των εμφανίσεων του λήμματος στο κείμενο j.


Εκτελέσαμε το πρόγραμμα αυτό για ένα σύνολο από 25 λημματοποιημένα κείμενα, με πέντε κείμενα για κάθε ομιλητή. Τα κείμενα αυτά είναι πρωτολογίες και έχουν ικανοποιητικό μέγεθος. Με βάση τις μετρήσεις των χαρακτηριστικών απιλέξαμε κάποιοα από αυτά. Ειδικά για τα λήμματα επιλέξαμε εκείνα που ήταν συχνά (στα 25 πρώτα, δηλαδή χρωματισμένα) για τα κειμένα ενός ομιλητή τουλάχιστον αλλά όχι για όλους τους ομιλητές,  ώστε να μπορούν να διαχωρίσουν τουλάχιστον έναν από τους υπόλοιπους. Για παράδειγμα, το λήμμα «αλλά» είναι στα 25 πιο συχνά λήμματα για τα 4/5 των κειμένων του ομιλητή Α, για τα 3/5 των κειμένων του ομιλητή Γ και για τα 2/5 των κειμένων του ομιλητή Ε, ενώ δεν βρίσκεται τόσο συχνά σε κανένα κείμενο των υπολοίπων ομιλητών. Επιλέγοντας το λήμμα αυτό, πιθανότατα είμαστε σε θέση να διαχωρίσουμε τους ομιλητές Α,Γ,Ε από τους Β,Δ. Με τη χρήση των χρωμάτων είναι σχετικά απλό να επιλέξουμε με οπτικό τρόπο λήμματα ικανά να μας βοηθήσουν στην κατηγοριοποίηση που επιθυμούμε να επιτύχουμε. Όσον αφορά τις επιλογές χαρακτηριστικών από τις υπόλοιπες κατηγορίες, πλην των λημμάτων, το πρόγραμμα δεν είναι τόσο βοηθητικό, αφού ο χρωματισμός δεν γίνεται με βάση τη συχνότητα, αλλά για όλες τις μετρήσεις. Για το λόγο αυτό απαιτείται περισσότερη προσοχή στις τιμές των μετρηθέντων χαρακτηριστικών για τα κείμενα ενός ομιλητή σε αντιδιαστολή με τους υπόλοιπους. Τελικά επιλέξαμε και κάποιες άλλες μεταβλητές με βάση παλαιότερες εργασίες που έχουν γίνει πάνω στο θέμα αυτό από το Ινστιτούτο Επεξεργασίας Λόγου [7]. Οι μεταβλητές που επιλέχτηκαν αναγράφονται στον παρακάτω πίνακα (πίνακας 2.2):

	1
	Γράμματα ανά Λέξη
	30
	Ρήματα
	59
	Προτάσεις με 6-10 Λέξεις

	2
	Λέξεις ανά πρόταση
	31
	Γενική 

Επιθέτων
	60
	Προτάσεις με 11-15 Λέξεις

	3
	Κόμματα ανά πρόταση
	32
	Γενική Ουσιαστικών
	61
	Προτάσεις με 16-20 Λέξεις

	4
	Παρενθέσεις
	33
	1ο Ενικό Ρημάτων
	62
	Προτάσεις με 21-25 Λέξεις

	5
	Παύλες
	34
	2ο Ενικό Ρημάτων
	63
	Προτάσεις με 26-30 Λέξεις

	6
	1ο Ενικό Καθαρεύουσα
	35
	3ο Ενικό Ρημάτων
	64
	Προτάσεις με 31-40 Λέξεις

	7
	2ο Ενικό Καθαρεύουσα
	36
	1ο Πληθυντικό Ρημάτων
	65
	Προτάσεις με 41-50 Λέξεις

	8
	3ο Ενικό Καθαρεύουσα
	37
	2ο Πληθυντικό Ρημάτων
	66
	Προτάσεις με 51-75 Λέξεις

	9
	1ο Πληθυντικό Καθαρεύουσα
	38
	3ο Πληθυντικό Ρημάτων
	67
	Προτάσεις με 76-100 Λέξεις

	10
	2ο Πληθυντικό Καθαρεύουσα
	39
	Συχνότητα του «όχι»
	68
	Προτάσεις με 101-150 Λέξεις

	11
	3ο Πληθυντικό Καθαρεύουσα
	40
	Συχνότητα του «ουδείς»
	69
	Λήμμα 

«αλλά»

	12
	1ο Ενικό Δημοτική
	41
	Συχνότητα του «ουδέποτε»
	70
	Λήμμα 

«αυτός»

	13
	2ο Ενικό Δημοτική
	42
	Συχνότητα του «ουδαμού»
	71
	Λήμμα 

«εγώ»

	14
	3ο Ενικό Δημοτική
	43
	Συχνότητα του «άνευ»
	72
	Λήμμα «Ελλάδα»

	15
	1ο Πληθυντικό Δημοτική
	44
	Συχνότητα του «δεν»
	73
	Λήμμα «Έλληνας»

	16
	2ο Πληθυντικό Δημοτική
	45
	Συχνότητα του «μην»
	74
	Λήμμα 

«ένας»

	17
	3ο Πληθυντικό Δημοτική
	46
	Σημεία 

Στίξης
	75
	Λήμμα 

«κάνω»

	18
	Σύνολό Καθαρεύουσας
	47
	Ερωτηματικά
	76
	Λήμμα «κυβέρνηση»

	19
	Σύνολο Δημοτικής
	48
	Συχνότητα του «οποίος – που»
	77
	Λήμμα 

«κύριος»

	20
	Επίθετα
	49
	Α
	78
	Λήμμα 

«λαός»

	21
	Προθέσεις
	50
	Β
	79
	Λήμμα 

«λέγω»

	22
	Επιρρήματα
	51
	ουδ*********
	80
	Λήμμα 

«μου»

	23
	Άρθρα
	52
	Λέξεις με 1-3 Γράμματα
	81
	Λήμμα «μπορώ»

	24
	Σύνδεσμοι
	53
	Λέξεις με 4-8 Γράμματα
	82
	Λήμμα «Πρωθυπουργός»

	25
	Ουσιαστικά
	54
	Λέξεις με 9-15 Γράμματα
	83
	Λήμμα «συνεννόηση»

	26
	Αριθμητικά
	55
	Λέξεις με 16-20 Γράμματα
	84
	Λήμμα 

«θέλω»

	27
	Μόρια
	56
	Λέξεις με 21-30 Γράμματα
	85
	Λήμμα «υπάρχω»

	28
	Αντωνυμίες
	57
	Προτάσεις με 1 Λέξη
	

	29
	Υπόλοιπα
	58
	  Προτάσεις με 2-5 Λέξεις
	


Πίνακας 2.2

Γλωσσικά χαρακτηριστικά που επιλέχτηκαν.

2.3
Μέτρηση τιμών των χαρακτηριστικών

Αφού επιλέχτηκαν τα χαρακτηριστικά που θα μετρηθούν στη συνέχεια πρέπει να μετρηθούν τα χαρακτηριστικά αυτά πάνω σε όλο το σώμα των κειμένων. Για να πραγματοποιηθεί αυτή η διαδικασία κατασκευάστηκε ένα άλλο πρόγραμμα το οποίο έχει τη δυνατότητα να εξάγει τα χαρακτηριστικά αυτά και να τα αποθηκεύει σε ένα κείμενο. Το πρόγραμμα αυτό γράφηκε επίσης σε γλώσσα προγραμματισμού C++ και τρέχει σε περιβάλλον MS- Windows. Δέχεται πάλι ως είσοδο ένα σύνολο από λημματοποιημένα κείμενα περασμένα από τον Tagger – Lemmatizer του Ινστιτούτου Επεξεργασίας του Λόγου και δίνει ως έξοδο ένα αρχείο με τις μετρήσεις. Παλαιότερα στα πλαίσια διπλωματικής εργασίας [18] στο Ινστιτούτο Επεξεργασίας του Λόγου είχαν μετρηθεί τα χαρακτηριστικά που επιλέξαμε με τη χρήση μιας σειράς διαφορετικών προγραμμάτων. Στη παρούσα εργασία η διαδικασία της μέτρησης των χαρακτηριστικών ολοκληρώθηκε σε ένα πρόγραμμα. Το πρόγραμμα αυτό παρέχει στο χρήστη πολλές δυνατότητες επιλογής επιπλέον γλωσσικών χαρακτηριστικών προς μέτρηση με εύκολο και φιλικό τρόπο. 

Πιο αναλυτικά αρχικά στο πρόγραμμα επιλέγουμε τα χαρακτηριστικά τα οποία θέλουμε να μετρήσουμε από κάποια αρχεία. Αυτό μπορεί να γίνει από το μενού “Variables Selection” (σχήμα 2.8). Αρχικά είναι προεπιλεγμένες από τις 85 μεταβλητές οι 83, καθώς οι δύο μεταβλητές α και β (49 και 50), που αναφέρονται στις επαυξήσεις των ρηματικών τύπων σε παρελθοντικούς χρόνους, μετριούνται με ημιαυτόματο τρόπο. 


[image: image10.png]Lemma Stats Collector

Actions | Vaiables Selection

Gramm Options
Lemms Options
Morphological Optons
Endings Dptons
Grouped Endings Optons
Riest Optons





σχήμα 2.8

Μενού επιλογής χαρακτηριστικών προς μέτρηση.

Στις διάφορες κατηγορίες του μενού “Variables Selection” έχουμε τη δυνατότητα να επιλέξουμε τις μεταβλητές και πιο συγκεκριμένα:

· Από το μενού “Gramm Options” μπορούμε να προσθέσουμε ή να αφαιρέσουμε μεταβλητές που έχουν να κάνουν με τις γραμματικές αναγνωρίσεις των λέξεων (σχήμα 2.9). Η αφαίρεση και η πρόσθεση μεταβλητών γίνεται με τα μονά βελάκια (<- και ->) ενώ το διπλό βελάκι (<--) αφαιρεί όλες τις επιλεγμένες μεταβλητές. Πρέπει να σημειώσουμε ότι, σε κάθε γραμματική κατηγορία αντιστοιχούν διαφορετικές ιδιότητες που είναι δυνατόν να μετρηθούν (προφανώς τα ρήματα δεν έχουν πτώση και γένος αλλά έχουν χρόνο και πρόσωπο). Τέλος στη λίστα που βρίσκεται στη δεξιά πλευρά της οθόνης αναγράφονται οι επιλεγμένες μεταβλητές.

· Από το μενού “Lemma Options” μπορούμε να επιλέξουμε τα λήμματα των οποίων η συχνότητα θα μετρηθεί (σχήμα 2.10).  Αριστερά στη λίστα φαίνονται τα διαθέσιμα λήμματα και δεξιά τα λήμματα που ήδη έχουν επιλεγεί. Με τα βελάκια μπορούμε να μεταφέρουμε ένα λήμμα από τα διαθέσιμα προς μέτρηση στα μετρούμενα και αντίστροφα. Η λίστα των διαθέσιμων και των ήδη μετρούμενων λημμάτων διαβάζεται από αρχεία, “Available.txt” και ‘Counted.txt” αντίστοιχα, ώστε να είναι δυνατή η προσθήκη νέου λήμματος. Εδώ πρέπει να τονίσουμε ότι η προσθήκη νέου λήμματος μπορεί να γίνει μόνο αφού κάποιος μελετήσει την έξοδο του Tagger – Lemmatizer. 

· Από το μενού “Morphological Options” επιλέγουμε χαρακτηριστικά που έχουν σχέση με τη μορφή του κειμένου δηλαδή τον αριθμό των λέξεων με συγκεκριμένα μήκη, τον αριθμό των προτάσεων με συγκεκριμένα μήκη καθώς και διάφορα άλλα χαρακτηριστικά όπως η συχνότητα των σημείων στίξης, οι συντομογραφίες και οι χρονολογίες (σχήμα 2.11).  Πάλι με τα βελάκια προσθαφαιρούμε χαρακτηριστικά  και στη δεξιά λίστα εμφανίζονται αυτά που έχουμε επιλέξει.

· Από το μενού “Endings Options” δίνεται η δυνατότητα να μετρηθεί η συχνότητα κάποιας συγκεκριμένης κατάληξης της δημοτικής ή της καθαρεύουσας(σχήμα 2.12). Οι καταλήξεις αυτές διαβάζονται από τα αρχεία “Available_Demotiki.txt” και “Available_Kathareousa.txt” για την δημοτική και την καθαρεύουσα αντίστοιχα άρα ο εμπλουτισμός καταλήξεων μπορεί να γίνει μέσω αυτώ των αρχείων.  Όμοια και εδώ με τα βελάκια επιλέγονται οι καταλήξεις που θα μετρηθούν ενώ στις δεξιές λίστες εμφανίζονται οι τρέχουσες επιλογές. Το χαρακτηριστικό αυτό δεν χρησιμοποιήθηκε στα συγκεκριμένα πειράματα που περιγράφονται στην παρούσα διπλωματική μιας και δεν μετρήθηκε η συχνότητα μεμονωμένων καταλήξεων, αλλά οι συχνότητες ομαδοποιημένων καταλήξεων όπως περιγράφεται στην επόμενη κατηγορία.

· Από το μενού “Grouped Endings Options” δίνεται η δυνατότητα να  μετρηθούν πόσα ρήματα με καταλήξεις  της καθαρεύουσας ή της δημοτικής έχουν συγκεκριμένα γραμματικά χαρακτηριστικά (σχήμα 2.13).  Εδώ πρέπει να σημειώσουμε ότι οι καταλήξεις διαβάζονται πάλι από τα ίδια αρχεία με αυτά του προηγούμενου βήματος και οι επιλογές μας εμφανίζονται στην δεξιά λίστα. Το χαρακτηριστικό αυτό αφορά μόνο τα ρήματα.

· Τέλος από το μενού “Rest Options” μετράμε, εφόσον επιλέξουμε τα αντίστοιχα κουτάκια, το μέσο μήκος λέξεων και προτάσεων (σχήμα 2.14).
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σχήμα 2.9

Επιλογή γραμματικών χαρακτηριστικών.
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σχήμα 2.10

Επιλογή λημμάτων.


[image: image13.png]Morph OphonsSSa

Wards

Words Between [ And [ Letlers [=]]

Sentences

SomencesBeeen [ and [ worts

Others

[0 Tefeies

Voor: [CHUNES]

Maies.

rueta Stitne
Euvtopoypais
Tofeies
[Xpovoioyizs

B
Koate
[héEbw And 1'E s 3 Myt
[hé€ewsAnd 1 Eoe 3 byt
[Aé6exs And 16 Euss 20 Fptunara
[hé€6ieAnd 21 Eune 30 Mpdhara
[hé€ersAnd 4E o & Tyt
[hé€ers And 9Eos 15 Podara
Napeviescis

Naies

Mpovdaets ind 101 Eos 150ACE
Moordoeic ond 11 Ews 15 A¢Eaic
Mhovdoerc ond 11 Eae 20 Aéteice|





σχήμα 2.11

Επιλογή μορφολογικών χαρακτηριστικών.
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σχήμα 2.12

Επιλογή καταλήξεων ρημάτων δημοτικής – καθαρεύουσας.
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σχήμα 2.13

Επιλογή μέτρησης γραμματικών χαρακτηριστικών για τις καταλήξεις των ρημάτων δημοτικής – καθαρεύουσας
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σχήμα 2.14

Επιλογή υπόλοιπων χαρακτηριστικών.

Αφού καθορίσουμε τα χαρακτηριστικά που επιθυμούμε επιλέγουμε τα κείμενα στα οποία θέλουμε να μετρήσουμε τις τιμές των χαρακτηριστικών. Η επιλογή γίνεται πάλι από το μενού “Actions \ Add Files” από όπου επιλέγουμε τα αρχεία με τρόπο αντίστοιχο του προγράμματος εμφάνισης, δηλαδή φροντίζουμε κείμενα το ίδιου ομιλητή να επιλέγονται μαζί (την ίδια φορά δηλαδή που χρησιμοποιήσαμε την επιλογή “Add Files”) (σχήμα 2.15) μιας και κάτι τέτοιο θα μας δώσει πιο κατανοητή έξοδο σε ότι αφορά την ομαδοποίηση των μετρήσεων όπως θα δούμε παρακάτω.
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σχήμα 2.15 

Μενού Actions, για την κυρίως επεξεργασία.


Μετά την επιλογή των κειμένων, με το πλήκτρο “Start Extraction” του μενού “Actions” επιλέγουμε ένα αρχείο εξόδου όπου αποθηκεύονται οι μετρήσεις. Το αρχείο εξόδου είναι τύπου απλού κειμένου όπου η κάθε γραμμή αποτελείται από ν+2 στήλες οι οποίες αντιπροσωπεύουν τις τιμές για κάθε ένα από τα ν χαρακτηριστικά που μετρήθηκαν. Οι στήλες χωρίζονται μεταξύ τους με τον χαρακτήρα “TAB”. Οι δύο τελευταίες στήλες έχουν το όνομα του κάθε αρχείου, του οποίου τα χαρακτηριστικά μετρήθηκαν, και ένα γράμμα: Εφόσον η επιλογή των κειμένων έγινε κατά ομάδες με βάση τον δημιουργό τους, η τελευταία στήλη έχει ένα γράμμα που είναι χαρακτηριστικό του κάθε ομιλητή (λόγου χάρη στην περίπτωση των πέντε ομιλητών από Α έως Ε). Το αρχείο εξόδου αποτελείται από τόσες γραμμές όσα και τα κείμενα που επιλέχτηκαν για επεξεργασία, συν μία γραμμή η οποία είναι η πρώτη και περιλαμβάνει τις ονομασίες των μεταβλητών που αντιστοιχούν σε κάθε στήλη. Οι κανονικοποιήσεις των μετρήσεων γίνονται με τον ίδιο ακριβώς τρόπο που γινόντουσαν και στο πρόγραμμα παρουσίασης, δηλαδή ως προς τον αριθμό των λέξεων του κειμένου. Μόνη εξαίρεση αποτελούν τα ιστογράμματα των προτάσεων που κανονικοποιούνται ως προς τον αριθμό των προτάσεων. Ένα δείγμα του αρχείου εξόδου, το οποίο έχει ανοιχθεί για καθαρότερη εμφάνιση με το πρόγραμμα Excel, φαίνεται στο σχήμα 2.16.
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σχήμα 2.16

Εμφάνιση εξόδου του προγράμματος από το πρόγραμμα Excel.
Συνοψίζοντας, στο κεφάλαιο αυτό έλαβε χώρα η διαδικασία της εξαγωγής χαρακτηριστικών (feature extraction) από τα κείμενα. Για το σκοπό αυτό κατασκευάστηκαν δύο εργαλεία. Το ένα από αυτά παρουσιάζει τις τιμές ενός μεγάλου αριθμού γλωσικών χαρακτηριστικών που μετρήθηκαν στα κείμενα με κατάλληλο οπτικό τρόπο ώστε να βοηθά στην επιλογή γλωσσικών χαρακτηριστικών (κυρίως λημμάτων) ικανών να συμβάλλουν στον διαχωρισμό των κειμένων με βάση τους ομιλητές τους. Το δεύτερο εργαλείο εξάγει από τα κείμενα τις μετρήσεις για τα γλωσσικά χαρακτηριστικά που έχουν ήδη επιλεγεί. Επιπλέον το εργαλείο αυτό, προσαρμόζεται εύκολα στις απαιτήσεις του χρήστη καθώς του παρέχει τη δυνατότητα να μετρήσει όσα και όποια χαρακτηριστικά επιθυμεί και διευκολύνει την διεξαγωγή των νέων πειραμάτων. Με τη χρήση των προγραμμάτων αυτών, κάθε κείμενο παρουσιάζεται στο χώρο των προτύπων με ένα διάνυσμα 85 τιμών. 

ΚΕΦΑΛΑΙΟ 3: ΓΕΝΙΚΕΣ ΑΡΧΕΣ ΤΕΧΝΗΤΩΝ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ

3.1
Προέλευση τεχνητών νευρωνικών δικτύων 

Το ερευνητικό ενδιαφέρον για τα νευρωνικά δίκτυα (neural networks) προήλθε από την παρατήρηση ότι το ανθρώπινο μυαλό λειτουργεί τελείως διαφορετικά από τις ψηφιακές υπολογιστικές μηχανές, έχει την ικανότητα να είναι αρκετά πιο αποτελεσματικό από αυτές σε προβλήματα αναγνώρισης προτύπων. Ο ανθρώπινος εγκέφαλος αποτελείται από δομικές μονάδες που ονομάζονται νευρώνες ή νευρώνια (neurons). Oι δομικές αυτές μονάδες συνδέονται και επικοινωνούν μεταξύ τους μεταφέροντας ηλεκτρικά σήματα με συνάψεις ή βάρη. Ο εγκέφαλος έχει τη δυνατότητα να οργανώνει τις μονάδες του ανάλογα με τις ανάγκες του κάθε φορά, ώστε να εκτελεί διάφορες διαδικασίες. Είναι επίσης σημαντικό να αναφέρουμε ότι ο ίδιος ο ανθρώπινος εγκέφαλος αποτελείται από πολλά διαφορετικά ως προς τη δομή και τη λειτουργία τους, είδη νευρωνικών δικτύων. Κατά την προσπάθεια των επιστημόνων να εξομοιώσουν την λειτουργία του ανθρώπινου εγκεφάλου με υπολογιστικά συστήματα ώστε να λυθούν δύσκολα προβλήματα της  αναγνώρισης προτύπων, δημιουργήθηκαν τα τεχνητά νευρωνικά δίκτυα. 

Γενικά τα δομικά στοιχεία των τεχνητών νευρωνικών δικτύων, που ονομάζονται νευρώνες συνδέονται με τα υπόλοιπα με συνάψεις. Οι νευρώνες έχουν την δυνατότητα να επεξεργάζονται τις εισόδους που δέχονται από άλλους νευρώνες, περνώντας τις εισόδους αυτές μέσα από μη γραμμικές συναρτήσεις, που ονομάζονται συναρτήσεις ενεργοποίησης (activation functions), και να δίνουν νέα αποτελέσματα στις εξόδους τους. Μια από τις σημαντικότερες ιδιότητες των τεχνητών νευρωνικών δικτύων είναι η δυνατότητα που έχουν να εκπαιδεύονται ώστε να παράγουν επιθυμητά αποτελέσματα μέσα από την παρουσίαση παραδειγμάτων, χωρίς δηλαδή να χρειάζεται ο απευθείας ορισμών των κανόνων. Η διαδικασία αυτή ονομάζεται εκπαίδευση (training) και μετά το πέρας αυτής το δίκτυο είναι ικανό να παράγει αποτελέσματα και για άγνωστα δεδομένα που δεν έχει δει προηγουμένως, δηλαδή να γενικεύει (generalization) (σελίδες 52–54 του [9] και κεφάλαιο 1 του [8]).

3.2
Πλεονεκτήματα τεχνητών νευρωνικών δικτύων

Από τις σημαντικές ικανότητες των τεχνητών νευρωνικών δικτύων είναι ότι μπορούν να λύνουν σύνθετα προβλήματα μιας και τα δομικά τους στοιχεία οι νευρώνες περιέχουν μη γραμμικές συναρτήσεις ενεργοποίησης. Τα νευρωνικά δίκτυα μπορούν να κατασκευάζουν μέσα από τη διαδικασία εκπαίδευσης μία απεικόνιση της εισόδου στην έξοδο, χωρίς να «γνωρίζουν» από πριν το συσχετισμό που τυχόν υπάρχει. Επιπλέον, έχουν τη δυνατότητα να μαθαίνουν εύκολα καινούρια πράγματα και να προσαρμόζονται στις καινούριες συνθήκες χωρίς να απαιτούνται ριζικές αλλαγές. Συνήθως τα νευρωνικά δίκτυα εκτελούν υποσυμβολική επεξεργασία (subsymbolic processing) της πληροφορίας και μπορούν να δώσουν στην έξοδο κάποιο μέτρο, που αντιπροσωπεύει το βαθμό εμπιστοσύνης για το «συμπέρασμα» (π.χ. το δεδομένο πρότυπο ανήκει με 60% βεβαιότητα στην κατηγορία Α) στο οποίο κατέληξαν. Επίσης λόγω του γεγονότος ότι είναι συστήματα παράλληλης επεξεργασίας, μιας και οι δομικές μονάδες λειτουργούν ανεξάρτητα, είναι ανθεκτικά σε περιπτώσεις μερικής βλάβης. Έχει παρατηρηθεί σε πειράματα ότι ακόμα και αν καταστραφεί κάποιο τμήμα ενός τεχνητού νευρωνικού δικτύου τότε το δίκτυο δεν καταρρέει ολοκληρωτικά αλλά εξακολουθεί να λειτουργεί και να εξάγει συμπεράσματα με περισσότερα όμως σφάλματα. Επιπλέον έχουν τη δυνατότητα να εμφανίζουν ανοχή σε θόρυβο σε αρκετά μεγάλο βαθμό. Το μόνο αρνητικό ίσως στοιχείο είναι ότι λειτουργούν σε μεγάλο βαθμό σαν «μαύρο κουτί» (black box) και δεν έχουν τη δυνατότητα να δώσουν πληροφορίες για το πώς κατέληξαν σε κάποιο συμπέρασμα – έξοδο. 

Με βάση τις ικανότητές τους αυτές τα τεχνητά νευρωνικά δίκτυα παρουσιάζουν πολύ καλές αποδόσεις σε προβλήματα αναγνώρισης προτύπων. Συχνά χρησιμοποιούνται σαν φίλτρα για περιορισμό του θορύβου. Άλλη μία εφαρμογή τους είναι οι συσχετιστικές μνήμες (associative memories), οι οποίες αντιστοιχούν κάθε διάνυσμα εισόδου σε μία έξοδο, και η προσέγγιση άγνωστης συνάρτησης (function approximation), δεδομένου ότι είναι γνωστές ορισμένες τιμές της. Τέλος, διάφορα μοντέλα νευρωνικών μπορούν να χρησιμοποιηθούν και για μείωση της διάστασης ενός προβλήματος (dimensionality reduction), την εύρεση σχέσης μεταξύ άγνωστων δεδομένων καθώς και την οπτικοποίηση των δεδομένων (κεφάλαιο 1 του [8]). 

3.3
Διαχωρισμός τεχνητών νευρωνικών δικτύων

Ανάλογα με τον τρόπο που λαμβάνει χώρα η επεξεργασία των δεδομένων στα τεχνητά νευρωνικά δίκτυα, δηλαδή τον τρόπο με τον οποίο μεταφέρονται τα σήματα διαμέσου των συνδέσεων,  διαχωρίζουμε τα δίκτυα αυτά σε δίκτυα προσοτροφοδότησης (feedforwad neural networks) και δίκτυα αναδρομικά ή ανατροφοδότησης (recurrent neural networks). Στα δίκτυα προσοτροφοδότησης οι έξοδοι από το ένα επίπεδο νευρώνων μεταδίδονται αποκλειστικά και μόνο στα επόμενα επίπεδα. Αντίθετα στα αναδρομικά  δίκτυα ή  δίκτυα ανατροφοδότησης οι έξοδοι των νευρώνων ενός επιπέδου μπορεί να συνδέονται ως είσοδοι σε οποιοδήποτε άλλο νευρώνα οποιοδήποτε επιπέδου ακόμα και προηγούμενου. Αυτό έχει ως αποτέλεσμα η συνολική έξοδος του δικτύου να μεταβάλλεται συνεχώς (ταλαντώνεται) μέχρι να καταλήξει σε κάποια ισορροπία (σύγκλιση) μετά από κάποιο αριθμό βημάτων. Με βάση αυτό το διαχωρισμό είναι δυνατόν να υπάρξουν νευρωνικά δίκτυα με αρκετές παραλλαγές και με πολύ διαφορετικές αρχιτεκτονικές (κεφάλαιο 4 του [10]). Για το λόγο αυτό οι ιδιαιτερότητες του κάθε μοντέλου που χρησιμοποιήθηκε θα αναφέρονται στο αντίστοιχο κεφάλαιο. 

3.4
Μάθηση τεχνητών νευρωνικών δικτύων

Η μάθηση ή εκπαίδευση είναι μια θεμελιώδης ικανότητα των τεχνητών νευρωνικών δικτύων, η οποία τους επιτρέπει να εξάγουν πληροφορία από το περιβάλλον τους και να βελτιώνουν την συμπεριφορά τους. Ανάλογα με τον τύπο του δικτύου που έχουμε επιλέξει υπάρχουν διάφορα είδη μάθησης  (κεφάλαιο 4 του [10], κεφάλαιο 2 του [8]):

· Επιβλεπόμενη μάθηση ή μάθηση με επίβλεψη (supervised learning). Σε αυτόν τον τρόπο μάθησης υπάρχει κάποιο πρόγραμμα, το οποίο παίζοντας το ρόλο του δασκάλου προσπαθεί να βελτιώσει την απόδοση του δικτύου. Παρουσιάζονται δεδομένα εισόδου στο δίκτυο και ο δάσκαλος διορθώνει τυχόν λάθη στις εξόδους του δικτύου και του επιβάλλει να παραγάγει τις επιθυμητές κατά αυτόν εξόδους. Πρακτικά ορίζεται μια συνάρτηση κόστους, η οποία εκφράζει την απόκλιση του δικτύου από τις επιθυμητές εξόδους και ζητούμενο είναι η ελαχιστοποίηση της συνάρτησης αυτής. Απαιτείται στη μέθοδο αυτή να είναι γνωστή η επιθυμητή απόκριση για τα δεδομένα.

· Ενισχυτική μάθηση (reinforcement learning). Εδώ οι επιθυμητές αποκρίσεις του δικτύου δεν δίνονται από κάποιο «δάσκαλο» αλλά αντίθετα το ίδιο το δίκτυο προσπαθεί να ελαχιστοποιήσει κάποια συνάρτηση που εκφράζει το συνολικό «δυναμικό» του, ώστε να καταλήξει ύστερα από μία δυναμική διαδικασία σε κατάσταση ισορροπίας. Συχνά το μέτρο της συνάρτησης δυναμικού χρησιμοποιείται ως παράμετρος για τη διόρθωση των παραμέτρων του δικτύου. Η μάθηση αυτή, καθώς προχωρά, εξασφαλίζει τη γρηγορότερη σύγκλιση του δικτύου σε μία από τις κατάστασεις ισορροπίας.

· Μη επιβλεπόμενη μάθηση (unsupervised learning). Στον τύπο αυτό της μάθησης το δίκτυο μεταβάλλει  τοπικά τις παραμέτρους ώστε να ικανοποιήσει κάποια συνάρτηση, η οποία είναι χαρακτηριστική του δικτύου και ανεξάρτητη του προβλήματος, δηλαδή των δεδομένων εισόδου. Τελικά, το δίκτυο ομαδοποιεί τα δεδομένα εκπαίδευσης με βάση κάποια ομοιότητα, την οποία εκείνο «ανακαλύπτει» αυτόνομα από τα δεδομένα.

Πέρα από τις παραπάνω κατηγορίες μάθησης υπάρχουν και κάποιοι κανόνες ή τρόποι μάθησης, οι οποίοι ακολουθούνται συνήθως στους αλγόριθμους εκπαίδευσης των τεχνητών νευρωνικών δικτύων:

· Μάθηση τύπου Hebb. Η μάθηση αυτού του τύπου υπακούει στον κανόνα του Hebb, ο οποίος ορίζει το εξής: «Όταν η σύναψη ενός νευρώνα είναι αρκετά κοντά στο να διεγείρει έναν άλλο νευρώνα με μεγάλη ένταση και κατ’ επανάληψη, τότε η σύναψη αυτή ενισχύεται, ενώ σε αντίθετη περίπτωση εξασθενεί». Η αρχή αυτή εφαρμόζεται σε όλους τους νευρώνες το δεδομένου δικτύου.

· Μάθηση διόρθωσης σφάλματος. Στον τύπο αυτό μάθησης οι αλλαγές στις συνάψεις – παραμέτρους γίνονται ανάλογα με τη συμβολή που αυτές έχουν στο συνολικό σφάλμα του δικτύου. Ανάλογα, δηλαδή, με το «φταίξιμο» (penalty) ή τον «έπαινο» (reward) που τους αποδίδεται (credit assignment) για την επίδοση του δικτύου.

· Ανταγωνιστική μάθηση (competitive learning). Κατά τη μάθηση αυτή επιλέγεται ένας νευρώνας , ο καλύτερος ,αυτός δηλαδή που είναι πιο κοντά σε επιθυμητά αποτελέσματα και με βάση αυτόν τον νευρώνα ενημερώνονται οι γύρω του. Ο νικητής νευρώνας παίρνει και τον μεγαλύτερο «έπαινο» ώστε να μοιάζει ακόμη πιο πολύ με τα επιθυμητά αποτελέσματα.

· Μάθηση Boltzman. Η μάθηση αυτή είναι αρκετά εξειδικευμένη. Χρησιμοποιείται σε μηχανές Boltzman και βασίζεται σε μεθόδους θερμοδυναμικής. Πρόκειται για μία μορφή στοχαστικής, μη ντετερμινιστικής μάθησης που απλά αυξάνει την πιθανότητα το σύστημα του τεχνητού νευρωνικού δικτύου να βρεθεί σε μια επιθυμητή κατάσταση που παρουσιάζεται στο δίκτυο κατά τη φάση της εκπαίδευσης.

Τέλος, είναι πολύ σημαντικό να έχουμε υπόψιν μας ότι τα νευρωνικά δίκτυα θεωρούν ως δεδομένο ότι ισχύει μια βασική αρχή της αναγνώρισης προτύπων : «η αρχή του συμπαγούς». Σύμφωνα με την αρχή αυτή αν δύο συμβάντα είναι παρόμοια τότε περιγράφονται με διανύσματα κοντινά στο χώρο των προτύπων (σελίδες 5–6 του [9]).  Επίσης η μέθοδος απεικονίσης του χώρου προτύπων στο τεχνητό νευρωνικό δίκτυο, είναι σημαντικό να επιλέγεται με τέτοιο τρόπο, ώστε οι απεικονίσεις δύο προτύπων που ανήκουν σε διαφορετικές τάξεις να είναι πολύ διαφορετικές μεταξύ τους και να μη συσχετίζονται, ενώ αντίστροφα οι απεικονίσεις δύο παρόμοιων προτύπων να έχουν μεγάλο βαθμό ομοιότητας. Μεγάλη σημασία, ιδιαίτερα για την ομαλή και ταχύτερη εκπαίδευση ενός δικτύου, έχει η κανονικοποίηση των δεδομένων εισόδου ώστε το δίκτυο να μην επηρεάζεται από ανομοιογένεια στις τάξεις μεγέθους των επιμέρους συνιστωσών των δεδομένων του περιβάλλοντος, καθώς κάτι τέτοιο θα αλλοίωνε την ακρίβεια κατηγοριοποίησης.

ΚΕΦΑΛΑΙΟ 4: ΜΟΝΤΕΛΟ ΠΟΛΥΣΤΡΩΜΑΤΙΚΟΥ ΔΙΚΤΥΟΥ (MLP)

4.1
Αρχιτεκτονική και λειτουργία πολυστρωματικών δικτύων (MLP)

Η δομή ενός πολυστρωματικού δικτύου (MLP – multilayer perceptron) έχει ως εξής: Το δίκτυο αποτελείται από το επίπεδο εισόδου όπου και εφαρμόζονται οι είσοδοι στο σύστημα. Στη συνέχεια ακολουθούν τα ενδιάμεσα κρυμμένα επίπεδα. Και τέλος έχουμε το επίπεδο εξόδου (κεφάλαιο 4 του [8]). 

Οι νευρώνες κάθε επιπέδου συνδέονται με τους νευρώνες των επόμενων επιπέδων με τα βάρη wmij , όπου wmij είναι το βάρος που συνδέει το i νευρώνα του m  επιπέδου με το j νευρώνα του m+1 επιπέδου. Στα δίκτυα αυτά κάθε νευρώνας συνδέεται μόνο με νευρώνες επόμενων επιπέδων γι αυτό ανήκουν στην κατηγορία των δικτύων προσοτροφοδότησης (feedforward). Γενικά συνηθίζεται κάθε νευρώνας να συνδέεται με όλους (ή κάποιους από) τους νευρώνες μόνο του αμέσως επόμενου επιπέδου, οπότε και το νευρωνικό δίκτυο ονομάζεται δομημένο και έχει τη μορφή του παρακάτω σχήματος (σχήμα 4.1). 
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σχήμα 4.1

Αρχιτεκτονική δικτύου MLP.
Η έξοδος κάθε νευρώνα είναι ίση με το άθροισμα του γινομένου των εισόδων του επί τα αντίστοιχα βάρη τους αυξημένο κατά μια σταθερά, το κατώφλι (bias) και περασμένο μέσα από μια συνάρτηση ενεργοποίησης f.  Η έξοδος ενός νευρώνα εφαρμόζεται ως είσοδος στους νευρώνες των επόμενων επιπέδων με τους οποίους συνδέεται μέχρι το επίπεδο εξόδου. Πιο αναλυτικά αν συμβολίσουμε με wmij το βάρος που συνδέει το i νευρώνα του m  επιπέδου με το j νευρώνα του m+1, με bmi το κατώφλι του και  με ymi την έξοδό του (i νευρώνα στο m επίπεδο), τότε η κάθε έξοδος είναι ίση με:
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  (4.1), 

όπου f η συνάρτηση ενεργοποίησης και xi οι είσοδοι. Παρατηρούμε ότι για το πρώτο επίπεδο, δηλαδή για 
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 η έξοδος  του κάθε νευρώνα είναι ίδια με την είσοδο.

Γενικά η συνάρτηση ενεργοποίησης f θέλουμε να είναι συνεχής και παραγωγίσιμη κάτι που απλοποιεί σε μεγάλο βαθμό τους αλγορίθμους εκπαίδευσης. Επίσης πρόθεσή μας συνήθως είναι η συνάρτηση αυτή να προσεγγίζει τη διπολική διακριτική συνάρτηση χωρίς να αποκλείονται και άλλες μορφές ανάλογα με τις ανάγκες του προβλήματος. Οι πιο συχνά χρησιμοποιούμενες  συναρτήσεις είναι:

· Η λογιστική σιγμοειδής συνάρτηση που έχει τύπο: 
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όπου α είναι μια παράμετρος που ορίζει τη μορφή και πιο συγκεκριμένα την κλίση της καμπύλης της συνάρτησης. Για διαφορετικές τιμές του α έχουμε την καμπύλη που δείχνονται στα σχήματα 4.2, 4.3, 4.4:
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σχήμα 4.2

Λογιστική σιγμοειδής συνάρτηση με α=0,5.

[image: image24.png]AoyioTiki) Ziypoe1bic Zuvaprnon Me a=1

0gf

o7

05

04

03

0z

0




σχήμα 4.3


Λογιστική σιγμοειδής συνάρτηση με α=1.
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σχήμα 4.4

Λογιστική σιγμοειδής συνάρτηση με α=5.

· Η υπερβολική εφαπτομένη: 
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(4.3)

όπου α παράμετρος που καθορίζει τη μορφή της καμπύλης Στα σχήματα 4.5, 4.6, 4.7 βλέπουμε τη μορφή της συνάρτησης για διαφορετικές τιμές της παραμέτρου α:
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σχήμα 4.5

Υπερβολική εφαπτομένη με α=0,5.
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σχήμα 4.6

Υπερβολική εφαπτομένη με α=1.
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σχήμα 4.7

Υπερβολική εφαπτομένη με α=5.

· Μια απλή γραμμική συνάρτηση: 
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η οποία είναι για οποιοδήποτε εύρος του x και χρησιμοποιείται κυρίως  όταν έχουμε να λύσουμε πρόβλημα προσέγγισης συνάρτησης (regression). Στα περισσότερα προβλήματα της αναγνώρισης προτύπων χρειαζόμαστε δύο καταστάσεις για τις εξόδους (π.χ. κάτι ανήκει ή δεν ανήκει σε μια κατηγορία) οπότε χρησιμοποιούμε διπολικές συναρτήσεις, σιγμοειδής συνήθως μορφής, που περιορίζουν το εύρος των τιμών στο [-1 1] ή στο [0 1]. Όταν όμως θέλουμε να προσεγγίσουμε μια συνάρτηση της οποίας οι τιμές δεν περιορίζονται σε κάποιο εύρος τότε δεν μπορούμε να χρησιμοποιήσουμε διπολικές συναρτήσεις και χρησιμοποιούμε μια απλή γραμμική συνάρτηση η οποία δεν έχει περιορισμένο εύρος. Η μορφή της είναι (σχήμα 4.8):
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σχήμα 4.8

Απλή γραμμική συνάρτηση με α=1.
Συνηθίζεται στα περισσότερα πολυστρωματικά νευρωνικά δίκτυα (MLP) να χρησιμοποιείται μόνο ένα κρυφό επίπεδο. Αυτό συμβαίνει γιατί έχει αποδειχθεί ότι  ένα δίκτυο με ένα μόνο κρυφό επίπεδο είναι δυνατόν να έχει τις ίδιες δυνατότητες, σε ότι αφορά την απεικόνιση των δεδομένων, με ένα δίκτυο με περισσότερα επίπεδα εφόσον όμως έχει περισσότερους νευρώνες στο κρυφό επίπεδο. Είναι δηλαδή δυνατόν αυξάνοντας τον αριθμό των νευρώνων στο μοναδικό κρυφό επίπεδο να έχουμε την ίδια απόδοση με ένα δίκτυο με περισσότερα επίπεδα. 

Πιο αναλυτικά το θεώρημα Kolmogorov αναφέρει τα εξής:  «Για κάθε ε>0 και κάθε συνεχή συνάρτηση F υπάρχει ένα πολυστρωματικό νευρωνικό δίκτυο με ένα μοναδικό κρυμμένο στρώμα τέτοιο ώστε να ισχύει για την έξοδο του δικτύου y: 
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για κάθε είσοδο x». Το θεώρημα αυτό μας εξασφαλίζει ότι ένα κρυμμένο επίπεδο είναι αρκετό για την προσέγγιση οποιασδήποτε συνάρτησης από το δίκτυό μας (παράγραφοι 5.1 - 5.7 του [10]). 

Στα περισσότερα πολυστρωματικά νευρωνικά δίκτυα (MLP) όλοι οι νευρώνες έχουν την ίδια συνάρτηση ενεργοποίησης f. Μόνο στην περίπτωση που θέλουμε να κάνουμε προσέγγιση συνάρτησης (regression) χρησιμοποιούμε για το επίπεδο εξόδου γραμμική συνάρτηση ενώ για όλα τα άλλα επίπεδα χρησιμοποιούμε κάποια άλλη συνάρτηση με σιγμοειδή μορφή.

4.2
Μέθοδοι εκπαίδευσης ανάστροφης διάδοσης

Μια πολύ σημαντική ικανότητα που έχουν τα νευρωνικά δίκτυα είναι ότι έχουν τη δυνατότητα να «μαθαίνουν», δηλαδή να προσαρμόζουν τα βάρη τους (αλλάζοντας τις τιμές τους ) με τέτοιο τρόπο ώστε να παράγουν περισσότερο «επιθυμητές» εξόδους. Λέγοντας επιθυμητές, εννοούμε γενικά τις εξόδους που βελτιστοποιούν κάποιο κριτήριο. Πιο συχνά σε ένα δίκτυο MLP δίνεται εκτός από την είσοδο και η επιθυμητή έξοδος οπότε ο τρόπος αυτός εκπαίδευσης ονομάζεται εκπαίδευση με επίβλεψη (supervised). Ωστόσο είναι δυνατό ένα τέτοιο δίκτυο να αφήνεται να δημιουργήσει μόνο του την επιθυμητή έξοδο κάτι που ονομάζεται εκπαίδευση χωρίς επίβλεψη (unsupervised) και χρησιμοποιείται πιο σπάνια.

Για τα πολυστρωματικά νευρωνικά δίκτυα ο πιο διαδεδομένος αλγόριθμος εκπαίδευσης με επίβλεψη είναι ο αλγόριθμος της ανάστροφης διάδοσης (Back Propagation) που σκοπεύει στη μείωση της τιμής της συνάρτησης σφάλματος (παράγραφοι 5.1 - 5.7 του [10], κεφάλαιο 4 του [8]). Γενικά οι αλγόριθμοι ανάστροφης διάδοσης έχουν το χαρακτηριστικό ότι υπολογίζουν ανάστροφα σήματα σφάλματος και μεταβάλλουν τα βάρη του κάθε νευρώνα ανάλογα με το πόσο συνέβαλλε στο σφάλμα (credit assignment) . Για συνάρτηση σφάλματος συνήθως χρησιμοποιείται το μέσο τετραγωνικό σφάλμα του διανύσματος εξόδου του δικτύου από την επιθυμητή έξοδο. Αν θεωρήσουμε δεδομένα τα παραδείγματα εκπαίδευσης, τότε είναι σαφές ότι η συνάρτηση σφάλματος εξαρτάται αποκλειστικά από τα βάρη του και τα κατώφλια του δικτύου. Στόχος της εκπαιδευτικής διαδικασίας είναι η μείωση αυτής της συνάρτησης ως προς τις παραμέτρους του δικτύου, η εύρεση δηλαδή κάποιου ελαχίστου. Κάτι τέτοιο είναι δυνατό να επιτευχθεί με την κίνηση στην επιφάνεια σφάλματος με φορά που οδηγεί σε μείωση της παραγώγου (Gradient Descent).

Ο αλγόριθμος ανάστροφης διάδοσης λειτουργεί ως εξής:

Αρχικά παρουσιάζουμε κάποιο παράδειγμα στην είσοδο του δικτύου και από την έξοδό του υπολογίζουμε την τιμή της συνάρτησης σφάλματος. Στη συνέχεια υπολογίζουμε με φορά από την έξοδο προς την είσοδο (ανάστροφη) τα σήματα σφάλματος δ. Τέλος με βάση τα σήματα αυτά (credit assignment) καθώς και τις εισόδους των νευρώνων (Hebbian Rule) «βελτιώνουμε» τα βάρη. Κάθε σύνολο δεδομένων εκπαίδευσης χρειάζεται να περάσει πολλές φορές από ένα δίκτυο ώστε να συγκλίνουν τα βάρη σε τέτοιες τιμές που να εξασφαλίζουν ότι το νευρωνικό δίκτυο «έμαθε» (μέχρι κάποιο βαθμό πάντα) τα παραδείγματα. Η εκπαίδευση ενός πολυστρωματικού νευρωνικού δικτύου τύπου MLP είναι μια επαναληπτική διαδικασία κατά την οποία παρουσιάζονται στο δίκτυο ένα σύνολο από δεδομένα, τα δεδομένα εκπαίδευσης, και επιβάλλονται στο δίκτυο οι επιθυμητές έξοδοι. Κάθε παρουσίαση των δεδομένων εκπαίδευσης στο δίκτυο ονομάζεται εποχή (epoch). Πολλοί αλγόριθμοι εκπαίδευσης αντί να αλλάζουν τα βάρη με κάθε παράδειγμα που τους παρουσιάζεται κάνουν συνολική αλλαγή των βαρών μετά το πέρας όλου του συνόλου εκπαίδευσης, δηλαδή στο τέλος κάθε εποχής. 

 
Πιο αναλυτικά θεωρώντας το δίκτυο MLP με ένα κρυμμένο επίπεδο του σχήματος 4.9, έχουμε:
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σχήμα 4.9

Εφαρμογή αλγορίθμου ανάστροφης διάδοσης σε MLP με ένα κρυμμένο επίπεδο.
Αν yκi  είναι η έξοδος (που είναι ίση με την είσοδο για το πρώτο επίπεδο κ=1), δκi είναι το σήμα σφάλματος του i  νευρώνα του κου επιπέδου. Τo βάρος wkji συνδέει τον j νευρώνα του κ-1 επιπέδου με τον i του κ .Με βάσει το σχήμα η έξοδος σε κάθε επίπεδο για κάθε νευρώνα είναι:
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 για  κ=2,3 (4.5) 

 και η συνάρτηση  σφάλματος είναι: 
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 (4.6)  

 με 
[image: image36.wmf]k

j

k

j

k

j

y

d

e

-

=

 (4.7) 

όπου dκj είναι η επιθυμητή έξοδος για την έξοδο j του επιπέδου κ (οι έξοδοι του τρίτου επιπέδου είναι και οι έξοδοι του δικτύου αφού το νευρωνικό δίκτυο έχει μόνο ένα κρυμμένο επίπεδο).

Με βάσει τον κανόνα της κατάβασης στην επιφάνεια σφάλματος (Steepest Gradient Descent) έχουμε τον παρακάτω τύπο (4.8) που μας δίνει έναν τρόπο για την αλλαγή των βαρών ώστε να μειωθεί το σφάλμα του δικτύου:


[image: image37.wmf]k

ij

k

p

k

ij

dw

dE

w

g

-

=

D

 (4.8) 

όπου γ είναι μια θετική παράμετρος μικρότερη της μονάδας και ονομάζεται ρυθμός μάθησης. 

Συμβολίζοντας τώρα με  hκi το άθροισμα πριν περάσει από τη συνάρτηση ενεργοποίησης f και έχουμε: 
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 (4.9). 

Η παράγωγος της επιφάνειας του σφάλματος ως προς τα βάρη είναι:
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  (4.10)

Θέτουμε τώρα :
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 (4.11)

Συνδυάζοντας τις σχέσεις (4.8), (4.10) και (4.11) έχουμε:
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 (4.12). 

Από τον τύπο (4.12) φαίνεται ότι ο αλγόριθμος μάθησης ανάστροφης διάδοσης υπακούει στον κανόνα του Hebb μιας και η αλλαγή στα βάρη εξαρτάται τόσο από την είσοδο που δέχεται ο νευρώνας όσο και από τα σφάλματα που του αποδίδονται ότι κάνει. Στη συνέχεια υποθέτοντας ότι χρησιμοποιούμε για συνάρτηση ενεργοποίησης τη σιγμοειδή (τύπος 4.1) με a=1 και θα υπολογίσουμε τα σήματα σφάλματος δ. Ως γνωστόν η παράγωγος της σιγμοειδούς είναι:  
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 (4.13).

Έπειτα θα υπολογίσουμε αναλυτικά τα σήματα σφάλματος για κάθε ένα από τα τρία επίπεδα ενός τυπικού δικτύου MLP. Υπολογίζοντας τα σήματα σφάλματος βρίσκουμε τις διορθώσεις που πρέπει να γίνουν στα βάρη του δικτύου. Πιο συγκεκριμένα:

· Για το επίπεδο εξόδου

Λαμβάνοντας υπ’όψιν και την παραπάνω παραγώγιση (τύπος 4.13) έχουμε για το επίπεδο εξόδου όπου το κ είναι ίσο με 3:
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Όπου d3j η επιθυμητή έξοδος j που δίνεται κατά τη φάση της εκπαίδευσης (επιβλεπόμενη μάθηση). Αντίστοιχα για τα κατώφλια bki μπορούμε να θεωρήσουμε ότι είναι και αυτά βάρη με είσοδο πάντα 1, οπότε προκύπτει:
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· Για το κρυμμένο επίπεδο

Προφανώς για το κρυμμένο επίπεδο δεν έχουμε τη δυνατότητα να  γνωρίζουμε την επιθυμητή έξοδο οπότε αυτή πρέπει να εκτιμηθεί από τα σήματα σφάλματος δ. Δηλαδή θα εκτιμηθεί από το άθροισμα των σφαλμάτων όλων των νευρώνων με τα οποία συνδέεται. (Εδώ έχουμε κ=2)

Τα σήματα σφάλματος εδώ είναι:
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 (4.16)

όπου 


[image: image46.wmf]å

å

å

=

=

=

m

jm

m

m

m

m

m

m

m

m

m

m

m

m

m

j

p

w

dh

h

df

e

dy

dh

dh

de

e

dy

de

e

dy

dE

3

2

2

2

2

2

2

2

2

2

2

2

2

2

)

(

(4.17)


άρα  
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(4.18), 

όπου δ3m είναι τα σήματα που προέρχονται από το επόμενο επίπεδο (επίπεδο εξόδου). Θεωρώντας πάλι ότι έχουμε σιγμοειδή συνάρτηση f με α=1 προκύπτει ότι:
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αντίστοιχα και για τα κατώφλια:

 

[image: image49.wmf]å

-

=

D

m

jm

m

j

j

j

w

y

y

b

3

3

2

2

2

)

1

(

d

g

 (4.20)

Με βάση τους παραπάνω τύπους αλγόριθμος εκπαίδευσης ανάστροφης διάδοσης εφαρμόζεται ως εξής:

1. Αρχικοποιούμε τα βάρη σε μικρές αρχικές, μη μηδενικές όμως, τιμές. 

2. Παρουσιάζουμε στο νευρωνικό δίκτυο ένα διάνυσμα εκπαίδευσης με τις επιθυμητές εξόδους.

3. Υπολογίζουμε τις εξόδους κάθε νευρώνα του δικτύου από την είσοδο προς την έξοδο, σε ένα επίπεδο κάθε φορά.

4. Υπολογίζουμε τα σήματα σφάλματος δ με βάση τις επιθυμητές εξόδους από το επίπεδο εξόδου προς την είσοδο.

5. Διορθώνουμε τα βάρη και τα κατώφλια με βάση τους τύπους (4.14),(4.15),(4.19) ,(4.20).

6. Συνεχίζουμε από το βήμα δύο παρουσιάζοντας στο δίκτυο ένα άλλο παράδειγμα από τα δεδομένα εκπαίδευσης.

7. Επαναλαμβάνουμε την διαδικασία από το βήμα 2 παρουσιάζοντας όλα τα δεδομένα πάλι από την αρχή ξανά έως ότου επιτευχθεί η επιθυμητή απόδοση του δικτύου, δηλαδή έως ότου πέσει η τιμή του σφάλματος κάτω από μια τιμή ή μέχρι να συμπληρωθεί ο μέγιστος αριθμός παρουσιάσεως των δεδομένων εκπαίδευσης (μέγιστος αριθμός εποχών).

Πολύ σημαντική για τη λειτουργία του δικτύου είναι η κανονικοποίηση των δεδομένων που παρουσιάζονται σε αυτό ως προς το εύρος. Αν και η κανονικοποίηση δεν είναι απαραίτητη για την λειτουργία του αλγόριθμου εκπαίδευσης  ωστόσο εξασφαλίζει καλύτερη συμπεριφορά και γρηγορότερη σύγκλιση.

Συχνά στον τύπο για την ανανέωση τον βαρών προσθέτουμε έναν όρο ορμής ο οποίος μας εξασφαλίζει, πιο γρήγορη κατάβαση στην επιφάνεια σφάλματος. Ο όρος αυτός ορμής (momentum term) λαμβάνει υπ’όψιν του την προηγούμενη μεταβολή του βάρους. Πιο συγκεκριμένα: 
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  (4.21), 

όπου w(t) είναι το βάρος τη χρονική στιγμή t, και α ένας αριθμός όπου 0<α<1 που ονομάζεται όρος ορμής. Τέλος οι όροι δ,y είναι αυτοί που υπολογίστηκαν παραπάνω για το κάθε βάρος.

Ο αλγόριθμος αυτός εκπαίδευσης δεν εγγυάται τη σύγκλιση όταν τα βάρη ανανεώνονται με το πέρασμα κάθε παραδείγματος του συνόλου εκπαίδευσης. Αυτό συμβαίνει γιατί η κλίση που υπολογίζεται, για την ανανέωση των βαρών υπολογίζεται μόνο για ένα παράδειγμα και όχι για όλο το σύνολο εκπαίδευσης. Για να εξασφαλισθεί η σύγκλιση ο αλγόριθμος πρέπει να βασίζεται σε όλο το σετ εκπαίδευσης. Ο βελτιωμένος αυτός αλγόριθμος ανανεώνει τα βάρη μια φορά ομαδικά στο τέλος κάθε εποχής (batch training). Για τη συνάρτηση σφάλματος χρησιμοποιούμε το συνολικό κριτήριο σφάλματος για όλα τα δεδομένα εκπαίδευσης: 
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 Ο αλγόριθμος αυτός αν και πιο βελτιωμένος ως προς τον στόχο που θέλουμε να πετύχουμε, ωστόσο έχει πολύ μεγαλύτερες απαιτήσεις σε μνήμη.

Συχνά για να εξασφαλίσουμε σύγκλιση του αλγορίθμου μειώνουμε τον ρυθμό μάθησης  (γ) καθώς αυξάνεται ο αριθμός των εποχών. Επίσης , συνήθως όταν το διάνυσμα κλίσης της συνάρτησης σφάλματος παίρνει για κάποιο διαδοχικό αριθμό περασμάτων πολύ χαμηλή τιμή τότε ίσως είναι άσκοπο να συνεχιστεί η εκπαίδευση μιας και τα σήματα σφάλματος που παράγονται είναι μικρά, οπότε και οι διορθώσεις των βαρών είναι αμελητέες. Τέλος υπάρχουν διάφορες πιο έξυπνες τεχνικές οι οποίες είτε μεταβάλλουν το ρυθμό μάθησης με συγκεκριμένο τρόπο είτε κάνουν με κάποια ευριστική συνάρτηση έλεγχο της επιφάνειας σφάλματος ώστε να οδηγήσουν το δίκτυο ταχύτερα σε μια βέλτιστη λύση αποφεύγοντας τον εγκλωβισμό σε τοπικά ελάχιστα. Πρέπει να σημειωθεί ότι ο αλγόριθμος εκπαίδευσης δεν εξασφαλίζει ότι το σύστημα θα σταθεροποιηθεί στην κατάσταση εκείνη που ελαχιστοποιεί απόλυτα την συνάρτηση σφάλματος. Πιο συχνά το δίκτυο που εκπαιδεύεται με τον αλγόριθμο της ανάστροφης διάδοσης εγκλωβίζεται σε κάποιο τοπικό ελάχιστο.

Πολύ σημαντική για την εκπαίδευση του δικτύου είναι η σωστή αρχικοποίησή του επειδή οι αρχικές τιμές των βαρών διαδραματίζουν πολύ σημαντικό ρόλο στην πορεία της εκπαίδευσης. Συνήθως αρχικοποιούμε τα βάρη σε μικρές αρχικές τιμές ομοιόμορφα κατανεμημένες σε ένα διάστημα. Η μέθοδος που χρησιμοποιήθηκε για την αρχικοποίηση των βαρών είναι η μέθοδος Nguyen-Widrow.  Τα κυριότερα πλεονεκτήματα της μεθόδου αυτής είναι ότι δεν αχρηστεύονται νευρώνες μιας και τα βάρη αρχικοποιούνται στο χώρο εισόδου, με αποτέλεσμα τα γινόμενα των εισόδων με τα βάρη να βρίσκονται περίπου στο ίδιο εύρος τιμών και η εκπαίδευση να προχωράει πιο γρήγορα. Πιο αναλυτικά η αρχικοποίηση γίνεται ως εξής: όλα τα βάρη αρχικοποιούνται με βάση τον τύπο:
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όπου m o αριθμός των νευρώνων στο κρυμμένο επίπεδο, R το εύρος των τιμών των εισόδων και p ο αριθμός των βαρών σε κάθε νευρώνα (χωρίς τα κατώφλια). Σημειώνεται ότι αρχικά το δίκτυο θεωρείται πλήρως διασυνδεδεμένο οπότε όλοι οι νευρώνες έχουν ίδιο αριθμό από βάρη. Στη συνέχεια για τα κατώφλια ας θεωρήσουμε m τιμές βι ομοιόμορφα κατανεμημένες στο διάστημα [0 0.7m1/p], τότε:
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όπου w1i το βάρος που συνδέει την 1η είσοδο με τον νευρώνα i.

Η σημαντικότερη ιδιότητα των πολυστρωματικών δικτύων (MLP ) είναι ότι μπορούν να παράγουν αποτελέσματα «λογικά» και για δεδομένα για τα οποία  δεν έχουν εκπαιδευτεί. Με βάσει δηλαδή το σύνολο εκπαίδευσης που έχουν «μάθει» καταλήγουν σε νέα συμπεράσματα. Πιο συγκεκριμένα ας θεωρήσουμε το παρακάτω παράδειγμα:

Χρησιμοποιούμε ένα πολυστρωματικό δίκτυο για να το εκπαιδεύσουμε ώστε αυτό να προσεγγίσει τη συνάρτηση sin(2x) στο διάστημα [0 2π]:

Μετά από την εκπαίδευση του δικτύου (που έχει δομή: 1 νευρώνας στο επίπεδο εισόδου, 10 νευρώνες στο κρυμμένο επίπεδο με συνάρτηση ενεργοποίησης τη λογιστική σιγμοειδή, 1 νευρώνα στο επίπεδο έξοδου με συνάρτηση ενεργοποίησης μια απλή γραμμική) προέκυψε το παρακάτω

διάγραμμα (σχήμα 4.10): 
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σχήμα 4.10

Προσέγγιση συνάρτησης sin(2x)  από MLP.

Με σταυρούς φαίνονται τα δεδομένα εκπαίδευσης ενώ η μπλε γραμμή συμβολίζει την απεικόνιση του δικτύου. Παρατηρούμε ότι στα ενδιάμεσα διαστήματα το δίκτυο συμπεριφέρεται όπως, λογικά πάντα, θα επιθυμούσαμε αν θέλαμε να προσεγγίσουμε τη συνάρτηση sin(2x). Η συμπεριφορά του δικτύου στα ενδιάμεσα διαστήματα αντιπροσωπεύει την ικανότητα γενίκευσης του δικτύου.

Στο παρακάτω σχήμα (σχήμα 4.11) έχουμε ένα δίκτυο το οποίο έχει εκπαιδευτεί επαρκώς και μπορεί να γενικεύει σωστά:
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σχήμα 4.11

Σωστή γενίκευση από δίκτυο MLP.

Στο σχήμα 4.11 με κύκλο σημειώνεται ένα δεδομένο με το οποίο το δίκτυο δεν έχει εκπαιδευτεί, ενώ με αστεράκι (*) σημειώνονται τα δεδομένα εκπαίδευσης. Η γενίκευση του δικτύου φαίνεται στα ενδιάμεσα σημεία της γραμμής. Αν τώρα το μοντέλο μας είναι αρκετά πιο περίπλοκο  από ότι χρειάζεται για να μάθει τα δεδομένα εκπαίδευσης τότε είναι πολύ πιθανό να κάνει την εμφάνισή του το φαινόμενο της υπερεκπαίδευσης (overtraining) του δικτύου, το οποίο καταστρέφει την ικανότητά του για γενίκευση. Το δίκτυο μαθαίνει πάρα πολύ καλά μόνο τα δεδομένα εκπαίδευσης και δεν αποδίδει καθόλου καλά σε δεδομένα που δεν έχει εκπαιδευτεί (σχήμα 4.12).
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σχήμα 4.12

Λανθασμένη από δίκτυο MLP (overtraining).

Όπως είναι προφανές η γενίκευση που κάνει το δίκτυο αυτό δεν είναι η αναμενόμενη. Είναι πολύ σημαντικό, λοιπόν να αποφευχθεί αυτό το αρνητικό φαινόμενο. Για το σκοπό αυτό υπάρχουν δύο κυρίως τεχνικές:

1. Με τη χρησιμοποίηση όσο το δυνατόν απλούστερου μοντέλου. Αυτό μπορεί να γίνει λιγοστεύοντας τον αριθμό των νευρώνων στο κρυμμένο επίπεδο, μιας και ο αριθμός των νευρώνων στην είσοδο και την έξοδο εξαρτώνται συνήθως από τις απαιτήσεις του προβλήματος. Επίσης μπορούμε να αναγκάσουμε το δίκτυο να χρησιμοποιεί μόνο τον απαραίτητο αριθμό βαρών και κατωφλίων επιβάλλοντας στην εκπαίδευση όχι μόνο να ελαχιστοποιεί το σφάλμα αλλά και να μειώνει τον αριθμό και την τιμή των βαρών που χρησιμοποιούνται. Αυτό γίνεται εύκολα αν αλλάξουμε το κριτήριο σφάλματος (4.6) ως εξής:
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Όπου ο όρος Ew εξαρτάται από τα βάρη και συνήθως είναι
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είτε
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όπου wo κάποιο σταθερή τιμή.

 Με το νέο κριτήριο αυτό κινούμαστε πάνω στην επιφάνεια σφάλματος με τέτοιο τρόπο ώστε να οδηγούμαστε σε μία κατάσταση του δικτύου όπου εκτός από καλύτερα αποτελέσματα στο σετ εκπαίδευσης να έχουμε και πιο απλό μοντέλο.

2. Με το έγκαιρο σταμάτημα της εκπαίδευσης (early stopping). Για το λόγο αυτό κρατάμε ένα μέρος των δεδομένων που έχουμε για εκπαίδευση, τα οποία δεν παρουσιάζουμε στο δίκτυο κατά τη φάση της εκπαίδευσης  αλλά τα χρησιμοποιούμε για να ελέγχουμε την απόδοση του δικτύου σε άγνωστα δεδομένα μετά το τέλος κάθε εποχής. Όταν αρχίσει να μειώνεται η απόδοση του δικτύου στο σετ αυτό των δεδομένων, το οποίο ονομάζεται σετ επαλήθευσης (validation set), τότε τερματίζουμε την εκπαίδευση.
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σχήμα 4.13

Έγκαιρος τερματισμός εκπαίδευσης με χρήση σετ επαλήθευσης.
4.3
Επεξήγηση της μεθόδου ευπροσάρμοστης ανάστροφης διάδοσης (Resilient Back Propagation - RPROP)

Ο αλγόριθμος ευπροσάρμοστης ανάστροφης διάδοσης (RPROP) αποσκοπεί στη βελτιστοποίηση του μέσου τετραγωνικού σφάλματος και για να το πετύχει αυτό μεταβάλλει το βήμα διόρθωσης των βαρών βασισμένος στην πληροφορία της κλίσης της συνάρτησης σφάλματος [11]. Ο αλγόριθμος αυτός χρησιμοποιεί πληροφορία για τις προηγούμενες τιμές της κλίσης της συνάρτησης σφάλματος ως προς τα βάρη. Χρησιμοποιεί για κάθε βάρος κάποια τιμή η οποία ονομάζεται τιμή ενημέρωσης βάρους (update weight value) και η οποία ισούται με:
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όπου 0<η-<1<η+. Αν και η τιμή του η+ δεν περιορίζεται από τον αλγόριθμο ωστόσο είναι δυνατόν αν γίνει πολύ μεγάλη να οδηγεί την εκπαίδευση σε άλματα και να την κάνει ασταθή. Συνηθέστερες τιμές για τις παραμέτρους η είναι η+=1,2 και η-=0,5.

Έπειτα τα βάρη ενημερώνονται σύμφωνα με τον τύπο: 
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Στο πρώτο βήμα του παραπάνω τύπου ελέγχουμε αν στα δύο τελευταία τρεξίματα άλλαξε πρόσημο η παράγωγος και αν κάτι τέτοιο συνέβη αναιρούμε την τελευταία αλλαγή του βάρους. Επίσης θέτουμε
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 ώστε στα επόμενα τρεξίματα να μη ληφθεί ξανά υπόψιν και στο επόμενο βήμα το πρόσημο της παραγώγου του σφάλματος και κολλήσει ο αλγόριθμος, αφού θα γίνει πάλι η αντίθετη αλλαγή.  Η λογική του αλγορίθμου αυτού είναι ότι αν σε δύο συνεχόμενα τρεξίματα (εποχές μιας και οι ενημερώσεις των βαρών γίνονται μετά το πέρας όλου του σετ εκπαίδευσης) η κλίση της συνάρτησης σφάλματος διατηρεί το πρόσημό της τότε για να προσεγγίσουμε πιο γρήγορα κάποιο ελάχιστο πρέπει να αυξηθεί η μεταβολή των βαρών προς την κατεύθυνση που ήδη γινόταν. Στην αρχή οι τιμές ενημέρωσης των βαρών αρχικοποιούνται σε τυχαίες μικρές τιμές οι οποίες όμως δεν επηρεάζουν ουσιαστικά την εξέλιξη του αλγορίθμου.

4.4
Επεξήγηση της μεθόδου εκπαίδευσης βαθμωτής συζευγμένης μεταβολής (Scaled Conjugate Gradient - SCG)

Ο αλγόριθμος βαθμωτής συζευγμένης μεταβολής προσπαθεί με γρήγορο τρόπο να  οδηγήσει την εκπαίδευση ενός δικτύου MLP σε κάποιο ελάχιστο [12]. Στον αλγόριθμο αυτό σε κάθε βήμα – το διάνυσμα αλλαγής των  βαρών δεν ακολουθεί μόνο την πρώτη κλίση της παραγώγου της συνάρτησης σφάλματος αλλά προσπαθεί να διατηρήσει και την προηγούμενη κατεύθυνση. Για το σκοπό αυτό χρησιμοποιεί πληροφορία όχι μόνο από την κλίση της συνάρτησης σφάλματος (πρώτη παράγωγος) αλλά και από την κλίση της παραγώγου της, (δεύτερη παράγωγος) δεχόμενος την ακόλουθη προσέγγιση για τη συνάρτηση σφάλματος: 
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αντί της:
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που χρησιμοποιούν οι αλγόριθμοι βαθμωτής κατάβασης (gradient descent).

Ο πίνακας που τα στοιχεία του αποτελούνται από τις δεύτερες παραγώγους της συνάρτησης σφάλματος ως προς τα βάρη ονομάζεται πίνακας Hess (Hessian Matrix). Επειδή ο υπολογισμός αυτού του πίνακα είναι αρκετά χρονοβόρος, αν σκεφτούμε ότι η συνάρτηση σφάλματος είναι μια συνάρτηση πολλών μεταβλητών, υπολογίζεται κάποια προσέγγιση αυτού σε μία κατεύθυνση. Πιο συγκεκριμένα υπολογίζεται ο πίνακας που τα στοιχεία του είναι :
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  (4.31) όπου 0<σ<<1, και ρ το προηγούμενο βήμα στο οποίο μεταβλήθηκε το βάρος. Ο τελευταίος όρος μπαίνει για να βελτιώσει τη συμπεριφορά του αλγορίθμου  σε περιπτώσεις που δεν μπορεί να υπολογιστεί η συνάρτηση σφάλματος σε συγκεκριμένες κατευθύνσεις. Τόσο το βήμα ρ όσο και η παράμετρος σ μεταβάλλονται με τον αριθμό των τρεξιμάτων με τέτοιο τρόπο ώστε να εξαρτώνται και από τις προηγούμενές τους τιμές. Με βάση τα παραπάνω η υλοποίηση του αλγορίθμου έχει ως εξής:

1. Αρχικά αρχικοποιούμε τις παραμέτρους και τα βάρη σ>0,λ1>0,μ1=0 και w, ενώ θέτουμε τις αρχικές συνθήκες για τα βήματα για όλα τα βάρη:
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και έχουμε μια μεταβλητή success := true.

2. Έπειτα ελέγχουμε αν (success == true) και υπολογίζουμε τις νέες τιμές :
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3. Μεταβάλλουμε τις παραπάνω παραμέτρους ως εξής: 
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και 
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4. Αν ο πίνακας Hess δεν είναι θετικά ορισμένος  , δηλαδή αν  
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 τότε κάνουμε επιπλέον τις μεταβολές:
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και 
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5. Έπειτα υπολογίζουμε το μέγεθος του βήματος:
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6. Βρίσκουμε την παράμετρο εκτίμησης της απόδοσης: 
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 (4.43),

η οποία βρίσκει πόσο θα βελτιωθεί η απόδοση του δικτύου αν γίνει η μεταβολή.

7. Αν Δκ>0 τότε γίνεται η μεταβολή των βαρών ως εξής:
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και υπολογίζουμε τις νέες τιμές 
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και 

μκ=0 και success:=true. Αλλιώς success:=false, δεν γίνεται αλλαγή των βαρών και συνεχίζουμε με μκ=λκ.

8. Αν k mod N ==0 ,όπου k τα βήματα του αλγορίθμου και Ν ο συνολικός αριθμός βαρών και κατωφλιών του δικτύου, τότε θέτουμε 
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αλλιώς
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9. Αν επιπλέον Δκ>0.75 μειώνουμε την παράμετρο λκ στο μισό: λκ=0.5λκ.

10. Αν Δκ<0.25 αυξάνουμε την παράμετρο λκ: λκ=4λκ.

11.  Αν rk=0 σταματάμε, αλλιώς αυξάνουμε τον αριθμό των βημάτων κατά 1 και συνεχίζουμε από το βήμα 2.

Τέλος άλλο ένα χαρακτηριστικό του αλγόριθμου αυτού είναι ότι αν δεν πετύχει το στόχο του σε έναν συγκεκριμένο αριθμό βημάτων, που είναι ίσος με τον αριθμό των παραμέτρων του δικτύου, τότε αρχικοποιεί πάλι τις παραμέτρους που σχετίζονται με τις μεταβολές των τιμών των βαρών σε κάποιες αρχικές τιμές, εξαρτώμενες πάντα από την πρώτη παράγωγο της συνάρτησης σφάλματος. Ο αλγόριθμος αυτός υλοποιεί, ουσιαστικά, μια μεθόδο βελτιστοποίησης της αριθμητικής ανάλυση για την εκπαίδευση ενός δικτύου MLP.

4.5
Επιλογή παραμέτρων μοντέλου (αλγόριθμος Levenberg-Marquardt)

Χρησιμοποιώντας ένα δίκτυο MLP για τη λύση του προβλήματός μας έχουμε μοντελοποιήσει το σύστημα ως εξής:

Σαν είσοδο στο δίκτυο χρησιμοποιείται το διάνυσμα  των 85 μεταβλητών (βλέπε κεφάλαιο 2.2) – χαρακτηριστικών που εξάγονται από τα κείμενα. Οι μεταβλητές αυτές κανονικοποιούνται ως προς το εύρος τους, ώστε οι τιμές τους να είναι μέσα στο διάστημα [0 1]. Το σύστημα αποτελείται από 5 εξόδους, μία για κάθε ομιλητή των οποίων οι τιμές κυμαίνονται στο διάστημα [0 1]. Κάθε διάνυσμα εισόδου είναι επιθυμητό να ενεργοποιεί μία μόνο από τις 5 εξόδους (δηλαδή μία έξοδος να γίνεται 1 και όλες οι άλλες 0) οπότε και ο λόγος αποδίδεται στον αντίστοιχο ομιλητή. Σε περίπτωση που περισσότερες από μία εξόδους είναι ενεργοποιημένες (έχουν δηλαδή μη μηδενική τιμή), κάτι που συμβαίνει αρκετά συχνά, μπορούμε να εφαρμόσουμε κάποιο από τα ακόλουθα κριτήρια για να καταλήξουμε σε κάποια απόφαση:

1. Επιλέγουμε τη μέγιστη έξοδο από τις 5 και αποδίδουμε το κείμενο στον συγκεκριμένο ομιλητή. Με το κριτήριο αυτό έχουμε πάντα μία έξοδο με τη μέγιστη τιμή. Αυτό συνεπάγεται ότι το σύστημα βγάζει ακόμα και σε οριακές περιπτώσεις απόφαση, κάτι που ίσως δεν είναι πάντα αποδεκτό.
2. Στρογγυλοποιούμε τις εξόδους και στη συνέχεια βλέπουμε πoια είναι μονάδα. Σημειώνεται ότι είναι δυνατόν καμία ή περισσότερες από μία εξόδους να είναι ίση με ένα με αποτέλεσμα το σύστημα να μην αποφαίνεται πάντα. Δηλαδή υπάρχει περίπτωση να γίνουν όλες οι είσοδοι μηδέν, οπότε το κείμενο δεν αποδίδεται σε κανέναν ομιλητή, είτε περισσότερες από μια είσοδοι να γίνουν ένα οπότε το κείμενο αποδίδεται σε περισσότερους ομιλητές, κάτι που δεν επιτρέπει την κατηγοριοποίησή του.
Πολύ σημαντική είναι για το πολυστρωματικό δίκτυο MLP η επιλογή ορισμένων παραμέτρων όπως:

 α) η μέθοδος εκπαίδευσης 

Γενικά οι μέθοδοι που χρησιμοποιήθηκαν είναι τύπου ανάστροφης διάδοσης (Back Propagation) και χρησιμοποιούν διάφορες τεχνικές για την εύρεση του ελαχίστου στην επιφάνεια του (μέσου τετραγωνικού) σφάλματος.

 β) ο αριθμός νευρώνων στο κρυμμένο επίπεδο

Έχει αποδειχθεί ότι ένα νευρωνικό δίκτυο τύπου MLP δεν χρειάζεται περισσότερα από ένα κρυμμένο επίπεδο. Αρκεί η αύξηση των αριθμών των νευρώνων στο ένα και μοναδικό κρυμμένο επίπεδο για να επιτευχθεί αύξηση της ικανότητας διαχωρισμού του μοντέλου σε οποιονδήποτε βαθμό. Πρέπει όμως πάντα να λαμβάνουμε υπόψιν ότι ο αριθμός των νευρώνων του κρυφού επιπέδου δεν πρέπει να είναι πολύ μεγάλος ώστε να μπορούν να εκτιμηθούν οι παράμετροί του από τα δεδομένα που έχουμε στη διάθεσή μας και να αποφύγουμε όσο το φαινόμενο της υπερεκπαίδευσης (overtraining). Αφού είναι γνωστό ότι όσο πιο περίπλοκο είναι ένα μοντέλο σε σχέση με τα δεδομένα που έχει να «μάθει», τόσο πιο γρήγορα εμφανίζει το φαινόμενο της υπερεκπαίδευσης.

 γ) οι συναρτήσεις ενεργοποίησης

Οι οποίες αποτελούν βασικό δομικό στοιχείο της αρχιτεκτονικής του δικτύου. Γενικά επειδή το πρόβλημα που έχουμε να λύσουμε δεν είναι προσέγγιση συνάρτησης (regression) χρησιμοποιήσαμε σιγμοειδείς συναρτήσεις οι οποίες είναι μη γραμμικές και αυξάνουν την διακριτική ικανότητα του δικτύου (μιας και στην συμπεριφορά προσεγγίζουν τη διπολική διακριτική συνάρτηση).
Για τον προσδιορισμό των παραπάνω παραμέτρων έγιναν μια σειρά πειραμάτων με πολυστρωματικά δίκτυα διαφορετικού μεγέθους τα οποία και εκπαιδεύτηκαν με διάφορα είδη αλγορίθμων ανάστροφης διάδοσης. Για τα πειράματα χρησιμοποιήθηκε το πακέτο «Neural Networks Toolbox» του Matlab 6.5. 

Πρώτη παράμετρος που πρέπει να εκτιμηθεί είναι το μέγεθος του δικτύου, δηλαδή ο αριθμός των νευρώνων στο κρυφό επίπεδο, δεδομένου ότι το δίκτυό μας έχει 85 εισόδους και 5 εξόδους (από τις ανάγκες του προβλήματος). Για τον σκοπό αυτό δημιουργήσαμε έναν αρκετά μεγάλο δίκτυο (αρκετά μεγαλύτερο από ότι υποθέτουμε ότι θα χρειαστεί τελικά) και το εκπαιδεύσαμε με έναν αλγόριθμο εκπαίδευσης ο οποίος εκτός από τη μείωση του σφάλματος στοχεύει και στην ελάττωση των παραμέτρων του δικτύου. Αν υποθέσουμε ότι το δίκτυό μας έχει n νευρώνες στο κρυμμένο επίπεδο τότε ο συνολικός αριθμός παραμέτρων (βάρη και κατώφλια) του δικτύου θα είναι:
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Στη συνέχεια τρέχουμε τον αλγόριθμο εκπαίδευσης για το δίκτυο με όλα τα δεδομένα των κειμένων. Αυτό συμβαίνει, καθώς δεν επιθυμούμε να εξάγουμε συμπέρασμα για την ακρίβεια του δικτύου που προκύπτει αλλά μόνο να δούμε πόσες είναι οι αναγκαίες παράμετροι. Επίσης ο αλγόριθμος αυτός γενικά μας οδηγεί προς απλοποίηση του μοντέλου δεν είναι αναγκαίο να υπάρχει σετ επαλήθευσης (validation set) μιας και πιθανότατα δεν θα συμβεί το φαινόμενο της υπερεκπαίδευσης (overtraining).

Ο αλγόριθμος αυτός είναι ο trainBR  στο περιβάλλον του Matlab ο οποίος χρησιμοποιεί ως κριτήριο και ελαχιστοποιεί τόσο το τετραγωνικό σφάλμα όσο και τα βάρη. Πιο αναλυτικά το κριτήριο που επιθυμεί να βελτιστοποιήσει είναι της μορφής της σχέσης 4.23 με κριτήριο για τα βάρη το 4.24.  Με το κριτήριο αυτό αναγκάζουμε το δίκτυο να χρησιμοποιήσει τις μικρότερες δυνατές τιμές για τα βάρη, οπότε κάποια βάρη θα μηδενιστούν τελικά και το νέο δίκτυο θα έχει λιγότερα βάρη από τα αρχικά. Για την κίνηση πάνω στην επιφάνεια σφάλματος η μέθοδος trainBR υλοποιεί τον αλγόριθμο Levenberg-Marquardt τροποποιημένο αφού δεν προσπαθεί να μειώσει μόνο το μέσο τετραγωνικό σφάλμα, όπως γίνεται συνήθως, αλλά και τις τιμές των βαρών. Ο αλγόριθμος Levenberg-Marquardt αποτελεί ένα συνδυασμό της μεθόδου Gauss - Newton (για την επίλυση προβλημάτων βελτιστοποίησης) [13] (κεφάλαιο 4 του [8]) και της μεθόδου Gradient Descent. Η ενημέρωση των βαρών γίνεται με τον παρακάτω τύπο: 
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 Όπου J ο Ιακωβιανός  πίνακας που έχει ως στοιχεία του τις πρώτες παραγώγους των σφαλμάτων του κάθε νευρώνα ως προς τα βάρη και κατώφλια του δικτύου του ίδιου επιπέδου. Επίσης e είναι το διάνυσμα που αποτελείται από τα σφάλματα του δικτύου για όλα πάλι τα δεδομένα εκπαίδευσης. Τονίζεται εδώ ότι τόσο τα σφάλματα του δικτύου όσο και τα στοιχεία του πίνακα J για το κρυμμένο επίπεδο και το επίπεδο εισόδου υπολογίζονται με χρήση των ανάστροφων σημάτων λάθους. Όταν η παράμετρος μ αυξάνει τότε η μέθοδος προσεγγίζει την μέθοδο της βαθμωτής κατάβασης (gradient descent) η οποία όμως είναι λιγότερο αποτελεσματική κοντά σε περιοχές της συνάρτησης σφάλματος που έχουν τοπικά ελάχιστα. Αντίθετα η μέθοδος Newton είναι πιο γρήγορη στις περιοχές αυτές. Για το λόγο αυτό αυξάνουμε την παράμετρο μ όταν χειροτερεύει η απόδοση του δικτύου, ενώ όταν αυτή καλυτερεύει μειώνουμε την μ ώστε να αναζητήσουμε γρηγορότερα το τοπικό ελάχιστο. 


Για να βρούμε τον αριθμό των νευρώνων που χρειάζεται για την επίλυση του προβλήματός μας δημιουργήσαμε ένα αρκετά μεγάλο δίκτυο με 15 νευρώνες στο κρυμμένο επίπεδο και το εκπαιδεύσαμε με τον αλγόριθμο trainBR του Matlab. Τελικά μετά από 1500 επαναλήψεις (εποχές) το δίκτυο φαίνεται ότι χρειάζεται 529 παραμέτρους. Λύνοντας  στη συνέχεια την (4.48) ως προς n προκύπτει ότι n > 5 άρα επιλέγουμε τη μικρότερη δυνατή ακέραια τιμή και έχουμε n=6. Πρέπει εδώ να αναφέρουμε ότι ο αλγόριθμος αυτός ήταν εξαιρετικά αργός και δεν ήταν δυνατόν να τον τρέξουμε για πολύ περισσότερα βήματα ώστε να ελαχιστοποιηθεί και άλλο το τετραγωνικό σφάλμα και να έχουμε μια πιο ολοκληρωμένη εικόνα για τις ανάγκες του προβλήματός μας. Ωστόσο το τελικό εκπαιδευμένο δίκτυο αν χρησιμοποιήσουμε το κριτήριο της μέγιστης εξόδου για απόφαση, έκανε μόλις 3 λάθη στα 1005 κείμενα που του δόθηκαν να μάθει (ακρίβεια >99% ). Επιπλέον η ανεπαίσθητη μεταβολή της καμπύλης του σφάλματος (σχήμα 4.14) από τις 500 εποχές και μετά μας δίνει κάποια σιγουριά για τα αποτελέσματα παρά το μικρό αριθμό βημάτων. Στο παρακάτω σχήμα (σχήμα 4.14) φαίνεται η πορεία εκπαίδευσης του δικτύου που αρχικά είχε 15 νευρώνες, ή 1370 παραμέτρους:
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σχήμα 4.14

Μεταβολή του σφάλματος και των τιμές των βαρών κατά την εκπαίδευση με την trainBR.

Στη συνέχεια για να επαληθεύσουμε ότι ο βέλτιστος αριθμός νευρώνων για το κρυμμένο επίπεδο είναι 6 τρέξαμε πάλι τον αλγόριθμο για ένα δίκτυο με 6 και άλλο ένα με 7 νευρώνες στο κρυμμένο επίπεδο. Τα τελικά δίκτυα που προέκυψαν ήταν και τα δύο ικανά να κάνουν μόνο 5 λάθη στα 1005 κείμενα. Αποφασίστηκε λοιπόν να χρησιμοποιηθούν 6 νευρώνες στο κρυμμένο επίπεδο. 

4.6
Αποτελέσματα

Στη συνέχεια αφού καταλήξαμε στον αριθμό των νευρώνων στο κρυμμένο επίπεδο χρησιμοποιήσαμε δύο είδη συναρτήσεων ενεργοποίησης, την λογιστική σιγμοειδή (logsig) και την υπερβολική εφαπτομένη (tansig) για να συγκρίνουμε την απόδοση των δικτύων που εκπαιδεύτηκαν. Τώρα σε αυτή τη φάση, για την εκπαίδευση των δικτύων  εκτός από την συνάρτηση εκπαίδευσης trainBR που αναφέρθηκε παραπάνω, χρησιμοποιήθηκαν και οι συναρτήσεις trainSCG, η οποία υλοποιεί τον αλγόριθμο «βαθμωτής συζευγμένης μεταβολής» (SCG) και η trainRP, η οποία υλοποιεί τον αλγόριθμο «ευπροσάρμοστης ανάστροφης διάδοσης» (RPROP) της Matlab.
Επειδή οι συναρτήσεις εκπαίδευσης RPROP και SCG που χρησιμοποιήθηκαν δεν χρησιμοποιούν όρους που να περιορίζουν τα βάρη και να βελτιώνουν την γενίκευση του δικτύου χρησιμοποιήθηκε ένα σετ επαλήθευσης για το γρήγορο σταμάτημα της εκπαίδευσης. Αν και κάτι τέτοιο είναι ίσως περιττό για την trainBR, ωστόσο έγινε και για αυτήν ώστε να είναι συγκρίσιμα μεταξύ των μεθόδων τα αποτελέσματα. Αυτό έγινε γιατί είναι δυνατόν κάποιο δεδομένο, το οποίο δεν είναι σε αρμονία με τα υπόλοιπα, αν είναι στο σετ επαλήθευσης να σταματήσει πολύ γρήγορα την εκπαίδευση. Επιπλέον επειδή σε αυτή τη φάση μας ενδιέφερε να δούμε την απόδοση του όλου συστήματος στην επιτυχή αναγνώριση  των ομιλητών από τα κείμενά τους χρησιμοποιήσαμε και ένα σετ για δοκιμή (TestSet). Πιο αναλυτικά τα σύνολα εκπαίδευσης, επαλήθευσης και δοκιμής προέκυψαν ως εξής: Από τα 1005 κείμενα, με κυκλικό τρόπο (Module ) παίρνουμε 10 περίπου ισομεγέθη σύνολα. Από τα δέκα σύνολα αυτά χρησιμοποιούμε τα 8 για εκπαίδευση , το ένα για επαλήθευση (validation set) και το ένα για να εκτιμήσουμε την απόδοση του συστήματος (test set). Με αυτό τον τρόπο έγιναν 90 τρεξίματα (όλοι οι δυνατοί συνδυασμοί) για τους τρεις αλγορίθμους εκπαίδευσης χρησιμοποιώντας και δύο διαφορετικές συναρτήσεις ενεργοποίησης. Με βάσει τα πειράματα δημιουργήθηκε ο παρακάτω πίνακας με τα σφάλματα που προέκυπταν για το σετ δοκιμής αν χρησιμοποιούσαμε για να βγάλουμε απόφαση το κριτήριο της μέγιστης εξόδου (Πίνακας 4.1):

	MLP 6
	 
	trainSCG
	trainSCG
	trainRP
	trainRP
	trainBR
	trainBR

	TestSetNo
	ValidationSetNo
	logsig
	tansig
	logsig
	tansig
	logsig
	tansig

	1
	1
	0
	0
	0
	0
	
	

	2
	1
	33
	22
	12
	24
	11
	15

	3
	1
	36
	19
	14
	25
	12
	12

	4
	1
	40
	22
	11
	10
	8
	7

	5
	1
	12
	31
	16
	24
	13
	15

	6
	1
	23
	19
	18
	18
	12
	17

	7
	1
	11
	36
	10
	25
	12
	9

	8
	1
	18
	16
	12
	17
	6
	5

	9
	1
	26
	15
	15
	17
	10
	8

	10
	1
	15
	17
	15
	26
	9
	7

	1
	2
	30
	19
	20
	32
	13
	13

	2
	2
	
	
	
	
	
	

	3
	2
	27
	17
	15
	26
	12
	13

	4
	2
	37
	15
	12
	18
	9
	8

	5
	2
	34
	25
	14
	13
	15
	13

	6
	2
	21
	18
	11
	20
	14
	13

	7
	2
	13
	17
	15
	20
	9
	9

	8
	2
	14
	11
	10
	15
	15
	6

	9
	2
	38
	5
	14
	18
	7
	6

	10
	2
	26
	10
	16
	28
	15
	8

	1
	3
	21
	13
	15
	18
	14
	18

	2
	3
	17
	18
	11
	15
	8
	11

	3
	3
	
	
	
	
	
	

	4
	3
	18
	15
	15
	23
	9
	11

	5
	3
	23
	27
	18
	17
	20
	14

	6
	3
	24
	32
	13
	21
	11
	9

	7
	3
	13
	85
	10
	23
	11
	10

	8
	3
	16
	15
	11
	14
	4
	11

	9
	3
	9
	10
	16
	23
	58
	9

	10
	3
	29
	14
	16
	26
	16
	9

	1
	4
	27
	27
	23
	30
	15
	13

	2
	4
	38
	77
	9
	10
	13
	10

	3
	4
	29
	22
	15
	28
	18
	14

	4
	4
	
	
	
	
	
	

	5
	4
	36
	24
	21
	34
	11
	12

	6
	4
	12
	25
	17
	27
	13
	13

	7
	4
	22
	14
	15
	27
	13
	9

	8
	4
	9
	21
	11
	25
	7
	6

	9
	4
	8
	6
	16
	22
	7
	9

	10
	4
	24
	26
	18
	21
	10
	7

	1
	5
	28
	42
	14
	18
	14
	11

	2
	5
	14
	11
	17
	20
	13
	6

	3
	5
	13
	27
	16
	21
	12
	11

	4
	5
	37
	27
	16
	18
	12
	11

	5
	5
	
	
	
	
	
	

	6
	5
	23
	21
	13
	21
	14
	11

	7
	5
	26
	37
	17
	22
	12
	12

	8
	5
	18
	16
	13
	22
	13
	6

	9
	5
	41
	25
	10
	15
	20
	10

	10
	5
	17
	58
	19
	32
	7
	11

	1
	6
	17
	25
	22
	15
	11
	15

	2
	6
	26
	31
	13
	19
	13
	7

	3
	6
	85
	26
	14
	21
	14
	14

	4
	6
	15
	8
	17
	14
	7
	9

	5
	6
	25
	27
	15
	13
	19
	12

	6
	6
	
	
	
	
	
	

	7
	6
	37
	24
	13
	19
	9
	11

	8
	6
	6
	58
	13
	14
	6
	9

	9
	6
	22
	19
	13
	12
	7
	9

	10
	6
	26
	10
	14
	21
	11
	9

	1
	7
	58
	11
	18
	16
	8
	14

	2
	7
	11
	40
	15
	17
	10
	8

	3
	7
	21
	22
	12
	15
	13
	13

	4
	7
	23
	24
	16
	18
	7
	11

	5
	7
	59
	59
	16
	22
	15
	15

	6
	7
	17
	19
	14
	26
	14
	12

	7
	7
	
	
	
	
	
	

	8
	7
	47
	19
	11
	18
	10
	3

	9
	7
	14
	18
	7
	17
	6
	9

	10
	7
	14
	16
	12
	16
	11
	8

	1
	8
	29
	17
	15
	17
	12
	14

	2
	8
	22
	20
	15
	15
	9
	9

	3
	8
	19
	14
	15
	16
	16
	13

	4
	8
	11
	21
	10
	12
	9
	9

	5
	8
	15
	36
	14
	27
	17
	16

	6
	8
	32
	20
	19
	21
	14
	10

	7
	8
	24
	23
	19
	16
	12
	10

	8
	8
	
	
	
	
	
	

	9
	8
	24
	10
	14
	15
	9
	9

	10
	8
	63
	18
	10
	23
	7
	10

	1
	9
	17
	21
	12
	13
	11
	15

	2
	9
	17
	11
	13
	14
	18
	7

	3
	9
	15
	18
	20
	17
	17
	12

	4
	9
	31
	28
	16
	20
	10
	8

	5
	9
	20
	16
	20
	25
	18
	18

	6
	9
	15
	12
	16
	31
	12
	13

	7
	9
	36
	8
	16
	23
	10
	14

	8
	9
	18
	24
	7
	21
	11
	7

	9
	9
	
	
	
	
	
	

	10
	9
	25
	22
	22
	17
	10
	11

	1
	10
	18
	16
	17
	18
	14
	12

	2
	10
	18
	26
	18
	15
	12
	8

	3
	10
	26
	19
	12
	19
	17
	11

	4
	10
	6
	23
	17
	12
	7
	7

	5
	10
	35
	22
	16
	31
	14
	17

	6
	10
	54
	13
	14
	19
	13
	10

	7
	10
	14
	18
	23
	25
	11
	9

	8
	10
	40
	25
	10
	13
	9
	6

	9
	10
	13
	17
	15
	19
	14
	7

	10
	10
	
	
	
	
	
	

	 
	MIN
	6
	5
	7
	10
	4
	3

	 
	MAX
	85
	85
	23
	34
	58
	18

	 
	AVG
	24,7333
	22,7
	14,7222
	19,9556
	12,2333
	10,533


Πίνακας 4.1

Σφάλματα στα σετ δοκιμής για όλους του συνδυασμούς των σετ εκπαίδευσης και επαλήθευσης.

 Στον πίνακα οι μαύρες γραμμές αντιστοιχούν σε πειράματα που δεν πραγματοποιήθηκαν, αφού δεν είχε νόημα να εκτελέσουμε κανένα πείραμα με ίδιο σετ επαλήθευσης και δοκιμής. Με πράσινο φόντο σημειώνονται τα πειράματα κατά τα οποία τα δίκτυα σημείωσαν αρκετά χαμηλές επιδόσεις (κοντά ή κάτω από 50%). Στο τέλος του πίνακα φαίνονται οι ελάχιστες, οι μέγιστες και οι μέσες τιμές των σφαλμάτων για το σετ δοκιμής. Σημειώνεται ότι κάθε σετ έχει μέγεθος από 100 μέχρι 101 στοιχεία. Σε κάθε στήλη αντιστοιχεί ένα δίκτυο που εκπαιδεύτηκε με την ίδια συνάρτηση και είχε την ίδια συνάρτηση ενεργοποίησης. Από τα αποτελέσματα που προκύπτουν φαίνεται ότι τα καλύτερα αποτελέσματα προέκυψαν από για τις συναρτήσεις εκπαίδευσης trainBR ο οποίες οδηγούν και σε απλοποίηση του δικτύου με ποσοστό σφάλματος  12,2%  (δηλαδή ακρίβεια κατηγοριοποίησης 87,8%) περίπου για συνάρτηση ενεργοποίησης την λογιστική σιγμοειδή (logsig) και με 10,533%  (ακρίβεια κατηγοριοποίησης  89,47%) την υπερβολική εφαπτομένη (tansig). Επιπλέον το δίκτυο με συνάρτηση ενεργοποίησης την υπερβολική εφαπτομένη παρουσιάζεται λίγο καλύτερο και με πιο σταθερή απόδοση για όλα τα σετ. Αρκετά κοντά σε αυτά τα αποτελέσματα είναι και το δίκτυο με συνάρτηση ενεργοποίησης τη λογιστική σιγμοειδή εκπαιδευμένο με την συνάρτηση trainRP. Η trainRP έχει το πλεονέκτημα σε σχέση με την trainBR ότι μιας και δεν ασχολείται με την απλοποίηση του δικτύου και τον υπολογισμό αντίστροφου πίνακα είναι πολύ πιο γρήγορη. Τα πιο αξιόλογα λοιπόν αποτελέσματα προέκυψαν για ένα δίκτυο με συναρτήσεις ενεργοποίησης υπερβολικής εφαπτομένης εκπαιδευμένο με την trainBR το οποίο έχει ποσοστό σφάλματος  14,72% (ακρίβεια κατηγοριοποίησης 85,28%) στο σετ δοκιμής  και άλλο ένα δίκτυο με συνάρτηση ενεργοποίησης τη λογιστική σιγμοειδή εκπαιδευμένο με την trainRP το οποίο έχει ποσοστό σφάλματος 19,96% (ακρίβεια κατηγοριοποίησης 80,04%) στο σετ δοκιμής. 

Στην περίπτωση των πολυστρωματικών δίκτυων επειδή χρησιμοποιούν σετ επαλήθευσης για το γρηγορότερο σταμάτημα της εκπαίδευσης είναι αναγκαίο να μελετήσουμε και την απόδοσή τους στο σετ εκπαίδευσης ώστε να σιγουρευτούμε ότι πράγματι η εκπαίδευση έχει προχωρήσει σωστά και δεν διακόπηκε πρόωρα. Προκύπτει λοιπόν ο παρακάτω πίνακας για τα σφάλματα στα δεδομένα εκπαίδευσης (Πίνακας 4.2):

	MLP 6
	 
	SCG
	SCG
	RP
	RP
	BR
	BR

	TestSetNo
	ValidationSetNo
	logsig
	tansig
	logsig
	tansig
	logsig
	tansig

	1
	1
	
	
	
	
	
	

	2
	1
	233
	130
	59
	176
	27
	19

	3
	1
	256
	103
	61
	173
	20
	24

	4
	1
	301
	130
	56
	64
	9
	17

	5
	1
	34
	272
	55
	99
	15
	35

	6
	1
	141
	93
	85
	99
	21
	36

	7
	1
	104
	290
	48
	142
	16
	20

	8
	1
	120
	103
	96
	112
	15
	29

	9
	1
	176
	79
	63
	123
	19
	12

	10
	1
	78
	108
	33
	152
	14
	21

	1
	2
	164
	122
	78
	200
	22
	18

	2
	2
	
	
	
	
	
	

	3
	2
	171
	61
	41
	131
	27
	27

	4
	2
	287
	88
	80
	96
	13
	20

	5
	2
	286
	118
	44
	68
	26
	17

	6
	2
	91
	69
	46
	117
	40
	31

	7
	2
	95
	121
	69
	78
	13
	19

	8
	2
	85
	56
	80
	88
	77
	20

	9
	2
	270
	50
	53
	117
	31
	21

	10
	2
	172
	57
	81
	195
	12
	21

	1
	3
	95
	53
	60
	108
	11
	22

	2
	3
	92
	114
	41
	76
	34
	23

	3
	3
	
	
	
	
	
	

	4
	3
	120
	117
	95
	112
	15
	17

	5
	3
	88
	176
	41
	80
	84
	18

	6
	3
	99
	279
	53
	85
	8
	22

	7
	3
	109
	681
	50
	120
	19
	27

	8
	3
	70
	82
	51
	83
	21
	24

	9
	3
	22
	58
	76
	119
	469
	22

	10
	3
	177
	55
	53
	158
	88
	18

	1
	4
	175
	176
	84
	221
	18
	17

	2
	4
	280
	610
	69
	79
	19
	21

	3
	4
	178
	130
	49
	189
	15
	31

	4
	4
	
	
	
	
	
	

	5
	4
	289
	121
	70
	199
	9
	24

	6
	4
	20
	193
	50
	181
	16
	13

	7
	4
	193
	124
	44
	179
	11
	18

	8
	4
	53
	190
	63
	201
	16
	19

	9
	4
	35
	68
	50
	148
	17
	22

	10
	4
	194
	181
	95
	145
	17
	20

	1
	5
	181
	317
	37
	81
	16
	15

	2
	5
	50
	56
	53
	133
	12
	18

	3
	5
	31
	185
	42
	88
	24
	23

	4
	5
	290
	187
	84
	105
	13
	41

	5
	5
	
	
	
	
	
	

	6
	5
	166
	117
	46
	87
	10
	14

	7
	5
	173
	310
	67
	129
	13
	17

	8
	5
	102
	106
	63
	132
	14
	25

	9
	5
	304
	185
	53
	85
	127
	23

	10
	5
	107
	470
	59
	198
	19
	17

	1
	6
	100
	166
	69
	76
	21
	18

	2
	6
	183
	194
	47
	120
	27
	26

	3
	6
	681
	171
	59
	137
	14
	25

	4
	6
	116
	66
	152
	90
	22
	16

	5
	6
	173
	187
	43
	77
	5
	13

	6
	6
	
	
	
	
	
	

	7
	6
	289
	185
	47
	75
	37
	32

	8
	6
	37
	470
	75
	99
	20
	23

	9
	6
	138
	111
	76
	83
	18
	25

	10
	6
	181
	33
	55
	113
	11
	16

	1
	7
	471
	79
	93
	124
	18
	22

	2
	7
	69
	292
	62
	124
	17
	18

	3
	7
	96
	109
	39
	100
	20
	25

	4
	7
	175
	182
	70
	93
	19
	33

	5
	7
	470
	470
	62
	108
	13
	21

	6
	7
	34
	59
	48
	155
	16
	30

	7
	7
	
	
	
	
	
	

	8
	7
	379
	154
	71
	139
	18
	26

	9
	7
	100
	122
	43
	117
	19
	24

	10
	7
	98
	67
	43
	99
	17
	27

	1
	8
	182
	44
	40
	130
	17
	18

	2
	8
	149
	115
	87
	98
	24
	26

	3
	8
	106
	39
	60
	72
	22
	21

	4
	8
	38
	146
	52
	67
	13
	18

	5
	8
	39
	301
	37
	182
	8
	20

	6
	8
	269
	107
	40
	82
	14
	22

	7
	8
	182
	117
	64
	80
	9
	20

	8
	8
	
	
	
	
	
	

	9
	8
	176
	64
	64
	82
	18
	15

	10
	8
	512
	101
	53
	178
	12
	21

	1
	9
	33
	122
	47
	69
	27
	18

	2
	9
	99
	67
	46
	97
	16
	19

	3
	9
	49
	127
	86
	92
	17
	31

	4
	9
	206
	197
	87
	132
	11
	21

	5
	9
	115
	28
	83
	129
	28
	17

	6
	9
	30
	39
	58
	207
	22
	14

	7
	9
	291
	37
	55
	137
	23
	33

	8
	9
	59
	183
	66
	143
	13
	20

	9
	9
	
	
	
	
	
	

	10
	9
	163
	177
	47
	81
	22
	15

	1
	10
	114
	75
	39
	98
	17
	24

	2
	10
	103
	175
	87
	93
	15
	19

	3
	10
	169
	112
	65
	121
	9
	17

	4
	10
	24
	182
	58
	67
	14
	13

	5
	10
	297
	148
	60
	194
	1
	13

	6
	10
	432
	44
	62
	103
	32
	17

	7
	10
	96
	110
	53
	123
	10
	17

	8
	10
	317
	195
	46
	85
	9
	14

	9
	10
	67
	109
	68
	92
	2
	13

	10
	10
	
	
	
	
	
	

	 
	MIN
	24
	28
	33
	64
	1
	12

	 
	MAX
	681
	681
	152
	221
	469
	41

	 
	AVG
	165,1556
	151,8778
	61
	119,0444
	25,6556
	21,2667

	
	
	
	
	
	
	
	

	
	ΑΚΡΙΒΕΙΑ
	0,793813
	0,81039
	0,923845
	0,85138
	0,967970537
	0,97344981


Πίνακας 4.2

Σφάλματα στα σετ εκπαίδευσης για όλους του συνδυασμούς των σετ εκπαίδευσης και επαλήθευσης.

Από τον πίνακα αυτό φαίνεται ότι πράγματι τα μοντέλα που επιλέχτηκαν με βάση την απόδοση στα σετ δοκιμής είναι κατά κανόνα τα καλύτερα και για τα σετ εκπαίδευσης. Όσον αφορά τώρα τους χρόνους εκπαίδευσης για ένα ενδεικτικό παράδειγμα όπου η εκπαίδευση δεν σταματάει πολύ σύντομα η μέθοδος trainSCG απαιτεί χρόνο 18,1 sec, trainBR απαιτεί χρόνο 443,1 sec και η trainRP απαιτεί χρόνο 8,4 sec.

Πέρα από αυτό τον χωρισμό των κειμένων σε σύνολα, για να δώσουμε άλλο ένα μέτρο της απόδοσης των δύο «καλύτερων» , με βάσει τα προηγούμενα πειράματα, δικτύων κάναμε έναν διαφορετικό διαχωρισμό: Από το σύνολο των 1005 κειμένων επιλέξαμε ένα κείμενο και στη συνέχεια κυκλικά (ανά 50, όσα δηλαδή είχαν το ίδιο υπόλοιπο (modulo) με το 50) επιλέξαμε τα υπόλοιπα για επαλήθευση. Η επανάληψη έγινε και για τα 1005 και η απόδοση που προέκυψε είναι: 

Για το δίκτυο με συνάρτηση ενεργοποίησης την λογιστική σιγμοειδή που εκπαιδεύτηκε με την μέθοδο trainRP προέκυψαν 178 κείμενα λάθος από τα 1005 δηλαδή είχαμε 82,3% ακρίβεια κατηγοριοποίησης ενώ για το άλλο δίκτυο με συνάρτηση ενεργοποίησης την υπερβολική εφαπτομένη και εκπαιδεύτηκε με την trainBR είχαμε 111 λάθη από τα 1005 δηλαδή ακρίβεια κατηγοριοποίησης 88,96%. Ο διαχωρισμός αυτός έγινε γιατί εξαιτίας της χρήσης ενός σετ για επαλήθευση μειώνονται τα δεδομένα εκπαίδευσης ακόμα περισσότερο.

ΚΕΦΑΛΑΙΟ 5: ΜΟΝΤΕΛΟ ΔΙΚΤΥΟΥ

ΑΚΤΙΝΙΚΩΝ ΣΥΝΑΡΤΗΣΕΩΝ ΒΑΣΗΣ (RBF)

5.1
Αρχιτεκτονική και λειτουργία δικτύων ακτινικών 

συναρτήσεων βάσης (RBF)

Τα δίκτυα ακτινικών συναρτήσεων βάσης (Radial Basis Function Networks - RBF) αποτελούνται αυστηρά από τρία επίπεδα όπως φαίνεται στο σχήμα 5.1 (παράγραφοι 5.7 - 5.8 του [10], κεφάλαιο 5 του [8]):

· Από το επίπεδο εισόδου όπου και εφαρμόζονται οι είσοδοι στο σύστημα. 

· Στη συνέχεια ακολουθεί ένα ενδιάμεσο κρυμμένο επίπεδο. 

· Και τέλος έχουμε το επίπεδο εξόδου. 

Το RBF διαφοροποιείται από το MLP στο γεγονός ότι στο κρυμμένο επίπεδο χρησιμοποιεί ακτινικές συναρτήσεις ενεργοποίησης.
[image: image87.png];
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σχήμα 5.1

Αρχιτεκτονική δικτύου RBF
Όλοι οι νευρώνες του επιπέδου εισόδου συνδέονται απαραίτητα με κάθε νευρώνα του κρυμμένου επιπέδου και αποτελούν τις εισόδους στις ακτινικές συναρτήσεις βάσης. Οι συνδέσεις αυτές, μεταξύ επιπέδου εισόδου και κρυμμένου επιπέδου,  έχουν σταθερά βάρη ίσα με τη μονάδα w1ij=1. Έπειτα οι νευρώνες του κρυμμένου επιπέδου συνδέονται με το επίπεδο εξόδου με μεταβλητά βάρη w2ij. Στους κόμβους του επιπέδου εξόδου μερικές φορές χρησιμοποιούνται συναρτήσεις ενεργοποίησης όμοιες με αυτές των πολυστρωματικών δικτύων MLP, πιο συχνά όμως συνηθίζεται να χρησιμοποιούνται απλές γραμμικές συνάρτησεις.

Οι νευρώνες του κρυμμένου επιπέδου χρησιμοποιούν ακτινικές συναρτήσεις ενεργοποίησης, δηλαδή συναρτήσεις των οποίων οι τιμές  εξαρτώνται από την απόσταση του διανύσματος εισόδου από κάποια κέντρα. Πιο συγκεκριμένα, οι ακτινικές συναρτήσεις είναι της μορφής  
[image: image88.wmf](
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. Τέτοιες συναρτήσεις είναι οι :

1. Η συνάρτηση Gauss, που είναι και η πιο συνηθισμένη ακτινική συνάρτηση και έχει τύπο: 
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και μορφή που για μια διάσταση με c=0 και 
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 φαίνεται στο σχήμα 5.2: 
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σχήμα 5.2

Μορφή συνάρτησης Gauss για c=0 και 
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2. 
Η λογιστική συνάρτηση, που έχει τύπο:
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 (5.2)

και μορφή που φαίνεται στο σχήμα 5.3, για μια διάσταση με c=0 και 
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σχήμα 5.3

Μορφή  λογιστικής συνάρτησης για c=0 και 
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3. Τέλος είναι, δυνατόν να χρησιμοποιηθεί οποιαδήποτε συνάρτηση 

έχει χαρακτηριστικά αντίστοιχα με τις παραπάνω συναρτήσεις, δηλαδή να αποκτά μέγιστη τιμή σε ένα μόνο σημείο, το κέντρο της και η τιμή της να μειώνεται σταδιακά καθώς απομακρυνόμαστε από αυτό ανεξαρτήτως κατεύθυνσης. Με άλλα λόγια, μια τέτοια συνάρτηση είναι συμμετρική γύρω από το κέντρο της.  Εξάλλου η επιλογή της συνάρτησης ενεργοποίησης δεν επηρεάζει σημαντικά την εκπαίδευση και τη συμπεριφορά του δικτύου RBF (παράγραφος 5.7 του [10]).
Η έξοδος του δικτύου RBF μπορεί να υπολογιστεί ως ένας γραμμικός συνδυασμός των εξόδων των νευρώνων του κρυμμένου επιπέδου που χρησιμοποιούν ακτινικές συναρτήσεις βάσης. Πιο αναλυτικά, αν συμβολίσουμε με si την i έξοδο του δικτύου, τότε η τιμή της εξόδου είναι: 
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όπου wji το βάρος που συνδέει τον j νευρώνα του κρυμμένου επιπέδου με τον i νευρώνα εξόδου, Φj η ακτινική συνάρτηση του  j νευρώνα του κρυμμένου επιπέδου, cj το κέντρο αυτής και m ο αριθμός των νευρώνων του κρυμμένου επιπέδου. Επειδή έχουμε μεταβλητά βάρη μόνο σε ένα επίπεδο (μεταξύ κρυμμένου επιπέδου και εξόδου), δεν χρειάζεται επιπλέον δείκτης για τα βάρη που να δηλώνει το επίπεδο των βαρών αυτών. Γενικά χρησιμοποιούμε ίδιο τύπο ακτινικής συνάρτησης για όλους  τους νευρώνες του δικτύου RBF, ενώ  αλλάζει μόνο το κέντρο και η ακτίνα της ακτινικής συνάρτησης ενεργοποίησης. 

5.2
Εκπαίδευση δικτύων ακτινικών συναρτήσεων βάσης (RBF)

Μία πολύ σημαντική ικανότητα των δικτύων RBF, όπως και στην περίπτωση των δικτύων MLP είναι η δυνατότητα που έχουν να «μαθαίνουν», δηλαδή να προσαρμόζουν τις διάφορες παραμέτρους τους, ώστε να παράγουν εξόδους οι οποίες να βρίσκονται πιο κοντά στις «επιθυμητές». Στην περίπτωση των δικτύων RBF, η εκπαίδευσή γίνεται με χρήση τεχνικής επιβλεπόμενης μάθησης (supervised learning). Σκοπός της διαδικασίας μάθησης είναι και εδώ η όσο το δυνατόν καλύτερη προσέγγιση των εξόδων του δικτύου στις επιθυμητές εξόδους των προτύπων, που παρουσιάζονται στο δίκτυο κατά τη φάση της εκπαίδευσης.

Η ιδιομορφία που παρουσιάζουν τα δίκτυα ακτινικών συναρτήσεων βάσης σε σχέση με τα πολυστρωματικά δίκτυα είναι ότι αποτελούνται από διαφορετικά είδη νευρώνων. Εξαιτίας της ιδιομορφίας τους αυτής, αν και τα δίκτυα αυτού του τύπου είναι δυνατόν να εκπαιδευτούν με αλγόριθμο ανάστροφης διάδοσης ωστόσο κάτι τέτοιο δεν είναι αποτελεσματικό. Αυτό οφείλεται στο γεγονός ότι οι παράμετροι είναι ανομοιογενείς και επηρεάζουν με διαφορετικό τρόπο η καθεμιά τη λειτουργία του δικτύου (παράγραφοι 5.7 - 5.8 του [10]). Πιο συγκεκριμένα τα δίκτυα ακτινικών συναρτήσεων βάσης έχουν τις εξής παραμέτρους, που πρέπει να υπολογιστούν:

· Τα κέντρα των ακτινικών συναρτήσεων βάσης, τα οποία είναι διανύσματα με διάσταση ίση με τον αριθμό εισόδων του δικτύου.

· Οι ακτίνες των ακτινικών συναρτήσεων βάσης, που είναι καθαροί αριθμοί

· Τα βάρη του γραμμικού στρώματος εξόδου

Με βάση τα παραπάνω για ένα δίκτυο RBF που έχει R εισόδους, Η νευρώνες στο κρυμμένο επίπεδο και M εξόδους πρέπει να υπολογιστούν RxH παράμετροι για τα κέντρα, H για τις ακτίνες και (H+1)xM βάρη και κατώφλια.

Κατά τον προσδιορισμό αυτών των παραμέτρων του νευρωνικού δικτύου ακτινικών συναρτήσεων βάσης,  ώστε να μειωθεί το σφάλμα στο σύνολο των δεδομένων εκπαίδευσης, διακρίνονται δύο φάσεις (παράγραφοι 5.7 - 5.8 του [10], κεφάλαιο 5 του [8]):

1. Αρχικά το δίκτυο δεν έχει κανένα νευρώνα στο κρυμμένο επίπεδο. Καθώς η φάση εκπαίδευσης προχωράει, προσθέτουμε σε κάθε επανάληψη έναν κρυμμένο νευρώνα με κέντρο εκείνο το παράδειγμα των δεδομένων εκπαίδευσης που δίνει το μεγαλύτερο σφάλμα. Η ακτίνα των νευρώνων του κρυφού επιπέδου έχει προεπιλεγεί και είναι ίδια για όλους τους νευρώνες του κρυμμένου επιπέδου.

2. Στη συνέχεια με δεδομένο ότι ξέρουμε τις επιθυμητές εξόδους, προσαρμόζουμε εύκολα τα βάρη του επιπέδου εξόδου, ελαχιστοποιώντας το μέσο τετραγωνικό σφάλμα. Πιο αναλυτικά: Ας ονομάσουμε y (διάσταση 1xΜ) το διάνυσμα των εξόδων του δικτύου για όλα τα δεδομένα και S το διάνυσμα των εξόδων του κρυφού επιπέδου (διάσταση 1xΗ). Στον πίνακα  W  των βαρών  μπορούμε να προσθέσουμε και τα κατώφλια αν θεωρήσουμε ότι είναι και αυτά βάρη δεχόμενα είσοδο πάντα ίση με ένα, οπότε ο πίνακας των βαρών έχει διάσταση (H+1)xM. Επίσης και το διάνυσμα S θα έχει διάσταση 1x(H+1), αν στο τέλος του προσθέσουμε τη μονάδα (σαν είσοδο για τα κατώφλια). Με βάση τα παραπάνω ισχύει: 
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Εμείς θέλουμε να ελαχιστοποιήσουμε το μέσο τετραγωνικό σφάλμα που σε μορφή πινάκων είναι:
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όπου d οι επιθυμητές έξοδοι για το δίκτυο. Ζητώντας να ισχύει:
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η οποία τελικά καταλήγει στη λύση του συστήματος :
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 (5.7).

Μετά τον προσδιορισμό των βαρών από τον παραπάνω τύπο υπολογίζουμε το μέσο τετραγωνικό σφάλμα και επανερχόμαστε στο πρώτο βήμα, μέχρι είτε να φτάσουμε στο μέγιστο αποδεκτό αριθμό νευρώνων είτε να μειωθεί το σφάλμα κάτω από το επιθυμητό όριο. Τέλος, ένα χαρακτηριστικό του αλγορίθμου εκπαίδευσης  είναι ότι τα κέντρα των ακτινικών συναρτήσεων βάσης δεν αλλάζουν, αλλά παραμένουν όπως υπολογίστηκαν αρχικά, ενώ τα βάρη υπολογίζονται με μονοσήμαντο τρόπο ο οποίος δεν είναι επαναληπτικός.

Πρέπει εδώ να αναφέρουμε ότι υπάρχουν και άλλοι αλγόριθμοι κυρίως για την εκπαίδευση του κρυφού επιπέδου. Για παράδειγμα σε κάποιους αλγόριθμους η εύρεση των κέντρων γίνεται με κάποιον αλγόριθμο ομαδοποίησης (π.χ. με τη μέθοδο k-means σελίδες 126 – 129 του [9]) ενώ θα μπορούσαν και οι ακτίνες να υπολογίζονται και να μην είναι εξαρχής σταθερές, όπως συμβαίνει στην περίπτωσή μας. Ωστόσο, αφού έχουμε μεγάλο αριθμό δεδομένων για εκπαίδευση και αρκετά μεγάλη διάσταση για τα διανύσματα εκπαίδευσης η χρήση κάποιου αλγορίθμου ομαδοποίησης θα έκανε την εκπαίδευση πολύ πιο αργή. Εξάλλου στην περίπτωσή μας το ζητούμενο δεν είναι η χρήση ενός περίπλοκου αλγόριθμου ομαδοποίησης μιας και κάτι τέτοιο είναι αρκετά διαφορετικό από τη λογική και τη λειτουργία των νευρωνικών δικτύων.

5.3
Εφαρμογή – επιλογή παραμέτρων μοντέλου

Εφαρμόζοντας τα παραπάνω για τη λύση του προβλήματος της κατηγοριοποίησης των κειμένων της βουλής με βάση τον ομιλητή έχουμε δημιουργήσει ένα νευρωνικό δίκτυο τύπου RBF με την εξής μορφή:

Ως είσοδο στο μοντέλο χρησιμοποιείται το διάνυσμα με τις 85 τιμές των χαρακτηριστικών. Οι μεταβλητές αυτές κανονικοποιούνται ως προς το εύρος τους, ώστε οι τιμές τους να είναι μέσα στο διάστημα [0 1]. Το σύστημα αποτελείται από 5 εξόδους, μία για κάθε ομιλητή, των οποίων οι τιμές κυμαίνονται στο διάστημα [0 1]. Κάθε είσοδος είναι επιθυμητό να ενεργοποιεί μία μόνο από τις 5 εξόδους (δηλαδή μία έξοδος να γίνεται 1 και όλες οι άλλες να είναι 0) οπότε και το κείμενο αποδίδεται στον ομιλητή που αντιστοιχεί στην ενεργοποιημένη έξοδο. Σε περίπτωση που περισσότερες από μία εξόδους είναι ενεργοποιημένες (έχουν δηλαδή μη μηδενική τιμή), κάτι που συμβαίνει αρκετά συχνά, εφαρμόζουμε το κριτήριο της επιλογής της μέγιστης εξόδου για να αποφασίσουμε σχετικά με τον ομιλητή στον οποίο αντιστοιχίζεται ένα κείμενο.

Για καλύτερα αποτελέσματα στην κατηγοριοποίηση των κειμένων, πρέπει να καθοριστούν οι εξής βασικές παράμετροι για το μοντέλο RBF:

Α) Ο αριθμός νευρώνων που έχουν ακτινικές συναρτήσεις βάσης και βρίσκονται στο κρυμμένο επίπεδο. Κατά την εκπαίδευση ενός δικτύου RBF, είναι εξαιρετικά δύσκολο να καταστραφεί η ικανότητα γενίκευσης, αν και δεν είναι εντελώς απίθανο εφόσον χρησιμοποιηθούν υπερβολικά πολλοί νευρώνες στο κρυμμένο επίπεδο. Για το λόγο αυτό, αν και δεν χρησιμοποιείται τμήμα των δεδομένων για επαλήθευση της ακρίβεια του δικτύου κατά τη διάρκεια της εκπαίδευσης, είναι σημαντικό να εκτιμήσουμε την απόδοση του δικτύου για διάφορα μεγέθη πάνω σε ένα σετ δοκιμής (test set). Γενικά, αναζητούμε ένα όσο γίνεται πιο απλό μοντέλο δικτύου που να μας παρέχει όμως επαρκή ακρίβεια τόσο στο σετ εκπαίδευσης όσο και στο σετ δοκιμής. Σημειωνεται ότι ως απόρροια της μεθόδου εκπαίδευσης των δικτύων RBF, είναι δυνατόν να μελετήσουμε πως μεταβάλλεται η απόδοση του δικτύου, καθώς προστίθενται νευρώνες στο κρυφό επίπεδο.

Β) Το μέγεθος της ακτίνας των συναρτήσεων ενεργοποίησης. Στη συγκεκριμένη μέθοδο που χρησιμοποιήσαμε αυτή η παράμετρος είναι κοινή για όλους τους νευρώνες. Η παράμετρος αυτή πρέπει να βρίσκεται σε αρμονία με την τάξη μεγέθους των αποστάσεων των δεδομένων εκπαίδευσης.

5.4
Αποτελέσματα

Για τον προσδιορισμό των παραπάνω παραμέτρων πραγματοποιήθηκαν μια σειρά πειραμάτων με δίκτυα τύπου RBF διαφορετικού μεγέθους και με διαφορετικές ακτίνες. Για τα πειράματα χρησιμοποιήθηκε το πακέτο «Neural Networks Toolbox» του Matlab 6.5. Πιο αναλυτικά δημιουργήσαμε δίκτυα τύπου RBF με μεγέθη από 25 έως 150 νευρώνες στο κρυφό επίπεδο και με ακτίνες από 0,5 έως 10 με βήμα 0,5 (για τις ακτινικές συναρτήσεις). Για τις δύο αυτές μεταβλητές δοκιμάστηκαν όλοι οι δυνατοί συνδυασμοί. Εδώ πρέπει να πούμε ότι είναι σημαντικό, προτού επιλέξουμε το εύρος των τιμών για τις ακτίνες, να έχουμε μία άποψη για το που κυμαίνονται οι αποστάσεις των διανυσμάτων των 85 μεταβλητών των δεδομένων. Πιο απλά, αρκεί να γνωρίζουμε τη μέγιστη και την ελάχιστη απόσταση των δεδομένων εισόδου μεταξύ τους, οι οποίες για τα δεδομένα μας είναι 3,3821 και 0,3446 αντίστοιχα. Στη συνέχεια χωρίσαμε τα δεδομένα με κυκλικό τρόπο (όμοια με τα πειράματα που περιγράφηκαν στο κεφαλαίο 4) σε 10 μέρη από τα οποία το ένα μέρος χρησιμοποιήθηκε  για δοκιμή (test set) και τα υπόλοιπα εννέα για εκπαίδευση (training set). Δηλαδή, για κάθε δίκτυο που παράχθηκε με την παραπάνω διαδικασία (συνδυασμός ακτίνας και πλήθους νευρώνων στο κρυμμένο επίπεδο) εκτιμήθηκε η απόδοσή του για 10 συνδυασμούς δεδομένων εκπαίδευσης και δοκιμής. Για κάθε δίκτυο RBF υπολογίσαμε το μέγιστο, το μέσο και τον ελάχιστο αριθμό σφαλμάτων για τις 10 επαναλήψεις, τόσο στο σύνολο εκπαίδευσης όσο και στο σύνολο δοκιμής. Αυτό έγινε με σκοπό να εκτιμήσουμε και τη διακύμανση της απόδοσης που τυχόν παρουσίαζε κάποιο μοντέλο ως προς τα δεδομένα που του παρουσιάζονται κάθε φορά για εκπαίδευση. Γενικά είναι επιθυμητό η μέση τιμή των σφαλμάτων να μην έχει πολύ μεγάλη απόκλιση από το μέγιστο αριθμό σφαλμάτων ώστε να μπορεί να θεωρηθεί ότι όλα τα αποτελέσματα είναι αξιόπιστα.

Τα αποτελέσματα για το μέγιστο, ελάχιστο και μέσο ποσοστό σφάλματος για κάθε δίκτυο στα διάφορα (10) σετ εκπαίδευσης, που του παρουσιάζονται, παρατίθενται στη συνέχεια (Πίνακας 5.1):

	TRAINSET
	radius/size
	150
	125
	100
	75
	50
	25

	min
	0,5
	0,144
	0,165
	0,185
	0,209
	0,236
	0,259

	max
	0,5
	0,155
	0,18
	0,203
	0,234
	0,255
	0,284

	avg
	0,5
	0,1509
	0,1717
	0,1926
	0,2192
	0,2437
	0,2695

	min
	1
	0,018
	0,023
	0,031
	0,049
	0,064
	0,096

	max
	1
	0,027
	0,031
	0,044
	0,063
	0,081
	0,114

	avg
	1
	0,0221
	0,0271
	0,0383
	0,0531
	0,0711
	0,1068

	min
	1,5
	0,014
	0,018
	0,029
	0,04
	0,059
	0,093

	max
	1,5
	0,02
	0,028
	0,039
	0,055
	0,074
	0,106

	avg
	1,5
	0,0173
	0,0234
	0,0338
	0,0486
	0,0646
	0,1005

	min
	2
	0,014
	0,02
	0,028
	0,037
	0,059
	0,087

	max
	2
	0,026
	0,032
	0,042
	0,055
	0,075
	0,108

	avg
	2
	0,0199
	0,0268
	0,0349
	0,0464
	0,0628
	0,0983

	min
	2,5
	0,017
	0,023
	0,033
	0,045
	0,062
	0,089

	max
	2,5
	0,023
	0,031
	0,041
	0,054
	0,075
	0,116

	avg
	2,5
	0,0198
	0,0282
	0,0381
	0,0501
	0,068
	0,1

	min
	3
	0,018
	0,024
	0,028
	0,042
	0,061
	0,088

	max
	3
	0,026
	0,035
	0,042
	0,061
	0,08
	0,117

	avg
	3
	0,0218
	0,0294
	0,0386
	0,0518
	0,0695
	0,1026

	min
	3,5
	0,017
	0,023
	0,032
	0,049
	0,066
	0,094

	max
	3,5
	0,027
	0,033
	0,045
	0,057
	0,077
	0,11

	avg
	3,5
	0,0226
	0,0293
	0,0388
	0,0543
	0,0719
	0,1028

	min
	4
	0,017
	0,023
	0,036
	0,05
	0,068
	0,093

	max
	4
	0,025
	0,039
	0,048
	0,062
	0,078
	0,119

	avg
	4
	0,0221
	0,0307
	0,0417
	0,0558
	0,0727
	0,1042

	min
	4,5
	0,016
	0,027
	0,038
	0,048
	0,069
	0,093

	max
	4,5
	0,029
	0,039
	0,05
	0,062
	0,078
	0,117

	avg
	4,5
	0,0215
	0,0322
	0,0427
	0,0555
	0,0741
	0,1038

	min
	5
	0,017
	0,023
	0,04
	0,049
	0,068
	0,097

	max
	5
	0,03
	0,036
	0,056
	0,063
	0,08
	0,117

	avg
	5
	0,0236
	0,0304
	0,0442
	0,057
	0,0742
	0,1076

	min
	5,5
	0,018
	0,026
	0,039
	0,051
	0,072
	0,097

	max
	5,5
	0,027
	0,039
	0,051
	0,064
	0,084
	0,129

	avg
	5,5
	0,0229
	0,0321
	0,0445
	0,0589
	0,0766
	0,1111

	min
	6
	0,013
	0,027
	0,039
	0,053
	0,07
	0,097

	max
	6
	0,031
	0,039
	0,052
	0,064
	0,083
	0,123

	avg
	6
	0,0237
	0,0332
	0,0465
	0,0597
	0,0764
	0,1108

	min
	6,5
	0,014
	0,023
	0,038
	0,049
	0,068
	0,097

	max
	6,5
	0,034
	0,039
	0,053
	0,066
	0,082
	0,118

	avg
	6,5
	0,0235
	0,0318
	0,0445
	0,0605
	0,0756
	0,1092

	min
	7
	0,019
	0,03
	0,039
	0,053
	0,07
	0,097

	max
	7
	0,025
	0,037
	0,052
	0,066
	0,082
	0,118

	avg
	7
	0,0226
	0,0325
	0,045
	0,0605
	0,0751
	0,1102

	min
	7,5
	0,016
	0,027
	0,04
	0,053
	0,071
	0,094

	max
	7,5
	0,029
	0,036
	0,05
	0,065
	0,082
	0,118

	avg
	7,5
	0,0228
	0,0312
	0,0442
	0,0605
	0,0763
	0,1073

	min
	8
	0,015
	0,025
	0,043
	0,058
	0,07
	0,094

	max
	8
	0,03
	0,041
	0,052
	0,065
	0,082
	0,119

	avg
	8
	0,0231
	0,0336
	0,0461
	0,0619
	0,076
	0,1066

	min
	8,5
	0,019
	0,027
	0,039
	0,056
	0,068
	0,094

	max
	8,5
	0,033
	0,038
	0,055
	0,067
	0,081
	0,119

	avg
	8,5
	0,0248
	0,0323
	0,0451
	0,061
	0,0756
	0,107

	min
	9
	0,018
	0,028
	0,036
	0,054
	0,07
	0,094

	max
	9
	0,028
	0,039
	0,053
	0,071
	0,081
	0,117

	avg
	9
	0,0232
	0,0337
	0,0461
	0,0608
	0,0758
	0,107

	min
	9,5
	0,018
	0,022
	0,039
	0,054
	0,07
	0,094

	max
	9,5
	0,028
	0,039
	0,051
	0,066
	0,079
	0,117

	avg
	9,5
	0,0239
	0,0324
	0,0462
	0,0616
	0,0755
	0,107

	min
	10
	0,018
	0,029
	0,041
	0,061
	0,071
	0,094

	max
	10
	0,029
	0,036
	0,051
	0,069
	0,081
	0,117

	avg
	10
	0,0247
	0,0333
	0,0449
	0,064
	0,0762
	0,107


Πίνακας 5.1

Ποσοστό σφάλματος στο σετ εκπαίδευσης για διάφορα μεγέθη δικτύων και ακτίνων.

Τα αποτελέσματα για το μέγιστο, ελάχιστο και μέσο ποσοστό σφαλμάτων (εύρος [0 1]) για κάθε δίκτυο στα δέκα διαφορετικά σετ δοκιμής, που του παρουσιάζονται, παρατίθενται στη συνέχεια (Πίνακας 5.2):

	TESTSET
	radius/size
	150
	125
	100
	75
	50
	25

	min
	0,5
	0,25
	0,25
	0,23
	0,24
	0,25
	0,25

	max
	0,5
	0,38
	0,38
	0,39
	0,39
	0,41
	0,41

	avg
	0,5
	0,314
	0,305
	0,305
	0,315
	0,318
	0,324

	min
	1
	0,08
	0,09
	0,06
	0,08
	0,08
	0,12

	max
	1
	0,16
	0,16
	0,15
	0,16
	0,18
	0,2

	avg
	1
	0,114
	0,117
	0,11
	0,114
	0,127
	0,165

	min
	1,5
	0,06
	0,06
	0,06
	0,06
	0,06
	0,11

	max
	1,5
	0,13
	0,15
	0,15
	0,17
	0,16
	0,2

	avg
	1,5
	0,093
	0,089
	0,101
	0,102
	0,113
	0,142

	min
	2
	0,05
	0,04
	0,06
	0,06
	0,07
	0,1

	max
	2
	0,11
	0,13
	0,15
	0,14
	0,15
	0,19

	avg
	2
	0,084
	0,095
	0,093
	0,099
	0,112
	0,14

	min
	2,5
	0,05
	0,05
	0,06
	0,06
	0,07
	0,12

	max
	2,5
	0,14
	0,14
	0,16
	0,14
	0,15
	0,17

	avg
	2,5
	0,097
	0,093
	0,095
	0,103
	0,108
	0,145

	min
	3
	0,04
	0,05
	0,05
	0,07
	0,08
	0,09

	max
	3
	0,14
	0,16
	0,16
	0,17
	0,15
	0,19

	avg
	3
	0,089
	0,089
	0,09
	0,101
	0,121
	0,142

	min
	3,5
	0,07
	0,07
	0,05
	0,07
	0,07
	0,09

	max
	3,5
	0,15
	0,14
	0,16
	0,15
	0,16
	0,21

	avg
	3,5
	0,097
	0,094
	0,096
	0,1
	0,119
	0,142

	min
	4
	0,06
	0,06
	0,05
	0,07
	0,07
	0,11

	max
	4
	0,16
	0,14
	0,13
	0,14
	0,15
	0,18

	avg
	4
	0,098
	0,097
	0,098
	0,102
	0,111
	0,157

	min
	4,5
	0,07
	0,05
	0,07
	0,06
	0,07
	0,09

	max
	4,5
	0,17
	0,15
	0,13
	0,14
	0,15
	0,16

	avg
	4,5
	0,1
	0,096
	0,093
	0,105
	0,116
	0,145

	min
	5
	0,06
	0,08
	0,05
	0,07
	0,09
	0,09

	max
	5
	0,14
	0,15
	0,14
	0,15
	0,16
	0,18

	avg
	5
	0,097
	0,104
	0,098
	0,108
	0,121
	0,145

	min
	5,5
	0,07
	0,06
	0,04
	0,08
	0,07
	0,11

	max
	5,5
	0,14
	0,15
	0,15
	0,14
	0,18
	0,19

	avg
	5,5
	0,098
	0,1
	0,097
	0,103
	0,123
	0,154

	min
	6
	0,03
	0,07
	0,04
	0,06
	0,08
	0,11

	max
	6
	0,15
	0,15
	0,15
	0,15
	0,16
	0,19

	avg
	6
	0,096
	0,097
	0,097
	0,101
	0,126
	0,148

	min
	6,5
	0,05
	0,05
	0,06
	0,07
	0,07
	0,11

	max
	6,5
	0,15
	0,16
	0,16
	0,16
	0,16
	0,19

	avg
	6,5
	0,098
	0,097
	0,106
	0,112
	0,121
	0,155

	min
	7
	0,06
	0,06
	0,07
	0,07
	0,05
	0,11

	max
	7
	0,16
	0,15
	0,15
	0,16
	0,15
	0,19

	avg
	7
	0,094
	0,095
	0,102
	0,105
	0,119
	0,156

	min
	7,5
	0,05
	0,06
	0,07
	0,08
	0,06
	0,11

	max
	7,5
	0,15
	0,16
	0,17
	0,15
	0,15
	0,19

	avg
	7,5
	0,095
	0,094
	0,1
	0,113
	0,117
	0,155

	min
	8
	0,07
	0,07
	0,07
	0,07
	0,08
	0,11

	max
	8
	0,15
	0,16
	0,15
	0,15
	0,15
	0,19

	avg
	8
	0,095
	0,099
	0,109
	0,107
	0,124
	0,157

	min
	8,5
	0,05
	0,05
	0,05
	0,08
	0,07
	0,11

	max
	8,5
	0,16
	0,15
	0,14
	0,16
	0,16
	0,19

	avg
	8,5
	0,099
	0,095
	0,09
	0,115
	0,125
	0,157

	min
	9
	0,08
	0,07
	0,07
	0,08
	0,07
	0,11

	max
	9
	0,14
	0,14
	0,14
	0,15
	0,15
	0,19

	avg
	9
	0,105
	0,097
	0,102
	0,109
	0,123
	0,157

	min
	9,5
	0,06
	0,08
	0,07
	0,08
	0,08
	0,14

	max
	9,5
	0,15
	0,14
	0,16
	0,15
	0,15
	0,19

	avg
	9,5
	0,096
	0,105
	0,107
	0,108
	0,123
	0,16

	Min
	10
	0,07
	0,07
	0,07
	0,07
	0,07
	0,14

	Max
	10
	0,15
	0,13
	0,14
	0,14
	0,15
	0,19

	Avg
	10
	0,099
	0,098
	0,111
	0,105
	0,123
	0,16


Πίνακας 5.2

Ποσοστό σφάλματος στο σετ δοκιμής για διάφορα μεγέθη δικτύων και ακτίνων.

Πρέπει εδώ να αναφέρουμε ότι με γκρι χρώμα έχουμε σημειώσει την καλύτερη επίδοση (μικρότερο ποσοστό σφάλματος) σε κάθε κατηγορία (μέγιστο, μέσο ή ελάχιστο) για κάθε μέγεθος δικτύου (δηλαδή βρήκαμε ποια ακτίνα μεγιστοποιεί την απόδοση για κάθε μέγεθος δικτύου). Αντίστοιχα με κίτρινο σημειώνεται η χειρότερη επίδοση. Στη συνέχει ακολουθούν τα διαγράμματα επιφανειών που δείχνουν πως μεταβάλλεται το ελάχιστο, το μέγιστο και το μέσο ποσοστό σφάλματος σε σχέση με το μέγεθος και την ακτίνα του δικτύου για το σετ εκπαίδευσης  (σχήμα 5.4, 5.5, 5.6 αντίστοιχα) και δοκιμής (σχήμα 5.7, 5.8, 5.9 αντίστοιχα). 
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σχήμα 5.4

Επιφάνεια ελάχιστου ποσοστού σφάλματος ως προς το μέγεθος και την ακτίνα του δικτύου για τα δεδομένα εκπαίδευσης.
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σχήμα 5.5

Επιφάνεια ελάχιστου ποσοστού σφάλματος ως προς το μέγεθος και την ακτίνα του δικτύου για τα δεδομένα εκπαίδευσης.

[image: image104.png]Jou3 abesany

Size

Radivs




σχήμα 5.6

Επιφάνεια μέσου ποσοστού σφάλματος ως προς το μέγεθος και την ακτίνα του δικτύου για τα δεδομένα εκπαίδευσης.
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σχήμα 5.7

Επιφάνεια ελάχιστου ποσοστού σφάλματος ως προς το μέγεθος και την ακτίνα του δικτύου για τα δεδομένα δοκιμής.
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σχήμα 5.8

Επιφάνεια μέγιστου ποσοστού σφάλματος ως προς το μέγεθος και την ακτίνα του δικτύου για τα δεδομένα δοκιμής.
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σχήμα 5.8

Επιφάνεια μέσου ποσοστού σφάλματος ως προς το μέγεθος και την ακτίνα του δικτύου για τα δεδομένα δοκιμής.

Το  πρώτο συμπέρασμα που εξάγεται είναι ότι όσο μεγαλώνει ο αριθμός των νευρώνων τόσο βελτιώνεται η απόδοση του δικτύου για το σετ δοκιμής και πολύ περισσότερο για το σετ εκπαίδευσης. Συγκεκριμένα, καλύτερο από όλα τα δίκτυα (με βάση το μέσο ποσοστό σφάλματος, κυρίως) είναι, για τα σετ δοκιμής το δίκτυο με ακτίνα 2 και 150 νευρώνες, με ελάχιστο ποσοστό σφάλματος 5%  μέγιστο 11% και μέσο 8,4%, έχει δηλαδή μέση ακρίβεια 91,6%, ενώ για τα σετ εκπαίδευσης το δίκτυο με ακτίνα 1,5 και 150 νευρώνες στο κρυμμένο επίπεδο, με ελάχιστο ποσοστό σφάλματος  1,4%, μέγιστο 2% και μέσο 1,7%, δηλαδή επιτυγχάνει μέση ακρίβεια κατηγοριοποίησης 98,3%. Ωστόσο πολύ κοντά σε αυτά τα μεγέθη βρίσκεται και ένα  πιο απλό μοντέλο, που χρησιμοποιεί 75 νευρώνες και ακτίνα 2 το οποίο έχει τις εξής επιδόσεις: για τα σετ δοκιμής ελάχιστο ποσοστό σφάλματος 6%, μέγιστο 14%  και μέσο 9,9%, δηλαδή επιτυγχάνει μέση ακρίβεια 90,1% (που μόνο στη χειρότερη όλων των περιπτώσεων γίνεται 86%) και για τα σετ εκπαίδευσης ελάχιστο ποσοστό σφάλματος 3,7%, μέγιστο 5,5% και μέσο 4,6% δηλαδή ακρίβεια 95,4%. Το τελευταίο μοντέλο είναι και το προτιμότερο και από πλευράς οικονομίας και αποδοτικότητας, μιας και απαιτεί ακριβώς το μισό αριθμό βημάτων για εκπαίδευση (αφού έχει τους μισούς νευρώνες στο κρυμμένο επίπεδο, 75 έναντι 150). Επίσης και η λειτουργία του είναι πιο γρήγορη, αφού για τον υπολογισμό της εξόδου απαιτείται ο υπολογισμός λιγότερων αποστάσεων από τα κέντρα των ακτινικών συναρτήσεων βάσης. Ενδεικτικά αναφέρουμε ότι για την εκπαίδευση ενός δικτύου RBF με 25 νευρώνες στο κρυμμένο επίπεδο απαιτείται χρόνος 51 sec, με 50 νευρώνες 96 sec, με 75 νευρώνες 161 sec, με 100 νευρώνες 248 sec, με 125 νευρώνες 358 sec και με 150 νευρώνες 493 sec (σχήμα 5.10).

Τέλος, άλλη μια σημαντική παρατήρηση είναι ότι οι χειρότερες επιδόσεις σημειώνονται για πολύ μικρές ακτίνες. Καθώς το μέγεθος της ακτίνας ξεπερνά τις πολύ μικρές αυτές τιμές, οι επιδόσεις κυμαίνονται ομαλά με μικρές διαφοροποιήσεις, κάτι που δείχνει ότι η επιλογή της ακτίνας δεν διαδραματίζει ιδιαίτερα καθοριστικό ρόλο, εφόσον έχει επιλεγεί σε κάποιο αποδεκτό εύρος τιμών.
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σχήμα 5.10

Χρόνος εκπαίδευσης που απαιτείται για διάφορα μεγέθη δίκτυων RBF.

ΚΕΦΑΛΑΙΟ 6: ΜΟΝΤΕΛΟ ΔΙΚΤΥΟΥ

ΑΥΤΟΟΡΓΑΝΟΥΜΕΝΟΥ ΧΑΡΤΗ (SOM)

6.1
Αρχιτεκτονική και λειτουργία δικτύων αυτοοργανούμενου χάρτη (SOM)

Τα δίκτυα αυτοοργανούμενου τύπου (Self Organizing Map – SOM ή Self Organizing Feature Map - SOFM) αποτελούνται από ένα και μόνο επίπεδο (κεφάλαιο 9 του [8]). Εδώ οι είσοδοι  εφαρμόζονται απευθείας στους νευρώνες του μοναδικού επιπέδου χωρίς τη μεσολάβηση κάποιου βάρους. Βάρη βέβαια υπάρχουν και σε αυτό το μοντέλο και μάλιστα κάθε νευρώνας έχει τόσα βάρη όσες είναι οι είσοδοι, δηλαδή με λίγα λόγια όλες οι είσοδοι συνδέονται με κάθε νευρώνα μέσω ενός βάρους (σχήμα 6.1). Τα δίκτυα αυτοοργανούμενου τύπου SOM, διαφέρουν σημαντικά από τα δίκτυα τύπου MLP και RBF ως προς τον τρόπο λειτουργίας τους. Σε αυτά τα δίκτυα ενεργοποιείται μόνο ο νευρώνας του οποίου οι τιμές των βαρών βρίσκονται κοντύτερα στις τιμές της εισόδου με βάση κάποιο κριτήριο. Τέτοια κριτήρια είναι συνήθως διάφορες μετρικές αποστάσεων, όπως η Ευκλείδεια απόσταση και το εσωτερικό γινόμενο. Όταν λοιπόν έχουμε να λύσουμε ένα πρόβλημα κατηγοριοποίησης, κατηγοριοποιούμε το άγνωστο πρότυπο στην κατηγορία που αντιπροσωπεύει ο νικητής νευρώνας, δηλαδή ο νευρώνας του οποίου οι τιμές των βαρών βρίσκονται κοντύτερα στο διάνυσμα της εισόδου. Τέλος είναι δυνατόν να υπάρχουν και αυτοοργανούμενα δίκτυα με περισσότερα επίπεδα τα οποία έχουν πιο περίπλοκη λειτουργία και δεν θα μας απασχολήσουν εδώ [20].
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σχήμα 6.1

Αρχιτεκτονική δικτύου SOM.
6.2
Εκπαίδευση δικτύων αυτοοργανούμενου χάρτη (SOM)

Αυτό που κυρίως διαφοροποιεί τα δίκτυα αυτοοργανούμενου τύπου σε σχέση με τα μοντέλα που παρουσιάστηκαν σε προηγούμενα κεφάλαια είναι ο τρόπος με τον οποίο τα δίκτυα αυτά εκπαιδεύονται και λειτουργούν (κεφάλαιο 9 του [8]). Όταν παρουσιάζονται δεδομένα στην είσοδο, αρχικά εντοπίζεται ο νευρώνας που μοιάζει περισσότερο σε αυτά, όπως αναφέρθηκε και παραπάνω. Στη συνέχεια ανανεώνονται οι τιμές – παράμετροι του νικητή νευρώνα, ώστε να μοιάσουν ακόμη περισσότερο στο πρότυπο εισόδου. Αυτό το είδος της εκπαίδευσης μπορεί να χαρακτηριστεί και ως ανταγωνιστική μάθηση (competitive learning) χωρίς επίβλεψη (unsupervised). Πέρα όμως από το νικητή νευρώνα, στο μοντέλο SOM, ανανεώνονται και οι τιμές των γειτονικών του νευρώνων σε φθίνοντα βαθμό ώστε καθώς απομακρυνόμαστε από το νικητή οι ανανεώσεις να είναι λιγότερο σημαντικές. Υπάρχουν διάφορα είδη γειτονιάς σε ένα τέτοιο δίκτυο. Τα πιο συνηθισμένα είναι το τετραγωνικό (σχήμα 6.2) και το εξαγωνικό πλέγμα (σχήμα 6.3). Και τα δύο αυτά είδη γειτονιάς ορίζουν τον τρόπο με τον οποίο οργανώνεται το πλέγμα και για δεδομένο πλέγμα ορίζονται οι άμεσοι γείτονές του στα σχήματα που ακολουθούν.
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σχήμα 6.2

Γειτονιές δικτύου SOM σε τετραγωνικό πλέγμα.

[image: image111.png]201 yertomol vevpiveg o RS TAEYS,

oo

oowWoo

1ot yertomkol vevpiveG o2 supnkd ThEfL:




σχήμα 6.3

Γειτονιές δικτύου SOM σε εξαγωνικό πλέγμα.

Από τους δύο τρόπους οργάνωσης του πλέγματος είναι προφανές ότι πιο ομοιόμορφος φαίνεται ο εξαγωνικός και αυτό γιατί σε ένα εξαγωνικό πλέγμα οι «γείτονες» ενός νευρώνα απέχουν όλοι ίδια απόσταση από αυτόν (αφού το εξάγωνο θεωρείται κανονικό), ενώ αντίθετα σε τετραγωνική οργάνωση του πλέγματος οι αποστάσεις δεν είναι σταθερές. Λόγου χάρη, στην περίπτωση των άμεσων γειτόνων σε τετραγωνικό πλέγμα οι αποστάσεις κυμαίνονται, με μέγιστη τιμή που είναι 
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 φορές μεγαλύτερη από την ελάχιστη (σχήμα 6.4). Με λίγα λόγια η εξαγωνική γειτονιά δείχνει να απλώνεται πιο ομαλά και ομοιόμορφα στο χώρο. 
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σχήμα 6.4 

Αποστάσεις άμεσων γειτόνων σε τετραγωνικό και εξαγωνικό πλέγμα.

Πρέπει εδώ να τονίσουμε ότι παρά τις αλλαγές που γίνονται στις τιμές των βαρών των νευρώνων, οι θέσεις τους ως προς το πλέγμα και τους γείτονές τους θεωρούνται σταθερές. Πέρα από την ανανέωση των άμεσων γειτόνων ανανεώνονται σε μικρότερο βαθμό και οι υπόλοιποι γείτονες. Αυτό γίνεται συνήθως σύμφωνα με μια ακτινική συνάρτηση της οποίας η τιμή φθίνει καθώς απομακρυνόμαστε από το κέντρο (δηλαδή το νικητή νευρώνα). Επίσης είναι δυνατόν, ανάλογα με τον τύπο της ακτινικής συνάρτησης που χρησιμοποιούμε, καθώς απομακρυνόμαστε από τον νικητή-νευρώνα, από ένα σημείο και μετά οι ανανεώσεις των βαρών να αλλάζουν πρόσημο, με αποτέλεσμα κατά την εκπαίδευση τα βάρη των νευρώνων αυτών να απομακρύνονται από το νικητή νευρώνα.

Πιο αναλυτικά, ας δούμε πώς ακριβώς γίνεται η εκπαίδευση χωρίς επίβλεψη ενός αυτοοργανούμενου χάρτη σεδύο φάσεις:

Φάση 1:

· Αρχικοποιούμε τα βάρη των νευρώνων με γραμμικό τρόπο ώστε οι νευρώνες να καλύψουν βαθμωτά όλο το εύρος των τιμών των δεδομένων. Κάτι τέτοιο μπορεί να γίνει βρίσκοντας το εύρος των τιμών κάθε παραμέτρου του διανύσματος εισόδου και αρχικοποιώντας όλες τις τιμές των αντίστοιχων βαρών των νευρώνων με βάση τον τύπο: 
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όπου wi(n) είναι το βάρος που συνδέει τον n-οστό νευρώνα με την i είσοδο, ximin και ximax η ελάχιστη και η μέγιστη τιμή της εισόδου i αντίστοιχα και Ν ο συνολικός αριθμός των νευρώνων.

· Έπειτα αρχίζουμε και παρουσιάζουμε στο δίκτυο τα παραδείγματα εκπαίδευσης, τα οποία δεν περιλαμβάνουν επιθυμητές αποκρίσεις του δικτύου. Βρίσκουμε για κάθε το νικητή νευρώνα, ο οποίος ικανοποιεί το κριτήριο: 
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όπου το wi  είναι το διάνυσμα του i νευρώνα διάστασης ίσης με την είσοδο x και με c συμβολίζουμε το νικητή νευρώνα.

· Ανανεώνουμε τις τιμές των βαρών wi με βάση τον τύπο:
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όπου hi,c(x) είναι μια συνάρτηση που δείχνει πως ανανεώνονται οι τιμές σε όλο το δίκτυο με κέντρο τον νικητή και ονομάζεται συνάρτηση γειτονιάς.  Η συνάρτηση αυτή διαμορφώνεται κάθε φορά με κέντρο το νικητή o οποίος με τη σειρά του εξαρτάται από την είσοδο. Συνήθως η συνάρτηση έχει μορφή συνάρτησης Gauss:
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όπου di,c(x) η απόσταση των νευρώνων c(x) και i στο πλέγμα, η οποία δεν αλλάζει και βρίσκεται από τη γεωμετρία του πλέγματος. Με c(x) συμβολίζουμε το νικητή που αντιστοιχεί στην είσοδο x.  H μορφή της συνάρτησης Gauss φαίνεται στο σχήμα 6.5. Επίσης συνηθίζεται, καθώς προχωράνε τα βήματα της εκπαίδευσης, να μειώνεται το εύρος της γειτονιάς και η ακτίνα σ , οπότε έχουμε:


[image: image118.wmf])

exp(

)

(

1

t

s

s

n

n

o

-

=

 (6.5) 

όπου n παράμετρος που μετράει πόσες φορές έχουν παρουσιαστεί όλα τα δεδομένα εκπαίδευσης από το δίκτυο, μετράει δηλαδή τις εποχές, σο το αρχικό μέγεθος της ακτίνας και τ1 μια παράμετρος που έχει σχέση με το ρυθμό που μειώνεται η ακτίνα. Άλλη μία παράμετρος από την εξίσωση της ανανέωσης των βαρών είναι το η(n), που ονομάζεται ρυθμός εκπαίδευσης. Συνήθως, ο ρυθμός εκπαίδευσης μειώνεται καθώς προχωράνε οι εποχές, ώστε ο αλγόριθμος να συγκλίνει τελικά. Οπότε: 
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όπου ηο η αρχική τιμή του ρυθμού εκπαίδευσης και τ2 παράμετρος που καθορίζει τον ρυθμό με τον οποίο μειώνεται ο ρυθμός εκπαίδευσης.

Συνηθέστερες τιμές είναι ηο=0.1 και τ2=1000 (τα βήματα της εκπαίδευσης) και για την παράμετρο της γειτονιάς:
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Τέλος, πρέπει να πούμε ότι η εκπαίδευση αυτού του τύπου δικτύου ακολουθεί την υπόθεση του Hebb, αφού ανανεώνει τους νευρώνες με βάση την είσοδο που δέχονται, αλλά και το πώς αντιδράνε, δηλαδή ποιον βγάζουν νικητή.

Φάση 2:


Πέρα από την κύρια φάση της εκπαίδευσης που μόλις περιγράψαμε, ακολουθεί και η φάση της τελικής προσαρμογής του δικτύου όπου η παράμετρος μάθησης η(n) κρατιέται σταθερή και σε πολύ μικρή τιμή, της τάξης του 0.01. Επίσης η συνάρτηση γειτονιάς hi,c(x) ανανεώνει μόνο τους πολύ κοντινούς γείτονες και καταλήγει στο τέλος να περιέχει ένα μόνο νευρώνα, τον ίδιο το νικητή.
Μία παραλλαγή του παραπάνω αλγορίθμου που χρησιμοποιείται πιο συχνά είναι οι ανανεώσεις των βαρών να μην γίνονται με το πέρασμα κάθε ενός από τα δεδομένα εκπαίδευσης, αλλά αφού περάσει όλο το σετ εκπαίδευσης γίνεται μια συνολική μεταβολή των βαρών του δικτύου. Αυτή η διαδικασία, αν και πιο απαιτητική σε μνήμη, εξασφαλίζει ότι η εκπαίδευση δεν επηρεάζεται από τη σειρά με την οποία παρουσιάζονται τα δεδομένα στο δίκτυο (κεφάλαιο 9 του [8]). 
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σχήμα 6.5

Συνάρτηση γειτονιάς Gauss.


Βασιζόμενοι στον παραπάνω αλγόριθμο εκπαίδευσης του αυτοοργανούμενου δικτύου, με μια μικρή τροποποίηση του αλγόριθμου αυτού μπορούμε να δημιουργήσουμε μία έκδοση με επίβλεψη. Αυτό μπορεί να γίνει αν στο διάνυσμα εισόδου προσθέσουμε επιπλέον πληροφορία. Ανάλογα με το πρόβλημα αν υποθέσουμε ότι επιθυμούμε το διαχωρισμό σε k τάξεις τότε στο διάνυσμα εισόδου προσθέτουμε k νέες συνιστώσες, κάθεμια από τις οποίες αποτελεί την ετικέτα μιας τάξης. Έτσι, αν ένα παράδειγμα ανήκει στην τάξη 1, τότε η πρώτη συνιστώσα της ετικέτας είναι 1 και όλες οι άλλες 0. Οι συνιστώσες του διανύσματος εισόδου και προφανώς τα βάρη των νευρώνων έχουν αυξηθεί κατά k. Στη φάση της εκπαίδευσης τώρα, το κριτήριο της απόστασης διαφοροποιείται καθώς σε αυτό εισέρχονται και οι k συνιστώσες που μεταφέρουν πληροφορία σχετικά με την τάξη στην οποία ανήκει το πρότυπο που εμφανίζεται στην είσοδο του δικτύου. Το τμήμα των ετικετών είναι ίδιο μόνο για πρότυπα που ανήκουν την ίδια τάξη, με αποτέλεσμα οι αποστάσεις μεταξύ προτύπων της ίδιας τάξης να είναι εκ των προτέρων πιο κοντινές. Συμπεραίνουμε λοιπόν ότι με την εισαγωγή του τμήματος των ετικετών στα πρότυπα εισόδου, είναι λιγότερο πιθανό πρότυπα διαφορετικών τάξεων να αντιστοιχιζονται στον ίδιο νευρώνα (αφού η διαφορά στην ετικέτα εισάγει μία επιπλέον απόσταση). Το μόνο που αλλάζει στη φάση λειτουργίας είναι ότι όταν θέλουμε να περάσουμε από το δίκτυο ένα άγνωστο δεδομένο, τότε προφανώς αγνοούμε το τμήμα των ετικετών, αφού δεν τη γνωρίζουμε και εργαζόμαστε όπως πριν (παράγραφος 5.8 του [14] και [21]). 

6.3
Εφαρμογή – επιλογή παραμέτρων μοντέλου 

Για τη διεξαγωγή των πειραμάτων χρησιμοποιήσαμε το λογισμικό SOM TOOLBOX [15] [16] που τρέχει σε περιβάλλον Matlab και έχει αναπτυχθεί από μια ομάδα ερευνητών με επικεφαλή τον Kohonen, τον εφευρέτη του νευρωνικού δικτύου SOM.

Εφαρμόζοντας τα δίκτυα τύπου SOM για τη λύση του προβλήματός του καθορισμού του συγγραφέα/δημιουργού ενός κειμένου έχουμε καταλήξαμε σε ένα δίκτυο SOM με την εξής μορφή:

Ως είσοδος στο μοντέλο χρησιμοποιείται το διάνυσμα 85 μεταβλητών – χαρακτηριστικών. Οι μεταβλητές αυτές κανονικοποιούνται ως προς το εύρος τους, ώστε οι τιμές τους να είναι βρίσκονται στο διάστημα [0 1]. Στη συνέχεια, αυτό που πρέπει να αποδοθεί μια ετικέτα σε κάθε νευρώνα, δηλαδή να καθοριστεί σε ποια ομάδα αντιστοιχεί. Αυτό μπορεί να γίνει με δύο τρόπους:

1. Μετράμε πόσες ομιλίες από τον κάθε ομιλητή αποδόθηκαν σε κάθε νευρώνα και θεωρούμε ότι ο νευρώνας αυτός «ανήκει» στον ομιλητή με τις περισσότερες ομιλίες.

2. Ένας δεύτερος τρόπος είναι να μετρήσουμε πόσες ομιλίες κάθε ομιλητή αντιστοιχήθηκαν σε ένα νευρώνα και να διαιρέσουμε τον αριθμό αυτόν με τον συνολικό αριθμό των ομιλιών του συγκεκριμένου ομιλητή. Ο αριθμός των ομιλιών του κάθε ομιλητή προς τον συνολικό αριθμό ομιλιών αποτελεί την a priori (εκ των πρότερων) πιθανότητα κάποιο από τα δεδομένα μας να ανήκει σε έναν ομιλητή. Με αυτόν τον τρόπο προσπαθούμε να μειώσουμε τις επιπτώσεις της άνισης παρουσίας κειμένων από συγκεκριμένους ομιλητές στο σύνολο των δεδομένων.

Στα δίκτυα τύπου SOM είναι σημαντικό να καθοριστεί η μορφή  και το μέγεθος του πλέγματος. Για το πλέγμα προτιμήθηκε η εξαγωνικού τύπου γειτονιά, επειδή μας εξασφαλίζει καλύτερη και πιο ομοιόμορφη τοποθέτηση των νευρώνων στο χώρο. Όσον αφορά στο μέγεθος, δοκιμάστηκαν διάφορα μεγέθη πλέγματος, τα οποία όμως να μην είναι υπερβολικά μεγάλα σε σχέση με τον αριθμό των δεδομένων που έχουμε για εκπαίδευση. Προφανώς, αν χρησιμοποιήσουμε έναν πολύ μεγάλο χάρτη, είναι δυνατόν πολλοί νευρώνες να μείνουν χωρίς ετικέτα και τα σύστημα να μην μπορεί να αποφασίσει σε ποιον ομιλητή ανήκουν τυχόν ομιλίες που θα αντιστοιχίζονται σε τέτοιους νευρώνες αν και βέβαια αυτό το πρόβλημα θα μπορούσε να επιλυθεί μέσω της ετικέτας του πλησιέστερου χαρακτηρισμένου νευρώνα.

6.4
Αποτελέσματα

Η βασική παράμετρος του αυτοοργανούμενου δικτύου που πρέπει να καθοριστεί είναι το μέγεθος του πλέγματος. Για το σκοπό αυτό εξετάσαμε την απόδοση για διάφορα μεγέθη του πλέγματος. Δεδομένου ότι έχουμε 1005 κείμενα, ίσως είναι υπερβολικό να έχουμε δίκτυα με πάνω από 500 νευρώνες. Η διαδικασία ελέγχου της ακρίβειας κατηγοριοποίησης που ακολουθήθηκε εδώ είναι όμοια με αυτήν που ακολουθήθηκε και για τα προηγούμενα μοντέλα. Πιο συγκεκριμένα, χωρίσαμε με κυκλικό τρόπο τα κείμενα σε 10 σετ, από τα οποία χρησιμοποιούσαμε κάθε φορά τα εννιά για εκπαίδευση και το ένα για δοκιμή με όλους τους δυνατούς συνδυασμούς (όπως ακριβώς έγινε και στα πειράματα των προηγούμενων κεφάλαιων 4,5). Τα πειράματα αυτά έγιναν για διάφορα μεγέθη του πλέγματος και συγκεκριμένα για τα έξι ακόλουθα: [32 20],[32 15],[24 15],[32 10],[16 20],[16 15]. Για όλα τα πειράματα η φάση της εκπαίδευσης διαρκεί 1000 βήματα και η φάση της τελικής προσαρμογής 10000 βήματα. Ο ρυθμός εκπαίδευσης για την φάση εκπαίδευσης έχει αρχικά τιμή 0,5 και  μειώνεται όπως περιγράφηκε από τον τύπο (6.6). Στη φάση της τελικής προσαρμογής, ο ρυθμός εκπαίδευσης μένει σταθερός και ίσος με 0,05. Επιπλέον το αρχικό μέγεθος της γειτονιάς για τη φάση εκπαίδευσης είναι ίσο με το 1/8 της μέγιστης διάστασης του πλέγματος (λόγου χάρη για το δίκτυο μεγέθους [32 20] η ακτίνα είναι 4, περιλαμβάνει δηλαδή μέχρι και την 4η γειτονιά), ενώ στη φάση τελικής προσαρμογής ξεκινά από την τιμή που είχε όταν τερμάτισε η φάση εκπαίδευσης και καταλήγει στη μονάδα.

Τα αποτελέσματα για το ποσοστό σφάλματος που δίνει το μοντέλο του αυτοοργανούμενου χάρτη, που εκπαιδεύτηκε χωρίς επίβλεψη και για τους δύο τρόπους απόδοσης των ετικετών, στο σετ των δεδομένων εκπαίδευσης , παρατίθενται στη συνέχεια (Πίνακας 6.1):

	som Size TRAIN
	 
	Train Errors Vote
	Train Errors Frequency

	[32 20]
	min
	0,1315
	0,1315

	[32 20]
	max
	0,1547
	0,1547

	[32 20]
	avg
	0,1415
	0,1415

	[32 15]
	min
	0,1525
	0,1525

	[32 15]
	max
	0,1923
	0,1923

	[32 15]
	avg
	0,1716
	0,1716

	[24 15]
	min
	0,1845
	0,1845

	[24 15]
	max
	0,2177
	0,2177

	[24 15]
	avg
	0,1992
	0,1992

	[32 10]
	min
	0,1724
	0,1724

	[32 10]
	max
	0,2287
	0,2287

	[32 10]
	avg
	0,2036
	0,2036

	[16 20]
	min
	0,1812
	0,1812

	[16 20]
	max
	0,2343
	0,2343

	[16 20]
	avg
	0,2103
	0,2103

	[16 15]
	min
	0,2022
	0,2022

	[16 15]
	max
	0,2431
	0,2431

	[16 15]
	avg
	0,2271
	0,2271


 Πίνακας 6.1

Ποσοστό σφάλματος για το σετ εκπαίδευσης για διάφορα μεγέθη δικτύου SOM, που εκπαιδεύτηκαν χωρίς επίβλεψη και για τους δύο τρόπους απόδοσης ετικετών.

Για κάθε μέγεθος του μοντέλου SOM σημειώθηκε το μέγιστο, το ελάχιστο και το μέσο ποσοστό σφαλμάτων που εμφανίστηκε κατά την εκπαίδευση με τα δέκα διαφορετικά σετ δεδομένων. Αν και τα αποτελέσματα παρουσιάζονται αρκετά χαμηλά σε σχέση με το επιθυμητό αποτέλεσμα, ωστόσο κάτι τέτοιο δεν πρέπει να μας προβληματίζει αφού πρόκειται για μάθηση χωρίς επίβλεψη. Κατά συνέπεια το δίκτυο δεν θα μπορούσε να μας κατηγοριοποιήσει τα κείμενα με βάση αυτό που θέλουμε, αλλά με βάσει αυτό που εκείνο «κρίνει». Με κίτρινο και με γκρι σημειώνονται οι χειρότερες και οι καλύτερες αποδόσεις αντίστοιχα. Παρατηρούμε ότι την καλύτερη επίδοση στο σύνολο των δεδομένων εκπαίδευσης φαίνεται να έχει  το μεγαλύτερο δίκτυο, κάτι που είναι αναμενόμενο, όχι όμως και επιθυμητό μιας και αποτελείται από 32*20 = 640 νευρώνες για περίπου 905 δεδομένα (αφού έχει αφαιρεθεί το ένα από τα δέκα σετ) και κατά συνέπεια είναι πολύ πιθανό σε κάποιους νευρώνες να μην έχουν αποδοθεί δεδομένα.

Η ακρίβεια στην κατηγοριοποίηση στα σετ δοκιμής (ποσοστό σφάλματος) αναγράφεται στον παρακάτω πίνακα (Πίνακας 6.2):

	som Size TEST
	 
	Train Errors Vote
	Train Errors Frequency

	[32 20]
	min
	0,3465
	0,2574

	[32 20]
	max
	0,5743
	0,4653

	[32 20]
	avg
	0,4505
	0,3574

	[32 15]
	min
	0,3465
	0,2871

	[32 15]
	max
	0,4455
	0,3861

	[32 15]
	avg
	0,4059
	0,3376

	[24 15]
	min
	0,3663
	0,2871

	[24 15]
	max
	0,4752
	0,3861

	[24 15]
	avg
	0,4158
	0,3317

	[32 10]
	min
	0,2574
	0,3168

	[32 10]
	max
	0,4653
	0,3762

	[32 10]
	avg
	0,3901
	0,3317

	[16 20]
	min
	0,3168
	0,2376

	[16 20]
	max
	0,4752
	0,396

	[16 20]
	avg
	0,4059
	0,3089

	[16 15]
	min
	0,3366
	0,2376

	[16 15]
	max
	0,505
	0,4257

	[16 15]
	avg
	0,4079
	0,3356


 Πίνακας 6.2

Ποσοστό σφάλματος για το σετ δοκιμής για διάφορα μεγέθη δικτύου SOM, που εκπαιδεύτηκαν χωρίς επίβλεψη και για τους δύο τρόπους απόδοσης ετικετών.

Παρατηρούμε ότι καλύτερη επίδοση, αν και είναι αρκετά χαμηλή, εμφανίζεται για το μέγεθος δικτύου [16 20]. Ωστόσο το συγκεκριμένο μοντέλο γενικά παρουσιάζει αρκετά χαμηλή απόδοση και στο σετ εκπαίδευσης, με αποτέλεσμα να μην είναι κατάλληλο για τον ακριβή διαχωρισμό των ομιλητών από τα κείμενα. Είναι αξιοσημείωτο ότι στα σετ δοκιμής το δίκτυο μεγέθους [16 20] έχει καλύτερη απόδοση από το [32 20] δίκτυο (αντίστροφα δηλαδή από το σετ εκπαίδευσης). Μάλιστα τα δύο μεγαλύτερα δίκτυα (μεγέθους [32 20] και [32 15]) δεν είναι  ικανά να γενικεύσουν, αφού παρουσιάζουν σφάλμα πάνω από 30% για τα δεδομένα δοκιμής ενώ αντίθετα είχαν αρκετά καλή απόδοση στα δεδομένα εκπαίδευσης (σφάλμα κάτω απο 20%). Άλλο ένα συμπέρασμα που μπορεί να βγει είναι ότι, αν και για τα δεδομένα εκπαίδευσης  ο τρόπος που βγάζουμε την απόφαση δεν παίζει ιδιαίτερο ρόλο ωστόσο στα δεδομένα δοκιμής το κριτήριο που κανονικοποιεί τις ετικέτες των νευρώνων με βάση τον αριθμό των κειμένων του κάθε ομιλητή εμφανίζεται καλύτερο από το κριτήριο της πλειοψηφίας. Ενδεικτικά ακολουθούν δύο σχήματα με το δίκτυο με την καλύτερη απόδοση στο σετ δοκιμής, δηλαδή αυτό με μέγεθος [16 20], όπου και φαίνονται οι αριθμοί των παραδειγμάτων του κάθε ομιλητή που αποδίδονται (μέσα σε παρένθεση) σε κάθε νευρώνα για το σετ εκπαίδευσης πρώτα (σχήμα 6.6) και έπειτα για το σετ δοκιμής (σχήμα 6.7). Για την εκπαίδευση, χωρίς επίβλεψη του δικτύου αυτού απαιτήθηκε χρόνος 15527 sec.
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σχήμα 6.6

Πλέγμα δικτύου μεγέθους [16 20] που δείχνει τις ετικέτες για το σετ εκπαίδευσης καθώς και τις συχνότητες εμφάνισής τους.
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σχήμα 6.7

Πλέγμα δικτύου μεγέθους [16 20] που δείχνει τις ετικέτες του σετ δοκιμής εκπαίδευσης καθώς και τις συχνότητες εμφάνισής τους.

Σημειώνεται ότι στο πείραμα των σχημάτων 6.6 και 6.7 έχουμε 221 κείμενα για τον ομιλητή που αντιστοιχεί στην ετικέτα 1, 93 κείμενα στον ομιλητή που αντιστοιχεί στην ετικέτα 2, 76 στην 3, 376 στη 4 και 139 στην 5.

Πέρα όμως από την εφαρμογή της μεθόδου εκπαίδευσης χωρίς επίβλεψη, εφαρμόσαμε και τη μέθοδο εκπαίδευσης του αυτοοργανούμενου δικτύου με επίβλεψη, με τον ίδιο ακριβώς τρόπο χωρισμού των δεδομένων σε σύνολα, τις ίδιες παραμέτρους για τη γειτονιά και το ρυθμό εκπαίδευσης και για τα ίδια μεγέθη του πλέγματος. Η μόνη διαφορά εδώ είναι ότι δεν χρησιμοποιήσαμε 1000 και 10000 βήματα για τη φάση της εκπαίδευσης και της τελικής προσαρμογής αντίστοιχα, αλλά τιμές που δίνονται από τους παρακάτω τύπους (6.8 6.9), επειδή η υλοποίηση του αλγόριθμου που χρησιμοποιήθηκε δεν μας επέτρεπε κάτι διαφορετικό.

Για τη φάση εκπαίδευσης:
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και για τη φάση τελικής προσαρμογής:
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 (6.9)

όπου NumberOfNeurons ο συνολικός αριθμός νευρώνων στο πλέγμα και NumberOfExamples ο συνολικός αριθμός παραδειγμάτων του σετ εκπαίδευσης. Αντίστοιχα το ποσοστό σφάλματος για τα σετ δεδομένων εκπαίδευσης φαίνεται στον ακόλουθο πίνακα (Πίνακας 6.3):

	som Size TRAIN
	 
	Train Errors Vote
	Train Errors Frequency

	[32 20]
	min
	0,0055
	0,0055

	[32 20]
	max
	0,0188
	0,0188

	[32 20]
	avg
	0,0127
	0,0127

	[32 15]
	min
	0,0155
	0,0155

	[32 15]
	max
	0,0276
	0,0276

	[32 15]
	avg
	0,0213
	0,0213

	[24 15]
	min
	0,0254
	0,0254

	[24 15]
	max
	0,0442
	0,0442

	[24 15]
	avg
	0,0354
	0,0354

	[32 10]
	min
	0,0199
	0,0199

	[32 10]
	max
	0,0387
	0,0387

	[32 10]
	avg
	0,0303
	0,0303

	[16 20]
	min
	0,0298
	0,0298

	[16 20]
	max
	0,042
	0,042

	[16 20]
	avg
	0,0355
	0,0355

	[16 15]
	min
	0,042
	0,042

	[16 15]
	max
	0,0652
	0,0652

	[16 15]
	avg
	0,0573
	0,0573


 Πίνακας 6.3

Ποσοστό σφάλματος για το σετ εκπαίδευσης για διάφορα μεγέθη δικτύου SOM, που εκπαιδεύτηκαν με επίβλεψη και για τους δύο τρόπους εξαγωγής απόφασης.

Tο ποσοστό σφάλματος για τα σετ δοκιμής παρουσιάζεται στον πίνακας 6.4:

	som Size TEST
	 
	Train Errors Vote
	Train Errors Frequency

	[32 20]
	min
	0,1089
	0,1386

	[32 20]
	avg
	0,1574
	0,2188

	[32 20]
	max
	0,2079
	0,4158

	[32 15]
	min
	0,0891
	0,1287

	[32 15]
	avg
	0,1446
	0,1802

	[32 15]
	max
	0,1782
	0,2574

	[24 15]
	min
	0,1287
	0,1386

	[24 15]
	avg
	0,1505
	0,1683

	[24 15]
	max
	0,1782
	0,2079

	[32 10]
	min
	0,099
	0,1089

	[32 10]
	avg
	0,1485
	0,1614

	[32 10]
	max
	0,1881
	0,2079

	[16 20]
	min
	0,1188
	0,1485

	[16 20]
	avg
	0,1743
	0,196

	[16 20]
	max
	0,2277
	0,2772

	[16 15]
	min
	0,1089
	0,1485

	[16 15]
	avg
	0,1693
	0,2079

	[16 15]
	max
	0,2178
	0,2772


Πίνακας 6.4

Ποσοστό σφάλματος για το σετ δοκιμής για διάφορα μεγέθη δικτύου SOM, που εκπαιδεύτηκαν με επίβλεψη και για τους δύο τρόπους εξαγωγής απόφασης.

Οι πίνακες έχουν χρωματιστεί με τον ίδιο τρόπο όπως και παραπάνω.

Όπως ήταν αναμενόμενο το μεγαλύτερο δίκτυο παρουσιάζει πάλι τα καλύτερα αποτελέσματα στα σετ εκπαίδευσης χωρίς να συμβαίνει το ίδιο και για τα σετ δοκιμή όπου το καλύτερο δίκτυο είναι αυτό με μέγεθος [32 10]. Στη συνέχεια αυτό που μπορούμε να παρατηρήσουμε είναι ότι η απόδοση του αλγορίθμου εκπαίδευσης με επίβλεψη  είναι πολύ καλύτερη από αυτήν του αλγορίθμου χωρίς επίβλεψη (καλύτερη μέση ακρίβεια κατηγοριοποίησης 98% έναντι 74% για τα σετ εκπαίδευσης και 85% έναντι 69% για τα σετ δοκιμής). Αυτό προφανώς οφείλεται στο γεγονός ότι το κριτήριο απόδοσης είναι η κατηγοριοποίηση των δεδομένων με βάση κατηγορίες που έχει προεπιλέξει ο άνθρωπος και όχι αυτές που «θεωρεί» το δίκτυο βάσει των σχετικών ομοιτήτων μεταξύ των προτύπων. Είναι λοιπόν πιο εύκολο το δίκτυο να συμπεριφερθεί σύμφωνα με αυτό που επιθυμεί ο άνθρωπος, εφόσον του δοθεί πληροφορία για τις κατηγορίες που επιλέχτηκαν μέσω της διαδικασίας επίβλεψης. Άλλη μια σημαντική παρατήρηση είναι ότι εδώ ο αλγόριθμος απόφασης που βασίζεται στην κανονικοποίηση ως προς τον αριθμό των κειμένων του κάθε ομιλητή είναι χειρότερη για τα σετ δοκιμής. Για το λόγο αυτό, στα πλέγματα που ακολουθούν χρησιμοποιήθηκε για απόφαση το κριτήριο της πλειοψηφίας για δίκτυο μεγέθους [32 10]. Για την εκπαίδευση αυτού του δικτύου με τις παραμέτρους που αναφέρθηκαν παραπάνω απαιτήθηκε χρόνος 31sec. Ο αριθμός των ομιλιών για τον κάθε ομιλητή εδώ δεν διαδραματίζει κάποιο ρόλο μιας και κάθε νευρώνας έχει τη δική του ετικέτα (αφού ο αλγόριθμος είναι με επίβλεψη). Ακολουθούν τα πλέγματα για τις ετικέτες του σετ εκπαίδευσης (σχήμα 6.8) και δοκιμής (σχήμα 6.9).
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σχήμα 6.8

Πλέγμα δικτύου μεγέθους [32 10] που δείχνει τις ετικέτες του σετ εκπαίδευσης.
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σχήμα 6.9

Πλέγμα δικτύου μεγέθους [32 10] που δείχνει τις ετικέτες του σετ δοκιμής.

ΚΕΦΑΛΑΙΟ 7: ΣΥΜΠΕΡΑΣΜΑΤΑ – ΕΠΙΛΟΓΟΣ

7.1
Σύγκριση μοντέλων – συμπεράσματα.

Τα διάφορα μοντέλα που χρησιμοποιήθηκαν και περιγράφηκαν στα κεφάλαια 4,5 και 6 για την αναγνώριση των ομιλητών από κείμενα παρουσιάζουν πολλές διαφορές ως προς τον τρόπο λειτουργία τους. 

Το μοντέλο του πολυστρωματικού δικτύου (MLP) το οποίο και θεωρείται το πιο διαδεδομένο μοντέλο  είναι αρκετά διαφορετικό ως προς την εκπαίδευση όσο και τη λειτουργία του σε σχέση με το δίκτυο των ακτινικών συναρτήσεων βάσης (RBF). Πιο συγκεκριμένα οι κυριότερες διαφορές των δύο μοντέλων είναι:

· Στα δίκτυα ακτινικών συναρτήσεων βάσης (RBF), η αρχική κατάσταση του δικτύου δεν είναι ουσιώδης για την πορεία της εκπαίδευσης, μιας και τα κέντρα όσο και τα βάρη υπολογίζονται με συγκεκριμένο τρόπο που δεν εξαρτάται από τις προηγούμενες  τιμές τους κατά τη φάση της εκπαίδευσης. Αντίθετα στα δίκτυα MLP η αρχικοποίηση των βαρών είναι πολύ σημαντική για την πορεία της εκπαίδευσης. Χαρακτηριστικό παράδειγμα είναι ότι αν σε ένα δίκτυο τύπου MLP αρχικοποιηθούν όλα τα βάρη στο μηδέν τότε το δίκτυο είναι αδύνατον να εκπαιδευτεί.

· Στα πολυστρωματικά δίκτυα (MLP) όλα τα στρώματα έχουν μη γραμμικές συναρτήσεις ενεργοποίησης, ενώ στα δίκτυα RBF μόνο το κρυμμένο επίπεδο έχει μη γραμμικές-ακτινικές συναρτήσεις.

· Στα δίκτυα ακτινικών συναρτήσεων βάσης (RBF), η συνάρτηση ενεργοποίησης έχει ως όρισμα την ευκλείδεια απόσταση, που είναι συνάρτηση πολλών μεταβλητών. Αντίθετα στα πολυστρωματικά δίκτυα (MLP) έχει ως όρισμα το άθροισμα των γινομένων των εισόδων με τα βάρη.

· Συνήθως τα δίκτυα ακτινικών συναρτήσεων βάσης (RBF)  έχουν καλύτερη ικανότητα γενίκευσης, ενώ δεν κινδυνεύουν να εμφανίσουν φαινόμενα υπερεκπαίδευσης (εκτός αν άστοχα επιλέξουμε πολύ μικρές ακτίνες και πολύ μεγάλο αριθμό νευρώνων στο κρυμμένο επίπεδο). Αντίθετα τα πολυστρωματικά δίκτυα (MLP) είναι πολύ εύκολο να εμφανίσουν το φαινόμενο της υπερεκπαίδευσης αν παρουσιαστούν σε αυτά τα δεδομένα εκπαίδευσης πάρα πολλές φορές. 

· Γενικά για την λύση του ίδιου προβλήματος απαιτείται μεγαλύτερος αριθμός κόμβων στο κρυμμένο επίπεδο των δικτύων ακτινικών συναρτήσεων βάσης (RBF) από ότι στο αντίστοιχο επίπεδο των πολυστρωματικών δικτύων (MLP).

· Ο υπολογισμός των ακτινικών συναρτήσεων των δικτύων ακτινικών συναρτήσεων βάσης (RBF) είναι πιο περίπλοκος από ότι οι διπολικές σιγμοειδείς συναρτήσεις ενεργοποίησης των πολυστρωματικών δικτύων (MLP).

· Τα δίκτυα ακτινικών συναρτήσεων βάσης (RBF) εκπαιδεύονται πιο γρήγορα από τα πολυστρωματικά δίκτυα (MLP). Η εκπαίδευση των δικτύων RBF γίνεται σε προκαθορισμένο αριθμό βημάτων ο οποίος εξαρτάται μόνο από την αρχιτεκτονική τους , δηλαδή τον αριθμό των νευρώνων στο κρυμμένο επίπεδο. Η φάση εκπαίδευσής του RBF αποτελείται από ακριβώς τόσες εποχές όσοι οι νευρώνες στο κρυμμένο επίπεδο και δεν υπάρχει δυνατότητα να συνεχιστεί. Αντίθετα το MLP μπορεί να εκπαιδεύεται για όσο διάστημα επιθυμούμε.

· Στη φάση εκπαίδευσης των δίκτυων ακτινικών συναρτήσεων βάσης (RBF) διαμορφώνεται και η αρχιτεκτονική τους, αφού είναι δυνατόν να παρατηρούμε πως αλλάζει η απόδοση του δικτύου καθώς προστίθενται νευρώνες στο κρυμμένο επίπεδο και να σταματήσουμε την εκπαίδευση μόλις αυτή φτάσει σε ικανοποιητικά επίπεδα απόδοσης. Αντίθετα στα πολυστρωματικά δίκτυα (MLP) η αρχιτεκτονική τους είναι αποφασισμένη πριν αρχίσει η εκπαίδευση.

· Στα δίκτυα τύπου ακτινικών συναρτήσεων βάσης (RBF) δεν έχουμε, για τη φάση της εκπαίδευσης, ανάστροφα σήματα μιας και οι διορθώσεις γίνονται μόνο σε ένα επίπεδο, το επίπεδο εξόδου και αυτές με μονοσήμαντο τρόπο. Το αντίθετο συμβαίνει με τα πολυστρωματικά δίκτυα (MLP).

· Τέλος τα δίκτυα ακτινικών συναρτήσεων βάσης (RBF) προσαρμόζονται τοπικά πάνω στα παραδείγματα του σετ εκπαίδευσης με αποτέλεσμα να μην γενικεύουν για πολύ διαφορετικά δεδομένα, κάτι που ίσως είναι και θεμιτό μιας και δεν γενικεύουν άστοχα. Είναι χαρακτηριστικό ότι αν δώσουμε δεδομένα που είναι πολύ μακριά από το σετ εκπαίδευσης τότε για όλα αυτά θα πάρουμε περίπου σταθερή έξοδο μιας και το αποτέλεσμα από τις ακτινικές συναρτήσεις βάσης θα είναι 0. Αντίθετα τα πολυστρωματικά δίκτυα (MLP) χωρίζουν σχεδόν όλο το χώρο των προτύπων ανεξάρτητα από την απόσταση από τα δεδομένα εισόδου.

Ως προς τα αποτελέσματα τους και τα δύο δίκτυα παρουσιάζονται πολύ αποτελεσματικά για την αναγνώριση των ομιλητών, μιας και δίνουν πολύ υψηλή ακρίβεια (τα καλύτερα από αυτά ως προς τις επιλεγμένες τιμές των παραμέτρων) στα σετ δοκιμής. Βέβαια το δίκτυο RBF παρουσιάζει πολύ εντυπωσιακά αποτελέσματα αφού έχει ακρίβεια 90% για το τεστ δοκιμής έναντι 85% του δικτύου MLP. Ως προς το σετ εκπαίδευσης και τα δύο δίκτυα παρουσιάζουν πολύ υψηλή απόδοση με το RBF να δίνει ακρίβεια 95% και το MLP να δίνει ακρίβεια  92% εκπαιδευόμενο με τον αλγόριθμο ευπροσάρμοστης ανάστροφης διάδοσης (trainRP) και 97% όταν εκπαιδεύεται με τoν πολύ απαιτητικό σε υπολογιστική ισχύ αλγόριθμο Levenberg – Marquardt (trainBr). Tο δίκτυο MLP απαιτεί και σετ επαλήθευσης με αποτέλεσμα να μειώνεται ο διαθέσιμος αριθμός δεδομένων για εκπαίδευση. To δίκτυο αυτό είναι  πολύ πιο αργό στην εκπαίδευσή του όταν εκπαιδεύεται με μέθοδο που ελαχιστοποιεί τα βάρη του (trainBR) και είναι συγκριτικά χρονοβόρο να προσδιοριστεί ο ελάχιστος αριθμός νευρώνων που χρειάζεται στο κρυμμένο επίπεδο για το συγκεκριμένο πρόβλημα. Αντίθετα, οι παράμετροι του δικτύου RBF, εκτός από την ακτίνα που είναι προαποφασισμένη, ρυθμίζονται κατά τη διάρκεια της εκπαίδευσης, μιας και σταδιακά προστίθενται νευρώνες στο κρυμμένο επίπεδο, και άρα κρίνεται προτιμότερο. Πάντως αν χρησιμοποιήσουμε για εκπαίδευση του δικτύου MLP τη μέθοδο της ευπροσάρμοστης ανάστροφης διάδοσης (trainRP) ο απαιτούμενος για την εκπαίδευση χρόνος είναι πολύ μικρότερος από ότι για να εκπαιδευτεί το δίκτυο RBF με τους 75 νευρώνες στο κρυμμένο επίπεδο (8.4 sec με την trainRP, 443 sec με την trainBR έναντι 161sec για το RBF με τους 75 νευρώνες).

Το μοντέλο του αυτοοργανούμενου χάρτη (SOM) είναι πολύ διαφορετικό σε σχέση με τα δύο μοντέλα που που προαναφέρθηκαν (MLP και RBF) τόσο ως προς τη δομή όπως και στον τρόπο λειτουργίας του. Αυτό οφείλεται στο γεγονός ότι τα αυτοοργανούμενα δίκτυα υπακούν σε διαφορετικούς κανόνες για την εκπαίδευση και τη λειτουργία τους.  Οι κυριότερες διαφορές είναι:

· Τα δίκτυα αυτοοργανούμενου τύπου (SOM) λειτουργούν και εκπαιδεύονται με βάση την ανταγωνιστική λειτουργία, δηλαδή την ανάδειξη ενός νευρώνα «νικητή». Η μάθησή τους υπακούει στον κανόνα της ανταγωνιστικής μάθησης και η εκπαίδευση γίνεται με επίκεντρο το νευρώνα που αναδείχθηκε νικητής και για μια περιοχή γύρω από αυτόν. Κάτι τέτοιο δεν ισχύει στα άλλα δίκτυα μιας και εκπαιδεύονται ολόκληρα.

· Στα δίκτυα αυτοοργανούμενου τύπου (SOM) στη φάση της εκπαίδευσης υπάρχει η έννοια της γειτονιάς, όπου ο νικητής νευρώνας «παρασέρνει» προς το μέρος του τους γειτονικούς του νευρώνες κάτι τέτοιο δεν υπάρχει στα άλλα μοντέλα.

· Ο τρόπος που εκπαιδεύονται τα δίκτυα αυτοοργανούμενου τύπου (SOM) είναι χωρίς επίβλεψη ενώ η εκπαίδευση του πολυστρωματικού δικτύου (MLP) και του δικτύου ακτινικών συναρτήσεων βάσης (RBF) είναι με επίβλεψη.

· Μία ομοιότητα που μπορούμε να διακρίνουμε μεταξύ δικτύων αυτοοργανούμενου τύπου (SOM) και  ακτινικών συναρτήσεων βάσης (RBF) είναι ότι η απόκρισή τους εξαρτάται από το πόσο κοντά βρίσκεται η είσοδος που δέχονται σε κάποια κέντρα – πρότυπα που έχουν καθοριστεί κατά τη φάση της εκπαίδευσης.

Εξαιτίας του γεγονότος ότι η εκπαίδευση του δικτύου αυτοοργανούμενου τύπου (SOM) γίνεται χωρίς επίβλεψη, η ακρίβεια του δικτύου αυτού είναι πολύ χαμηλότερη σε σχέση με τα δύο προηγούμενα μοντέλα. Αυτό είναι αναμενόμενο αφού στη φάση της εκπαίδευσης δέχεται πολύ λιγότερη πληροφορία. Αυτό αποδεικνύεται αν δούμε ότι τροποποιώντας τον αλγόριθμο εκπαίδευσης ώστε να υπάρχει επίβλεψη αυξάνεται αρκετά η απόδοση του δικτύου στο σετ εκπαίδευσης αλλά και δοκιμής, χωρίς όμως να φτάνει πάλι τα επίπεδα των παραπάνω μοντέλων. Παρά όμως τη μειωμένη απόδοση του αυτοοργανούμενου δικτύου (SOM), όταν αυτό εκπαιδεύεται χωρίς επίβλεψη, είναι ικανό να μας δώσει μια εκτίμηση της αποτελεσματικότητας  των επιλεγμένων χαρακτηριστικών για την κατηγοριοποίηση που θέλουμε να πετύχουμε. Με άλλα λόγια μπορούμε να πούμε ότι το αυτοοργανούμενο δίκτυο (SOM) προσπαθεί μόνο του να κατηγοριοποιήσει τα δεδομένα που του παρουσιάζονται. Από τον τρόπο που κατηγοριοποιεί το δίκτυο SOM από μόνο του (χωρίς να λαμβάνει πληροφορίες σχετικα με τις υπάρχουσες κατηγορίες) τα δεδομένα, συγκριτικά με αυτό που επιθυμούμε (αλλά το δίκτυο SOM δεν «γνωρίζει») μπορούμε να εξάγουμε ένα μέτρο της αποτελεσματικότητας των 85 χαρακτηριστικών που μετρήσαμε στα κείμενα.

7.2
Προτάσεις – Μελλοντικά Θέματα

Φτάνοντας στο τέλος της εργασίας αυτής πολλά πράγματα είναι αυτά που μπορεί αν δοκιμαστούν να συμβάλλουν στη βελτίωση της ακρίβειας της κατηγοριοποίησης κειμένων. 

Στον τομέα της επιλογής των χαρακτηριστικών είναι αναγκαίο να μετρηθούν και συντακτικά φαινόμενα. Αυτό είναι σαφές αν σκεφτούμε ότι αλλάζοντας τη σειρά των λέξεων σε ένα κείμενο με τέτοιο τρόπο ώστε το μέσο μήκος πρότασης να παραμένει σταθερό (αυτό μπορεί να γίνει εναλλάσσοντας λέξεις ίδιου μήκους ή αλλάζοντας τη σειρά των λέξεν μέσα στην ίδια πρόταση), το κείμενο θα δώσει ακριβώς το ίδιο διάνυσμα χαρακτηριστικών. Η μέτρηση συντακτικών φαινομένων ίσως μπορεί να υλοποιηθεί με τη χρήση ακόμη και Μαρκοβιανών μοντέλων που να αντιστοιχούν σε συντακτικά φαινόμενα.

 Πέρα από τον τομέα της επιλογής των χαρακτηριστικών που ίσως είναι και ο πιο σημαντικός, είναι χρήσιμο να μελετηθούν και άλλα μοντέλα νευρωνικών δικτύων, ενδεχομένως και κάποια μοντέλα που προέρχονται από τροποποιήσεις αυτών που μελετήθηκαν στα προηγούμενα κεφάλαια. Σαν παράδειγμα αναφέρεται το μοντέλο (GSOM) ενός αυτοοργανούμενου χάρτη που εξαπλώνεται – μεγαλώνει μόνος του ώστε να έχει το κατάλληλο μέγεθος, σύμφωνα με τις ανάγκες του προβλήματος  [17].

Όσον αφορά την παρούσα εργασία, θα είχε ενδιαφέρον να δούμε κατά πόσο τα συγκεκριμένα μοντέλα με τα δεδομένα χαρακτηριστικά μπορούν να διαχωρίσουν συγγραφείς διαφορετικού είδους κειμένων ή ακόμη να διαχωρίσουν συγγραφείς που τα κείμενά τους αναφέρονται πάνω στο ίδιο θέμα. Επιπλέον αξίζει να εξετάσουμε αν τα χαρακτηριστικά αυτά μπορούν να διαχωρίσουν με την ίδια ακρίβεια και μεταγενέστερους ή παρελθόντες λόγους των ίδιων ομιλητών καθώς αλλάζουν οι εποχές, τα θέματα συζήτησης, οι θέσεις των ομιλητών και ο τρόπος με τον οποίο χειρίζονται τη γλώσσα.
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