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Περίληψη

Σκοπός αυτής της διπλωματικής εργασίας είναι μια προσέγγιση του προγραμματισμού παραγωγής. Αρχικά θα εξηγηθεί η έννοια του προγραμματισμού παραγωγής, θα αναλυθούν οι τομείς που καλύπτει και θα περιγραφούν οι αλγόριθμοι που χρησιμοποιούνται με στόχο την βελτιστοποίηση αυτής της διαδικασίας. Θα γίνει επίσης εκτενέστατη αναφορά στα τεχνητά νευρωνικά δίκτυα και στο λογικό προγραμματισμό, καθώς θα αποτελέσουν μέρη του υβριδικού μοντέλου επίλυσης του προβλήματος του χρονοπρογραμματισμού εργασιών που προτείνεται στη συνέχεια. Η αρχική σκέψη, πάνω στην οποία στηρίχθηκε η σχεδίαση του υβριδικού αυτού μοντέλου, ήταν ότι συνδυάζοντας ένα πολύ αποτελεσματικό, αλλά ταυτόχρονα πολύ απαιτητικό ως προς το χρόνο επεξεργασίας πρόγραμμα λογικού προγραμματισμού διατύπωσης περιορισμών, και την ευφυΐα των τεχνητών νευρωνικών δικτύων, θα καταφέρουμε να πάρουμε τις λύσεις που μπορεί να δώσει ο λογικός προγραμματισμός εντός λογικών χρονικών πλαισίων. Ανάμεσα στα άλλα, για την εφαρμογή του μοντέλου θα χρησιμοποιηθούν και τα δεδομένα του γνωστού προβλήματος της βιβλιογραφίας FT06 [Fisher και Thompson, 1963], προκειμένου να είναι εφικτή η αξιολόγηση των δυνατοτήτων της προσέγγισης μας. Η διπλωματική θα κλείσει με έναν απολογισμό της όλης διαδικασίας και προτάσεις για πιθανές μελλοντικές επεκτάσεις.  

Λέξεις Κλειδιά: << Χρονοπρογραμματισμός Παραγωγής, Σύστημα παραγωγής κατά παραγγελία, Νευρωνικά Δίκτυα, Λογικός προγραμματισμός, CHIP, Υβριδικό σύστημα, Βελτιστοποίηση >> 

Abstract

The scope of this thesis is an approach of scheduling programming. Firstly, a general view of scheduling programming will be given, the sectors it can cover will be analysed, and algorithms that are used in order to help getting satisfactory results will be presented. A more detailed report on artificial neural networks (ANN) and constraint logic programming (CLP) will be given, as they constitute parts of the hybrid model for the solution of time scheduling problem, which will be proposed later on. The main concept for the design and development of the hybrid model was that by combining a very effective but enormously time-consuming scheduling method based on CLP and the intelligence of ANN, it would be possible to get the solutions that CLP can give, but inside reasonable time frames. Among the others, the data of the well-known benchmark problem FT06 [Fisher and Thompson, 1963] are used, so that it would be feasible to evaluate the power of our approach. The document will close with a summary and a conclusion of the progress, and proposals on possible future extensions.

Keywords: << Production Scheduling, Job-shop, Neural Networks, CLP, Logic Programming, CHIP, Hybrid system, Optimization >> 
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ΚΕΦΑΛΑΙΟ 1
1.1 ΕΙΣΑΓΩΓΗ


Στην βιομηχανική παραγωγή, ο προγραμματισμός της παραγωγής είναι υπεύθυνος για την διεκπεραίωση των εργασιών και την κατανομή των πόρων, γεγονός που αποτελεί τον βασικό συνδετικό κρίκο–κλειδί για την διεξαγωγή του πλάνου εργασίας και της παραγωγικής διαδικασίας. Όσο μεγαλύτερη δε, είναι η κλίμακα παραγωγής, είτε όσο ευρύτερη είναι η ποικιλία της παραγωγής, τόσο πιο σημαντικός γίνεται ο ρόλος του χρονοπρογραμματισμού στην παραγωγική διαδικασία.


Παρ’ ότι τα αντικείμενα παραγωγής είναι διαφορετικά για τις διάφορες παραγωγικές βιομηχανίες, τα βασικά ιδιαίτερα χαρακτηριστικά του παραγωγικού προγράμματος είναι τα ίδια και απαιτούν την εύρεση ενός βέλτιστου προγράμματος για την κατανομή των πόρων με ένα συγκεκριμένο παραγωγικό στόχο και ορισμένους σχετικούς περιοριστικούς παράγοντες. Υπάρχουν διάφοροι παραγωγικοί στόχοι, όπως ο συντομότερος  χρόνος παραγωγής, το ελάχιστο παραγωγικό κόστος, η έγκαιρη διεκπεραίωση της παραγωγής κ.τ.λ., στόχοι που επηρεάζουν, όπως είναι φυσικό, την διοίκηση και οργάνωση της παραγωγής .


Οι περιοριστικοί παράγοντες, όπως είναι ο χρόνος επεξεργασίας της κάθε διεργασίας, η προτεραιότητα του κάθε προϊόντος, η εφαρμογή και η εκμετάλλευση του εξοπλισμού, ο ρυθμός παραγωγής, οι ομάδες παραγωγής, οι ημερομηνίες παράδοσης των προϊόντων κ.τ.λ. εξαρτώνται από τα χαρακτηριστικά της επιχείρησης, περιλαμβανομένων των αντικειμένων, του περιβάλλοντος, της τεχνολογίας και της παραγωγικής διαδικασίας.

 
Ο προγραμματισμός παραγωγής περιλαμβάνει την προ–επεξεργασία του πλάνου παραγωγής για την εισαγωγή της παραγωγικής διαδικασίας ως στατική προϋπόθεση, όπως και την μετά επεξεργασία του πλάνου εργασιών ώστε νέα προϊόντα να μπορούν να εισαχθούν στην παραγωγική διαδικασία χωρίς να διαταραχθεί η παραγωγική ροή, ως δυναμική απαίτηση. Η πρώτη περίπτωση συνήθως αναφέρεται ως στατικός προγραμματισμός, ενώ η δεύτερη ως δυναμικός προγραμματισμός.


Η εργασιακή έρευνα, τα συνδυαστικά μαθηματικά και ειδικά, οι αλγόριθμοι «branch and bound» και οι  ευρετικοί μέθοδοι, έχουν όλοι συνεισφέρει τα μέγιστα στον προγραμματισμό παραγωγής, παρόλα ταύτα είναι ακόμη δύσκολο να ανταποκριθούν στις απαιτήσεις της σύγχρονης παραγωγικής διαδικασίας όπως η αύξηση της ποικιλίας, το άνοιγμα της παραγωγικής κλίμακας, η άμεση ανταπόκριση, ο επαναπροσδιορισμός του τρόπου παραγωγής κ.τ.λ. Δεν υπάρχει δε, πρέπει να σημειωθεί, κανένα ενοποιημένο μοντέλο που να μπορεί αντιμετωπίσει τέτοια προβλήματα με επιτυχία.

1.2 ΠΕΡΙΓΡΑΦΗ ΤΗΣ ΔΙΠΛΩΜΑΤΙΚΗΣ ΕΡΓΑΣΙΑΣ


Στόχος της παρούσας διπλωματικής εργασίας είναι αφ’ ενός η επιστημονικώς θεωρητική προσέγγιση του προβλήματος του χρονοπρογραμματισμού παραγωγής σε περιβάλλον job-shop και αφ’ ετέρου η προσπάθεια επίλυσης του 6x6 προβλήματος με χρήση υβριδικών τεχνικών βελτιστοποίησης, και πιο συγκεκριμένα με συνδυασμό τεχνητών νευρωνικών δικτύων και λογικού προγραμματισμού διατύπωσης περιορισμών. Αρχική μας πεποίθηση, η οποία φυσικά επιβεβαιώνεται με την εργασία αυτή, ήταν ότι συνδυάζοντας ένα πολύ αποτελεσματικό, αλλά ταυτόχρονα πολύ απαιτητικό ως προς το χρόνο επεξεργασίας πρόγραμμα λογικού προγραμματισμού, και την ευφυΐα των νευρωνικών δικτύων, θα καταφέρουμε να πάρουμε τις βέλτιστες λύσεις, που έτσι και αλλιώς μπορεί να δώσει ο λογικός προγραμματισμός, εντός λογικών χρονικών πλαισίων. Το μοντέλο που προτείνεται, μπορεί εύκολα να επεκταθεί και σε προβλήματα μεγαλύτερου μεγέθους, και δεν παραλείπεται η επιβεβαίωση του ότι, σε μια τέτοια περίπτωση, τα αποτελέσματα θα είναι αναλόγως εντυπωσιακά.  


Στο Κεφάλαιο 2 γίνεται μια γρήγορη εισαγωγή του αναγνώστη σε έννοιες που αφορούν τον προγραμματισμό παραγωγής. Παρουσιάζονται δηλαδή οι τύποι των συστημάτων παραγωγής, καθώς και το γενικό πρόβλημα του προγραμματισμού παραγωγής, με τους περιορισμούς που υπεισέρχονται και τα εργαλεία υποστήριξης των σχετικών αποφάσεων. Γίνεται επίσης μια σύντομη αναφορά στο ειδικό πρόβλημα που καλείται χρονικός προγραμματισμός παραγωγής σε περιβάλλον job-shop, καθώς είναι αυτό με το οποίο σχετίζεται όλη η υπόλοιπη εργασία, από το Κεφάλαιο 3 δηλαδή, και έπειτα. 


Στο Κεφάλαιο 3, λοιπόν, γίνεται η αναλυτικότερη προσέγγιση του προβλήματος του χρονικού προγραμματισμού παραγωγής σε περιβάλλον job-shop (ή απλούστερα του χρονοπρογραμματισμού εργασιών). Αρχικά δίνονται οι εξισώσεις που περιγράφουν το πρόβλημα, τα ιδιαίτερα χαρακτηριστικά, οι απαιτήσεις και οι περιορισμοί του. Στη συνέχεια χωρίζονται οι μέθοδοι επίλυσης του προβλήματος σε προσεγγιστικές μεθόδους και μεθόδους βελτιστοποίησης, και παρουσιάζονται αναλυτικά οι δημοφιλέστερες από αυτές που κατά καιρούς έχουν προταθεί. Έτσι μεταξύ άλλων, γνωστοποιούνται οι μαθηματικές διατυπώσεις, οι τεχνικές branch & bound, η τεχνητή νοημοσύνη, τα νευρωνικά δίκτυα, οι γενετικοί αλγόριθμοι, η τεχνική της έρευνας ταμπού κ.α. Πέρα από τα ιστορικά στοιχεία και τον τρόπο λειτουργίας της κάθε μεθόδου, η μελέτη επικεντρώνεται στα πλεονεκτήματα και στα μειονεκτήματα τους, με στόχο αφ’ ενός την κατά το δυνατό εμβάθυνση στις ιδιαιτερότητες της καθεμίας, και αφ’ ετέρου σαν προσπάθεια να τονισθεί το γεγονός ότι, αν και ο χρονοπρογραμματισμός εργασιών είναι το πιο μελετημένο και καλά θεμελιωμένο μοντέλο στη ντετερμινιστική θεωρία χρονοπρογραμματισμού, παραμένει ένα από τα πιο δύσκολο να λυθούν προβλήματα. Το Κεφάλαιο 3 κλείνει, με μια σύγκριση της αποτελεσματικότητας διαφόρων προσεγγίσεων, βασιζόμενη στα αποτελέσματα που έδωσαν σε δεκατρία γνωστά προβλήματα της βιβλιογραφίας (benchmark problems). Η συγκριτική αυτή μελέτη, βοηθά ακόμα περισσότερο στην επίτευξη των στόχων που μόλις αναφέρθηκαν. 


Στη συνέχεια, στο Κεφάλαιο 4, το ενδιαφέρον επικεντρώνεται στα τεχνητά νευρωνικά δίκτυα. Τα νευρωνικά δίκτυα είναι οργανωμένα όπως ακριβώς και ο ανθρώπινος εγκέφαλος, δηλαδή η πληροφορία υπόκειται επεξεργασία μέσα σε ένα πλήρως διασυνδεδεμένο δίκτυο, με παράλληλα επεξεργάσιμα κομμάτια. Η απλότητα τους, καθώς και η ικανότητα τους να μαθαίνουν και να γενικεύουν τα έχουν κάνει μια πολύ δημοφιλή μεθοδολογία, που μπορεί να βρει εφαρμογή σε πολλά προβλήματα, μεταξύ των οποίων και ο χρονοπρογραμματισμός εργασιών. Έχοντας καθορίσει ότι μέρος του υβριδικού μοντέλου που θα υλοποιηθεί θα είναι και τα νευρωνικά δίκτυα, παρουσιάζονται εκτενώς τα ιδιαίτερα χαρακτηριστικά τους, η διαδικασία εκπαίδευσης που ακολουθούν και ο τρόπος λειτουργίας τους, προσπαθώντας η ανάλυση να μην περιορισθεί απλά και μόνο σε αυστηρές μαθηματικές προσεγγίσεις. Το κεφάλαιο κλείνει, με μια πρώτη παρουσίαση του λογισμικού που θα χρησιμοποιηθεί για τη δημιουργία, την εκπαίδευση και γενικότερα το χειρισμό των δικτύων, δηλαδή της MATLAB στην έκδοση 6.5 και ειδικότερα του Neural Network Toolbox που αυτή προσφέρει. Στόχος της παρουσίασης αυτής είναι να δειχθεί το πως βρίσκουν εφαρμογή όσα σε θεωρητικό επίπεδο αναφέρθηκαν και έτσι να εισαχθεί ο αναγνώστης ομαλότερα στο κεφάλαιο που αφορά την εφαρμογή των νευρωνικών δικτύων στο χρονοπρογραμματισμό εργασιών.


Μετά τη θεωρητική ενασχόληση με τα τεχνητά νευρωνικά δίκτυα, και πριν το κεφάλαιο που αφορά την εφαρμογή τους στον προγραμματισμό παραγωγής, προσεγγίζεται, σε πρώτη φάση θεωρητικά, και ο λογικός προγραμματισμός (Κεφάλαιο 5). Παρουσιάζονται συγκεκριμένα, διάφορα είδη λογικού προγραμματισμού, όπως ο ALP (Abductive Logic Programming), ο DLP (Disjunctive Logic Programming), o CLP (Constraints Logic Programming), και κυρίως η γλώσσα CHIP (Constraint Handling In Prolog), μια σαφώς χρήσιμη εξέλιξη της φιλοσοφίας του λογικού προγραμματισμού, που θα αποτελέσει άλλωστε μέρος του υβριδικού μοντέλου που προτείνεται, αναλαμβάνοντας την βελτιστοποίηση των αποτελεσμάτων που θα δώσουν τα νευρωνικά δίκτυα. 


Στο Κεφάλαιο 6, με το οποίο ξεκινά το πρακτικό μέρος της διπλωματικής, επιχειρείται η εφαρμογή των νευρωνικών δικτύων για την επίλυση του χρονοπρογραμματισμού εργασιών. Τα δίκτυα με τα οποία επιλέξαμε να ασχοληθούμε είναι τα πολυστρωματικά perceptrons (Multi Layer Perceptrons, MLPs), τα οποία εκπαιδεύθηκαν με δοκιμή των διάφορων παραλλαγών του αλγόριθμου ανάστροφης διάδοσης σφάλματος που προσφέρονται σαν έτοιμες συναρτήσεις από την MATLAB (για το λόγο αυτό τα συγκεκριμένα δίκτυα μπορούν να καλούνται απλώς δίκτυα ανάστροφης διάδοσης). 

Στο πρώτο μέρος αυτού του κεφαλαίου λοιπόν, κύριος στόχος είναι να βρεθεί το δίκτυο που θα ταιριάξει καλύτερα στο 6x6 πρόβλημα χρονοπρογραμματισμού εργασιών, αυτό που θα μπορέσει δηλαδή να αναπαραστήσει καλύτερα τη σχέση μεταξύ της εισόδου και της εξόδου του. Το να γνωρίζει κανείς εκ των προτέρων ποιο νευρωνικό δίκτυο είναι αυτό που θα ταιριάξει καλύτερα σε μια δεδομένη εφαρμογή είναι αν όχι αδύνατο, εξαιρετικά δύσκολο, καθώς δεν υπάρχει κάποια ενιαία μεθοδολογία. Οι διαφορετικές επιλογές που μπορούν να γίνουν αφορούν την αρχιτεκτονική του δικτύου, τον αριθμό των στρωμάτων και των νευρώνων με τις συναρτήσεις ενεργοποίησης που αυτοί θα χρησιμοποιούν, τον αλγόριθμο εκπαίδευσης, τον τρόπο παράστασης των δεδομένων κ.α. Το όλο πρόβλημα αποτελεί πραγματική σχεδιαστική πρόκληση στην οποία προσπαθούμε να αντεπεξέλθουμε εφαρμόζοντας μια πρακτική που χρησιμοποιείται συχνά, και αναφέρεται και στην βιβλιογραφία σαν πιθανή μέθοδος επιλογής βέλτιστου δικτύου. Δημιουργείται δηλαδή ένα σετ 250 παραδειγμάτων εκπαίδευσης και ένα σετ 30 παραδειγμάτων δοκιμής, και δοκιμάζοντας διάφορα δίκτυα προσπαθούμε να βρούμε αυτό που όχι μόνο έμαθε το σύνολο (ή έστω το μεγαλύτερο μέρος) των παραδειγμάτων εκπαίδευσης, αλλά κατόρθωσε να δώσει λογικές απαντήσεις και στα περισσότερα από τα παραδείγματα δοκιμής, με τη διάρκεια της εκπαίδευσης του να κυμαίνεται σε λογικά χρονικά πλαίσια. Ο στόχος δηλαδή είναι αφ’ ενός το δίκτυο να μπορεί να υλοποιηθεί σε οποιοδήποτε ηλεκτρονικό υπολογιστή χωρίς υπερβολικές απαιτήσεις σε χρόνο, και αφ’ ετέρου να έχει την ικανότητα γενίκευσης, την ικανότητα δηλαδή να δίνει λογικές απαντήσεις σε παραδείγματα που δεν ανήκουν στο σετ των παραδειγμάτων εκπαίδευσης του. Εκ των προτέρων βέβαια τίθεται ο περιορισμός τα άγνωστα αυτά παραδείγματα να μη διαφέρουν περισσότερο από 20-25% από τα παραδείγματα εκπαίδευσης. Κι αυτό γιατί το δίκτυο δεν έχει κάποιο μαγικό τρόπο να ανταποκρίνεται σωστά σε οποιοδήποτε πρόβλημα. Η γνώση του αποκτάται μέσω των παραδειγμάτων εκπαίδευσης και αποθηκεύεται στα συναπτικά βάρη των νευρώνων. Έτσι, ένα εκπαιδευμένο νευρωνικό δίκτυο έχει την ικανότητα να απαντάει μόνο σε καταστάσεις που γνωρίζει και σε παρόμοιες αυτών.


Αφού λοιπόν επιλεγεί το βέλτιστο δίκτυο, τα αποτελέσματα του οποίου θα χρησιμοποιηθούν στα επόμενα από το πρόγραμμα λογικού προγραμματισμού, στο δεύτερο και τελευταίο μέρος του Κεφαλαίου 6 επιχειρείται, με βάση τα στοιχεία που έχουν ήδη συγκεντρωθεί για τα διάφορα δίκτυα, η σύγκριση της απόδοσης των παραλλαγών του αλγόριθμου ανάστροφης διάδοσης σφάλματος. Στόχος αυτής της σύγκρισης είναι αφ’ ενός να δώσει κατευθυντήριες γραμμές στον αναγνώστη που θα επιχειρήσει την εφαρμογή του υβριδικού μοντέλου, και αφ’ ετέρου να επιβεβαιώσει τα όσα σε θεωρητικό επίπεδο είχαν αναφερθεί στο Κεφάλαιο 4 για την απόδοση και τα ιδιαίτερα χαρακτηριστικά κάθε αλγορίθμου.   


Όπως αναφέρθηκε, είναι εξ’ αρχής γνωστό ότι τα αποτελέσματα που δίνουν τα νευρωνικά δίκτυα είναι στην καλύτερη περίπτωση προσέγγιση των βέλτιστων λύσεων και άρα η εφαρμογή αποκλειστικά και μόνο των νευρωνικών δικτύων σαν μέθοδο επίλυσης του προβλήματος χρονοπρογραμματισμού εργασιών, δεν μπορεί να είναι ιδιαιτέρως ανταγωνιστική. Χαρακτηριστικό είναι πως από τα 30 παραδείγματα δοκιμής (που μάλιστα δημιουργήθηκαν προσπαθώντας να μην διαφέρουν πολύ από τα παραδείγματα εκπαίδευσης), το βέλτιστο δίκτυο κατόρθωσε να δώσει ολόσωστες απαντήσεις μόνο σε 16 από αυτά (ποσοστό επιτυχίας 53,34 %) και απλά ικανοποιητικές προσεγγίσεις σε μερικά από τα υπόλοιπα. Τα αποτελέσματα δεν είναι και τόσο καλά και γι’ αυτό, το βέλτιστο δίκτυο χρησιμοποιείται στα επόμενα μόνο σαν μια «γεννήτρια περιορισμών» ενός προγράμματος λογικού προγραμματισμού διατύπωσης περιορισμών που αναλαμβάνει την βελτιστοποίηση. 

Το πρόγραμμα αυτό παρουσιάζεται στο Κεφάλαιο 7. Η λογική στην οποία στηρίζεται είναι εν συντομία η εξής: πέρα από τους κλασσικούς περιορισμούς προτεραιότητας (οι διεργασίες κάθε εργασίας εκτελούνται με μια προκαθορισμένη σειρά) και διάζευξης (καμία μηχανή δεν επεξεργάζεται δυο διεργασίες ταυτόχρονα), είναι δυνατή η εκμετάλλευση των αποτελεσμάτων του νευρωνικού δικτύου ώστε να δημιουργηθούν και κάποιοι επιπλέον περιορισμοί. Πιο συγκεκριμένα, μπορούν να καθοριστούν αφ’ ενός οι δυο πρώτες εργασίες που θα επεξεργάζεται κάθε μηχανή, μειώνοντας έτσι σημαντικά το μέγεθος του δέντρου αναζήτησης της λύσης που κατασκευάζει ο λογικός προγραμματισμός, και αφ’ ετέρου ένας κατά προσέγγιση μέγιστος χρόνος επεξεργασίας του συνόλου των εργασιών, μειώνοντας το πεδίο τιμών για τις μεταβλητές απόφασης του προβλήματος.

Προκειμένου να είναι εφικτή η αξιολόγηση του υβριδικού μοντέλου που προτείνεται, χρησιμοποιούνται στο κεφάλαιο αυτό δεδομένα ενός πολύ γνωστού προβλήματος της βιβλιογραφίας που χρησιμοποιείται συχνά ως σημείο αναφοράς από τους ερευνητές θεμάτων χρονοπρογραμματισμού, του 6x6 δηλαδή benchmark προβλήματος των Fisher και Thompson (FT06). Λύνεται λοιπόν, με τη βοήθεια του προγράμματος λογικού προγραμματισμού διατύπωσης περιορισμών που δημιουργήθηκε το FT06 και η βέλτιστη λύση του, κόστους 55 χρονικών μονάδων (ίσο με αυτό που στη βιβλιογραφία αναφέρεται σαν το ελάχιστο δυνατό), προσδιορίζεται σε κάτι λιγότερο από ένα δευτερόλεπτο. Στην περίπτωση που δεν χρησιμοποιηθούν τα αποτελέσματα του νευρωνικού δικτύου για τη δημιουργία των επιπλέον περιορισμών, ο χρόνος εύρεσης της λύσης πενταπλασιάζεται, γεγονός που μας κάνει να πιστεύουμε πως αναλόγως εντυπωσιακή θα είναι η μείωση του χρόνου εύρεσης της λύσης και στην περίπτωση που το μοντέλο επεκταθεί σε προβλήματα μεγαλύτερης τάξεως [Η πεποίθηση αυτή επαληθεύεται μάλιστα στο Παράρτημα Δ].  

Με ανάλογες απαιτήσεις σε χρόνο ανά παράδειγμα, λύνονται και τα 30 παραδείγματα δοκιμής της επίδοσης του νευρωνικού δικτύου που συζητήθηκαν προηγούμενα, και προσδιορίζεται η βέλτιστη λύση για 26 από αυτά (αύξηση του ποσοστού επιτυχίας από 53,34% σε 86,7%). Τα υπόλοιπα 4 παραδείγματα, είναι αυτά για τα οποία το δίκτυο δεν μπόρεσε να προσδιορίσει ούτε τις δυο πρώτες εργασίες ανά μηχανή σωστά, με αποτέλεσμα οι περιορισμοί που δίνονται στο λογικό προγραμματισμό να είναι λανθασμένοι. Ακόμα και για αυτά τα παραδείγματα όμως, είναι δυνατόν να προσδιοριστεί μια εφικτή λύση, γεγονός που πρέπει να συμπεριληφθεί στα θετικά στοιχεία του μοντέλου.

Το Κεφάλαιο 7 κλείνει με μια σύντομη παρουσίαση του λογισμικού που χρησιμοποιήθηκε για την εκτέλεση του κώδικα λογικού προγραμματισμού με διατύπωση περιορισμών και ήταν η ECLiPSe του Πανεπιστημίου Imperial στην έκδοση 5.5.


Η διπλωματική εργασία ολοκληρώνεται με το Κεφάλαιο 8, όπου γίνεται ο απολογισμός της όλης διαδικασίας, εκτιμάται το κατά πόσο είναι εφαρμόσιμη ή όχι για την ευρύτερη αγορά και προτείνονται πιθανές μελλοντικές επεκτάσεις της. 
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ΚΕΦΑΛΑΙΟ 2
2.1 ΕΙΣΑΓΩΓΗ

Το κεφάλαιο αυτό αφορά στο χρονικό προγραμματισμό παραγωγής. Αρχικά παρουσιάζεται το γενικό πρόβλημα του προγραμματισμού παραγωγής, οι περιορισμοί που υπεισέρχονται, αλλά και τα εργαλεία υποστήριξης των σχετικών αποφάσεων. Στη συνέχεια, γίνεται μια σύντομη αναφορά στο ειδικό πρόβλημα του χρονικού προγραμματισμού παραγωγής, με την προσοχή μας να επικεντρώνεται στο χρονοπρογραμματισμό παραγωγής σε περιβάλλον job-shop, που είναι και το πρόβλημα που θα μας απασχολήσει σε αυτή την εργασία. Η αναφορά αυτή αποτελεί ένα είδος εισαγωγής στο επόμενο κεφάλαιο, όπου θα αναλυθεί εκτενέστερα το πρόβλημα και θα επιχειρηθεί η ιστορική αναφορά στους αλγόριθμους επίλυσής του, που έχουν κατά καιρούς προταθεί. 

2.2 ΒΑΣΙΚΕΣ ΕΝΝΟΙΕΣ ΤΩΝ ΣΥΣΤΗΜΑΤΩΝ ΠΑΡΑΓΩΓΗΣ

2.2.1 ΠΑΡΑΓΩΓΗ

Ως παραγωγή ορίζουμε την οργανωμένη δραστηριότητα η οποία αποσκοπεί αφ' ενός στην αύξηση της αξίας ή της χρησιμότητας των υλικών πραγμάτων και αφ' ετέρου στην παροχή υπηρεσιών.

2.2.2 ΤΥΠΟΙ ΣΥΣΤΗΜΑΤΩΝ ΠΑΡΑΓΩΓΗΣ

Κάθε σύστημα, κάθε οργανωμένο δηλαδή σύνολο στοιχείων, που παράγει προϊόντα ή υπηρεσίες ονομάζεται παραγωγικό σύστημα. Στο Σχήμα 2.1 δίνουμε το διάγραμμα του μοντέλου του παραγωγικού συστήματος. Τα παραγωγικά συστήματα διακρίνονται στους εξής τύπους:
• Συστήματα συνεχούς ροής (flow-shop)
Τα συστήματα συνεχούς ροής επικεντρώνονται στην παραγωγή πεπερασμένου αριθμού τυποποιημένων τελικών προϊόντων, τα οποία προορίζονται για ευρεία κατανάλωση. Σε κάθε τελικό προϊόν αντιστοιχεί μία γραμμή παραγωγής, ενώ η ροή του εν λόγω προϊόντος σε κάθε γραμμή είναι ίδια για κάθε κομμάτι. Στην παραπάνω κατηγορία εμπίπτει και η περίπτωση στην οποία οι εισροές μετασχηματίζονται σε ένα ή περισσότερα προϊόντα.

• Συστήματα παραγωγής κατά παραγγελία (job-shop)
Τα συστήματα παραγωγής κατά παραγγελία παράγουν προϊόντα των οποίων τόσο οι τελικές ιδιότητες, όσο και οι προδιαγραφές ορίζονται από τον πελάτη. Η ποικιλία των προϊόντων που δύναται να παραχθούν είναι σαφώς μεγάλη, ενώ ο όγκος της παραγωγής διαφέρει για κάθε παραγγελία. Η ροή του προϊόντος στα συστήματα αυτά είναι επίσης διαφορετική για κάθε παραγγελία (παρτίδα παραγωγής). 

• Συστήματα παραγωγής σε παρτίδες (batch-shop)

Τα συστήματα παραγωγής σε παρτίδες είναι υβριδικά, καθώς έχουν χαρακτηριστικά συστημάτων τόσο συνεχούς ροής όσο και παραγωγής κατά παραγγελία. Τα τελικά προϊόντα είναι αποθηκεύσιμα και παράγονται με κοινό παραγωγικό εξοπλισμό. Προκειμένου για τη μείωση του όγκου των αποθεμάτων, και συνακόλουθα του κόστους αποθήκευσης που επιβαρύνει την παραγωγική μονάδα, η ετήσια ποσότητα που πρέπει να παραχθεί από κάθε προϊόν διαιρείται σε παρτίδες, οι οποίες διαδέχονται χρονικά η μία την άλλη. 

• Συστήματα κατασκευής έργων (Projects)

Τα συστήματα αυτής της κατηγορίας παράγουν συνήθως ένα προϊόν που προορίζεται για έναν πελάτη. Το τελικό προϊόν είναι μεγάλου μεγέθους και αξίας, και γύρω από αυτό διατάσσεται ο παραγωγικός εξοπλισμός, ο οποίος χαρακτηρίζεται από μικρό βαθμό αυτοματοποίησης.

Η χωροταξική διάταξη σε κάθε ένα από τα παραπάνω παραγωγικά συστήματα καθορίζεται έτσι ώστε να είναι λειτουργική. Συγκεκριμένα, και αναφορικά με την πρώτη περίπτωση, η διάταξη των μηχανημάτων είναι γραμμική και ειδικής χρήσης. Στη δεύτερη περίπτωση, ο εξοπλισμός είναι γενικής χρήσης με γενικά περιορισμένο βαθμό αυτοματοποίησης, και διατάσσεται σε ομάδες παραγωγικών μονάδων που εκτελούν την ίδια λειτουργία. 
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Σχήμα 2.1

Μοντέλο Παραγωγικού Συστήματος.

2.3 ΠΡΟΓΡΑΜΜΑΤΙΣΜΟΣ ΣΥΣΤΗΜΑΤΩΝ ΠΑΡΑΓΩΓΗΣ

2.3.1 ΟΙ ΠΕΡΙΟΡΙΣΜΟΙ ΚΑΤΑ ΤΟΝ ΠΡΟΓΡΑΜΜΑΤΙΣΜΟ ΤΩΝ ΣΥΣΤΗΜΑΤΩΝ ΠΑΡΑΓΩΓΗΣ

Προγραμματισμός παραγωγής είναι η διαδικασία  ανάθεσης εργασιών σε διάφορους πόρους. Συνιστά λοιπόν μια διαδικασία λήψης δύο κατηγοριών αποφάσεων: αποφάσεις χρονικής τοποθέτησης των διεργασιών και αποφάσεις κατανομής των πόρων σε κάθε διεργασία. Και οι δύο κατηγορίες αποφάσεων έχουν οικονομική διάσταση, καθώς σχετίζονται με τη διαχείριση μίας οικονομικής μονάδας.

Το συγκεντρωτικό πρόγραμμα παραγωγής αποτελεί το πλαίσιο, μέσα στο οποίο οργανώνεται και αναπτύσσεται η παραγωγική δραστηριότητα ενός συστήματος. Περιλαμβάνει ένα σύνολο στόχων που τίθενται για το σύστημα και αφορούν την παραγωγή, την απασχόληση και τα αποθέματα για κάθε περίοδο μέσα στον ορίζοντα προγραμματισμού. Οι στόχοι αυτοί συνιστούν παράλληλα και περιορισμούς του συστήματος, όσον αφορά στην παραγωγική λειτουργία. Ακόμα, οι στόχοι αυτοί αποτελούν έμμεσα στόχους και περιορισμούς και των άλλων λειτουργιών, όπως της χρηματοοικονομικής λειτουργίας ή της λειτουργίας των προμηθειών. Τα επιμέρους προγράμματα αυτών των λειτουργιών πρέπει να καταρτίζονται μέσα στο πλαίσιο που θέτει το συγκεντρωτικό πρόγραμμα παραγωγής.

Αρχικός περιορισμός της διαδικασίας προγραμματισμού είναι ο επιθυμητός όγκος της παραγωγής και ο χρόνος τοποθέτησης των τελικών προϊόντων στην αγορά, ο προσδιορισμός των οποίων γίνεται από ή σε συνεργασία με τη διοίκηση της μονάδας. 

Ως άριστο μέγεθος παραγωγικής μονάδας ορίζεται το κατά προσέγγιση επίπεδο της επένδυσης, το οποίο είναι τεχνικά, οικονομικά και οργανωτικά εφικτό, ανταποκρίνεται στο μέγεθος της προβλεπόμενης ζήτησης του προϊόντος και  εξασφαλίζει για τη μονάδα την παραγωγική δυναμικότητα που τείνει να ελαχιστοποιήσει το κατά μονάδα κόστος παραγωγής. Η επιλογή του «άριστου» μεγέθους γίνεται ύστερα από συγκριτική και διαδοχική προσεγγιστική ανάλυση διαφόρων εναλλακτικών μεγεθών. Οι εναλλακτικές λύσεις που είναι στην πράξη διαθέσιμες δεν είναι απεριόριστες, για τους λόγους που ακολουθούν.

Πρώτον, η κατασκευή του μηχανολογικού εξοπλισμού σε φυσικές μονάδες είναι συνήθως τυποποιημένη και περιορισμένη, σύμφωνα με τεχνικές προδιαγραφές (π.χ. ορισμένη ιπποδύναμη, ορισμένη χωρητικότητα, ορισμένο τονάζ παραγωγής). Δεύτερον, τα περιθώρια για διαβαθμίσεις ή διακρίσεις της παραγωγικής δυναμικότητας περιορίζονται από τεχνικούς περιορισμούς (indivisibilities). Είναι δηλαδή τεχνικά αδύνατο, να χωριστεί μία ενιαία μηχανολογική μονάδα σε απεριόριστο αριθμό μεγεθών. Για αυτό, τα διαθέσιμα εναλλακτικά μεγέθη του μηχανολογικού εξοπλισμού που κυκλοφορούν στην αγορά, είναι συνήθως τέσσερα: Το ελάχιστο μέγεθος (minimal plant), για την ελάχιστη παραγωγική δυναμικότητα, το μικρής ή χαμηλής κλίμακας μέγεθος (small-scale plant), το μέσης κλίμακας μέγεθος (medium-scale plant) και το μεγάλης ή υψηλής κλίμακας μέγεθος (large-scale plant), για τη μέγιστη δυνατή παραγωγική δυναμικότητα. Στην πράξη, η επιλογή του «άριστου» μεγέθους της παραγωγικής δυναμικότητας γίνεται κατά προσέγγιση, έχει ως αφετηρία και πυξίδα προσανατολισμού την πρόβλεψη της ζήτησης των προϊόντων (όπως υπολογίζεται στην έρευνα αγοράς) και περιορίζεται στις παραπάνω τέσσερις εναλλακτικές λύσεις ή σε ενδιάμεσες θέσεις μεταξύ τους.

Οι απαιτήσεις για παραγωγή προϊόντων μεταφράζονται μέσω των πινάκων υλικών, των προβλέψεων και των παραγγελιών των πελατών σε απαιτήσεις για παραγωγικούς πόρους (ανθρώπινο δυναμικό, μηχανήματα, σειρά επεξεργασιών, χρόνοι παραγωγής). Ακολουθεί ο υπολογισμός της ονομαστικής και πραγματικής δυναμικότητας της παραγωγικής μονάδας, σε συνεργασία με το τμήμα προγραμματισμού των ανθρώπινων πόρων (Human Resource Management), ώστε να εξασφαλιστεί η ρεαλιστικότητα του στόχου.

Εφόσον εξασφαλιστεί ότι οι ανθρώπινοι πόροι επαρκούν, ακολουθεί ο υπολογισμός της ποσότητας των απαραίτητων πρώτων υλών. Στον υπολογισμό λαμβάνεται υπόψη και η διατήρηση αποθέματος ασφαλείας, ώστε να μπορεί να ανταποκριθεί η παραγωγική μονάδα σε περιπτώσεις όπως μερική ή ολική καταστροφή της πρώτης ύλης κατά τη μεταφορά ή την επεξεργασία, έκτακτες παραγγελίες, αδυναμία του προμηθευτή να αντεπεξέλθει στην παραγγελία κ.ο.κ. Σημειώνεται ότι η αδυναμία κάλυψης έκτακτων παραγγελιών συνεπάγεται διαφυγόντα κέρδη.

Στον ίδιο υπολογισμό λαμβάνεται υπόψη η επάρκεια των αποθηκευτικών χώρων, αλλά και το κόστος αποθήκευσης και δέσμευσης κεφαλαίων, τόσο για τις πρώτες ύλες, όσο και για τα ενδιάμεσα και τελικά προϊόντα. Εξάλλου, όπως αναφέρθηκε στην προηγούμενη ενότητα, είναι απαραίτητος ο χωροταξικός σχεδιασμός των αποθηκών, ώστε να διευκολύνονται οι διαδικασίες φόρτωσης και προμήθειας των επιμέρους σταδίων της παραγωγής, προς εξοικονόμηση χρόνου. Σημειώνεται ότι το τελικό προϊόν ενός σταδίου της παραγωγής συνιστά συχνά την εισροή ενός άλλου σταδίου. Το ζήτημα της ασφάλειας των εργαζομένων κατά τη μεταφορά είναι επίσης βαρύνουσας σημασίας και λαμβάνεται υπόψη στο χωροταξικό σχεδιασμό. 

Η ανακύκλωση των χρησιμοποιούμενων σε μία παραγωγική διαδικασία υλικών συνιστά διαδικασία εξοικονόμησης πόρων. Σε ορισμένους παραγωγικούς κλάδους, όπως λόγου χάριν στις μεταλλουργικές εταιρείες, η ανακύκλωση αποτελεί σημαντικό παράγοντα σχεδιασμού, καθώς οι επιστημονικές μέθοδοι της πυρομεταλλουργίας είναι προσανατολισμένες στη χρήση ανακυκλούμενων υλικών (scrap). Έτσι, ο υπολογισμός των απαιτούμενων πόρων γίνεται περίπλοκος, και απαιτείται συχνά η συνδρομή της προσομοίωσης για την ολοκλήρωση του σχεδιασμού. Εξάλλου, η χρήση ανακυκλούμενων προϊόντων, απαιτεί επιπλέον διαδικασίες, όπως διαλογή, επιθεώρηση και ταξινόμηση, αλλά και επιπλέον παραγωγικό χρόνο. Το επιπλέον κόστος αποσβένεται λόγω μειωμένου κόστους απόκτησης πρώτων υλών αλλά και με τα οικονομικά οφέλη που απολαμβάνει η επιχείρηση, λόγω υιοθέτησης περιβαλλοντικά αποδεκτών μεθόδων. 

Προκειμένου λοιπόν για την κατάρτιση ενός Συγκεντρωτικού Προγράμματος Παραγωγής, απαιτούνται δεδομένα όπως η δυναμικότητα του συστήματος, η προβλεπόμενη ζήτηση στον ορίζοντα προγραμματισμού για κάθε περίοδο (συνήθως κάθε μήνα), τα υπάρχοντα αποθέματα και οι γενικοί στόχοι και τα κριτήρια προγραμματισμού που θέτει η διοίκηση της μονάδας. Ο Συγκεντρωτικός Προγραμματισμός Παραγωγής είναι η δραστηριότητα με την οποία καθορίζεται το πρόγραμμα (πλάνο) της παραγωγής για το σύνολο των προϊόντων ενός παραγωγικού συστήματος, και για ένα σύνολο περιόδων. Περιλαμβάνει, όπως αναφέρθηκε στην αρχή της ενότητας, τις μεσοπρόθεσμες αποφάσεις της διοίκησης για τις τιμές των βασικών μεγεθών της παραγωγής. Τα μεγέθη αυτά είναι το συνολικό ύψος της παραγωγής, της απασχόλησης και των αποθεμάτων, συνήθως σε μηνιαία βάση, που τίθενται ως στόχοι για ένα μεσοπρόθεσμο ορίζοντα προγραμματισμού. Απαραίτητη εξάλλου είναι και η γνώση των στοιχείων που αφορούν κυρίως στο κόστος της παραγωγής (κόστος εργασίας, κόστος αποθεματοποίησης, κόστος υποαποθέματος, μεταβλητό κόστος παραγωγής, κόστος μεταβολών στο επίπεδο απασχόλησης). Με βάση αυτά τα δεδομένα μπορούν καταρχήν να διαμορφωθούν πολλά εναλλακτικά συγκεντρωτικά προγράμματα παραγωγής.

2.3.2 ΕΡΓΑΛΕΙΑ ΥΠΟΣΤΗΡΙΞΗΣ ΑΠΟΦΑΣΕΩΝ ΣΤΟΝ ΠΡΟΓΡΑΜΜΑΤΙΣΜΟ ΠΑΡΑΓΩΓΗΣ

Η πολυπλοκότητα των αποφάσεων που σχετίζονται με τον προγραμματισμό παραγωγής  έχει γίνει σαφής από την προηγούμενη ενότητα. Σε αυτήν την ενότητα γίνεται μία σύντομη αναφορά στα επιστημονικά εργαλεία υποστήριξης της λήψης αποφάσεων. 

Αρχικά, και εξαιτίας της σημασίας της λειτουργίας της διαχείρισης αποθεμάτων, έχει αναπτυχθεί η Θεωρία Αποθεμάτων, που ανήκει στην επιστημονική περιοχή της Επιχειρησιακής Έρευνας. Η θεωρία αυτή εξετάζει συστηματικά τα προβλήματα που συνδέονται με τη δημιουργία και τη διαχείριση των αποθεμάτων, ενώ διατίθενται σχετικά συστήματα λογισμικού που βοηθούν στη συστηματική παρακολούθηση και στον έλεγχο των αποθεμάτων.

Μια ειδική κατηγορία συστημάτων διαχείρισης αποθεμάτων, είναι τα συστήματα προγραμματισμού απαιτούμενων υλικών (ΠΑΥ). Τα εν λόγω συστήματα αφορούν στη διαχείριση απαραίτητων για την εκτέλεση του προγράμματος παραγωγής υλικών, τα οποία είτε παραγγέλλονται από εξωτερικούς προμηθευτές, είτε κατασκευάζονται από το ίδιο το παραγωγικό σύστημα. Η ζήτηση για αυτά είναι εσωτερική, προέρχεται δηλαδή από το ίδιο το σύστημα και είναι εξαρτημένη και συχνά ασυνεχής. Τα συστήματα αυτά καθορίζουν τις ποσότητες και το χρόνο εισροής τους στο σύστημα, βασιζόμενα στις απαιτήσεις για υλικά που καθορίζονται από το σύστημα παραγωγής και όχι σε προβλέψεις.

Παρόλο αυτά, τόσο ο προγραμματισμός όσο και ο έλεγχος της παραγωγής, απαιτούν εκτιμήσεις όσον αφορά στην ποσότητα και στο χρόνο που αναμένεται να ζητηθεί η εκροή, δηλαδή το προϊόν ενός παραγωγικού συστήματος. Κάθε σπουδαία απόφαση στις επιχειρήσεις, στρατηγικού ή τακτικού χαρακτήρα, βασίζεται και στην εκτίμηση της ζήτησης. Η ζήτηση προϊόντων ή υπηρεσιών και, συνεπώς, οι απαιτήσεις σε μηχανές, υλικά, κεφάλαια, ανθρώπινο δυναμικό και, γενικά, δυναμικότητα που θα χρησιμοποιηθεί ώστε να ικανοποιηθεί η ζήτηση, χαρακτηρίζεται όμως από αβεβαιότητα, γεγονός που κατέστησε αναγκαία την ανάπτυξη μεθόδων πρόβλεψης. Οι εκτιμήσεις αυτές θα χρησιμοποιηθούν για την κατάρτιση των προγραμμάτων παραγωγής, προμήθειας πρώτων υλών, απασχόλησης ανθρώπινου δυναμικού κλπ. Τα προγράμματα αυτά θα είναι τόσο περισσότερο αποτελεσματικά, σε σχέση με το σκοπό του παραγωγικού συστήματος, όσο περισσότερο αξιόπιστες είναι οι σχετικές προβλέψεις. Ο βασικός παράγοντας που καθορίζει την επιλογή της μεθόδου προβλέψεων είναι το είδος των αποφάσεων που θα ληφθούν, βάσει των προβλέψεων που θα προκύψουν. Εκτός από τον παράγοντα αυτό, η επιλογή της κατάλληλης μεθόδου καθορίζεται από ένα σύνολο ειδικότερων παραγόντων, στους οποίους περιλαμβάνονται η ζητούμενη μορφή της πρόβλεψης, η περίοδος και ο ορίζοντας πρόβλεψης, το κόστος της μεθόδου, η επιζητούμενη ακρίβεια, η απλότητα και η ευκολία εφαρμογής και τα διαθέσιμα στοιχεία. Σημειώνεται ότι οι μέθοδοι πρόβλεψης διακρίνονται σε τρεις γενικές κατηγορίες: μέθοδοι προεκβολής ή χρονοσειρών, αιτιακές μέθοδοι, και ποιοτικές μέθοδοι ή μέθοδοι κρίσης.

Τέλος, η τάση υιοθέτησης πληροφοριακών συστημάτων έχει βοηθήσει σημαντικά τα παραγωγικά συστήματα. Στα σύγχρονα εργοστάσια, υπάρχει μία κεντρική βάση δεδομένων, εύκολα προσβάσιμη, όπου αποθηκεύονται πληροφορίες για κάθε τμήμα της διαδικασίας παραγωγής προϊόντος. Συνδεδεμένα με αυτή τη βάση βρίσκονται τοπικά δίκτυα (local area networks) προσωπικών υπολογιστών, σταθμοί εργασίας και τερματικά εισαγωγής δεδομένων ώστε να μπορούν είτε να ανακτήσουν είτε να εισάγουν δεδομένα στη βάση. Η λειτουργία του χρονοπρογραμματισμού, που μελετάται σε αυτήν την εργασία, συνήθως γίνεται σε έναν προσωπικό υπολογιστή ή σε ένα σταθμό εργασίας συνδεδεμένο με την κεντρική βάση δεδομένων του εργοστασίου. Σε θέσεις-κλειδιά της παραγωγικής διαδικασίας (shop-floor terminals) βρίσκονται τερματικά που είναι συνδεδεμένα με τη βάση δεδομένων του χρονοπρογραμματισμού, ώστε να συνδέουν άλλα τμήματα με αυτή, κάνοντας την προσβάσιμη όπου απαιτείται.

2.4 ΧΡΟΝΙΚΟΣ ΠΡΟΓΡΑΜΜΑΤΙΣΜΟΣ ΠΑΡΑΓΩΓΗΣ

2.4.1 ΕΙΣΑΓΩΓΗ

Η ανάλυση της προηγούμενης ενότητας αφορά στο στρατηγικό πρόβλημα του μακροπρόθεσμου σχεδιασμού της δυναμικότητας ενός συστήματος παραγωγής. Η παρούσα ενότητα επικεντρώνεται στο πρόβλημα του προγραμματισμού των διατιθέμενων πόρων σε μεσοπρόθεσμη και βραχυπρόθεσμη βάση, και αφορά στα συστήματα flow-shop και job-shop. Το βραχυχρόνιο πρόγραμμα επηρεάζεται, όπως είναι αντιληπτό, από τη διαδικασία σχεδιασμού παραγωγής (production planning process) και άρα από τον μακροχρόνιο σχεδιασμό ολόκληρου του συστήματος.


Προκειμένου για την πραγματοποίηση μίας τέτοιας ανάλυσης, είναι αναγκαίος ο ορισμός των μεταβλητών σχεδιασμού, των μεταβλητών απόφασης, και βέβαια της συνάρτησης που πρόκειται να βελτιστοποιηθεί. Συγκεκριμένα, οι περιορισμοί αφορούν τη δυναμικότητα, την ακολουθία των δραστηριοτήτων που ορίζει η υπάρχουσα τεχνολογία και τις απαιτήσεις συντήρησης των μηχανών. Οι μεταβλητές απόφασης αφορούν στο μέγεθος μιας παρτίδας παραγωγής (πόσα κομμάτια ανά παρτίδα), στη φόρτωση των μηχανών (ποια παραγγελία εκτελείται σε ποια μηχανή), στη σειρά εκτέλεσης των παραγγελιών κλπ. Τέλος, η συνάρτηση κόστους αφορά στην πλήρωση ορισμένων κριτηρίων που μπορεί να αναφέρονται στην εξυπηρέτηση των πελατών, στην αξιοποίηση της διαθέσιμης δυναμικότητας, στο συνολικό κόστος λειτουργίας, στο συνολικό χρόνο λειτουργίας κλπ. Με βάση λοιπόν τη διαθέσιμη δυναμικότητα, τις απαιτήσεις για παραγωγή προϊόντων και διάφορους τεχνολογικούς και άλλους περιορισμούς, ζητείται η καλύτερη δυνατή τιμή των μεταβλητών απόφασης, δηλαδή οι τιμές που αντιστοιχούν στην καλύτερη δυνατή τιμή μιας συνάρτησης κόστους. Έτσι από ένα σύνολο εφικτών προγραμμάτων ζητείται το «καλύτερο». 


Στην περίπτωση χρονικού προγραμματισμού έργου, τα προβλήματα προγραμματισμού και οργάνωσης της εκτέλεσης συνδέονται με μεγάλο πλήθος επιμέρους δραστηριοτήτων, από την εκτέλεση και τη διαπλοκή των οποίων εξαρτάται η ολοκλήρωση του ίδιου του έργου. Οι δραστηριότητες αυτές συνδέονται μεταξύ τους με τεχνολογικές, φυσικές, οικονομικές ή άλλες σχέσεις προτεραιότητας, δηλαδή του τύπου «προηγείται – έπεται», ενώ υπόκεινται σε διάφορους περιορισμούς, π.χ. λόγω διαθέσιμων πόρων ή υπάρχοντος θεσμικού πλαισίου, που πρέπει να ληφθούν υπόψη κατά τον προγραμματισμό τους. Το ζητούμενο σε τέτοια προβλήματα μπορεί να είναι η ελαχιστοποίηση του συνολικού χρόνου εκτέλεσης του έργου, η ελαχιστοποίηση του συνολικού κόστους, η ελαχιστοποίηση του κόστους για ένα δεδομένο ολικό χρόνο, η ελαχιστοποίηση του χρόνου εκτέλεσης για ένα δεδομένο κόστος, ή και η ελαχιστοποίηση των πόρων που αδρανούν. Οι κύριες μέθοδοι που έχουν αναπτυχθεί για την επίλυση των παραπάνω προβλημάτων είναι η μέθοδος της κρίσιμης διαδρομής (CPM) και η τεχνική αξιολόγησης και αναθεώρησης προγράμματος (PERT).

2.4.2 ΧΡΟΝΟΠΡΟΓΡΑΜΜΑΤΙΣΜΟΣ ΠΑΡΑΓΩΓΗΣ ΣΕ ΠΕΡΙΒΑΛΛΟΝ JOB-SHOP
Με βάση την εισαγωγή της ενότητας, είναι εφικτός ο ορισμός του όρου «χρονοπρογραμματισμός» ως «…η κατανομή δεδομένων πόρων στη διάρκεια του χρόνου με σκοπό την ολοκλήρωση ενός συνόλου εργασιών.» (Baker [1974]).

Οι τυπικές λειτουργίες του προγραμματισμού παραγωγής σε περιβάλλον job-shop, ή διαφορετικά του χρονικού προγραμματισμού εργασιών περιλαμβάνουν την ανάθεση πόρων σε εργασίες, τον καθορισμό της σειράς εκτέλεσης των εργασιών (δρομολόγηση), την εκκίνηση εκτέλεσης της σχεδιασθείσης εργασίας και τον έλεγχο της παραγωγικής διαδικασίας (ανάλυση της κατάστασης εκτελούμενων εργασιών, επίσπευση καθυστερημένων και κρίσιμων εργασιών).

Όσον αφορά τώρα στους στόχους του χρονοπρογραμματισμού εργασιών, δηλαδή σε αυτά στα οποία ο χρονοπρογραμματισμός εργασιών στοχεύει τελικά (και που δείχνουν και τη σημασία του χρονοπρογραμματισμού στην παραγωγική διαδικασία) μπορούμε να αναφέρουμε τα εξής:

• Ο σεβασμός των προθεσμιών (due dates) των εργασιών.

• Η ελαχιστοποίηση του χρόνου υλοποίησης του προγράμματος (makespan).

• Η ελαχιστοποίηση του χρόνου ή του κόστους ρύθμισης (setup) των μηχανών που εμπλέκονται στο πρόβλημα.

• Η μεγιστοποίηση της χρησιμοποίησης των μηχανών (machine utilization) ή των πόρων και άρα ελαχιστοποίησης του χρόνου που οι μηχανές είναι αδρανείς (idle time).


Σκόπιμο επίσης κρίνεται το να αναφερθούν κάποια κριτήρια αξιολόγησης του προγραμματισμού εργασιών, τα οποία μας δείχνουν το ποσοστό επιτυχίας του, σε σχέση πάντα με τους στόχους του προγραμματισμού για την βελτίωση της παραγωγικής διαδικασίας. Έτσι, μπορούν ενδεικτικά να αναφερθούν τα εξής κριτήρια:

• Το ποσοστό ολοκληρωμένων εργασιών εντός των καθορισμένων προθεσμιών (ημερομηνιών παράδοσης των εργασιών).

• Η βελτίωση του χρόνου εκτέλεσης των εργασιών.

• Το ποσοστό των χρησιμοποιούμενων πόρων.

• Το ποσοστό του αεργού χρόνου (idle time) των μηχανών.

Η θεωρία χρονοπρογραμματισμού job-shop είναι μέρος της γενικής θεωρίας χρονοπρογραμματισμού (scheduling). Η έρευνα προς την κατεύθυνση κατανόησης του χρονοπρογραμματισμού έχει καταλήξει σε θεωρητικά μαθηματικά μοντέλα και σε ποικίλες μεθόδους αναζήτησης πιθανών λύσεων. Έτσι, τα προβλήματα χρονοπρογραμματισμού παραγωγής συνδυάζουν επιστημονικές περιοχές αρκετά διαφορετικές, όπως είναι αυτές του σχεδιασμού παραγωγής (production planning), του computer design και της παραγωγής πλάνων (timetabling). Εξάλλου, η θεωρία και οι εφαρμογές του χρονοπρογραμματισμού παραγωγής έχουν αναπτυχθεί σημαντικά τόσο στην επιχειρησιακή έρευνα, όσο και στην τεχνητή νοημοσύνη. Παρόλα αυτά, χάρη στην προσθήκη νέων αλγορίθμων όπως αυτοί των νευρωνικών δικτύων και της εξελικτικής υπολογισιμότητας, ερευνητές από τομείς της βιολογίας, της γενετικής και της νευροφυσιολογίας, βοήθησαν πρόσφατα στην περαιτέρω μελέτη της θεωρίας της παραγωγής, δίνοντας έμφαση στην πολύπλευρη φύση αυτού του τομέα. Αξίζει να σημειωθεί, ότι το πρόβλημα χρονοπρογραμματισμού job-shop (Job-Shop Scheduling Problem, JSSP) ειδικότερα, θεωρείται ως ένα από τα πιο δύσκολα και από τα πλέον δημοφιλή συνδυαστικά προβλήματα στη ντετερμινιστική προγραμματιστική θεωρία καθώς εξυπηρετεί την εφαρμογή πολλών διαφορετικών τεχνικών, νέων αλλά και παλαιότερων. 

Περισσότερα, όμως, σχετικά με τους διάφορους αλγορίθμους επίλυσης που έχουν κατά καιρούς προταθεί, αλλά και ένας αυστηρότερος ορισμός του χρονοπρογραμματισμού σε περιβάλλον job-shop, αφήνονται να ειπωθούν στο επόμενο κεφάλαιο.
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ΚΕΦΑΛΑΙΟ 3
3.1 ΕΙΣΑΓΩΓΗ

Η έρευνα που αφορά τη θεωρία του χρονοπρογραμματισμού έχει εξελιχθεί τις τελευταίες δεκαετίες και έχει αποτελέσει το θέμα πολύ εκτεταμένης βιβλιογραφίας με τεχνικές που ποικίλουν από ακατέργαστους κανόνες διεκπεραίωσης ως πολύπλοκους παράλληλους branch & bound αλγόριθμους και bottleneck heuristics. Χωρίς αυτό να προκαλεί ιδιαίτερη έκπληξη, οι προσεγγίσεις που έχουν προταθεί προέρχονται από ένα ευρύ φάσμα ερευνητών που κυμαίνεται από επιστήμονες της διοίκησης μέχρι εργάτες της παραγωγής. Μάλιστα με τον ερχομό νέων μεθοδολογιών, όπως τα νευρωνικά δίκτυα και η εξελικτική υπολογιστική, στην έρευνα του χρονοπρογραμματισμού έχουν συνεισφέρει ερευνητές και από πεδία όπως η βιολογία, η γενετική και η νευροφυσιολογία, τονίζοντας έτσι την πολυπειθαρχική φύση αυτού του ερευνητικού πεδίου.

Ένα από τα πιο δημοφιλή μοντέλα στη θεωρία του χρονοπρογραμματισμού είναι αυτό του χρονοπρογραμματισμού εργασιών (job-shop scheduling) καθώς θεωρείται ότι προσφέρει μια ικανοποιητική αναπαράσταση του γενικότερου τομέα. Έχει καταφέρει να κερδίσει ισχυρή φήμη  λόγω της δυσκολίας του να λυθεί και είναι πιθανώς το πιο μελετημένο και καλά θεμελιωμένο μοντέλο στη ντετερμινιστική θεωρία χρονοπρογραμματισμού, το οποίο χρησιμεύει σαν ένα συγκριτικό μοντέλο για τις διάφορες τεχνικές επίλυσης, καινούργιες αλλά και παλαιότερες.

Το κεφάλαιο αυτό είναι μια προσπάθεια θεωρητικής προσέγγισης του προβλήματος του χρονοπρογραμματισμού εργασιών. Θα ξεκινήσουμε δίνοντας τις εξισώσεις που περιγράφουν το πρόβλημα, τα ιδιαίτερα χαρακτηριστικά, τις απαιτήσεις και τους περιορισμούς του και στη συνέχεια θα παρουσιάσουμε μερικές από τις τεχνικές επίλυσης που κατά καιρούς έχουν προταθεί σαν μια προσπάθεια κατανόησης της λογικής, των ιδιαιτεροτήτων, των πλεονεκτημάτων και μειονεκτημάτων τους. Θα κλείσουμε δίνοντας μια σύγκριση των διαφόρων τεχνικών στηριζόμενη στα αποτελέσματα που έδωσαν σε κάποια χαρακτηριστικά προβλήματα δοκιμής επιδόσεων (benchmark problems) καθώς και κάποια χρήσιμα συμπεράσματα.

3.2 ΜΟΝΤΕΛΟΠΟΙΗΣΗ ΤΟΥ ΠΡΟΒΛΗΜΑΤΟΣ

Τυπικά το ντετερμινιστικό πρόβλημα του χρονοπρογραμματισμού εργασιών, το οποίο στη συνέχεια θα αναφέρεται και ως Πj, αποτελείται από ένα πεπερασμένο σετ n εργασιών 
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Θα πρέπει επίσης να σημειωθεί πως οι διαστάσεις του προβλήματος Πj καθορίζονται ως n×m και ότι το Ν είναι n×m αρκεί το mi=m για κάθε εργασία 
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 και ότι κάθε εργασία υπόκειται επεξεργασία ακριβώς μία φορά σε κάθε μηχανή. Σε μια γενικότερη μορφή του προβλήματος οι επαναλήψεις των μηχανών (ή η απουσία τους)  επιτρέπονται στη δεδομένη σειρά των εργασιών 
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 και έτσι το mi μπορεί να είναι μεγαλύτερο (ή μικρότερο) από το m. 


Οι απόψεις ποικίλουν σχετικά με το ποιος ήταν αυτός που πρώτος εισήγαγε το χρονοπρογραμματισμό εργασιών με τη μορφή που έχει σήμερα. Οι Roy και Sussmann (1964) ήταν οι πρώτοι που πρότειναν το διασπαστικό γραφικό μοντέλο αναπαράστασης (disjunctive graph) του Πj και ο Balas (1969) ήταν ο πρώτος που εφάρμοσε μια απαριθμητική μέθοδο προσέγγισης βασιζόμενη στο μοντέλο αυτό. Παρ’ όλα αυτά υπήρχαν και παλαιότερες εργασίες σχετικές με το Πj. Οι Giffler και Thompson (1960) σχεδίασαν ένα πρότυπο βασιζόμενο σε ένα κανόνα ανάθεσης προτεραιότητας, ο Jackson (1956) γενίκευσε τον flow-shop αλγόριθμο του Johnson (1954) και τον εφάρμοσε στο job-shop, ενώ οι Akers και Friedman (1955) εφάρμοσαν μια προσέγγιση βασιζόμενη στην Boolean άλγεβρα ώστε να αναπαραστήσουν τις αλληλουχίες επεξεργασίας. Δεν προκαλεί έκπληξη το γεγονός ότι οι εργασίες αυτές παρέθεταν ακόμα παλαιότερες βιβλιογραφικές αναφορές, όπως για παράδειγμα οι Akers και Friedman (1955) που αναφέρονταν σε μια εργασία του 1951 σχετική με τον προγραμματισμό παραγωγής (Salvesen και Anderson, 1951). Αν και δεν μπορεί λοιπόν να ξεκαθαριστεί ποιος ήταν ο πρώτος που εισήγαγε το Πj, είναι ευρέως παραδεκτό ότι το βιβλίο “Industrial Scheduling” των Muth και Thompson, που αντιπαρέβαλε όλες τις μέχρι τότε προσπάθειες, αποτελεί τη βάση όλων των μεταγενέστερων ερευνών.      
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Πίνακας 3.1

Το 10x10 πρόβλημα των Fisher και Thompson (FT 10). Ένα πρόβλημα που 

απασχόλησε τους ερευνητές για περισσότερο από 25 χρόνια.
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Σχήμα 3.1

Διάγραμμα Gantt της βέλτιστης λύσης του FT 10.

Μολονότι το διάγραμμα Gantt (βλ. Σχήμα 3.1) που περιγράφτηκε από τους Gantt (1919), Clark (1922) και Porter (1968) παραδοσιακά αποτέλεσε την πιο δημοφιλή μέθοδο αναπαράστασης της λύσης ενός προβλήματος χρονοπρογραμματισμού εργασιών, ο Blazewicz (1996) έδειξε ότι το διασπαστικό γραφικό μοντέλο (disjunctive graph model) G = {N,A,E} των Roy και Sussmann (1964) είναι πλέον αυτό που επικρατεί. Λαμβάνοντας υπόψη ότι στο μοντέλο αυτό στηρίζεται η πλειοψηφία των μεθόδων επίλυσης του Πj, κρίνουμε απαραίτητη μια σύντομη αναφορά στο μοντέλο αυτό με την παράλληλη επίδειξη ενός παραδείγματος (Σχήμα 3.2). 
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Πίνακας 3.2

Παράδειγμα 4x3 προβλήματος.
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Σχήμα 3.2

Αναπαράσταση του παραδείγματος του Πίνακα 3.2 με το διασπαστικό

γραφικό μοντέλο των Roy και Sussmann.

Στο γράφο του Σχήματος 3.2, Ν είναι το σετ των κόμβων οι οποίοι αντιπροσωπεύουν τις διεργασίες που πρέπει να υποστούν επεξεργασία σε ένα σετ μηχανών Μ. Ενσωματωμένοι μέσα στο Ν είναι δυο ειδικοί (πλασματικοί) κόμβοι ο 0 και ο * οι οποίοι ανταποκρίνονται στην αρχική και στην τελική διεργασία αντίστοιχα και είναι γνωστοί σαν πηγή (source) και καταβόθρα (sink): N={0,1,2,…, *}. Το θετικό βάρος κάθε κόμβου (διεργασίας) j είναι ίσο με το χρόνο που διαρκεί η αντίστοιχη διεργασία, με τ0=τ*=0 και θεωρώντας τον αρχικό χρόνο και το χρόνο ολοκλήρωσης των δυο αυτών διεργασιών σαν τον αρχικό χρόνο και το χρόνο ολοκλήρωσης του Πj. Το 0 είναι συνδεδεμένο με την αρχική διεργασία κάθε εργασίας και παρομοίως η τελική διεργασία κάθε εργασίας είναι συνδεδεμένη με το *. Κάθε στιγμή, η κάθε διεργασία j (εκτός της πηγής και της καταβόθρας) έχει ακριβώς δυο άμεσους προκατόχους και διαδόχους, τους προκατόχους της δουλειάς και της μηχανής (JP(j) και MP(j)) και τους διαδόχους της δουλειάς και της μηχανής  (JS(j) και MS(j)).

Θεωρείται ένα σύνολο Α από συνδετικούς κρίκους (conjunctive arcs) που αντιπροσωπεύουν τους περιορισμούς προτεραιότητας της κάθε εργασίας, έτσι ώστε το (i,j)
[image: image14.wmf]Î

Α να δηλώνει ότι η διεργασία i είναι ο προκάτοχος της διεργασίας j (i<j) στην αλυσίδα των διεργασιών. Οι συνδετικοί αυτοί κρίκοι παριστάνονται στο Σχήμα 3.2 με συνεχείς γραμμές. Οι περιορισμοί δυναμικότητας εξασφαλίζουν πως δυο διεργασίες i και j που πρέπει να επεξεργαστούν από την ίδια μηχανή δεν μπορούν να επεξεργαστούν ταυτόχρονα. Αυτοί οι περιορισμοί αντιπροσωπεύονται από ένα όχι άμεσο άλλα οριοθετημένο σύνολο ακμών Ε, όπου κάθε μέλος του σχετίζεται με ένα ζευγάρι διασπαστικών κρίκων, απαιτώντας την ύπαρξη μιας μηχανής έτσι ώστε 
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. Στο Σχήμα 3.2 οι ακμές του Ε παριστάνονται με διακεκομμένες γραμμές. Λαμβάνοντας υπόψη όλα τα παραπάνω, ένα πρόγραμμα παραγωγής είναι μια λύση στο ακόλουθο πρόβλημα:


Πίνακας 3.3

Μαθηματική αναπαράσταση του προβλήματος.


Σημαντικές παράμετροι στην διασπαστική γραφική μέθοδο είναι η κεφαλή και η ουρά  της κάθε διεργασίας. Η κεφαλή, ή αλλιώς η εναρκτήρια ημερομηνία, rj, είναι το μήκος του μακρύτερου μονοπατιού, l, από την πηγή μέχρι την έναρξη Οj και ορίζεται από την σχέση rj = l(0,j). Παρεμφερώς, το μήκος της μακρύτερης διαδρομής από την ολοκλήρωση της Οj μέχρι την καταβόθρα είναι η ουρά, qj, και ορίζεται από την σχέση qj​  = l(j,*) – τj. Έτσι, αν ένα από τα μακρύτερα μονοπάτια  του G  περνάει από τις διεργασίες  i και j  και i<j τότε Cmax = l(i,j) = ri + τi + τj + qj.

3.3 ΤΡΟΠΟΙ ΕΠΙΛΥΣΗΣ ΤΟΥ ΠΡΟΒΛΗΜΑΤΟΣ
Οι μέθοδοι επίλυσης του Πj μπορούν να χωριστούν σε κατηγορίες ανάλογα με το αν είναι μέθοδοι βελτιστοποίησης, που θα δώσουν δηλαδή μια εξιδανικευμένη λύση που όμως απαιτεί πάρα πολύ χρόνο υπολογισμού ή προσεγγιστικές μέθοδοι, που θα δώσουν μια αρκετά καλή λύση σε αποδεκτό χρόνο και ανάλογα με το αν είναι κατασκευαστικές μέθοδοι, που κατασκευάζουν μια λύση αξιοποιώντας όλα τα δεδομένα του προβλήματος ή επαναληπτικές μέθοδοι που προσπαθούν να βρουν τη λύση αναδιατάσσοντας διαρκώς την αλληλουχία των εργασιών. Στο Σχήμα 3.3 της επόμενης σελίδας δίνεται γραφικά μια τέτοια κατηγοριοποίηση των μεθόδων επίλυσης καθώς και τα benchmark προβλήματα στα οποία αυτές έχουν εφαρμοστεί. Στο υπόλοιπο της παραγράφου παρουσιάζουμε αρκετές από αυτές τις μεθόδους προσπαθώντας να κάνουμε μια πρώτη προσέγγιση της λογικής και των ιδιαιτεροτήτων τους, δίνοντας παράλληλα και κάποια χρήσιμα ιστορικά στοιχεία.  

3.3.1 ΜΕΘΟΔΟΙ ΒΕΛΤΙΣΤΟΠΟΙΗΣΗΣ

Στις μεθόδους βελτιστοποίησης οι χρονικές απαιτήσεις αυξάνουν εκθετικά (ή στην καλύτερη περίπτωση πολυωνυμικά) με το μέγεθος του υπό εξέταση προβλήματος, εκτός και αν μιλάμε για περιορισμένες εκδόσεις (ειδικές περιπτώσεις) του Πj. Οι τρεις κατηγορίες στις οποίες χωρίζονται οι μέθοδοι βελτιστοποίησης είναι οι αποδοτικές μέθοδοι, οι μαθηματικές διατυπώσεις και οι branch & bound τεχνικές και τις παρουσιάζουμε και τις τρεις στη συνέχεια.

3.3.1.1 ΑΠΟΔΟΤΙΚΕΣ ΜΕΘΟΔΟΙ

Ένας αποδοτικός αλγόριθμος λύνει βέλτιστα ένα δοθέν πρόβλημα με απαιτήσεις που αυξάνονται πολυωνυμικά όσο αυξάνεται το μέγεθος της εισόδου. Αυτές οι μέθοδοι απλά κατασκευάζουν μια βέλτιστη λύση από τα δεδομένα του προβλήματος, ακολουθώντας κάποιο σύνολο απλών κανόνων που καθορίζουν την ακριβή σειρά της όλης διαδικασίας.
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	Σχήμα 3.3

Κατηγοριοποίηση των μεθόδων επίλυσης του Πj.


Το πρώτο παράδειγμα αποδοτικής μεθόδου και πιθανώς η πρώτη ουσιαστική προσπάθεια στην ιστορία του προγραμματισμού παραγωγής ανήκει στον Johnson (1954) ο οποίος ανέπτυξε έναν αλγόριθμο για το χρονοπρογραμματισμό παραγωγής σε περιβάλλον flow-shop με δυο μηχανές και στόχο την ελαχιστοποίηση του συνολικού χρόνου παραγωγής. Το πρόβλημα αυτό σημειογραφικά περιγράφεται σαν n/2/F/Fmax όπου κάθε εργασία πρέπει να περάσει και από τις δυο μηχανές. Αυτή η πρώτη προσπάθεια επηρέασε σημαντικά την μετέπειτα έρευνα, καθώς το κριτήριο της ελαχιστοποίησης του makespan θεωρείται από τα σημαντικότερα. Άλλωστε, ο αλγόριθμος αυτός μπορεί εύκολα να επεκταθεί σε προβλήματα n/2/G/Fmax καθώς επίσης και σε ειδικές περιπτώσεις του n/3/F/Fmax. Μέθοδοι που προέκυψαν για το job-shop, βασιζόμενες στη μέθοδο του Johnson, ήταν αυτή του Akers (1956) για το 2xm πρόβλημα και του Jackson για την επίλυση του nx2 όπου δεν περιέχονται πάνω από δυο διεργασίες ανά εργασία. Πιο πρόσφατα, οι Hefetz και Adiri (1982) ανέπτυξαν μια αποδοτική προσέγγιση του nx2 προβλήματος όπου όλες οι διεργασίες είναι κομμάτι του συνολικού διαδικαστικού χρόνου, ενώ ο Williamson (1997) απέδειξε ότι ένα πρόγραμμα παραγωγής με εύρος τρία μπορεί να λυθεί σε πολυωνυμικό χρόνο εφόσον ο συνολικός χρόνος παραγωγής που απαιτείται από όλες τις διεργασίες σε κάθε μηχανή δεν ξεπερνά το τρία.

Παρόλο που τα αποτελέσματα για τα παραπάνω προβλήματα ήταν ικανοποιητικά και αρκετά αισιόδοξα, ο χρονοπρογραμματισμός εργασιών παρέμενε (και παραμένει) ένα πολύ δύσκολο πρόβλημα με τις πιθανές του λύσεις να φτάνουν τις (n!)m. Για παράδειγμα, με 20 εργασίες σε 10 μηχανές οι πιθανές λύσεις είναι 7.2651x10
[image: image18.wmf]183

, μέγεθος που ξεπερνά την εικαζόμενη ηλικία του σύμπαντος σε μικροδευτερόλεπτα. Παρά το ότι πολλές από αυτές τις λύσεις δεν είναι πραγματοποιήσιμες λόγω περιορισμών προτεραιότητας και δυναμικότητας, πλήρης απαρίθμηση όλων των δυνατών ακολουθιών ώστε να βρεθεί η βέλτιστη δεν είναι πρακτική. Συνέπεια όλων αυτών είναι το Πj να θεωρείται μέλος μιας μεγάλης κλάσης προβλημάτων δύσκολών στην αντιμετώπιση που είναι γνωστά σαν NP-hard προβλήματα (Non-deterministic Polynomial, NP). Κάνοντας μια σύντομη παρένθεση, θα πρέπει να αναφέρουμε πως αν x είναι το μέγεθος της εισόδου και y μια σταθερά, τότε ένα πρόβλημα με χρονικές απαιτήσεις της τάξεως Ο(xy) λέγεται πως έχει πολυωνυμική πολυπλοκότητα και χαρακτηρίζεται ως P. Αν αντίθετα έχει πολυπλοκότητα της τάξεως O(yx) τότε χαρακτηρίζεται ως NP-hard (εφόσον P≠NP) και ο αριθμός των υπολογιστικών βημάτων του αλγορίθμου που αναλαμβάνει να λύσει το πρόβλημα αυξάνει εκθετικά με το μέγεθος της εισόδου. Η άποψη που επικρατεί είναι πως δεν θα βρεθεί ποτέ αποδοτικός αλγόριθμος που να λύνει αυτά τα δύσκολα προβλήματα. Αξίζει να σημειωθεί ότι και οι περισσότερες ειδικές περιπτώσεις του Πj θεωρούνται NP-hard γεγονός που το καθιστά ένα από τα πιο «απείθαρχα» μέλη της κλάσης αυτής. Αυτό τονίζεται ακόμα περισσότερο αν αναφέρουμε ότι έχουν βρεθεί αλγόριθμοι που λύνουν βέλτιστα άλλα NP παραδείγματα, όπως τυχαία παραγόμενα προβλήματα περιπλανώμενου πωλητή (Travelling Salesman Problem, TSP) με περισσότερες από 4000 πόλεις, ενώ αντίθετα μέχρι σήμερα δεν υπάρχουν στρατηγικές που να εγγυώνται βέλτιστες λύσεις για Πj προβλήματα μεγέθους μεγαλύτερου από 20x10.  

Με βάση αυτές τις διαπιστώσεις, και επανερχόμενοι στο θέμα μας κλείνοντας αυτή την σύντομη παρένθεση, έγιναν προσπάθειες  από διάφορους ερευνητές όπως οι Lenstra και Rinnooy Kan (1977) με στόχο την ελαχιστοποίηση των παραμέτρων και άρα και των πιθανών λύσεων. Παρόλη όμως την πρόοδο που παρατηρήθηκε από αυτήν την προσπάθεια ικανοποιητικές μέθοδοι δεν μπορούσαν να βρεθούν όταν οι παράμετροι του προβλήματος  έπαιρναν τιμές n
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. Ο French (1982) μάλιστα προέβλεψε πως δεν θα αναπτυχθούν ποτέ αποδοτικοί αλγόριθμοι για την πλειοψηφία των προβλημάτων παραγωγής. Αυτό, είχε σαν αποτέλεσμα η έρευνα της βελτιστοποίησης να στραφεί σε απαριθμητικές προσεγγίσεις. Οι απαριθμητικές μέθοδοι δημιουργούν αλληλουχίες εργασιών μια-μια και χρησιμοποιούν έξυπνες τεχνικές ώστε αν κάποια μη βέλτιστη ακολουθία υποδηλώνει ότι και κάποιες άλλες αλληλουχίες, που δεν έχουν ακόμα εξεταστεί, δεν είναι βέλτιστες αυτές να αφαιρούνται και έτσι να αποτρέπεται η ανάγκη αναζήτησης σε ολόκληρο το χώρο λύσεων.

3.3.1.2 ΜΑΘΗΜΑΤΙΚΕΣ ΔΙΑΤΥΠΩΣΕΙΣ

Διάφοροι ερευνητές έχουν συμφωνήσει πως τα προβλήματα χρονοπρογραμματισμού εργασιών μπορούν να λυθούν βέλτιστα χρησιμοποιώντας μεθόδους μαθηματικού προγραμματισμού. Μια από τις πιο γνωστές μορφές μαθηματικής διατύπωσης του Πj είναι αυτή του μικτού ακέραιου γραμμικού προγραμματισμού (MIP) του Manne (1960). Η τεχνική MIP είναι ένα γραμμικό πρόγραμμα που αποτελείται από ένα σύνολο γραμμικών περιορισμών με μια απλή γραμμική αντικειμενική λειτουργία και μόνο επιπλέον περιορισμό κάποιες από τις μεταβλητές απόφασης (yipk) να παίρνουν ακέραιες τιμές. Δίνουμε στον Πίνακα 3.4 τη μαθηματική αναπαράσταση του προβλήματος με τους ακέραιους yipk να είναι δυαδικοί και να χρησιμοποιούνται για την έκφραση των περιορισμών διάζευξης.  


Πίνακας 3.4 - Μικτός Ακέραιος Γραμμικός Προγραμματισμός (MIP).

Παρά την εννοιολογική κομψότητα της μεθόδου αυτής, ο αριθμός των ακέραιων μεταβλητών είναι πολύ μεγάλος και ακόμα και αν χρησιμοποιηθούν καλύτερες και πιο συμπυκνωμένες μορφές εξακολουθεί να είναι απαραίτητος μεγάλος αριθμός περιορισμών. Οι Giffler και Thompson (1960) αναφέρουν ότι τα προγράμματα ακεραίων δεν έχουν οδηγήσει σε πρακτικές μεθόδους επίλυσης ενώ ο French (1982) εκφράζει την άποψη ότι ο προγραμματισμός παραγωγής με αυτή την μορφή είναι υπολογιστικά ανέφικτος. Οι Nemhauseer,  Wolsey (1988) και Blazewicz (1991) δίνουν έμφαση σε αυτές τις δυσκολίες και υποδεικνύουν πως με μαθηματικές τεχνικές δεν έχει επιτευχθεί κάποια καινοτομία στον προγραμματισμό παραγωγής. Μόνο πολύ απλοποιημένα παραδείγματα (“toy” instances) μπορούν να λυθούν μέσα σε λογικά χρονικά πλαίσια. Όλα αυτά υποδεικνύουν πως αποδοτικότερες τεχνικές μπορούν να βρεθούν σε άλλα γνωστικά πεδία.

 Ουσιαστικά, όποια επιτυχία έχει επιτευχθεί με την χρήση των μαθηματικών τεχνικών οφείλεται στην Λαγκραντζιανή μέθοδο (Lagrangian Relaxation, LR / Lagrangian Decomposition, LD). Η LR παρέχει μια συστηματικά μέθοδο προσδιορισμού άνω ορίων για ένα συγκεκριμένο σύνολο από σύνθετα, μακροσκελή προβλήματα. Αυτά τα προβλήματα έχουν το χαρακτηριστικό ότι η μετακίνηση ενός συνόλου περιορισμών οδηγεί σε ένα πολύ πιο απλό πρόβλημα. Αντιστοίχως, με την  LD το πρόβλημα διασπάται σε επιμέρους μικρότερα τα οποία επιλύονται χωριστά και στο τέλος ανασυνθέτονται όλα στο αρχικό. Και αυτές οι τεχνικές όμως υποφέρουν λόγω των υπερβολικών υπολογιστικών απαιτήσεων, με τα αποτελέσματα μάλιστα να βρίσκονται συχνά πολύ μακριά από τη βέλτιστη λύση. Έγινε λοιπόν σαφές πως οι μαθηματικές τεχνικές είναι ανεπαρκείς για το Πj, με αποτέλεσμα όταν μιλάμε για απαριθμητικές προσεγγίσεις του προβλήματος το ενδιαφέρον να επικεντρώνεται στις τεχνικές branch and bound.

3.3.1.3 ΤΕΧΝΙΚΕΣ BRANCH AND BOUND

Οι αλγόριθμοι Branch and Bound (BB) χρησιμοποιούν μια δυναμικά κατασκευασμένη δενδρική δομή ως μέσο αναπαράστασης του χώρου λύσεων όλων των δυνατών αλληλουχιών. Η αναζήτηση αρχίζει από τον κορυφαίο κόμβο του δέντρου (ρίζα) και μια ολοκληρωτική επιλογή έχει γίνει όταν πια έχουμε φτάσει σε έναν από τους χαμηλότερους κόμβους (φύλλα). Κάθε κόμβος σε ένα επίπεδο p του δέντρου αναζήτησης αντιπροσωπεύει μια μερική διαδοχή p διεργασιών. Όπως υπονοείται και από το όνομα της μεθόδου, τόσο μια διαδικασία διακλάδωσης (branching) όσο και μια διαδικασία οριοθέτησης (bounding) εφαρμόζονται για να εκτελεστεί η αναζήτηση. Από έναν μη επιλεγμένο (ενεργό) κόμβο η διαδικασία διακλάδωσης καθορίζει το επόμενο σύνολο πιθανών κόμβων από τους οποίους θα μπορούσε να συνεχιστεί η αναζήτηση. Οι δυο πιο συνηθισμένες στρατηγικές διακλάδωσης είναι η Generating Active Schedules (GAS) και η Settling Essential Conflicts (SEC). Στην GAS κάθε κόμβος αποτελείται από ένα τμηματικό πρόγραμμα και η διαδικασία διακλάδωσης καθορίζει το σύνολο των διεργασιών που πρέπει να προσπελαστούν στη συνέχεια, ενώ η SEC διακλάδωση καθορίζει αν η διεργασία Oi πρέπει να προσπελαστεί πριν την Oj ή αντίστροφα. Οι Barker και McMahon (1985) έδειξαν ότι η SEC στρατηγική παρέχει περισσότερη ευελιξία και γενικά είναι ανώτερη της GAS.

Η διαδικασία οριοθέτησης επιλέγει τη διεργασία που θα συνεχίσει την αναζήτηση και είναι βασισμένη σε ένα κατ’ εκτίμηση κατώτατο όριο (Lower Bound, LB) και το τρέχον ανώτατο όριο (Upper Bound, UB). Στις περισσότερες BB τεχνικές, το αρχικό UB υπολογίζεται με ένα heuristic και παρέχεται πριν από την έναρξη της διαδικασίας. Αν σε οποιοδήποτε κόμβο το κατ’ εκτίμηση LB βρεθεί να είναι μεγαλύτερο από το τρέχον μεγαλύτερο UB η αναζήτηση σε αυτό το μονοπάτι σταματά καθώς δεν μπορεί να βελτιωθεί το υπάρχον UB. Ως εκ τούτου η μερική επιλογή όπως και όλοι οι απόγονοί της δεν λαμβάνονται υπόψη. Μόλις ένας κόμβος φύλλο ή ένας κόμβος όπου το LB είναι μεγαλύτερο από το τρέχον καλύτερο UB βολιδοσκοπηθεί η αναζήτηση επιστρέφει (backtracks) στον ψηλότερο μη βολιδοσκοπημένο κόμβο. Η αναζήτηση σταματά όταν όλοι οι κόμβοι έχουν βολιδοσκοπηθεί. 


Εκτός των στρατηγικών διακλάδωσης και οριοθέτησης, συμπερασματικοί κανόνες και προτάσεις αποτελούν αναπόσπαστο κομμάτι πολλών branch & bound αλγορίθμων. Συνδυάζοντας αποτελεσματικά τα τρία αυτά στοιχεία μεγάλες περιοχές του χώρου των λύσεων μπορούν να αποκλειστούν, σχετικά νωρίς, από τη διαδικασία αναζήτησης. 

Η τεχνική αναζήτησης branch & bound μελετήθηκε αρχικά από τους Brooks και White (1965), Ignall και Schrage (1965) και Lomnicki (1965). Άλλες πρώιμες εργασίες που αξίζει να αναφερθούν είναι αυτές των Brown και Lomnicki (1966) και του Greenberg (1968). Ο Balas (1969) παρουσίασε μια από τις πρώτες εφαρμογές branch & bound στο πρόβλημα του χρονοπρογραμματισμού εργασιών. Αυτή η εφαρμογή στηριζόταν στο γραφικό διασπαστικό μοντέλο των Roy και Sussmann και εξέταζε μόνο τις κρίσιμες διεργασίες. Άλλη μια πρώιμη εφαρμογή branch & bound αλγορίθμων στο Πj ήταν αυτή του Florian (1971).


Οι McMahon και Florian (1975) παρουσίασαν μια από τις πρώτες επιτυχείς εφαρμογές της δημοφιλούς αποσύνθεσης μηχανών. Εδώ, η διακλάδωση αρχίζει με την εύρεση της κρίσιμης εργασίας (για παράδειγμα αυτή που προκαλεί την μέγιστη καθυστέρηση) και καθορίζει όλες τις εργασίες με ημερομηνίες παράδοσης μεγαλύτερες από την κρίσιμη εργασία. Ένας άλλος αλγόριθμος βασισμένος σε πολύ παρόμοιες αρχές είναι αυτός του Carlier (1982), όπου ο αλγόριθμος του Schrage (1970) χρησιμοποιείται για τον καθορισμό ενός αρχικού προγράμματος. Μια κρίσιμη εργασία, C, και ένα κρίσιμο σετ διεργασιών, J, παράγονται από αυτή την ακολουθία και η διχοτόμηση που ορίζεται από τη θέση της C σχετικά με το J χρησιμεύει ως βάση για τον κανόνα διακλάδωσης. 


Αρκετά χρόνια αργότερα, οι Carlier και Pinson (1989) υπολόγισαν το LB βασιζόμενοι στο Most Work Remaining Heuristic του Jackcon (1955). Η μηχανή με το μεγαλύτερο αρχικό lower bound, που καθορίζεται χρησιμοποιώντας την προσέγγιση του Carlier (1982), προγραμματίζεται πρώτη. Το σετ διεργασιών εισόδου (αντίστοιχα εξόδου) σε αυτή τη μηχανή χρησιμοποιείται στην στρατηγική διακλάδωσης, η οποία καθορίζει μια απρογραμμάτιστη διεργασία να εκτελεστεί πριν (μετά) από αυτό το σετ. Βελτιώσεις σε αυτή την εργασία έκαναν οι ίδιοι οι Carlier και Pinson (1990, 1994) προτείνοντας επιπλέον συμπερασματικούς κανόνες και ένα νέο σχέδιο προς βελτίωση της διακλάδωσης.  

Χρησιμοποιώντας πολλούς από τους κανόνες που εφάρμοσαν οι Carlier και Pinson (1989), οι Applegate και Cook (1991) καθόρισαν το αν μια διεργασία i πρέπει να τοποθετηθεί πριν ή μετά από ένα διατεταγμένο σετ διεργασιών g (με την i προφανώς να μην ανήκει στο g). Η στρατηγική αυτή καλείται Edge-finding λόγω του ότι καθορίζει σε ποια άκρη του σετ g πρέπει να τοποθετηθεί η διεργασία i και εφαρμόζεται τόσο στην branching όσο και στην bounding στρατηγική. Η Edge-finder εφαρμόστηκε επίσης από τον Lourenco (1994) συνδυαζόμενη με LBs που προέρχονταν από αποσύνθεση του Πj σε υπο-προβλήματα μιας μηχανής με καθυστερήσεις. 

Άλλο παράδειγμα εργασίας που στηρίχτηκε στους κανόνες των Carlier και Pinson (1989) είναι η προσέγγιση των Perregaard και Clausen (1995) που τροποποίησαν τις διαδικασίες διακλάδωσης και οριοθέτησης ώστε η αναζήτηση στο χώρο λύσεων να γίνεται περισσότερο αποδοτικά. Ενδιαφέρον τέλος παρουσιάζει η παράλληλη παραλλαγή της Edge-finder που υλοποιήθηκε από τους Boyd και Burlingame (1996) που ύστερα από μια πρώτη αναζήτηση κατά βάθος χωρίζει το δέντρο απαρίθμησης σε ένα σετ δομών δεδομένων.  


Αν και η μελέτη των αποτελεσμάτων που κατά καιρούς έχουν δώσει οι BB τεχνικές δείχνουν ότι έχει επιτευχθεί πρόοδος, αυτό οφείλεται περισσότερο στην εξέλιξη της διαθέσιμης τεχνολογίας και λιγότερο στις τεχνικές που χρησιμοποιούνται. Γενικά δεν μπορούν να εφαρμοστούν σε μεγάλου μεγέθους προβλήματα και για να εφαρμοστούν κρίνεται απαραίτητη η πολύ καλή γνώση και κατανόηση των διαφορετικών προσεγγίσεων που έχουν προταθεί για λύση του Πj, καθώς εξειδικευμένοι συμπερασματικοί κανόνες και διαδικασίες επιλογής απαιτούνται ώστε να βολιδοσκοπηθούν κόμβοι σε ψηλά επίπεδα του δέντρου λύσεων χωρίς διεξοδική αναζήτηση.   

3.3.2 ΠΡΟΣΕΓΓΙΣΤΙΚΕΣ ΜΕΘΟΔΟΙ

Αν και οι προσεγγιστικές μέθοδοι δεν εγγυώνται την εύρεση της ακριβούς λύσης, είναι σε θέση να βρουν λύσεις που πλησιάζουν τη βέλτιστη μετριάζοντας τις χρονικές απαιτήσεις, γεγονός που τις κάνει καταλληλότερες για μεγαλύτερα προβλήματα. Η σημασία των προσεγγιστικών μεθόδων υποδείχτηκε από τους Glover και Greenberg (1989) που εισηγήθηκαν ότι η κατευθυνόμενη δενδρική αναζήτηση είναι κάθε άλλο παρά αποτελεσματική για συνδυαστικά και δύσκολα προβλήματα. Επίσης υποστήριξαν ότι ευρετικοί αλγόριθμοι εμπνευσμένοι από τα φυσικά φαινόμενα καθώς και οι ευφυείς μέθοδοι επίλυσης είναι οι καταλληλότερες για τέτοιου είδους προβλήματα αφού κατορθώνουν να συνδυάσουν ικανοποιητικά την επιχειρησιακή έρευνα και την τεχνητή νοημοσύνη. Ευθύς αμέσως παρουσιάζουμε τέσσερις κύριες κατηγορίες προσεγγιστικών μεθόδων. 

3.3.2.1 ΚΑΝΟΝΕΣ ΔΙΕΚΠΕΡΑΙΩΣΗΣ ΠΡΟΤΕΡΑΙΟΤΗΤΑΣ (PDRS)

Οι προσεγγιστικές μέθοδοι που αρχικά αναπτύχθηκαν για το Πj βασίστηκαν σε κανόνες διεκπεραίωσης προτεραιότητας λόγω της ευκολίας εφαρμογής τους από τη μια και από την άλλη λόγω των μειωμένων απαιτήσεων τους σε υπολογιστικό χρόνο. Σε κάθε διαδοχικό βήμα σε όλες τις διεργασίες που είναι έτοιμες να υποστούν επεξεργασία ανατίθεται μια προτεραιότητα και η διεργασία με τη μεγαλύτερη προτεραιότητα είναι και αυτή που επιλέγεται για επεξεργασία τη δεδομένη χρονική στιγμή. Συνήθως πολλές επαναλήψεις των pdrs απαιτούνται ώστε να ληφθούν έγκυρα αποτελέσματα.

Ιδιαίτερη αναφορά πρέπει να γίνει σε μια από τις πρώτες εργασίες πάνω στους pdrs, την εργασία των Giffler και Thompson (1960) η οποία μάλιστα θεωρείται πως αποτελεί κοινή βάση για όλες τις έρευνες που ακολούθησαν. Η διαδικασία ξεκινάει επιλέγοντας την διεργασία Oj με το νωρίτερο χρόνο ολοκλήρωσης και στη συνέχεια βρίσκει όλες τις άλλες διεργασίες που χρησιμοποιούν την ίδια μηχανή (έστω Mκ) και που αρχίζουν νωρίτερα από το χρόνο ολοκλήρωσης της Oj. Αυτές οι διεργασίες τοποθετούνται στο λεγόμενο σύνολο σύγκρουσης (conflict set). Μια διεργασία επιλέγεται κατόπιν από το σύνολο σύγκρουσης και προγραμματίζεται να επεξεργαστεί το νωρίτερο δυνατό. Η διαδικασία συνεχίζεται κατ’ αυτό τον τρόπο μέχρι όλες οι διεργασίες να προγραμματιστούν. Οι κανόνες διεκπεραίωσης προτεραιότητας χαρακτηρίζονται από τη μέθοδο που χρησιμοποιείται κατά την επιλογή μιας διεργασίας από το σύνολο σύγκρουσης, ενώ η απλούστερη δυνατή είναι βέβαια η τυχαία επιλογή (δηλαδή ανάθεση τυχαίων προτεραιοτήτων στις διεργασίες).


Όπως είναι αναμενόμενο, διαφόρων ειδών κανόνες προτεραιότητας μπορούν να βρεθούν στη βιβλιογραφία. Για παράδειγμα οι Panwalker και Iskander (1977) συγκέντρωσαν, ταξινόμησαν και αξιολόγησαν 113 διαφορετικούς pdrs. Στον Πίνακα 3.5 της επόμενης σελίδας, δίνουμε τους πιο δημοφιλείς από αυτούς. Ένα κοινό συμπέρασμα, πάντως, που συναντάται σε πολλές εργασίες είναι ότι αν το μέτρο απόδοσης που μας απασχολεί είναι το makespan, τότε απλοί κανόνες προτεραιότητας δεν μπορούν να δώσουν ικανοποιητική λύση σε μη εξιδανικευμένες περιπτώσεις του Πj. Για παράδειγμα σε μια σχετικά πρόσφατη συγκριτική μελέτη ο Chang (1996) εκτίμησε την απόδοση 42 pdrs και κατέληξε στο ότι οι κανόνες που σχετίζονται με το γρηγορότερο χρόνο επεξεργασίας (SPT) αποδίδουν σχετικά καλά ενώ αντίθετα κανόνες που σχετίζονται με το μεγαλύτερο χρόνο επεξεργασίας δεν αποδίδουν και τόσο καλά.

Καθώς λοιπόν μεμονωμένοι κανόνες προτεραιότητας δεν δείχνουν να αποδίδουν καλά, ειδικά αν το κριτήριο είναι η ελαχιστοποίηση του makespan, το ενδιαφέρον στράφηκε στην υλοποίηση περισσότερο πολύπλοκων ευρετικών αλγορίθμων. Η περισσότερο συνηθισμένη μέθοδος για να αυξηθεί η αποδοτικότητα αυτών των αλγορίθμων είναι ο πιθανολογικός συνδυασμός περισσότερων του ενός pdrs. Οι πρώτες τέτοιες στρατηγικές αναπτύχθηκαν από τον Crowston (1963)
	 ΚΑΝΟΝΑΣ
	 ΑΝΑΘΕΣΗ ΠΡΟΤΕΡΑΙΟΤΗΤΑΣ

	   SPT/TWKR
	  Μικρότερος λόγος χρόνου επεξεργασίας προς τη συνολική δουλειά που απομένει

	   SPT/TWK
	  Μικρότερος λόγος χρόνου επεξεργασίας προς τη συνολική δουλειά

	   MWKR
	  Περισσότερη δουλειά απομένει να γίνει

	   MOPR
	  Περισσότερες διεργασίες απομένουν

	   FCFS
	  Η διεργασία που ήρθε πρώτη επεξεργάζεται και πρώτη

	   LSO
	  Ακολουθεί η μεγαλύτερης διάρκειας διεργασία

	   SPT
	  Μικρότερος χρόνος επεξεργασίας

	   FHALF
	  Περισσότερες από τις μισές διεργασίες απομένουν

	   NINQ
	  Η επόμενη διεργασία είναι στη μηχανή με τις λιγότερες απομένουσες διεργασίες


Πίνακας 3.5

Κανόνες ανάθεσης προτεραιότητας.
καθώς και από τους Fisher και Thompson (1963). Ο Lawrence (1984) συνέκρινε την απόδοση δέκα μεμονωμένων κανόνων διεκπεραίωσης προτεραιότητας καθώς και του συνδυασμού τους και έδειξε πως τα αποτελέσματα που μπορεί να δώσει ο συνδυασμός είναι μακράν τα καλύτερα με μόνο αρνητικό στοιχείο το ότι απαιτεί και αρκετά περισσότερο χρόνο. Περισσότερο εξελιγμένες μέθοδοι χρησιμοποίησαν γενετικούς αλγορίθμους και ασαφή συλλογιστική ώστε να αποφασίζεται ποιος κανόνας προτεραιότητας πρέπει να εφαρμόζεται κάθε φορά. Επίσης μελετήθηκαν περιπτώσεις συνδυασμού των prds με άλλες ισχυρότερες μεθόδους επίλυσης του Πj, όπως για παράδειγμα κάποιες πρόσφατες beam search μέθοδοι συνδυαζόμενες με pdrs που σαν στόχο είχαν το συγκερασμό των κανόνων διεκπεραίωσης προτεραιότητας και των branch & bound αλγορίθμων (Glover και Laguna (1997), Sabuncuoglu και Bayiz (1997) κ.α.).

3.3.2.2 ΕΥΡΕΤΙΚΟΙ ΑΛΓΟΡΙΘΜΟΙ ΒΑΣΙΣΜΕΝΟΙ ΣΤΗ ΜΕΘΟΔΟ BOTTLENECK
Αν και για πολλά χρόνια η μόνη αξιόπιστη προσεγγιστική μέθοδος ήταν αυτή των κανόνων διεκπεραίωσης με προτεραιότητα που αναφέραμε παραπάνω, πρόσφατα η ανάπτυξη ισχυρών υπολογιστών καθώς και η έμφαση που όλο και περισσότερο δίνεται στις πολύ προσεκτικά σχεδιασμένες τεχνικές επέτρεψαν την ανάπτυξη περισσότερο πολύπλοκων μεθόδων που μπορούν να γεφυρώσουν το κενό μεταξύ των pdrs και των μεθόδων βελτιστοποίησης. Μια τέτοια κατηγορία αλγορίθμων είναι οι ευρετικοί αλγόριθμοι που βασίζονται σε τεχνικές bottleneck.

Παράδειγμα τέτοιου αλγόριθμου αποτελεί η διαδικασία Shifting Bottleneck Procedure (SBP) τα βήματα της οποίας είναι τα εξής: προσδιορισμός υπο-προβλημάτων, επιλογή του bottleneck, λύση υπο-προβλήματος και βελτιστοποίηση του όλου προβλήματος. Πιο συγκεκριμένα,  το όλο πρόβλημα Πj αναλύεται σε m διαφορετικά προβλήματα που αφορούν μια μηχανή το καθένα και επαναληπτικά λύνονται αυτά τα υπο-προβλήματα ένα κάθε φορά. Κάθε λύση σε κάθε μηχανή συγκρίνεται με όλες τις υπόλοιπες και οι μηχανές ταξινομούνται με βάση τη λύση τους. Η μηχανή με την μεγαλύτερη λύση θεωρείται μηχανή bottleneck. Η SBP προγραμματίζει τη μηχανή bottleneck σύμφωνα με τις μηχανές που έχουν ήδη προγραμματιστεί και αγνοεί τις μηχανές που απομένουν. Ο αλγόριθμος βασίζεται στο σκεπτικό ότι αν η bottleneck μηχανή προγραμματιστεί αργότερα θα έχει σαν αποτέλεσμα την περαιτέρω επιδείνωση του makespan.

Κάθε φορά που η bottleneck μηχανή προγραμματίζεται όλες οι προηγούμενα προγραμματισμένες μηχανές, υποψιαζόμενες τα περιθώρια βελτίωσης, προγραμματίζονται εκ νέου (λύνεται δηλαδή πάλι το πρόβλημα που αντιστοιχεί στην κάθε μηχανή). Ο Adams (1988) έδωσε το όνομα με το οποίο αυτή η μέθοδος είναι γνωστή μέχρι και σήμερα: SBI. Η SBI εφαρμόστηκε και στους κόμβους ενός δέντρου απαρίθμησης δίνοντας τη δυνατότητα να μελετώνται και διαφορετικές αλληλουχίες διεργασιών. Αυτή η προσέγγιση είναι γνωστή σαν SBII. Βασιζόμενοι στην SBII οι Applegate και Cook (1991) έφτιαξαν μια διαδικασία προσδιορισμού της αρχικής λύσης, γνωστή σαν Bottle-k (με το k να είναι 4, 5 ή 6) η οποία εφαρμόζει μια στρατηγική διακλάδωσης στις τελευταίες k μηχανές που δεν έχουν προγραμματιστεί. Επίσης διατυπώθηκε ο αλγόριθμος «Shuffle» με μια Edge-finding μέθοδο να αποτελεί τον πυρήνα της. Με μια αρχική αλληλουχία κατασκευασμένη από την Bottle-k, η Shuffle φτιάχνει την σειρά επεξεργασίας για μια ή στη γενικότερη περίπτωση λίγες μηχανές, με τις υπόλοιπες μηχανές να λύνονται βέλτιστα από την Edge-finding μέθοδο. 

 Οι Dauzere-Peres,Lasserre (1993) και ο Balas (1995) ανέφεραν κάποια μειονεκτήματα της στρατηγικής του Adams (1988) και κατά συνέπεια και της παραλλαγής των Applegate και Cook (1991). Όταν η SBI καθορίζει την σειρά επεξεργασίας σε μια μηχανή είναι πιθανό να δημιουργήσει και κάποιους περιορισμούς προτεραιότητας μεταξύ ζευγών εργασιών σε κάποια άλλη απρογραμμάτιστη μηχανή. Αυτοί οι περιορισμοί, γνωστοί και σαν καθυστερημένοι περιορισμοί προτεραιότητας (DPCs), με δεδομένο το ότι τα υπο-προβλήματα της κάθε μηχανής είναι λιγότερο περιορισμένα απ’ ότι πρέπει, μπορεί να έχουν σαν αποτέλεσμα η πραγματικά bottleneck μηχανή να μην επιλεγεί, η πραγματικά βέλτιστη σειρά να μη βρεθεί και έτσι η SBI να δώσει αποτελέσματα πολύ μακριά από τα βέλτιστα. Τα μειονεκτήματα αυτά πάντως ξεπεράστηκαν με τη βοήθεια ευρετικών στρατηγικών που προτάθηκαν από τους Dauuzere-Peres και Balas και ανέλαβαν το χειρισμό των DPCs. Η πιο πρόσφατη εργασία είναι αυτή των Balas και Vazacopoulos (1998) που στην προσπάθεια τους να ξεπεράσουν τα προβλήματα αυτά ενσωμάτωσαν μια κατευθυνόμενη μεταβλητή αναζήτηση στην SBP στρατηγική δίνοντας μια από τις καλύτερες προσεγγίσεις του είδους.  

Αν και μια SBP προσέγγιση απαιτεί πολύ κόπο για να προγραμματιστεί και να επιλεγούν σωστά οι παράμετροι της, δεν παύει να αποτελεί μια καλά σχεδιασμένη, διεξοδικά αναλυμένη και σχεδιασμένη τεχνική που έχει ενσωματωθεί σε πολλές εργασίες (Caseau και Laburthe 1995, Yamada και Nakano 1996, Vaessens 1996 κ.α.) και έχει βελτιώσει τα κατώτατα και τα ανώτατα όρια πολλών δύσκολων benchmark προβλημάτων.  

3.3.2.3 ΤΕΧΝΗΤΗ ΝΟΗΜΟΣΥΝΗ

Η τεχνητή νοημοσύνη είναι το πεδίο της επιστήμης των υπολογιστών που αφορά στο συνδυασμό της υπολογιστικής ευφυΐας και της βιολογικής νοημοσύνης. Έχει τις ρίζες τις στην βιολογική κατανόηση και χρησιμοποιεί «αρχές» από τη φύση προκειμένου να καταφέρει να δώσει λύσεις. Χρησιμοποιώντας, λοιπόν, αυτή την κατανόηση της φύσης ο βασικός στόχος της τεχνητής νοημοσύνης είναι να καταφέρει να κάνει τους υπολογιστές πιο χρήσιμους στην επίλυση προβλημάτων. Δυο βασικές μεθοδολογίες της τεχνητής νοημοσύνης μπορούν να βρουν εφαρμογή στην επίλυση του Πj και αναλύουμε και τις δυο στη συνέχεια: η προσέγγιση που ικανοποιεί δεδομένους περιορισμούς (constraint satisfaction, CS) και η μέθοδος των νευρωνικών δικτύων. Πολλές άλλες τεχνικές, όπως για παράδειγμα τα έμπειρα συστήματα, έχουν κατά καιρούς εφαρμοστεί στο Πj χωρίς όμως τα αποτελέσματα να είναι ιδιαίτερα ικανοποιητικά.

α) ΤΕΧΝΙΚΕΣ ΙΚΑΝΟΠΟΙΗΣΗΣ ΠΕΡΙΟΡΙΣΜΩΝ (CS)

Οι τεχνικές ικανοποίησης περιορισμών στοχεύουν στη σημαντική μείωση του χώρου όπου θα διεξαχθεί η έρευνα για την επίλυση του προβλήματος χρησιμοποιώντας κανόνες που περιορίζουν τη σειρά με την οποία επιλέγονται οι διάφορες μεταβλητές καθώς και την σειρά με την οποία οι πιθανές τιμές ανατίθενται στις μεταβλητές αυτές. Μόλις ανατεθεί μια τιμή σε κάποια μεταβλητή οποιαδήποτε ασυνέπεια προκύπτει αφαιρείται. Η διαδικασία της αφαίρεσης ασυμβίβαστων τιμών καλείται έλεγχος συνέπειας, ενώ η μέθοδος αναίρεσης προηγούμενων αναθέσεων καλείται οπισθοδρόμηση (backtracking). Η διαδικασία οπισθοδρόμησης δίνει μια σειρά στις μεταβλητές και επίσης καθορίζει τις τιμές που παίρνουν σε κάθε περιοχή. Το πρόβλημα ικανοποίησης περιορισμών (Constraint Satisfaction Problem, CSP) θεωρείται ότι βρήκε τη λύση μόλις μια πλήρης κατανομή τιμών στις μεταβλητές επιτευχθεί η οποία δεν παραβιάζει τους περιορισμούς του προβλήματος. Παρά το γεγονός ότι οι μέθοδοι ικανοποίησης περιορισμών θεωρούνται ότι ανήκουν στο γνωστικό πεδίο της τεχνητής νοημοσύνης, πολλές από αυτές εφαρμόζουν συστηματική δενδρική αναζήτηση και επομένως μπορεί να θεωρηθεί ότι συγγενεύουν με τους branch & bound αλγορίθμους. 


Αφού αρκετές πρώιμες αλλά χωρίς ιδιαίτερα ικανοποιητικά  αποτελέσματα μέθοδοι είχαν δοκιμαστεί σε αυτό το πεδίο, ο Fox (1987) σχεδίασε και κατασκεύασε ένα διαδραστικό ευρετικό μοντέλο αναζήτησης στηριζόμενο σε περιορισμούς το οποίο ονόμασε ISIS (Intelligent Scheduling and Information System). Το μοντέλο αυτό χρησιμοποιούσε τους περιορισμούς για να περιορίσει, να καθοδηγήσει και να αναλύσει τη διαδικασία προγραμματισμού. Μια βελτιωμένη έκδοση αυτού του μοντέλου που εκτελούσε παράλληλη επεξεργασία δόθηκε από τον Ow (1986).


Τροποποιήσεις του ISIS οδήγησαν στην οικογένεια συστημάτων σχεδιασμού / προγραμματισμού OPIS (Smith 1986, Ow και Smith 1988) και στο σύστημα CORTES (Fox και Sycara 1990). Άλλα συστήματα προγραμματισμού κατευθυνόμενα από περιορισμούς είναι τα SOJA (Lepape 1985), OPAL (Bensana 1988) και FURNEX (Slotnick 1992). Οι Pesch και Tetzlaff (1996) συγκέντρωσαν τις διαφορετικές αυτές προσεγγίσεις, τις μελέτησαν και σημείωσαν πως οι περισσότερες από αυτές απλά παρέχουν κατευθυντήριες γραμμές στο χειριστή του συστήματος, με αποτέλεσμα το πρακτικό ενδιαφέρον τους να είναι μικρό.


Οι πλειοψηφία των πιο πρόσφατων εργασιών πάνω σε τεχνικές ικανοποίησης περιορισμών πραγματοποιήθηκαν από ένα μικρό γκρουπ ερευνητών. Σε μια από τις πρώτες τους εργασίες οι Fox και Sadeh (1990) παρείχαν μια σειρά CS προσεγγίσεων σε αυξανόμενης δυσκολίας προβλήματα ενώ ο Sadeh (1991) κατασκεύασε ένα βραχυπρόθεσμο Πj προγραμματιστή βασιζόμενο στους χρόνους έκδοσης και παράδοσης. Οι Sadeh και Fox (1996) υπέβαλαν ένα πλαίσιο που αναθέτει υποκειμενικές πιθανότητες σε κάθε απρογραμμάτιστη διεργασία βασιζόμενο στον ανταγωνισμό των μηχανών. Η πιο πρόσφατη εργασία είναι αυτή των Cheng και Smith (1997) που έφτιαξαν την επονομαζόμενη Precedence Constraint Posting (PCP) διεργασία. Η PCP επεκτάθηκε και στην Multi-PCP που εφαρμόζεται δηλαδή πολλές φορές ώστε να βελτιωθούν τα αποτελέσματα.        


Άλλη αξιοσημείωτη εργασία είναι αυτή των Caseau και Laburthe (1994) που εισήγαγε την έννοια των ενδιάμεσων εργασιών (Task Intervals, TI). Δοθέντων δυο διεργασιών i και j (που μπορεί να είναι και οι ίδιες), με Mi = Mj, μια TI αποτελείται από όλες τις διεργασίες που μπορούν να προγραμματιστούν στο χρονικό διάστημα μεταξύ του νωρίτερου χρόνου έναρξης της i και του βραδύτερου χρόνου ολοκλήρωσης της j. Η Edge-finding στρατηγική των Applegate και Cook (1991) εφαρμόζεται στη συνέχεια για να καθορίσει τη σειρά των διεργασιών. Οι Caseau και Laburthe (1995) επίσης έφτιαξαν ένα υβριδικό μοντέλο δυο βημάτων. Στο πρώτο βήμα μεταθέτει τις διαζεύξεις του critical path, ενώ το δεύτερο βήμα φτιάχνει ένα μικρό τμήμα της λύσης και εφαρμόζει τον edge-finder με ενδιάμεσες εργασίες ώστε να ολοκληρωθεί και η υπόλοιπη λύση. Η πιο πρόσφατη τεχνική ικανοποίησης περιορισμών είναι αυτή των Nuijten και Le Pape (1998) που εφαρμόζει διάφορους ευρετικούς αλγόριθμους επιλογής διεργασιών ώστε να καθορίζεται δυναμικά αν μια διεργασία πρέπει να προγραμματιστεί πρώτη ή τελευταία. 


Τα συμπεράσματα που προκύπτουν από τη μελέτη των τεχνικών ικανοποίησης περιορισμών είναι ότι όχι μόνο έχουν πολλές ομοιότητες με τις branch & bound μεθόδους, αλλά είναι και το ίδιο πολυδάπανες. Πρέπει λοιπόν να ειπωθεί πως πολύ μελέτη απαιτείται ακόμα ώστε να μπορέσουν να εφαρμοστούν στο Πj καλές και αποδοτικές CS προσεγγίσεις. Οι προσπάθειες βέβαια έχουν στραφεί και στο συνδυασμό των CS μοντέλων με άλλες τεχνικές, είτε σαν το πρώτο βήμα που θα εντοπίζει «υποσχόμενες» περιοχές του χώρου αναζήτησης και την εύρεση της λύσης θα αναλαμβάνει η άλλη τεχνική, είτε σαν το δεύτερο βήμα με την αποδοτικότερη τεχνική να προσδιορίζει μια αρχική (προσεγγιστική) λύση και το CS να βρίσκει τη βέλτιστη. 

β) ΤΕΧΝΗΤΑ ΝΕΥΡΩΝΙΚΑ ΔΙΚΤΥΑ

Με χρήση αυτών των τεχνικών η επεξεργασία πληροφοριών πραγματοποιείται μέσω ενός μαζικά διασυνδεδεμένου δικτύου των μονάδων παράλληλης επεξεργασίας. Η απλότητά τους, η ικανότητά τους να εκτελούν κατανεμημένους υπολογισμούς και η ροπή τους στη μάθηση και τη γενίκευση έχει καταστήσει τα νευρωνικά δίκτυα μια πολύ δημοφιλή μεθοδολογία που χρησιμοποιείται σε πολλές πραγματικές εφαρμογές. Ο Cheung (1994) περιέγραψε μερικές από τις κύριες αρχιτεκτονικές νευρωνικών δικτύων που εφαρμόζονται για την επίλυση προβλημάτων προγραμματισμού: τα δίκτυα Hopfield, τα back-error propagation δίκτυα, τα δίκτυα Boltzmann, τα ανταγωνιστικά και τα αυτό-οργανούμενα δίκτυα. Εφαρμογή στο πρόβλημα του χρονοπρογραμματισμού εργασιών έχουν βρει κυρίως οι δυο πρώτες αρχιτεκτονικές και σε αυτές θα εστιάσουμε την προσοχή μας. 

HOPFIELD NETWORKS
Τα δίκτυα Hopfield (Hopfield και Tank 1985) έχουν βρει πληθώρα εφαρμογών στο πρόβλημα του προγραμματισμού παραγωγής. Τα δίκτυα Hopfield είναι αυτό-συνειρμικά, μη-γραμμικά δίκτυα αναζήτησης που έχουν την έμφυτη δυναμική να ελαχιστοποιούν τη συνάρτηση ενέργειας του συστήματος Ε, που στις εφαρμογές των δικτύων στο Πj βασίζεται στο makespan, αντικείμενο των διάφορων περιορισμών προτεραιότητας και δυναμικότητας. Αν κάποιος από τους περιορισμούς παραβιαστεί, μια ποινή παράγεται η οποία αυξάνει την ενέργεια Ε. Σε μια από τις πιο πρόωρες εργασίες τους οι Foo και Takefuji (1988) χρησιμοποίησαν μια κωδικοποίηση παρόμοια με το TSP σχήμα των Hopfield και Tank (1985) ώστε να απεικονίσουν το Πj σε έναν δισδιάστατο (mn)x(mn+1) πίνακα νευρώνων. Για να αποφευχθούν προβλήματα σύγκλισης σε τοπικά βέλτιστα μια διαδικασία μιμούμενης ανόπτησης (SA) εφαρμόστηκε στη συνέχεια στο μοντέλο. Μια κωδικοποίηση στηριζόμενη στο TSP σχήμα υλοποίησαν επίσης οι Hanada και Ohnishi (1993).

Με στόχο να βελτιώσουν την προηγούμενη εργασία τους οι Foo και Takefuji (1988) κατασκεύασαν ένα Integer Linear Programming Neural Network (ILPNN) διατυπώνοντας το Πj σαν ένα πρόβλημα ακέραιου γραμμικού προγραμματισμού (MIP). Η συνάρτηση ενέργειας παριστάνεται σαν το άθροισμα των χρόνων έναρξης όλων των εργασιών και οι λύσεις προκύπτουν από την εφαρμογή γραμμικού προγραμματισμού και ακέραιων (δυαδικών) ρυθμίσεων μέχρις ότου επιτευχθεί η σύγκλιση.

Η προσέγγιση των Foo και Takefuji όμως αποδείχτηκε ότι δεν εγγυάται την εύρεση εφικτών λύσεων. Για να ξεπεραστεί αυτή η δυσκολία ο Zhou (1991) πρότεινε ένα Linear Programming Neural Network (LPNN) που απέφευγε τη χρήση δευτεροβάθμιας συνάρτησης ενέργειας χρησιμοποιώντας μια γραμμική συνάρτηση. Αυτό απέτρεπε την ανάγκη συμβατικού ακέραιου γραμμικού προγραμματισμού που απαιτούσε υπερβολικά μεγάλο αριθμό μεταβλητών ελέγχου. Οι Cherkassky και Zhou (1992) συνέκριναν αυτό το μοντέλο με τρία συχνά χρησιμοποιούμενα pdrs. Τα αποτελέσματα έδειξαν ότι το νευρωνικό δίκτυο αποδίδει καλύτερα. Άλλες LPNN υλοποιήσεις περιλαμβάνουν αυτές των Chang και Nam (1993) όπως και των Gang και Shuchun (1994).   

Οι Williams και Brandts (1995) πρότειναν ένα νευρωνικό δίκτυο βασισμένο στο δίκτυο του Hopfield με ενσωματωμένα κριτήρια βελτιστοποίησης στην αρχιτεκτονική του, το οποίο αποδίδει καλύτερα από τους παραδοσιακούς ευρετικούς αλγορίθμους για προβλήματα χρονοπρογραμματισμού εργασιών μικρού μεγέθους. Οι Liang και Hsu (1996) ανέπτυξαν μία προσέγγιση νευρωνικών δικτύων, η οποία εφαρμόστηκε με επιτυχία στον προγραμματισμό του ενεργειακού συστήματος της Taiwan. Τέλος μια αξιοσημείωτη και πρόσφατη εφαρμογή νευρωνικών δικτύων στο Πj είναι αυτή των Sabuncuoglu και Gurgun (1996) που εφάρμοσαν μια τρισδιάστατη δομή δικτύου η απόδοση της οποίας αυξανόταν μέσω ενός εξωτερικού επεξεργαστή ταγμένου να πραγματοποιεί τοπική έρευνα υπό τη μορφή αλγόριθμου αποδοχής κατωφλίου (TA).    


Θα πρέπει να αναφερθεί πως δεδομένου ότι όλα τα μοντέλα που στηρίζονται στα δίκτυα Hopfield κωδικοποιούνται χρησιμοποιώντας πολύπλοκα μαθηματικά πρότυπα, πάσχουν από την απαίτηση υπερβολικά μεγάλου αριθμού περιορισμών, μεταβλητών και διασυνδέσεων και ως εκ τούτου μπορούν να αντιμετωπίσουν μόνο μικρά προβλήματα. Επίσης, δεδομένου ότι συχνά παγιδεύονται σε τοπικά βέλτιστα δεν μπορούν να εγγυηθούν την εύρεση των βέλτιστων λύσεων. Τέλος, για αρκετές από τις μεθόδους, τα προβλήματα πρέπει να είναι μιας συγκεκριμένης διάστασης προκειμένου να λυθούν (π.χ. στο μοντέλο του Zhou (1991) το n πρέπει να είναι ίσο με το m) και το σύστημα δυσλειτουργεί αν δεν εφαρμοστεί σε προβλήματα για τα οποία σχεδιάστηκε. 

BACK-ERROR PROPAGATION NETWORKS

Τα νευρωνικά δίκτυα ανάστροφης διάδοσης σφάλματος (Back-Error Propagation δίκτυα, BEP) μαθαίνουν να ανταποκρίνονται σε παραδείγματα που παίρνουν τη μορφή απεικόνισης 
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, από κάποιο αυθαίρετο υποσύνολο S του n-διάστατου Ευκλείδειου χώρου στον m-διάστατο Ευκλείδειο χώρο. Όταν ένα πρότυπο δράσης (εισόδου) εφαρμόζεται στο δίκτυο ο αλγόριθμος διόρθωσης σφάλματος ρυθμίζει τα συναπτικά βάρη του δικτύου βασιζόμενος σε αυτή την απεικόνιση. Συγκεκριμένα η πραγματική έξοδος του δικτύου αφαιρείται από την επιθυμητή παράγοντας το σήμα σφάλματος. Τα βάρη ρυθμίζονται ώστε η πραγματική απάντηση του δικτύου να μετακινηθεί πιο κοντά στην επιθυμητή. Από την εργασία του Rumelhart (1986) πάνω στα πολυστρωματικά perceptrons (MLPs) και έπειτα, η μάθηση υπό επίβλεψη με χρήση του αλγόριθμου ανάστροφης διάδοσης σφάλματος έχει γίνει μια από τις πιο δημοφιλείς τεχνικές εκπαίδευσης νευρωνικών δικτύων. Όπως είναι λογικό BEP δίκτυα εφαρμόστηκαν και στο πρόβλημα του χρονοπρογραμματισμού εργασιών.   


Μια από τις πρώτες έρευνες σχετικά με τον BEP προγραμματισμό έγινε από τον Remus (1990), ο οποίος ανέπτυξε πολλά BEP νευρωνικά μοντέλα, τα οποία στη συνέχεια συνέκρινε με έναν κανόνα γραμμικής οπισθοδρόμησης. Ο Chryssolouris (1991) δημιούργησε μια BEP εφαρμογή για την σχεδίαση ενός  συστήματος κατασκευής που καθορίζει τον αριθμό των πόρων που απαιτείται σε κάθε εργασία σχετικά με μια γραμμή παραγωγής. Ο Khaw (1991) αντίστοιχα, ανέπτυξε μια BEP προσέγγιση η οποία λαμβάνει  διάφορες πληροφορίες όπως σειρές εργασιών, χώρο αποθέματος και χρόνους οργάνωσης, δίνοντας στην συνέχεια εντολές στα διάφορα μηχανήματα της παραγωγής. Σε πολλές από τις παραπάνω μεθόδους, τα δεδομένα εισόδου που χρησιμοποιούνται για την εκπαίδευση παίρνονται κατευθείαν από τον τομέα παραγωγής. 

Εξαιρετικά μεγάλο ενδιαφέρον παρουσιάζουν οι μέθοδοι συνδυασμού νευρωνικών δικτύων με άλλες τεχνικές. Μια από τις δημοφιλέστερες είναι η συγχώνευση με ένα έμπειρο σύστημα. Ένα από τα πιο πρόωρα παραδείγματα τέτοιου υβριδίου δόθηκε από τους Rabelo και Alptekin (1990). Το νευρωνικό τους δίκτυο ταξινομεί τους κανόνες προτεραιότητας, καθορίζει τους συντελεστές και στη συνέχεια στέλνει αυτές τις τιμές σε μια έμπειρη ενότητα συστημάτων που αναλαμβάνει τον απαραίτητο προγραμματισμό. 

Το BEP μοντέλο στην προσέγγιση του Dagli (1991) λαμβάνει στοιχεία σχετικά με την εργασία και τη θέση των μηχανών από το έμπειρο σύστημα, ταξινομεί αυτές τις πληροφορίες και η ταξινόμηση στέλνεται σε ένα δίκτυο Hopfield που προγραμματίζει τις εργασίες με βάση κάποιες προκαθορισμένες προτεραιότητες. Ο Sim (1994) ενσωμάτωσε δεκαέξι BEP δίκτυα σε ένα έμπειρο σύστημα. Κάθε δίκτυο αντιστοιχεί σε ένα περιβάλλον ενεργοποίησης και εκπαιδεύεται για να αναγνωρίσει τις προσωπικές συνεισφορές διάφορων heuristics στο περιβάλλον ενεργοποίησης.  


Πιο πρόσφατα, οι Jain και Meeran (1998) έδειξαν ότι τα παραδοσιακά BEP μοντέλα πάσχουν από ανεπιτυχή εκπαίδευση και σύγκλιση σε τοπικά βέλτιστες λύσεις όταν έχουν να αντιμετωπίσουν προβλήματα με σύνθετες απεικονίσεις εισόδου-εξόδου. Πρότειναν λοιπόν ένα τροποποιημένο BEP μοντέλο που ενσωματώνει παραμέτρους ορμής, μάθησης και ώθησης και αντιμετωπίζει αυτά τα μειονεκτήματα. Η μέθοδός τους κωδικοποιεί το πρόβλημα με τέτοιο τρόπο ώστε οι απαιτήσεις σε νευρώνες να αυξάνουν γραμμικά, επιτρέποντας και στα μεγάλου μεγέθους προβλήματα να εξεταστούν. Εντούτοις, όπως και τα προηγούμενα συστήματα, δεν μπορεί να δώσει κατάλληλη απεικόνιση εισόδου-εξόδου σε γενικά προβλήματα και οι απαντήσεις σε νέα παραδείγματα μπορεί να είναι επιτυχείς αν αυτά δεν διαφέρουν περισσότερο από 20% από τα παραδείγματα εκπαίδευσης.


Τα BEP δίκτυα αν χρησιμοποιηθούν σαν ένα πλήρες μοντέλο επίλυσης του χρονοπρογραμματισμού εργασιών δεν μπορούν να δώσουν ιδιαίτερα ικανοποιητικές λύσεις με αποτέλεσμα να θεωρούνται από τις λιγότερο ανταγωνιστικές προσεγγίσεις. Στην πλειοψηφία των εφαρμογών που συναντώνται σήμερα, πάντως, συνδυάζονται με άλλες μεθόδους βελτιστοποίησης και τα αποτελέσματα του συνδυασμού είναι ελπιδοφόρα. Στις μεθόδους αυτές τα BEP χρησιμοποιούνται περισσότερο σαν μια γρήγορη βάση ανάκτησης δεδομένων (ή αλλού δημιουργίας αρχικών λύσεων) με την εύρεση της τελικής λύσης να αφήνεται στη μέθοδο βελτιστοποίησης. Μια τέτοια προσέγγιση θα μας απασχολήσει και εμάς στην περαιτέρω ανάλυση μας και γι’ αυτό περισσότερα αφήνονται να ειπωθούν στη συνέχεια.  

3.3.2.4 ΜΕΘΟΔΟΙ ΤΟΠΙΚΗΣ ΕΡΕΥΝΑΣ ΚΑΙ ΜΕΤΑ-ΕΥΡΕΤΙΚΟΙ ΑΛΓΟΡΙΘΜΟΙ

Προκειμένου να παραχθεί μια αλγοριθμική λύση σε ένα συνδυαστικό πρόβλημα βελτιστοποίησης P, όπου R είναι το σετ των πιθανών λύσεων του P, είναι συχνά απαραίτητο να καθοριστούν συγκεκριμένες διαμορφώσεις (π.χ. ένα πεπερασμένο σετ λύσεων), μια συνάρτηση κόστους προς βελτιστοποίηση και ένας μηχανισμός γένεσης, μια απλή δηλαδή «συνταγή» που από μια διαμόρφωση θα παράγει μια άλλη ελαφρώς παραλλαγμένη. Τέτοιες τεχνικές είναι γνωστές σαν μέθοδοι τοπικής έρευνας ή μέθοδοι αναζήτησης γειτονιάς. 


Στην τοπική έρευνα ο μηχανισμός γένεσης σκιαγραφεί μια γειτονιά για καθεμία από τις διαμορφώσεις. Μια γειτονιά, Ν(x), είναι μια συνάρτηση που καθορίζει μια απλή μετάβαση από τη λύση x σε μια άλλη λύση με την πρόκληση μιας αλλαγής, που μπορεί να εκληφθεί και σαν μια μικρή διαταραχή. Κάθε νέα λύση x’
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Ν(x) μπορεί να ληφθεί κατευθείαν από το x με μια προδιαγεγραμμένη μερική διαφοροποίηση του x που ονομάζεται «κίνηση» και πραγματοποιείται κάθε φορά που συμβαίνει μια μετάβαση. Θεωρούμε μάλιστα ότι υπάρχει συμμετρία στην αναζήτηση γειτονιάς, δηλαδή το x’ είναι γείτονας του x αν και μόνο αν το x είναι γείτονας του x’. Ο στόχος αυτών των στρατηγικών είναι να διαταραχθεί σταδιακά η τρέχουσα διαμόρφωση μέσω μια αλληλοδιαδοχής γειτόνων προκειμένου να κατευθυνθεί η αναζήτηση σε μια βελτιωμένη λύση. Η βελτίωση επιδιώκεται σε κάθε βήμα με τις τυποποιημένες μεθόδους αναρρίχησης ή με πιο προηγμένες μεθόδους (και κάποιο κόστος στον αριθμό των επαναλήψεων).


Στις μεθόδους τοπικής έρευνας η επιλογή του γείτονα υπαγορεύεται από τα κριτήρια επιλογής. Διάφορες διαδικασίες επιλογής έχουν υλοποιηθεί, ανάμεσα στις οποίες περιλαμβάνονται και οι εξής: επιλογή του πρώτου γείτονα με το μικρότερο κόστος που θα βρεθεί (αυτό το κριτήριο είναι γνωστό σαν πρώτη βελτίωση και εφαρμόζεται στους αλγόριθμους κατωφλίου), επιλογή του καλύτερου γείτονα σε ολόκληρη τη γειτονιά (κριτήριο που εφαρμόζεται στους Shifting Bottleneck Αλγορίθμους και καλείται καλύτερη βελτίωση) και τέλος επιλογή του καλύτερου γείτονα από ένα μόνο δείγμα της γειτονιάς, με ζητούμενο βέβαια η επιλογή αυτή να δώσει καλύτερη λύση από την τρέχουσα (αυτό το κριτήριο βρίσκει εφαρμογή στους γενετικούς αλγορίθμους). 


Στην συνέχεια λοιπόν παρουσιάζουμε εν συντομία τις σημαντικότερες από τις μεθόδους που ανήκουν στη συγκεκριμένη κατηγορία τρόπων επίλυσης και είναι οι αλγόριθμοι κατωφλίου (Threshold Algorithms), οι γενετικοί αλγόριθμοι (Genetic Algorithms, GAs) και η έρευνα ταμπού (Tabu Search).

α) ΑΛΓΟΡΙΘΜΟΙ ΚΑΤΩΦΛΙΟΥ

Μια από τις δημοφιλέστερες ομάδες τοπικών μεθόδων αναζήτησης, είναι οι αλγόριθμοι κατωφλίου, οι οποίοι επιλέγουν μια νέα διαμόρφωση εάν η διαφορά στο κόστος μεταξύ της κοντινής και τρέχουσας λύσης είναι κάτω από ένα δεδομένο κατώτατο όριο (L), π.χ. f(x’) – f(x) < L.

Το πιο απλό παράδειγμα αλγόριθμου κατωφλίου είναι αυτό της επαναληπτικής βελτίωσης (Iterative Improvement, IM) όπου το κατώφλι τίθεται ίσο με το 0 και επομένως μόνο οι καλύτερες διαμορφώσεις γίνονται αποδεκτές. Από ένα αρχικό, τυχαία παραγόμενο πρόγραμμα, η μέθοδος αυτή κατευθύνει την αναζήτηση στα τοπικά βέλτιστα δεδομένου ότι η λύση είναι τουλάχιστον καλή ή καλύτερη από όλες τις λύσεις στη γειτονιά της. Μόλις φθάσει στα τοπικά βέλτιστα και δεδομένου ότι δεν μπορεί να δεχτεί επιπλέον βελτίωση, παγιδεύεται. Η IM είναι η απλούστερη από το σύνολο τεχνικών επαναληπτικής βελτίωσης τοπικής έρευνας αποτελώντας την βάση  άλλων πιο πολύπλοκων μεθόδων. Ενώ η IM δέχεται την πρώτη λύση βελτίωσης στη γειτονιά της, μια απλή παραλλαγή αυτής  γνωστή ως απότομη κάθοδος (steepest descent), αξιολογεί όλες τις κινήσεις στη γειτονιά της και επιλέγει αυτή που παρέχει την μεγαλύτερη βελτίωση. 

Ο Aarts (1994) εφάρμοσε έναν πολλαπλής έναρξης επαναληπτικής βελτίωσης αλγόριθμο (Multi-Start Iterative Improvement Algorithm, MSIM) όπου τερματίζει όταν το όριο του μέγιστου συνολικού τρέχοντος χρόνου επιτευχθεί. Αυτό το όριο είναι το ίδιο για όλους τους αλγορίθμους που αξιολογούνται στην υπολογιστική μελέτη του. Η έρευνα αυτή συγκρίνει το MSIM, την μιμούμενη ανόπτηση (Simulated Annealing, SA), την αποδοχή κατωφλίου (Threshold Accepting, TA) και την γενετική τοπική έρευνα (Genetic Local Search, GLS) όταν εφαρμόζεται στις γειτονίες των Van Laarhooven (1992) και Matsuo (1988). Η MSIM μέθοδος αρχίζει από μια τυχαία παραγόμενη ακολουθία. Ο αλγόριθμος βελτιώνει επαναληπτικά την τρέχουσα λύση με μια καλύτερη στη γειτονιά της. Μόλις δεν βρεθεί κανένας καλύτερος γείτονας, δηλαδή μόλις ένα τοπικό βέλτιστο επιτευχθεί, έχουμε καινούργιο ξεκίνημα αναζήτησης από ένα άλλο τυχαία επιλεγμένο σημείο έναρξης από το οποίο ένα νέο τοπικό βέλτιστο καθορίζεται. Αυτή η διαδικασία επαναλαμβάνεται έως ότου ικανοποιηθούν τα κριτήρια λήξης και η καλύτερη λύση που βρέθηκε επιστρέφεται. 
Στους Threshold Accepting (TA) αλγόριθμους (Dueck και Scheuer 1990) τα κατώφλια είναι μη αρνητικά. Το L αρχικά παίρνει υψηλή αξία και έπειτα βαθμιαία μειώνεται μέχρι το μηδέν ώστε μόνο οι καλύτερες διαμορφώσεις να επιλεχθούν. Η μόνη εφαρμογή των TA στο Πj είναι αυτή του Aarts (1994) που χρησιμοποίησε 30 διαφορετικά σετ κατωφλίων σε ένα 10x10 πρόβλημα. Δυο παραλλαγές των ΤΑ είναι ο Great Deluge Algorithm (GDA) και ο Record-to-Record Travel (RRT). Αυτές οι μέθοδοι δέχονται και πιο αδύνατες λύσεις, εφ' όσον είναι πάνω από ένα ορισμένο κατώτατο όριο. Η διαφορά των GDA και RRT από τους ΤΑs είναι ότι εξαρτώνται από την κατάλληλη επιλογή μιας ενιαίας παραμέτρου. Μέχρι τώρα αυτές οι μέθοδοι δεν έχουν εφαρμοστεί στον χρονοπρογραμματισμό παραγωγής. 
Η Large Step Optimisation μέθοδος, αναπτύχθηκε από τους Martin, Otto και Felten (1989, 1992) και είναι μια μέθοδος βελτιστοποίησης δυο φάσεων, που αποτελείται από ένα μεγάλο και έπειτα ένα μικρό βήμα. Τα μικρά βήματα συνήθως εκτελούνται από μεταευρετικές μεθόδους, ενώ τα μεγάλα βήματα περιλαμβάνουν την εφαρμογή των συγκεκριμένων τεχνικών προβλήματος που επιτρέπουν στα τοπικά ελάχιστα να ξεπεραστούν. Οι Glover και Laguna (1997) έδειξαν ότι είναι μια υποκατηγορία των προσεγγίσεων ποικιλομορφίας και διαταραχής δεδομένου ότι ωθεί μια τοπική ακολουθία βέλτιστων με μεγαλύτερη απόσταση από την συνηθισμένη τρέχουσα θέση του, σε λύσεις καλύτερης ποιότητας. Είναι μια σχετικά νέα τεχνική με μέχρι τώρα περιορισμένη εφαρμογή στον προγραμματισμό παραγωγής. 

Στη μιμούμενη ανόπτηση (Simulated Annealing, SA), τα κατώφλια είναι θετικά και στοχαστικά. Η SA είναι μια τυχαία προσανατολισμένη τεχνική αναζήτησης που παρουσιάστηκε σαν μια αναλογία της διαδικασίας ανόπτησης ενός καυτού μετάλλου μέχρι αυτό να φτάσει στο κατώτερο ενεργειακό του στάδιο. Στηρίζεται στις ανεξάρτητες προτάσεις του Kirkpatrick (1983) και Cerny (1985) οι οποίοι υιοθέτησαν την δουλειά της Metropolis (1953) στα προβλήματα βελτιστοποίησης με χρήση περιορισμών. Στην SA οι διαμορφώσεις είναι ανάλογες με τις καταστάσεις ενός στερεού, με την συνάρτηση κόστους f και την παράμετρο ελέγχου c να είναι ισοδύναμες με την ενέργεια και τη θερμοκρασία αντίστοιχα. 

Ο TA αλγόριθμος είναι πολύ καλύτερος από την IM μέθοδο, αλλά τα αποτελέσματα και των δύο είναι πολύ φτωχά παρόλο που οι χρονικές τους απαιτήσεις είναι ίδιες με τις προσεγγίσεις GLS και SA.  Η τεχνική εισαγωγής των Werner και Winkler (1995) είναι καλύτερη από το TA ειδικά όταν ενσωματώνεται με την αναζήτηση ακτινών (Beam Search) αλλά δεν είναι τόσο καλή όσο οι GLS και SA μέθοδοι. Αυτό οφείλεται εν μέρει στο γεγονός ότι σε μερικές από τις δυσκολότερες περιπτώσεις, οι τεχνικές SA και GLS τρέχουν μέχρι και 15 ώρες. Ακόμα κι αν η προσέγγιση SA επιτυγχάνει άριστα αποτελέσματα, 15 ώρες για την επίλυση προβλημάτων με όχι περισσότερες από 300 διαδικασίες εμφανίζονται υπερβολικές. Πιθανότατα, οι μέθοδοι αυτοί απαιτούν τέτοιους υψηλούς χρόνους επειδή πρέπει να εκτελεσθούν πολλά τρεξίματα προτού να ληφθούν οι σωστές λύσεις καθώς στο σύνολο τους είναι ακόμα αρκετά γενικοί εφαρμόζοντας λιγότερο συγκεκριμένες πληροφορίες του προβλήματος σε σχέση με άλλες μεθόδους του προγραμματισμού παραγωγής. Πάντως λόγω των περιορισμών της μεθόδου της επαναληπτικής βελτίωσης και της σχετικά παιδικής ηλικίας της μεθόδου αποδοχής κατώτατων ορίων και βελτιστοποίησης μεγάλου βήματος, η μιμούμενη ανόπτηση είναι κατά πολύ ο δημοφιλέστερος αλγόριθμος κατώτατων ορίων και έχει εφαρμοστεί εκτενώς στα προβλήματα παραγωγής.  

β) ΓΕΝΕΤΙΚΟΙ ΑΛΓΟΡΙΘΜΟΙ

Οι Γενετικοί Αλγόριθμοι (Genetic Algorithms, GAs) βασίζονται σε ένα αφηρημένο πρότυπο της φυσικής εξέλιξης, έτσι ώστε η ποιότητα των ατόμων να χτίζεται στο πιο υψηλό επίπεδο που είναι συμβατό με το περιβάλλον (περιορισμοί του προβλήματος) (Holland 1975, Goldberg 1989). Η ανάλυση που παρουσιάζεται εδώ είναι βασισμένη στην ταξινόμηση που δόθηκε από τον Cheng το 1996, ο οποίος σύνταξε σε ένα ευρετήριο όλα τα σχέδια απεικόνισης που ίσχυσαν τα τελευταία χρόνια και τα κατέταξε σε 9 κατηγορίες: 

1) Στηριζόμενα στην διαδικασία 

2) Στηριζόμενα στις εργασίες  

3) Στηριζόμενα στην δυαδικότητα των εργασιών

4) Στηριζόμενα στους χρόνους ολοκλήρωσης  

5) Στηριζόμενα σε τυχαία ταξινόμηση

6) Στηριζόμενα στην λίστα προτιμήσεων

7) Στηριζόμενα στους κανόνες προτεραιοτήτων

8) Στηριζόμενα στη διασπαστική γραφική αναπαράσταση 

9) Στηριζόμενα στις μηχανές 

Αυτά τα σχέδια απεικόνισης μπορούν να ομαδοποιηθούν σε δύο βασικές προσεγγίσεις κωδικοποίησης, στις άμεσες και στις έμμεσες. Η άμεση προσέγγιση κωδικοποιεί ένα πρόγραμμα παραγωγής ως χρωμόσωμα και οι γενετικοί χειριστές χρησιμοποιούνται για να εξελίξουν αυτά τα χρωμοσώματα σε καλύτερα προγράμματα. Οι κατηγορίες 1 έως 5 είναι παραδείγματα αυτής της στρατηγικής. Στην έμμεση προσέγγιση, μια ακολουθία προτιμήσεων απόφασης κωδικοποιείται στο χρωμόσωμα, παραδείγματος χάριν οι κανόνες αποστολής για τις αναθέσεις εργασίας, και οι γενετικοί χειριστές εφαρμόζονται για να βελτιώσουν τη διάταξη των διάφορων προτιμήσεων. Ένα πρόγραμμα παραγωγής δημιουργείται έτσι έπειτα από την ακολουθία προτιμήσεων. Οι κατηγορίες 6 έως 9 είναι παραδείγματα αυτής της μεθόδου. 

Η πιο πρόωρη μέθοδος GA που εφαρμόστηκε στο Πj ήταν αυτή του Davis (1985) και αποτελεί παράδειγμα έμμεσης προσέγγισης. Η τεχνική του κατασκευάζει μια προτιμημένη διάταξη των διεργασιών για κάθε μηχανή. Η προσέγγιση επεκτάθηκε περισσότερο από τους  Falkenauer και Bouffouix (1991) οι οποίοι κωδικοποίησαν τις διεργασίες που υποβάλλονται σε επεξεργασία σε μια μηχανή σαν κατάλογο προτίμησης, με μια σειρά συμβόλων. Ο Della Croce (1995) υιοθέτησε και αυτός αυτή τη μέθοδο κωδικοποίησης αλλά με ένα πιο διορατικό βλέμμα και στόχο την παραγωγή ενεργών προγραμμάτων. 

Μια από τις πιο πρόσφατες αναφορές βασισμένες στην ταξινόμηση με βάση τις λίστες προτιμήσεων είναι αυτή του Kobayashi (1995) όπου ένα χρωμόσωμα είναι μια συμβολοσειρά μήκους n και κάθε στοιχείο της αντιστοιχεί στην διεργασία που πρόκειται να επεξεργαστεί σε μια μηχανή. Οι Tamaki και Nishikawa (1992) εφάρμοσαν μια έμμεση αντιπροσώπευση βασισμένη στην διασπαστική γραφική παράσταση (disjunctive graph). Ένα χρωμόσωμα αποτελείται από μια δυαδική συμβολοσειρά που αντιστοιχεί σε έναν διαταγμένο κατάλογο προτίμησης διασπαστικών ακρών. Μια από τις πιο πρόωρες άμεσες προσεγγίσεις είναι και αυτή των Nakano και Yamada (1991) οι οποίοι δημιούργησαν μια δυαδική κωδικοποίηση βασισμένη στη σχέση προτεραιότητας των διεργασιών στην ίδια μηχανή. Υιοθετείται επίσης μια στρατηγική αποκαλούμενη καταναγκασμός, που τροποποιεί ένα χρωμόσωμα εάν μια λειτουργία μπορεί να μετατοπιστεί αριστερά. Οι Yamada και Nakano (1992) επιπλέον ήταν σε θέση να βελτιώσουν αυτήν την εργασία με τον καθορισμό ενός χειριστή διασταυρώσεων αποκαλούμενου GA/GT που βασίζεται στον αλγόριθμο των Giffler και  Thompson (1960). Εδώ το χρωμόσωμα είναι ένας διαταγμένος κατάλογος χρόνων ολοκλήρωσης των διαδικασιών. Τέλος, πιο πρόσφατα, ο Shi (1997) εφάρμοσε μια τεχνική διασταυρώσεων που διαιρεί τυχαία έναν αυθαίρετα επιλεγμένο σύντροφο σε δύο υποσύνολα, από τα οποία ο παράγεται ο απόγονος.

 Παρά τον μεγάλο αριθμό εφαρμογών των GAs στον προγραμματισμό παραγωγής και την μελέτη που έχει γίνει στο πεδίο αυτό, τα αποτελέσματα που έχουν επιτευχθεί είναι αρκετά φτωχά. Διάφορες εργασίες δείχνουν ότι οι GAs δεν ταιριάζουν καλά με τις λεπτές δομές που είναι πολύ κοντά στις βέλτιστες λύσεις (Dorndorf και Pesch 1995, Bierwirth 1995) δεδομένου ότι οι χειριστές διασταυρώσεων χάνουν γενικά την αποδοτικότητά τους προκειμένου να παραγάγουν εφικτά προγράμματα. Προκειμένου να ξεπεραστούν αυτά τα προβλήματα έκανε την εμφάνιση της μια μορφή Εξελικτικού Υπολογισμού (Evolutionary Computation) γνωστή ως Γενετική Τοπική Έρευνα (Genetic Local Search, GLS) η οποία ενσωμάτωσε την αναζήτηση γειτονιάς στη στρατηγική των GAs. Μέσα στο πλαίσιο της GLS ένα παιδί που συλλαμβάνεται από τους χειριστές των GA χρησιμοποιείται ως αρχική λύση για την επόμενη αναζήτηση γειτονιάς που διαταράσσει τον απόγονο, στην κοντινότερη τοπικά, βέλτιστη ακολουθία. Τα τοπικά ελάχιστα χρησιμοποιούνται έπειτα, πάνω στην επόμενη γενεά, από τους παραδοσιακούς γενετικούς χειριστές επαναπροσδιορισμού. Η ανωτερότητα της GLS σε σχέση με τους GAs τονίστηκε από τον Della Croce (1994) ο οποίος ενσωμάτωσε  τις διάφορες δομές γειτονιάς στο γενετικό του αλγόριθμό και πήρε βελτιωμένα αποτελέσματα. 

Μια λεπτομερής έρευνα των εφαρμογών εξελικτικών τεχνικών στο χρονοπρογραμματισμό παραγωγής έγινε από τον Mattfeld (1996). Με βάση αυτή την έρευνα, τρεις νέοι εξελικτικοί αλγόριθμοι, οι GA1, GA2 και GA3 δημιουργήθηκαν. Η απόδοση του GA3 είναι ανώτερη από αυτή του GA2 που με τη σειρά της είναι ανώτερη της απόδοσης του GA1. Αυτό είναι επειδή ο GA1 είναι ένας απλός αλγόριθμος GLS που απλά εφαρμόζει τη γειτονιά των Dell’Amico και Trubian (1993) ενώ ο GA2 ενσωματώνει τις αποστάσεις μεταξύ των ατόμων με τη βοήθεια των χωρικών πληθυσμών και ο GA3 παρέχει περαιτέρω βελτίωση της ενσωμάτωσης της κληρονομιάς τοποθέτησης, η οποία επιτρέπει στα άτομα  να προσαρμοστούν και να αλλάξουν τα περίχωρά τους. 
Η πλειοψηφία των προσεγγίσεων των GA εμφανίζεται να δίνει φτωχά αποτελέσματα λόγω των δυσκολιών που υπάρχουν με τους χειριστές και το πρόγραμμα διασταυρώσεως της κωδικοποίησης. Οι μέθοδοι GLS εκτός από την παροχή καλύτερων λύσεων από τις τεχνικές GA, γενικά επιτυγχάνουν αυτά τα αποτελέσματα με  μικρότερους πληθυσμούς, σε λιγότερες γενεές και είναι πιο σθεναροί αν και ανά επανάληψη απαιτούν περισσότερο χρόνο λόγω της αναζήτησης γειτονιάς. Γενικά προκύπτει πως οι καλύτερες μέθοδοι GLS εμφανίζονται να είναι εκείνες που ενσωματώνονται μαζί με άλλες τεχνικές. Παρόλα αυτά, για τις πολύ μεγάλες και δύσκολες περιπτώσεις συνάγεται το συμπέρασμα ότι ακόμη και οι GLS μέθοδοι δεν μπορούν να παρέχουν βέλτιστες λύσεις μέσα σε ένα αποδεκτό χρονικό πλαίσιο (Mattfeld 1996).

γ) TABU SEARCH
Η σφαιρική επαναληπτική τεχνική βελτιστοποίησης Tabu Search (TS) απορρέει από τις γενικές αρχές της ευφυούς επίλυσης προβλημάτων και είναι αποτέλεσμα της δουλειάς του Glover (1977, 1986, 1989, 1990). Στην ουσία η TS είναι μια απλή, αιτιοκρατική, προσανατολισμένη διαδικασία αναζήτησης που περιορίζει την έρευνα και επιδιώκει να ξεπεράσει τα τοπικά βέλτιστα με την αποθήκευση της ιστορίας αναζήτησης στη μνήμη της. Απαγορεύει (φτιάχνει ταμπού) τις κινήσεις σε γειτονιές που έχουν ορισμένες ιδιότητες, με στόχο να περιορίσει την διαδικασία αναζήτησης μακριά από τις λύσεις που εμφανίζονται να αναπαράγουν ή να μοιάζουν με προηγούμενες λύσεις. Μια βραχυπρόθεσμη συνάρτηση μνήμης, επιτρέπει στρατηγική απώλεια μνήμης (strategic forgetting) κάνοντας μόνο τις πιο πρόσφατες t κινήσεις ταμπού. Εντούτοις η θέση ταμπού μιας κίνησης δεν είναι απόλυτη. Τα κριτήρια φιλοδοξίας επιτρέπουν σε μια κίνηση ταμπού να επιλεχθεί μόνο εάν επιτυγχάνει ένα καθορισμένο επίπεδο ποιότητας. Μεσοπρόθεσμες και μακροπρόθεσμες συναρτήσεις μνήμης μπορούν επίσης να εφαρμοστούν για να παρέχουν μια ευρύτερη εξερεύνηση του διαστήματος αναζήτησης. Οι μεσοπρόθεσμες ή ενδιάμεσες μέθοδοι είναι βασισμένες στην τροποποίηση των κανόνων επιλογής για να ενθαρρυνθούν οι κινήσεις και οι λύσεις που βρέθηκαν ιστορικά καλές με στόχο να επιστρέφουν συνήθως στα ελκυστικά μέρη της περιοχής αναζήτησης και να εντείνουν την αναζήτηση σε αυτές τις περιοχές. Οι μακροπρόθεσμες μέθοδοι διαφοροποιούν την αναζήτηση στις περιοχές που δεν έχουν ερευνηθεί ξανά. Συχνά είναι βασισμένοι στην τροποποίηση των κανόνων επιλογής για να ενσωματωθούν οι ιδιότητες στη λύση που δεν χρησιμοποιείται συχνά. 

 Οι Glover και Laguna (1997) παρουσίασαν μερικές από τις πιο πρόωρες προσεγγίσεις στον TS σχεδιασμό δημιουργώντας τρεις στρατηγικές αναζήτησης ταμπού βασισμένες σε απλούς ορισμούς κίνησης. Εφάρμοσαν την ανάλυση στόχων (1993) σε αυτές τις δύο εργασίες και έδειξαν ότι ο συνυπολογισμός των μεταφορών εργασίας εκτός από τις ανταλλαγές εργασίας βελτιώνει την ποιότητα λύσης, μειώνει το χρόνο υπολογισμού και επιτρέπει στα μεγαλύτερα προβλήματα να λυθούν. Οι Barnes και Laguna (1993) πρότειναν έξι αρχικά συστατικά που επιτρέπουν τον αποτελεσματικό προγραμματισμό παραγωγής με την χρήση της TS. Υπογράμμισαν την ανάγκη τα μεσοπρόθεσμα και μακροπρόθεσμα σχέδια μνήμης να συνδεθούν με μια περιορισμένη δομή αναζήτησης ταμπού. Διατύπωσαν τέλος το γεγονός ότι οι διαδικασίες προτιμώνται στη γενική εισαγωγή παρά στην ανταλλαγή δεδομένου ότι παρέχουν έναν υψηλότερο βαθμό διαταραχής και ότι ο συνδυασμός του TS με μια άλλη ευρετική μέθοδο παρέχει μια εύφορη περιοχή για τη μελλοντική εργασία. 

Ο Hara (1995) παρουσίασε μια τεχνική γνωστή ως αναζήτηση ελάχιστης σύγκρουσης (Minimum Conflict Search, MCS), χρησιμοποιώντας τους περιορισμούς εκείνους που καθορίζονται από τη βραχυπρόθεσμη δομή μνήμης στην αναζήτηση ταμπού. Μια ελάχιστη σύγκρουση είναι ο ελάχιστος ικανοποιητικός όρος που δεν είναι βέλτιστος. Στο πρόβλημα παραγωγής  η κρίσιμη πορεία υποδεικνύεται να είναι αυτή με την ελάχιστη σύγκρουση.  

Μια ξεχωριστή συμβολή ήταν αυτή του Taillard (1994) δεδομένου ότι ενσωμάτωσε μια στρατηγική που επιταχύνει την αναζήτηση με την παρεμπόδιση της ανάγκης να υπολογιστούν εκ νέου οι χρόνοι έναρξης όλων των διαδικασιών προκειμένου να καθοριστεί το κόστος της κίνησης. Εντούτοις, αυτή η στρατηγική είναι αποτελεσματική μόνο όταν επιτρέπονται τα ημιενεργά προγράμματα και δεδομένου ότι είναι ανίκανη να δώσει ακριβώς το makespan της κίνησης, μπορεί μόνο να θεωρηθεί ως μια γρήγορη στρατηγική εκτίμησης. 

Μέχρι τώρα η καλύτερη μέθοδος TS, όσον αφορά την ποιότητα λύσης και το χρόνο, είναι αυτή των Nowicki και Smutnicki (1996) οι οποίοι εφάρμοσαν μια ιδιαίτερα περιορισμένη γειτονιά που διαιρεί μια ενιαία κρίσιμη πορεία σε blocks. Αν υπάρχουν b blocks μέσα στην γειτονιά τότε για τα blocks 1 < l < b οι πρώτες και τελευταίες δυο διαδικασίες εναλλάσσονται. Για το block l = 1 (l = b) μόνο οι τελευταίες (πρώτες) δύο διαδικασίες φραγμών εναλλάσσονται. Η αρχική λύση προσδιορίζεται από  την εποικοδομητική μέθοδο εισαγωγής που πρότειναν οι Werner και Winkler (1995). Καθορίζεται η διάρκεια αξιώματος ταμπού και μια στρατηγική αποκατάστασης λύσης εφαρμόζεται καθώς διάφορα ελίτ προγράμματα  αποθηκεύονται σε έναν κατάλογο. Είναι σημαντικό να τονιστεί ότι οι χρόνοι υπολογισμού που εκτιμάται ότι απαιτεί ο αλγόριθμος αυτός δεν περιλαμβάνουν το χρόνο που χρειάζεται για την εύρεση της αρχικής λύσης. Καθώς η αρχική λύση έχει πολυπλοκότητα O(n3m5), ο Aarts (1996) σημείωσε πως οι χρόνοι υπολογισμού είναι κάπως παραπλανητικοί. 
Μια από τις πιο πρόσφατες προσεγγίσεις (Thomsen 1997) κατάφερε να βελτιώσει τα ανώτερα φράγματα διάφορων δύσκολων benchmark προβλημάτων συνδυάζοντας την αναζήτηση ταμπού και τον branch & bound αλγόριθμο. Η στρατηγική του BB χρησιμοποιείται για τη διαφοροποίηση, εντούτοις προκειμένου να διατηρηθούν σε λογικά πλαίσια οι χρόνοι υπολογισμού, εκτελείται μόνο ευρετικά, πέρα από έναν περιορισμένο αριθμό επαναλήψεων και σε ένα περιορισμένο βάθος στο δέντρο αναζήτησης. Η γειτονιά των Nowicki και Smutnicki (1996) χρησιμοποιείται ως το τμήμα αναζήτησης. 
Συμπερασματικά, η μέθοδος TS είναι αυτή που παρέχει τα καλύτερα αποτελέσματα σε σχέση με όλες τις τεχνικές αφού κάθε προσέγγιση TS είναι σε θέση να παράγει τα βέλτιστα  προγράμματα μέσα σε λογικούς χρόνους υπολογισμού. Τα καλύτερα αποτελέσματα αξίζει να αναφερθεί ότι τα πέτυχε ο Thomsen (1997), με τη μέθοδο του να παρουσιάζει μεγάλο ενδιαφέρον λόγω της ενσωμάτωσης ενός κλάδου και ενός συνδεδεμένου αλγορίθμου, έστω και αν απαιτεί λίγο περισσότερο χρόνο υπολογισμού από τις άλλες TS μεθόδους. Επιπλέον τονίζει την καταλληλότητα των υβριδικών μεθόδων και συνδυάζει την αναζήτηση ταμπού με άλλες τεχνικές. Εντούτοις, και η αναζήτηση ταμπού, όπως και η πλειοψηφία των τοπικών μεθόδων αναζήτησης, απαιτεί πολλές παραμέτρους για να είναι προσεκτικά συντονισμένη και κατάλληλα ρυθμισμένη για κάθε πρόβλημα και τέτοιες αποφάσεις είναι πολύ δύσκολο να παρθούν.

3.4 ΣΥΓΚΡΙΤΙΚΗ ΜΕΛΕΤΗ ΚΑΙ ΣΥΜΠΕΡΑΣΜΑΤΑ

Στην προηγούμενη ενότητα παρουσιάσαμε εν συντομία διάφορες τεχνικές και αλγορίθμους που έχουν χρησιμοποιηθεί κατά καιρούς για τη λύση του Πj. Στην ενότητα αυτή επιχειρούμε να κάνουμε μια σύγκριση αυτών των τεχνικών ώστε να φανούν και στην πράξη κάποια από τα ιδιαίτερα χαρακτηριστικά τους που αναλύθηκαν στα προηγούμενα. Για να μπορέσει όμως να γίνει δίκαια η σύγκριση θα πρέπει να έχουν εφαρμοστεί πάνω στα ίδια προβλήματα. Με βάση αυτό το σκεπτικό δημιουργήθηκαν τα προβλήματα δοκιμής επιδόσεων (benchmark problems) του Πj. Στηριζόμενοι σε αυτά μπορούμε να μετρήσουμε επακριβώς την ισχύ του κάθε αλγορίθμου, λέγοντας για παράδειγμα ότι «Ο αλγόριθμος Α έδωσε για το benchmark πρόβλημα Β makespan x σε χρονικό διάστημα y». Καθώς μάλιστα τα benchmark προβλήματα είναι διαφόρων μεγεθών και βαθμών δυσκολίας είναι εύκολο να προσδιορίσουμε εκτός των άλλων τις δυνατότητες και τους περιορισμούς που χαρακτηρίζουν τον κάθε αλγόριθμο. Τα benchmark προβλήματα δημιουργήθηκαν από διάφορους ερευνητές ανάμεσα στους οποίους περιλαμβάνονται οι Fisher και Thompson (1963), Lawrence (1984), Adams (1988), Applegate και Cook (1991), Yamada και Nakano (1992) κ.α. Για τις ανάγκες αυτής της συγκριτικής μελέτης θα χρησιμοποιήσουμε κάποια από τα benchmark προβλήματα των Fisher, Thompson και Lawrence και γι’ αυτό αναφερόμαστε σε αυτά με περισσότερες λεπτομέρειες.

Τα benchmark προβλήματα πάνω στα οποία έγινε η μεγαλύτερη ανάλυση είναι αυτά των Fisher και Thompson (1963) και είναι τα FT 06 (μεγέθους 6x6), FT 10 (μεγέθους 10x10) και FT 20 (μεγέθους 20x5). Οι χρόνοι επεξεργασίας βρίσκονται εντός του διαστήματος [1,10] για το FT 06 και [1,99] για τα άλλα δυο. Ενώ για τα FT 06 και FT 20 η βέλτιστη λύση είχε βρεθεί μέχρι το 1975, για το FT 10 όπως αναφέρθηκε και στα προηγούμενα χρειάστηκαν 26 ολόκληρα χρόνια μέχρι να αποδειχτεί ότι το βέλτιστο makespan είναι 930 (Carlier και Pinson,  1989). Γυρνώντας στον Πίνακα 3.1 και το Σχήμα 3.1 μπορούμε να δούμε την ακριβή μορφή του FT 10 και το διάγραμμα Gantt της βέλτιστης λύσης του. Για λόγους πληρότητας αναφέρουμε πως ο κυριότερος από τους λόγους για τους οποίους το πρόβλημα άργησε τόσο πολύ να λυθεί ήταν η μεγάλη διαφορά μεταξύ του κατώτατου ορίου μιας μηχανής (808) και του βέλτιστου makespan.  

Τα benchmark προβλήματα του Lawrence (1984) είναι 40 προβλήματα 8 διαφορετικών μεγεθών: 10x5, 15x5, 20x5, 10x10, 15x10, 20x10, 30x10, 15x15. Ο Lawrence τους έδωσε τα ονόματα F1-5, G1-5, H1-5, A1-5, B1-5, C1-5, D1-5 και I1-5 αντίστοιχα, αλλά η ονομασία με την οποία είναι περισσότερο γνωστά είναι LA και δόθηκε από τους Applegate και Cook (1991). Οι χρόνοι επεξεργασίας για όλα τα προβλήματα είναι ακέραιοι στο διάστημα [5,99].

Για μια δίκαια σύγκριση των αλγορίθμων υπάρχουν μερικά ακόμα θέματα που πρέπει να ληφθούν υπόψη. Για παράδειγμα, πέρα από το ότι θα πρέπει να εφαρμοστούν στα ίδια προβλήματα, θα πρέπει να βρεθεί και ένας τρόπος μέτρησης του χρόνου που απαιτείται για την εύρεση της λύσης καθώς είναι προφανές πως τα ισχυρότερα υπολογιστικά συστήματα θα υπολογίζουν τη λύση σε μικρότερο χρονικό διάστημα από τα ασθενέστερα. Λύση σε αυτό το θέμα δόθηκε με τη δημιουργία μιας μονάδας μέτρησης χρόνου ανεξάρτητης από τις υπολογιστικές δυνατότητες του συστήματος, της Computer-Independent Central Processing Unit (CI-CPU). Η τιμή της είναι 
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, όπου TF είναι ένας παράγοντας μετασχηματισμού που εξαρτάται από το σύστημα που χρησιμοποιούμε. Στον Πίνακα 3.6 δίνονται μερικές τυπικές τιμές του TF.

	
	
	Computer
	Transformation Factor (TF)

	
	
	HP 48GX
	0,00081

	
	
	Apollo DN 3000
	0,071

	
	
	CDC CYBER 170-835
	0,47

	
	
	IBM 4381-23
	1,3

	
	
	DEC Station 5000/200
	3,7

	
	
	IBM RISC Sys/6000-930
	15

	
	
	Cray-2/4-256
	48

	
	
	Fujitsu VP2200/10
	127

	
	
	NEC SX-3/1LR
	201

	
	
	Cray C90
	479


Πίνακας 3.6

Τυπικές τιμές του παράγοντα μετασχηματισμού.

Για ακόμα δικαιότερη σύγκριση ο Cherkassky (1996) πρότεινε τα εξής:

• Προσεχτικό καθορισμό των στόχων, της λειτουργίας και του σχεδιασμού των πειραμάτων.

• Τη δημιουργία αυτόματων ή ημιαυτόματων μεθόδων έτσι ώστε να μπορούν να εφαρμοστούν εύκολα από τον μη έμπειρο χρήστη. Με άλλα λόγια να εξασφαλιστεί ότι η μέθοδος όταν θα απομακρυνθεί ο δημιουργός της δεν θα χρειάζεται καμία τροποποίηση παραμέτρων για να δουλέψει (αυτόματη) ή θα χρειάζεται τροποποίηση λίγων παραμέτρων (ημιαυτόματη).

Το κύριο θέμα είναι το κατά πόσο οι μέθοδοι επίλυσης μπορούν να γίνουν (τουλάχιστον) ημιαυτόματες χωρίς καμία επίπτωση στην απόδοση τους. Για τεχνικές όπως οι γενετικοί αλγόριθμοι, η έρευνα tabu και οι μιμούμενη ανόπτηση κάτι τέτοιο είναι πολύ δύσκολο. Λόγω τις δομής τους πολλές παράμετροι χρειάζεται να βελτιστοποιηθούν και η επιλογή τους είναι εξαιρετικά κρίσιμη. Από αυτή την παρατήρηση μάλιστα προκύπτει και ένα τελευταίο θέμα, το κατά πόσο δηλαδή οι αλγόριθμοι που θα συγκριθούν έχουν αρχικοποιηθεί με τις βέλτιστες επιλογές των παραμέτρων τους ή όχι. Τυχαίνει από τους προς σύγκριση αλγορίθμους άλλοι να είναι τέλεια ρυθμισμένοι και άλλοι όχι, με αποτέλεσμα να μη μπορούν να δείξουν τις πραγματικές τους δυνατότητες. Για να επιτευχθεί μια πλήρης ισορροπία, λοιπόν, καλό θα είναι τα συγκριτικά στοιχεία να παίρνονται από το αυθεντικό άρθρο παρουσίασης της κάθε μεθόδου. Οι Πίνακες 3.7-3.9 που εμείς παραθέτουμε προέρχονται από μια συγκριτική μελέτη των Jain και Meeran (1998) στην οποία τηρήθηκαν όλες οι παραπάνω προϋποθέσεις.



Στους πίνακες αυτούς παρουσιάζονται συγκριτικά στοιχεία της απόδοσης διαφόρων προσεγγίσεων με βάση τα αποτελέσματα που έδωσαν σε 13 benchmark προβλήματα. Τα προβλήματα αυτά είναι το FT 10 των Fisher και Thompson και 12 από τα προβλήματα του Lawrence (10 προβλήματα μεγέθους 15x15 και 2 μικρότερα). Επιλέχτηκαν επίτηδες δύσκολες περιπτώσεις, αφού το να συγκριθούν οι αποδόσεις με βάση κάποια από τα ευκολότερα benchmark προβλήματα δεν θα είχε ιδιαίτερο νόημα καθώς η πλειοψηφία των αλγορίθμων θα κατάφερνε να τα λύσει σχετικά εύκολα. Με αυτά τα προβλήματα θα μπορέσουν να φανούν οι πραγματικές δυνατότητες των μεθόδων. Μάλιστα κάτι που μπορεί εξαρχής να τονίσει τη διαφορετική φύση των μεθόδων βελτιστοποίησης και προσέγγισης είναι τα σχόλια των Boyd, Burlingame (1996) και Vaessens (1996) με τους πρώτους να ισχυρίζονται πως για να λυθούν και τα 13 αυτά προβλήματα σε λιγότερο από 24 ώρες απαιτούνται απαριθμητικοί αλγόριθμοι που να βασίζονται σε εντελώς καινούργιες μαθηματικές προσεγγίσεις, ενώ ο δεύτερος διατύπωσε την άποψη ότι μια καλή προσεγγιστική μέθοδος θα πρέπει να είναι ικανή να λύσει και τα 13 προβλήματα σε λιγότερο από 100 CI-CPU δευτερόλεπτα με μέσο MRE όχι μεγαλύτερο από 2%. 


Στον Πίνακα 3.7 βλέπουμε τον τύπο του κάθε αλγορίθμου μαζί με τα ονόματα των ερευνητών που τον σχεδίασαν και το makespan που έδωσε σε καθένα από τα 13 benchmark προβλήματα (τα βέλτιστα makespans φαίνονται στην τελευταία γραμμή του πίνακα). Στον Πίνακα 3.8 φαίνονται οι χρόνοι που χρειάστηκε η κάθε μέθοδος για να βρει τη λύση, με το υπολογιστικό σύστημα που χρησιμοποιήθηκε και τον παράγοντα μετασχηματισμού του (TF) να δίνονται στη δεύτερη και την τρίτη στήλη αντίστοιχα. Όλοι οι χρόνοι εκφράζονται φυσικά σε CI-CPU δευτερόλεπτα. Και στους δυο πίνακες η ένδειξη ΝΑ χρησιμοποιείται αν ο αλγόριθμος δεν έχει δοκιμαστεί στο συγκεκριμένο πρόβλημα, η NG αν δεν υπάρχουν διαθέσιμα δεδομένα και η NR αν ο 
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αλγόριθμος δεν μπόρεσε να δώσει αποτελέσματα λόγω υπερχείλισης μνήμης. Ακριβώς επειδή τα συγκριτικά αποτελέσματα είναι περιορισμένα δίνεται και ο Πίνακας 3.9 με τις μέσες τιμές και αποκλίσεις του makespan, του μέσου σχετικού σφάλματος MRE [Mean Relative Error = (Makespan achieved (Optimum))/(Optimum)x100] και των CI-CPU χρόνων επεξεργασίας ώστε να γίνει σύγκριση μόνο επί των διαθέσιμων αποτελεσμάτων.  

Επιχειρούμε λοιπόν τώρα μια ανάγνωση των πινάκων αυτών, ώστε να βγάλουμε συμπεράσματα για τις αποδόσεις κάποιων από τις μεθόδους που παρουσιάζονται, οδηγούμενοι και από τα όσα σε θεωρητικό επίπεδο αναφέρθηκαν για τις ικανότητες των μεθόδων αυτών στις προηγούμενες ενότητες. Ιδιαιτέρως καλά αποτελέσματα, με βάση τόσο την ποιότητα των λύσεων όσο και το χρόνο υπολογισμού, παρατηρούμε ότι έδωσε η SB-RGLSk τεχνική των Balas και Vazacopoulos (1998). Αυτή η μέθοδος κατάφερε να δώσει μέσο MRE ίσο με 0,05% σε 999 CI-CPU δευτερόλεπτα, λύνοντας βέλτιστα τα 11 από τα 13 προβλήματα. Η Tabu Search τεχνική των Nowicki και Smutnicki (1996) έδωσε επίσης καλά αποτελέσματα λύνοντας βέλτιστα 7 από τα 13 προβλήματα. Αν και έχει ελαφρώς μεγαλύτερο MRE, 0,20%, σε σχέση με την προηγούμενη τεχνική είναι σαφώς γρηγορότερη (κοντά στις 10 φορές). Όπως αναφέρθηκε όμως και στα προηγούμενα, ο χρόνος λύσης που δίνουν οι Nowicki και Smutnicki δεν συμπεριλαμβάνει και το χρόνο εύρεσης της αρχικής λύσης και δεδομένου ότι αυτός είναι της τάξεως του O(n3m5) τα αποτελέσματα αυτά είναι ελαφρώς παραπλανητικά.    


Παρά το γεγονός ότι η μέθοδος της μιμούμενης ανόπτησης (SA) δεν είναι ιδιαίτερα ανταγωνιστική Πj τεχνική, οι υβριδικές SA προσεγγίσεις δείχνουν να έχουν ενδιαφέρον όπως για παράδειγμα η εργασία των Yamada και Nakano (1996a) η οποία κατόρθωσε να λύσει βέλτιστα 7 από τα 10 προβλήματα στα οποία εφαρμόστηκε με μέσο MRE 0,08% και απαιτούμενο χρόνο 132,96 CI-CPU δευτερόλεπτα. 


Παρομοίως τα μοντέλα που βασίζονται αποκλειστικά στους γενετικούς αλγορίθμους δεν έδωσαν καλά αποτελέσματα όπως για παράδειγμα η GA μέθοδος του Bierwirth (1995) που αποδείχτηκε εξαιρετικά αδύναμη καταφέρνοντας να δώσει μέσο MRE 3,10% σε 11,445 CI-CPU δευτερόλεπτα χωρίς να λύσει κάποιο παράδειγμα βέλτιστα. Αντίθετα αν οι γενετικοί αλγόριθμοι συνδυαστούν με άλλες στρατηγικές τα αποτελέσματα βελτιώνονται θεαματικά. Συγκεκριμένα η GLS προσέγγιση των Yamada και Nakano (1996b, c) η οποία όπως είδαμε συνδυάζει γενετικούς αλγορίθμους με τεχνικές τοπικής έρευνας έλυσε βέλτιστα 6 από τα 8 προβλήματα στα οποία δοκιμάστηκε με μέσο MRE 0,17% και χρόνο 161,977 CI-CPU δευτερόλεπτα.

 
Κάποιες από τις προσεγγιστικές μεθόδους που αναλύθηκαν στα προηγούμενα, όπως οι κανόνες διεκπεραίωσης προτεραιότητας, οι αλγόριθμοι αποδοχής κατωφλίου και η επαναληπτική βελτίωση παρήγαγαν πολύ φτωχά αποτελέσματα, ενώ άλλες σχετικά πιο πρόσφατες όπως η Large Step Optimization και τα νευρωνικά δίκτυα έδειξαν πως έχουν πολλά να προσφέρουν στο μέλλον. Χρειάζεται πάντως περαιτέρω μελέτη και ανάλυση ώστε να γίνουν περισσότερο κατάλληλες για μεγαλύτερα και δυσκολότερα προβλήματα. Στην περίπτωση των νευρωνικών δικτύων μάλιστα πολλοί ερευνητές τονίζουν πως είναι πολύ νωρίς ακόμα για να κάνουμε αποτίμηση της προσφοράς τους στο Πj. Αποτελέσματα νευρωνικών δικτύων μπορούμε να δούμε στον Πίνακα 3.7 με βάση την προσέγγιση των Sabuncuoglu και Gurgun (1996) η οποία εφαρμόστηκε αποκλειστικά και μόνο σε μικρού μεγέθους προβλήματα με ικανοποιητικά αποτελέσματα όσον αφορά την ποιότητα της λύσης. Το αρνητικό αυτής της μεθόδου είναι το μεγάλο υπολογιστικό κόστος που απαιτείται για να λυθούν έστω και αυτά τα μικρά προβλήματα, τη στιγμή που άλλες μέθοδοι μπορούν να τα λύσουν σε δευτερόλεπτα.  


Οι branch & bound προσεγγίσεις κατά γενική ομολογία είναι ικανές να παράγουν καλές λύσεις, τα προβλήματα που εξετάζονται εδώ όμως είναι στο όριο των μεγεθών που μπορούν να αντιμετωπίσουν. Έτσι για παραδείγματα ελαφρώς μεγαλύτερης διάστασης ο BB αλγόριθμος δεν μπορεί να διαχειριστεί το δέντρο αναζήτησης που προκύπτει και έχουμε υπερχείλιση μνήμης. Ένα καλό παράδειγμα τέτοιας προσέγγισης πάντως είναι αυτό του Martin (1996) που κατόρθωσε να λύσει και τα 13 bechmark προβλήματα (έχοντας και αυτός τα προβλήματα που αναφέρθηκαν σε περιπτώσεις μεγαλύτερου μεγέθους). Ένας τρόπος για να ξεπεραστούν αυτές οι δυσκολίες είναι να ενσωματωθούν ευρετικοί αλγόριθμοι μέσα στις BB μεθόδους, όπως ακριβώς έκαναν οι Nuijten και Pape (1998) και ο Thomsen (1997) με εμφανή τα καλά αποτελέσματα (μέσο MRE 0,12% και 0,05% σε 29,333 και 7,650 CI-CPU δευτερόλεπτα αντίστοιχα).  


Παρόλο που τα μέχρι τώρα αποτελέσματα είναι περιορισμένα, η διαρκής εξέλιξη της τεχνολογίας και η όλο και καλύτερη κατανόηση των ανεπίδεκτων τιθασεύσεως χαρακτηριστικών του Πj μας κάνουν να πιστεύουμε πως η λύση στο πρόβλημα δεν βρίσκεται μακριά. Ενθαρρυντικό άλλωστε είναι το γεγονός πως πολλά δύσκολα προβλήματα που για δεκαετίες απασχολούσαν τους ερευνητές τελικώς στις μέρες μας λύθηκαν. Το μέλλον δείχνει να ανήκει τόσο στις παράλληλες προσεγγίσεις όσο και στις υβριδικές μεθόδους. Αλγόριθμοι δηλαδή που είτε θα εκτελούν ταυτόχρονα αναζητήσεις εκμεταλλευόμενοι τις δυνατότητες των παράλληλων συστημάτων επεξεργασίας, είτε θα συνδυάζουν τα θετικά χαρακτηριστικά διάφορων στρατηγικών προσπαθώντας να ξεπεράσουν τους όποιους περιορισμούς δείχνουν να είναι αυτοί που θα επικρατήσουν. Η τεχνολογία και η γνώση υπάρχει. Μένει να δούμε τι μας επιφυλάσσει το μέλλον.


ΚΕΦΑΛΑΙΟ 4
4.1 ΕΙΣΑΓΩΓΗ

4.1.1 ΑΡΧΙΤΕΚΤΟΝΙΚΕΣ ΥΠΟΛΟΓΙΣΜΟΥ

Η έννοια του υπολογισμού έχει πολλές μορφές. Ιστορικά, ο υπολογισμός κυριαρχήθηκε από την αντίληψη του προγραμματισμού, στον οποίο (κυρίως στον διαδικαστικό) σχεδιάζονταν και υλοποιούνταν ακολουθιακοί αλγόριθμοι. Όμως οι υπολογισμοί που είναι απαραίτητοι στα βιολογικά συστήματα απαιτούν έναν εναλλακτικό τρόπο αντιμετώπισης. Για παράδειγμα οι υπολογισμοί που εκτελεί ο ανθρώπινος εγκέφαλος διαφέρουν στο ότι:

• Οι υπολογισμοί είναι κατανεμημένοι και παράλληλοι.

• Η ανάπτυξη ενός προγράμματος αντικαθίσταται από τη διαδικασία μάθησης.

Χρησιμοποιώντας το ανάλογο της φύσης, αναπτύχθηκε το εμπνεόμενο από τη βιολογία υπολογιστικό παράδειγμα των Τεχνητών Νευρωνικών Δικτύων (ΤΝΔ). Χρησιμοποιείται ο όρος «τεχνητό» γιατί οι υπολογισμοί υλοποιούνται με τη χρήση ηλεκτρονικών και όχι βιολογικών στοιχείων. Η διαρκώς αναπτυσσόμενη τεχνολογία των ΤΝΔ αποτελεί ένα ευρύ σύνολο τεχνικών, το οποίο προσφέρει μια πρακτική, εναλλακτική των συμβατικών, προσέγγιση και σε πολλές περιπτώσεις παρέχει τη δυνατότητα αντιμετώπισης δύσκολων προβλημάτων. Η εξάπλωση των ΤΝΔ ευνοήθηκε σημαντικά από τις εξελίξεις στο πεδίο του υλικού των υπολογιστών (hardware) και ειδικά από την ανάπτυξη παράλληλων συστημάτων ανεκτού κόστους. Σήμερα έχουν αναμφίβολα φθάσει σε ένα θαυμάσιο επίπεδο ανάπτυξης και βεβαίως θα συνεχίσουν να αναπτύσσονται στο μέλλον ποικιλοτρόπως συνδυαζόμενα με τα ασαφή συστήματα, τους γενετικούς αλγορίθμους και τα έμπειρα συστήματα, αλλά και με άλλες κλασικές τεχνικές ανάλυσης και σχεδίασης συστημάτων απόφασης και ελέγχου.

4.1.2 ΟΡΙΣΜΟΣ ΤΟΥ ΤΕΧΝΗΤΟΥ ΝΕΥΡΩΝΙΚΟΥ ΔΙΚΤΥΟΥ

Στη συνέχεια παρατίθεται ένας γενικός και πρακτικός ορισμός σχετικά με το τι είναι ένα ΤΝΔ..      

ΤΕΧΝΗΤΟ ΝΕΥΡΩΝΙΚΟ ΔΙΚΤΥΟ: Μια αρχιτεκτονική δομή (δίκτυο) αποτελούμενη από ένα πλήθος διασυνδεδεμένων μονάδων (τεχνητοί νευρώνες). Κάθε μονάδα χαρακτηρίζεται από εισόδους και εξόδους και υλοποιεί τοπικά έναν απλό υπολογισμό. Κάθε σύνδεση μεταξύ δυο μονάδων χαρακτηρίζεται από μια τιμή βάρους. Οι τιμές των βαρών των συνδέσεων αποτελούν τη γνώση που είναι αποθηκευμένη στο δίκτυο και καθορίζουν τη λειτουργικότητά του. Η έξοδος κάθε μονάδας καθορίζεται από τον τύπο της μονάδας, τη διασύνδεση με τις υπόλοιπες μονάδες και πιθανώς κάποιες εξωτερικές εισόδους. Πέρα από μια πιθανή δεδομένη (εκ κατασκευής) λειτουργική ικανότητα ενός δικτύου, συνήθως ένα δίκτυο αναπτύσσει μια συνολική λειτουργικότητα μέσω μιας μορφής εκπαίδευσης. 


Η συνολική λειτουργικότητα ενός ΤΝΔ καθορίζεται από την τοπολογία του δικτύου, τα χαρακτηριστικά των νευρώνων, τη μέθοδο εκπαίδευσης και από τα δεδομένα με τα οποία γίνεται η εκπαίδευση. Παρότι δεν το απαιτεί ο προηγούμενος ορισμός, ο υπολογισμός που εκτελεί κάθε νευρώνας είναι απλός και κοινός για όλους τους νευρώνες. Επειδή οι νευρώνες λειτουργούν παράλληλα (ταυτόχρονα) και ο αριθμός τους μπορεί να είναι πολύ μεγάλος, τα ΤΝΔ αποτελούν χαρακτηριστικό παράδειγμα μαζικά παράλληλου υπολογισμού (massively parallel computing). 

4.1.3 ΒΑΣΙΚΕΣ ΑΡΧΕΣ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ

• Όπως προκύπτει από τον ορισμό του ΤΝΔ, το υπολογιστικό μοντέλο αποτελείται από συνδέσεις απλών στοιχείων ή μονάδων (νευρώνων). Οι συνδέσεις αυτές χαρακτηρίζονται από βάρη. Στο σχήμα 4.1 απεικονίζονται δυο παραδείγματα δικτύων μικρής κλίμακας στα οποία οι νευρώνες παρουσιάζονται με κύκλους και οι συνδέσεις με βέλη. Στο σχήμα 4.1(α) απεικονίζεται ένα μη-ανατροφοδοτούμενο δίκτυο, το οποίο δηλαδή δεν περιέχει κλειστά μονοπάτια από συνδέσεις. Όπως φαίνεται οι νευρώνες ομαδοποιούνται σε επίπεδα (ή στρώματα) (layers). Αντίθετα στο σχήμα 4.1(β) παρουσιάζεται η αρχιτεκτονική της ανατροφοδότησης η οποία επιτρέπει την ύπαρξη κύκλων από συνδέσεις μεταξύ νευρώνων. Αυτή η δεύτερη αρχιτεκτονική προσδίδει στο δίκτυο πολύ περισσότερες δυνατότητες, αλλά είναι πιο δύσκολο να αντιμετωπιστεί μαθηματικά.  Επίσης, πρέπει να σημειωθεί ότι η τοπολογία των δικτύων μπορεί να είναι είτε στατική είτε δυναμική (μεταβαλλόμενη). Τέλος, οι νευρώνες που δεν έχουν συνδέσεις με τον εξωτερικό κόσμο, λέμε ότι είναι «κρυμμένοι» (hidden) ή εσωτερικοί. Περισσότερα για τις αρχιτεκτονικές των δικτύων θα αναφερθούν σε επόμενη ενότητα.

• Κάθε νευρώνας υλοποιεί μια συνάρτηση τοπικά και ολόκληρο το δίκτυο υλοποιεί μια συγκεκριμένη λειτουργία. Στις περισσότερες περιπτώσεις, η εφαρμογή είναι αυτή που μέσω των προδιαγραφών της καθορίζει την απαιτούμενη λειτουργία. Ο καθορισμός των παραμέτρων του δικτύου (τιμών των βαρών) που θα ικανοποιούν αυτές τις προδιαγραφές επιτυγχάνεται μέσω της διαδικασίας μάθησης.

• Η γνώση, η εμπειρία και η εκπαίδευση του δικτύου αποθηκεύεται στις διασυνδέσεις των νευρώνων και στις τιμές των βαρών. Η εκπαίδευση επιτυγχάνεται με τη συνεχή τροποποίηση των τιμών των βαρών.
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Σχήμα 4.1

(α) Δίκτυο πρόσθιας τροφοδότησης (β) Επαναληπτικό δίκτυο.

• Στην πλειοψηφία τους τα ΤΝΔ εκπαιδεύονται με την ελπίδα ότι θα παρουσιάσουν καλή γενικευτική ικανότητα όταν θα τους ζητηθεί να αναγνωρίσουν ή να κατηγοριοποιήσουν καινούργια (άγνωστα) δεδομένα (πρότυπα). Αυτός είναι ο αντικειμενικός στόχος της διαδικασίας εκπαίδευσης, να αναπτύξει δηλαδή το δίκτυο κατάλληλη εσωτερική δομή ώστε να αναγνωρίζει πρότυπα που θα μοιάζουν με αυτά με τα οποία εκπαιδεύτηκε. Τα ΤΝΔ εκπαιδεύονται τόσο με τεχνικές μάθησης με επίβλεψη όσο και με τεχνικές μάθησης χωρίς επίβλεψη. Όλα αυτά θα αναλυθούν περισσότερο στη συνέχεια.

4.1.4 Ο ΒΙΟΛΟΓΙΚΟΣ ΚΑΙ Ο ΤΕΧΝΗΤΟΣ ΝΕΥΡΩΝΑΣ

Όπως προαναφέρθηκε, η λειτουργία του βιολογικού συστήματος βασίζεται στη διασύνδεση εξειδικευμένων φυσικών κυττάρων που ονομάζονται νευρώνες. Οι σημαντικές ιδιότητες των βιολογικών συστημάτων, όπως η προσαρμοστικότητα, η ικανότητα αναγνώρισης από τα συμφραζόμενα, η ανοχή στα λάθη, η μεγάλη χωρητικότητα μνήμης, η ικανότητα επεξεργασίας βιολογικών πληροφοριών σε πραγματικό χρόνο (κυρίως από τον εγκέφαλο), μας κατευθύνουν στην μελέτη και την προσπάθεια προσομοίωσης αυτών των εναλλακτικών βιολογικών αρχιτεκτονικών. Ωστόσο, δεν είναι ακόμα επαρκώς γνωστός ο τρόπος με τον οποίο λειτουργεί ο ανθρώπινος εγκέφαλος. Επιπλέον, παρά το γεγονός ότι το βασικό στοιχείο υπολογισμού του ανθρώπινου συστήματος επεξεργασίας είναι σχετικά αργό (σε σύγκριση με τα ηλεκτρονικά στοιχεία), η συνολική επεξεργασία επιτυγχάνεται σε μερικές εκατοντάδες msecs. Αυτό μας οδηγεί στο συμπέρασμα ότι η βάση του βιολογικού υπολογισμού είναι ένας μικρός αριθμός ακολουθιακών βημάτων, καθένα από τα οποία εκτελείται με μεγάλο παραλληλισμό. Επιπλέον, στην έμφυτη αυτή παράλληλη αρχιτεκτονική, κάθε μονάδα επεξεργασίας είναι σχετικά απλή και τοπικά συνδεδεμένη.


Στο σχήμα 4.2 παρουσιάζεται η βασική δομή του βιολογικού νευρώνα, ο οποίος αποτελείται από το σώμα, τον άξονα, τους δενδρίτες και τις συνάψεις. Η βασική λειτουργία που επιτελεί ένας νευρώνας είναι η συσσώρευση των σημάτων που δέχεται από τους νευρώνες με τους οποίους συνδέεται η είσοδός του, το φιλτράρισμα και η ενίσχυση αυτών των σημάτων, και η παραγωγή ενός σήματος εξόδου το οποίο στη συνέχεια μεταδίδεται μέσω των συνάψεων προς τους νευρώνες με τους οποίους συνδέεται η έξοδός του. Ένα πολύ σημαντικό στοιχείο είναι ότι η επίδραση ενός νευρώνα στους γειτονικούς του μπορεί να είναι είτε διεγερτική (θετική σύνδεση) είτε ανασταλτική (αρνητική σύνδεση). Σε πλήρη αντιστοιχία με το απλοποιημένο αυτό μοντέλο του βιολογικού νευρώνα αναπτύχθηκε το μοντέλο του τεχνητού νευρώνα (Σχήμα 4.3).
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Σχήμα 4.2

Δομή του βιολογικού νευρώνα.
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Σχήμα 4.3

Αντιστοιχία βιολογικού-τεχνητού νευρώνα.

Έχοντας μόλις παρουσιάσει, εν συντομία, τη δομή και τη λειτουργία του βιολογικού νευρώνα, μπορούμε να προχωρήσουμε στην αναλυτική παρουσίαση του βασικού μοντέλου του τεχνητού νευρώνα. Παρατηρούμε, στο Σχήμα 4.4, ότι ο νευρώνας είναι μια θεμελιακή μονάδα επεξεργασίας πληροφορίας η οποία αποτελείται από τρία στοιχεία:


• Ένα σύνολο κλάδων διασύνδεσης (συνάψεων)


• Έναν κόμβο άθροισης (γραμμικής άθροισης)


• Μια συνάρτηση ενεργοποίησης (μη γραμμικότητα)

Κάθε κλάδος διασύνδεσης έχει ένα βάρος (weight) το οποίο είναι θετικό αν η σύναψη είναι διεγερτικού τύπου και αρνητικό αν η σύναψη είναι ανασταλτικού τύπου. Ο κόμβος άθροισης αθροίζει τα σήματα εισόδου πολλαπλασιαζόμενα με τα αντίστοιχα βάρη των συνάψεων. Συνεπώς ο κόμβος άθροισης είναι μια μονάδα γραμμικού συνδυασμού. Τέλος η συνάρτηση ενεργοποίησης (ή συνάρτηση σύνθλιψης / squashing function) περιορίζει (συνθλίβει) το επιτρεπόμενο πλάτος του σήματος εξόδου σε κάποια πεπερασμένη τιμή (συνήθως στο κανονικοποιημένο διάστημα [0,1] ή εναλλακτικά στο [-1,1]). Το μοντέλο του νευρώνα περιέχει επίσης ένα κατώφλι θ που εφαρμόζεται εξωτερικά και πρακτικά υποβιβάζει την καθαρή είσοδο στη συνάρτηση ενεργοποίησης. Βεβαίως, η καθαρή είσοδος της συνάρτησης ενεργοποίησης μπορεί να αυξηθεί αν χρησιμοποιήσουμε έναν όρο πόλωσης b, ο οποίος είναι το αρνητικό του κατωφλίου (b = - θ).
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Σχήμα 4.4

Βασικό μοντέλο τεχνητού νευρώνα.

Από το Σχήμα 4.4 λοιπόν προκύπτει ότι ο νευρώνας περιγράφεται από τις παρακάτω εξισώσεις:
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όπου xi (i = 1, 2, …, n) είναι τα σήματα εισόδου, wi (i = 1, 2, …, n) είναι τα συναπτικά βάρη του νευρώνα, u είναι η είσοδος του γραμμικού συνδυαστή, θ είναι το κατώφλι, f( ) είναι η συνάρτηση ενεργοποίησης και y είναι το σήμα εξόδου του νευρώνα. Προφανώς, η συνάρτηση ενεργοποίησης εφαρμόζεται στο σήμα υ = u – θ, θ>0 και συνεπώς αν η είσοδος κατωφλίου θ συμπεριληφθεί στις κανονικές εισόδους θέτοντας x0 = -1 και w0 = θ, τότε οι εξισώσεις (4.1) και (4.2) γράφονται ως:
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και το μοντέλο του νευρώνα του Σχήματος 4.4 παίρνει τη μορφή του Σχήματος 4.5
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Σχήμα 4.5

Το βασικό μοντέλο του νευρώνα με το κατώφλι (x0=-1, w0=θ) ή την πόλωση (x0=+1,w0=b) συμπεριλαμβανόμενο (η) στο σύνολο των κανονικών εισόδων.

4.1.5 ΤΥΠΟΙ ΣΥΝΑΡΤΗΣΕΩΝ ΕΝΕΡΓΟΠΟΙΗΣΗΣ

Ας μελετήσουμε τώρα τη συνάρτηση ενεργοποίησης, η οποία μπορεί να έχει μια από τις παρακάτω τρεις μορφές:
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Σχήμα 4.6 - Συνήθεις μορφές συνάρτησης ενεργοποίησης νευρώνων.

Οι συναρτήσεις του Σχήματος 4.6 ορίζονται ως ακολούθως:

• Συνάρτηση κατωφλίου (Σχήμα 4.6 α)
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           (4.5)

Ο αντίστοιχος νευρώνας έχει τις εξισώσεις:
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• Κατά τμήματα γραμμική συνάρτηση (Σχήμα 4.6 β)
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           (4.8)
Η συνάρτηση αυτή παριστά ένα γραμμικό ενισχυτή με κορεσμό και μεταπίπτει στη συνάρτηση κατωφλίου αν η απολαβή (ενίσχυση) του ενισχυτή γίνει πάρα πολύ μεγάλη (θεωρητικά άπειρη).

• Σιγμοειδής συνάρτηση (Σχήμα 4.6 γ)

Η σιγμοειδής συνάρτηση είναι η ευρύτερα χρησιμοποιούμενη συνάρτηση ενεργοποίησης και μπορεί να οριστεί με πολλούς τρόπους. Ένας από αυτούς είναι η λογιστική (logistic) συνάρτηση:
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           (4.9)
όπου λ είναι η «παράμετρος κλίσης» της σιγμοειδούς συνάρτησης. Για διάφορα λ παίρνουμε σιγμοειδείς συναρτήσεις με διαφορετική κλίση. Η κλίση στην αρχή (υ=0) είναι ίση με λ/4.

Οι συναρτήσεις ενεργοποίησης του Σχήματος 4.6 παίρνουν τιμές μεταξύ 0 και 1, δηλαδή 0≤f(υ)≤1. Εκτός από αυτές σε πολλές εφαρμογές χρειαζόμαστε τιμές στο διάστημα [-1,+1], οπότε έχουμε τις συναρτήσεις του Σχήματος 4.7: 
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Σχήμα 4.7

Συναρτήσεις ενεργοποίησης με τιμές στο διάστημα [-1,+1].

Οι συναρτήσεις αυτές περιγράφονται από τις ακόλουθες εξισώσεις.

• Συνάρτηση κατωφλίου {συνάρτηση προσήμου} (Σχήμα 4.7 α)
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         (4.10)
• Κατά τμήματα γραμμική συνάρτηση (Σχήμα 4.7 β)
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         (4.11)
• Σιγμοειδής συνάρτηση (υπερβολική εφαπτομένη) (Σχήμα 4.7 γ)
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4.1.6 ΑΡΧΙΤΕΚΤΟΝΙΚΕΣ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ

Η τοπολογική δομή είναι το κύριο χαρακτηριστικό των ΤΝΔ και αναφέρεται στην αρχιτεκτονική στην οποία διευθετούνται και διασυνδέονται πολλαπλοί νευρώνες. Οι δυο βασικές ιδιότητες που καθορίζουν την αρχιτεκτονική ενός δικτύου είναι το πλήθος των στρωμάτων (layers) και οι συνδέσεις ανάμεσα στους νευρώνες. Το τρίτο χαρακτηριστικό, το οποίο σχετίζεται φυσιολογικά με τον τρόπο κατά τον οποίο είναι δομημένοι οι νευρώνες, είναι ο αλγόριθμος μάθησης που χρησιμοποιείται για την εκπαίδευση του δικτύου. Η μάθηση θα εξετασθεί σε επόμενη ενότητα.

ΝΕΥΡΩΝΙΚΑ ΔΙΚΤΥΑ ΠΡΟΣΟΤΡΟΦΟΔΟΤΗΣΗΣ

Στην απλούστερη περίπτωση ένα διαστρωματωμένο νευρωνικό δίκτυο (δηλαδή ένα ΤΝΔ του οποίου οι νευρώνες είναι οργανωμένοι σε στρώματα) έχει ένα στρώμα εισόδου από «κόμβους πηγής» (source nodes) το οποίο προβάλλεται πάνω σε ένα στρώμα νευρώνων εξόδου (κόμβων υπολογισμού), αλλά όχι αντίστροφα. Ένα τέτοιο ΤΝΔ είναι αυστηρά του τύπου «προσοτροφοδότησης» (feedforward) (Σχήμα 4.8) και καλείται «νευρωνικό δίκτυο προσοτροφοδότησης ενός μοναδικού στρώματος, όπου βέβαια το μοναδικό στρώμα είναι το στρώμα των νευρώνων εξόδου. Αυτό σημαίνει ότι το στρώμα των κόμβων πηγής δεν προσμετράται γιατί δεν λαμβάνει χώρα κανένας υπολογισμός σε αυτό.
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Σχήμα 4.8

Μονοστρωματικό ΤΝΔ προσοτροφοδότησης με 5 νευρώνες εξόδου.


Ένα τυπικό παράδειγμα μονοστρωματικού ΤΝΔ προσοτροφοδότησης είναι η γραμμική συσχετιστική μνήμη η οποία αντιστοιχεί (συσχετίζει) ένα διάνυσμα (πρότυπο) εξόδου σε ένα διάνυσμα (πρότυπο) εισόδου και αποθηκεύει την πληροφορία ως αλλαγές στα συναπτικά βάρη.

Στη γενική περίπτωση, ένα ΤΝΔ προσοτροφοδότησης περιέχει ένα ή περισσότερα κρυμμένα στρώματα (hidden layers), των οποίων οι υπολογιστικοί κόμβοι είναι γνωστοί ως «κρυμμένοι νευρώνες» και παρεμβαίνουν μεταξύ των εξωτερικών εισόδων και των εξόδων του ΤΝΔ. Στα δίκτυα αυτά που ονομάζονται «πολυστρωματικά ΤΝΔ προσοτροφοδότησης», οι κόμβοι πηγής στο στρώμα εισόδου παρέχουν τα στοιχεία του διανύσματος (προτύπου) δράσης τα οποία εισέρχονται ως είσοδοι στο πρώτο κρυμμένο στρώμα υπολογιστικών κόμβων.  Ομοίως οι έξοδοι των κόμβων του πρώτου κρυμμένου στρώματος εισέρχονται ως είσοδοι στους κόμβους του δεύτερου κρυμμένου στρώματος, κ.ο.κ. Το τελικό στρώμα κόμβων (στρώμα εξόδου) δίνει τη συνολική απόκριση στα διανύσματα εισόδου (δηλαδή στα πρότυπα εξωτερικής δράσης).

Ένα παράδειγμα ΤΝΔ προσοτροφοδότησης με ένα κρυμμένο στρώμα τεσσάρων κόμβων, οκτώ κόμβων πηγής στο στρώμα εισόδου και δυο κόμβους στο στρώμα εξόδου εικονίζεται στο Σχήμα 4.9. Το δίκτυο αυτό αναφέρεται συνολικά ως ΤΝΔ προσοτροφοδότησης 8-4-2. Ένα άλλο παράδειγμα θα ήταν ένα ΤΝΔ 12-60-10-7 κ.ο.κ.

Το νευρωνικό δίκτυο του Σχήματος 4.9 της επόμενης σελίδας, ονομάζεται «πλήρως διασυνδεδεμένο» γιατί κάθε κόμβος (νευρώνας) οποιουδήποτε στρώματος συνδέεται με όλους τους κόμβους (νευρώνες) του γειτονικού του προς τα εμπρός (δηλαδή του επόμενου) στρώματος. Αν αυτό δεν ισχύει, δηλαδή αν λείπουν μερικοί σύνδεσμοι επικοινωνίας τότε το ΤΝΔ ονομάζεται «μερικώς διασυνδεδεμένο».
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Σχήμα 4.9

Πολυστρωματικό ΤΝΔ προσοτροφοδότησης 8-4-2.

ΑΝΑΔΡΟΜΙΚΑ ΝΕΥΡΩΝΙΚΑ ΔΙΚΤΥΑ (ΑΝΑΤΡΟΦΟΔΟΤΗΣΗΣ)

Αν το ΤΝΔ περιέχει τουλάχιστον ένα βρόχο ανατροφοδότησης ο οποίος ανακυκλώνει πληροφορία μέσω του ίδιου ή προηγούμενων στρωμάτων, τότε ονομάζεται αναδρομικό νευρωνικό δίκτυο (recurrent NN) ή ΤΝΔ ανατροφοδότησης. Το αποτέλεσμα είναι ότι όταν ένα διάνυσμα (πρότυπο) εισόδου εισέρχεται στο αναδρομικό ΤΝΔ, δεν παράγει ένα πρότυπο εξόδου σε πεπερασμένο αριθμό χρονικών βημάτων, αλλά δρα με ένα κυκλικό τρόπο, με τα ίδια στρώματα να ενεργοποιούνται επαναληπτικά. Αν το δίκτυο είναι αφ’ εαυτού ευσταθές πιθανά να ταλαντωθεί για κάποιο χρονικό διάστημα προτού φτάσει σε μια σταθερή κατάσταση, προτού παραχθεί δηλαδή μια σταθερή έξοδος. Διαφορετικά αν το δίκτυο δεν είναι ευσταθές οι ταλαντώσεις θα συνεχίσουν αδιάκοπα. Συνεπώς όταν εκπαιδεύουμε ένα αναδρομικό ΤΝΔ είναι σημαντικό να βρούμε το σύνολο των συναπτικών βαρών που του επιτρέπουν να σταθεροποιηθεί στις επιθυμητές τιμές εξόδου.

Ένα παράδειγμα αναδρομικού ΤΝΔ μπορεί να ληφθεί από το δίκτυο προσοτροφοδότησης 8-4-2 του Σχήματος 4.9 αν κλείσουμε διάφορους βρόχους όπως δείχνει το Σχήμα 4.10. Οι συνδέσεις ανατροφοδότησης μπορούν να ξεκινούν τόσο από τους κρυμμένους κόμβους όσο και από τους κόμβους εξόδου. Σημειώνεται ότι οι βρόχοι ανατροφοδότησης έχουν μια ευεργετική επίδραση πάνω στη μάθηση και τη συνολική συμπεριφορά του δικτύου.
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Σχήμα 4.10

Αναδρομικό ΤΝΔ ενός κρυμμένου στρώματος.
ΔΙΚΤΥΩΤΕΣ ΔΟΜΕΣ

Ένα πλέγμα, αποτελείται από έναν πίνακα μιας-δυο ή και μεγαλύτερης διάστασης από νευρώνες, με ένα αντίστοιχο σύνολο από πηγαίους κόμβους που παρέχουν τα σήματα εισόδου στον πίνακα. Δυο παραδείγματα τέτοιων δικτύων εικονίζονται στο Σχήμα 4.11.
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Σχήμα 4.11

(α) Μονοδιάστατο πλέγμα με 4 νευρώνες (β) Δισδιάστατο πλέγμα με 4x4 νευρώνες.
4.1.7 ΕΦΑΡΜΟΓΕΣ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ

ΧΑΡΑΚΤΗΡΙΣΤΙΚΑ ΠΡΟΒΛΗΜΑΤΩΝ ΚΑΤΑΛΛΗΛΩΝ ΓΙΑ ΝΕΥΡΩΝΙΚΑ ΔΙΚΤΥΑ

Η εξομοίωση των βιολογικών υπολογιστικών παραδειγμάτων που πραγματοποιείται μέσω των ΤΝΔ έχει πολύ καλά αποτελέσματα για πολλές κατηγορίες προβλημάτων. Μεταξύ αυτών είναι:

• η κατηγορία προβλημάτων αναγνώρισης (π.χ. αναγνώριση φωνής, εικόνας κλπ.)

• η κατηγορία των προβλημάτων ελέγχου των οποίων τα δεδομένα είναι ελλιπή, ασαφή και στοχαστικά.

• η κατηγορία των NP-πλήρων προβλημάτων, τα οποία περιλαμβάνουν προβλήματα δρομολόγησης, αναζήτησης κλπ.


Όλα αυτά τα προβλήματα χαρακτηρίζονται από τον πολυδιάστατο χώρο τους, την πολυπλοκότητά τους και τις άγνωστες συσχετίσεις μεταξύ των μεταβλητών τους. Επιπλέον τα ΤΝΔ προσφέρουν λύσεις κυρίως σε προβλήματα που σχετίζονται με τον ανθρώπινο παράγοντα (αναγνώριση ομιλίας, εικόνας, χειρόγραφου κειμένου κλπ.)

ΠΑΡΑΔΕΙΓΜΑΤΑ ΕΦΑΡΜΟΓΩΝ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ

• Επεξεργασία εικόνας και μηχανική όραση (π.χ. ταίριασμα εικόνας, προεπεξεργασία, κατάτμηση, ανάλυση, συμπίεση εικόνας και επεξεργασία χρονικά μεταβαλλόμενων εικόνων).

• Επεξεργασία σήματος (π.χ. ανάλυση και μορφολογία σεισμικού σήματος).

• Αναγνώριση προτύπων (π.χ. εξαγωγή χαρακτηριστικών, ανάλυση και κατηγοριοποίηση σήματος radar, αναγνώριση φωνής, κειμένου, χειρονομιών και πιστοποίηση ταυτότητας).

• Ιατρική (π.χ. ανάλυση ηλεκτροκαρδιογραφήματος, ιατρική διάγνωση και επεξεργασία ιατρικής εικόνας).

• Αμυντικά συστήματα (π.χ. υποβρύχια ανίχνευση ναρκών).

• Οικονομία (π.χ. ανάλυση αγοράς μετοχών, ασφάλεια συναλλαγών, εκτίμηση φερεγγυότητας δανειζόμενου πελάτη, εκτίμηση ακίνητης περιουσίας).

 • Σχεδίαση, έλεγχος και αναζήτηση (π.χ. παράλληλη υλοποίηση NP-πλήρων προβλημάτων, αυτόματος έλεγχος, ρομποτική).

• Τεχνητή νοημοσύνη (π.χ. υλοποίηση έμπειρων συστημάτων).

• Δυναμικά εξελισσόμενα συστήματα, πρόβλεψη χρονοσειρών (π.χ. εκτίμηση κατάστασης συστήματος, ανίχνευση βλαβών και ανάκαμψη).

• Επικοινωνία ανθρώπου – υπολογιστή.

4.1.8 ΠΛΕΟΝΕΚΤΗΜΑΤΑ ΚΑΙ ΜΕΙΟΝΕΚΤΗΜΑΤΑ ΤΩΝ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ


Επειδή τα ΤΝΔ αποτελούν ένα σχετικά πρόσφατο μοντέλο υπολογισμού, θα πρέπει να πούμε ότι τα πλεονεκτήματα, μειονεκτήματα και η σχέση τους με τις κλασσικές μεθόδους υπολογισμού δεν είναι πλήρως ξεκαθαρισμένα. Οι προσδοκίες σε αυτόν τον τομέα είναι μεγάλες. Σε γενικές γραμμές τα ΤΝΔ είναι κατάλληλα να αντιμετωπίσουν συγκεκριμένες κατηγορίες προβλημάτων και ειδικότερα προβλήματα εκπαίδευσης που αντιμετωπίζονται με συσχέτιση προτύπων. Η αντίληψη ότι τα ΤΝΔ μπορούν να λύσουν όλα τα προβλήματα αυτόματης απόκτησης γνώσης είναι μη ρεαλιστική.

Πλεονεκτήματα

• Έμφυτος παραλληλισμός.

• Ανοχή σε βλάβες (λόγω του παραλληλισμού).

• Σχεδιασμένα να είναι προσαρμοζόμενα.

• Δεν υπάρχει η ανάγκη για χαρακτηρισμό του προβλήματος πέρα από το σύνολο των προτύπων εκπαίδευσης.

Μειονεκτήματα

• Δεν υπάρχουν σαφείς κανόνες για την ανάπτυξη ΤΝΔ για οποιαδήποτε εφαρμογή.

• Δεν υπάρχει γενικός τρόπος για την ερμηνεία της εσωτερικής λειτουργίας του δικτύου.

• Η εκπαίδευση μπορεί να είναι δύσκολη ή αδύνατη.

• Η ικανότητα γενίκευσης είναι δύσκολα προβλέψιμη.

4.2 ΙΣΤΟΡΙΚΕΣ ΣΗΜΕΙΩΣΕΙΣ

Η μοντέρνα περίοδος των νευρωνικών δικτύων λέγεται ότι άρχισε με την πρωτοποριακή δουλειά των McCulloch και Pitts (1943). Ο πρώτος ήταν ψυχίατρος και ο δεύτερος μεγαλοφυής μαθηματικός. Σύμφωνα με τον Rall (1990), η κλασσική εργασία των McCulloch και Pitts έγινε μέσα σε μια κοινωνία που ασχολούνταν με τους νευρώνες στο πανεπιστήμιο του Σικάγο για πάνω από 5 χρόνια. Αυτή η εργασία περιέγραφε το λογικό λογισμό των νευρωνικών δικτύων. Είναι αξιοσημείωτο το ότι ο Von Neumann χρησιμοποίησε ιδεατά στοιχεία καθυστέρησης τα οποία είχαν υπολογιστεί από τα ιδεατά στοιχεία νευρώνων των McCulloch και Pitts, για την κατασκευή του EDVAC (Electronic Discrete Variable Automatic Computer), ο οποίος κατάληξε στον ENIAC, τον πρώτο γενικού σκοπού υπολογιστή.

Η επόμενη μεγάλη ανάπτυξη πάνω στα νευρωνικά δίκτυα, ήρθε το 1949 με την έκδοση του βιβλίου του Hebb με τίτλο “The Organization of Behavior”, στο οποίο μια ιδιαίτερη δήλωση ενός  φυσιολογικού κανόνα μάθησης για συναπτικές τροποποιήσεις έγινε για πρώτη φορά. Πιο συγκεκριμένα ο Hebb πρότεινε ότι η συνδετικότητα του εγκεφάλου συνεχώς αλλάζει καθώς ο οργανισμός μαθαίνει διάφορες εργασίες, και ότι οι νευρωνικοί συγκεντρωτές δημιουργούνται από τέτοιες αλλαγές. Επίσης πρότεινε το διάσημο αίτημα μάθησης σύμφωνα με το οποίο η αποτελεσματικότητα μιας σύναψης μεταβλητής ανάμεσα σε δύο νευρώνες αυξάνεται από την επαναλαμβανόμενη ενεργοποίηση του ενός νευρώνα από τον άλλο κατά μήκος της σύναψης.

Η αναφορά των Rochester, Holland, Habit και Duda (1956) είναι ίσως η πρώτη προσπάθεια για χρήση υπολογιστή που εξομοιώνει, για να τεσταριστεί μια καλά σχηματισμένη νευρωνική θεωρία βασισμένη στο αίτημα μάθησης του Hebb. Η εξομοίωση έδειξε ότι χρειαζόταν να προστεθεί παρεμπόδιση ώστε η θεωρία πραγματικά να δουλέψει. Τον ίδιο χρόνο ο Uttley παρουσίασε την αποκαλούμενη “διαρρέουσα ολοκλήρωση” ή “νευρώνας φωτιάς” που αργότερα αναλύθηκε από τον Caianielo.

Το 1952 το βιβλίο του Ashby: ”Design for a brain: The Origin of Adaptive Behavior” εκδόθηκε, το οποίο ασχολήθηκε με την βασική έννοια ότι η προσαρμοζόμενη συμπεριφορά δεν είναι έμφυτη αλλά μαθαίνεται. Το 1954 ο Minsky έγραψε ένα διδακτορικό με τίτλο “Theory of Neural-Analog Reinforcement Systems and it’s Application to the Brain-Model problem” και το 1961 ο ίδιος έγραψε μια εργασία με τίτλο “Steps Toward Artificial Intelligence”. Επίσης το 1954 η ιδέα των μη γραμμικών προσαρμοζόμενων φίλτρων προτάθηκε από τον Gabor (εφευρέτης του ολογραφήματος). Έχτισε μια τέτοια μηχανή και η μάθηση επιτυγχανόταν με τροφοδότηση δειγμάτων στοχαστικών διαδικασιών στη μηχανή, μαζί με συναρτήσεις αποτελεσμάτων που η μηχανή ανέμενε να βγάλει.

Ένα θέμα ιδιαίτερου ενδιαφέροντος για τα νευρωνικά δίκτυα είναι αυτό της σχεδίασης ενός αξιόπιστου δικτύου με νευρώνες που μπορούν να θεωρηθούν σαν μη αξιόπιστα στοιχεία. Αυτό το σημαντικό πρόβλημα λύθηκε από τον Von Neumann (1956) χρησιμοποιώντας την ιδέα του πλεονασμού. 15 χρόνια μετά την έκδοση της εργασίας των McCulloch και Pitt μια νέα προσέγγιση πάνω στο πρόβλημα της αναγνώρισης προτύπων έγινε από τον Rosenblatt (1958) στην εργασία του πάνω στο αισθητήριο (perceptron). Το ιδιαίτερο επίτευγμα του ήταν το αποκαλούμενο θεώρημα σύγκλισης αισθητηρίου (perceptron convergence theorem). Το 1960 οι Widrow και Hoff πρότειναν τον αλγόριθμο ελάχιστου μέσου τετραγώνου (Least Mean-Square, LMS) και τον χρησιμοποίησαν για να σχηματίσουν τo Adaline (adaptive linear element). Η διαφορά ανάμεσα στο αισθητήριο και στο Adaline βρίσκεται στον τρόπο μάθησης. Ένα από τα από τα πρόσφατα εκπαιδεύσιμα νευρωνικά δίκτυα με πολλαπλά στοιχεία είναι η δομή Madaline (Widrow). Κατά την διάρκεια της κλασσικής περιόδου του perceptron (‘60) πιστευόταν ότι τα νευρωνικά δίκτυα μπορούσαν να κάνουν τα πάντα. Αλλά τότε εκδόθηκε το βιβλίο των Minsky και Papert που με μαθηματικά απέδειξε ότι υπάρχουν όρια πάνω στο τι μπορεί να υπολογιστεί από τα αισθητήρια. Ένα σημαντικό πρόβλημα πάνω στη σχεδίαση ενός πολυεπίπεδου αισθητηρίου είναι το πρόβλημα της ανάθεσης εμπιστοσύνης (credit assignment problem), το οποίο βρήκε την λύση του μόλις την δεκαετία του 1980.

Κατά την δεκαετία του ‘70 λόγω των προβλημάτων εγκαταλείφτηκε το ενδιαφέρον πάνω στα νευρωνικά δίκτυα. Μια σημαντική ενέργεια την δεκαετία αυτή ήταν οι χάρτες αυτοοργάνωσης με ανταγωνιστική μάθηση.

Το 1980 έγιναν πολλές εργασίες πάνω στην θεωρία αλλά και στον σχεδιασμό των νευρωνικών δικτύων. Ο Grossberg (1980) ανέπτυξε μια καινούργια αρχή αυτοοργάνωσης που συνδυάζει φιλτράρισμα από “κάτω προς τα πάνω” και αντίθετη αύξηση σε μικρή μνήμη με από “πάνω προς τα κάτω” ταίριασμα προτύπων και σταθεροποίηση του κώδικα μάθησης. Δινόμενης μιας τέτοιας ικανότητας μία δυναμική κατάσταση καλούμενη υιοθετητική ηχώ λαμβάνει χώρα. Αυτό το φαινόμενο δίνει την βάση για μια νέα κατηγορία νευρωνικών δικτύων γνωστά σαν adaptive resonance theory (ART).

Το 1982 ο Hopfield χρησιμοποίησε την ιδέα μια συνάρτησης ενέργειας για να φτιάξει ένα νέο τρόπο κατανόησης του υπολογισμού που γίνεται από τα δίκτυα με συμμετρικές συναπτικές συνδέσεις. Επιπλέον καθιέρωσε τον ισομορφισμό ανάμεσα σε τέτοια περιοδικά δίκτυα και σε ένα Ising μοντέλο που χρησιμοποιείται στην στατιστική. Αυτή η αναλογία άνοιξε τον δρόμο για ένα κατακλυσμό θεωριών για τα νευρωνικά δίκτυα. Αυτή η συγκεκριμένη τάξη νευρωνικών δικτύων με ανατροφοδότηση χρήστηκε ιδιαίτερης προσοχής το ‘80 και με το χρόνο έγιναν γνωστά σαν δίκτυα Hopfield.

Το 1983 οι Cohen και Grossberg έδωσαν μια νέα αρχή για σχεδίαση μιας διευθυνσιοδοτούμενης μνήμης (content-addressable memory) που περιλαμβάνει την έκδοση συνεχούς χρόνου του δικτύου Hopfield σαν μια ιδιαίτερη περίπτωση. Μια ακόμα σημαντική ανάπτυξη το 1982 ήταν η έκδοση της εργασίας του Kohonen πάνω στους χάρτες αυτοοργάνωσης, χρησιμοποιώντας μιας ή δύο διαστάσεων δικτυωτές δομές. Το 1983 οι Kirkpatrick, Gallat και Vecchi περιέγραψαν μια νέα διαδικασία που λέγεται εξομοιωμένη ανόπτηση για λύση προβλημάτων συνδυαστικής βελτιστοποίησης. Η εξομοιωμένη ανόπτηση χρησιμοποιείται στην στατιστική θερμοδυναμική και βασίζεται σε μια απλή τεχνική. Την ίδια χρονιά εκδόθηκε μια εργασία από τους Burto, Sutton και Anderson πάνω στην ενισχυμένη μάθηση, η οποία δημιούργησε μεγάλο ενδιαφέρων πάνω στην ενισχυμένη μάθηση και την εφαρμογή της. Το 1984 ο Braitenberg εξέδωσε ένα βιβλίο με τίτλο “Vehicles: Experiments in Synthetic Psychology” το οποίο περιγράφει διάφορες μηχανές με απλή εσωτερική αρχιτεκτονική, και το οποίο ενσωματώνει μερικές σημαντικές αρχές της αυτοοργανούμενης απόδοσης. Το 1986 η ανάπτυξη του αλγορίθμου για πίσω διάδοση (back-propagation algorithm) αναφέρθηκε από τον Rumelhart.

Το 1988 ο Linsker περιέγραψε μια νέα αρχή για την αυτοοργάνωση σε ένα δίκτυο αισθητηρίων. Η αρχή αυτή σχεδιάστηκε ώστε να διατηρεί μέγιστη πληροφορία σχετικά με την με τα πρότυπα ενεργειών, που υπόκεινται σε περιορισμούς όπως συναπτικές συνδέσεις και δυναμικές περιοχές σύναψης. Ο Linsker χρησιμοποίησε αφηρημένες έννοιες πάνω στη θεωρία πληροφοριών ώστε να σχηματίσει τη αρχή της διατήρησης μέγιστης πληροφορίας.

Επίσης το 1988 οι Broomhead και Lowe περιέγραψαν μία διαδικασία για το σχεδιασμό “προς τα εμπρός τροφοδότησης” (feedforward) δικτύων χρησιμοποιώντας συναρτήσεις ακτινικής βάσης (RBF), που είναι μια εναλλαγή των πολυεπίπεδων αισθητηρίων. Το 1989 εκδόθηκε το βιβλίο του Mead με τίτλο “VLSI and Neural Systems”. Αυτό το βιβλίο δίνει μια ασυνήθιστη μίξη περιεχομένων από την νευροβιολογία και την τεχνολογία VLSI. Ίσως περισσότερο από κάθε άλλη έκδοση, η εργασία του Hopfield (1982) και το δίτομο βιβλίο των Rummelhart και McLelland (1986), να ήταν οι πιο σημαίνουσες εκδόσεις υπεύθυνες για την αναζωογόνηση του ενδιαφέροντος για τα νευρωνικά δίκτυα στην δεκαετία του ‘80. Τα νευρωνικά δίκτυα έχουν σίγουρα διανύσει πολύ δρόμο από την εποχή των McCulloch και Pitts. Πραγματικά έχουν εγκαθιδρυθεί σαν ενδοπειθαρχικό αντικείμενο με βαθιές ρίζες στην επιστήμη νευρώνων, στην ψυχολογία, στα μαθηματικά, στις φυσικές επιστήμες και στην μηχανική. Δεν είναι αναγκαίο να πούμε ότι είναι εδώ για να μείνουν και θα συνεχίσουν να αναπτύσσονται σε θεωρία, σχεδιασμό και εφαρμογές.

4.3 ΑΝΑΠΑΡΑΣΤΑΣΗ  ΓΝΩΣΗΣ

Στην προηγούμενη ενότητα χρησιμοποιήσαμε τον όρο “γνώση” στον ορισμό ενός νευρωνικού δικτύου χωρίς μία ιδιαίτερη περιγραφή του τι εννοούμε με αυτό. Τώρα ενδιαφερόμαστε γι’ αυτό το θέμα δίνοντας τον ακόλουθο γενικό ορισμό: 

«Με τον όρο γνώση αναφερόμαστε σε αποθηκευμένη πληροφορία ή σε μοντέλα χρησιμοποιούμενα από ένα άτομο ή μηχανή για να μεταφράσουν ,προβλέψουν και κατά προσέγγιση να αντιδράσουν στον εξωτερικό κόσμο» (Fischler and Firschein, 1987).

Η μέγιστη εργασία για ένα νευρωνικό δίκτυο είναι να μάθει ένα μοντέλο του κόσμου (περιβάλλον) στο οποίο είναι εγκατεστημένο και να συντηρήσει το μοντέλο ικανοποιητικά σύμφωνα με τον πραγματικό κόσμο, ώστε να επιτύχει τους στόχους μιας εφαρμογής που μας ενδιαφέρει. Η γνώση του κόσμου αποτελείται από δύο είδη πληροφορίας:

1. 
Τη γνωστή κατάσταση του κόσμου, αναπαριστάμενη από παράγοντες σχετικά με το τι είναι και ήταν γνωστό. Αυτός ο τύπος γνώσης αναφέρεται και σαν από πριν (prior) πληροφορία.

2. 
Παρατηρήσεις (μετρήσεις) του κόσμου, που έχουν αποκτηθεί από αισθητήρες σχεδιασμένους να διερευνούν το περιβάλλον στο οποίο το νευρωνικό δίκτυο υποτίθεται ότι λειτουργεί. Συνήθως αυτές οι παρατηρήσεις περιέχουν από τη φύση τους θόρυβο, καθώς υπόκεινται σε λάθη εξαιτίας των θορύβων του αισθητήρα και των ατελειών του συστήματος. Σε οποιαδήποτε περίπτωση, οι παρατηρήσεις που αποκτώνται με αυτό τον τρόπο δίνουν το κυρίως μέρος των πληροφοριών, από τις οποίες παίρνονται τα παραδείγματα τα οποία χρησιμοποιούνται για την εκπαίδευση του νευρωνικού δικτύου.

Κάθε παράδειγμα αποτελείται από ένα ζεύγος εισόδου / εξόδου: ένα σήμα εισόδου και η αντίστοιχη επιθυμητή αντίδραση για το νευρωνικό δίκτυο. Γι’ αυτό ένα σύνολο παραδειγμάτων αναπαριστά γνώση σχετικά με το περιβάλλον ενδιαφέροντος. Θεωρείστε για παράδειγμα το πρόβλημα της χειρόγραφης αναγνώρισης ψηφίων, στο οποίο η είσοδος αποτελείται από μία εικόνα από άσπρα και μαύρα pixels και κάθε εικόνα αναπαριστά ένα από τα δέκα ψηφία τα οποία διαχωρίζονται από το φόντο. 
Σ’ αυτό το παράδειγμα η επιθυμητή αντίδραση ορίζεται από την «ταυτότητα» ενός συγκεκριμένου ψηφίου του οποίου η εικόνα αναπαρίσταται στο νευρωνικό δίκτυο σαν ένα σήμα εισόδου. Τυπικά το σύνολο των παραδειγμάτων που χρησιμοποιείται για την εκπαίδευση του δικτύου αποτελείται από μια μεγάλη ποικιλία ψηφίων που είναι αντιπροσωπευτικά της πραγματικής εικόνας του δικτύου. Δοσμένου ενός τέτοιου συνόλου παραδειγμάτων η σχεδίαση ενός νευρωνικού δικτύου μπορεί να γίνει ως εξής:

Πρώτα μια κατάλληλη αρχιτεκτονική επιλέγεται για το νευρωνικό δίκτυο, με μία είσοδο αποτελούμενη από κόμβους εισόδου ισάριθμους προς τα pixel μιας εικόνας εισόδου και μια έξοδο αποτελούμενη από δέκα νευρώνες (έναν για κάθε ψηφίο). Ένα υποσύνολο παραδειγμάτων χρησιμοποιείται τότε για την εκπαίδευση του δικτύου μέσω ενός κατάλληλου αλγορίθμου. Αυτή η φάση λέγεται μάθηση.

Δεύτερο η απόδοση της αναγνώρισης του εκπαιδευμένου δικτύου τεστάρεται με δεδομένα που δεν έχουν εισαχθεί πριν. Συγκεκριμένα μια εικόνα εισόδου παρουσιάζεται στο δίκτυο αλλά αυτή τη φορά δεν του λέγεται η ταυτότητα του ψηφίου στο οποίο ανήκει αυτή η συγκεκριμένη εικόνα. Η απόδοση του δικτύου τότε παίρνεται συγκρίνοντας την αναγνώριση του ψηφίου που αναφέρεται από το δίκτυο με την πραγματική ταυτότητα του ψηφίου. 

Αυτή η δεύτερη φάση της λειτουργίας του δικτύου ονομάζεται γενίκευση, ένας όρος που είναι δανεισμένος από την ψυχολογία. Σ’ αυτό βρίσκεται μια θεμελιώδης διαφορά ανάμεσα στον σχεδιασμό ενός νευρωνικού δικτύου και στο μέρος της κλασσικής επεξεργασίας πληροφορίας (pattern classifier). Στην τελευταία περίπτωση συνήθως προχωράμε σχηματίζοντας πρώτα ένα μαθηματικό μοντέλο περιβαλλοντικών παρατηρήσεων επαληθεύοντας το μοντέλο με πραγματικά δεδομένα και κατόπιν χτίζοντας τον σχεδιασμό από τη βάση του μοντέλου. Αντίθετα ο σχεδιασμός ενός νευρωνικού δικτύου βασίζεται απ’ ευθείας σε πραγματικά δεδομένα με το σύνολο των δεδομένων να κάνει απ’ ευθείας όλη τη δουλειά. Γι’ αυτό το νευρωνικό δίκτυο  όχι μόνο δίνει ένα τέλειο μοντέλο του περιβάλλοντος στο οποίο εγκαθίσταται, αλλά παρουσιάζει μια εργασία επεξεργασίας πληροφοριών μεγάλου ενδιαφέροντος.

Τα παραδείγματα που χρησιμοποιούνται για την εκπαίδευση ενός νευρωνικού δικτύου μπορεί να αποτελούνται τόσο από θετικά όσο και από αρνητικά παραδείγματα. Για παράδειγμα στο πρόβλημα της παθητικής ανίχνευσης με σόναρ για θετικά παραδείγματα δίνονται σαν είσοδο δεδομένα εκπαίδευσης που περιέχουν τον στόχο ενδιαφέροντος (π.χ. υποβρύχιο). Τώρα σ’ ένα παθητικό περιβάλλον σόναρ η πιθανή παρουσία υποβρύχιας ζωής στα δεδομένα τεσταρίσματος προκαλεί περιστασιακούς λάθος συναγερμούς. Για να ανακουφιστεί αυτό το πρόβλημα αρνητικά παραδείγματα (π.χ. ηχώ από υποβρύχια ζωή) περιλαμβάνονται στα δεδομένα εκπαίδευσης ώστε να μάθει το δίκτυο να μην μπερδεύει την υποβρύχια ζωή με το στόχο.

Σ’ ένα νευρωνικό δίκτυο μιας συγκεκριμένης αρχιτεκτονικής η αναπαράσταση γνώσης του περιβάλλοντος ορίζεται από τις τιμές που παίρνουν οι ελεύθεροι παράμετροι (π.χ. συναπτικά βάρη και κατώφλια ενεργοποίησης) του δικτύου. Ο τύπος αυτής της αναπαράστασης γνώσης αποτελεί τους διαφορετικούς σχεδιασμούς ενός νευρωνικού δικτύου και γι’ αυτό κρατάει το κλειδί της απόδοσης του.

Το θέμα της αναπαράστασης γνώσης μέσα σ’ ένα τεχνητό νευρωνικό δίκτυο είναι παρ’ όλα αυτά πολύ περιπλεγμένο. Το θέμα γίνεται ακόμα πιο πολύπλοκο όταν έχουμε πολλαπλές πηγές πληροφορίας να ενεργούν πάνω στο δίκτυο και αυτές οι πηγές αλληλεπιδρούν μεταξύ τους. Η παρούσα κατανόηση αυτού του σημαντικού θέματος είναι πραγματικά η πιο αδύναμη σύνδεση πάνω σ’ αυτά που ξέρουμε σχετικά με τεχνητά νευρωνικά δίκτυα. Παρ’ όλα αυτά  υπάρχουν 4 κανόνες για αναπαράσταση γνώσης που είναι κοινής λογικής. Οι κανόνες αυτοί περιγράφονται ευθύς αμέσως.

ΚΑΝΟΝΑΣ 1: Παρόμοιες είσοδοι από παρόμοιες ομάδες πρέπει συνήθως να παράγουν παρόμοιες αναπαραστάσεις μέσα στο δίκτυο και πρέπει γι’ αυτό να ταξινομούνται σαν να ανήκουν στην ίδια κατηγορία.

Υπάρχει μια πληθώρα μέτρων για να αποφασιστεί η «ομοιότητα» ανάμεσα σε εισόδους. Ένα συνηθισμένο μέτρο ομοιότητας βασίζεται στην έννοια της Ευκλείδειας απόστασης. Για να γίνουμε πιο συγκεκριμένοι έστω xj ένα Ν-διάστατο πραγματικό διάνυσμα:












         (4.13)

που όλα τα στοιχεία είναι πραγματικά (το Τ δηλώνει αναστροφή πίνακα). Το διάνυσμα xj ορίζει ένα σημείο σ’ ένα Ν-διάστατο χώρο που καλείται Ευκλείδειος χώρος και συμβολίζεται με RΝ. Η απόσταση μεταξύ x​i και xj ορίζεται σαν:

dij = ||xi-xj||  = 








         (4.14)

όπου xin και xjn είναι τα Ν-οστά στοιχεία του xi και xj. Αντίστοιχα η ομοιότητα ανάμεσα στις εισόδους που αναπαρίστανται από τα διανύσματα xi και xj ορίζεται σαν η παλινδρόμηση της Ευκλείδειας απόστασης dij. Όσο πιο κοντά είναι τα ξεχωριστά στοιχεία των διανυσμάτων εισόδου x​i και x​j,τόσο μικρότερη θα είναι η d​ij και τόσο μεγαλύτερη θα είναι η ομοιότητα των xi και xj. Ο κανόνας 1 δηλώνει ότι αν τα διανύσματα xi και xj είναι παρόμοια τότε θα πρέπει να τοποθετηθούν στην ίδια κατηγορία.

Ένα άλλο μέτρο της ομοιότητας βασίζεται στην ιδέα του εσωτερικού γινομένου (dot product) που το δανειζόμαστε από την γραμμική άλγεβρα. Δοθέντων δύο διανυσμάτων xi και xj ίδιας διάστασης το εσωτερικό του γινόμενο ορίζεται σαν:












         (4.15)

Τα μέτρα ομοιότητας πραγματικά σχετίζονται μεταξύ τους όπως φαίνεται στο Σχήμα 4.12. Η Ευκλείδεια απόσταση ||xi-xj|| ανάμεσα στα δύο διανύσματα xi και xj σκιτσάρεται σαν το μήκος της γραμμής που ενώνει τα άκρα των δύο αυτών διανυσμάτων, και το εσωτερικό του γινόμενο σκιτσάρεται σαν την προβολή του xi πάνω στο διάνυσμα xj. Το σχήμα δείχνει καθαρά ότι όσο μικρότερη είναι η Ευκλείδεια απόσταση, και γι’ αυτό είναι ποιο όμοια τα xi και xj , τόσο μεγαλύτερο θα είναι το εσωτερικό τους γινόμενο. Με όρους επεξεργασίας σημάτων το εσωτερικό γινόμενο μπορεί να ειδωθεί σαν μια συνάρτηση cross-correlation. Αναγνωρίζοντας ότι το εσωτερικό γινόμενο είναι βαθμωτό μπορούμε να δηλώσουμε ότι όσο πιο θετικό είναι τόσο πιο όμοια είναι τα διανύσματα xi και xj. Η συνάρτηση cross-correlation είναι ιδανική για εύρεση ηχούς σε ραντάρ και σόναρ συστήματα. Συγκεκριμένα περνώντας την ηχώ με συνάρτηση cross-correlate απ’ το στόχο με ένα αντίγραφο του μεταδιδόμενου σήματος και βρίσκοντας την κορυφαία τιμή της συνάρτησης αποτελέσματος, είναι εύκολο να υπολογιστεί ο χρόνος άφιξης της ηχούς. Αυτή είναι βασική μέθοδος υπολογισμού της απόστασης του στόχου.
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Σχήμα 4.12

Σχέση του εσωτερικού γινομένου και Ευκλείδειας απόστασης σαν ομοιότητα μεταξύ προτύπων.

ΚΑΝΟΝΑΣ 2: Αντικείμενα που κατηγοριοποιούνται σε διαφορετικές ομάδες θα πρέπει να έχουν διαφορετικές αναπαραστάσεις στο δίκτυο. Ο δεύτερος κανόνας είναι αντίθετος του πρώτου.

ΚΑΝΟΝΑΣ 3: Αν ένα συγκεκριμένο χαρακτηριστικό είναι σημαντικό τότε θα πρέπει να υπάρχει ένας μεγάλος αριθμός από νευρώνες που συμμετάσχουν στην αναπαράσταση αυτού του αντικειμένου στο δίκτυο.

Θεωρείστε για παράδειγμα την εφαρμογή ραντάρ για την ανίχνευση ενός στόχου με την παρουσία θορύβου. Σύμφωνα με το κριτήριο Neyman-Pearson η πιθανότητα ανίχνευσης μεγιστοποιείται αν το όριο της πιθανότητας λάθος συναγερμού δεν υπερβαίνει μια συγκεκριμένη τιμή. Σε μια τέτοια εφαρμογή η πραγματική παρουσία ενός στόχου στο λαμβανόμενο σήμα αναπαριστά ένα σημαντικό χαρακτηριστικό της εισόδου. Ο κανόνας 3 σαν αποτέλεσμα δηλώνει ότι θα πρέπει να υπάρχει ένας πολύ μεγάλος αριθμός νευρώνων ώστε να αποφασιστεί ότι ο στόχος είναι παρών όταν πράγματι είναι. Κατά τον ίδιο τρόπο θα πρέπει να υπάρχει ένας πολύ μεγάλος αριθμός νευρώνων ώστε να αποφασιστεί ότι υπάρχει μόνο θόρυβος. Και στις δύο περιπτώσεις ο μεγάλος αριθμός νευρώνων βεβαιώνει το μεγάλο βαθμό ακρίβειας της απόφασης και της απόκλισης εξαιτίας λανθασμένων νευρώνων.

ΚΑΝΟΝΑΣ 4: Οι από πριν (prior) πληροφορίες και μη μεταβλητότητες θα πρέπει να χτιστούν στον σχεδιασμό ενός νευρωνικού δικτύου απλοποιώντας έτσι τον σχεδιασμό αυτό του δικτύου, το οποίο δεν χρειάζεται να τις μάθει.

Ο κανόνας 4 είναι ιδιαίτερα σημαντικός διότι η κληρονομικότητα των αποτελεσμάτων τους δίνει ένα νευρωνικό δίκτυο με μια εξειδικευμένη δομή. Αυτό είναι ιδιαίτερα επιθυμητό για διάφορους λόγους:

1)
Βιολογικά, οπτικά και ελεγκτικά δίκτυα είναι γνωστό ότι είναι πολύ εξειδικευμένα.

2)
Ένα νευρωνικό δίκτυο με εξειδικευμένη δομή συνήθως έχει πολύ μικρότερο αριθμό ελεύθερων παραμέτρων διαθέσιμων για κανονικοποίηση απ’ ότι ένα πλήρως συνδεδεμένο δίκτυο. Συνεπώς ένα εξειδικευμένο δίκτυο απαιτεί λιγότερα δεδομένα εισόδου για εκπαίδευση, μαθαίνει γρηγορότερα και συχνά γενικεύει καλύτερα.

3)
Ο ρυθμός της μετάδοσης πληροφοριών μέσω ενός εξειδικευμένου δικτύου επιταχύνεται.

4)
Το κόστος χτισίματος ενός εξειδικευμένου δικτύου μειώνεται εξαιτίας του μικρότερου μεγέθους σε σύγκριση μ’ αυτό του πλήρως συνδεδεμένου.
4.4 ΜΑΘΗΣΗ ΤΩΝ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ


Η μάθηση είναι μια θεμελιακή ικανότητα των ΤΝΔ η οποία τους επιτρέπει να μαθαίνουν από το περιβάλλον τους και να βελτιώνουν τη συμπεριφορά τους με το πέρασμα του χρόνου. Η μάθηση είναι μια γενική έννοια της επιστήμης των συστημάτων και ορίζεται με ποικίλους τρόπους ανάλογα με το εκάστοτε πεδίο εφαρμογής. Στα ΤΝΔ, η μάθηση αναφέρεται στη διεργασία επίτευξης μιας επιθυμητής συμπεριφοράς μέσω ανανέωσης της τιμής των συναπτικών βαρών. Έτσι, ένα ΤΝΔ μαθαίνει για το περιβάλλον του μέσω μιας επαναληπτικής διαδικασίας ανανέωσης (αλλαγής) των συναπτικών βαρών και κατωφλίων.


Αλγόριθμος μάθησης ή εκπαίδευσης είναι κάθε προκαθορισμένο σύνολο καλά ορισμένων κανόνων επίλυσης του προβλήματος μάθησης (ή εκπαίδευσης) του ΤΝΔ. Γενικά, υπάρχουν πολλοί αλγόριθμοι εκπαίδευσης στα ΤΝΔ, καθένας από τους οποίους έχει συγκεκριμένα πλεονεκτήματα και μειονεκτήματα, προσφέροντας έναν άλλο τρόπο προσαρμογής (επιλογής / ανανέωσης) των βαρών. Περισσότερα για τους αλγόριθμους εκπαίδευσης θα αναφερθούν σε επόμενη ενότητα.  


Ένα άλλο θέμα το οποίο πρέπει να ληφθεί υπ’ όψη κατά τη σχεδίαση ΤΝΔ είναι το περιβάλλον στο οποίο εργάζεται κάθε δίκτυο. Έτσι, διαφορετικά μοντέλα του περιβάλλοντος οδηγούν σε διαφορετικά παραδείγματα μάθησης, δηλαδή την επιβλεπόμενη (ενεργή), την μη επιβλεπόμενη (αυτό-οργανούμενη) και την ενισχυτική μάθηση. 

Τα τρία αυτά παραδείγματα μάθησης θα τα εξετάσουμε αφού πρώτα παρουσιαστεί ένας από τους βασικούς τρόπους νευρωνικής μάθησης, η μάθηση διόρθωσης σφάλματος που είναι και αυτή που θα μας απασχολήσει στη συνέχεια.

4.4.1 ΜΑΘΗΣΗ ΔΙΟΡΘΩΣΗΣ ΣΦΑΛΜΑΤΟΣ


Στον τύπο αυτό μάθησης η απαιτούμενη ανανέωση (αλλαγή, προσαρμογή) των συναπτικών βαρών υπολογίζεται παρουσιάζοντας στο ΤΝΔ δεδομένα πρότυπα (διανύσματα) εισόδου, συγκρίνοντας τις προκύπτουσες αποκρίσεις με τις (από πριν δοσμένες / a-priori) επιθυμητές αποκρίσεις και ακολούθως αλλάζοντας τα βάρη προς την κατεύθυνση μείωσης του σφάλματος.

Συγκεκριμένα έστω:

dk(t): η επιθυμητή έξοδος (απόκριση στόχου) του k νευρώνα στη διακριτή χρονική στιγμή t
x(t): το διάνυσμα εισόδου (ερεθισμού) που εφαρμόζεται στο στρώμα εισόδου του ΤΝΔ

yk(t): η πρακτικά λαμβανόμενη απόκριση του k νευρώνα

Προφανώς το ζεύγος (x(t),dk(t)) αποτελεί ένα παράδειγμα που παρουσιάζεται στο νευρώνα κατά τη χρονική στιγμή t. Το σφάλμα (διαφορά) μεταξύ της επιθυμητής εξόδου dk(t) και της πραγματικής εξόδου yk(t) είναι:

ek(t) = dk(t) - yk(t)  








         (4.16)

με βάση το οποίο ορίζουμε το ακόλουθο κριτήριο (συνάρτηση κόστους):
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         (4.17)
το οποίο καλείται «κριτήριο (συνάρτηση) μέσου τετραγωνικού σφάλματος» (Mean Square Error criterion, MSE) και εκφράζει τη μέση τιμή του αθροίσματος των τετραγώνων των σφαλμάτων. Εδώ Ε[ ] είναι ο στατιστικός τελεστής αναμενόμενης (μέσης) τιμής και θεωρείται (σιωπηρά) ότι το ΤΝΔ δρα σε ένα στάσιμο πιθανοτικό περιβάλλον με άγνωστες κατανομές πιθανότητας. Η άθροιση στο I εκτείνεται σε όλα τα k εξόδου δηλαδή σε όλους τους νευρώνες εξόδου.

Το πρόβλημα μάθησης (εκπαίδευσης) είναι τώρα: «Να επιλεγούν τα συναπτικά βάρη των νευρώνων έτσι ώστε να ελαχιστοποιηθεί το μέσο τετραγωνικό κριτήριο (4.17)».

Η ακριβής λύση του προβλήματος αυτού απαιτεί τη γνώση των στατικών ιδιοτήτων των στοχαστικών ανελίξεων που ενυπάρχουν σε κάθε περίπτωση. Γι’ αυτό εδώ θα περιορισθούμε σε μια προσεγγιστική λύση ελαχιστοποιώντας το στιγμιαίο κριτήριο τετραγωνικού σφάλματος:
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         (4.18)
ως προς τα συναπτικά βάρη wkj του ΤΝΔ, όπου wkj είναι το βάρος της σύναψης j του νευρώνα k. Ο κανόνας μάθησης ο οποίος βασίζεται στη διόρθωση του σφάλματος είναι τότε:
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         (4.19)
όπου Δwkj(t) είναι η ποσότητα αλλαγής (προσαρμογής, ανανέωσης) στο χρόνο t του συναπτικού βάρους wkj και γ είναι μια θετική σταθερά η οποία καθορίζει το ρυθμό μάθησης (learning rate). Ο κανόνας μάθησης (4.19) ο οποίος στη βιβλιογραφία είναι γνωστός ως «κανόνας δέλτα» λέει ότι η διόρθωση του συναπτικού βάρους είναι του σφάλματος ek(t) και του σήματος εισόδου xj(t) της υπό εξέταση σύναψης j.


Η ανανεωμένη (νέα) τιμή wkj(t+1) του θεωρούμενου συναπτικού βάρους δίνεται από τη σχέση:
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         (4.20)
Για το ξεκίνημα του κανόνα μάθησης (4.20) χρειαζόμαστε τη γνώση κάποιων αρχικών τιμών για τα βάρη στη χρονική στιγμή t = 0. Αν το ΤΝΔ περιέχει μόνο γραμμικά στοιχεία επεξεργασίας, οπότε το J είναι ακριβώς τετραγωνικό, τότε ο αλγόριθμος οδηγεί βήμα – προς – βήμα στο ολικό ελάχιστο. Όταν όμως το ΤΝΔ περιέχει μη γραμμικότητες, τότε το ολικό ελάχιστο δεν μπορεί να ληφθεί πάντα γιατί ο αλγόριθμος μπορεί να εγκλωβισθεί σε κάποιο τοπικό ελάχιστο.

 
Επιπλέον, λόγω του ότι η μάθηση διόρθωσης σφάλματος συμπεριφέρεται σαν σύστημα κλειστής αναδρομής πρέπει να επιλεγεί με πολύ προσοχή η τιμή του ρυθμού μάθησης γ ώστε να εξασφαλισθεί η σταθερότητα της διαδικασίας. Αυτό γιατί ο ρυθμός μάθησης έχει μεγάλη επίδραση στην απόδοση της μεθόδου και επιδρά όχι μόνο στην ταχύτητα σύγκλισης της μάθησης αλλά και στην ίδια την κατάληξή της. Αν το γ έχει μικρή τιμή η διαδικασία προχωρά ομαλά αλλά μπορεί να πάρει πολύ χρόνο στο σύστημα να συγκλίνει σε σταθερή λύση. Αντίθετα, αν η τιμή του γ είναι μεγάλη η πορεία της μάθησης επιταχύνεται αλλά υπάρχει κίνδυνος η διαδικασία να αποκλίνει και το σύστημα να γίνει ασταθές.

4.4.2 ΠΑΡΑΔΕΙΓΜΑΤΑ ΜΑΘΗΣΗΣ.

ΕΠΙΒΛΕΠΟΜΕΝΗ ΜΑΘΗΣΗ
Η δομή της επιβλεπόμενης ή ενεργού μάθησης (supervised / active learning) έχει τη γενική μορφή του Σχήματος 4.13 και περιλαμβάνει δυο κύριες συνιστώσες, το δάσκαλο και το σύστημα μάθησης.
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Σχήμα 4.13

Δομή της επιβλεπόμενης μάθησης. 


Το κύριο χαρακτηριστικό της επιβλεπόμενης μάθησης είναι η ύπαρξη του εξωτερικού δασκάλου ο οποίος με βάση τη γνώση και την εμπειρία του είναι ικανός να διδάξει στο σύστημα μάθησης (δηλαδή στο ΤΝΔ) τις επιθυμητές εξόδους (εξόδους στόχου) για ένα σύνολο εισόδων εκπαίδευσης. Όταν ο δάσκαλος και το ΤΝΔ λάβουν ένα διάνυσμα εισόδου εκπαίδευσης, ο δάσκαλος δίνει στο ΤΝΔ μια επιθυμητή έξοδο η οποία παριστά τη βέλτιστη ενέργεια (δράση) που πρέπει να κάνει το ΤΝΔ. Οι παράμετροι του δικτύου ανανεώνονται με βάση τόσο το διάνυσμα εκπαίδευσης όσο και το σήμα σφάλματος (δηλαδή της διαφοράς μεταξύ της πραγματικής απόκρισης y(t) και της επιθυμητής απόκρισης yd(t) του δικτύου). Ορίζοντας μια τετραγωνική συνάρτηση κόστους:


[image: image56.wmf](

)

[

]

2

)

(

)

(

2

1

)

(

t

y

t

y

E

J

d

-

=

w









         (4.21)
όπου w είναι το διάνυσμα των προς επιλογή (ελεύθερων) παραμέτρων του συστήματος μάθησης (δηλαδή του ΤΝΔ), η ανανέωση / προσαρμογή των παραμέτρων παίρνει την μορφή του αλγόριθμου διόρθωσης σφάλματος που είδαμε στην προηγούμενη ενότητα. Η βήμα – προς – βήμα ανανέωση των παραμέτρων κάνει τελικά το ΤΝΔ μάθησης να μιμείται καλά τον δάσκαλο. Δυο περιπτώσεις αλγόριθμων επιβλεπόμενης μάθησης είναι ο αλγόριθμος Ελαχίστου Μέσου Τετραγώνου (Least Mean Square, LMS) και η γενίκευση του που είναι γνωστή ως Αλγόριθμος Ανάστροφης Διάδοσης (Back Propagation, BP) και θα μας απασχολήσει στα επόμενα. 
ΕΝΙΣΧΥΤΙΚΗ ΜΑΘΗΣΗ

Στον τύπο αυτό μάθησης, το ΤΝΔ τροφοδοτείται και πάλι με δειγματικά πρότυπα εισόδου αλλά δεν τροφοδοτείται με τις επιθυμητές αποκρίσεις σε αυτές τις εισόδους. Εδώ χρησιμοποιείται ένα συνολικό μέτρο της επάρκειας της προκύπτουσας απόκρισης (δείκτης συμπεριφοράς) το οποίο μπορεί να οδηγήσει το δίκτυο στην επιθυμητή συμπεριφορά. Το μέτρο αυτό είναι γνωστό ως ενισχυτικό σήμα (reinforcement signal) και ανατροφοδοτείται στο ΤΝΔ έτσι ώστε να επιβραβεύσει (reward) τις ορθές συμπεριφορές και να τιμωρήσει (penalize) τις λανθασμένες.


Η ενισχυτική μάθηση στηρίζεται στο νόμο του Thornlike που λέει ότι «Αν μια ενέργεια ενός συστήματος μάθησης ακολουθείται από μια ικανοποιητική κατάσταση ή συμπεριφορά, τότε η τάση του συστήματος αυτού να παράγει τη συγκεκριμένη ενέργεια ενισχύεται (ενδυναμώνεται). Διαφορετικά, η τάση του συστήματος να παράγει την ενέργεια αυτή εξασθενείται».

Συνοπτικά, η ενισχυτική μάθηση λειτουργεί ως εξής:

1. To ΤΝΔ υπολογίζει τις εξόδους που παράγονται από την παρούσα είσοδο με τις παρούσες τιμές των βαρών.

2. Το σύστημα αξιολογεί την έξοδο και το ενισχυτικό σήμα τροφοδοτείται στο δίκτυο.

3. Τα βάρη ανανεώνονται με βάση το ενισχυτικό σήμα αυξάνοντας τις τιμές των βαρών που συνέβαλαν σε καλή συμπεριφορά ή μειώνοντας τις τιμές αυτών που προκάλεσαν κακή συμπεριφορά.

4. Το δίκτυο ψάχνει να βρει ένα σύνολο βαρών τα οποία τείνουν να αποφύγουν αρνητικά ενισχυτικά σήματα.  

Η διαφορά ανάμεσα στην ενισχυτική και την επιβλεπόμενη μάθηση είναι ότι στην ενισχυτική μάθηση το σύστημα μάθησης βελτιώνεται χρησιμοποιώντας ένα κριτήριο συμπεριφοράς οι τιμές του οποίου δίνονται από το περιβάλλον, ενώ στην επιβλεπόμενη μάθηση το κριτήριο συμπεριφοράς (συνάρτηση τετραγωνικού σφάλματος) καθορίζεται εσωτερικά με βάση τις επιθυμητές αποκρίσεις (στόχους). Συνεπώς ένα σύστημα ενισχυτικής μάθησης μπορεί να θεωρηθεί ως ένα «σύστημα αξιολόγησης με ανατροφοδότηση».   

ΜΗ ΕΠΙΒΛΕΠΟΜΕΝΗ ΜΑΘΗΣΗ 

Στον τύπο αυτό μάθησης, που καλείται και αυτό-οργανούμενη μάθηση, δεν χρησιμοποιείται εξωτερικός δάσκαλος για να επιβλέψει την εκπαίδευση του ΤΝΔ. Το δίκτυο αντί να μάθει συγκεκριμένα παραδείγματα (ζεύγη) εισόδου-εξόδου, μαθαίνει ένα «ανεξάρτητο-καθηκόντων μέτρο» της ποιότητας της παράστασης. Οι προς επιλογή ελεύθερες παράμετροι του δικτύου προσαρμόζονται ώστε να βελτιστοποιηθεί το μέτρο αυτό. Πρακτικά το μόνο που χρειάζεται ένα ΤΝΔ μη επιβλεπόμενης μάθησης είναι να συντονισθεί στις στατιστικές ομαλότητες των δεδομένων εισόδου και μετά να μπορέσει να δημιουργήσει εσωτερικές παραστάσεις για την κωδικοποίηση των ιδιοτήτων εισόδου και να παράγει αυτόματα νέες κατηγορίες.

4.5. ΠΟΛΥΣΤΡΩΜΑΤΙΚΟ PERCEPTRON (MLP)

Τα νευρωνικά δίκτυα με τη βοήθεια των οποίων θα προσπαθήσουμε να λύσουμε το πρόβλημα του χρονοπρογραμματισμού εργασιών είναι τα ονομαζόμενα πολυστρωματικά perceptron (Multi-Layer Perceptrons, MLP), τα οποία ανήκουν στην κατηγορία των νευρωνικών δικτύων επιβλεπόμενης μάθησης (ανανεώνουν δηλαδή τις παραμέτρους τους με τον κανόνα επιβλεπόμενης μάθησης που παρουσιάστηκε νωρίτερα, ακολουθώντας την αρχιτεκτονική του σχήματος 4.13). Πριν παρουσιασθούν τα MLP και ο αλγόριθμος ανάστροφης διάδοσης που αυτά χρησιμοποιούν, κρίνεται απαραίτητη μια σύντομη παρουσίαση του απλού (μονοστρωματικού) perceptron.

4.5.1 ΤΟ ΑΠΛΟ PERCEPTRON 


Το ΤΝΔ Perceptron αναπτύχθηκε από τον Rosemblatt (1958) και αποτελεί μια από τις πρώτες προσπάθειες σχεδίασης και κατασκευής ευφυών συστημάτων με δυνατότητες αυτομάθησης. Το perceptron είναι το απλούστερο ΤΝΔ που χρησιμοποιείται για την ταξινόμηση γραμμικά διαχωρίσιμων προτύπων, δηλαδή προτύπων τα οποία διαχωρίζονται από ένα υπερεπίπεδο. Αποτελείται από έναν απλό νευρώνα με προσαρμόσιμα βάρη ο οποίος ακολουθείται από μια διπολική συνάρτηση ενεργοποίησης της μορφής του Σχήματος 4.7α. Η δομή του perceptron (ενός νευρώνα) φαίνεται στο σχήμα 4.14. Αυτό το δίκτυο μπορεί να πραγματοποιήσει ταξινόμηση στην περίπτωση που έχουμε μόνο δυο κατηγορίες. Για να είναι δυνατή η ταξινόμηση περισσότερων γραμμικά διαχωρίσιμων κατηγοριών (κλάσεων) το στρώμα εξόδου χρειάζεται να έχει περισσότερους από έναν νευρώνα.
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Σχήμα 4.14

Perceptron ενός νευρώνα. Οι είσοδοι του perceptron λαμβάνονται από ένα στρώμα ανίχνευσης ιδιοτήτων  με σταθερά βάρη h1,h2,…,hn.
Η έξοδος του perceptron δίνεται από τη σχέση:
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όπου fh(υ) είναι η συνάρτηση του σκληρού περιοριστή (διπολικής συνάρτησης) και
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         (4.25)
Ο σκοπός του perceptron είναι να ταξινομήσει τα εξωτερικά πρότυπα x1,x2,…,xn σε μια από δυο κατηγορίες Κ1 ή Κ2. Τούτο γίνεται εκχωρώντας ένα σημείο [x1,x2,…,xn]T στην κατηγορία Κ1 αν η έξοδος y είναι +1 και στην κατηγορία Κ2 αν είναι –1. Η διδασκαλία του perceptron πρέπει να γίνει με καλά παραδείγματα κάθε μιας κατηγορίας. Αν οι προς διαχωρισμό κατηγορίες μοιάζουν πολύ μεταξύ τους τότε είναι δύσκολο να εκπαιδευτεί το perceptron να ταξινομεί τα πρότυπα που του παρουσιάζονται στη μια ή στην άλλη κατηγορία.


Για να κατανοήσουμε πως λειτουργεί ένας ταξινομητής προτύπων θεωρούμε την περίπτωση δυο μεταβλητών x1 και x2 όπου το σύνορο απόφασης (διαχωρισμού ανάμεσα στις κατηγορίες) είναι μια ευθεία γραμμή όπως δείχνει το Σχήμα 4.15: 
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Σχήμα 4.15

(α) Γραμμικός διαχωρισμός δυο κλάσεων Κ1 και Κ2 στην περίπτωση δυο διαστάσεων (το κατώφλι θ απλά μεταθέτει το σύνορο διαχωρισμού) (β) Σχετικός μετασχηματισμός που παράγεται από την παρουσία του κατωφλίου

Οποιοδήποτε σημείο βρίσκεται πάνω από τη διαχωριστική επιφάνεια ταξινομείται στην κατηγορία K1, διαφορετικά αποδίδεται στην κατηγορία Κ2. Ο αλγόριθμος επιλογής (ανανέωσης) των βαρών στηρίζεται στο γεγονός ότι αν οι κλάσεις Κ1 και Κ2 είναι γραμμικά διαχωρίσιμες, τότε υπάρχει ένα διάνυσμα βαρών w τέτοιο ώστε:

wT x ≥ 0
όταν το x ανήκει στην K1

                                                                                                





                                    (4.26)

wT x < 0
όταν το x ανήκει στην Κ2

Συνεπώς όταν το perceptron λάβει ένα ζευγάρι εκπαίδευσης (x1,x2) πρέπει να προσδιορίσει ένα διάνυσμα βάρους w τέτοιο ώστε να ικανοποιούνται οι δυο ανισότητες (4.26).

Ο αλγόριθμος perceptron περιλαμβάνει τα ακόλουθα βήματα:

1. 
Διάλεξε μια αρχική τιμή w(0) του διανύσματος βάρους w(t). Συνήθως παίρνουμε

w(0)=0 ή δίνουμε στα αρχικά βάρη wi(0) μικρές τυχαίες τιμές.

2. 
Παρουσίασε στο perceptron το διάνυσμα εισόδου x και την επιθυμητή έξοδο d(t).

3. 
Υπολόγισε την προκύπτουσα έξοδο με βάση τις (4.22) και (4.23):
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όπου sgn{ } είναι η συνάρτηση προσήμου:
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         (4.28)
4. 
Αν η πραγματική έξοδος είναι σωστή, δηλαδή αν wT(t)x(t) ≥ 0 και το x(t) ανήκει στην

κατηγορία Κ1 ή αν  wT(t)x(t) < 0 και το x(t) ανήκει στην κατηγορία Κ2, τότε δεν γίνεται καμία διόρθωση βάρους, δηλαδή:

w(t+1) = w(t)








         (4.29)
         


Διαφορετικά γίνεται διόρθωση (ανανέωση) του βάρους ως εξής:


w(t+1) = w(t) – γx(t),
αν wT(t)x(t) ≥ 0 και x(t) ανήκει στην K2


         (4.30)


ή

w(t+1) = w(t) + γx(t),
αν wT(t)x(t) < 0 και x(t) ανήκει στην K1


         (4.31)


όπου γ > 0 είναι η παράμετρος που καθορίζει το ρυθμό μάθησης (ανανέωσης).

Ο Rosenblatt απέδειξε ότι ο αλγόριθμος αυτός συγκλίνει υπό την έννοια ότι το w(t*)=w(t*+1)=w(t*+2)=… είναι ένα διάνυσμα βάρους λύσης για t* ≤ tmax, όπου t* είναι ένας πεπερασμένος αριθμός επαναλήψεων. Με άλλα λόγια, μετά από ένα πεπερασμένο αριθμό επαναλήψεων t* σταματάει η μεταβολή των βαρών, ήτοι το perceptron έχει ταξινομήσει σωστά όλα τα διανύσματα εισόδου.

Ένας άλλος παρόμοιος αλγόριθμος δόθηκε από τους Widrow και Hoff και διαφέρει μόνο στο βήμα 4 που τώρα είναι το εξής:

w(t+1) = w(t) + γ[d(t)-y(t)]x(t)   







         (4.32)

όπου
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         (4.33)
Ο αλγόριθμος αυτός είναι γνωστός ως αλγόριθμος δέλτα (δ-algorithm) από το συμβολισμό του λάθους δ(t) = d(t) – y(t) που χρησιμοποίησαν οι Widrow και Hoff.

Η πρώτη σημαντική κριτική του perceptron του Rosenblatt, παρουσιάστηκε από τους Minsky και Selfridge (1961), οι οποίοι υπογράμμισαν ότι το perceptron δεν μπορεί ούτε καν να υλοποιήσει την συνάρτηση της ισοτιμίας δυο bits (πρόβλημα XOR). Τα υπολογιστικά όρια του perceptron καθορίστηκαν με αυστηρά μαθηματική διατύπωση στο βιβλίο των Minsky και Papert “Perceptrons” (1969,1988). Στο βιβλίο αυτό απέδειξαν με αυστηρή μαθηματική ανάλυση ότι το perceptron, όπως αυτό ορίστηκε από τον Rosenblatt, είναι εγγενώς ανίκανο να αντιμετωπίσει δύσκολα προβλήματα ταξινόμησης. Στο τελευταίο κεφάλαιο του βιβλίου τους υποστήριξαν ότι οι περιορισμοί που είχαν ανακαλύψει για το perceptron θα έπρεπε λογικά να ισχύουν και για τις πολυστρωματικές επεκτάσεις του:

«Το perceptron μας έχει προσφέρει πολύτιμη γνώση εξαιτίας των πολλών περιορισμών του. Έχει πολλά χαρακτηριστικά που είναι άξια προσοχής: τη γραμμικότητα του, το ενδιαφέρον θεώρημα μάθησης, την απλότητά του ως ένα μοντέλο παράλληλου υπολογισμού. Ωστόσο, δεν υπάρχει κανένας λόγος να πιστέψουμε ότι κάποιο από αυτά τα προτερήματά του οδηγεί σε μια πολυστρωματική έκδοση. Ωστόσο, θεωρούμε ότι είναι σημαντικό ερευνητικό πρόβλημα η διαφώτιση (ή η απόρριψη) της διαισθητικής μας κρίσης, ότι η επέκταση σε πολυστρωματικά συστήματα θα είναι άγονη».

Η παραπάνω εικασία δημιούργησε πολλές απορίες για τις υπολογιστικές ικανότητες όχι μόνο του perceptron αλλά και των νευρωνικών δικτύων. Εν τούτοις, η ιστορία έδειξε ότι η εικασία των Minsky και Papert δεν δικαιώνεται αφού σήμερα έχουμε διάφορους τύπους νευρωνικών δικτύων οι οποίοι είναι υπολογιστικά πολύ πιο ισχυροί από το perceptron του Rosenblatt. Χαρακτηριστικό παράδειγμα το πολυστρωματικό perceptron που εκπαιδεύεται με τον αλγόριθμο ανάστροφης διάδοσης σφάλματος (error backpropagation) και το οποίο παρουσιάζεται ευθύς αμέσως.

4.5.2 ΤΟ ΠΟΛΥΣΤΡΩΜΑΤΙΚΟ PERCEPTRON   


Τα πολυστρωματικά perceptron (Multi-Layer Perceptron, MLP) είναι δίκτυα προσοτροφοδότησης (feedforward), αποτελούν γενίκευση του μονοστρωματικού perceptron και περιλαμβάνουν, εκτός από το στρώμα κόμβων εισόδου (πηγής) και το στρώμα εξόδων (αποκρίσεων), ένα ή περισσότερα στρώματα κρυμμένων κόμβων (hidden layers) όπως δείχνει το Σχήμα 4.16.
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Σχήμα 4.16

Πολυστρωματικό perceptron με δυο κρυμμένα στρώματα.


Τα πολυστρωματικά perceptron είναι κατάλληλα για την επίλυση πλήθους πολύπλοκων προβλημάτων και εκπαιδεύονται με επιβλεπόμενη μάθηση χρησιμοποιώντας τον αλγόριθμο ανάστροφης διάδοσης (BP: Back Propagation) ο οποίος στηρίζεται στον κανόνα μάθησης διόρθωσης σφάλματος. Η διαδικασία εκπαίδευσης στον αλγόριθμο back-propagation περιλαμβάνει υπολογισμούς που υλοποιούνται σε δυο περάσματα μέσω των στρωμάτων του δικτύου: ένα πέρασμα κατά την ευθεία φορά (από την είσοδο προς την έξοδο) και ένα κατά την ανάστροφη φορά (από την έξοδο προς την είσοδο). Στο ευθύ πέρασμα, εφαρμόζεται ένα πρότυπο στις εισόδους του δικτύου, πραγματοποιούνται οι υπολογισμοί κατά την ορθή φορά και στο τέλος παράγεται ένα σύνολο από εξόδους που αποτελούν και την πραγματική έξοδο του δικτύου. Κατά τη διάρκεια αυτού του περάσματος τα βάρη των συνδέσεων του δικτύου είναι σταθερά. Αντίθετα, κατά τη διάρκεια του αντίστροφου περάσματος, τα βάρη προσαρμόζονται σύμφωνα με τον κανόνα διόρθωσης σφάλματος. Συγκεκριμένα, η πραγματική τιμή της εξόδου αφαιρείται από την αντίστοιχη επιθυμητή και παράγεται το σήμα σφάλματος. Αυτό το σήμα στη συνέχεια προωθείται στο δίκτυο κατά την ανάστροφη κατεύθυνση (από την έξοδο προς την είσοδο – απ΄ όπου και το όνομα του αλγορίθμου). Στη διαδικασία αυτή τα συναπτικά βάρη αναπροσαρμόζονται ώστε να μετατοπισθεί η απόκριση του δικτύου πλησιέστερα στην επιθυμητή.


Για να γίνει ευκολότερα κατανοητή η διαδικασία των δυο περασμάτων παρουσιάζεται στο Σχήμα 4.17 ένα τμήμα του δικτύου του Σχήματος 4.16. Σε αυτό διακρίνονται τα δυο ειδών σήματα:

Σήματα λειτουργίας: Τα σήματα αυτά εμφανίζονται στην είσοδο του δικτύου, ως ερέθισμα και προωθούνται κατά την ορθή φορά ανά στρώμα μέχρι την τελική έξοδο, όπου παράγονται τα σήματα εξόδου. Αναφερόμαστε σε αυτά με το όνομα σήματα λειτουργίας για δυο λόγους. Πρώτον, υποτίθεται ότι χρησιμοποιούνται κατά την κανονική λειτουργία του δικτύου και δεύτερον, κατά το πέρασμά τους από κάθε μονάδα νευρώνων, υλοποιείται ένας υπολογισμός ως συνάρτηση των εισόδων και των αντίστοιχων βαρών.

Σήματα σφάλματος: Αυτά τα σήματα δημιουργούνται (κατά την διάρκεια της εκπαίδευσης μόνο) στην έξοδο του δικτύου και προωθούνται κατά την ανάστροφη φορά διαμέσου του δικτύου.
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Σχήμα 4.17

Ροή σημάτων σε τμήμα ενός MLP.

 
Ένα πολυστρωματικό perceptron έχει τα εξής χαρακτηριστικά:

1.
Κάθε κρυμμένος νευρώνας περιέχει μια μη γραμμική συνάρτηση ενεργοποίησης. Μια 

σημαντική διαφορά από το perceptron του Rosenblatt είναι η ομαλότητα αυτής της συνάρτησης σε σχέση με τη συνάρτηση κατωφλίου (σκληρό περιοριστή) και το γεγονός ότι είναι παραγωγίσιμη σε κάθε σημείο. Συναρτήσεις που ικανοποιούν αυτές τις απαιτήσεις και χρησιμοποιούνται συνήθως είναι η λογιστική συνάρτηση (βλ. εξίσωση 4.9):
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ή η υπερβολική εφαπτομένη (βλ. εξίσωση 4.12):
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         (4.35)
όπου υk = uk – θk είναι η καθαρή εσωτερική δραστηριότητα (κατάσταση) του k νευρώνα και yk είναι η έξοδος του. Η ύπαρξη της μη-γραμμικότητας είναι πολύ σημαντική και είναι αυτή που προσδίδει 
στα δίκτυα MLP τις επιθυμητές υπολογιστικές δυνατότητες. Επιπλέον, η χρήση μια τέτοιας συνάρτησης υποστηρίζεται και βιολογικά από τη λειτουργία των φυσικών νευρώνων.

2.
Το δίκτυο περιέχει ένα ή περισσότερα κρυμμένα στρώματα μη γραμμικών νευρώνων τα οποία δεν ανήκουν στα επίπεδα εισόδου ή εξόδου. Αυτοί οι νευρώνες καθιστούν το δίκτυο ικανό να μάθει πολύπλοκα πρότυπα εξάγοντας από αυτά κάποια ιδιαίτερα χαρακτηριστικά τους. Δεν υπάρχει σύνδεση μεταξύ νευρώνων του ίδιου επιπέδου (από τον ορισμό του επιπέδου) και συνήθως υπάρχει πλήρης διασύνδεση μεταξύ των νευρώνων δυο διαδοχικών επιπέδων.  


Η υπολογιστική ισχύς του πολυστρωματικού perceptron προέρχεται από το συνδυασμό αυτών των χαρακτηριστικών και από την ικανότητα μάθησης μέσω εκπαίδευσης. Αυτά τα χαρακτηριστικά είναι όμως ταυτοχρόνως υπεύθυνα για τις ελλείψεις που παρουσιάζουν οι γνώσεις μας γύρω από τη συμπεριφορά αυτών των δικτύων. Η παρουσία κατανεμημένης μορφής μη-γραμμικότητας και η μεγάλη συνδεσιμότητα καθιστούν υπερβολικά δύσκολη τη θεωρητική ανάλυση τους. Επίσης, η χρήση κρυμμένων νευρώνων δυσκολεύει την οπτικοποίηση της διαδικασίας μάθησης.

4.5.3 Ο ΑΛΓΟΡΙΘΜΟΣ ΑΝΑΣΤΡΟΦΗΣ ΔΙΑΔΟΣΗΣ

Ο αλγόριθμος ανάστροφης διάδοσης (BP) αποτελεί επέκταση του κανόνα δέλτα που χρησιμοποιείται στο απλό perceptron και που παρουσιάσθηκε στα προηγούμενα. Η ανάπτυξη του αποτελεί ορόσημο στην εξέλιξη των νευρωνικών δικτύων διότι παρέχει μια υπολογιστικά αποτελεσματική μέθοδο εκπαίδευσης των πολυστρωματικών perceptrons. Αν και δεν μπορούμε να ισχυριστούμε ότι ο αλγόριθμος αυτός μπορεί να επιλύσει όλα τα προβλήματα, πρέπει να διευκρινίσουμε ότι εξάλειψε κάθε απαισιοδοξία που είχαν εισαγάγει για τα MLP, με το βιβλίο τους “Perceptrons”, οι Minsky και Papert το 1969. Αναλυτική μαθηματική παρουσίαση του αλγορίθμου ξεφεύγει από τα πλαίσια αυτής της εργασίας. Για χάρη πληρότητας όμως παρουσιάζονται εν συντομία τα βήματά του.

1.
Διάλεξε τα αρχικά βάρη και κατώφλια χρησιμοποιώντας μικρές θετικές τυχαίες τιμές.

2.
Παρουσίασε στο ΤΝΔ το διάνυσμα εκπαίδευσης
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και το επιθυμητό διάνυσμα εξόδου (στόχο)
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3.
Υπολόγισε τα σήματα εξόδου όλων των νευρώνων του δικτύου νευρώνα-νευρώνα προς τα εμπρός χρησιμοποιώντας τις τρέχουσες τιμές των συναπτικών βαρών, δηλαδή:
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                                   (4.36)
όπου yi(t) είναι η i είσοδος του j νευρώνα (δηλαδή η έξοδος του i νευρώνα) και wji είναι το συναπτικό βάρος που συνδέει τον i με τον j νευρώνα. Για τους νευρώνες j του πρώτου κρυμμένου στρώματος ισχύει yi(t) = xi(t), i = 1,2,…,n όπου xi(t) είναι η i είσοδος (πρότυπο) ερεθισμού. Για τους νευρώνες j του στρώματος εξόδου, το yi(t) είναι η j πραγματική έξοδος (απόκριση) του δικτύου.

4.
Ανανέωσε (βελτίωσε) τα βάρη αρχίζοντας από τους νευρώνες της εξόδου και προχωρώντας ανάστροφα προς το στρώμα εισόδου, χρησιμοποιώντας τον κανόνα:
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         (4.37)
όπου το δj(t) ονομάζεται «τοπική κλίση» και αν ο θεωρούμενος νευρώνας ανήκει στο στρώμα εξόδου δίνεται από την:
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ενώ αν ο νευρώνας j ανήκει σε κρυμμένο στρώμα δίνεται από την:
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         (4.39)

με το δείκτη m να εκτείνεται σε όλους τους νευρώνες του στρώματος εξόδου και το wji(t) να παριστάνει το συναπτικό βάρος που συνδέει τον νευρώνα j ενός στρώματος με τον νευρώνα i του αμέσως προηγούμενου στρώματος (που κείται στα αριστερά του).

5.
Επανέλαβε τη διαδικασία από το βήμα 2.

Σημείωση: Για να επιταχύνουμε τη σύγκλιση μπορούμε να προσθέσουμε στην εξίσωση (4.37) έναν πρόσθετο «όρο ορμής» (momentum term) α[wji(t) – wji(t-1)] όπου α είναι μια παράμετρος με τιμές στο διάστημα 0 < α < 1. Η ανανέωση των βαρών θα γίνεται σε αυτή την περίπτωση με βάση την εξίσωση:
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4.5.4 ΤΡΟΠΟΙ ΕΚΠΑΙΔΕΥΣΗΣ

Στην εφαρμογή του αλγορίθμου back propagation, η εκπαίδευση επιτυγχάνεται με την παρουσίαση στο δίκτυο ενός συνόλου παραδειγμάτων εκπαίδευσης (Training Data Set, TDS). Η παρουσίαση όλων των προτύπων του συνόλου εκπαίδευσης μια φορά το καθένα ονομάζεται εποχή (epoch). Η διαδικασία εκπαίδευσης εκτελείται σε επαναλήψεις εποχών ως ότου τα βάρη του δικτύου σταθεροποιηθούν σε συγκεκριμένες τιμές, για τις οποίες η μέση τιμή του σφάλματος (για το σύνολο προτύπων εκπαίδευσης) συγκλίνει στην ελάχιστη τιμή της. Είναι καλό σε κάθε εποχή να παρουσιάζεται με τυχαία σειρά το σύνολο προτύπων, έτσι ώστε η διαδικασία αναζήτησης στο χώρο των βαρών να είναι περισσότερο στοχαστική. Για ένα συγκεκριμένο σύνολο εκπαίδευσης, η διαδικασία εκπαίδευσης μπορεί να εκτελεστεί με δυο διαφορετικούς τρόπους:

1.Εκπαίδευση ανά πρότυπο (on-line ή incremental training). Στην περίπτωση αυτή, τα βάρη ενημερώνονται έπειτα από την παρουσίαση κάθε προτύπου στο δίκτυο. Πιο συγκεκριμένα, θεωρούμε μια εποχή που αποτελείται από πρότυπα εκπαίδευσης τοποθετημένα στη σειρά (x(1),d(1)),…,(x(N),d(N)) (στη γενική περίπτωση τα x(i),d(i) είναι διανύσματα). Το πρώτο πρότυπο (x(1),d(1)) παρουσιάζεται στο δίκτυο και εκτελούνται οι ευθείς και οι αντίστροφοι υπολογισμοί οι οποίοι οδηγούν στη μεταβολή των συναπτικών βαρών. Στη συνέχεια παρουσιάζεται το δεύτερο πρότυπο και επαναλαμβάνεται η ίδια διαδικασία που οδηγεί σε νέα μεταβολή των βαρών κ.ο.κ. Η εποχή τελειώνει με την παρουσίαση και του τελευταίου προτύπου.

2.Εκπαίδευση ανά εποχή (off-line ή batch training). Στην περίπτωση αυτή, τα βάρη ενημερώνονται έπειτα από την παρουσίαση στο δίκτυο ολόκληρου του συνόλου προτύπων της εποχής.

Καθεμία από τις δυο αυτές μορφές εκπαίδευσης έχει τα πλεονεκτήματα και τα μειονεκτήματά της. Το ποια είναι η καταλληλότερη καθορίζεται από το είδος του προς επίλυση προβλήματος. 

4.5.5 ΕΦΑΡΜΟΓΕΣ – ΔΥΝΑΤΟΤΗΤΕΣ ΤΟΥ ΠΟΛΥΣΤΡΩΜΑΤΙΚΟΥ PERCEPTRON
ΕΦΑΡΜΟΓΕΣ ΤΟΥ MLP
Η βασική λειτουργία που επιτελεί ένα πολυστρωματικό perceptron (MLP) είναι η υλοποίηση απεικόνισης (mapping) από το χώρο των εισόδων στο χώρο των εξόδων, χρησιμοποιώντας τα ζεύγη εκπαίδευσης και τους κατάλληλους αλγορίθμους εκπαίδευσης. Έτσι το MLP έχει χρησιμοποιηθεί με ιδιαίτερη επιτυχία για την κατασκευή συστημάτων πρόβλεψης (prediction), για την ταξινόμηση προτύπων (classification), για την κατασκευή μοντέλων από δεδομένα (data fitting), για τον έλεγχο συστημάτων, μέχρι και για την επίλυση μερικών διαφορικών εξισώσεων. 

ΔΥΝΑΤΟΤΗΤΕΣ ΤΟΥ MLP

Κλείνοντας αυτή την ενότητα θα πρέπει να γίνει σύντομη αναφορά σε δυο πολύ βασικές δυνατότητες των πολυστρωματικών perceptron: τη δυνατότητα γενίκευσης και την ανεκτικότητα σε βλάβες.

• Γενίκευση

Γενίκευση (generalization) είναι η δυνατότητα ενός ΤΝΔ να ταξινομεί πρότυπα τα οποία ποτέ δεν γνώρισε. Η γενίκευση είναι μια από τις πιο σημαντικές δυνατότητες των ΤΝΔ. Υποτίθεται βεβαίως ότι οι προς ταξινόμηση είσοδοι (πρότυπα) λαμβάνονται από τον ίδιο πληθυσμό προτύπων ο οποίος χρησιμοποιήθηκε για την εκπαίδευση του δικτύου. Η γενίκευση επιτυγχάνεται ανιχνεύοντας ιδιότητες του προτύπου εισόδου που είναι σημαντικές και έχουν εμφυτευθεί (κωδικοποιηθεί) στους εσωτερικούς κόμβους. Ένα γνωστό πρότυπο ταξινομείται τότε μαζί με τα άλλα πρότυπα που έχουν τις ίδιες χαρακτηριστικές ιδιότητες. Το ΤΝΔ έχει επίσης την δυνατότητα να διακρίνει και να ταξινομεί (σχετικά καλά) ελλιπή, παραμορφωμένα και διαταραχθέντα με θόρυβο δεδομένα. Αν το δίκτυο έχει εκπαιδευτεί όπως πρέπει, τότε είναι ικανό να δώσει σωστή έξοδο έστω και αν η είσοδος που εφαρμόστηκε είναι ελαφρά διαφορετική από τις εισόδους των παραδειγμάτων με τα οποία εκπαιδεύτηκε. 

Η γενίκευση ενός ΤΝΔ επηρεάζεται από τα ακόλουθα:

α) Το μέγεθος και την καταλληλότητα του συνόλου εκπαίδευσης.

β) Την αρχιτεκτονική του δικτύου.

γ) Την πολυπλοκότητα του θεωρούμενου προβλήματος.

Στην πράξη λοιπόν προσπαθούμε να βελτιώσουμε την ποιότητα της γενίκευσης επιλέγοντας όσο το δυνατόν αντιπροσωπευτικότερο (representative) σύνολο εκπαίδευσης. Η καλύτερη μορφή (αρχιτεκτονική) του δικτύου επιλέγεται συνήθως με προσεκτική μελέτη του υπό εξέταση προβλήματος. Περισσότερα πάνω στην καταλληλότητα ενός δικτύου να λύσει ένα συγκεκριμένο πρόβλημα και την επιλογή της βέλτιστης μορφής θα συζητηθούν σε επόμενο κεφάλαιο, όταν θα προσπαθήσουμε δηλαδή να βρούμε το δίκτυο που θα ταιριάξει καλύτερα στο πρόβλημα του χρονοπρογραμματισμού εργασιών.

• Ανεκτικότητα Σε Βλάβες

Το πολυστρωματικό perceptron είναι ενδογενώς ανεκτικό σε βλάβες γιατί είναι ένα σύστημα παράλληλης επεξεργασίας στο οποίο κάθε κόμβος επεξεργασίας (νευρώνας) συμβάλλει στο τελικό αποτέλεσμα της εξόδου. Αν χαθεί ή χαλάσει ένας νευρώνας ή υποστούν βλάβη τα συναπτικά του βάρη, η «ανάκτηση» πέφτει σε ποιότητα, αλλά η κατανεμημένη φύση της πληροφορίας εξασφαλίζει ότι η βλάβη θα πρέπει να είναι πολύ μεγάλη για να υποβιβασθεί η ποιότητα της απόκρισης σε μεγάλο βαθμό (επικίνδυνα). Συνεπώς, το δίκτυο παρουσιάζει ελαφρά πτώση της συμπεριφοράς του και όχι καταστροφική. Επίσης το πολυστρωματικό perceptron αντέχει σε θορύβους λόγω της δυνατότητας γενίκευσης που έχει. Η βλάβη στο δίκτυο αντιμετωπίζεται με επανεκπαίδευση και η «ανάρρωση» αυτή του δικτύου είναι συνήθως πολύ γρήγορη. 

4.6 ΝΕΥΡΩΝΙΚΑ ΔΙΚΤΥΑ ΚΑΙ MATLAB
Το Neural Network Toolbox, που προσφέρει η MATLAB, είναι μια εξαιρετική συλλογή από συναρτήσεις για σχεδιασμό, εκπαίδευση και προσομοίωση νευρωνικών δικτύων. Υποστηρίζει πληθώρα αρχιτεκτονικών δικτύων, με τον αριθμό των υπολογιστικών μονάδων (νευρώνων) και των διασυνδέσεων να περιορίζεται μόνο από την υπολογιστική ισχύ του συστήματος του χρήστη. Οι αρχιτεκτονικές και μορφές εκπαίδευσης που υποστηρίζονται περιλαμβάνουν μεταξύ άλλων την υπό επίβλεψη εκπαίδευση feedforward δικτύων με χρήση του κανόνα διόρθωσης σφάλματος, πολλές παραλλαγές του αλγορίθμου ανάστροφης διάδοσης για να επιλέξει ο χρήστης αυτή που θα ανταποκριθεί καλύτερα στο πρόβλημά του, δίκτυα ακτινικών συναρτήσεων βάσης (RBF), αναδρομικά δίκτυα, αυτό-οργανούμενους χάρτες κ.α. Το Neural Network Toolbox περιλαμβάνει ποιοτικότατο οδηγό χρήσης, διδακτικά βοηθήματα και πολλά παραδείγματα για ευκολότερη κατανόηση της λογικής, του σχεδιασμού και της χρησιμότητας κάθε διαφορετικής αρχιτεκτονικής. Το Toolbox παραδίδεται υπό τη μορφή Μ-files επιτρέποντας στο χρήστη να δει με περισσότερη λεπτομέρεια τους αλγορίθμους, να κάνει αλλαγές ή να δημιουργήσει νέες συναρτήσεις ώστε να διευθετηθούν συγκεκριμένες εφαρμογές.

Ο συνδυασμός όλων αυτών των χαρακτηριστικών κάνουν την MATLAB ένα από τα πλέον διαδεδομένα εργαλεία στο χώρο των νευρωνικών δικτύων και είναι το εργαλείο που και εμείς χρησιμοποιήσαμε στα πλαίσια αυτής της εργασίας. Κρίνεται λοιπόν απαραίτητη, πριν κλείσουμε αυτό το κεφάλαιο, μια σύντομη παρουσίαση του Neural Network Toolbox και συγκεκριμένα των όσων αφορούν τα πολυστρωματικά perceptrons (MLP), ώστε να γίνει ομαλότερα η εισαγωγή του αναγνώστη στο κεφάλαιο της υλοποίησης MLP για λύση του προβλήματος χρονοπρογραμματισμού εργασιών που ακολουθεί.

4.6.1 ΤΡΟΠΟΣ ΠΑΡΑΣΤΑΣΗΣ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ

Στο σχήμα 4.18 φαίνεται ένας νευρώνας με διάνυσμα εισόδου ένα διάνυσμα R-στοιχείων. Οι είσοδοι του νευρώνα p1,p2,…,pR πολλαπλασιάζονται με τα βάρη w1,1,w1,2,…,w1,R  και τροφοδοτούνται στον κόμβο άθροισης. Στην έξοδο του αθροιστή (ουσιαστικά στο εσωτερικό γινόμενο του διανύσματος των εισόδων p με το διάνυσμα των βαρών W) προστίθεται η τιμή της πόλωσης b και το αποτέλεσμα, n, είναι το όρισμα της συνάρτησης ενεργοποίησης f που δίνει έξοδο α = f(Wp + b) = f(w1,1p1+w1,2p2+…+w1,RpR+b). Ο νευρώνας του Σχήματος 4.18 λοιπόν, είναι στην πραγματικότητα το βασικό μοντέλο τεχνητού νευρώνα που παρουσιάστηκε στο Σχήμα 4.4.  

[image: image77.png]Input Neuron w Vector Input

a=fWp +b)

Where.

R =number of
elements in
input vector




Σχήμα 4.18

Βασικό μοντέλο τεχνητού νευρώνα.

Επειδή η παράσταση του παραπάνω σχήματος περιέχει πολλές λεπτομέρειες και στην περίπτωση μεγάλου μεγέθους δικτύων γίνεται ασύμφορη, στη MATLAB χρησιμοποιείται μια εναλλακτική παράσταση, αυτή του Σχήματος 4.19.
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Σχήμα 4.19

Βασικό μοντέλο τεχνητού νευρώνα / Εναλλακτική παράσταση.


Εδώ το διάνυσμα εισόδου p παριστάνεται με τη συμπαγή κάθετη ράβδο στα αριστερά. Η διάσταση του p φαίνεται κάτω από τη ράβδο και εδώ είναι Rx1. Το διάνυσμα p πολλαπλασιάζεται με το διάνυσμα των βαρών W (διαστάσεως 1xR) και το άθροισμα του εσωτερικού αυτού γινομένου και της πόλωσης b (που είναι βαθμωτό μέγεθος, 1x1) δίνεται σαν είσοδος στη συνάρτηση ενεργοποίησης f. Η έξοδος θα είναι και πάλι α = f(w1,1p1+w1,2p2+…+w1,RpR+b) (βαθμωτό μέγεθος, 1x1). Στην γενικότερη περίπτωση που έχουμε περισσότερες από μια εξόδους το α θα είναι διάνυσμα.


Για τις συναρτήσεις ενεργοποίησης δεν χρειάζεται να ειπωθεί κάτι διαφορετικό από αυτά που συζητήθηκαν στην παράγραφο 4.1.5. Απλά ξαναδίνουμε τις 6 συναρτήσεις των Σχημάτων 4.6 και 4.7 στο σχήμα που ακολουθεί, με τα ονόματα που χρησιμοποιεί για αυτές η MATLAB και μια εναλλακτική απεικόνιση της καθεμίας που δίνεται εντός των τετραγώνων – δεξιά της γραφικής τους παράστασης. Αυτή η απεικόνιση θα αντικαθιστά το γενικό f που είδαμε στα Σχήματα 4.18 και 4.19, ώστε να μπορούμε εύκολα να δούμε ποια ακριβώς συνάρτηση χρησιμοποιείται. Στο σχήμα αυτό παρουσιάζεται και μια συνάρτηση πέρα από αυτές που γνωρίσαμε στην υποενότητα 4.1.5, η γραμμική συνάρτηση μεταφοράς, η οποία χρησιμοποιείται συχνά στα MLP, σε περιπτώσεις που δεν θέλουμε να περιορίσουμε τις εξόδους των νευρώνων σε κάποιο διάστημα. Πρέπει να αναφερθεί ότι πέρα από αυτές τις 7 συναρτήσεις ενεργοποίησης η MATLAB προσφέρει έτοιμες για χρήση και αρκετές άλλες με τις οποίες ο χρήστης μπορεί να πειραματιστεί.  
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Σχήμα 4.20

Οι πλέον χρησιμοποιούμενες συναρτήσεις ενεργοποίησης στα πολυστρωματικά perceptrons.

Το feedforward MPL 8-4-2 που παρουσιάστηκε στο Σχήμα 4.9, αν θεωρήσουμε ότι οι κρυμμένοι νευρώνες χρησιμοποιούν σαν συνάρτηση ενεργοποίησης την tansig( ) και οι νευρώνες εξόδου την purelin( ), μπορεί με βάση τα προηγούμενα να εικονισθεί όπως στο Σχήμα 4.21:
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Σχήμα 4.21

Feedforward MLP 8-4-2.

Με IW{1,1} συμβολίζεται ο πίνακας βαρών του στρώματος εισόδου (Input Weight Matrix), δηλαδή τα βάρη των συνάψεων μεταξύ εισόδου και πρώτου κρυμμένου στρώματος, ενώ με LW{2,1} συμβολίζεται ο πίνακας βαρών του κρυμμένου στρώματος (Layer Weight Matrix), δηλαδή τα βάρη των συνάψεων από το πρώτο στο δεύτερο κρυμμένο στρώμα (που εδώ βέβαια είναι το στρώμα εξόδου).

4.6.2 ΔΗΜΙΟΥΡΓΙΑ, ΕΚΠΑΙΔΕΥΣΗ ΚΑΙ ΠΡΟΣΟΜΟΙΩΣΗ ΤΟΥ ΔΙΚΤΥΟΥ

Για τη δημιουργία, εκπαίδευση και προσομοίωση του δικτύου σε άγνωστα δεδομένα, έχουμε τη δυνατότητα να γράψουμε κώδικα καλώντας έτοιμες συναρτήσεις της MATLAB ή εναλλακτικά να χρησιμοποιήσουμε το nntool, ένα Graphical User Interface σχεδιασμένο με τέτοιο τρόπο ώστε και ο μη εξοικειωμένος χρήστης να μπορεί να πειραματιστεί με τα νευρωνικά δίκτυα και να αρχίσει να κατανοεί τον τρόπο λειτουργία τους. Μια σύντομη παρουσίαση του nntool θα γίνει στο κεφάλαιο που θα προσπαθήσουμε να λύσουμε το πρόβλημα του χρονοπρογραμματισμού εργασιών με χρήση των MLP. Εδώ παρουσιάζουμε εν συντομία της 3 βασικές εντολές που πρέπει να γνωρίζει κανείς για να γράψει κώδικα χειρισμού MLP, και τις οποίες θα χρησιμοποιήσουμε επίσης στο επερχόμενο κεφάλαιο.

• newff (Δημιουργία feed-forward δικτύου) Το πρώτο βήμα, πριν την εκπαίδευση του δικτύου είναι η δημιουργία του αντικειμένου του. Η συνάρτηση newff δημιουργεί ένα feed-forward δίκτυο. Παίρνει 4 ορίσματα σαν ορίσματα εισόδου και επιστρέφει το αντικείμενο του δικτύου. Το πρώτο όρισμα είναι ένας Rx2 πίνακας με τις ελάχιστες και μέγιστες τιμές για κάθε ένα από τα R στοιχεία του διανύσματος εισόδου (δοθέντος του πίνακα εισόδων, έστω P, μπορούμε να καλέσουμε τη συνάρτηση minmax(P) η οποία αναλαμβάνει να βρει αυτές τις ακραίες τιμές). Το δεύτερο όρισμα είναι ένας πίνακας που περιέχει το μέγεθος του κάθε στρώματος (αριθμό νευρώνων ανά στρώμα). Το τρίτο όρισμα είναι ένα cell array που περιέχει τα ονόματα των συναρτήσεων ενεργοποίησης για καθένα από τα χρησιμοποιούμενα στρώματα και το τέταρτο όρισμα είναι το όνομα του αλγόριθμου εκπαίδευσης που θέλουμε να χρησιμοποιήσουμε. Για παράδειγμα η εντολή:

net = newff(minmax(P),[4,2],{'tansig','purelin'},'traingd')

δημιουργεί το αντικείμενο του feedforward δικτύου 8-4-2 που παρουσιάστηκε στα Σχήματα 4.9 και 4.21. Το μέγεθος του διανύσματος εισόδου «διαβάζεται» από τον πίνακα των εισόδων P, το πρώτο κρυμμένο στρώμα έχει 4 νευρώνες με συνάρτηση ενεργοποίησης την tansig και το δεύτερο στρώμα (στρώμα εξόδου) έχει 2 νευρώνες με συνάρτηση ενεργοποίησης την purelin. Ο αλγόριθμος εκπαίδευσης που ορίζουμε για αυτό το δίκτυο είναι ο traingd (ο οποίος θα περιγραφεί σε επόμενη ενότητα). Η newff εκτός από το ότι δημιουργεί το δίκτυο αρχικοποιεί και τις παραμέτρους του (βάρη και πολώσεις) σε μικρές τυχαίες τιμές. 


Αντί της newff, μπορούμε να χρησιμοποιήσουμε εναλλακτικά την συνάρτηση newcf η οποία λειτουργεί με τον ίδιο τρόπο, με μόνη διαφορά ότι το δίκτυο που δημιουργεί είναι cascade-forward, πολυστρωματικό perceptron δηλαδή, με τους κόμβους εισόδου αλλά και του κάθε στρώματος να συνδέονται με τους κόμβους των επόμενων προς τα εμπρός στρωμάτων, και όχι μόνο με το γειτονικό. 

• train (Εκπαίδευση δικτύου) Εφόσον το δίκτυο έχει δημιουργηθεί και οι παράμετροι του έχουν αρχικοποιηθεί μπορούμε να προχωρήσουμε στην εκπαίδευση του. Η εντολή train καλείται π.χ. ως:

[net,TR,Y,E,] = train(net,P,T)

Σαν ορίσματα εισόδου παίρνει το αντικείμενο του δικτύου που μόλις δημιουργήσαμε, τον πίνακα με τις εισόδους των παραδειγμάτων εκπαίδευσης, έστω P, και τον πίνακα με τους αντίστοιχους στόχους, έστω Τ. Τα ορίσματα που επιστρέφει είναι το εκπαιδευμένο δίκτυο, το training record TR με πληροφορίες για την απόδοση του δικτύου ανά εποχή και τους πίνακες Y και Ε με τις εξόδους που δίνει το εκπαιδευμένο δίκτυο στα παραδείγματα εκπαίδευσης και τα αντίστοιχα λάθη.


Πρέπει να σημειωθεί ότι η εντολή train χρησιμοποιείται για batch training του δικτύου και οι πίνακες P και T πρέπει να είναι μεγέθους (Αριθμός Εισόδων)x(Αριθμός Παραδειγμάτων Εκπαίδευσης) και  (Αριθμός Εξόδων)x(Αριθμός Παραδειγμάτων Εκπαίδευσης) αντίστοιχα. Με άλλα λόγια τα στοιχεία των παραδειγμάτων εκπαίδευσης πρέπει να είναι τοποθετημένα στους πίνακες P, T κατά στήλες.

• sim (Προσομοίωση δικτύου – Απάντηση σε άγνωστα δεδομένα) Με δεδομένο ότι η εκπαίδευση έχει ολοκληρωθεί το δίκτυο μπορεί να χρησιμοποιηθεί για να μας δώσει απάντηση σε νέα δεδομένα. Αν υποθέσουμε ότι τα διανύσματα εισόδου των οποίων την έξοδο θέλουμε να μάθουμε περιέχονται στον πίνακα P_new, κλήση της sim(net,P_new) επιστρέφει τις εξόδους-απαντήσεις του δικτύου.

4.6.3 Αλγόριθμοι Εκπαίδευσης

Αναλυτική παρουσίαση των διαφορετικών εκδοχών του back-propagation αλγόριθμου που προσφέρει η MATLAB ξεφεύγει από τα πλαίσια αυτής της εργασίας. Στην ενότητα αυτή κάνουμε μια γρήγορη αναφορά στα ιδιαίτερα χαρακτηριστικά τους και επικεντρωνόμαστε σε μια προσπάθεια θεωρητικής σύγκρισής της ταχύτητας και των απαιτήσεών τους σε μνήμη. Σε επόμενο κεφάλαιο θα προχωρήσουμε πιο πέρα κάνοντας πρακτική σύγκριση με βάση τα αποτελέσματα που θα δώσουν στο πρόβλημα του χρονοπρογραμματισμού εργασιών μεγέθους 6x6.   


Οι αλγόριθμοι λοιπόν που προσφέρει σαν έτοιμες συναρτήσεις για την εκπαίδευση πολυστρωματικών perceptron η MATLAB είναι οι ακόλουθοι:

traingd, traingdm: Οι συναρτήσεις αυτές υλοποιούν τον βασικό αλγόριθμο ανάστροφης διάδοσης που περιγράψαμε στην υποενότητα 4.5.3. Η διαφορά της traingdm από την traingd είναι ότι συνυπολογίζει και τον όρο ορμής (momentum term). Ο traingd είναι γενικά πολύ αργός καθώς απαιτεί μικρές τιμές του ρυθμού μάθησης ώστε η διαδικασία να μην αποκλίνει. Ο traingdm είναι συνήθως γρηγορότερος αλλά και αυτός θεωρείται πολύ αργός για πρακτικά προβλήματα. Αυτοί οι δυο αλγόριθμοι προτείνεται να χρησιμοποιούνται μόνο σε περιπτώσεις που θέλουμε η εκπαίδευση του δικτύου να γίνει ανά πρότυπο (incremental training). Για batch training νευρωνικού δικτύου είναι προτιμότερο ο χρήστης να επιλέξει κάποια από τις παραλλαγές του back-propagation αλγορίθμου. 

traingda, traingdx: Το ιδιαίτερο χαρακτηριστικό αυτών των αλγορίθμων είναι ο μεταβλητός ρυθμός μάθησης. Στον βασικό αλγόριθμο ανάστροφης διάδοσης (traingd ή traingdm) η τιμή του ρυθμού μάθησης διατηρείται σταθερή σε όλη τη διάρκεια της εκπαίδευσης με συνέπεια η απόδοση του αλγορίθμου να εξαρτάται σε μεγάλο βαθμό από την τιμή που θα επιλέξει ο χρήστης. Μεγάλη τιμή του ρυθμού μάθησης μπορεί να κάνει το σύστημα ασταθές ενώ από την άλλη μικρή τιμή οδηγεί σε πολλή αργή σύγκλιση. Αυτό ακριβώς το πρόβλημα προσπαθούν να λύσουν οι αλγόριθμοι traingda και traingdx. Μεταβάλλουν κατά τη διάρκεια της εκπαίδευσης το ρυθμό μάθησης προσπαθώντας να τον κρατήσουν στη μεγαλύτερη δυνατή τιμή που θα εξασφαλίζει ευσταθές σύστημα. Η διαφορά της traingdx από την traingda είναι ότι συνυπολογίζει και τον όρο ορμής.

trainrp: Στα πολυστρωματικά perceptrons συνήθως χρησιμοποιούμε σιγμοειδείς συναρτήσεις ενεργοποίησης για τα κρυμμένα στρώματα. Οι συναρτήσεις αυτές, όπως είδαμε και στα προηγούμενα, καλούνται και συναρτήσεις σύνθλιψης (squashing functions) καθώς περιορίζουν (συνθλίβουν) το επιτρεπόμενο πλάτος του σήματος εισόδου (θεωρητικά άπειρο) σε κάποια πεπερασμένη τιμή (συνήθως στο διάστημα [0,1] ή [-1,1]). Η κλίση δηλαδή μιας σιγμοειδούς συνάρτησης πρέπει να προσεγγίζει το μηδέν όταν η είσοδος γίνεται πολύ μεγάλη. Αυτό δημιουργεί πρόβλημα όταν εκπαιδεύουμε ένα MLP με τον αλγόριθμο ανάστροφης διάδοσης, καθώς η μερική παράγωγος δκ περιορίζεται σε ένα μικρό διάστημα με αποτέλεσμα οι αλλαγές στα βάρη και τις πολώσεις του δικτύου να είναι μικρές ακόμα και όταν βρισκόμαστε πολύ μακριά από τη βέλτιστη λύση. Το πρόβλημα αυτό μπορεί να ξεπεραστεί με χρήση της trainrp η οποία λαμβάνει υπόψη της μόνο το πρόσημο της μερικής παραγώγου και όχι το μέγεθός της.


H trainrp είναι η γρηγορότερη συνάρτηση σε προβλήματα αναγνώρισης προτύπων και μια από τις συναρτήσεις που γενικότερα προτιμάται για μεγάλου μεγέθους δίκτυα καθώς οι απαιτήσεις της σε μνήμη είναι σχετικά μικρές. Αντίθετα, σε προβλήματα προσέγγισης συναρτήσεων δεν αποδίδει καθόλου καλά. Πρέπει να τονισθεί επίσης ότι όσο το error goal που επιλέγουμε για το πρόβλημα μας μειώνεται τόσο μειώνεται και η απόδοση του αλγορίθμου.

traincgf, traincgp, traincgb, trainscg : Ο βασικός αλγόριθμος ανάστροφης διάδοσης ψάχνει τις βέλτιστες τιμές των παραμέτρων στην αντίθετη κατεύθυνση από αυτή της παραγώγου, που είναι και η κατεύθυνση κατά την οποία η συνάρτηση απόδοσης μειώνεται περισσότερο απότομα. Έχει αποδειχτεί ότι αυτό δεν οδηγεί απαραίτητα σε γρηγορότερη σύγκλιση. Το βασικό χαρακτηριστικό αυτής της «οικογένειας» συναρτήσεων (που καλούνται conjugate gradient algorithms) είναι ότι επιτυγχάνουν γρηγορότερη σύγκλιση μέσω της χρήσης line-search ρουτινών που παρέχονται έτοιμες από τη MATLAB. Ενδεικτικά αναφέρουμε τις Charalambous' Search (srchcha), Brent's Search (srchbre) και Golden Section Search (srchgol). Ο χρήστης σε περίπτωση που διαλέξει να εκπαιδεύσει το δίκτυο του με αυτούς τους αλγόριθμους μπορεί είτε να κρατήσει τις default επιλογές ανά αλγόριθμο είτε να πειραματιστεί ώστε να βρει ποια ταιριάζει καλύτερα στο προς επίλυση πρόβλημα.

Ιδιαίτερη αναφορά πρέπει να γίνει στον αλγόριθμο trainscg. Ο αλγόριθμος αυτός ανήκει στους conjugate gradient αλγόριθμους αλλά σε αντίθεση με όλους τους άλλους δεν χρησιμοποιεί line-search routine. Αυτό έχει σαν αποτέλεσμα να χρειάζεται συνήθως περισσότερες επαναλήψεις από τους άλλους μέχρι να συγκλίνει, με τον αριθμό των υπολογισμών ανά επανάληψη όμως να είναι πολύ μικρότερος. O trainscg αποδίδει ικανοποιητικότατα σε πολλών ειδών προβλήματα και κυρίως σε δίκτυα με μεγάλο αριθμό παραμέτρων (η MATLAB ρητά προτείνει για μεγάλου μεγέθους δίκτυα την trainscg και την trainrp). Η ταχύτητά του είναι ανάλογη της ταχύτητας του trainlm (που θα εξεταστεί στη συνέχεια) σε προβλήματα προσέγγισης συναρτήσεων και ανάλογη της ταχύτητας του trainrp σε προβλήματα αναγνώρισης προτύπων. Σε αντίθεση με τον trainrp μάλιστα δεν δείχνει να επηρεάζεται από την τιμή του στόχου και η απόδοση του δεν μειώνεται όσο μειώνεται αυτός.

trainbfg, trainoss: Σαν απάντηση στους conjugate gradient αλγορίθμους έρχεται η μέθοδος του Newton με τον παράγοντα διόρθωσης των βαρών να εξαρτάται από τον αντίστροφο του πίνακα Hessian (ο πίνακας Hessian περιέχει τις δεύτερες παραγώγους του δείκτη απόδοσης ως προς τα βάρη). Η μέθοδος αυτή συγκλίνει συχνά πολύ γρηγορότερα από τους conjugate gradient αλγορίθμους, η ανάγκη υπολογισμού του Hessian πίνακα όμως συνεπάγεται ιδιαίτερα αυξημένο κόστος υπολογισμού. Μια κλάση αλγορίθμων που βασίζονται στη λογική της μεθόδου Newton αλλά δεν απαιτούν τον υπολογισμό των δεύτερων παραγώγων είναι οι λεγόμενοι quasi-Newton αλγόριθμοι με δυο από αυτούς (trainbfg, trainoss) να παρέχονται έτοιμοι από τη MATLAB.


Η απόδοση των αλγόριθμων αυτών είναι παρόμοια με αυτή του trainlm (που εξετάζεται αμέσως μετά). Δεν χρειάζονται τόσο πολύ μνήμη αλλά οι απαιτούμενοι υπολογισμοί αυξάνονται γεωμετρικά με το μέγεθος του δικτύου, καθώς σε κάθε επανάληψη πρέπει να υπολογίζεται ο αντίστροφος ενός πίνακα. 

trainlm: Σαν μια προσπάθεια γεφύρωσης των conjugate gradient και των quasi-Newton αλγορίθμων παρέχεται η συνάρτηση trainlm η οποία αντί του Hessian πίνακα χρησιμοποιεί μια προσέγγιση του, τον πίνακα Jacobian. Η συνάρτηση trainlm είναι και η default συνάρτηση της MATLAB για τη δημιουργία νευρωνικού δικτύου, είναι πολύ γρήγορη αλλά ταυτόχρονα πολύ απαιτητική σε μνήμη. Προτείνεται να χρησιμοποιείται μόνο για μικρού ή μεσαίου μεγέθους δίκτυα (λίγες εκατοντάδες παραμέτρων) ή στην περίπτωση που η μνήμη του υπολογιστικού μας συστήματος δεν αποτελεί περιοριστικό παράγοντα. Να σημειωθεί τέλος ότι είναι ο αλγόριθμος που αποδίδει καλύτερα σε πολύ μικρές τιμές του error goal   

Με βάση τα όσα συζητήθηκαν σε αυτό το κεφάλαιο είναι σαφές ότι το να γνωρίζει κανείς εκ των προτέρων ποιο νευρωνικό δίκτυο είναι αυτό που θα ταιριάξει καλύτερα σε μια δεδομένη εφαρμογή είναι αν όχι αδύνατο, εξαιρετικά δύσκολο. Οι διαφορετικές επιλογές που μπορούν να γίνουν αφορούν την αρχιτεκτονική του δικτύου, τον αριθμό των στρωμάτων και των νευρώνων με τις συναρτήσεις ενεργοποίησης που αυτοί θα χρησιμοποιούν, το σύνολο των παραδειγμάτων εκπαίδευσης, τον τρόπο παράστασης των παραδειγμάτων αυτών, τον αλγόριθμο εκπαίδευσης με τις επιλογές των παραμέτρων του, και πολλές άλλες. Το όλο πρόβλημα αποτελεί πραγματική σχεδιαστική πρόκληση στην οποία θα προσπαθήσουμε να αντεπεξέλθουμε ώστε να λύσουμε όσο το δυνατόν αποδοτικότερα το πρόβλημα του χρονοπρογραμματισμού εργασιών. Περισσότερα πάνω σε όλα αυτά θα αναφερθούν λοιπόν σε επόμενο κεφάλαιο.


ΚΕΦΑΛΑΙΟ 5
5.1 ΕΙΣΑΓΩΓΗ

Η ανάπτυξη του λογικού προγραμματισμού συνδέεται με την ανάγκη επίλυσης προβλημάτων χαρακτηριζόμενων από ευμεταβλητότητα. Πιο αναλυτικά, προβλήματα με πολλές παραλλαγές, που δεν μπορούν να προκαθοριστούν πλήρως, είναι συχνά δύσκολο να λυθούν αλγοριθμικά. Ακόμα και στις περιπτώσεις που αυτό είναι εφικτό, μία μικρή αλλαγή στις προδιαγραφές απαιτεί τη μορφοποίηση ή και τον ανασχεδιασμό του αλγορίθμου. Ο λογικός προγραμματισμός παρουσιάζει μία ευχέρεια αναφορικά με τη διατύπωση περιορισμών, και συνιστά ένα ευέλικτο εργαλείο για την αντιμετώπιση τέτοιων προβλημάτων. Στο κεφάλαιο αυτό παρουσιάζονται τα βασικά χαρακτηριστικά του λογικού προγραμματισμού και του λογικού προγραμματισμού με χρήση περιορισμών, μιας σαφώς χρήσιμης εξέλιξης της φιλοσοφίας της εν λόγω γλώσσας προγραμματισμού.

5.2 ΙΣΤΟΡΙΚΕΣ ΣΗΜΕΙΩΣΕΙΣ

Η βασική διαφοροποίηση του λογικού προγραμματισμού, και του συγγενικού του, του συναρτησιακού προγραμματισμού, από τις άλλες προγραμματιστικές γλώσσες, έγκειται στην απουσία σαφών οδηγιών για τη λύση ενός προβλήματος. Σε ένα πρόγραμμα λογικού προγραμματισμού, τα δεδομένα, οι υποθέσεις ενός προβλήματος (εκφρασμένες με τη μορφή λογικών αξιωμάτων) και ο στόχος, είναι αρκετά για την επίλυσή του. 

Εδώ κρίνεται σκόπιμο να αναφερθούν τα κρίσιμα σημεία στη χρονική εξέλιξη του λογικού προγραμματισμού, ώστε να γίνει κατανοητή η τελική μορφή του. Η αρχή του λογικού προγραμματισμού μπορεί να αποδοθεί στους Kowalski και Colmerauer. Ο Kowalski μορφοποίησε την διαδικαστική ερμηνεία της προτασιακής λογικής του Horn. Έδειξε πως ένα αξίωμα «A, αν  B1 και B2 και... και Bn​» μπορεί να διαβαστεί και να υλοποιηθεί σαν μια διαδικασία επαναληπτικής γλώσσας προγραμματισμού, όπου Α είναι το κεφάλι της διαδικασίας και Βi το σώμα. Το Α είναι αληθές μόνο εάν όλα τα Βi είναι αληθή, επομένως για να λυθεί το Α πρέπει να λυθούν τα B1 και B2 και... και Bn​​. Σε αυτή τη διαδικασία, η προτασιακή λογική του Horn αποτελεί τον διερμηνέα της γλώσσας και τον συνδετικό αλγόριθμο, που είναι η καρδιά της ανάλυσης της αποδεικτικής διαδικασίας, πραγματοποιεί την κεντρική διαχείριση των δεδομένων, το πέρασμα των παραμέτρων, την συλλογή τους και την κατασκευή τους. Παράλληλα, στις αρχές του 1970, ο Colmerauer και η ομάδα του στο πανεπιστήμιο Marseille-Aix ανέπτυξαν μια ειδική μέθοδο που ασχολούνταν με την απόδειξη θεωρημάτων, γραμμένη στην  Fortran, την οποία και χρησιμοποίησαν σαν εργαλείο για να θέσουν σε εφαρμογή διάφορα διαδικαστικά συστήματα φυσικών γλωσσών. Η μέθοδος αυτή, ονομαζόμενη Prolog (PROgramming in LOGic), ενσωμάτωσε τις διαδικαστικές ερμηνείες του  Kowalski. 

Παρόλη την θεωρητική δουλειά και τις συναρπαστικές ιδέες, η προσέγγιση του λογικού προγραμματισμού φαινόταν μη ρεαλιστική. Την ώρα της εμφάνισης του, στην  Αμερική είχαν ήδη αρχίσει να καταλαβαίνουν πως οι γλώσσες τεχνητής νοημοσύνης επόμενης γενιάς, όπως οι Micro-Planner και Conniver, που είχαν στόχο την αντικατάσταση της  Lisp, είχαν αποτύχει καθώς ήταν ανέλπιστα αναποτελεσματικές και δύσκολες στον έλεγχο. Έχοντας πικρή πείρα από υψηλές γλώσσες στηριζόμενες στην λογική, θεωρούσαν πως οι Ευρωπαίοι ενθουσιάζονταν χωρίς λόγο για κάτι που οι ίδιοι οι Αμερικάνοι είχαν προτείνει, δοκιμάσει και διαπιστώσει πως δεν δουλεύει. Μέσα σε αυτήν την ατμόσφαιρα, στα τέλη του 1970, ο David H.D.Warren ανέπτυξε την Prolog-10, μια αποτελεσματική βελτίωση της απλής  Prolog η οποία έδιωξε όλους τους μύθους γύρω από την μη πρακτικότητά της. Ακόμα και σήμερα, θεωρείται από τις καλύτερες γλώσσες Prolog και το βασικό της πλεονέκτημα είναι ότι ήταν εξολοκλήρου γραμμένη σε Prolog, υποδεικνύοντας πως κλασσικά προγραμματιστικά κομμάτια και όχι απλά φιλοσοφημένες εφαρμογές της τεχνητής νοημοσύνης μπορούσαν να επωφεληθούν από την δύναμη του λογικού προγραμματισμού. Παρά την μεγάλη πρακτικότητα της γλώσσας, η ερευνητική κοινωνία της τεχνητής νοημοσύνης στάθηκε αγνώμων και γύρω στο 1980, οι ερευνητές που ασχολούνταν άμεσα με τον λογικό προγραμματισμό στην Αμερική δεν ήταν πάνω από μερικές δεκάδες και περίπου εκατό σε όλο τον κόσμο. 

Χωρίς αμφιβολία, ο λογικός προγραμματισμός θα είχε μείνει στο περιθώριο για πολύ μεγάλο διάστημα αν δεν ανακοινωνόταν η εργασία πέμπτης γενεάς μιας ομάδας Γιαπωνέζων, που έγινε τον Οκτώβριο του 1981. Από εκείνο το σημείο και έπειτα είχαμε την μετάβαση της γλώσσας από την εφηβεία στην ωριμότητα. Η γλώσσα έπαψε να είναι μια ιδέα για περαιτέρω μελέτη και προσδιορισμό και πήρε πλέον μια ισχυρή, παραγωγική και πρακτική προγραμματιστική μορφή. Στη συνέχεια αυτού του κεφαλαίου κάνουμε μια σύντομη αναφορά στα γνωστότερα είδη λογικού προγραμματισμού, τον ALP, DLP, CLP, καταλήγοντας στην CHIP που είναι και αυτή που στην περαιτέρω ανάλυση μας θα χρησιμοποιηθεί για την επίλυση του προβλήματος προγραμματισμού παραγωγής.  

5.3 ΑΠΑΓΩΓΙΚΟΣ ΚΑΙ ΔΙΑΣΠΑΣΤΙΚΟΣ ΛΟΓΙΚΟΣ ΠΡΟΓΡΑΜΜΑΤΙΣΜΟΣ

Όπως αναφέρθηκε στα προηγούμενα, ο λογικός προγραμματισμός χρησιμοποιεί τα δεδομένα, τις υποθέσεις και το στόχο ενός προβλήματος για να το επιλύσει. Η θεωρία της λογικής παρέχει τη γνώση που είναι απαραίτητη για να χαρακτηριστεί αληθής η λύση του προβλήματος, όχι όμως και τις πληροφορίες για το πώς θα λυθούν οι στόχοι του προβλήματος. Προκειμένου να είναι αυτό εφικτό, η επίλυση είναι δηλωτική, δηλαδή τα προβλήματα αντιμετωπίζονται με χρήση μιας υψηλού επιπέδου έκφρασης της ειδικής γνώσης σχετικά με το κάθε πρόβλημα. Το γεγονός συνεπάγεται τη συμπλήρωση των πληροφοριών που λείπουν, δηλαδή την επέκταση, παραδείγματος χάριν, ενός κατηγορήματος ή την προσθήκη μίας ή περισσοτέρων λογικών σχέσεων ανάμεσα στα ήδη υπάρχοντα κατηγορήματα. Για αυτό το λόγο, ο λογικός προγραμματισμός υιοθετεί ένα αλφάβητο των σταθερών, των λειτουργιών και των συμβόλων κατηγορήματος που αντιπροσωπεύουν φυσικά τα αντικείμενα, τις λειτουργίες και τις σχέσεις μεταξύ αυτών των αντικειμένων στην περιοχή της ομιλίας. 

Η διαδικασία της δηλωτικής αντιπροσώπευσης συνίσταται ουσιαστικά στην επέκταση της υπάρχουσας περιγραφής του προβλήματος, έτσι ώστε ο στόχος του προβλήματος να ικανοποιείται με αυτή τη νέα εκτεταμένη περιγραφή. Η διαδικασία αυτή είναι γνωστή ως απαγωγική (abductive). Η υπόθεση που γίνεται κατά την απαγωγή, είναι ότι η γενική δομή δεδομένων για τη λύση σε ένα  πρόβλημα είναι στο επίπεδο κατηγορήματος, και ως εκ τούτου μια λύση περιγράφεται με τους ίδιους όρους όπως και το ίδιο το πρόβλημα. 

Αξίζει να σημειωθεί, ότι η απαγωγή είναι μία διαδικασία που πραγματοποιεί ο ανθρώπινος εγκέφαλος, όταν προσπαθεί να αφομοιώσει μία νέα γνώση. Πιο συγκεκριμένα, προκειμένου να αφομοιωθεί νέα γνώση, ο εγκέφαλος βρίσκει ένα συνεπή λόγο για τις νέες πληροφορίες, σύμφωνα πάντα με το ήδη υπάρχον επίπεδο της γνώσης, και μόνο τότε την κατατάσσει και την αφομοιώνει. Η διαδικασία της απαγωγής χρησιμοποιείται εξάλλου στα προβλήματα της τεχνητής νοημοσύνης, όπου φαίνεται χαρακτηριστικά ότι η πρόσθετη γνώση που επεκτείνεται είναι περιορισμένη στα ιδιαίτερα μέρη (κατηγορήματα) της θεωρίας. Αυτά τα κατηγορήματα καλούνται συχνά απαγωγικά (abducible) κατηγορήματα και βοηθούν στη διαμόρφωση των κενών των πληροφοριών της δεδομένης θεωρίας που εξετάζεται. Ο νέος τύπος γνώσης που παράγεται με την απαγωγή περιγράφεται ως  γνώση περίπτωσης ή σεναρίου, με σκοπό να υπογραμμιστεί το γεγονός ότι η απαγωγική εξήγηση αντιπροσωπεύει μια ιδιαίτερη περίπτωση, στην οποία μπορεί να ισχύει η παρατήρηση ή ο υπό εξέταση στόχος. Το κύριο αυτό χαρακτηριστικό συνιστά και τη διαφοροποίηση της απαγωγής από την επαγωγή. 

Είναι βέβαια προφανές, ότι η διατύπωση ενός προβλήματος δύναται να γίνει με ποικίλους τρόπους. Ο τρόπος έκφρασης των μεταβλητών επηρεάζει τον τρόπο επίλυσης, και συνεπώς το πλήθος των πιθανών λύσεων. Προκειμένου να υπογραμμιστεί η ανάγκη επιλογής μεταξύ των πιθανών λύσεων, η απαγωγή αναφέρεται συχνά ως συμπερασμός της καλύτερης επεξήγησης  (inference to the best explanation). 

Με βάση τα παραπάνω, μπορεί να οριστεί ο απαγωγικός λογικός προγραμματισμός (Abductive Logic Programming, ALP). Ο απαγωγικός λογικός προγραμματισμός είναι ένα πλαίσιο που υποστηρίζει την απαγωγή, παρέχοντας τις απαραίτητες διαδικασίες για μία κατάλληλη, υψηλού επιπέδου αντιπροσώπευση του σχεδίου και της απόδειξης, ώστε να είναι εφικτός ο υπολογισμός της απαγωγής. Η χρήση του απαγωγικού λογικού προγραμματισμού παρουσιάζει τρία χαρακτηριστικά πλεονεκτήματα, σε σχέση με τη χρήση κοινών προγραμματιστικών γλωσσών:
α) Η έκφραση της γνώσης που απορρέει από μία σειρά κατηγορημάτων γίνεται σαφώς καλύτερα, αν συγκριθεί με τους κοινούς περιορισμούς ακεραιότητας, οι οποίοι απλά διευκρινίζουν ρητά μερικές από τις απαιτήσεις για την ισχύ και την ποιότητα της λύσης.

β) Η έκφραση των δεδομένων του προς επίλυση προβλήματος γίνεται με χρήση πρότυπων συναρτησιακών στοιχείων, γεγονός που επιβεβαιώνει τον ισχυρισμό που έγινε στην αρχή της ενότητας. Ο λογικός προγραμματισμός προσφέρει ευελιξία στην περίπτωση αλλαγής των προδιαγραφών ή των απαιτήσεων του προβλήματος. 

γ) Η διάταξη της ALP υπαγορεύει τη χρήση κατηγορημάτων, γεγονός που αφενός διευκολύνει τη φυσική δομή της περιοχής του προβλήματος και αφετέρου δίνει τη δυνατότητα χρήσης του από τον απαγωγικό επιλυτή (solver). Η εν λόγω δυνατότητα έχει σημαντική θετική επίδραση στην υπολογιστική  συμπεριφορά. Αυτό, διότι οι κλασσικές παραγωγικές προσεγγίσεις στηρίζουν την λύση τους σε όρους της γλώσσας αντί σε κατηγορήματα. Το γεγονός αυτό καθιστά την έκφραση της γνώσης αρκετά πιο σύνθετη, ενώ απαιτεί πληροφορίες σχετικά με τους αλγορίθμους λύσης του εκάστοτε  στόχου, γεγονός που τις καθιστά λιγότερο αποδοτικές.

Τα τρία βασικά πλεονεκτήματα που αναφέρθηκαν αποκάλυψαν, μετά από πλήθος σχετικών ερευνών, την πιθανή εφαρμογή της απαγωγής σε πολλά επιστημονικά αντικείμενα, όπως ο νομικός συλλογισμός, ο σχεδιασμός, η αναγνώριση και η τεχνολογία λογισμικού, η εναλλακτική διαλογιστική κ.α. Η ταυτόχρονη ανάπτυξη των υπολογιστικών συστημάτων υποστηρίζει αρκετά μία τέτοια προσπάθεια επίλυσης διασπαστικών προβλημάτων, απαιτούνται όμως συνεπείς μεθοδολογικές οδηγίες. 

Τέτοιες προσπάθειες ανάπτυξης συνεπούς μεθοδολογίας έχουν πράγματι δημοσιευθεί, και αφορούν πολλά επιστημονικά πεδία. Συγκεκριμένα, ο Poole προσπάθησε να συνδυάσει τη θεωρία λογικής και τα παίγνια αποφάσεων σε ένα συνεπές πλαίσιο, περιγράφοντας τις ισχυρές σχέσεις στην απαγωγή. Οι Gabbay και Giordano προτείνουν μία υπό όρους γλώσσα λογικού προγραμματισμού, που υποστηρίζει τον υποθετικό και αντικειμενικό συλλογισμό και είναι βασισμένη σε μια απαγωγική σημασιολογία. Αναφορικά με τις επαγωγικές πτυχές της απαγωγής, ο Kakas προτείνει μια ολοκλήρωση του απαγωγικού συλλογισμού με την χρήση των τεχνικών του λογικού προγραμματισμού με περιορισμούς και παρουσιάζουν τη δυνατότητα πραγματοποίησης αυτής της προσέγγισης σε διάφορες συγκριτικές μετρήσεις επιδόσεων.

Εξάλλου, και αναφορικά με τα διασπαστικά προγράμματα, ο Minker εισήγαγε μια θεωρία που βασιζόταν στην ελάχιστη πρότυπη σημασιολογία, καθώς επίσης και μια θεωρία της άρνησης στα θετικά διασπαστικά προγράμματα. Επεκτάσεις αυτής της θεωρίας περιλαμβάνουν τη διασπαστική σταθερή πρότυπη σημασιολογία, την πιθανή πρότυπη σημασιολογία των κανονικών disjunctive προγραμμάτων, και την καθορισμένη σημασιολογία απάντησης των εκτεταμένων διασπαστικών προγραμμάτων.

Στο σημείο αυτό, κρίνεται σκόπιμο να δοθεί ορισμός του διασπαστικού λογικού προγραμματισμού (Disjunctive Logic Programming, DLP) που αναφέρθηκε στην προηγούμενη παράγραφο. Ένα διασπαστικό πρόγραμμα είναι ένα πρόγραμμα λογικής που περιέχει τις αόριστες ή τις διασπαστικές πληροφορίες σε ένα πρόγραμμα. Σε αντίθεση με τη λογική Horn, η οποία δεν παρέχει κανένα μηχανισμό εξαγωγής συμπεράσματος για τις αόριστες πληροφορίες, ο DLP παρέχει μια μέθοδο αξιοποίησης των αόριστων πληροφοριών, καθώς επεκτείνεται σε ένα μεγαλύτερο υποσύνολο της λογικής πρώτης τάξεως (first order), παρέχοντας παράλληλα μια ισχυρή γλώσσα διατύπωσης ερωτήσεων βάσεων δεδομένων. 

Όπως γίνεται αντιληπτό από την προηγούμενη παράγραφο, ο ALP και ο DLP παρέχουν προφανώς διαφορετικές μορφές συλλογισμού και μελετούνται ανεξάρτητα. Οι σχέσεις μεταξύ του απαγωγικού λογικού προγραμματισμού και του διασπαστικού λογικού προγραμματισμού έχουν ερευνηθεί από τους C.Sakama και K.Inoue. Σε μία προσπάθεια περίληψης των διαφορών, θα μπορούσαν να αναφερθούν τα ακόλουθα. Πρώτον, ο ALP και ο DLP χειρίζονται διαφορετικά τις ελλιπείς πληροφορίες και έχουν διαφορετική σύνταξη σημασιολογίας. Επιπλέον, στον ALP ένα σύνολο υποθέσεων διακρίνεται σε απαγωγές και κατόπιν, στο στάδιο της απαγωγής, εξετάζεται εάν κάθε υποψήφια υπόθεση θα υιοθετηθεί ή θα απορριφθεί με βάση το αν ερμηνεύει ή όχι την παρατήρηση. Αντιθέτως, στον DLP εξετάζεται κάθε αποσύνδεση για να διαπιστωθεί αν μπορεί να αντιπροσωπεύσει τη γνώση για τις πιθανές εναλλακτικές πεποιθήσεις, ενώ οι πεποιθήσεις μπορούν να θεωρηθούν ως είδος υποθέσεων. Σημειώνεται ότι, σύμφωνα με τους C.Sakama, K.Inoue, είναι εφικτό να γίνει μετασχηματισμός από τα απαγωγικά προγράμματα στα διασπαστικά προγράμματα, χρησιμοποιώντας μια πρότυπη διαδικασία παραγωγής DLP για τον υπολογισμό της απαγωγής, ενώ η άρνηση εκφράζεται ως αποτυχία στις κεφαλές των αξιωμάτων. Το συμπέρασμα που συνάγεται από τον παραπάνω μετασχηματισμό, είναι ότι η απαγωγή μπορεί να ερμηνευθεί κατά τρόπο ώστε να ισοδυναμεί με διασπάσεις, με κατάλληλη πρότυπη σημασιολογία. Από τα παραπάνω συμπεραίνεται ότι τα απαγωγικά προγράμματα και τα διασπαστικά προγράμματα είναι δυο διαφορετικές μέθοδοι επίλυσης παρόμοιων προβλημάτων με διαφορετική πρότυπη σημασιολογία.

5.4 ΛΟΓΙΚΟΣ ΠΡΟΓΡΑΜΜΑΤΙΣΜΟΣ ΜΕ ΔΙΑΤΥΠΩΣΗ ΠΕΡΙΟΡΙΣΜΩΝ 

Ο Λογικός Προγραμματισμός με Διατύπωση Περιορισμών αντιπροσωπεύει μία νέα κλάση περιγραφικών (declarative) προγραμματιστικών γλωσσών προγραμματισμού, η οποία συνδυάζει το μη-ντετερμινισμό με την επίλυση περιορισμών. Αιτία ανάπτυξής του είναι η αδυναμία του αμιγώς λογικού προγραμματισμού αναφορικά με την αποτελεσματική επίλυση μεγάλης κλίμακας συνδυαστικών προβλημάτων ή προβλημάτων βελτιστοποίησης.

5.4.1 ΑΔΥΝΑΜΙΕΣ ΤΟΥ ΛΟΓΙΚΟΥ ΠΡΟΓΡΑΜΜΑΤΙΣΜΟΥ

Στα προηγούμενα αναπτύχθηκαν οι κύριες έννοιες του λογικού προγραμματισμού, ενώ τονίστηκε ιδιαίτερα ότι η εν λόγω γλώσσα προγραμματισμού προσφέρει έναν εύκολο τρόπο περιγραφής διακριτών συνδυαστικών προβλημάτων, με χρήση του μη ντετερμινισμού αλλά και της σχεσιακής σχέσης του προγραμματιστικού περιβάλλοντος. Παρόλα αυτά, το μοναδικό είδος αποδεκτών (από πλευράς κλασσικού λογικού προγραμματισμού) περιορισμών, είναι οι ισότητες μεταξύ όρων συντακτικά ίδιων. Σημειώνεται ότι περιορισμοί καλούνται οι λογικές σχέσεις μεταξύ μεταβλητών, ενώ κάθε μεταβλητή έχει το δικό της πεδίο ορισμού. Οι μεταβλητές λέγονται πεδιακές, και η επίλυσή τους γίνεται από τον αλγόριθμο ενοποίησης. Εξάλλου, το σχήμα που χρησιμοποιείται για την επίλυση του συστήματος δεν περιέχει καμία έμμεση πληροφορία, ικανή να χρησιμοποιηθεί για περαιτέρω επεξεργασία σε υπολογιστικές σχέσεις. Πιο συγκεκριμένα, ένα πρόβλημα ικανοποίησης περιορισμών ορίζεται ως ακολούθως: 

    Ένα πεπερασμένο I σύνολο μεταβλητών:



{Χ1, Χ2, Χ3,...ΧΚ}

    Αντίστοιχα πεπερασμένα πεδία ορισμού:



{D1, D2, D3,...DΚ}

    Ένα σύνολο περιορισμών:





{C1, C2, C3,...Cm}

Ένας περιορισμός Ci {Ci1, Ci2, Ci3, ... CiΚ} μεταξύ n μεταβλητών από το σύνολο Ι είναι το υποσύνολο του καρτεσιανού γινομένου Di1 x Di2 x...Din το οποίο καθορίζει τις τιμές των μεταβλητών που είναι συμβατές μεταξύ τους.

Η επίλυση ενός προβλήματος περιορισμών συνίσταται στην ανάθεση τιμών στις μεταβλητές, έτσι ώστε να ικανοποιούνται οι περιορισμοί. Στην περίπτωση ύπαρξης συνάρτησης βελτιστοποίησης, επιδιώκεται ο προσδιορισμός της λύσης εντός του συνόλου των δυνατών συνδυασμών, η οποία να ικανοποιεί τους περιορισμούς και να βελτιστοποιεί την τιμή της συνάρτησης. Η πραγματική δυσκολία, προκειμένου για την αποδοτικότητα του προγράμματος, έγκειται στον περιορισμό του δέντρου αναζήτησης, ένα σημαντικό εργαλείο που δεν προσφέρει ο κλασσικός λογικός προγραμματισμός.

5.4.2 Η ΔΙΑΦΟΡΟΠΟΙΗΣΗ ΤΟΥ ΛΟΓΙΚΟΥ ΠΡΟΓΡΑΜΜΑΤΙΣΜΟΥ ΜΕ ΔΙΑΤΥΠΩΣΗ ΠΕΡΙΟΡΙΣΜΩΝ

Ο χειρισμός των περιορισμών και η διάδοση της πληροφορίας μέσω αυτών αποτέλεσαν αντικείμενο έρευνας για πολλά συναπτά έτη. Προκειμένου για τη δηλωτική περιγραφή και την αποτελεσματική επίλυση των πολύπλοκων συνδυαστικών προβλημάτων αναπτύχθηκε μία τεχνολογία λογισμικού, γνωστή ως προγραμματισμός με την χρήση περιορισμών (Constraint Logical Programming, CLP), η οποία είναι κατάλληλη για τη μελέτη υπολογιστικών συστημάτων με τη χρήση περιορισμών, που είναι βασισμένη σε έναν συνδυασμό τεχνητής νοημοσύνης, λειτουργικής έρευνας και μαθηματικών μεθόδων. Ο Λογικός Προγραμματισμός με Διατύπωση Περιορισμών διατηρεί όλα τα πλεονεκτήματα του λογικού προγραμματισμού, όπως η δηλωτικότητα, ο μικρός χρόνος ανάπτυξης, και η εύκολη συντήρηση, ενώ παρέχει επίσης μία λύση στο πρόβλημα αποδοτικότητας του κλασσικού λογικού προγραμματισμού. Ως αποτέλεσμα αυτού, οι εφαρμογές που αναπτύσσονται είναι συγκρίσιμες με τους αλγορίθμους που χρησιμοποιούνται στις επιτακτικές γλώσσες, όπως η Fortran και η Pascal. Επιπλέον, οι χρήστες μπορούν να αναζητούν τη φυσική έκφραση του προβλήματος με την χρήση περιορισμών, χωρίς να αναλωθούν στην αναζήτηση του κατάλληλου αλγόριθμου επίλυσης του. Σε αυτό συντελεί και η ύπαρξη εμπλουτισμένων δομών δεδομένων, οι οποίες διευκολύνουν τη διατύπωση των προβλημάτων. 


Η βασική διαφοροποίηση του Λογικού Προγραμματισμού με Διατύπωση Περιορισμών από τον κλασσικό Λογικό Προγραμματισμό, είναι η αντικατάσταση της διαδικασίας δοκιμής και σφάλματος (generate & test) και της διαδικασίας της ενοποίησης, από μεθόδους χειρισμού και επίλυσης περιορισμών και τεχνικών συνέπειας. Προκειμένου να αναλυθούν αυτές οι νέες τεχνικές, κρίνεται σκόπιμη μία νέα περιγραφή του προβλήματος: ένα πρόβλημα ικανοποίησης περιορισμών (Constraint Satisfaction Problem, CSP) ορίζεται από ένα σύνολο ευδιάκριτων μεταβλητών Χ ={X1, X2,…, Xm} ενός συνόλου περιοχών m, όπου η κάθε μία συνδέεται με ένα σύνολο μεταβλητών D = {Α1, …An} και ένα σύνολο σχέσεων (περιορισμών) οι οποίες περιορίζουν τις τιμές που μπορούν να πάρουν οι μεταβλητές. Η λύση είναι μια ανάθεση τέτοιων τιμών στις μεταβλητές του προβλήματος, ώστε να ικανοποιούνται οι όροι που επιβάλλονται από τους περιορισμούς. Προκειμένου για την επίλυση του παραπάνω προβλήματος, έχουν προταθεί διάφορες τεχνικές για την εύρεση των αποδεκτών λύσεων. Η μεθοδολογία των πιο εφαρμοσμένων τεχνικών προσανατολίζεται στην αφαίρεση των «ασυμβίβαστων» τιμών από τα πεδία τιμών των μεταβλητών, προκειμένου να μειωθεί το διάστημα αναζήτησης. Οι μεταβλητές παριστάνονται ως κόμβοι γραφικών παραστάσεων, ενώ οι περιορισμοί ως τόξα μεταξύ των κόμβων, που διαμορφώνουν το καλούμενο «δίκτυο περιορισμού». Οι αλγόριθμοι επίλυσης ταξινομούνται σε τρεις βασικές κατηγορίες: τη συνέπεια κόμβων, τη συνέπεια τόξων και τη συνέπεια πορειών, σύμφωνα με το βαθμό ελέγχων συνέπειας που εκτελούν. Η εκτέλεση των περιορισμών γίνεται επανειλημμένα, με σκοπό να αποβληθούν οι ασυμβίβαστες τιμές από τα πεδία τιμών σε κάθε βήμα του υπολογισμού, έως ότου δεν μπορούν πλέον να αποβληθούν άλλες. 


Όπως αναφέρθηκε στην αρχή του κεφαλαίου, ο λογικός προγραμματισμός χρησιμοποιεί μεθοδολογίες της επιχειρησιακής έρευνας. Ομοίως, ο λογικός προγραμματισμός με διατύπωση περιορισμών συνδυάζεται με δέντρα αποφάσεων και επομένως με τη θεωρία της συνδυαστικής. Με βάση τη μεθοδολογία αυτών, μία λογική περιγραφή συνδέεται με ένα δέντρο απόφασης. Προκειμένου να διαδοθούν οι περιορισμοί στο δέντρο απόφασης, ορίζονται διαδικασίες «φιλτραρίσματος» για την εξαγωγή συμπερασμάτων. Εξάλλου, η δηλωτική αντιπροσώπευση υιοθετεί μία δομή περιορισμών απόφασης, η οποία λειτουργεί ως γέφυρα μεταξύ του δέντρου απόφασης και του λογικού προγράμματος περιορισμών απόφασης. 

Η λογική των περιορισμών απόφασης συμβάλλει στην επέκταση του Λογικού Προγραμματισμού με Διατύπωση Περιορισμών, ώστε να περιλαμβάνει τις έννοιες της αντιπροσώπευσης και του συλλογισμού. Συγκεκριμένα, και προκειμένου για την αντιπροσώπευση, οι ιδιότητες της απόφασης εισάγονται στη γλώσσα προγραμματισμού αφενός ως μεταβλητές περιορισμού, και αφετέρου ως οντότητες συνδεδεμένες με την διάταξη εξάρτησης και με τις πληροφορίες πιθανότητας και χρησιμότητας. Το πρόγραμμα λογικής περιορισμών παρέχει μια συνοπτική αντιπροσώπευση των πληροφοριών πιθανότητας και χρησιμότητας. Για την επέκταση στο συλλογισμό, τα πολλαπλά πλαίσια εξερευνούνται και δομούνται σε ένα δέντρο απόφασης που ψάχνει για τα βέλτιστα σχέδια αποφάσεων.

5.4.3 Η ΣΥΜΒΟΛΗ ΤΗΣ CHIP (CONSTRAINT HANDLING IN PROLOG)

Όπως προαναφέρθηκε, η γενική ιδέα των νέων τεχνικών που εισάγει ο Λογικός Προγραμματισμός με Διατύπωση Περιορισμών είναι η εποικοδομητική χρήση των περιορισμών προκειμένου να ελαττωθεί το διάστημα αναζήτησης με μία μεθοδολογία τήρησης προτεραιοτήτων. Η χρήση αυτών των τεχνικών συνεπάγεται την αναγκαιότητα χρήσης ενός μεταφραστή. Για αυτόν τον λόγο αναπτύχθηκε στο Ευρωπαϊκό Κέντρο Ερευνών (European Computer-Industry Research Centre, ECRC) η εισαγωγή της επίλυσης και οι συνέπειες ύπαρξης περιορισμών μέσα στον λογικό προγραμματισμό. Το σύστημα που παρουσιάστηκε ονομάστηκε CHIP (Constraint Handling In Prolog). Έκτοτε έχει χρησιμοποιηθεί από πολλούς ερευνητές.

Η CHIP είναι μια γλώσσα λογικού προγραμματισμού έντονα επηρεασμένη από τη θεωρία των τεχνικών συνέπειας. Η εφαρμογή τους στον λογικό προγραμματισμό προτάθηκε από τον Galliard με σκοπό τη βελτίωση της συμπεριφοράς κατά τη διαδικασία αναζήτησης. Πιο συγκεκριμένα, ο ερευνητής πρότεινε τη χρήση των περιορισμών σε ένα ενεργό ρόλο, με στόχο την εκ των προτέρων μείωση του δέντρου αναζήτησης. Αξίζει να σημειωθεί, ότι η ιδέα αυτή αντιβαίνει στην κλασσική οπισθοδρόμηση και στη μεθοδολογία δοκιμής και σφάλματος που χρησιμοποιούνται από τον κλασσικό λογικό προγραμματισμό, και έχουν ως αρχή τον εκ των υστέρων έλεγχο ισχύος. Βασική ιδέα είναι πλέον η αποτελεσματική ολοκλήρωση και επικοινωνία της ντετερμινιστικής διαδικασίας εκτίμησης και εφαρμογής περιορισμών και της μη-ντετερμινιστικής διαδικασίας αναζήτησης. Έτσι αποδίδεται στους περιορισμούς ένας δραστικός ρόλος δυναμικού και συνεχούς ελέγχου συνέπειας. Η παροχή των νέων τεχνικών περιορισμού επιτυγχάνεται με την ενεργοποίηση τριών περιοχών υπολογισμού. Πρόκειται για τους πεπερασμένους όρους περιοχών, τους Boolean όρους και τους λογικούς όρους.

Αναφορικά με τους πρώτους, περιορισμός στις πεπερασμένες περιοχές καλείται μια σχέση μεταξύ ενός συνόλου μεταβλητών περιοχών, δηλαδή μεταβλητών που κυμαίνονται πέρα από ένα πεπερασμένο σύνολο σταθερών. Εκτός από τις μεταβλητές περιοχής, οι όροι αυτοί δημιουργούνται από τους φυσικούς αριθμούς και τους συνηθισμένους χειριστές «+, - , * και /». Αντιθέτως, οι όροι Boolean δημιουργούνται από τις λεγόμενες τιμές αληθείας (0 και 1), από σταθερές (atoms), από μεταβλητές αλλά και από τις γνωστές στους προγραμματιστές πράξεις Boolean «and, or, xor, not». Σε αυτήν την περίπτωση, οι περιορισμοί ισότητας λύνονται μέσω ενός ενωτικού αλγορίθμου ενοποίησης. Τέλος, οι λογικοί όροι είναι γραμμικοί, και δημιουργούνται από λογικούς αριθμούς και λογικές μεταβλητές. Οι εξισώσεις και οι ανισότητες των λογικών όρων λύνονται μέσω ενός συμβολικού αλγόριθμου μονής κατεύθυνσης. 

Με βάση τα παραπάνω, καθίσταται εφικτός ο χειρισμός διαφόρων ειδών περιορισμών, τόσο αριθμητικών, όσο και συμβολικών. Έτσι, και αναφορικά με τους αριθμητικούς περιορισμούς, είναι δυνατή η εξέταση διαφόρων σχέσεων μεταξύ φυσικών αριθμών, όπως γραμμικών εξισώσεων, (που συμβολίζονται με = ), ανισοτήτων (που συμβολίζονται με (, >, (, <) και σχέσεις «
[image: image81.wmf]¹

διάφορο» (disequations που συμβολίζονται με ^). Τα παραπάνω είδη αριθμητικών περιορισμών αντιμετωπίζονται από την CHIP με ένα συγκεκριμένο συλλογισμό για τα διαστήματα παραλλαγής, ο οποίος έχει ως αποτέλεσμα τη δραστική μείωση του διαστήματος αναζήτησης. Επιπλέον, μέσω της CHIP, είναι δυνατός ο χειρισμός συμβολικών περιορισμών με τον ενεργό τρόπο που αναφέρθηκε παραπάνω. Οι συμβολικοί περιορισμοί λύνονται με τεχνικές συνέπειας. 

Επιπρόσθετα, καθώς τα περισσότερα συνδυαστικά προβλήματα περιλαμβάνουν μία συνάρτηση βελτιστοποίησης, η λύση της αντικειμενικής συνάρτησης γίνεται στην CHIP με τη βοήθεια κατηγορημάτων υψηλών διαταγών. Η τελευταία φράση συνεπάγεται την υιοθέτηση από τη γλώσσα CHIP μίας ιδιαίτερης μεθοδολογίας. Συγκεκριμένα, η διαδικασία αναζήτησης της βέλτιστης λύσης γίνεται με τη χρήση ενός αλγορίθμου που ανήκει στις τεχνικές έρευνας σε βάθος. Για παράδειγμα, και αναφορικά με τη συνάρτηση ελαχιστοποίησης, όταν βρεθεί μια λύση με τιμή α, ο περιορισμός (τιμή συνάρτησης < α) προστίθεται δυναμικά στο πρόγραμμα. Καθώς συνεχίζεται η αναζήτηση μίας καινούργιας λύσης, όλα τα τμήματα του διαστήματος έρευνας, για τα οποία η τιμή της συνάρτησης είναι μεγαλύτερη του α, απορρίπτονται. Η βέλτιστη λύση θεωρείται ότι έχει επιτευχθεί όταν δεν προκύπτει μία καινούργια, καλύτερη από την πιο πρόσφατη. Έτσι, με χρήση των περιορισμών απορρίπτονται εκ των προτέρων οι αδύνατες εναλλακτικές λύσεις, ελαχιστοποιώντας το μέγεθος του διαστήματος αναζήτησης. Η διαδικασία που περιγράφηκε καλείται καθολική περιορισμένη αναζήτηση και χαρακτηρίζεται από σύντομο χρόνο ανάπτυξης και καλή αποδοτικότητα. 

5.4.4 ΕΙΔΙΚΑ ΕΡΓΑΛΕΙΑ ΤΟΥ ΛΟΓΙΚΟΥ ΠΡΟΓΡΑΜΜΑΤΙΣΜΟΥ ΜΕ ΔΙΑΤΥΠΩΣΗ ΠΕΡΙΟΡΙΣΜΩΝ

5.4.4.1 ΕΠΙΛΥΤΕΣ ΠΕΡΙΟΡΙΣΜΩΝ

Στην προηγούμενη ενότητα αναφέρθηκε ότι οι περιορισμοί στο Λογικό Προγραμματισμό με Διατύπωση Περιορισμών χρησιμοποιούνται με σκοπό την εκ των προτέρων απόρριψη των αδύνατων εναλλακτικών λύσεων, γεγονός που έχει ως αποτέλεσμα την ελαχιστοποίηση του μεγέθους του διαστήματος αναζήτησης. Προκειμένου να είναι αυτό εφικτό, απαιτείται η εισαγωγή στο προγραμματιστικό περιβάλλον, ενός συστήματος τόσο για το χειρισμό, όσο και για την επίλυσή τους.

Εφόσον το εν λόγω σύστημα είναι το εργαλείο χειρισμού των περιορισμών, θα πρέπει να αποφαίνεται αφενός για τη δυνατότητα ικανοποίησης και αφετέρου για την ισχύ τους. Η διαδικασία αυτή, συνιστά διαδικασία λήψης αποφάσεων και το σύστημα που υποστηρίζει αυτή τη διαδικασία λέγεται επιλυτής περιορισμών (solver). 

Όπως όμως αναφέρθηκε στην αρχή του κεφαλαίου, η βασική διαφοροποίηση του λογικού προγραμματισμού από τις άλλες προγραμματιστικές γλώσσες, έγκειται στην απουσία σαφών οδηγιών για τη λύση ενός προβλήματος καθώς σε ένα πρόγραμμα λογικού προγραμματισμού τα δεδομένα, οι υποθέσεις ενός προβλήματος (εκφρασμένες με τη μορφή λογικών αξιωμάτων) και ο στόχος, είναι αρκετά για την επίλυσή του. Επομένως, η επιλογή του κατάλληλου συστήματος επίλυσης των περιορισμών είναι μεγίστης σημασίας, καθώς χαρακτηρίζει την κάθε προσέγγιση και είναι βασικός παράγοντας της αποτελεσματικότητάς της. 

Ο Λογικός Προγραμματισμός με Διατύπωση Περιορισμών περιλαμβάνει πολλούς διαφορετικούς επιλυτές, οριζόμενους σε διαφορετικά υπολογιστικά πεδία. Ο επιλυτής καλείται πλήρης, εφόσον αποφαίνεται για τη δυνατότητα ικανοποίησης οποιουδήποτε συνόλου περιορισμών εντός του υπολογιστικού πεδίου. Επιπρόσθετα ο επιλυτής καλείται αποτελεσματικός, όταν ενεργεί επαυξητικά (incrementally). Πιο αναλυτικά, αν σε ένα σύστημα το οποίο έχει ήδη λυθεί, και χαρακτηρίζεται από ένα σύνολο περιορισμών Α, προστεθεί ένας επιπλέον περιορισμός χ, το νέο σύνολο είναι η ένωση Α(χ. Ένας αποτελεσματικός επιλυτής δεν θα πρέπει να ξεκινήσει την επίλυση από την αρχή, αλλά να προσαρμόζεται επαυξητικά. 

Συνακόλουθα, η επιλογή νέων πεδίων για τη διατύπωση περιορισμών πρέπει να γίνεται βάσει κριτηρίων. Πιο συγκεκριμένα, πρέπει να ληφθεί υπόψη η περιγραφική ισχύς του υπολογιστικού πεδίου, η ύπαρξη ενός πλήρους και αποδοτικού επιλυτή και τέλος η αξία του σε πρακτικές εφαρμογές. Ο Λογικός Προγραμματισμός με Διατύπωση Περιορισμών παρέχει βιβλιοθήκες με επιλυτές ούτως ώστε να μπορεί να επιλεγεί ο κατάλληλος, ανάλογα με τη φύση του εκάστοτε προβλήματος. Αναφέρονται ως χαρακτηριστικά παραδείγματα, αριθμητικοί περιορισμοί στο πεδίο των ακεραίων, γραμμικοί περιορισμοί στο πεδίο των ρητών, κανόνες χειρισμού περιορισμών (constraint handling rules) κ.α.
5.4.4.2 ΜΕΤΑΟΡΟΙ

Η ορολογία «μεταόροι» αφορά σε ιδιότητες που προσδίδονται από το σύστημα στις μεταβλητές του εκάστοτε προβλήματος. Παράλληλα με αυτές, το σύστημα που υποστηρίζεται από Λογικό Προγραμματισμό με Διατύπωση Περιορισμών, ενεργοποιεί όταν συναντά τους εν λόγω όρους συγκεκριμένες διαδικασίες οριζόμενες από το χρήστη.

5.4.4.3 ΤΕΧΝΙΚΕΣ ΜΕΙΩΣΗΣ ΤΟΥ ΧΩΡΟΥ ΑΝΑΖΗΤΗΣΗΣ

Όπως έχει ήδη αναφερθεί, η μέθοδος της δοκιμής και σφάλματος, και η μέθοδος της κλασσικής οπισθοδρόμησης δεν προτιμούνται, καθώς οι περιορισμοί στην περίπτωση αυτή χρησιμοποιούνται για να μειώσουν εκ των υστέρων το δέντρο αναζήτησης. Η φράση «εκ των υστέρων» υποδηλώνει ότι έχει προηγηθεί η αποτυχία, και επομένως έχει ήδη σπαταληθεί αρκετός προγραμματιστικός χρόνος.  


Οι τεχνικές «forward checking» και «looking ahead», αντίθετα, εξασφαλίζουν εκ των προτέρων για την επόμενη μεταβλητή στην οποία δεν έχει αποδοθεί ακόμα τιμή, ότι υπάρχει μία τουλάχιστον τιμή για την οποία ικανοποιούνται, ως εκείνο το σημείο, οι περιορισμοί. Έτσι, απορρίπτονται συνδυασμοί που θα κόστιζαν σε προγραμματιστικό χρόνο, και δεν θα είχαν το επιθυμητό αποτέλεσμα. Για να γίνει αυτό, αφιερώνουν αρκετό χρόνο σε κάθε κόμβο προκειμένου να μειώσουν το συνολικό τελικό αριθμό των κόμβων που επεξεργάζονται. Εξάλλου, λόγω της διαδικασίας της διάδοσης (propagation), οι συνέπειες των επιλογών που λαμβάνουν χώρα διαδίδονται, γεγονός που πιθανόν οδηγεί στην έγκαιρη πρόληψη άλλων αποτυχιών. 

Το επιπλέον κόστος των εν λόγω τεχνικών σε προγραμματιστικό χρόνο, οφείλεται ακριβώς στο χρόνο που αφιερώνεται σε κάθε κόμβο, και έτσι θα μπορούσε να θεωρηθεί ότι το τελικό αποτέλεσμά τους σε υπολογιστικό χρόνο, συγκριτικά με την κλασσική οπισθοδρόμηση, ίσως είναι περίπου ίδιο.

5.4.4.4 ΣΥΣΤΗΜΑ ΕΛΕΓΧΟΥ ΡΟΗΣ ΤΟΥ ΠΡΟΓΡΑΜΜΑΤΟΣ

Ο εν λόγω μηχανισμός αποσκοπεί στην βέλτιστη χρησιμοποίηση της γνώσης του χρήστη για τη διαδικασία. Πιο συγκεκριμένα, εφόσον ο χρήστης γνωρίζει συνθήκες υπό τις οποίες η κλήση του προγράμματος προς ένα συγκεκριμένο στόχο καθυστερεί, μπορεί να τις εκφράσει και να επέμβει στη ροή του προγράμματος. Σε αυτήν την περίπτωση, το σύστημα θα βάλει σε αναμονή το στόχο (goal suspension), προκειμένου να διατηρηθεί η πληρότητα και η λογική συνάφεια του προγράμματος και να αποφευχθούν βρόχοι που θα εκτελούνταν για μεγάλο χρονικό διάστημα.

5.5 ΕΦΑΡΜΟΓΕΣ ΤΟΥ ΛΟΓΙΚΟΥ ΠΡΟΓΡΑΜΜΑΤΙΣΜΟΥ

Τα ποικίλα επιστημονικά πεδία εφαρμογών του Λογικού Προγραμματισμού, και η δυνατότητα συνδυασμού του με άλλους τρόπους βελτιστοποίησης καθιστούν το βαθμό χρησιμότητάς του στη μελέτη σύγχρονων εφαρμογών πολύ σημαντικό.

Συγκεκριμένα, και αναφορικά με την επιστήμη της πληροφορικής, ο Λογικός Προγραμματισμός εφαρμόζεται σε μεγάλο βαθμό στο σχεδιασμό και την αναπροσαρμογή βάσεων δεδομένων, στον προγραμματισμό αλλά και στην τεχνολογία λογισμικού. Εξάλλου, σημαντική είναι η χρήση του σε συνδυασμό με άλλες προγραμματιστικές γλώσσες, ως βιβλιοθήκη ή επέκτασή τους. Επιπλέον βρίσκει μεγάλη εφαρμογή σε πολλά πεδία μηχανικής. Πιο αναλυτικά, χρησιμοποιείται για την ανάλυση κατασκευών στο πεδίο των Πολιτικών Μηχανικών. Εξάλλου, χρησιμοποιείται στο πεδίο της Ηλεκτρολογίας για την κατασκευή αναλογικών και ψηφιακών κυκλωμάτων και ειδικότερα στην επαλήθευση, στη διάγνωση και στη σύνθεση, αλλά και στην ανάπτυξη ψηφιακά ελεγχόμενων αναλογικών συστημάτων και στη δοκιμή των πρωτοκόλλων τηλεπικοινωνιών. Στον τομέα της Μηχανολογίας, χρησιμοποιείται στο σχεδιασμό μηχανικών συστημάτων, όπου οι προδιαγραφές απόδοσης εκφράζονται ως περιορισμοί του προβλήματος. Στην περιβαλλοντική μηχανική βρίσκει εφαρμογή στη παρακολούθηση και τον έλεγχο του περιβάλλοντος. Στη διαστημική τεχνολογία, η εφαρμογή του βοηθά στον έλεγχο της πορείας σκαφών.

Οι επιστημονικές περιοχές της Οικονομίας και του Προγραμματισμού Παραγωγής επίσης χρησιμοποιούν Λογικό Προγραμματισμό με Διατύπωση Περιορισμών για το φορμαλισμό και την επίλυση πολύπλοκων μαθηματικών μοντέλων, όπως η διαχείριση κινδύνου επιτοκίου στις τραπεζικές εργασίες. Εξάλλου, ο λογικός προγραμματισμός με διατύπωση περιορισμών εφαρμόζεται σε μεγάλη κλίμακα από τους ευρύτερους τομείς της διοίκησης οικονομικών μονάδων και επιχειρήσεων κοινής ωφέλειας, σε θέματα συντονισμού λειτουργιών (όπως λόγου χάριν συντονισμό της κυκλοφορίας των αυτοκινήτων, έλεγχο της κυκλοφορίας αεροσκαφών), σε προβλήματα διαχείρισης αποθεμάτων, σε θέματα εκτίμησης λειτουργικότητας (όπως για παράδειγμα εξοπλισμού επικοινωνιών με χρήση οπτικών ινών κ.ά.)

Επιπρόσθετα, σημαντικές είναι οι εφαρμογές του λογικού προγραμματισμού με διατύπωση περιορισμών σε διάφορα επιστημονικά αντικείμενα, όπως στη ψυχολογία και στις κοινωνικές επιστήμες (εναλλακτική διαλογιστική, αναθεώρηση πεποίθησης), στη γλωσσολογία, (επεξεργασία φυσικών γλωσσών), αλλά και στη νομική (νομικός συλλογισμός). Τέλος, ο Λογικός Προγραμματισμός με Διατύπωση Περιορισμών έχει βρει εφαρμογή σε πεδία της Ιατρικής (διάγνωση) και στη μοριακή Βιολογία.

ΚΕΦΑΛΑΙΟ 6
6.1 ΕΙΣΑΓΩΓΗ

Σε αυτό το κεφάλαιο θα προσπαθήσουμε να λύσουμε το πρόβλημα του χρονοπρογραμματισμού παραγωγής σε περιβάλλον job-shop με τη βοήθεια των τεχνητών νευρωνικών δικτύων. Συγκεκριμένα, τα δίκτυα με τα οποία επιλέξαμε να ασχοληθούμε είναι τα πολυστρωματικά perceptrons (Multi-Layer Perceptrons, MLP) τα οποία θα εκπαιδεύσουμε δοκιμάζοντας τις διάφορες τροποποιήσεις του αλγόριθμου ανάστροφης διάδοσης σφάλματος που προσφέρει η MATLAB. Πέρα από την εύρεση του βέλτιστου δικτύου, αυτού δηλαδή που θα μπορέσει να απεικονίσει καλύτερα τη σχέση εισόδου-εξόδου του προβλήματος μας, θα μας απασχολήσει και η σύγκριση της απόδοσης των αλγορίθμων εκπαίδευσης σαν φυσική συνέχεια της σύγκρισης σε θεωρητικό επίπεδο που κάναμε στο Κεφάλαιο 4. Στο επόμενο κεφάλαιο τα αποτελέσματα που θα πάρουμε από το νευρωνικό δίκτυο, και με την ελπίδα ότι θα αποτελούν προσέγγιση των βέλτιστων λύσεων, θα τα χρησιμοποιήσουμε ώστε να δημιουργήσουμε περιορισμούς για ένα πρόγραμμα Λογικού Προγραμματισμού Διατύπωσης Περιορισμών (ΛΠΔΠ) με στόχο να μειώσουμε το μέγεθος του δέντρου αναζήτησης που δυναμικά κατασκευάζεται και άρα και το χρονικό διάστημα που απαιτείται για την εύρεση των βέλτιστων λύσεων. 

6.2 ΔΗΜΙΟΥΡΓΙΑ ΠΑΡΑΔΕΙΓΜΑΤΩΝ ΕΚΠΑΙΔΕΥΣΗΣ 

Το πρόβλημα που θα μας απασχολήσει είναι ο χρονοπρογραμματισμός εργασιών μεγέθους 6x6, 6 δηλαδή εργασίες σε 6 μηχανές. Το σετ των 6 εργασιών {J1,J2,J3,J4,J5,J6} πρέπει να υποστεί επεξεργασία στο σετ των 6 μηχανών {Μ1,Μ2,Μ3,Μ4,Μ5,Μ6}. Κάθε εργασία Ji πρέπει να περάσει από κάθε μηχανή και αποτελείται από μια αλυσίδα mi διεργασιών Oi1,Oi2,Oi3,O​i4,Oi5,Oi6, που πρέπει να προγραμματιστούν να υποστούν επεξεργασία με μια προκαθορισμένη σειρά, απαίτηση που καλείται περιορισμός προτεραιότητας. Η Oik είναι η διεργασία της εργασίας Ji η οποία πρέπει να επεξεργαστεί στη μηχανή Μk για μια μη διακοπτόμενη περίοδο χρόνου τik. Καμία διεργασία δεν μπορεί να διακοπεί κατά την επεξεργασία της με σκοπό να ολοκληρωθεί αργότερα. Τέλος οι περιορισμοί δυναμικότητας (ή διάζευξης) συνομολογούν πως κάθε μηχανή μπορεί να επεξεργάζεται μόνο μια διεργασία και κάθε διεργασία μπορεί να υπόκειται επεξεργασία μόνο από μια μηχανή κάθε φορά. 


Το πρώτο βήμα που πρέπει να γίνει πριν τη δημιουργία και την εκπαίδευση του νευρωνικού δικτύου είναι να βρεθεί ένας τρόπος να «δώσουμε» το πρόβλημα του χρονοπρογραμματισμού εργασιών στο δίκτυο, ένας τρόπος αναπαράστασης των δεδομένων. Τόσο τα δεδομένα εισόδου, όσο και τα δεδομένα εξόδου του δικτύου θα πρέπει να είναι τέτοια ώστε να προσδιορίζουν πλήρως το πρόβλημα. Για τη μεν είσοδο δηλαδή θα πρέπει να περιέχουν την αλληλουχία των διεργασιών κάθε εργασίας μαζί με τους χρόνους επεξεργασίας που απαιτούνται για καθεμία από αυτές, για τη δε έξοδο την αλληλουχία των εργασιών στις μηχανές μαζί με τον ελάχιστο δυνατό συνολικό χρόνο (makespan). Για να γίνει ευκολότερα κατανοητή η αναπαράσταση που επιλέξαμε θα περιγράψουμε την όλη διαδικασία με τη βοήθεια ενός παραδείγματος. 

	Jobs
	Processing Order (Processing Time)

	J1
	1(3), 2(3), 4(2), 5(4), 3(1), 6(2)

	J2
	2(1), 1(2), 4(1), 5(3), 6(3), 3(1)

	J3
	5(5), 6(3), 3(4), 2(1), 1(1), 4(2)

	J4
	2(1), 1(1), 4(2), 3(1), 6(4), 5(4)

	J5
	3(2), 2(1), 1(5), 4(1), 6(2), 5(1)

	J6
	2(4), 4(2), 1(2), 6(3), 5(1), 3(1)


Πίνακας 6.1

Παράδειγμα προβλήματος 6x6
Στον Πίνακα 6.1 έχουμε ένα πλήρως ορισμένο πρόβλημα χρονοπρογραμματισμού εργασιών. Για καθεμία από τις 6 εργασίες δίνονται η αλληλουχία των διεργασιών (Processing Orders) και μέσα στις παρενθέσεις οι αντίστοιχοι χρόνοι επεξεργασίας (Processing Times). Η Εργασία 1 για παράδειγμα θα περάσει από την μηχανή 1 στη 2, κατόπιν στην 4, στην 5, στην 3 και τέλος στην 6. Οι χρόνοι επεξεργασίας θα είναι 3,3,2,4,1 και 2 χρονικές μονάδες αντίστοιχα (η επιλογή της χρονικής μονάδας μπορεί να γίνει κατά βούληση π.χ. ώρες ή μέρες με μόνο περιορισμό να έχει ακέραια τιμή). Καταλήγουμε έτσι στην απόφαση η κάθε εργασία να προσδιορίζεται από δυο αριθμούς. Ο πρώτος θα αντιπροσωπεύει την απαιτούμενη αλληλουχία διεργασιών για καθεμία από τις 6 εργασίες και ο δεύτερος τους χρόνους επεξεργασίας δοσμένους σειριακά σαν ένας αριθμός. Έτσι για το συγκεκριμένο παράδειγμα η Εργασία 1 προσδιορίζεται από τους αριθμούς 124536 και 030302040102, η Εργασία 2 από τους 214563 και 010201030301 κ.ο.κ. (κάθε χρόνο επιλέξαμε να τον δίνουμε με δυο ψηφία ώστε να μπορούμε να χρησιμοποιήσουμε και χρόνους μεγαλύτερους του 10 χωρίς να αλλάζει κάτι στον τρόπο αναπαράστασης). 

Σαν είσοδο λοιπόν του νευρωνικού δικτύου θεωρούμε ένα διάνυσμα (2 x Αριθμός Εργασιών)=12 στοιχείων, δηλαδή  στη μορφή Χ=(Χ1,Χ2,…,Χ12) με το Χ1 να αντιστοιχεί στην σειρά με την οποία θα περάσει η Εργασία 1 από τις μηχανές και το Χ2 στους αντίστοιχους χρόνους επεξεργασίας, τα Χ3 και Χ4 να αντιστοιχούν στη σειρά επεξεργασίας και στους χρόνους επεξεργασίας της Εργασίας 2, τα Χ5 και Χ6 στην Εργασία 3 κ.ο.κ. Η είσοδος για το συγκεκριμένο παράδειγμα θα είναι λοιπόν: X = (X1,X2,…,X12) = (124536, 030302040102, 214563, 010201030301, 563214, 050304010102, 214365, 010102010404, 321465, 020105010201, 241653, 040202030101).


Η έξοδος από την άλλη θα είναι ένα διάνυσμα 7 στοιχείων με τα 6 πρώτα να δηλώνουν τη σειρά με την οποία επεξεργάζεται κάθε μια από τις 6 μηχανές τις 6 εργασίες και το τελευταίο να δηλώνει τον ελάχιστο δυνατό συνολικό χρόνο επεξεργασίας (makespan). Για την επίλυση του παραδείγματος που μελετάμε, αλλά και καθενός από τα υπόλοιπα παραδείγματα εκπαίδευσης του νευρωνικού δικτύου, χρησιμοποιήσαμε το Mozart/Oz Programming System και συγκεκριμένα τον Job Shop Scheduler που παρέχει το πρόγραμμα αυτό. Η χρήση του Job Shop Scheduler μέσω του graphical user interface είναι εξαιρετικά απλή διαδικασία και δεν χρήζει ιδιαίτερης ανάλυσης. Αντιστοιχίζουμε σε κάθε μηχανή (resource) ένα χρώμα, επιλέγουμε τον χρόνο επεξεργασίας της κάθε εργασίας στη μηχανή αυτή (duration) και αφού εισαχθούν όλα τα δεδομένα το πρόγραμμα μας δίνει τη λύση του προβλήματος υπό τη μορφή διαγράμματος Gantt. Λύνουμε το παράδειγμα του Πίνακα 6.1 για μια σύντομη επίδειξη της διαδικασίας (Σχήμα 6.1).
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Σχήμα 6.1

Επίλυση του παραδείγματος στο Mozart/Oz (α) Εισαγωγή των δεδομένων (β) Η λύση.

Θεωρώντας ότι στο Mozart/Oz οι μηχανές (Μ1,Μ2,Μ3,Μ4,Μ5,Μ6) παριστάνονται με τα χρώματα (μοβ, πορτοκαλί, πράσινο, ροζ, μπεζ, καφέ) αντίστοιχα, η έξοδος όπως εύκολα μπορεί να φανεί από το Σχήμα 6.1β θα είναι: Y = (Y1,…Y7) = (142563, 245163, 543126, 421653, 321456, 342561, 22) που σημαίνει ότι για τη Μηχανή 1 η βέλτιστη αλληλουχία εργασιών είναι η 1,4,2,5,6,3, για τη Μηχανή 2 η 2,4,5,1,6,3, για την Μηχανή 3 η 5,4,3,1,2,6 κοκ, ενώ το τελευταίο στοιχείο του διανύσματος εξόδου αντιστοιχεί στο makespan που όπως μπορεί να φανεί από το προηγούμενο σχήμα είναι 22 χρονικές μονάδες. Στον Πίνακα 6.2 δίνουμε συγκεντρωτικά την αναπαράσταση της εισόδου και της εξόδου του παραδείγματος που μελετήσαμε.

	 
	 

	Είσοδος
	124536, 030302040102, 214563, 010201030301, 563214, 050304010102, 214365, 

	 
	010102010404, 321465, 020105010201, 241653, 040202030101

	 
	 

	 
	 

	Έξοδος
	142563, 245163, 543126, 421653, 321456, 342561, 22

	 
	 


Πίνακας 6.2

Δεδομένα Εισόδου – Εξόδου του παραδείγματος του πίνακα 6.1.

Είναι προφανές πως για την εκπαίδευση του νευρωνικού δικτύου θα χρειαστεί μεγάλος αριθμός παρόμοιων λυμένων παραδειγμάτων, ένα σετ δηλαδή διανυσμάτων εισόδου και των αντίστοιχων διανυσμάτων εξόδου (ή στόχων όπως αυτά καλούνται στην ορολογία των νευρωνικών δικτύων). Εμείς δημιουργήσαμε ένα σετ 250 παραδειγμάτων εκπαίδευσης (Training Data Set, TDS) προσπαθώντας να συμπεριλάβουμε όσο το δυνατόν περισσότερες περιπτώσεις του προβλήματος χρονοπρογραμματισμού, προσπαθώντας δηλαδή το TDS να είναι όσο το δυνατόν περισσότερο αντιπροσωπευτικό. Όπως απαιτείται για την εκπαίδευση του δικτύου τα 250 παραδείγματα χωρίστηκαν σε δυο πίνακες. Έναν ο οποίος περιείχε μόνο τις εισόδους και έναν μόνο με τους στόχους, με τη σειρά k του πίνακα εισόδων και τη σειρά k του πίνακα στόχων να αντιστοιχούν στο ίδιο παράδειγμα εκπαίδευσης. Έτσι λαμβάνοντας υπόψη τα όσα μέχρι τώρα συζητήθηκαν ο πίνακας εισόδων θα πρέπει να έχει μέγεθος (Αριθμός Παραδειγμάτων) x (2 x Αριθμός Εργασιών) = 250x12 και ο πίνακας στόχων (Αριθμός Παραδειγμάτων) x (Αριθμός Μηχανών + 1) = 250x7. Το να έρθουν οι πίνακες αυτοί στη μορφή που τους περιμένει η MATLAB για batch training του δικτύου θα το αναλάβει στα επόμενα η συνάρτηση κωδικοποίησης.

Θα πρέπει τέλος να αναφερθεί ότι το Mozart/Oz, που χρησιμοποιήσαμε για τη δημιουργία του TDS, περιορίζει τους χρόνους επεξεργασίας στο διάστημα [1,10], που σημαίνει πως αυτό είναι και το διάστημα στο οποίο δουλέψαμε, χωρίς όμως η υλοποίηση μας να αποκλείει την επέκταση και σε μεγαλύτερους χρόνους. Όπως αναφέρθηκε και στα προηγούμενα, ακόμα και για τους μικρότερους των 10 μονάδων χρόνους χρησιμοποιήθηκαν 2 ψηφία και έτσι η χρήση τιμών μεγαλύτερων του 10 δεν επιφέρει καμία απολύτως αλλαγή στην όλη διαδικασία (εφόσον βέβαια υπάρχει δυνατότητα χρήσης κάποιου άλλου προγράμματος και όχι του Mozart/Oz για τη δημιουργία των παραδειγμάτων εκπαίδευσης).  

6.3 ΚΩΔΙΚΟΠΟΙΗΣΗ ΠΑΡΑΔΕΙΓΜΑΤΩΝ ΕΚΠΑΙΔΕΥΣΗΣ

Αφού λοιπόν δημιουργήσαμε το σετ των παραδειγμάτων εκπαίδευσης (TDS), παριστάνοντας τα δεδομένα με τον τρόπο που αναλύθηκε στην προηγούμενη ενότητα, προχωράμε στην κωδικοποίηση του έτσι ώστε να μπορέσει ευκολότερα το νευρωνικό δίκτυο να καταλάβει το πρόβλημα και να απεικονίσει όσο το δυνατόν πιστότερα την σχέση εισόδου-εξόδου. Η λογική που ακολουθήσαμε για την κωδικοποίηση είναι η εξής: το σύνολο όλων των δυνατών συνδυασμών με τους οποίους κάθε εργασία μπορεί να περάσει από τις μηχανές επεξεργασίας, με δεδομένο το ότι από κάθε μηχανή περνάει μια μόνο φορά, είναι ίσο με τις δυνατές μεταθέσεις m στοιχείων (όπου m ο αριθμός των μηχανών), δηλαδή για το πρόβλημα μας m!=Αριθμός Μηχανών!=6!=720 συνδυασμοί. Παρομοίως το σύνολο των δυνατών συνδυασμών με τους οποίους κάθε μηχανή μπορεί να επεξεργαστεί το σύνολο των εργασιών είναι n!=Αριθμός Εργασιών! δηλαδή και πάλι 720. Μπορούμε λοιπόν με τη βοήθεια της MATLAB και τις έτοιμες συναρτήσεις που αυτή προσφέρει να φτιάξουμε ένα πρόγραμμα που αρχικά θα δημιουργεί δυο πίνακες με αυτούς τους n! και m! συνδυασμούς και στη συνέχεια θα παίρνει τους αριθμούς που αντιστοιχούν στις αλληλουχίες των διεργασιών (εφόσον πρόκειται για δεδομένα εισόδου) ή στις αλληλουχίες των εργασιών (εφόσον πρόκειται για δεδομένα στόχου) και θα τους κωδικοποιεί. Ένα άλλο πρόγραμμα τώρα, αφού το δίκτυο θα έχει εκπαιδευτεί, θα αναλαμβάνει την αποκωδικοποίηση των εξόδων-απαντήσεων του δικτύου σε νέα δεδομένα. Πρέπει να σημειωθεί πως όσα από τα στοιχεία των διανυσμάτων εισόδων και στόχων αναφέρονται σε χρόνους θα μείνουν ως έχουν. Κωδικοποίηση ή αποκωδικοποίηση γίνεται μόνο σε όσα στοιχεία αναφέρονται σε processing orders.


Τα προγράμματα κωδικοποίησης και αποκωδικοποίησης γράφτηκαν χωρίς να περιορίζονται στο 6x6 πρόβλημα που μελετάμε. Ο χρήστης μπορεί μέσω των παραμέτρων που δίνει κατά την κλήση τους να κωδικοποιήσει παραδείγματα εκπαίδευσης για πρόβλημα οποιουδήποτε μεγέθους, εφόσον βέβαια αυτά έχουν παρασταθεί με τον τρόπο που αναλυτικά περιγράψαμε στην προηγούμενη ενότητα. Προσπαθήσαμε επίσης τα προγράμματα αυτά να είναι όσο το δυνατόν φιλικότερα προς το χρήστη, με βοήθεια για το πώς ακριβώς να τα χρησιμοποιήσει, τι παραμέτρους πρέπει να δώσει και τι μπορεί να έχει συμβεί σε περιπτώσεις σφάλματος. Ο κώδικας του προγράμματος κωδικοποίησης του TDS, μαζί με κάποια σύντομα σχόλια, δίνεται στη συνέχεια και ακολουθείται από αναλυτική περιγραφή του τι ακριβώς κάνει. 

function varargout = Encode_TDS(job_num,machine_num,varargin)

%--------------------------------------------------------------------------------------

%ΣΥΝΑΡΤΗΣΗ ΚΩΔΙΚΟΠΟΙΗΣΗΣ ΠΑΡΑΔΕΙΓΜΑΤΩΝ ΕΚΠΑΙΔΕΥΣΗΣ ΤΟΥ ΝΕΥΡΩΝΙΚΟΥ ΔΙΚΤΥΟΥ

%--------------------------------------------------------------------------------------

%Κατά την κλήση της παίρνει τα εξής 3 ή 4 ορίσματα (το τέταρτο προαιρετικό):

%(Αριθμός_Εργασιών, Αριθμός_Μηχανών, Πίνακας_Εισόδων, Πίνακας_Στόχων)

%

%και επιστρέφει 2 ή 3 ορίσματα εξόδου (ανάλογα με τα ορίσματα εισόδου):

%(Αριθμός_Εργασιών! Αντιμεταθέσεις, Κωδικοποιημένες Εισόδους, Κωδικοποιημένους Στόχους)

%

%***Ο Πίνακας Εισόδων θα πρέπει να έχει 2*Αριθμός_Εργασιών στήλες (για κάθε εργασία 2

%αριθμοί Processing Orders+Processing Times αυστηρά με αυτή τη σειρά) ενώ ο Πίνακας 

%Στόχων θα πρέπει να έχει Αριθμός_Μηχανών+1 στήλες (Processing Orders + 1 στήλη για 

%το Make span).

%

%***Οι πίνακες με τις Κωδικοποιημένες Εισόδους & τους Κωδικοποιημένους Στόχους που 

%επιστρέφονται είναι στη μορφή που απαιτείται για batch training του νευρωνικού 

%δικτύου ή για simulation (εφόσον έγινε κωδικοποίηση μόνο εισόδων). 

%

%***Πολύ προσοχή πρέπει να δοθεί ώστε οι πίνακες εισόδων & στόχων να περιέχουν τιμές

%μέσα στα αποδεκτά όρια και με την αναμενόμενη μορφή. Αν για παράδειγμα ο Αριθμός 

%Εργασιών=6 και ο Πίνακας Στόχων περιέχει μια από τις τιμές 124358 ή 1234 ή 111346

%θα παρουσιαστεί σφάλμα (οι τιμές αυτές δεν αποτελούν αποδεκτές αντιμεταθέσεις).  

%

%ΠΑΡΑΔΕΙΓΜΑΤΑ ΚΛΗΣΗΣ

%-------------------

%->αν θέλω κωδικοποίηση εισόδων & στόχων,έχω 4 ορίσματα εισόδου & 3 ορίσματα εξόδου

%
πχ. [permutations,P_enc,T_enc]=Encode_TDS(6,6,Input_Array,Target_Array);

%

%->αν θέλω κωδικοποίηση μόνο εισόδων (για simulation) έχω 3 και 2 ορίσματα αντίστοιχα

%
πχ. [permutations,P_enc]=Encode_TDS(6,6,Input_Array);

%

%(και στα δυο παραδείγματα θεωρούμε μέγεθος του προβλήματος 6x6-6 εργασίες,6 μηχανές)

%--------------------------------------------------------------------------------------

try

if (nargin==4) & (Valid_Number(job_num)) & (Valid_Number(machine_num)) & (Valid_Inputs(job_num,varargin{:,1})) & (Valid_Targets(machine_num,varargin{:,2}))


perm_machines = Find_Perms_P(machine_num);

perm_jobs = Find_Perms_T(job_num);


varargout{1}=perm_jobs;

%θα χρειαστεί για την αποκωδικοποίηση

varargout{2}=Encode_Inputs(varargin{:,1},perm_machines);

varargout{3}=Encode_Targets(varargin{:,2},perm_jobs);

elseif (nargin==3) & (Valid_Number(job_num)) & (Valid_Number(machine_num)) & (Valid_Inputs(job_num,varargin{:,1}))


perm_machines = Find_Perms_P(machine_num);

perm_jobs = Find_Perms_T(job_num);


varargout{1}=perm_jobs;

%θα χρειαστεί για την αποκωδικοποίηση

varargout{2}=Encode_Inputs(varargin{:,1},perm_machines);

else

fprintf('Δεν δώσατε σωστά τα ορίσματα της Encode_TDS.Ένα από τα ακόλουθα είναι πιθανό να έχει συμβεί:\nΑ)Δώσατε περισσότερα ορίσματα από αυτά που απαιτούνται σαν ορίσματα εισόδου.\nΒ)Τα ορίσματα Αριθμός_Εργασιών ή Αριθμός_Μηχανών δεν είναι αριθμός.\nΓ)Τα ορίσματα Πίνακας_Εισόδων ή Πίνακας_Στόχων δεν είναι στην πραγματικότητα πίνακες ή περιέχουν\nμη αριθμητικά στοιχεία ή ο αριθμός των στηλών τους δε συμφωνεί με τα Αρ_Εργασιών & Αρ_Μηχανών.\n->Δώστε "help Encode_TDS" για περισσότερες οδηγίες!\n\n');


return

end;

catch

      disp('**Παρουσιάστηκε κάποιο σφάλμα! (Για βοήθεια δείτε το "help Encode_TDS").');

end;

function PRMTS_P = Find_Perms_P(machines)

%---------------------------------------------------

%Βρίσκει τις Αριθμός_Μηχανών! δυνατές αντιμεταθέσεις

%---------------------------------------------------

a=perms(1:machines);

%αντιμεταθέσεις n ψηφίων σε ένα (n!)xn πίνακα

for i=1:machines


b{i}=a(:,i);

%μετατροπή αυτού του πίνακα σε (n!)x1


c{i}=num2str(b{i});

end;

d=strcat(c{1:machines});

PRMTS_P = str2num(d);

function PRMTS_T = Find_Perms_T(jobs)

%----------------------------------------------------

%Βρίσκει τις Αριθμός_Εργασιών! δυνατές αντιμεταθέσεις

%----------------------------------------------------

a=perms(1:jobs);

%αντιμεταθέσεις n ψηφίων σε ένα (n!)xn πίνακα

for i=1:jobs


b{i}=a(:,i);

%μετατροπή αυτού του πίνακα σε (n!)x1


c{i}=num2str(b{i});

end;

d=strcat(c{1:jobs});

PRMTS_T = str2num(d);

function P_enc = Encode_Inputs(in,permutations)

%------------------------------------------

%Yποσυνάρτηση κωδικοποίησης εισόδων του TDS

%------------------------------------------

[rows,columns]=size(in);

examples_num=rows;

jobs=columns/2;

JS=in';
P=JS;



%αρχικοποίηση

for i=1:2:((2*jobs)-1)


%δηλαδή για τις γραμμές 1,3,...(2*jobs)-1


for j=1:examples_num



e(j)=JS(i,j);



f(j)=find(permutations==e(j));



P(i,j)=f(j);



end;

end;

P_enc=P;

function T_enc = Encode_Targets(tar,permutations)

%-----------------------------------------

%Υποσυνάρτηση κωδικοποίησης στόχων του TDS

%-----------------------------------------

[rows,columns]=size(tar);

examples_num=rows;

machines=columns-1;

JST=tar'; T=JST;


%αρχικοποίηση
for i=1:(machines)






for j=1:examples_num



e(j)=JST(i,j);



f(j)=find(permutations==e(j));



T(i,j)=f(j);


end;

end;

T_enc=T;

function X = Valid_Inputs(jobs,nn_inputs)

%-----------------------------------------------------------------

%αν το όρισμα Πίνακας Εισόδων είναι πίνακας με αριθμητικά στοιχεία 

%και στήλες=2*Αριθμός_Εργασιών επιστρέφει 1, αλλιώς 0

%-----------------------------------------------------------------

[in_rows,in_columns]=size(nn_inputs);

if (jobs==(in_columns/2)) & (numel(nn_inputs)>1) & (isnumeric(nn_inputs)) 



X=1;


 else X=0;

end;

function Y = Valid_Targets(machines,nn_targets)

%----------------------------------------------------------------

%αν το όρισμα Πίνακας Στόχων είναι πίνακας με αριθμητικά στοιχεία

%και στήλες=Αριθμός_Μηχανών+1 επιστρέφει 1,αλλιώς 0

%----------------------------------------------------------------

[tar_rows,tar_columns]=size(nn_targets);

if (machines==(tar_columns-1)) & (numel(nn_targets)>1) & (isnumeric(nn_targets))

      
Y=1;


 else Y=0;

end;

function Z = Valid_Number(a)

%----------------------------------------------------------

%ελέγχει αν τα ορίσματα job_num & machine_num είναι αριθμοί

%----------------------------------------------------------

if (numel(a)==1) & (isnumeric(a))



Z=1;


 else Z=0;

end;

Η συνάρτηση Encode_TDS δέχεται 3 ή 4 ορίσματα εισόδου και επιστρέφει 2 ή 3 ορίσματα εξόδου αντίστοιχα. Έτσι την ίδια συνάρτηση μπορούμε να τη χρησιμοποιήσουμε εύκολα τόσο στην περίπτωση που θέλουμε να κωδικοποιήσουμε ένα σετ παραδειγμάτων εκπαίδευσης (και εισόδους και στόχους) ώστε να εκπαιδεύσουμε το νευρωνικό δίκτυο, όσο και στην περίπτωση που θέλουμε να κωδικοποιήσουμε μόνο ένα πίνακα με άγνωστα δεδομένα (εισόδους) για προσομοίωση του δικτύου. Αναλυτικότερα, αν θέλουμε κωδικοποίηση εισόδων και στόχων τα τέσσερα ορίσματα κατά την κλήση της Encode_TDS πρέπει να είναι (Αριθμός Εργασιών, Αριθμός Μηχανών, Πίνακας Εισόδων, Πίνακας Στόχων), ενώ αν θέλουμε κωδικοποίηση μόνο εισόδων απλά παραλείπουμε το τέταρτο όρισμα (τον Πίνακα Στόχων). Πριν εξηγήσουμε τι ακριβώς επιστρέφει η συνάρτηση θα πρέπει να αναφέρουμε το πώς ακριβώς λειτουργεί.


Θεωρούμε πως κωδικοποιούμε τόσο τις εισόδους όσο και τους στόχους. Από την όλη ανάλυση αν θέλουμε κωδικοποίηση μόνο εισόδων παραλείπουμε τα όσα αναφέρονται στον πίνακα στόχων. Για ευκολία επίσης, αναλύουμε μόνο τα μεγέθη που μας απασχολούν στο πρόβλημα του χρονοπρογραμματισμού εργασιών 6x6, δηλαδή την περίπτωση 6 εργασιών και 6 μηχανών, με τους πίνακες που στην πράξη χρησιμοποιήσαμε για την εκπαίδευση του δικτύου δηλαδή Πίνακα Εισόδων 250x12 και Πίνακα Στόχων 250x7. Αφού λοιπόν πρώτα ελεγχθεί ότι τα ορίσματα που δόθηκαν είναι τα αναμενόμενα, δηλαδή ότι τα Αριθμός Εργασιών, Αριθμός Μηχανών είναι ακέραιοι και ότι οι Πίνακας Εισόδων και Πίνακας Στόχων αφενός είναι πράγματι πίνακες αριθμητικών στοιχείων και αφετέρου ικανοποιούν τις απαιτήσεις ως προς τον αριθμό των στηλών τους που αναφέρθηκαν στην ενότητα 6.2 (δηλ. Στήλες Πίνακα Εισόδων = 2 x Αριθμός Εργασιών, Στήλες Πίνακα Στόχων = Αριθμός Μηχανών + 1) καλούνται οι υποσυναρτήσεις Find_Perms_P (με όρισμα τον αριθμό των μηχανών) και Find_Perms_T (με όρισμα τον αριθμό των εργασιών) οι οποίες κατασκευάζουν τους πίνακες με τις Αριθμός Μηχανών! και Αριθμός Εργασιών! δυνατές αντιμεταθέσεις αντίστοιχα (έστω Permutations_P και Permutations_T τα ονόματα αυτών των πινάκων που στην περίπτωση μας τυχαίνει να είναι ίδιοι και για την ακρίβεια να είναι ένας πίνακας στήλη 720 στοιχείων). Πρέπει να υπογραμμιστεί ότι η λειτουργία των υποσυναρτήσεων αυτών βασίζεται σε μια έτοιμη συνάρτηση της MATLAB, την perms, με συνέπεια οι πίνακες με τις δυνατές αντιμεταθέσεις ν στοιχείων να μην δημιουργούνται με τυχαίο τρόπο. Για τα ίδια ορίσματα εισόδου οι  Find_Perms_P και Find_Perms_T θα επιστρέφουν πάντα τους ίδιους πίνακες.


Στη συνέχεια γίνεται η κωδικοποίηση με βάση την πολύ απλή λογική: αν κωδικοποιείς τον πίνακα εισόδων βρες το προς κωδικοποίηση στοιχείο στον πίνακα των δυνατών αντιμεταθέσεων Permutations_P και αντικατέστησε το με τον αύξοντα αριθμό της θέσης του στον πίνακα, ενώ αν κωδικοποιείς τον πίνακα στόχων βρες το προς κωδικοποίηση στοιχείο στον πίνακα Permutations_T και αντικατέστησε το με τον αύξοντα αριθμό της θέσης του στον πίνακα. Για να γίνει πιο εύκολα κατανοητό δίνουμε λόγω περιορισμένου χώρου ένα μόνο μέρος του πίνακα των δυνατών αντιμεταθέσεων (είτε Permutations_P είτε Permutations_T, για το 6x6 πρόβλημα είναι ο ίδιος) στο σχήμα 6.2 και μερικά παραδείγματα.
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Σχήμα 6.2

Μέρος του πίνακα με τις δυνατές αντιμεταθέσεις 6 ψηφίων. 

Στο σχήμα 6.2 φαίνονται τα 25 πρώτα στοιχεία του 720x1 πίνακα με το σύνολο των δυνατών αντιμεταθέσεων 6 αριθμών. Αν η αλληλουχία των διεργασιών της Ji  είναι 6,5,3,2,4,1 η Encode_TDS θα την αντικαταστήσει με τον αριθμό 9. Αν πάλι η μηχανή Μk επεξεργάζεται τις εργασίες με τη σειρά 6,5,2,1,3,4 η Encode_TDS θα αντικαταστήσει τη συγκεκριμένη αλληλουχία με τον αριθμό 18 κ.ο.κ. Με αυτό τον τρόπο λοιπόν οι πίνακες εισόδων (έστω P) και στόχων (έστω Τ) κωδικοποιούνται σε μια πιο εύκολα κατανοητή από το νευρωνικό δίκτυο αναπαράσταση. Στην περίπτωση που το προς κωδικοποίηση στοιχείο δεν υπάρχει στον πίνακα θα εμφανιστεί μήνυμα που θα ενημερώνει το χρήστη πως συνέβη κάποιο σφάλμα και θα πρέπει να ελέγξει τα ορίσματα που έδωσε γιατί είτε θα έχει δοθεί λάθος μέγεθος προβλήματος είτε θα έχει γίνει λάθος και το στοιχείο αυτό δεν θα έπρεπε να υπάρχει στον πίνακα P (ή T) επειδή δεν αποτελεί μια από τις δυνατές αντιμεταθέσεις. Μηνύματα σφάλματος με το τι ακριβώς μπορεί να πήγε στραβά εμφανίζονται και σε άλλες περιπτώσεις, ενώ πάντα ο χρήστης μπορεί να πληκτρολογήσει “help Encode_TDS” για να διαβάσει αναλυτικές οδηγίες χρήσης της συνάρτησης. 

Κλείνοντας, αξίζει να δώσουμε τον τρόπο κλήσης της Encode_TDS, για κωδικοποίηση εισόδων και στόχων και για κωδικοποίηση στόχων μόνο:

	Κωδικοποίηση Εισόδων & Στόχων
	[Permutations, P_encoded, T_encoded] = Encode_TDS(6,6,P,T)

	Κωδικοποίηση μόνο των Εισόδων
	[Permutations, P_encoded] = Encode_TDS(6,6,P)


Πίνακας 6.3

Παραδείγματα κλήσης της Encode_TDS
Οι μεταβλητές Permutations, P_encoded και T_encoded (προαιρετικά) είναι αυτές στις οποίες επιστρέφονται τα αποτελέσματα της συνάρτησης Encode_TDS και είναι απαραίτητο να καθοριστούν ώστε να εξαχθούν στο workspace της MATLAB και να είναι προσβάσιμες στο χρήστη για τη μετέπειτα εκπαίδευση του νευρωνικού δικτύου (τα ονόματά τους μπορούν φυσικά να είναι οποιαδήποτε). Αυτό είναι απαραίτητο να γίνει διότι κάθε συνάρτηση της MATLAB, ορισμένη σε ένα Μ-file δουλεύει τοπικά, με τις δικές του τοπικές μεταβλητές και ανεξάρτητα από άλλα M-files ή το base workspace. Έτσι κλήση από το command window της Encode_TDS απλά ως Encode_TDS(6,6,P,T) θα έχει σαν αποτέλεσμα την εκτέλεση της συνάρτησης χωρίς όμως τα ορίσματα εξόδου να επιστραφούν στο base workspace.  


Στο όρισμα εξόδου Permutations επιστρέφεται ο πίνακας με τις Αριθμός Εργασιών! αντιμεταθέσεις ο οποίος όπως αναμένεται αλλά και όπως θα δούμε στη συνέχεια είναι απαραίτητος για την αποκωδικοποίηση των εξόδων-απαντήσεων του δικτύου σε νέα δεδομένα. Στα P_encoded και T_encoded επιστρέφονται οι κωδικοποιημένοι πίνακες εισόδων και στόχων και μάλιστα στη μορφή που τους θέλουμε για batch training του νευρωνικού δικτύου. Αν δηλαδή στους αρχικούς πίνακες τα παραδείγματα εκπαίδευσης ήταν τοποθετημένα κατά γραμμές, στους τελικούς θα είναι κατά στήλες. Με άλλα λόγια οι πίνακες που επιστρέφει η Encode_TDS είναι η αναστροφή των αρχικών πινάκων με τα στοιχεία που αναφέρονται σε αλληλουχίες διεργασιών ή αλληλουχίες μηχανών κωδικοποιημένα. Έτσι ο P_encoded είναι ένας 12x250 πίνακας με τα στοιχεία των γραμμών 1,3,5,7,9,11 κωδικοποιημένα, ενώ ο T_encoded είναι ένας 7x250 πίνακας με κωδικοποιημένα τα στοιχεία των γραμμών 1 ως 6. 

6.4 ΑΠΟΚΩΔΙΚΟΠΟΙΗΣΗ ΤΩΝ ΕΞΟΔΩΝ ΤΟΥ ΝΕΥΡΩΝΙΚΟΥ ΔΙΚΤΥΟΥ

Το νευρωνικό δίκτυο που τελικά θα επιλεγεί θα χρησιμοποιείται για simulation νέων δεδομένων. Ο χρήστης δηλαδή θα δίνει έναν πίνακα με άγνωστα στο δίκτυο δεδομένα θέλοντας να μάθει την απάντηση του δικτύου, τη σειρά με την οποία δηλαδή η κάθε μηχανή θα πρέπει να επεξεργαστεί τις εργασίες ώστε να προκύψει ο ελάχιστος δυνατός συνολικός χρόνος επεξεργασίας. Με βάση τα όσα μέχρι στιγμής έχουν αναλυθεί θα πρέπει καταρχήν να αναπαραστήσει τα νέα δεδομένα με τον τρόπο που αναφέραμε στην Ενότητα 6.2, έπειτα να τα κωδικοποιήσει με χρήση της συνάρτησης Encode_TDS ώστε να έρθουν στη μορφή που τα περιμένει το δίκτυο, στη συνέχεια να πάρει την απάντηση του δικτύου σε αυτά και τέλος να χρησιμοποιήσει μια δεύτερη συνάρτηση αποκωδικοποίησης ώστε η απάντηση να έρθει στην λογικά αντιληπτή αναπαράσταση. Κρίνεται λοιπόν απαραίτητο στο σημείο αυτό, έχοντας πρόσφατη την ανάλυση που αφορά την Encode_TDS, να δοθεί ο κώδικας της συνάρτησης Decode_Outputs μαζί με την περιγραφή της λειτουργίας της.

function Out_Arg = Decode_Outputs(output_array,permutations)

%---------------------------------------------------------------------

%ΣΥΝΑΡΤΗΣΗ ΑΠΟΚΩΔΙΚΟΠΟΙΗΣΗΣ ΤΩΝ ΕΞΟΔΩΝ ΤΟΥ ΝΕΥΡΩΝΙΚΟΥ ΔΙΚΤΥΟΥ

%---------------------------------------------------------------------

%->Δέχεται σαν ορίσματα τον πίνακα των εξόδων του νευρωνικού  (στη

%μορφή που τις δίνει το δίκτυο όταν έχει γίνει batch training) και 

%τον πίνακα με τις δυνατές αντιμεταθέσεις των n εργασιών (ο οποίος 

%επιστρέφεται από την Encode_TDS κατά την κωδικοποίηση)

%

%->Επιστρέφει τον πίνακα των εξόδων του δικτύου στη λογικά αντιληπτή 

%αναπαράσταση, με την γραμμή j να είναι η έξοδος του παραδείγματος j 

%

%***Πρέπει να δοθεί προσοχή ώστε το όρισμα permutations να είναι ο

%πίνακας με τις Αριθμός_Εργασιών! αντιμεταθέσεις ΚΑΙ ΟΧΙ ο πίνακας με

%τις Αριθμός_Μηχανών! αντιμεταθέσεις,ο πίνακας δηλ. που επιστρέφει η

%Encode_TDS σαν 1ο όρισμα εξόδου. Διαφορετικά θα παρουσιαστεί σφάλμα.

%

%ΠΑΡΑΔΕΙΓΜΑ ΚΛΗΣΗΣ
%-----------------

%->Networks_Outputs = Decode_Outputs(Encoded_Outputs,permutations)

%---------------------------------------------------------------------

try

[out_rows,out_columns]=size(output_array);

[perm_rows,perm_columns]=size(permutations);

Output = output_array;




%αρχικοποίηση
for i=1:(out_rows-1)


for j=1:out_columns


     if (output_array(i,j))<1 Output(i,j)=permutations(1);



elseif (output_array(i,j))>perm_rows Output(i,j)=permutations(perm_rows);



   else Output(i,j)=permutations(round(output_array(i,j)));


     end;


end;

end;

Out_Arg=Output';

catch

      disp('**Παρουσιάστηκε κάποιο σφάλμα! (Για βοήθεια δείτε το "help Decode_Outputs").');

end;


Η συνάρτηση Decode_Outputs δέχεται 2 ορίσματα εισόδου, τον πίνακα με τις εξόδους του νευρωνικού δικτύου και τον πίνακα με τις Αριθμός Εργασιών! αντιμεταθέσεις που θα χρησιμοποιηθεί για την αποκωδικοποίηση (ο πίνακας αυτός είναι ουσιαστικά το πρώτο από τα ορίσματα που επιστρέφει η Encode_TDS και εφόσον έχουν ακολουθηθεί κατά γράμμα όσα αναφέρθηκαν στα προηγούμενα θα υπάρχει στο base workspace της MATLAB). Η λογική που ακολουθείται για την αποκωδικοποίηση είναι ακριβώς η αντίστροφη από αυτή της κωδικοποίησης, δηλαδή αν το κωδικοποιημένο στοιχείο του πίνακα εξόδων αναφέρεται σε αλληλουχία εργασιών αντικατέστησε το με το στοιχείο που βρίσκεται στη θέση του πίνακα αντιμεταθέσεων που ισούται με την τιμή του. Για παράδειγμα γυρνώντας και στο Σχήμα 6.2, έστω ότι ένα στοιχείο του πίνακα εξόδων έχει την τιμή 17 (έπειτα από την απαραίτητη στρογγυλοποίηση) και λόγω της θέσης του στον πίνακα εξόδων γνωρίζουμε ότι αναφέρεται σε αλληλουχία εργασιών. Η Decode_Outputs θα αντικαταστήσει το στοιχείο 17 με αυτό που βρίσκεται στη 17η θέση του πίνακα αντιμεταθέσεων, δηλαδή με το 652143. Αυτή είναι η λογικά αντιληπτή αναπαράσταση: η μηχανή Μj θα επεξεργαστεί τις εργασίες με τη σειρά 6,5,2,1,4,3, ενώ αντίθετα η τιμή 17 δεν λέει απολύτως τίποτα.


Η Decode_Outputs λοιπόν παίρνει τον πίνακα των εξόδων και αποκωδικοποιεί ένα-ένα τα στοιχεία του που αναφέρονται σε αλληλουχίες εργασιών (δηλαδή τα στοιχεία όλων των γραμμών εκτός της τελευταίας που αναφέρεται στο makespan), αναστρέφει τον αποκωδικοποιημένο πίνακα και τον επιστρέφει ως το μοναδικό όρισμα εξόδου. Στην περίπτωση που κάποιο από τα προς αποκωδικοποίηση στοιχεία δεν είναι μέσα στο αποδεκτό διάστημα (για την περίπτωση μας το [1, 720]) η συνάρτηση το αντικαθιστά είτε με το πρώτο στοιχείο του πίνακα αντιμεταθέσεων (αν το στοιχείο είναι μικρότερο του 1) είτε με το τελευταίο στοιχείο του πίνακα (αν είναι μεγαλύτερο από 720). Αυτό έχει προβλεφθεί διότι είναι αναμενόμενο το νευρωνικό δίκτυο να μη μπορεί να δώσει λογικές απαντήσεις σε οποιαδήποτε είσοδο, με αποτέλεσμα αν ένα (ή στη γενικότερη περίπτωση λίγα) μόνο από τα στοιχεία του πίνακα εξόδων βρίσκονται πολύ μακριά από τη σωστή τους τιμή, να υπάρχει η περίπτωση αυτή η τιμή να βρίσκεται εκτός των ορίων του πίνακα αντιμεταθέσεων και να τερματίζεται λόγω σφάλματος η αποκωδικοποίηση του όλου πίνακα λόγω των λίγων αυτών λάθος τιμών. Κάτι τέτοιο βέβαια, εννοείται πως δεν θα έχει συνέπειες στην περαιτέρω ανάλυση μας, καθώς τα παραδείγματα που θα περιέχουν εξόδους πολύ μακριά από την σωστή τους τιμή έτσι και αλλιώς όπως θα δούμε στη συνέχεια θα εκλαμβάνονται σαν λάθη και δεν θα χρησιμοποιηθούν για να βγουν οποιοδήποτε συμπεράσματα.  


Κλείνοντας αναφέρουμε πως η Decode_Outputs θα παρουσιάσει σφάλμα σε περίπτωση που ο χρήστης την καλέσει δίνοντας λάθος ορίσματα και θα εμφανιστεί μήνυμα που θα τον προτρέπει να δει το “help Decode_Outputs” για αναλυτικές οδηγίες χρήσης της συνάρτησης.

6.5 ΔΙΑΔΙΚΑΣΙΑ ΕΠΙΛΟΓΗΣ ΤΟΥ ΒΕΛΤΙΣΤΟΥ ΝΕΥΡΩΝΙΚΟΥ ΔΙΚΤΥΟΥ


Το επόμενο βήμα είναι φυσικά η δημιουργία και η εκπαίδευση του νευρωνικού δικτύου. Όπως ήδη έχει αναφερθεί, επιλέξαμε να ασχοληθούμε με τα πολυστρωματικά perceptrons (MLP) τα οποία θα εκπαιδεύσουμε δοκιμάζοντας τις διάφορες παραλλαγές του αλγόριθμου ανάστροφης διάδοσης σφάλματος που προσφέρει η MATLAB. Η επιλογή του δικτύου που θα απεικονίσει καλύτερα τη σχέση εισόδου-εξόδου του προς επίλυση προβλήματος είναι μια αρκετά δύσκολη διαδικασία, ακόμα και για τον πεπειραμένο χρήστη, καθώς δεν υπάρχει κάποια γενική μεθοδολογία να μας κατευθύνει. Πολλοί παράγοντες είναι αυτοί που πρέπει να καθοριστούν όπως η αρχιτεκτονική του δικτύου, ο αριθμός των κρυμμένων στρωμάτων, ο αριθμός των νευρώνων σε κάθε στρώμα, η συνάρτηση ενεργοποίησης των νευρώνων αυτών, ο αλγόριθμος εκπαίδευσης κ.α. Μάλιστα για καθένα από αυτούς τους παράγοντες οι διαθέσιμες επιλογές είναι πολλές (και οι δυνατοί συνδυασμοί τους ακόμα περισσότεροι) γεγονός που καθιστά την διαδικασία επιλογής μια πραγματική σχεδιαστική πρόκληση. Πριν προχωρήσουμε στην ανάλυση του κώδικα που γράψαμε και την επίδειξη του δικτύου που τελικά επιλέξαμε κρίνεται απαραίτητη μια ξεχωριστή αναφορά σε καθένα από τους παράγοντες που πρέπει να καθοριστούν και στις επιλογές που μας κατευθύνει η φύση του προβλήματος να κάνουμε για αυτούς περιορίζοντας λίγο το σύνολο των δυνατών επιλογών.


Για την αρχιτεκτονική του δικτύου οι δυνατές επιλογές είναι οι δυο αρχιτεκτονικές πολυστρωματικών perceptron που υλοποιούνται στη MATLAB, δηλαδή τα feed-forward και τα cascade-forward δίκτυα. Στα feed-forward δίκτυα κάθε στρώμα νευρώνων έχει συνάψεις μόνο με τα γειτονικά του προς τα εμπρός στρώματα, με τους κόμβους εισόδου να προβάλλουν τα πρότυπα εισόδου στο πρώτο κρυμμένο στρώμα και το τελευταίο στρώμα (στρώμα εξόδου) να δίνει τη συνολική απόκριση στα πρότυπα αυτά. Στα cascade-forward δίκτυα η μόνη διαφορά είναι πως οι κόμβοι κάθε στρώματος συνδέονται με όλα τα προς τα εμπρός στρώματα και όχι μόνο με το γειτονικό, κάτι που προσδίδει γενικά περισσότερη ευελιξία στο δίκτυο, αυξάνοντας όμως την πολυπλοκότητά του (μεγαλύτερος αριθμός βαρών).


Από εκεί και πέρα πειραματιστήκαμε με τον αριθμό των κρυμμένων στρωμάτων και νευρώνων που θα έχουν τα δίκτυα αυτά, ώστε να βρούμε αυτό που θα ταιριάξει καλύτερα στο πρόβλημά μας. Και δεν εννοούμε απλά και μόνο αυτό που θα μάθει τα περισσότερα παραδείγματα εκπαίδευσης, αλλά αυτό που θα κάνει και τις καλύτερες προβλέψεις για παραδείγματα που δεν ανήκουν στο σετ των παραδειγμάτων εκπαίδευσης (με δεδομένο βέβαια πως τα άγνωστα αυτά παραδείγματα δεν διαφέρουν πολύ από τα παραδείγματα εκπαίδευσης). Η επιλογή του αριθμού των κρυμμένων στρωμάτων και νευρώνων είναι εξαιρετικά κρίσιμη καθώς από τη μια ένα δίκτυο που δεν είναι αρκετά πολύπλοκο αδυνατεί να απεικονίσει τη σχέση εισόδου-εξόδου του προς επίλυση προβλήματος, ενώ από την άλλη ένα περισσότερο πολύπλοκο δίκτυο από ότι χρειάζεται υπέρ-εκπαιδεύεται με αποτέλεσμα να μαθαίνει μόνο τα παραδείγματα εκπαίδευσης και να μη μπορεί να ανταποκριθεί σωστά σε άγνωστα παραδείγματα. Η χρυσή τομή λοιπόν, με δεδομένο τον αριθμό των παραδειγμάτων εκπαίδευσης, είναι το μικρότερο δυνατό δίκτυο που μπορεί να μάθει το σύνολο των παραδειγμάτων αυτών (ή τουλάχιστον το μεγαλύτερο μέρος τους). Η πρόταση αυτή καθιστά σαφή την εξάρτηση του αριθμού των κρυμμένων νευρώνων από το μέγεθος του σετ των παραδειγμάτων εκπαίδευσης, χωρίς όμως να αποτελεί ικανή συνθήκη, καθώς ο αριθμός αυτός εξαρτάται και από μια πληθώρα άλλων παραγόντων όπως τον αριθμό των μονάδων εισόδου και εξόδου του δικτύου, την αρχιτεκτονική που έχουμε επιλέξει, την πολυπλοκότητα του προβλήματος, τις συναρτήσεις ενεργοποίησης που χρησιμοποιούν οι νευρώνες, τον αλγόριθμο εκπαίδευσης κ.α. Στις περισσότερες περιπτώσεις λοιπόν, και πολύ περισσότερο αν δεν υπάρχει προηγούμενη πείρα από τον χρήστη, είναι απαραίτητο να εκπαιδευτούν πολλά διαφορετικά δίκτυα, να υπολογιστεί το σφάλμα αυτών σε ένα σύνολο νέων-άγνωστων δεδομένων και να επιλεγεί, εν τέλει, το δίκτυο που έδωσε το μικρότερο σφάλμα. Αυτή είναι σε γενικές γραμμές η λογική που θα ακολουθήσουμε και εμείς στην περαιτέρω ανάλυση μας, περισσότερα όμως αφήνονται να ειπωθούν στη συνέχεια.


Προχωρώντας στα όσα αφορούν τις συναρτήσεις ενεργοποίησης, πρέπει να αναφέρουμε πως για τους κρυμμένους νευρώνες οι συναρτήσεις αυτές είναι απαραίτητες για να εισαχθεί η μη-γραμμικότητα στο δίκτυο. Χωρίς τη μη-γραμμικότητα τα δίκτυα δεν θα ήταν τίποτα παραπάνω από απλοί ταξινομητές προτύπων (που δεν έχουν δηλαδή κρυμμένους νευρώνες, μόνο εισόδους και εξόδους). Αυτό γιατί η γραμμική συνάρτηση γραμμικών συναρτήσεων είναι πάλι γραμμική συνάρτηση. Αυτή ακριβώς η μη-γραμμικότητα είναι που κάνει τα πολυστρωματικά perceptrons τόσο ισχυρά. Μάλιστα, προτιμούνται συνήθως στην πράξη οι σιγμοειδείς συναρτήσεις έναντι των συναρτήσεων κατωφλίου, καθώς με τις σιγμοειδείς συναρτήσεις μια μικρή αλλαγή στα βάρη θα προκαλέσει και μικρή αλλαγή στις εξόδους του δικτύου που θα καθιστά σαφές το αν η αλλαγή αυτή είναι καλή ή όχι, ενώ αντίθετα με τις συναρτήσεις κατωφλίου μικρή αλλαγή στα βάρη δεν προκαλεί αλλαγή στις εξόδους και έτσι οι παραλλαγές του αλγόριθμου ανάστροφης διάδοσης που στηρίζονται στην παράγωγο δεν μπορούν να εφαρμοστούν. Η επιλογή λοιπόν που κάναμε για τους κρυμμένους νευρώνες ήταν είτε η λογιστική συνάρτηση (logsig) είτε η υπερβολική εφαπτομένη (tansig). Μάλιστα συναρτήσεις που παράγουν τόσο θετικές όσο και αρνητικές τιμές, έχουν συνήθως σαν αποτέλεσμα τη γρηγορότερη εκπαίδευση του δικτύου σε σχέση με συναρτήσεις που παράγουν μόνο θετικές τιμές και άρα δίνουμε στην tansig ένα μικρό προβάδισμα σε σχέση με την logsig. Πρέπει να αναφερθεί πως σε δίκτυα με περισσότερα του ενός κρυμμένα στρώματα, δοκιμάσαμε και την γραμμική συνάρτηση (purelin) σε κάποιο από τα στρώματα αυτά, χωρίς όμως τα αποτελέσματα να είναι ιδιαιτέρως ικανοποιητικά, για τους λόγους που μόλις αναφέρθηκαν. Για το στρώμα εξόδου, τέλος, με δεδομένο το ότι οι στόχοι μας είναι συνεχείς και μη περιορισμένες σε κάποιο διάστημα τιμές, χρησιμοποιήσαμε αποκλειστικά και μόνο τη γραμμική συνάρτηση (purelin). Ο αναγνώστης μπορεί να ανατρέξει στις ενότητες 4.1.5 και 4.6.1 για περισσότερες λεπτομέρειες σχετικά με τις συναρτήσεις ενεργοποίησης.     


Για τις παραλλαγές του αλγόριθμου ανάστροφης διάδοσης σφάλματος που διατίθενται σαν δυνατές επιλογές από τη MATLAB δεν χρειάζεται σε αυτό το σημείο να πούμε κάτι περισσότερο από αυτά που αναφέρθηκαν στο προηγούμενο κεφάλαιο. Απλά να τονίσουμε ξανά ότι περιμένουμε εξαρχής κάποιοι αλγόριθμοι να αποδώσουν καλύτερα (π.χ. οι conjugate gradient αλγόριθμοι και κυρίως η trainscg που και γρήγορη είναι και ιδιαίτερες απαιτήσεις σε μνήμη δεν έχει), κάποιοι να είναι δύσκολο να εφαρμοστούν ειδικά όσο το μέγεθος του δικτύου αυξάνει λόγω των απαιτήσεων τους σε μνήμη (π.χ. η trainlm και οι quasi-Newton αλγόριθμοι) και τέλος οι κλασσικοί αλγόριθμοι ανάστροφης διάδοσης (traingd και traingdm) να μην έχουν κάτι ιδιαίτερο να προσφέρουν. Αφήνουμε λοιπόν περισσότερα να αναφερθούν σε επόμενη ενότητα όπου και θα κάνουμε σύγκριση των αλγορίθμων σε πρακτικό επίπεδο με βάση το πρόβλημα του χρονοπρογραμματισμού εργασιών που μας ενδιαφέρει να λύσουμε.


Για να βοηθηθούμε στην επιλογή του βέλτιστου νευρωνικού δικτύου, αλλά και για να συγκεντρώσουμε στοιχεία με βάση τα οποία θα γίνει εφικτή η σύγκριση των αλγορίθμων εκπαίδευσης, γράψαμε κώδικα που σε γενικές γραμμές υλοποιεί τη στρατηγική που αναφέρθηκε και νωρίτερα σαν στρατηγική επιλογής δικτύου, δηλαδή εκπαιδεύει πολλά διαφορετικά δίκτυα και υπολογίζει το σφάλμα αυτών σε άγνωστα δεδομένα ώστε τελικά να επιλεγεί αυτό που έδωσε το μικρότερο σφάλμα. Δίνουμε λοιπόν ευθύς αμέσως τον κώδικα του προγράμματος αυτού μαζί με τα απαραίτητα βοηθητικά σχόλια και στη συνέχεια προχωράμε στην επεξήγηση των όσων κάνει, έχοντας πάντα κατά νου τις επιλογές των στοιχείων του δικτύου με τις οποίες αναφέραμε ότι θα ασχοληθούμε. 

%διαβάζουμε από το Excel τα Training & Test Data

A1=xlsread('Training & Test Set.xls','Train Inputs');

A2=xlsread('Training & Test Set.xls','Train Targets');

B1=xlsread('Training & Test Set.xls','Test Inputs');

B2=xlsread('Training & Test Set.xls','Test Targets');

%οι πίνακες που μόλις διαβάστηκαν κωδικοποιούνται με τη βοήθεια της Encode_TDS

[permutations,P_train,T_train]=Encode_TDS(6,6,A1,A2);

[permutations,P_test,T_test]=Encode_TDS(6,6,B1,B2);

f_id=fopen('TXT FILENAME.txt','w');
%txt αρχείο για συγκεντρωτικά σχόλια
%κανονικοποίηση των παραδειγμάτων εκπαίδευσης

[pn,meanp,stdp,tn,meant,stdt] = prestd(P_train,T_train);

train_algorithm='trainscg';

%ΕΠΙΛΟΓΗ ΤΟΥ ΑΛΓΟΡΙΘΜΟΥ ΕΚΠΑΙΔΕΥΣΗΣ
error_goal=5e-6;


%ΕΠΙΛΟΓΗ ΤΟΥ ΣΤΟΧΟΥ (error goal)

starting_hu=20;



%starting Hidden Units για κάθε layer

for i=starting_hu:10:100






for j=starting_hu:10:i

   %δημιουργία δικτύου
   net = newcf(minmax(pn),[i j 7],{'tansig','tansig','purelin'},train_algorithm);


   %ανάθεση τιμών σε παραμέτρους της συνάρτησης εκπαίδευσης

   net.trainParam.epochs = 100000; 




   net.trainParam.show = 200;

   net.trainParam.goal = error_goal;

   tic





%χρονόμετρο
   [net,TR] = train(net,pn,tn);

%TR - Training record (epoch and perf)

   train_time=toc;

   %-----------------------------------------------------------------------------------------

   %ΕΛΕΓΧΟΥΜΕ ΠΟΣΑ ΑΠΟ ΤΑ ΠΑΡΑΔΕΙΓΜΑΤΑ ΤΟΥ TRAINING-SET ΕΜΑΘΕ ΣΩΣΤΑ

   %-----------------------------------------------------------------------------------------

   Y1 = sim(net,pn);

   net_Out1 = poststd(Y1,meant,stdt);
  
%η έξοδος του δικτύου στα "πραγματικά μεγέθη"

   Error1 = net_Out1-T_train;

   X1 = 0.5; 


%Χ1 η τιμή που θεωρείται ικανοποιητικό μέγεθος σφάλματος

   A=(X1>(abs(Error1)));  
%element-by-element σύγκριση,'1' για true και '0' για false

   Counter1=sum(A);

   %θεωρούμε ότι έμαθε το παράδειγμα αν και οι 7 έξοδοι έχουν max απόκλιση X1

   Correct_Train=sum(Counter1==7);


   %-----------------------------------------------------------------------------------------

   %ΕΛΕΓΧΟΥΜΕ ΠΟΣΑ ΑΠΟ ΤΑ ΠΑΡΑΔΕΙΓΜΑΤΑ ΤΟΥ TEST-SET ΤΑΞΙΝΟΜΗΣΕ ΣΩΣΤΑ

   %-----------------------------------------------------------------------------------------

   P_new_n = trastd(P_test,meanp,stdp);
%παραδείγματα για επαλήθευση

   Y2 = sim(net,P_new_n);

   net_Out2 = poststd(Y2,meant,stdt);

%η έξοδος του δικτύου στα "πραγματικά μεγέθη"


   Error2 = net_Out2 - T_test;

   X2 = 1;
 
 
%Χ1 η τιμή που θεωρείται ικανοποιητικό μέγεθος σφάλματος




   B=(X2>(abs(Error2))); 
%element-by-element σύγκριση,'1' για true και '0' για false

   Counter2=sum(B);

   %για αξιολογήσουμε την επίδοση του δικτύου φτιάχνουμε τον πίνακα Categories,7 στοιχείων  

   %όσες και οι έξοδοι του νευρωνικού. H τιμή Categories(7) μας δείχνει σε πόσα παραδείγματα 
   %το δίκτυο απάντησε με max απόκλιση Χ2 και στις 7 εξόδους, η τιμή Categories(6) πόσα είναι 
   %αυτά για τα οποία έχω 6 εξόδους σωστές και 1 μεγαλύτερη του Χ2 κ.ο.κ. 

   for c_j=1:7

   
   Categories(c_j)=sum(Counter2==c_j);

   end;

   Correct_Test=Categories(6)+Categories(7);

   %-----------------------------------------------------------------------------------------

   %ΕΚΤΥΠΩΣΗ ΣΤΟΙΧΕΙΩΝ ΠΟΥ ΘΑ ΒΟΗΘΗΣΟΥΝ ΝΑ ΔΙΑΛΕΞΟΥΜΕ ΤΟ BEST NETWORK (ΣΤΗΝ ΟΘΟΝΗ & ΣΕ ΤΧΤ)

   %-----------------------------------------------------------------------------------------

   fprintf('Το δίκτυο 12-%d-%d-7 έμαθε %d παραδείγματα εκπαίδευσης & ταξινόμησε σωστά %d    

   άγνωστα παραδείγματα [MSE=%e/%e, Epochs Reached=%d/100000,Training Time=%.2f min]\n\n', 
   i,j,Correct_Train,Correct_Test,TR.perf(max(size(TR.perf))),error_goal,TR.epoch(max(size     

   (TR.epoch))),train_time/60);

   fprintf(f_id,'Το δίκτυο 12-%d-%d-7 έμαθε %d παραδείγματα εκπαίδευσης & ταξινόμησε σωστά %d   

   άγνωστα παραδείγματα [MSE=%e/%e, Epochs Reached=%d/100000,Training Time=%.2f min]\n',i,j, 

   Correct_Train,Correct_Test,TR.perf(max(size(TR.perf))),error_goal,TR.epoch(max(size

   (TR.epoch))),train_time/60);

   %-----------------------------------------------------------------------------------------

   %ΑΝ ΤΟ ΔΙΚΤΥΟ ΕΔΩΣΕ ΙΚΑΝΟΠΟΙΗΤΙΚΑ ΑΠΟΤΕΛΕΣΜΑΤΑ ΣΩΖΩ ΤΙΣ ΜΕΤΑΒΛΗΤΕΣ ΠΟΥ ΜΕ ΕΝΔΙΑΦΕΡΟΥΝ

   %-----------------------------------------------------------------------------------------

   if (Correct_Test>=21)


  I=num2str(i); J=num2str(j);


  workspace_name=strcat(train_algorithm,'_12_',I,'_',J,'_7','.mat');

  save(workspace_name,'pn','tn','meanp','stdp','meant','stdt','net_Out2','Counter2',  

  'Error2','Categories','net',’TR’);

     end;

   end;

end;   







fclose(f_id);
%κλείσιμο του txt


Έχοντας δημιουργήσει ένα σετ 250 παραδειγμάτων εκπαίδευσης και ένα σετ 30 παραδειγμάτων δοκιμής της ικανότητας του δικτύου να ανταποκρίνεται ορθά σε άγνωστα δεδομένα, ξεκινάμε εισάγοντας τα παραδείγματα αυτά στο workspace της MATLAB. Συγκεκριμένα χρησιμοποιούμε την εντολή xlsread(‘filename’,‘sheetname’), αφού τις εισόδους και τους στόχους των παραδειγμάτων αυτών τις έχουμε συγκεντρωμένες σε ένα φύλλο εργασίας του Microsoft Excel (χωρίς βέβαια κάτι τέτοιο να κρίνεται απαραίτητο, η MATLAB μπορεί εύκολα να διαβάσει τα δεδομένα αυτά από κάποια βάση δεδομένων, από κάποιο txt αρχείο ή από μια πληθώρα άλλων εφαρμογών με τις οποίες εύκολα μπορεί να επικοινωνήσει, το ποια ακριβώς θα είναι η εφαρμογή αυτή αφήνεται στην επιλογή του χρήστη). Στη συνέχεια προχωράμε στην κωδικοποίηση των παραδειγμάτων αυτών καλώντας τη συνάρτηση Encode_TDS δυο φορές, μια για να κωδικοποιήσουμε τα παραδείγματα εκπαίδευσης και μια για να κωδικοποιήσουμε τα παραδείγματα δοκιμής. Το πώς ακριβώς λειτουργεί αυτή η συνάρτηση και τι περιορισμούς πρέπει να τηρούν τα ορίσματα εισόδου της έχει αναλυθεί σε προηγούμενη ενότητα. Αφού επιστραφούν κωδικοποιημένα όλα τα παραδείγματα μπορούμε να προχωρήσουμε στην εκπαίδευση του νευρωνικού δικτύου. Πρώτα όμως θα πρέπει να αναφερθούμε σε ένα επιπλέον προαιρετικό βήμα που μπορεί να γίνει από το χρήστη και που εμείς επιλέξαμε να κάνουμε: κανονικοποίηση των παραδειγμάτων εκπαίδευσης.


Η MATLAB προσφέρει κάποιες συναρτήσεις προ-επεξεργασίας (και μετά-επεξεργασίας) των εισόδων και των στόχων του νευρωνικού δικτύου που μπορούν να κάνουν την εκπαίδευση του περισσότερο αποδοτική. Μια ομάδα τέτοιων συναρτήσεων είναι οι prestd, poststd και trastd, με χρήση των οποίων οι είσοδοι και οι στόχοι κανονικοποιούνται ώστε να έχουν μηδενική μέση απόκλιση και τυπική απόκλιση ίση με τη μονάδα. Πιο συγκεκριμένα αν θεωρήσουμε πως οι είσοδοι των παραδειγμάτων εκπαίδευσης βρίσκονται στον πίνακα P_train και οι στόχοι στον πίνακα T_train και πως οι πίνακες αυτοί βρίσκονται στη μορφή που τους περιμένει το δίκτυο για batch training με κλήση της:

[pn,meanp,stdp,tn,meant,stdt] = prestd(P_train,T_train)

δημιουργούνται οι κανονικοποιημένοι πίνακες εισόδων και στόχων (pn και tn αντίστοιχα) οι οποίοι έχουν μηδενική μέση απόκλιση και τυπική απόκλιση ίση με τη μονάδα. Όπως μάλιστα βλέπουμε η συνάρτηση επιστρέφει τέσσερα επιπλέον ορίσματα, τα διανύσματα meanp, stdp με τη μέση και τυπική απόκλιση των εισόδων και τα meant, stdt με τη μέση και τυπική απόκλιση των στόχων. Μετά το πέρας της εκπαίδευσης του δικτύου τα διανύσματα αυτά θα πρέπει να χρησιμοποιούνται κάθε φορά που θέλουμε να δώσουμε νέες εισόδους στο δίκτυο, με άλλα λόγια τα διανύσματα αυτά γίνονται μέρος του δικτύου όπως ακριβώς τα βάρη ή οι πολώσεις.


Από τη μια λοιπόν όταν θα θέλουμε να παρουσιάσουμε νέα δεδομένα στο δίκτυο θα πρέπει να τα κανονικοποιούμε με βάση τα διανύσματα μέσης και τυπικής απόκλισης που είχαν υπολογιστεί για το σετ εκπαίδευσης, ενώ από την άλλη οι έξοδοι που θα μας δίνει το δίκτυο θα είναι κανονικοποιημένες με βάση τα διανύσματα αυτά και θα πρέπει επίσης να τα χρησιμοποιούμε ώστε να γίνεται η από-κανονικοποίηση και να επιστρέφουν τα δεδομένα στις φυσικές τους μονάδες. Όλα αυτά φυσικά αναλαμβάνουν να τα κάνουν οι συναρτήσεις trastd και poststd με τη μεν πρώτη να χρησιμοποιείται για κανονικοποίηση νέων δεδομένων και τη δε δεύτερη για από-κανονικοποίηση των εξόδων. Στο Σχήμα 6.3 δίνεται διαγραμματικά η χρήση των prestd, trastd και poststd ώστε να γίνει ευκολότερα κατανοητός ο τρόπος χρήσης τους. Εννοείται πως η κλήση της prestd και η εκπαίδευση χρειάζονται να γίνουν μόνο μια φορά ώστε να πάρουμε το εκπαιδευμένο αντικείμενο του δικτύου και τα τέσσερα διανύσματα μέσης και τυπικής απόκλισης με τα οποία στο μέλλον θα δουλεύουμε.       [image: image84.png]Mopesdsiypota
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Σχήμα 6.3

Χρήση των prestd, trastd , poststd για εκπαίδευση και για προσομοίωση του δικτύου.

Η trastd παίρνει σαν ορίσματα τα άγνωστα (νέα) δεδομένα στις φυσικές τους μονάδες και τα κανονικοποιεί με βάση τα meanp και stdp των παραδειγμάτων εκπαίδευσης. Μπορούμε για παράδειγμα να την καλέσουμε ως: P_new = trastd(P_test, meanp, stdp) για να κανονικοποιήσουμε τις εισόδους των παραδειγμάτων δοκιμής μας, τις οποίες τις έχουμε συγκεντρωμένες στον πίνακα P_test. Η συνάρτηση επιστρέφει τον πίνακα P_new με τα παραδείγματα δοκιμής κανονικοποιημένα και έτοιμα για προσομοίωση του δικτύου.   


Αφού το δίκτυο μας δώσει τις κανονικοποιημένες απαντήσεις στα παραδείγματα δοκιμής χρησιμοποιούμε την poststd με ορίσματα εκτός από τις απαντήσεις τα meant και stdt των παραδειγμάτων εκπαίδευσης, ώστε οι τιμές των εξόδων να επιστρέψουν στις φυσικές τους μονάδες. Ένα παράδειγμα κλήσης της poststd είναι το: Output = poststd(normalized_out, meant, stdt) όπου normalized_out θεωρούμε ότι είναι ο πίνακας των κανονικοποιημένων εξόδων του δικτύου και Output ο από-κανονικοποιημένος πίνακας. 


Πρέπει να αναφερθεί εδώ ξανά πως η χρήση κανονικοποίησης δεν είναι απαραίτητη, αλλά την χρησιμοποιήσαμε επειδή τα στοιχεία των πινάκων με τις εισόδους του δικτύου που αναφέρονται σε χρόνους όπως είδαμε Ενότητα 6.2 είναι τις τάξεως του 1012 (2 ψηφία για το χρόνο επεξεργασίας της κάθε διεργασίας), βρίσκονται δηλαδή πολύ μακριά από το κεντρικό σημείο των σιγμοειδών συναρτήσεων ενεργοποίησης που χρησιμοποιήθηκαν για τα κρυμμένα στρώματα, κάτι που έδειξε να μπερδεύει τους περισσότερους από τους αλγόριθμους εκπαίδευσης που είτε συνέκλιναν στο στόχο πάρα πολύ αργά είτε δεν συνέκλιναν καθόλου. Στην περίπτωση που ή το μέγεθος του προβλήματος είναι μικρότερο ή επιλεγεί κάποια μέθοδος κωδικοποίησης και των στοιχείων που αναφέρονται σε χρόνους πιθανώς να μη χρειάζεται κανονικοποίηση. Το να την κάνουμε πάντως δεν είναι κάτι ιδιαίτερα δύσκολο. Πρέπει απλά να χρησιμοποιήσουμε σωστά τις τρεις συναρτήσεις που μόλις αναφέρθηκαν, τις οποίες μάλιστα η MATLAB τις συνιστά και σε αρκετές άλλες περιπτώσεις εκπαίδευσης νευρωνικών δικτύων. 


Έχοντας λοιπόν κανονικοποιήσει τα παραδείγματα εκπαίδευσης προχωράμε στην εκπαίδευση του νευρωνικού δικτύου. Το πρόγραμμά μας αναλαμβάνει να εκπαιδεύσει διάφορα μεγέθη πολυστρωματικών perceptrons, εφόσον βέβαια ο χρήστης επιλέξει το ποια θα είναι η αρχιτεκτονική τους, πόσα κρυμμένα στρώματα θα υπάρχουν, ποιες θα είναι οι συναρτήσεις ενεργοποίησης για κάθε στρώμα και βεβαίως ποιος θα είναι ο αλγόριθμος εκπαίδευσης. Για παράδειγμα, μιλώντας για την περίπτωση δυο κρυμμένων στρωμάτων που είναι και αυτή που φαίνεται στον κώδικα και απομονώνοντας ένα μόνο μέρος του με εντολές των οποίων η λειτουργία έχει ήδη συζητηθεί, μέσω των βρόχων:

for i=20:10:30





     for j=10:10:(2*i-10)

net = newcf(minmax(pn),[i j 7],{'tansig','tansig','purelin'},'trainscg');

net.trainParam.epochs = 100000; 




net.trainParam.show = 200;

net.trainParam.goal = 5e-6;

[net,TR] = train(net,pn,tn);

     end;

end;




εκπαιδεύουμε τα cascade-forward δίκτυα μεγέθους 12-20-10-7, 12-20-20-7, 12-20-30-7, 12-30-10-7, 12-30-20-7, 12-30-30-7, 12-30-40-7, 12-30-50-7 με αλγόριθμο εκπαίδευσης τον trainscg και μέχρι να πιάσουν τον στόχο που καθορίστηκε να είναι 5e-006 (και εφόσον τον πιάσουν μέσα σε 100.000 εποχές). Ο αριθμός των εισόδων δηλαδή είναι πάντα 12, των εξόδων πάντα 7 (ο αριθμός εισόδων-εξόδων καθορίζεται από τη μορφή με την οποία επιλέξαμε να παραστήσουμε τα παραδείγματα εκπαίδευσης) και μέσω των δυο for loops αυξάνουμε τον αριθμό των νευρώνων σε καθένα από τα κρυμμένα στρώματα ώστε να δοκιμάσουμε τα διαφόρων μεγεθών δίκτυα. Οι συναρτήσεις ενεργοποίησης τέλος, είναι tansig για τα κρυμμένα στρώματα και purelin για το στρώμα εξόδου.


Αυτή περίπου είναι και η όλη λογική του κώδικα που φτιάξαμε. Θελήσαμε να δώσουμε στο χρήστη τη δυνατότητα αλλάζοντας μερικές μόνο λέξεις του κώδικα να δοκιμάζει την απόδοση διαφορετικών δικτύων. Για παράδειγμα κάποιος μπορεί να αλλάξει τον αλγόριθμο εκπαίδευσης και αντί του trainscg να δοκιμάσει κάποιον άλλον από αυτούς που η MATLAB προσφέρει αλλάζοντας απλά και μόνο το τελευταίο όρισμα στη γραμμή δημιουργίας του νευρωνικού δικτύου. Άλλος μπορεί να θέλει να δοκιμάσει feed-forward δίκτυα (οπότε θα πρέπει αντί της newcf να χρησιμοποιήσει την newff) ή διαφορετικές συναρτήσεις ενεργοποίησης ή ακόμα και όλα αυτά μαζί. Αυτό ακριβώς κάναμε και εμείς. Πειραματιστήκαμε με τις διάφορες επιλογές που αναλύθηκαν στα προηγούμενα για όλες αυτές τις παραμέτρους, προσπαθώντας να βρούμε ποιο δίκτυο θα απεικονίσει καλύτερα τη σχέση εισόδου-εξόδου του προβλήματος του χρονοπρογραμματισμού εργασιών. Συγκριτικά στοιχεία και αναλυτικότερη παρουσίαση του τι κάναμε θα παρουσιαστούν σε επόμενη ενότητα. Σε αυτό το σημείο θα πρέπει να εξηγήσουμε λίγο περισσότερο τον κώδικά μας καθώς δεν περιορίζεται απλά και μόνο στα δυο αυτά for loops που δώσαμε σαν μια πρώτη προσπάθεια προσέγγισης.  


Έχοντας καθορίσει λοιπόν την αρχιτεκτονική του δικτύου, τον αριθμό των κρυμμένων στρωμάτων, τον τρόπο με τον οποίο θα προσθέτουμε κρυμμένους νευρώνες σε κάθε στρώμα (αλλάζοντας τα κάτω και άνω όρια καθώς και το βήμα των for loops), τη συνάρτηση ενεργοποίησης του κάθε στρώματος και τον αλγόριθμο εκπαίδευσης το πρόγραμμά μας ξεκινά να εκπαιδεύει τα διαφορετικού μεγέθους δίκτυα. Μόλις η εκπαίδευση κάθε δικτύου ολοκληρώνεται (είτε επειδή συναντήθηκε ο στόχος, που καθορίστηκε να είναι 5e-006, είτε επειδή συμπληρώθηκαν 100.000 εποχές) στο δίκτυο παρουσιάζονται τόσο τα παραδείγματα εκπαίδευσης για να δούμε πόσα από αυτά έμαθε σωστά, όσο και τα παραδείγματα δοκιμής για να δούμε σε πόσα από αυτά μπόρεσε να δώσει σωστή απάντηση (κριτήρια με βάση τα οποία θα επιλέξουμε το καλύτερο δίκτυο).


Για τα παραδείγματα εκπαίδευσης καθορίσαμε σωστή εκμάθηση να σημαίνει ότι η διαφορά των πραγματικών τιμών των εξόδων από τις τιμές στόχους δεν είναι μεγαλύτερη από 0.5 για καθεμία από τις 7 εξόδους. Παίρνουμε δηλαδή τον πίνακα με τις εξόδους του δικτύου (έστω Υ1, κάθε στήλη του οποίου αντιστοιχεί σε ένα παράδειγμα εκπαίδευσης), τον από-κανονικοποιούμε με χρήση της poststd και τον πίνακα που προκύπτει (έστω net_Out1) τον αφαιρούμε από τον πίνακα με τους στόχους των παραδειγμάτων εκπαίδευσης (έστω T_train). Το αποτέλεσμα είναι ένας πίνακας με τα σφάλματα εκμάθησης. Κάνουμε στοιχείο-στοιχείο λογική σύγκριση του πίνακα αυτού με τη μέγιστη αποδεκτή απόκλιση Χ1=0.5 και αν η στήλη j του πίνακα περιέχει μόνο άσσους, δηλαδή και οι 7 έξοδοι έχουν σφάλμα μικρότερο του 0.5, το παράδειγμα εκπαίδευσης που αντιστοιχεί στη στήλη j εκλαμβάνεται ως σωστό. Ο συνολικός αριθμός των παραδειγμάτων που το δίκτυο κατάφερε να μάθει είναι ίσος με το άθροισμα των στηλών που περιέχουν μόνο άσσους.


Ίδια περίπου λογική ακολουθείται και για τα 30 παραδείγματα δοκιμής. Εδώ όμως ως μέγιστη αποδεκτή απόκλιση θεωρούμε το Χ2=1 και ως σωστή απάντηση το να δώσει το δίκτυο 6 τουλάχιστον από τις 7 εξόδους του με σφάλμα μικρότερο του X2. Έτσι, μετά τη λογική σύγκριση του πίνακα σφαλμάτων με το X2 προσθέτουμε τα στοιχεία του πίνακα που προκύπτει κατά στήλες και κάθε στοιχείο του πίνακα-γραμμή που παίρνουμε μας δείχνει σε πόσες από τις 7 εξόδους το δίκτυο έδωσε απάντηση με σφάλμα μικρότερο του Χ2. Ο συνολικός αριθμός των παραδειγμάτων στα οποία θεωρούμε πως το δίκτυο έδωσε ικανοποιητική απάντηση είναι ίσος με το άθροισμα των ‘6’ και ‘7’ του πίνακα-γραμμή. Επιπλέον δημιουργούμε τον πίνακα Categories μεγέθους 1x7 που χωρίζει τις απαντήσεις του δικτύου σε κατηγορίες. Το στοιχείο Categories(7) μας δείχνει σε πόσα από τα 30 παραδείγματα το δίκτυο έδωσε 7 εξόδους σωστές, το Categories(6) σε πόσα έδωσε 6 εξόδους σωστές, το Categories(5) 5 εξόδους σωστές κ.ο.κ.


Το πρόγραμμά μας θεωρεί πετυχημένο κάθε δίκτυο που μπόρεσε να δώσει σε περισσότερα από 21 παραδείγματα δοκιμής ικανοποιητική απάντηση (ποσοστό επιτυχίας μεγαλύτερο του 70%) και αποθηκεύει το τρέχον workspace ώστε να υπάρχει η δυνατότητα το δίκτυο αυτό να χρησιμοποιηθεί και στο μέλλον (από το workspace αποθηκεύονται για την ακρίβεια οι μεταβλητές που μας ενδιαφέρουν και στις οποίες οπωσδήποτε θα πρέπει να περιλαμβάνεται το αντικείμενο του νευρωνικού δικτύου ‘net’ και τα διανύσματα ‘meanp’, ’stdp’, ’meant’, ’stdt’ για τους λόγους που εξηγήθηκαν κατά την ανάλυση των συναρτήσεων κανονικοποίησης).


Τέλος δημιουργεί ένα txt αρχείο στο οποίο κρατούνται γενικές πληροφορίες που αφορούν το κάθε δίκτυο χωριστά, όπως το χρόνο που διήρκεσε η εκπαίδευση του (τον χρονομετρούμε με την βοήθεια των tic – toc), τις εποχές στις οποίες σταμάτησε η εκπαίδευση και το MSE στο τέλος της (μπορεί να διαφέρει από το goal στην περίπτωση που συμπληρώθηκε ο μέγιστος αριθμός εποχών χωρίς το δίκτυο να συγκλίνει) και φυσικά τον αριθμό των παραδειγμάτων εκπαίδευσης που έμαθε σωστά και των παραδειγμάτων δοκιμής στα οποία απάντησε σωστά. Ένα παράδειγμα τέτοιου txt αρχείου φαίνεται στον Πίνακα 5.4 για τη μορφή δικτύων που εξετάσαμε και νωρίτερα, δηλαδή cascade-forward δίκτυα που εκπαιδεύονται με τον αλγόριθμο trainscg και έχουν δυο στρώματα κρυμμένων νευρώνων. Από τα δίκτυα αυτά το 12-50-30-7 δείχνει να είναι το καλύτερο αφού έμαθε 244 από τα 250 παραδείγματα εκπαίδευσης (97,6% επιτυχία) και απάντησε σωστά σε 23 από τα 30 παραδείγματα δοκιμής (76,6% επιτυχία) με την εκπαίδευση του να διαρκεί 102,6 λεπτά (έπιασε το στόχο στις 60.282 εποχές). Μάλιστα στα 16 από τα 23 σωστά παραδείγματα δοκιμής το δίκτυο έδωσε και τις 7 εξόδους με μέγιστη απόκλιση 1, ενώ στα υπόλοιπα 7 έδωσε τις 6 από τις 7 εξόδους σωστές. Σε ένα σύνολο παρόμοιων αρχείων θα βασιστούμε στη συνέχεια για να επιλέξουμε το βέλτιστο δίκτυο, αλλά και για να συγκρίνουμε τους διάφορους αλγορίθμους εκπαίδευσης. Πρέπει 

	Cascade-Forward δίκτυο, αλγόριθμος εκπαίδευσης:trainscg, 2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:tansig, στρώμα εξόδου:purelin
	   Το 12-30-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[11,4,0,0,0,0,0][MSE=2.713129e-002/5.000000e-006, Epochs Reached=100000/100000,Training Time=97.15 min]


	   Το 12-30-20-7 έμαθε 1 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 1 άγνωστα[6,7,5,4,3,1,0][MSE=2.073276e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=115.69 min]


	   Το 12-30-30-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα [4,0,0,3,5,8,10][MSE=4.999975e-006/5.000000e-006, Epochs Reached=85017/100000,Training Time=111.80 min]


	   Το 12-30-40-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[2,2,0,2,2,11,11][MSE=4.999992e-006/5.000000e-006, Epochs Reached=44989/100000,Training Time=64.42 min]


	   Το 12-30-50-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[2,1,0,3,3,6,15][MSE=4.999919e-006/5.000000e-006, Epochs Reached=38912/100000,Training Time=61.95 min]


	   Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[16,6,0,0,0,0,0][MSE=7.760868e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=117.32 min]


	   Το 12-40-20-7 έμαθε 190 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 15 άγνωστα[1,1,1,3,3,8,7][MSE=9.620884e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=133.70 min]


	   Το 12-40-30-7 έμαθε 231 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα [3,1,0,2,6,8,9][MSE=5.422597e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=154.53 min]


	   Το 12-40-40-7 έμαθε 232 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα [1,5,1,2,3,6,12][MSE=4.999974e-006/5.000000e-006, Epochs Reached=30923/100000,Training Time=43.27 min]


	   Το 12-40-50-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[0,3,1,2,3,8,13][MSE=4.999942e-006/5.000000e-006, Epochs Reached=38422/100000,Training Time=67.23 min]


	   Το 12-40-60-7 έμαθε 238 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[2,0,1,3,6,6,12][MSE=4.999925e-006/5.000000e-006, Epochs Reached=18316/100000,Training Time=37.94 min]


	   Το 12-40-70-7 έμαθε 227 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[2,2,2,1,6,6,11][MSE=4.999388e-006/5.000000e-006, Epochs Reached=10157/100000,Training Time=23.27 min]


	   Το 12-50-10-7 έμαθε 7 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 4 άγνωστα[2,7,3,8,4,3,1][MSE=4.126498e-004/5.000000e-006, Epochs Reached=100000/100000,Training Time=133.95 min]


	   Το 12-50-20-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[1,3,0,2,3,5,16][MSE=6.088514e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=155.30 min]


	   Το 12-50-30-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 23 άγνωστα [1,3,0,1,2,7,16][MSE=4.999990e-006/5.000000e-006, Epochs Reached=60282/100000,Training Time=102.60 min]


	   Το 12-50-40-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα [1,3,0,1,3,9,13][MSE=4.999970e-006/5.000000e-006, Epochs Reached=21546/100000,Training Time=40.45 min]


	   Το 12-50-50-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα [2,1,1,1,6,7,12][MSE=4.999216e-006/5.000000e-006, Epochs Reached=11712/100000,Training Time=24.61 min]


	   Το 12-50-60-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[1,2,1,2,3,6,15][MSE=4.999757e-006/5.000000e-006, Epochs Reached=13558/100000,Training Time=30.17 min]


	   Το 12-50-70-7 έμαθε 235 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[0,2,1,2,5,11,9][MSE=4.999955e-006/5.000000e-006, Epochs Reached=11097/100000,Training Time=27.43 min]


	   Το 12-50-80-7 έμαθε 232 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[0,3,1,1,7,4,14][MSE=4.999650e-006/5.000000e-006, Epochs Reached=13264/100000,Training Time=35.09 min]


	Πίνακας 6.4

Συγκεντρωτικά αποτελέσματα από την εκτέλεση του προγράμματος.


πάντως να τονιστεί πως στην περίπτωση που ενδιαφέρει μόνο η εύρεση ενός καλού δικτύου θα πρέπει ο χρήστης να περιορίσει τον αριθμό των εκδοχών που δοκιμάζονται, είτε επιλέγοντας ένα-δυο αλγόριθμους εκπαίδευσης που από θεωρητικής απόψεως αναμένεται να δώσουν καλά αποτελέσματα και δοκιμάζοντας μόνο αυτούς, είτε περιορίζοντας τα άνω και κάτω όρια των for loops, είτε περιορίζοντας κάποιον άλλον από τους παράγοντες που πρέπει να καθοριστούν. Το να δοκιμαστούν όλοι οι διαφορετικοί συνδυασμοί και άρα πολύ μεγάλος αριθμός δικτύων είναι εντελώς αντιαποδοτικό. Αρκεί μια γρήγορη ματιά στον Πίνακα 6.4 για να μας πείσει. Η εκπαίδευση 20 διαφορετικών δικτύων διήρκεσε κάτι παραπάνω από 26 ώρες.

6.6 ΠΑΡΟΥΣΙΑΣΗ ΤΟΥ nntool ΚΑΙ ΕΠΙΛΟΓΗ ΤΟΥ ΒΕΛΤΙΣΤΟΥ ΝΕΥΡΩΝΙΚΟΥ ΔΙΚΤΥΟΥ

Δημιουργήσαμε λοιπόν πολλά txt αρχεία σαν και αυτό που δώσαμε στον Πίνακα 6.4, δοκιμάζοντας διάφορους τύπους πολυστρωματικών perceptrons, αλλά και αλγόριθμων εκπαίδευσης. Σε αυτά τα αρχεία βασιστήκαμε, ώστε να επιλέξουμε το βέλτιστο δίκτυο για το πρόβλημα που μας απασχολεί, δηλαδή το χρονοπρογραμματισμό εργασιών μεγέθους 6x6. Με τον όρο «βέλτιστο» εννοούμε αφενός αυτό που θα μάθει τα περισσότερα παραδείγματα εκπαίδευσης και θα απαντήσει σωστά στα περισσότερα παραδείγματα δοκιμής και αφετέρου αυτό του οποίου η εκπαίδευση θα ολοκληρωθεί μέσα σε ένα λογικό χρονικό διάστημα, ώστε η προσέγγιση που θα προτείνουμε να είναι περισσότερο ελκυστική και άμεσα εφαρμόσιμη. Στην ενότητα αυτή θα παρουσιάσουμε το βέλτιστο από τα feed-forward και το βέλτιστο από τα cascade-forward δίκτυα και από αυτά θα διαλέξουμε εν τέλει το καλύτερο. Η παρουσίαση τους θα γίνει ταυτόχρονα με την παρουσίαση ενός πολύ χρήσιμου εργαλείου που προσφέρει η MATLAB, του nntool, το οποίο βοηθά πολύ τον απλό χρήστη καθώς δεν είναι υποχρεωμένος να γράψει κώδικα προκειμένου να χειριστεί ένα νευρωνικό δίκτυο.

Το nntool, είναι ένα graphical user interface δημιουργίας, εκπαίδευσης και γενικότερα χειρισμού νευρωνικών δικτύων. Είναι σχεδιασμένο ώστε να είναι φιλικό και εύκολο στη χρήση και μπορούμε να το καλέσουμε από το command line της MATLAB γράφοντας απλά το όνομά του. Θα δείξουμε αναλυτικά τον τρόπο χρήσης του, δημιουργώντας και εκπαιδεύοντας το βέλτιστο feed-forward δίκτυο στο οποίο καταλήξαμε και είναι ένα δίκτυο με 12 εισόδους, 2 κρυμμένα στρώματα με 30 νευρώνες στο πρώτο και 50 νευρώνες στο δεύτερο, και 7 εξόδους. Η συνάρτηση ενεργοποίησης για τους κρυμμένους νευρώνες είναι η tansig, ενώ για τους νευρώνες εξόδου η purelin. Ο αλγόριθμος εκπαίδευσης που χρησιμοποιήθηκε είναι ο Fletcher-Powell Conjugate Gradient αλγόριθμος (traincgf). 

Καλούμε το nntool και εμφανίζεται το αρχικό του παράθυρο που είναι αυτό που φαίνεται στο Σχήμα 6.4. Υποθέτουμε ότι έχουμε δημιουργήσει ήδη τα παραδείγματα εκπαίδευσης με τον τρόπο που αναφέρθηκε στην αρχή του κεφαλαίου και ότι τα έχουμε κωδικοποιήσει, οπότε προχωράμε στην εισαγωγή τους από το command line της MATLAB στο nntool. Έστω ότι οι είσοδοι των παραδειγμάτων αυτών βρίσκονται στον πίνακα P_enc, και οι στόχοι στον πίνακα T_enc. Πατάμε το πλήκτρο ‘Import’ και εμφανίζεται το παράθυρο του Σχήματος 6.5. Επιλέγουμε το όνομα της μεταβλητής που θέλουμε να εισάγουμε και το τι θέλουμε η μεταβλητή αυτή να αντιπροσωπεύει. Παραδείγματος χάριν, επιλέγουμε τον πίνακα P_enc, καθορίζουμε ότι θέλουμε να αντιπροσωπεύει τις εισόδους του δικτύου και πατάμε ‘Import’ (βλ. σχήμα). Ανάλογες ενέργειες κάνουμε και για τον πίνακα στόχων T_enc. Το αρχικό παράθυρο του nntool, θα πάρει τη μορφή του Σχήματος 6.6, στο οποίο βλέπουμε τους πίνακες P_enc και T_enc να έχουν εισαχθεί στα κατάλληλα πεδία.
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Σχήμα 6.4

Το αρχικό παράθυρο του nntool.
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Σχήμα 6.5

Εισαγωγή δεδομένων από το command line.
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Σχήμα 6.6

Το αρχικό παράθυρο του nntool, αφού εισαχθούν τα παραδείγματα εκπαίδευσης.

Το επόμενο βήμα είναι η δημιουργία του αντικειμένου του νευρωνικού δικτύου. Πατάμε λοιπόν το πλήκτρο ‘New Network…’ και εμφανίζεται το παράθυρο ‘Create New Network’ (Σχήμα 6.7) το οποίο προσφέρει μια πληθώρα επιλογών για όλες τις παραμέτρους που αφορούν τους διάφορους τύπους νευρωνικών που υλοποιούνται στην MATLAB. Δίνουμε αρχικά όποιο όνομα επιθυμούμε στο δίκτυο και στη συνέχεια επιλέγουμε ένα-ένα τα στοιχεία από τα οποία θέλουμε να αποτελείται. Πιο συγκεκριμένα, αρχίζουμε καθορίζοντας τον τύπο του δικτύου (Feed-forward backprop) και στη συνέχεια κάνουμε τις επιλογές μας σε όλα τα υπόλοιπα πεδία. Δηλαδή το όνομα του πίνακα με τις εισόδους των παραδειγμάτων εκπαίδευσης, από τον οποίο καθορίζεται το πεδίο τιμών κάθε εισόδου (P_enc), τον αλγόριθμο εκπαίδευσης (TRAINCGF), το κριτήριο απόδοσης (Mean Square Error, MSE), τον αριθμό των στρωμάτων του δικτύου (3, αφού μαζί με τα δυο κρυμμένα στρώματα υπολογίζεται και το στρώμα εξόδου) και τέλος για καθένα από αυτά τα στρώματα τον αριθμό των νευρώνων και τη συνάρτηση ενεργοποίησης (30 και tansig για το πρώτο κρυμμένο, 50 και tansig για το δεύτερο, 7 και purelin για το στρώμα εξόδου). Όλες αυτές οι επιλογές φαίνονται επίσης στο Σχήμα 6.7, στο οποίο το μόνο που μένει είναι να πατήσουμε το πλήκτρο ‘Create’ ώστε να δημιουργηθεί το αντικείμενο του δικτύου.
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Σχήμα 6.7

Το παράθυρο δημιουργίας νέου δικτύου.
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Σχήμα 6.8

Η νέα μορφή του αρχικού παραθύρου του nntool και το διάγραμμα του δικτύου.

Η μορφή που έχει τώρα πάρει το αρχικό παράθυρο του nntool φαίνεται στο Σχήμα 6.8, με το δίκτυο “FF_JOB_SHOP” να έχει εισαχθεί στο πεδίο ‘Networks’. Στο ίδιο σχήμα φαίνεται επίσης το διάγραμμα του δικτύου που τελικώς δημιουργήσαμε και το οποίο μπορούμε να το δούμε πατώντας το πλήκτρο ‘View’. Στην ενότητα 4.6.1 έχει ήδη αναλυθεί η αναπαράσταση που χρησιμοποιείται στα διαγράμματα αυτά.


Αυτό που τώρα μένει είναι φυσικά η εκπαίδευση του δικτύου. Στο αρχικό παράθυρο του nntool επιλέγουμε το δίκτυο που μας ενδιαφέρει και πατάμε το πλήκτρο ‘Train’. Εμφανίζεται το παράθυρο που φαίνεται στο Σχήμα 6.9 με τα δεδομένα που αφορούν την εκπαίδευση του δικτύου. Οι καρτέλες αυτού του παραθύρου που μας αφορούν είναι η ‘Training Info’ και η ‘Training Parameters’. Στην πρώτη (Σχήμα 6.9 α) πρέπει να δώσουμε τα ονόματα των πινάκων με τις εισόδους και τους στόχους, καθώς και τα ονόματα των πινάκων στους οποίους θέλουμε να αποθηκευτούν τα αποτελέσματα και τα σφάλματα της εκπαίδευσης. Στη δεύτερη (Σχήμα 6.9 β), η οποία διαφέρει ανάλογα με τον αλγόριθμο εκπαίδευσης που έχουμε επιλέξει, πρέπει να δώσουμε τιμές στις διάφορες παραμέτρους του αλγορίθμου ή αν επιθυμούμε να τις αφήσουμε στις default τιμές τους.


Στη δεύτερη καρτέλα, στην οποία πρέπει να επικεντρωθούμε, φαίνονται οι επιλογές που κάναμε για τις παραμέτρους του αλγορίθμου traincgf. Η παράμετρος ‘epochs’ αφορά τις εποχές στις οποίες θα τερματίζεται η εκπαίδευση στην περίπτωση που δεν έχει επιτευχθεί ο στόχος και της δίνουμε την τιμή 100000. Ο στόχος καθορίζουμε να είναι 5e-006 (παράμετρος ‘goal’), ενώ η πρόοδος της εκπαίδευσης καθορίζουμε να φαίνεται κάθε 100 εποχές (παράμετρος ‘show’). Η παράμετρος ‘time’ είναι ο χρόνος ύστερα από τον οποίο θέλουμε να σταματά η εκπαίδευση αν δεν συγκλίνει το δίκτυο και την αφήνουμε στην default τιμή της που είναι το άπειρο (να μη διακόπτεται). Στην default τιμή της αφήνουμε και την παράμετρο ‘min_grad’ που είναι η ελάχιστη τιμή της παραγώγου την οποία αν το δίκτυο πιάσει αποτυγχάνει και σταματά την εκπαίδευση. Από τις υπόλοιπες παραμέτρους αυτή που κυρίως μας ενδιαφέρει είναι η ‘searchFcn’ στην οποία πρέπει να δώσουμε το όνομα της line search ρουτίνας που θέλουμε να χρησιμοποιήσουμε. Καθ’ όλη τη διάρκεια αυτής της εργασίας, όπου χρειάζεται να καθοριστεί line search ρουτίνα, χρησιμοποιούμε την Hybrid Bisection-Cubic Search (srchhyb), η οποία για το πρόβλημα που μας αφορά έδειξε να είναι η ταχύτερη. Τέλος, οι παράμετροι των δυο τελευταίων στηλών αφορούν την srchhyb και προτείνεται να μην μεταβάλλονται, αφού από πίσω τους κρύβεται ένα πολύπλοκο μαθηματικό υπόβαθρο και το να καθορίσουμε κάποιες καλύτερες τιμές είναι εξαιρετικά δύσκολη διαδικασία.   

Το μόνο που μένει τώρα είναι να πατήσουμε το πλήκτρο ‘Train Network’ και η εκπαίδευση να ξεκινήσει. Τρεις φάσεις του γραφήματος που μας δείχνει την πρόοδο της εκπαίδευσης καθώς και κάποια επιπλέον στοιχεία για το συγκεκριμένο δίκτυο παρουσιάζονται για εξοικονόμηση χώρου στο Παράρτημα Γ. Εδώ μένει να αναφερθεί πως από τη στιγμή που θα ολοκληρωθεί η εκπαίδευση το δίκτυο μπορεί να αποθηκευτεί (πλήκτρο ‘Export’ και αποθήκευση του αντικειμένου του δικτύου) και έτσι να χρησιμοποιείται κάθε φορά που θέλουμε να πάρουμε την απάντηση του σε άγνωστα δεδομένα. Κάνουμε λοιπόν πριν κλείσουμε την παρουσίαση του nntool μια σύντομη επίδειξη και αυτής της διαδικασίας.


Θεωρούμε ότι οι είσοδοι των άγνωστων παραδειγμάτων των οποίων την έξοδο θέλουμε να μάθουμε βρίσκονται κωδικοποιημένες στον πίνακα new_Inputs (ο οποίος βέβαια μπορεί να είναι και πίνακας στήλη στην περίπτωση ενός μόνο παραδείγματος). Εισάγουμε αυτό τον πίνακα στο αρχικό παράθυρο του nntool και πατάμε το πλήκτρο ‘Simulate’. Στην καρτέλα που εμφανίζεται (Σχήμα 6.10) δίνουμε το όνομα του πίνακα των εισόδων και πατάμε το πλήκτρο ‘Simulate Network’. Οι απαντήσεις του δικτύου προκύπτουν μετά από κλάσματα δευτερολέπτων και μπορούν να εξαχθούν στο command line της MATLAB ώστε να επεξεργαστούν περαιτέρω (π.χ. να αποκωδικοποιηθούν).
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Σχήμα 6.9

Παράθυρα καθορισμού μεταβλητών και παραμέτρων εκπαίδευσης για το

feed-forward δίκτυο με αλγόριθμο εκπαίδευσης τον traincgf.
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Σχήμα 6.10

Προσομοίωση σε άγνωστα δεδομένα.
Την ίδια ακριβώς διαδικασία με αυτή που μόλις παρουσιάσαμε θα ακολουθήσουμε και στην περίπτωση εκπαίδευσης του βέλτιστου cascade-forward δικτύου. Δεν χρειάζεται λοιπόν να την παρουσιάσουμε βήμα-βήμα. Αρκεί να αναφέρουμε ότι το δίκτυο αυτό είναι και πάλι ένα δίκτυο με δυο κρυμμένα στρώματα, όπου τώρα το πρώτο κρυμμένο στρώμα έχει 50 νευρώνες και το δεύτερο 30. Οι είσοδοι είναι φυσικά 12 και οι έξοδοι 7. Η συνάρτηση ενεργοποίησης για τα κρυμμένα στρώματα είναι η tansig και για το στρώμα εξόδου η purelin. Ο αλγόριθμος εκπαίδευσης που χρησιμοποιήθηκε για αυτό το δίκτυο ήταν ο Scaled Conjugate Gradient (trainscg). Δυστυχώς η MATLAB δεν μας δίνει διάγραμμα για το δίκτυο αυτό, οπότε περιοριζόμαστε στο να παρουσιάσουμε το παράθυρο με την επιλογή των παραμέτρων του αλγόριθμου αυτού (Σχήμα 6.11).
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Σχήμα 6.11

Επιλογή παραμέτρων για το cascade-forward δίκτυο 

με αλγόριθμο εκπαίδευσης τον trainscg.

Οι πρώτες έξι παράμετροι είναι ακριβώς ίδιες με αυτές που παρουσιάσαμε για τον traincgf αλγόριθμο και τους δίνουμε ακριβώς τις ίδιες τιμές. Ο trainscg, αν και ανήκει στους conjugate gradient αλγόριθμους, δεν χρησιμοποιεί line search ρουτίνα και άρα οι μόνες παράμετροι των οποίων την τιμή μένει να καθορίσουμε είναι οι ‘sigma’ και ‘lamda’.  Η ‘sigma’ προσδιορίζει την αλλαγή στα βάρη κατά την προσέγγιση της δεύτερης παραγώγου, ενώ η ‘lamda’ είναι μια παράγωγος που ρυθμίζει την αοριστία του πίνακα Hessian. Αυξάνοντας την τιμή αυτών των παραμέτρων ο αλγόριθμος συγκλίνει στο στόχο γρηγορότερα. Επειδή όμως, ύστερα από κάποιες δοκιμές, είδαμε ότι ο χρόνος εκπαίδευσης με χρήση αυτού του αλγόριθμου κυμαίνεται σε πολύ λογικά πλαίσια (ειδικότερα αν τον συγκρίνουμε με το χρόνο που χρειάζονται οι υπόλοιποι αλγόριθμοι), δεν κρίναμε απαραίτητη την αλλαγή των default τιμών τους.


Από τα δυο νευρωνικά δίκτυα στα οποία αναφερθήκαμε, μένει πλέον μόνο να επιλέξουμε το καλύτερο. Υπενθυμίζουμε ότι το δίκτυο θεωρείται ότι έμαθε ένα παράδειγμα εκπαίδευσης όταν και οι 7 έξοδοι για το παράδειγμα αυτό έχουν μέγιστη απόκλιση από το στόχο 0.5, ενώ για να θεωρηθεί ότι απάντησε σωστά σε ένα παράδειγμα δοκιμής πρέπει τουλάχιστον 6 από τις 7 εξόδους να έχουν μέγιστη απόκλιση από το στόχο 1. Για να φανούν οι πραγματικές δυνατότητες των δικτύων αυτών όμως, στην σύγκριση που ακολουθεί θα λάβουμε υπόψη μας και τον αριθμό των παραδειγμάτων δοκιμής στα οποία το δίκτυο κατάφερε να απαντήσει ολόσωστα (και τις 7 εξόδους σωστές).


Έτσι το feed-forward δίκτυο 12-30-50-7 που εκπαιδεύσαμε με τον traincgf έμαθε 242 από τα 250  παραδείγματα εκπαίδευσης σωστά και απάντησε σωστά σε 23 από τα 30 παραδείγματα δοκιμής, με τα 15 από αυτά να έχουν και τις 7 εξόδους σωστές. Η διάρκεια της εκπαίδευσης ήταν 116.67 λεπτά. Από την άλλη, το cascade-forward δίκτυο 12-50-30-7 που εκπαιδεύσαμε με τον trainscg έμαθε 244 από τα 250 παραδείγματα εκπαίδευσης και 23 από τα 30 παραδείγματα δοκιμής. Στα 16 από τα 23 παραδείγματα δοκιμής έδωσε και τις 7 εξόδους τους εντός της αποδεκτής απόκλισης. Η διάρκεια της εκπαίδευσης ήταν για αυτό το δίκτυο 102.6 λεπτά.


Τα στοιχεία αυτά, υπό τη μορφή ποσοστών συγκεντρώνονται στον Πίνακα 6.5 της επόμενης σελίδας, με τη βοήθεια του οποίου καταλήγουμε στο βέλτιστο δίκτυο που είναι το cascade-forward δίκτυο, καθώς και ελαφρώς αποτελεσματικότερο είναι, και λιγότερος χρόνος απαιτείται για την εκπαίδευσή του. Παρόλα αυτά, βλέπουμε πως ακόμα και τα αποτελέσματα του βέλτιστου δικτύου δεν μπορούν να θεωρηθούν ιδιαιτέρως ικανοποιητικά. Το δίκτυο είναι σε θέση να δώσει προσεγγίσεις των βέλτιστων λύσεων για άγνωστα παραδείγματα, που δεν διαφέρουν περισσότερο από 20 με 25% από τα παραδείγματα εκπαίδευσης, με τα ποσοστά επιτυχίας του ακόμα και σε αυτά να είναι μετριότατα. Καταλαβαίνουμε λοιπόν, πως αν και τα back-error propagation δίκτυα είναι μια πολύ ενδιαφέρουσα και ελπιδοφόρα προσέγγιση για τη λύση του προβλήματος του χρονικού προγραμματισμού, δεν μπορούν από μόνα τους (και με τα μέχρι σήμερα δεδομένα) να αποτελέσουν ανταγωνιστική προσέγγιση λύσης. Τα συμπεράσματα αυτά όμως, μπορούν να αλλάξουν θεαματικά προς το καλύτερο, αν τα νευρωνικά συνδυαστούν με κάποια άλλη μέθοδο που θα αναλαμβάνει την βελτιστοποίηση των αποτελεσμάτων. Ένα τέτοιο υβριδικό μοντέλο προτείνουμε και εμείς και το υλοποιούμε στο επόμενο κεφάλαιο. Η μέθοδος που θα αναλαμβάνει την βελτιστοποίηση είναι ο Λογικός Προγραμματισμός με Διατύπωση Περιορισμών, και τα αποτελέσματα του βέλτιστου δικτύου τα χρησιμοποιούμε ώστε να δημιουργήσουμε κάποιους επιπλέον περιορισμούς (πέρα από τους κλασσικούς περιορισμούς προτεραιότητας και διάζευξης) με τη βοήθεια των οποίων θα μειώσουμε ακόμα περισσότερο το μέγεθος του δέντρου αναζήτησης της λύσης, και άρα το χρονικό διάστημα που απαιτείται για την εύρεσή της. Περισσότερα όμως αφήνονται να ειπωθούν στο επόμενο κεφάλαιο.

	ΤΥΠΟΣ ΔΙΚΤΥΟΥ
	Feed-Forward Backpropagation

Μέγεθος: 12-30-50-7, 

Αλγόριθμος: traincgf
	Cascade-Forward Backpropagation

Μέγεθος: 12-50-30-7,

Αλγόριθμος: trainscg

	Διάρκεια Εκπαίδευσης
	116,67 λεπτά
	102,6 λεπτά

	Ποσοστό Επιτυχίας στα Παραδείγματα Εκπαίδευσης
	96,8 %
	97,6 %

	Ποσοστό Επιτυχίας στα Παραδείγματα Δοκιμής

(6 ή 7 έξοδοι σωστές)
	76,67 %
	76,67 %

	Ποσοστό Επιτυχίας στα Παραδείγματα Δοκιμής

(και οι 7 έξοδοι σωστές)
	50 %
	53,3 %


Πίνακας 6.5

Το βέλτιστο feed-forward και το βέλτιστο cascade-forward δίκτυο.

6.7 ΣΥΓΚΡΙΣΗ ΤΩΝ ΑΛΓΟΡΙΘΜΩΝ ΕΚΠΑΙΔΕΥΣΗΣ

Κλείνοντας αυτό το κεφάλαιο, επιχειρούμε μια σύγκριση των παραλλαγών του βασικού αλγόριθμου ανάστροφης διάδοσης σφάλματος που προσφέρει η MATLAB. Για την πραγματοποίηση της βασιζόμαστε σε txt αρχεία παρόμοια με αυτό που παρουσιάσαμε στον Πίνακα 6.4, τα οποία δημιουργούμε με τη βοήθεια του κώδικα της σχετικής ενότητας. Θα μας απασχολήσει κυρίως ο χρόνος εκπαίδευσης των δικτύων, το κατά πόσο συγκλίνουν στο στόχο, και το πόσα παραδείγματα εκπαίδευσης και δοκιμής είναι ικανό το δίκτυο να μάθει σε κάθε περίπτωση. Για να είναι δικαιότερη η σύγκριση κρατάμε τις default τιμές των παραμέτρων κάθε αλγόριθμου, αν και ο χρήστης είναι καλό, σε περίπτωση που δεν τον ενδιαφέρει η σύγκριση αλγορίθμων αλλά απλά η εκπαίδευση ενός δικτύου που να λύνει το πρόβλημά του, να τις αλλάζει πειραματιζόμενος, ώστε να επιτύχει γρηγορότερη σύγκλιση.

Αναφέρουμε, για μια ακόμη φορά, πως οι συναρτήσεις traingd και traingdm υλοποιούν το βασικό αλγόριθμο ανάστροφης διάδοσης και δεν έχουν κάτι ιδιαίτερο να προσφέρουν. Η MATLAB συνιστά να χρησιμοποιείται κάποια παραλλαγή αυτών, εκτός και αν θέλουμε να εκπαιδεύσουμε το δίκτυο ανά πρότυπο (incremental training). Με τους αλγόριθμους αυτούς δεν θα ασχοληθούμε λοιπόν καθόλου.


Επίσης, δεν θα ασχοληθούμε με τους αλγόριθμους trainlm και trainbfg, των οποίων οι απαιτήσεις σε μνήμη και χρόνο ήταν τεράστιες. Ενδεικτικά αναφέρουμε ότι εκπαιδεύσαμε ένα feed-forward δίκτυο, ενός κρυμμένου στρώματος 80 νευρώνων, για 1000 εποχές, και ο μεν trainlm χρειάστηκε 348.13 λεπτά, ο δε trainbfg 94.04 λεπτά, χωρίς βέβαια κανένας από τους δύο να πιάσει το στόχο. Η πλήρης εκπαίδευση ενός δικτύου, του μεγέθους στο οποίο αναμένεται να κινηθούμε, με χρήση αυτών θα διαρκούσε λοιπόν πολλές ώρες και γι’ αυτό αποφεύχθηκε. Η ίδια η MATLAB άλλωστε, συνιστά οι αλγόριθμοι αυτοί να χρησιμοποιούνται σε περιπτώσεις μικρού ή μεσαίου μεγέθους δικτύων (μέχρι μερικές εκατοντάδες βαρών και πολώσεων). 


Ξεκινάμε λοιπόν δίνοντας στον Πίνακα 6.6 τους αλγόριθμους τους οποίους δοκιμάσαμε, ενώ παραπέμπουμε τον αναγνώστη στην Ενότητα 4.6.3 στην οποία κάναμε μια σύντομη θεωρητική προσέγγιση των χαρακτηριστικών τους, τα περισσότερα από τα οποία θα επιβεβαιωθούν εδώ στην πράξη.

	TRAINRP
	Resilient Backpropagation

	TRAINSCG
	Scaled Conjugate Gradient

	TRAINCGB
	Conjugate Gradient with Powell/Beale Restarts

	TRAINCGF
	Fletcher-Powell Conjugate Gradient

	TRAINCGP
	Polak-Ribiére Conjugate Gradient

	TRAINOSS
	One-Step Secant

	TRAINGDX
	Variable Learning Rate Backpropagation


Πίνακας 6.6

Οι αλγόριθμοι εκπαίδευσης την απόδοση των οποίων θα συγκρίνουμε.

Δοκιμάσαμε αρχικά δίκτυα ενός κρυμμένου στρώματος και με τη βοήθεια του κώδικα της Ενότητας 6.4 (ελαφρώς τροποποιημένου) κρατήσαμε κάποια συγκριτικά στοιχεία. Η πλειοψηφία των αλγορίθμων, για δίκτυα αυτού του τύπου, συνέκλιναν μόνο αν ο αριθμός των κρυμμένων νευρώνων ξεπερνούσε τους 100 και αυτό μας οδήγησε στο να στραφούμε στην κομψότερη λύση των δυο κρυμμένων στρωμάτων. Υπήρχαν βέβαια και μια-δυο εξαιρέσεις, όπως το cascade-forward δίκτυο 95 κρυμμένων νευρώνων, με συνάρτηση ενεργοποίησης την tansig, το οποίο έπιασε το στόχο σε 161.9 λεπτά, έμαθε 240 παραδείγματα εκπαίδευσης και απάντησε σωστά σε 22 από τα 30 παραδείγματα δοκιμής (με την κατανομή στις κατηγορίες 6 και 7 να είναι 10 και 12 παραδείγματα αντίστοιχα).   
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Σχήμα 6.12

Μέσο τετραγωνικό σφάλμα συναρτήσει του χρόνου για το cascade-forward δίκτυο 12-40-40-7.
Για δίκτυα με δυο κρυμμένα στρώματα τα αποτελέσματα ήταν ικανοποιητικότερα και γι’ αυτό επικεντρωθήκαμε στην εξέταση τέτοιων περιπτώσεων. Στο Σχήμα 6.12 δίνουμε τη γραφική παράσταση του μέσου τετραγωνικού σφάλματος (M.S.E.) συναρτήσει του χρόνου εκπαίδευσης για το cascade-forward δίκτυο 12-40-40-7, με συνάρτηση ενεργοποίησης για τα κρυμμένα στρώματα την tansig. Το τέλος της σειράς δεδομένων κάθε αλγορίθμου, ισοδυναμεί με το τέλος της εκπαίδευσης, είτε επειδή ο στόχος επετεύχθη, είτε επειδή συμπληρώθηκαν 100.000 εποχές. Με τη βοήθεια αυτής της γραφικής παράστασης μπορούν να βγουν κάποια χρήσιμα συμπεράσματα.

Καταρχήν, παρατηρούμε ότι οι αλγόριθμοι traingdx και trainrp είναι οι πιο γρήγοροι (1123 και 975 εποχές / λεπτό αντίστοιχα) χωρίς όμως να πιάνουν το στόχο. Σταματούν σε πολύ υψηλά επίπεδα σφάλματος και έτσι δεν μπορούν να μάθουν περισσότερα από 10-20 παραδείγματα εκπαίδευσης (από το σύνολο των 250). Αυτή ακριβώς ήταν η συμπεριφορά τους και σε δίκτυα διαφορετικού μεγέθους, ακόμα και στην περίπτωση που προσπαθήσαμε να αλλάξουμε τις default τιμές των παραμέτρων τους. Κανένα δίκτυο με αλγόριθμο εκπαίδευσης τους traingdx ή trainrp δεν μπόρεσε να πιάσει το στόχο.     

Αντιθέτως οι conjugate gradient αλγόριθμοι (δηλ. οι traincgb, traincgf, traincgp και trainscg) και ο quasi-Newton αλγόριθμος trainoss, έδωσαν πολύ καλύτερα αποτελέσματα. Κοιτώντας το Σχήμα 6.12 παρατηρούμε πως όλοι οι αλγόριθμοι αργά ή γρήγορα καταφέρνουν να πιάσουν το στόχο. Ο γρηγορότερος από άποψη εποχών ανά λεπτό είναι ο trainoss, ο οποίος όμως συγκλίνει πιο αργά από όλους στο στόχο με αποτέλεσμα η εκπαίδευση να ολοκληρώνεται σε κάτι λιγότερο από 150 λεπτά. Επομένως αν κριτήριο για την επιλογή του καλύτερου αλγόριθμου, πέρα από τα παραδείγματα εκπαίδευσης και δοκιμής που μαθαίνει το δίκτυο, είναι ο χρόνος εκπαίδευσης, θα πρέπει να στραφούμε σε κάποιον από τους conjugate gradient αλγόριθμους. 


Από αυτούς, γρηγορότερα στο στόχο συγκλίνει ο trainscg, με τον αριθμό των εποχών ανά λεπτό όμως να είναι ο μεγαλύτερος (465). Η συμπεριφορά αυτή είναι αναμενόμενη και την είχαμε δικαιολογήσει θεωρητικά στο Κεφάλαιο 4. Ο trainscg δεν χρησιμοποιεί line-search routine, με αποτέλεσμα να χρειάζεται συνήθως περισσότερες επαναλήψεις από τους υπόλοιπους conjugate gradient αλγόριθμους, με τον αριθμό των υπολογισμών ανά επανάληψη (και άρα και τον χρόνο εκπαίδευσης) όμως να είναι πολύ μικρότερος. Πιο συγκεκριμένα, η εκπαίδευση με τον trainscg διαρκεί 43.27 λεπτά, ενώ με τους traincgb, traincgf και traincgp 85.78, 104.93 και 89.97 λεπτά αντίστοιχα. 


Τελειώνοντας λοιπόν με τα συμπεράσματα που εξαγάγουμε από το Σχήμα 6.12, και αδιαφορώντας προς το παρόν για τον αριθμό των παραδειγμάτων εκπαίδευσης και δοκιμής που με τον κάθε αλγόριθμο το δίκτυο έμαθε, μακράν ο προτιμότερος αλγόριθμος εκπαίδευσης αναδεικνύεται ο trainscg, με τους υπόλοιπους conjugate gradient (και κυρίως τον traincgb) να τον ακολουθούν. [Πρέπει να σημειωθεί πως για  τους αλγόριθμους που χρησιμοποιούν line-search ρουτίνα χρησιμοποιήθηκε η Hybrid Bisection-Cubic Search (srchhyb) η οποία έδειξε να είναι η γρηγορότερη για το πρόβλημα μας].


Για τους πέντε αλγόριθμους που μπόρεσαν να απεικονίσουν τη σχέση εισόδου-εξόδου του προβλήματος μας, συνεχίζουμε τη σύγκριση, με βάση τα στοιχεία των Πινάκων 6.7-6.11 και των Σχημάτων 6.13-6.16. Στους πίνακες και στα σχήματα αυτά δίνουμε τα συγκριτικά στοιχεία που προέκυψαν για cascade-forward δίκτυα, δυο κρυμμένων στρωμάτων. Οι νευρώνες στο πρώτο στρώμα κρατούνται σταθερά ίσοι με 40, ενώ στο δεύτερο ξεκινάμε από 10 και προσθέτουμε νευρώνες σταδιακά μέχρι να φτάσουμε τους 70. Με τον τρόπο αυτό επιχειρούμε πέρα από τη σύγκριση των αλγορίθμων, να δείξουμε το πώς μεταβάλλονται τα αποτελέσματα σε παρόμοιας διάταξης δίκτυα, ανάλογα με τον αριθμό των κρυμμένων νευρώνων που προσθέτουμε.


Στους Πίνακες 6.7-6.11 με πλάγιες διακεκομμένες γραμμές σημειώνονται τα κελιά που αναφέρονται σε δίκτυα που δεν έπιασαν το στόχο, όπως άλλωστε μπορεί να φανεί και από τον πρώτο πίνακα (αριθμός εποχών ίσος με 100000). Κάποια από αυτά τα δίκτυα δεν έδωσαν απαραιτήτως κακά αποτελέσματα και είναι αυτά τα οποία όταν συμπληρώθηκε ο μέγιστος αριθμός εποχών ήταν πολύ κοντά στην επίτευξη του στόχου. Παραδείγματος χάριν, το δίκτυο 12-40-30-7 με αλγόριθμο εκπαίδευσης τον trainscg, είχε μέσο τετραγωνικό σφάλμα ίσο με 5.422e-006 (≈5e-006) τη στιγμή που συμπληρώθηκαν οι 100000 εποχές, γεγονός που δικαιολογεί τα ιδιαιτέρως καλά αποτελέσματα που κατάφερε να δώσει.

	
	
	
	TRAINCGB
	TRAINCGF
	TRAINCGP
	TRAINSCG
	TRAINOSS

	12-40-
	10
	-7
	100000
	100000
	100000
	100000
	100000

	12-40-
	20
	-7
	100000
	92035
	100000
	100000
	100000

	12-40-
	30
	-7
	57529
	36820
	38204
	100000
	100000

	12-40-
	40
	-7
	25816
	31979
	26949
	30923
	77138

	12-40-
	50
	-7
	23089
	25069
	25552
	38422
	72567

	12-40-
	60
	-7
	17136
	19943
	22942
	18316
	70308

	12_40-
	70
	-7
	13756
	19318
	23680
	10157
	65038


Πίνακας 6.7

Εποχές στις οποίες τελείωσε η εκπαίδευση.
	
	
	
	TRAINCGB
	TRAINCGF
	TRAINCGP
	TRAINSCG
	TRAINOSS

	12-40-
	10
	-7
	209,85
	216,52
	240,9
	117,32
	125,62

	12-40-
	20
	-7
	259,14
	243,4
	252,12
	133,7
	157,26

	12-40-
	30
	-7
	170,04
	107,37
	117,6
	154,53
	179,28

	12-40-
	40
	-7
	85,78
	104,93
	89,97
	43,27
	148,04

	12-40-
	50
	-7
	86,22
	90,77
	96,09
	67,23
	135,24

	12-40-
	60
	-7
	67,36
	79,18
	90,02
	37,94
	127,49

	12-40-
	70
	-7
	58,2
	72,82
	103,89
	23,27
	118,68


Πίνακας 6.8

Χρόνος εκπαίδευσης (σε λεπτά).
	
	
	
	TRAINCGB
	TRAINCGF
	TRAINCGP
	TRAINSCG
	TRAINOSS

	12-40-
	10
	-7
	0
	0
	0
	0
	0

	12-40-
	20
	-7
	236
	242
	236
	190
	137

	12-40-
	30
	-7
	244
	238
	240
	231
	206

	12-40-
	40
	-7
	234
	242
	235
	232
	244

	12-40-
	50
	-7
	236
	237
	232
	240
	241

	12-40-
	60
	-7
	236
	226
	240
	238
	240

	12-40-
	70
	-7
	232
	224
	238
	227
	239


Πίνακας 6.9

Παραδείγματα εκπαίδευσης που έμαθε σωστά το δίκτυο.
	
	
	
	TRAINCGB
	TRAINCGF
	TRAINCGP
	TRAINSCG
	TRAINOSS

	12-40-
	10
	-7
	0
	0
	0
	0
	0

	12-40-
	20
	-7
	17
	19
	17
	15
	12

	12-40-
	30
	-7
	23
	21
	21
	17
	16

	12-40-
	40
	-7
	19
	22
	18
	18
	22

	12-40-
	50
	-7
	19
	20
	22
	21
	20

	12-40-
	60
	-7
	20
	19
	22
	18
	21

	12-40-
	70
	-7
	18
	17
	20
	17
	19


Πίνακας 6.10

Παραδείγματα δοκιμής στα οποία το δίκτυο απάντησε σωστά (με το bonus σωστή απάντηση να θεωρείται και αυτή που έχει 6 εξόδους σωστές).
	
	
	
	TRAINCGB
	TRAINCGF
	TRAINCGP
	TRAINSCG
	TRAINOSS

	12-40-
	10
	-7
	0
	0
	0
	0
	0

	12-40-
	20
	-7
	12
	9
	12
	7
	7

	12-40-
	30
	-7
	14
	11
	14
	9
	8

	12-40-
	40
	-7
	12
	15
	14
	12  
	14

	12-40-
	50
	-7
	12
	14
	10
	13
	11

	12-40-
	60
	-7
	11
	11
	12
	12
	12

	12-40-
	70
	-7
	11
	9
	11
	11
	11



Πίνακας 6.11

Παραδείγματα στα οποία το δίκτυο απάντησε εντελώς σωστά (και οι 7 έξοδοι σωστές).
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 Σχήμα 6.13

Χρόνος εκπαίδευσης σε συνάρτηση με τους νευρώνες που 

προσθέτουμε στο δεύτερο κρυμμένο στρώμα.
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Σχήμα 6.14

Παραδείγματα εκπαίδευσης που το δίκτυο έμαθε σωστά σε συνάρτηση.

με τους νευρώνες που προσθέτουμε στο δεύτερο κρυμμένο στρώμα.
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Σχήμα 6.15

Παραδείγματα δοκιμής στα οποία απάντησε σωστά σε συνάρτηση με τους νευρώνες που προσθέτουμε στο δεύτερο κρυμμένο στρώμα («σωστό» = 6 ή 7 έξοδοι σωστές).
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Σχήμα 6.16

Παραδείγματα δοκιμής στα οποία απάντησε σωστά σε συνάρτηση με τους νευρώνες που προσθέτουμε στο δεύτερο κρυμμένο στρώμα («σωστό» = και οι 7 έξοδοι σωστές).

Κοιτώντας το Σχήμα 6.13 που παριστάνει το χρόνο εκπαίδευσης σε συνάρτηση με τον αριθμό των νευρώνων στο δεύτερο κρυμμένο στρώμα, παρατηρούμε πως για τους περισσότερους αλγόριθμους ο χρόνος εκπαίδευσης ξεκινάει από μεγάλες τιμές, πιθανώς να αυξάνεται λίγο και στη συνέχεια αρχίζει να μειώνεται. Αυτό συμβαίνει διότι με 10 ή 20 νευρώνες στο δεύτερο στρώμα το δίκτυο δεν μπορεί να πιάσει το στόχο και έτσι συμπληρώνονται οι 100000 εποχές που έχουμε θέσει ως μέγιστο όριο. Από κάποιο σημείο και μετά όμως, το δίκτυο συγκλίνει και ο χρόνος μειώνεται. Η εξάρτηση του χρόνου εκπαίδευσης από τον αριθμό των κρυμμένων νευρώνων μπορεί να γίνει ευκολότερα αντιληπτή με τη βοήθεια ενός παραδείγματος.


Ο αλγόριθμος traincgb, με 10 και 20 νευρώνες στο δεύτερο κρυμμένο στρώμα δεν μπορεί να συγκλίνει στο στόχο. Έτσι οι 100000 εποχές συμπληρώνονται και ο χρόνος εκπαίδευσης είναι 209.85 και 259.14 λεπτά αντίστοιχα. Ο δεύτερος χρόνος είναι μεγαλύτερος λόγω της αυξημένης πολυπλοκότητας του δικτύου με τους 20 κρυμμένους νευρώνες στο δεύτερο στρώμα. Αν αυτούς τους νευρώνες τους αυξήσουμε σε 30, το δίκτυο συγκλίνει και μάλιστα σε 57529 εποχές με αποτέλεσμα η εκπαίδευση να διαρκεί τώρα περίπου 170 λεπτά. Όσο ο αριθμός των νευρώνων αυξάνει οι εποχές στις οποίες επιτυγχάνεται η σύγκλιση μειώνονται και άρα μειώνεται και ο χρόνος εκπαίδευσης. Αυτό δεν είναι απαραίτητα θετικό διότι υπάρχει ο κίνδυνος της υπερεκπαίδευσης. Υπερεκπαίδευση έχουμε σε περιπτώσεις δικτύων με μέγεθος μεγαλύτερο από αυτό που χρειάζεται, και το αποτέλεσμά της είναι το δίκτυο να μαθαίνει μόνο τα παραδείγματα εκπαίδευσης και να αδυνατεί να δώσει λογικές απαντήσεις σε άγνωστα παραδείγματα. Για αυτό το λόγο είναι απαραίτητο, περισσότερο από το χρόνο εκπαίδευσης να λαμβάνεται υπόψη ο αριθμός των παραδειγμάτων δοκιμής στα οποία το δίκτυο έδωσε ικανοποιητική απάντηση. 


Αυτή την εξάρτηση του αριθμού των παραδειγμάτων δοκιμής στα οποία το δίκτυο απαντάει σωστά και του αριθμού των κρυμμένων νευρώνων μπορούμε επίσης να την δούμε στα σχήματα και τους πίνακες που παραθέσαμε. Συνεχίζοντας την εξέταση του traincgb αλγόριθμου, βλέπουμε πως με 30 νευρώνες στο δεύτερο κρυμμένο στρώμα το δίκτυο δίνει τα καλύτερα αποτελέσματα (244 στα 250 παραδείγματα εκπαίδευσης και 23 στα 30 παραδείγματα δοκιμής με 14 από αυτά ολόσωστα) τα οποία χειροτερεύουν όσο ο αριθμός των νευρώνων αυξάνει πάνω από 30.


Παρόμοια συμπεράσματα μπορούν να εξαχθούν και για την περίπτωση που χρησιμοποιήσουμε κάποιον από τους υπόλοιπους αλγόριθμους εκπαίδευσης, με χαρακτηριστικότερες περιπτώσεις αυτές των traincgf και trainoss. Θα πρέπει πάντως να σημειωθεί πως κάθε φορά που δημιουργούμε ένα δίκτυο, η MATLAB αρχικοποιεί τα βάρη του κατά τυχαίο τρόπο, και έτσι αν δημιουργήσουμε δυο ίδια ακριβώς δίκτυα και τα εκπαιδεύσουμε με το ίδιο ακριβώς σετ παραδειγμάτων εκπαίδευσης τα αποτελέσματα που θα πάρουμε θα είναι ελαφρώς διαφορετικά. Για το λόγο αυτό η εξάρτηση νευρώνων και χρόνου εκπαίδευσης ή νευρώνων και σωστών παραδειγμάτων δοκιμής να μην είναι τόσο εμφανής στους Πίνακες 6.7-6.11 για τους αλγόριθμους traincgp και trainscg. Το πρόβλημα αυτό θα μπορούσε να είχε ξεπεραστεί αν είχαμε εξαρχής αρχικοποιήσει τα βάρη των δικτύων ίδιου μεγέθους, στις ίδιες τιμές. 


Κλείνουμε την ενότητα αυτή, αποδεικνύοντας και στην πράξη αυτό που σε θεωρητικό επίπεδο είχε αναφερθεί στην ενότητα 6.5, δηλαδή ότι συναρτήσεις ενεργοποίησης που παράγουν τόσο αρνητικές όσο και θετικές τιμές (π.χ. tansig), έχουν συνήθως σαν αποτέλεσμα τη γρηγορότερη εκπαίδευση του δικτύου σε σχέση με συναρτήσεις που παράγουν μόνο θετικές τιμές (π.χ. logsig). Βασιζόμαστε στα αποτελέσματα που πήραμε για 3 feed-forward δίκτυα διαφορετικού μεγέθους, με δυο κρυμμένα στρώματα, τα οποία εκπαιδεύσαμε μια φορά χρησιμοποιώντας την logsig σαν συνάρτηση ενεργοποίησης για τα κρυμμένα στρώματα και μια με συνάρτηση ενεργοποίησης την tansig. Σαν αλγόριθμος εκπαίδευσης χρησιμοποιήθηκε ο trainscg, ενώ ο αριθμός των νευρώνων του δεύτερου κρυμμένου στρώματος κρατήθηκε σταθερά ίσος με 40. Και τα 6 δίκτυα έπιασαν το στόχο, προϋπόθεση που θεωρήθηκε απαραίτητη ώστε να γίνει δίκαια σύγκριση.


Στο Σχήμα 6.17 δίνουμε τη γραφική παράσταση της διάρκειας εκπαίδευσης για τα 6 feed-forward δίκτυα, συναρτήσει του αριθμού νευρώνων στο πρώτο κρυμμένο στρώμα. Παρατηρούμε ότι πράγματι σε κάθε περίπτωση η διάρκεια της εκπαίδευσης του δικτύου που χρησιμοποιεί την tansig σαν συνάρτηση ενεργοποίησης, είναι μικρότερη από την διάρκεια εκπαίδευσης του αντίστοιχου δικτύου που χρησιμοποιεί την logsig.


[image: image98.wmf]0

30

60

90

120

150

40

50

60

Νευρώνες στο πρώτο κρυμμένο στρώμα

Διάρκεια εκπαίδευσης (λεπτά)

LOGSIG Transfer Function

TANSIG Transfer Function


Σχήμα 6.17

Διάρκεια εκπαίδευσης σε συνάρτηση με τον αριθμό νευρώνων στο πρώτο κρυμμένο στρώμα.


ΚΕΦΑΛΑΙΟ 7
7.1 ΕΙΣΑΓΩΓΗ

Στο κεφάλαιο αυτό παρουσιάζεται το δεύτερο τμήμα του υβριδικού μοντέλου χρονικού προγραμματισμού παραγωγής με χρήση νευρωνικών δικτύων και λογικού προγραμματισμού. Συγκεκριμένα, χρησιμοποιώντας τα αποτελέσματα που παίρνουμε από το πολυστρωματικό perceptron που επιλέχθηκε στο προηγούμενο κεφάλαιο, επιχειρούμε να μειώσουμε το μέγεθος του δέντρου αναζήτησης της βέλτιστης λύσης που κατασκευάζει δυναμικά ο Λογικός Προγραμματισμός με Διατύπωση Περιορισμών και επομένως να μειώσουμε το χρονικό διάστημα που απαιτείται για την εύρεση της λύσης αυτής. Ξεκινάμε παρουσιάζοντας τους στόχους και την φιλοσοφία του αλγόριθμου επίλυσης και συνεχίζουμε με την παρουσίαση και ανάλυσή του. Κλείνουμε με μια σύντομη αναφορά στο λογισμικό που χρησιμοποιήθηκε για την εκτέλεση του προγράμματος, δηλαδή της ECLiPSe 5.5 του πανεπιστημίου Imperial. 

7.2 Ο ΣΤΟΧΟΣ ΚΑΙ Η ΦΙΛΟΣΟΦΙΑ ΤΟΥ ΑΛΓΟΡΙΘΜΟΥ ΕΠΙΛΥΣΗΣ

Το πρόβλημα χρονικού προγραμματισμού παραγωγής μεγέθους 6x6, ως γνωστόν, αφορά τη χρονική τοποθέτηση 6 εργασιών, η κάθε μια εκ των οποίων συνίσταται από 6 επιμέρους διεργασίες, σε 6 μηχανές. Κάθε μια από τις 36 συνολικά διεργασίες έχει διαφορετική διάρκεια και είναι εκ των προτέρων προγραμματισμένο να υποστεί επεξεργασία σε μια συγκεκριμένη μηχανή (και μόνο σε αυτή). Επιπλέον, υπάρχουν περιορισμοί προτεραιότητας που καθορίζουν αυστηρά τη σειρά πραγματοποίησης των διεργασιών κάθε εργασίας.  


Επίλυση του προβλήματος καλείται η χρονική τοποθέτηση όλων των διεργασιών, με τρόπο τέτοιο ώστε αφενός να τηρούνται όλοι οι περιορισμοί και αφετέρου ο συνολικός απαιτούμενος χρόνος, προκειμένου για την πραγματοποίηση όλων των διεργασιών, να είναι ο ελάχιστος δυνατός.  


Όπως είδαμε και στο προηγούμενο κεφάλαιο, τα αποτελέσματα που δίνουν τα νευρωνικά δίκτυα στο πρόβλημα του χρονοπρογραμματισμού εργασιών δεν είναι τόσο καλά. Το συγκεκριμένο πρόβλημα ανήκει στην κλάση των NP-hard προβλημάτων και αυξανομένου του μεγέθους της εισόδου του αυξάνει η πολυπλοκότητα του, και μάλιστα εκθετικά. Αυτό έχει σαν αποτέλεσμα τα νευρωνικά δίκτυα να δυσκολεύονται να απεικονίσουν τη σχέση μεταξύ εισόδου και εξόδου. Μάλιστα προκειμένου να πάρουμε όσο το δυνατόν καλύτερα αποτελέσματα πρέπει να εκπαιδεύσουμε το δίκτυο με μεγάλο αριθμό παραδειγμάτων εκπαίδευσης που γενικά είναι δύσκολο να συγκεντρωθούν. Είδαμε πως για το 6x6 πρόβλημα που μας απασχόλησε, ακόμα και τα 250 παραδείγματα εκπαίδευσης που δημιουργήσαμε θεωρούνται λίγα, με αποτέλεσμα το δίκτυο να αδυνατεί να δώσει λογικές απαντήσεις σε άγνωστα παραδείγματα που διαφέρουν περισσότερο από 20% από τα παραδείγματα εκπαίδευσης. Είναι λοιπόν προφανές πως αν τα νευρωνικά δίκτυα χρησιμοποιηθούν σαν ένα πλήρες μοντέλο επίλυσης του χρονοπρογραμματισμού εργασιών δεν μπορούν να δώσουν ικανοποιητικές λύσεις, με αποτέλεσμα να θεωρούνται από τις λιγότερο ανταγωνιστικές προσεγγίσεις επίλυσης του προβλήματος αυτού. Τα αποτελέσματα όμως αλλάζουν θεαματικά προς το καλύτερο στην περίπτωση που τα νευρωνικά χρησιμοποιηθούν σε συνδυασμό με κάποια άλλη μέθοδο που θα αναλαμβάνει την βελτιστοποίηση των εξόδων τους. Η μέθοδος βελτιστοποίησης που εμείς επιλέξαμε είναι ο Λογικός Προγραμματισμός με Διατύπωση Περιορισμών.


Όπως αναφέρθηκε και στο Κεφάλαιο 5, ο Λογικός Προγραμματισμός με Διατύπωση Περιορισμών δίνει λύση στο πρόβλημα αποδοτικότητας του κλασσικού λογικού προγραμματισμού αντικαθιστώντας τη διαδικασία δοκιμής και σφάλματος (generate & test) και τη διαδικασία της ενοποίησης με μεθόδους χειρισμού και επίλυσης περιορισμών και τεχνικές συνέπειας. Έτσι επιτυγχάνεται η εκ των προτέρων μείωση του δέντρου αναζήτησης και αποφεύγεται ο εκ των υστέρων έλεγχος ισχύος του κλασσικού λογικού προγραμματισμού που έχει σαν αποτέλεσμα να δαπανάται πολύτιμος χρόνος σε κλαδιά του δέντρου που δεν περιέχουν λύσεις. Για συνδυαστικά προβλήματα όμως, όπως ο χρονοπρογραμματισμός εργασιών, και μάλιστα όσο το μέγεθος τους αυξάνει, το δέντρο αναζήτησης παραμένει μεγάλο και ο χρόνος που απαιτείται για την επίλυση τους μπορεί να είναι της τάξεως των ωρών. Η ιδέα λοιπόν στην οποία στηριχθήκαμε, προκειμένου να ξεπεράσουμε τη δυσκολία αυτή, είναι να χρησιμοποιήσουμε τα αποτελέσματα που μας δίνει το νευρωνικό δίκτυο για κάποιο άγνωστο παράδειγμα, ώστε να κατασκευάσουμε κάποιους επιπλέον περιορισμούς πέρα από τους κλασσικούς περιορισμούς προτεραιότητας και διάσπασης.   


Υπενθυμίζουμε ότι με βάση την αναπαράσταση των δεδομένων που επιλέχθηκε, για το 6x6 πρόβλημα, η έξοδος του νευρωνικού δικτύου αποτελείται από 7 στοιχεία, με τα έξι πρώτα να μας δείχνουν τη σειρά επεξεργασίας των εργασιών από κάθε μηχανή και το έβδομο τον εκτιμώμενο ελάχιστο χρόνο επεξεργασίας του προγράμματος (makespan). Θεωρούμε ότι ακόμα και στην περίπτωση που το δίκτυο αδυνατεί να δώσει ακριβή αποτελέσματα για το υπό εξέταση παράδειγμα, δεν θα δυσκολευτεί να δώσει σωστά τις δυο πρώτες εργασίες για κάθε μηχανή και μια κατά προσέγγιση σωστή τιμή για το makespan, εφόσον βέβαια το παράδειγμα αυτό δεν διαφέρει πολύ από τα παραδείγματα εκπαίδευσης. Τη θεώρηση αυτή μας επέτρεψε να την κάνουμε το γεγονός ότι το δίκτυο αντιμετωπίζει τόσο τις εισόδους, όσο και τις εξόδους του σαν αριθμητικά στοιχεία και προσπαθεί να απεικονίσει τη μεταξύ τους σχέση. Έτσι, μια από τις εξόδους που αφορά την αλληλουχία εργασιών σε κάποια μηχανή, για το νευρωνικό δίκτυο δεν είναι τίποτα παραπάνω από ένας εξαψήφιος αριθμός. Αν ούτε τα δυο πρώτα ψηφία αυτού του αριθμού δεν υπολογίστηκαν σωστά σημαίνει πως τα ποσοστά σφάλματος είναι μεγάλα, ή με άλλα λόγια η απαραίτητη γνώση δεν υπάρχει και το δίκτυο δεν μπορεί να απαντήσει σωστά.


Δίνοντας λοιπόν στο δίκτυο, πέρα από τους περιορισμούς προτεραιότητας και διάσπασης, και τις 2 πρώτες εργασίες για κάθε μηχανή επιτυγχάνουμε τη μείωση του μεγέθους του δέντρου αναζήτησης και άρα και του συνολικού χρόνου εύρεσης λύσης. Δίνουμε ευθύς αμέσως ένα παράδειγμα, για να γίνει ευκολότερα κατανοητή η φιλοσοφία του κώδικα που θα γράψουμε. Έστω ότι έχουμε εκπαιδεύσει ένα δίκτυο και το χρησιμοποιούμε για να παίρνουμε απαντήσεις σε άγνωστα προβλήματα. Επιπλέον, έστω ότι έχουμε προσομοιώσει το δίκτυο και η απάντηση του σε ένα άγνωστο πρόβλημα είναι: [143652 246513 315264 365412 254613 362145 55.63]. Η απάντηση αυτή δεν ξέρουμε κατά πόσο είναι σωστή ή όχι, καθώς θεωρούμε ότι δεν έχουμε την πολυτέλεια να γνωρίζουμε το διάνυσμα-στόχο του παραδείγματος αυτού. Βασιζόμενοι όμως στα όσα αναφέρθηκαν στην προηγούμενη παράγραφο, και υποθέτοντας ότι το παράδειγμα αυτό δεν διαφέρει πολύ από τα παραδείγματα εκπαίδευσης, μπορούμε να θεωρήσουμε ότι για τη Μηχανή 1 οι δυο πρώτες εργασίες θα είναι οι 1 και 4, για τη Μηχανή 2 οι 2 και 4, για τη Μηχανή 3 οι 3 και 1, για την Μηχανή 4 οι 3 και 6, για την Μηχανή 5 οι 2 και 5 και για τη Μηχανή 6 οι 3 και 6. Επίσης μπορούμε να θεωρήσουμε ότι η μέγιστη τιμή για το makespan του παραδείγματος αυτού θα είναι π.χ. 65 χρονικές μονάδες (δηλαδή το makespan που μας δίνει το δίκτυο συν περίπου ένα 20% σαν περιθώριο εσφαλμένης εκτίμησης). Όλα αυτά τα στοιχεία μπορούμε να τα εισαγάγουμε σαν επιπλέον περιορισμούς στο Λογικό Προγραμματισμό Διατύπωσης Περιορισμών μειώνοντας αφενός το δέντρο αναζήτησης και αφετέρου το πεδίο τιμών των μεταβλητών του προβλήματος.   


Περισσότερα σχετικά με τους περιορισμούς αυτούς θα αναφερθούν στην επόμενη ενότητα. Εδώ κρίνεται σκόπιμο να αναφερθεί ότι το γενικό πλάνο του κώδικα που χρησιμοποιήσαμε βασίστηκε στον κώδικα που παρουσιάστηκε στη βιβλιογραφία [15], ο οποίος επιλύει προβλήματα χρονικού προγραμματισμού μεγέθους 3x3 και 4x4. Ο κώδικας τροποποιήθηκε ώστε να είναι δυνατή η χρήση του για επίλυση προβλημάτων 6x6. Στην ανάλυση που ακολουθεί δίνεται έμφαση στις αλλαγές που εισάγει η παρούσα εργασία και αφορούν την κωδικοποίηση των μεταβλητών, την τάξη μεγέθους του προβλήματος, τις βιβλιοθήκες κ.α. Οι σημαντικότερες αλλαγές πάντως αφορούν στους επιπλέον περιορισμούς που μόλις αναλύσαμε, αλλά και στην αλλαγή του κατηγορήματος περιορισμών διάσπασης που έκανε τον κώδικα πολύ αποδοτικότερο.  

7.3 ΠΑΡΟΥΣΙΑΣΗ ΚΑΙ ΑΝΑΛΥΣΗ ΤΟΥ ΚΩΔΙΚΑ

7.3.1 ΕΙΣΑΓΩΓΙΚΟ ΠΑΡΑΔΕΙΓΜΑ ΣΤΗΝ CHIP
Για να γίνει ομαλότερα η εισαγωγή του αναγνώστη στη λογική του κώδικα που χρησιμοποιήσαμε για την επίλυση του χρονοπρογραμματισμού εργασιών μεγέθους 6x6, ξεκινάμε με ένα εισαγωγικό παράδειγμα που αφορά ένα μικρότερο πρόβλημα παραγωγής. Εξετάζεται λοιπόν η περίπτωση τεσσάρων διεργασιών που πρέπει να υποστούν επεξεργασία σε μια μηχανή. Κάθε διεργασία χαρακτηρίζεται από μια χρονική διάρκεια, ένα σύνολο διαδόχων και ένα σύνολο διεργασιών που δεν πρέπει να επεξεργαστούν ταυτόχρονα. Στον Πίνακα 7.1 δίνονται τα δεδομένα για το παράδειγμα αυτό.

	Task
	Duration
	Successors
	Disjunction

	T1
	3
	T2, T3
	

	T2
	4
	T4
	T3

	T3
	2
	T4
	T2

	T4
	1
	
	


Πίνακας 7.1

Παράδειγμα προβλήματος χρονοπρογραμματισμού.

Ένας περιορισμός προτεραιότητας μεταξύ των διεργασιών i και j υπονοεί ότι η διεργασία j πρέπει να αρχίσει μετά την ολοκλήρωση της διεργασίας i. Ένας διασπαστικός περιορισμός μεταξύ των διεργασιών i και j σημαίνει ότι ή η διεργασία j πρέπει να αρχίσει μετά την ολοκλήρωση της i ή η διεργασία i πρέπει να αρχίσει μετά την ολοκλήρωση της j. Το ακόλουθο πρόγραμμα περιγράφει ένα πρόγραμμα CHIP πάνω στις πεπερασμένες περιοχές που λύνει το προηγούμενο παράδειγμα.

project ([Tl,T2,T3,T4]) :-






   [T1,T2,T3,T4] :: 0..10,





   Tl + 3 #<= T2,







   Tl + 3 #<= T3,







   T2 + 4 #<= T4,






   T3 + 2 #<= T4,




        

   min_max(label([T2,4,T3,2],T4),T4).




label (Disj ,End)   :-







no_overlap(Disj),






indomain(End).






no_overlap(T1,D1,T2,_D2) :-


T2 #>= T1+D1.

no_overlap(T1,_D1,T2,D2) :-


T1 #>= T2+D2.

Το κατηγόρημα project/1 της πρώτης γραμμής αντιστοιχεί στο κύριο κατηγόρημα που υπολογίζεται από το πρόγραμμα. Το όρισμα του project/1 είναι μια λίστα μεταβλητών που αντιστοιχούν στις ημερομηνίες έναρξης της κάθε διεργασίας. Όπως περιγράφεται από τη δήλωση περιοχών, στη δεύτερη γραμμή, το πεδίο ορισμού των μεταβλητών αυτών είναι το [0,10]. Στη συνέχεια του προγράμματος δίνονται οι περιορισμοί προτεραιότητας μεταξύ των διεργασιών i και j που εκφράζονται ως:

Ti + Di #<= Tj
όπου #<= είναι το σύμβολο περιορισμού ανισότητας πάνω στις πεπερασμένες περιοχές, Ti και Tj οι ημερομηνίες έναρξης των διεργασιών i και j, και Di η διάρκεια της διεργασίας i. Τέλος το ενσωματωμένο κατηγόρημα βελτιστοποίησης min_max/2 ελαχιστοποιεί την ημερομηνία έναρξης της διεργασίας 4. Το min_max/2 είναι ένα κατηγόρημα υψηλής διαταγής που εφαρμόζει την μέθοδο της συνδεδεμένης αναζήτησης. Το πρώτο όρισμά του είναι ένας μη-ντετερμινιστικός στόχος πάνω στον οποίο το διάστημα αναζήτησης καθορίζεται. Το δεύτερο όρισμά του είναι μια συνάρτηση κόστους. Σε αυτό το παράδειγμα, ο στόχος είναι το κατηγόρημα label/2, ενώ η συνάρτηση κόστους είναι η μεταβλητή περιοχής T4. Ένας διασπαστικός  περιορισμός μεταξύ του στόχου i και του στόχου j εκφράζεται με μη-ντετερμινιστικό τρόπο από το κατηγόρημα no_overlap/4 που δοκιμάζει τις διαφορετικές πιθανές διαταγές των στόχων i και j. 

Το πρόγραμμα αυτό μπορούμε να το τροποποιήσουμε κατάλληλα ώστε να λύσουμε το πρόβλημα παραγωγής σε περιβάλλον job-shop μεγέθους 6x6 που μας ενδιαφέρει. Θα αναφερθούμε στο τροποποιημένο πρόγραμμα με περισσότερες λεπτομέρειες, αφού όμως πρώτα αναλυθεί η κωδικοποίηση που θα χρησιμοποιείται από το πρόγραμμα αυτό.

7.3.2 Η ΚΩΔΙΚΟΠΟΙΗΣΗ ΤΟΥ ΠΡΟΒΛΗΜΑΤΟΣ

Κάθε διεργασία συμβολίζεται ως (JXY,M,D) όπου JXY είναι το όνομα της διεργασίας, Μ η μηχανή στην οποία είναι προγραμματισμένο να υποστεί επεξεργασία και D η διάρκειά της. Με X συμβολίζεται ο αριθμός της εργασίας και με Υ ο αύξων αριθμός της διεργασίας μέσα στην εργασία. Για να γίνει ευκολότερα κατανοητή η κωδικοποίηση, στους Πίνακες 7.2 και 7.3, δίνουμε την κωδικοποίηση του benchmark προβλήματος μεγέθους 6x6 των Fisher & Thompson (FT06) για το οποίο έχουμε μιλήσει σε προηγούμενο κεφάλαιο. Αυτό μάλιστα είναι το πρόβλημα που θα λύσουμε στη συνέχεια, προκειμένου να είναι εφικτή η αξιολόγηση και ο έλεγχος της μεθοδολογίας που προτείνουμε στην εργασία αυτή. Κοιτώντας τον δεύτερο από αυτούς τους πίνακες, βλέπουμε πως, παραδείγματος χάριν, J64 είναι η τέταρτη κατά σειρά διεργασία της εργασίας 6 η οποία πρέπει να επεξεργαστεί από τη μηχανή 1 για 10 χρονικές μονάδες.

Πρέπει εδώ να γίνουν κάποιες επισημάνσεις, αναφορικά με την κωδικοποίηση αυτή. Καταρχάς ότι μπορεί εύκολα να χρησιμοποιηθεί για οποιουδήποτε μεγέθους πρόβλημα και ακόμα και για περιπτώσεις στις οποίες οι εργασίες δεν περνάνε απαραίτητα από όλες τις μηχανές. Στις περιπτώσεις αυτές ο χρήστης θα πρέπει να συμπληρώνει τη διάρκεια με χρόνο μηδέν, βάζοντας σαν μηχανή αυτή από την οποία δεν έχει περάσει καθόλου η συγκεκριμένη εργασία. Τέτοιες περιπτώσεις, όπως έχει αναφερθεί και στα προηγούμενα, δεν θα μας απασχολήσουν και επομένως δεν τις αναλύουμε περαιτέρω. Τέλος πως, όπως πρέπει να έχει γίνει ήδη αντιληπτό, η κωδικοποίηση που θα χρησιμοποιηθεί στο πρόγραμμα του λογικού προγραμματισμού είναι εντελώς διαφορετική από την κωδικοποίηση που χρησιμοποιείται για την εκπαίδευση και προσομοίωση των νευρωνικών δικτύων. Στο τέλος αυτού του κεφαλαίου θα παρουσιαστεί βοηθητικό πρόγραμμα, μεγάλης πρακτικής αξίας, που τρέχει σε περιβάλλον MATLAB και αναλαμβάνει την μετατροπή από τη μια κωδικοποίηση στην άλλη. 
	Jobs
	Processing Order (Processing Time)

	J1
	3(1), 1(3), 2(6), 4(7), 6(3), 5(6)

	J2
	2(8), 3(5), 5(10), 6(10), 1(10), 4(4)

	J3
	3(5), 4(4), 6(8), 1(9), 2(1), 5(7)

	J4
	2(5), 1(5), 3(5), 4(3), 5(8), 6(9)

	J5
	3(9), 2(3), 5(5), 6(4), 1(3), 4(1)

	J6
	2(3), 4(3), 6(9), 1(10), 5(4), 3(1)


Πίνακας 7.2

Δεδομένα προβλήματος χρονοπρογραμματισμού FT06.

	J11,3,1
	J12,1,3
	J13,2,6
	J14,4,7
	J15,6,3
	J16,5,6

	J21,2,8
	J22,3,5
	J23,5,10
	J24,6,10
	J25,1,10
	J26,4,4

	J31,3,5
	J32,4,4
	J33,6,8
	J34,1,9
	J35,2,1
	J36,5,7

	J41,2,5
	J42,1,5
	J43,3,5
	J44,4,3
	J45,5,8
	J46,6,9

	J51,3,9
	J52,2,3
	J53,5,5
	J54,6,4
	J55,1,3
	J56,4,1

	J61,2,3
	J62,4,3
	J63,6,9
	J64,1,10
	J65,5,4
	J66,3,1


Πίνακας 7.3

Κωδικοποίηση του προβλήματος FT06.
7.3.3 ΠΑΡΟΥΣΙΑΣΗ ΤΟΥ ΚΩΔΙΚΑ ΓΙΑ ΤΟ 6x6 ΠΡΟΒΛΗΜΑ

%ΤΜΗΜΑ 1

:- lib(ic_cumulative).

:- lib(fd).

%ΤΜΗΜΑ 2

gen_job_prec ([J1,J2|R],[D1,D2|S]) :-



J1 + D1 #<= J2,



gen_job_prec([J2|R],[D2|S]). 

gen_job_prec([_],[_]).

gen_machine_prec ([J1,J2,J3,J4,J5,J6],[D1,D2,D3,D4,D5,D6]) :-



J1 + D1 #<= J2,



J2 + D2 #<= J3,J2 + D2 #<= J4,J2 + D2 #<= J5,J2 + D2 #<= J6,



no_overlap(J3,D3,J4,D4),



no_overlap(J3,D3,J5,D5),



no_overlap(J3,D3,J6,D6),



no_overlap(J4,D4,J5,D5),



no_overlap(J4,D4,J6,D6),



no_overlap(J5,D5,J6,D6).

no_overlap(Si,Di,Sj,_Dj) :-


Sj #>= Si+Di.

no_overlap(Si,_Di,Sj,Dj) :-


Si #>= Sj+Dj.

%ΤΜΗΜΑ 3

generate_jobs(E,[[J11,J12,J13,J14,J15,J16],

 

     [J21,J22,J23,J24,J25,J26],



     [J31,J32,J33,J34,J35,J36],



     [J41,J42,J43,J44,J45,J46],



     [J51,J52,J53,J54,J55,J56],



     [J61,J62,J63,J64,J65,J66]]) :-



 gen_job_prec([J11,J12,J13,J14,J15,J16,E],

        [ 1,  3,  6,  7,  3,  6, 1]),



 gen_job_prec([J21,J22,J23,J24,J25,J26,E],

        [ 8,  5, 10, 10, 10,  4, 1]),



 gen_job_prec([J31,J32,J33,J34,J35,J36,E],

        [ 5,  4,  8,  9,  1,  7, 1]),



 gen_job_prec([J41,J42,J43,J44,J45,J46,E],

        [ 5,  5,  5,  3,  8,  9, 1]),



 gen_job_prec([J51,J52,J53,J54,J55,J56,E],

        [ 9,  3,  5,  4,  3,  1, 1]),



 gen_job_prec([J61,J62,J63,J64,J65,J66,E],

        [ 3,  3,  9, 10,  4,  1, 1]).

%ΤΜΗΜΑ 4

generate_machines([[J11,J12,J13,J14,J15,J16],



       [J21,J22,J23,J24,J25,J26],



       [J31,J32,J33,J34,J35,J36],



       [J41,J42,J43,J44,J45,J46],



       [J51,J52,J53,J54,J55,J56],



       [J61,J62,J63,J64,J65,J66]]) :-



 gen_machine_prec([J12,J42,J25,J34,J55,J64],

      [ 3,  5, 10,  9,  3, 10 ]),



 gen_machine_prec([J21,J41,J13,J35,J52,J61],

      [ 8,  5,  6,  1,  3,  3 ]),



 gen_machine_prec([J31,J11,J22,J43,J51,J66],

      [ 5,  1,  5,  5,  9,  1 ]),



 gen_machine_prec([J32,J62,J14,J26,J44,J56],

      [ 4,  3,  7,  4,  3,  1 ]),



 gen_machine_prec([J23,J53,J16,J36,J45,J65],

      [10,  5,  6,  7,  8,  4 ]),



 gen_machine_prec([J33,J63,J15,J24,J46,J54],

  
      [ 8,  9,  3, 10,  9,  4 ]).

%ΤΜΗΜΑ 5

label_vars(E, [[J11,J12,J13,J14,J15,J16],


         [J21,J22,J23,J24,J25,J26],


         [J31,J32,J33,J34,J35,J36],


         [J41,J42,J43,J44,J45,J46],


         [J51,J52,J53,J54,J55,J56],


         [J61,J62,J63,J64,J65,J66]]) :-

indomain(J11),  indomain(J12),  indomain(J13),

indomain(J14),  indomain(J15),  indomain(J16),

indomain(J21),  indomain(J22),  indomain(J23),

indomain(J24),  indomain(J25),  indomain(J26),

indomain(J31),  indomain(J32),  indomain(J33),

indomain(J34),  indomain(J35),  indomain(J36),

indomain(J41),  indomain(J42),  indomain(J43),

indomain(J44),  indomain(J45),  indomain(J46),

indomain(J51),  indomain(J52),  indomain(J53),

indomain(J54),  indomain(J55),  indomain(J56),

indomain(J61),  indomain(J62),  indomain(J63),

indomain(J64),  indomain(J65),  indomain(J66),



indomain(E).

%ΤΜΗΜΑ 6

top(Max,E,[[J11,J12,J13,J14,J15,J16],


     [J21,J22,J23,J24,J25,J26],


     [J31,J32,J33,J34,J35,J36],


     [J41,J42,J43,J44,J45,J46],


     [J51,J52,J53,J54,J55,J56],


     [J61,J62,J63,J64,J65,J66]]) :-


E :: 0..Max,


[J11,J12,J13,J14,J15,J16] :: 0..Max,


[J21,J22,J23,J24,J25,J26] :: 0..Max,


[J31,J32,J33,J34,J35,J36] :: 0..Max,


[J41,J42,J43,J44,J45,J46] :: 0..Max,


[J51,J52,J53,J54,J55,J56] :: 0..Max,


[J61,J62,J63,J64,J65,J66] :: 0..Max,

%ΤΜΗΜΑ 7


generate_jobs(E,[[J11,J12,J13,J14,J15,J16],


   

     [J21,J22,J23,J24,J25,J26],


   

     [J31,J32,J33,J34,J35,J36],


   

     [J41,J42,J43,J44,J45,J46],


   

     [J51,J52,J53,J54,J55,J56],


   

     [J61,J62,J63,J64,J65,J66]]),


generate_machines([[J11,J12,J13,J14,J15,J16],


       

 [J21,J22,J23,J24,J25,J26],


       

 [J31,J32,J33,J34,J35,J36],


       

 [J41,J42,J43,J44,J45,J46],


       

 [J51,J52,J53,J54,J55,J56],


       

 [J61,J62,J63,J64,J65,J66]]),

%ΤΜΗΜΑ 8


label_vars(E,[[J11,J12,J13,J14,J15,J16],


   
        [J21,J22,J23,J24,J25,J26],


   
        [J31,J32,J33,J34,J35,J36],


   
        [J41,J42,J43,J44,J45,J46],


   
        [J51,J52,J53,J54,J55,J56],


   
        [J61,J62,J63,J64,J65,J66]]),

%ΤΜΗΜΑ 9



write('J11 : ' + J11 + ', '),


write('J12 : ' + J12 + ', '),


write('J13 : ' + J13 + ', '),


write('J14 : ' + J14 + ', '),


write('J15 : ' + J15 + ', '),


write('J16 : ' + J16 + '\n'),


write('J21 : ' + J21 + ', '),


write('J22 : ' + J22 + ', '),


write('J23 : ' + J23 + ', '),


write('J24 : ' + J24 + ', '),


write('J25 : ' + J25 + ', '),


write('J26 : ' + J26 + '\n'),


write('J31 : ' + J31 + ', '),


write('J32 : ' + J32 + ', '),


write('J33 : ' + J33 + ', '),


write('J34 : ' + J34 + ', '),


write('J35 : ' + J35 + ', '), 


write('J36 : ' + J36 + '\n'),


write('J41 : ' + J41 + ', '),


write('J42 : ' + J42 + ', '),


write('J43 : ' + J43 + ', '),


write('J44 : ' + J44 + ', '),


write('J45 : ' + J45 + ', '),


write('J46 : ' + J46 + '\n'),


write('J51 : ' + J51 + ', '),


write('J52 : ' + J52 + ', '),


write('J53 : ' + J53 + ', '),


write('J54 : ' + J54 + ', '),


write('J55 : ' + J55 + ', '),


write('J56 : ' + J56 + '\n'),


write('J61 : ' + J61 + ', '),


write('J62 : ' + J62 + ', '),


write('J63 : ' + J63 + ', '),


write('J64 : ' + J64 + ', '),


write('J65 : ' + J65 + ', '),


write('J66 : ' + J66 + '\n').

%ΤΜΗΜΑ 10

solution(Max,E,[[J11,J12,J13,J14,J15,J16],


          [J21,J22,J23,J24,J25,J26],


   
    [J31,J32,J33,J34,J35,J36],


   
    [J41,J42,J43,J44,J45,J46],


   
    [J51,J52,J53,J54,J55,J56],


   
    [J61,J62,J63,J64,J65,J66]]) :- 


min_max(top(Max, E, [[J11,J12,J13,J14,J15,J16],


   


   [J21,J22,J23,J24,J25,J26],


   

     
   [J31,J32,J33,J34,J35,J36],


   

         [J41,J42,J43,J44,J45,J46],


   

         [J51,J52,J53,J54,J55,J56],


   

         [J61,J62,J63,J64,J65,J66]]),E).
7.3.4 ΑΝΑΛΥΣΗ ΤΟΥ ΚΩΔΙΚΑ


Για λόγους ευκολίας στην παρακολούθηση του κώδικα, τα επιμέρους τμήματα έχουν χωριστεί με χρήση σχολίων. Το σύμβολο ‘%’ σημαίνει ότι ακολουθεί σχόλιο και δεν λαμβάνεται υπόψη από το μεταγλωττιστή της ECLiPSe 5.5.

%ΤΜΗΜΑ 1


Στο πρώτο τμήμα του κώδικα δηλώνονται οι βιβλιοθήκες της γλώσσας προγραμματισμού που πρόκειται να χρησιμοποιηθούν. Η ic_cumulative φορτώνει τον ομώνυμο αποδοτικό αλγόριθμο ο οποίος ζητείται στη συνέχεια από τα κατηγορήματα, ενώ η fd είναι αυτή που επιτρέπει στο πρόγραμμα να διαβάσει έννοιες όπως ::, #<=, min_max, indomain κ.α. που και αυτές καλούνται στην συνέχεια. 

%ΤΜΗΜΑ 2


Τα κατηγορήματα gen_job_prec/2 και gen_machine_prec/2: Με τη βοήθεια των κατηγορημάτων αυτών ορίζονται οι περιορισμοί προτεραιότητας (precedence) και διάσπασης (disjunctive) καθώς και οι επιπλέον περιορισμοί που δημιουργούμε εκμεταλλευόμενοι τις εξόδους του νευρωνικού δικτύου. 


Το κατηγόρημα gen_job_prec/2 παράγει για κάθε εργασία ένα σύνολο περιορισμών προτεραιότητας που αντιστοιχούν στην αλληλουχία των διεργασιών της. Ο τελευταίος περιορισμός προτεραιότητας αντιστοιχεί σε περιορισμό προτεραιότητας μεταξύ της τελευταίας διεργασίας της εργασίας και μια μεταβλητής Ε που αντιστοιχεί στο τέλος του προγράμματος. Τα ορίσματα της gen_job_prec/2 είναι δυο λίστες, μια με τις μεταβλητές που αντιστοιχούν στις χρονικές στιγμές έναρξης των διεργασιών της δεδομένης εργασίας και μια με τις αντίστοιχες διάρκειές τους. Η κλήση του κατηγορήματος αυτού γίνεται αναδρομικά για το σύνολο των διεργασιών της πρώτης λίστας.


Το κατηγόρημα gen_machine_prec/2 παράγει για κάθε μηχανή ένα σύνολο περιορισμών διάσπασης και τον επιπλέον περιορισμό για το ποιες θα είναι οι δυο πρώτες εργασίες που θα επεξεργαστούν από τη μηχανή αυτή. Πιο συγκεκριμένα παίρνει και αυτή σαν ορίσματα δυο λίστες, μια με τις μεταβλητές που αντιστοιχούν στις χρονικές στιγμές έναρξης των διεργασιών στη συγκεκριμένη μηχανή και μια με τις αντίστοιχες διάρκειες. Στις λίστες αυτές τα δυο πρώτα στοιχεία είναι απαραίτητο να αντιστοιχούν στις εργασίες που θέλουμε να επεξεργαστούν πρώτες (και τις παίρνουμε από την έξοδο του δικτύου), ενώ η σειρά των υπόλοιπων στοιχείων μπορεί να είναι οποιαδήποτε. Η gen_machine_prec/2 καθορίζει η δεύτερη διεργασία να ξεκινάει μόνο αφού ολοκληρωθεί η πρώτη και οι υπόλοιπες τέσσερις διεργασίες να ξεκινάνε μόνο αφού ολοκληρωθεί και η δεύτερη. Οι υπόλοιπες τέσσερις διεργασίες καθορίζεται πως δεν πρέπει να επικαλύπτονται με τη βοήθεια του κατηγορήματος no_overlap/4.

%ΤΜΗΜΑ 3, %ΤΜΗΜΑ 4

Στα τμήματα αυτά, προκειμένου να μη χρειαστεί η ανάκληση των κατηγορημάτων gen_job_prec/2 και gen_machine_prec/2 τόσες φορές όσες είναι και τα πιθανά ζευγάρια, ορίζονται δυο νέα κατηγορήματα τα generate_jobs/2 και generate_machines/1, που εκφράζουν το σύνολο των περιορισμών. Τα κατηγορήματα αυτά καλούνται από το κύριο μέρος του προγράμματος και το ποια πρέπει να είναι τα ορίσματα τους έχει μόλις αναφερθεί στην προηγούμενη παράγραφο.

Στην Ενότητα 7.4 θα παρουσιαστεί κώδικας που τρέχει στο περιβάλλον της MATLAB, παίρνει σαν ορίσματα την είσοδο για το πρόβλημα που θέλουμε να λύσουμε (στην μορφή που έτσι και αλλιώς το έχουμε φέρει ώστε να το δώσουμε στο δίκτυο) και την έξοδο του δικτύου, και δημιουργεί σε ένα txt αρχείο τα κατηγορήματα generate_jobs/2 και generate_machines/1 έτοιμα για επικόλληση στο κυρίως σώμα του κώδικα λογικού προγραμματισμού. Έτσι ο χρήστης δεν χρειάζεται να ανησυχεί ιδιαίτερα για το πώς πρέπει να γραφτούν τα ορίσματα αυτά. 

%ΤΜΗΜΑ 5

Τα κατηγορήματα label_vars/2 και indomain/1: Σε κάθε πρόβλημα λογικού προγραμματισμού η διαχείριση των περιορισμών συνδέεται με επιλογές που πρέπει να γίνουν, προκειμένου να είναι εφικτή η λύση του προβλήματος. Πιο συγκεκριμένα το κατηγόρημα label_vars/2 είναι ένας ελεγχόμενος τρόπος επιλογής τιμών, βάση των περιορισμών. Η απόδοση τιμών έχει ως αποτέλεσμα την άμεση εφαρμογή των περιορισμών και κάθε αλλαγή μεταδίδεται (propagation) στις άλλες μεταβλητές περιορίζοντας έτσι το χώρο αναζήτησης καθιστώντας την πολύ πιο αποτελεσματική από την κλασσική μέθοδο δοκιμής και σφάλματος. Η χρήση του κατηγορήματος label_vars/2 είναι άμεσα συνδεδεμένη με το μη-ντετερμινιστικό κατηγόρημα indomain/1.  


Το indomain/1 δίνει μια αρχική τιμή σε κάθε μεταβλητή, την οποία λαμβάνει από το πεδίο ορισμού της. Κατά την διαδικασία backtracking αποδίδεται η διαδοχική τιμή της προηγούμενης, μέχρις ότου να δοκιμαστούν όλες οι τιμές του πεδίου ορισμού. Σημειώνεται ότι η εντολή χρησιμοποιείται για να βρεθεί μια τιμή της μεταβλητής η οποία είναι συμβατή με τους περιορισμούς που ισχύουν τη χρονική στιγμή που γίνεται η απόδοση τιμών. Αν η τιμή που δίνεται δεν είναι εντός του πεδίου ορισμού τότε απορρίπτεται.   

%ΤΜΗΜΑ 6


Το κατηγόρημα top/3 ορίζει το πεδίο ορισμού όλων των μεταβλητών, δηλαδή το πεδίο ορισμού της χρονικής στιγμής έναρξης των 36 διεργασιών. Συγκεκριμένα, το πεδίο ορισμού είναι [0,Max], όπου Max είναι μια παράμετρος οριζόμενη εξωτερικά από το χρήστη του προγράμματος και δηλώνει τη μέγιστη δυνατή συνολική διάρκεια εκτέλεσης όλων των εργασιών. Όσο μικρότερη είναι η τιμή που δίνουμε στο Max, τόσο μικρότερο είναι το διάστημα από το οποίο το κατηγόρημα indomain/1 διαλέγει τιμές για τις 36 διεργασίες και άρα τόσο μικρότερη και η διάρκεια εκτέλεσης του προγράμματος. Ένας από τους στόχους μας λοιπόν είναι, όπως αναφέρθηκε και προηγουμένως, να περιορίσουμε την τιμή της παραμέτρου αυτής, δίνοντας της την τιμή που μας δίνει το νευρωνικό δίκτυο σαν makespan για το συγκεκριμένο πρόβλημα (με μια απόκλιση συν 20% για να συμπεριλάβουμε και περιπτώσεις σφάλματος στην εκτίμηση αυτού).  

%ΤΜΗΜΑ 7

Στο σημείο αυτό καλούνται όλοι οι περιορισμοί που ισχύουν για τις 36 διεργασίες, όπως ορίστηκαν στα τμήματα 3 και 4 του κώδικα.

%ΤΜΗΜΑ 8


Μετά την δήλωση των περιορισμών ακολουθεί το κατηγόρημα label_vars/2 το οποίο αποδίδει τιμές στις μεταβλητές, με ελεγχόμενο τρόπο, βάση των περιορισμών.

%ΤΜΗΜΑ 9

Με την εντολή write κάθε λύση που έχει υπολογιστεί από τον αλγόριθμο και ικανοποιεί το σύνολο των περιορισμών τυπώνεται στην έξοδο του λογισμικού.

%ΤΜΗΜΑ 10


Στο τελευταίο τμήμα του προγράμματος ορίζεται το κατηγόρημα solution/3. Η διαδικασία που ακολουθεί στηρίζεται στην κλίση της min_max/3 που με τη σειρά της υπολογίζει το ελάχιστο δυνατό κόστος Ε στην περιοχή top. Κάθε φορά που η solution/3 βρίσκει μια λύση με τιμή α, ο περιορισμός (τιμή συνάρτησης < α) προστίθεται δυναμικά στο πρόγραμμα και έτσι η αναζήτηση συνεχίζεται σταδιακά μέχρι την εύρεση της βέλτιστης λύσης.

 7.3.5 ΕΦΑΡΜΟΓΕΣ, ΑΠΟΤΕΛΕΣΜΑΤΑ ΚΑΙ ΠΑΡΑΤΗΡΗΣΕΙΣ


Προκειμένου να δοκιμαστεί η αποτελεσματικότητα του υβριδικού μοντέλου χρονικού προγραμματισμού παραγωγής που δημιουργήσαμε θα παρουσιάσουμε αναλυτικά τις λύσεις που δίνει για το benchmark πρόβλημα μεγέθους 6x6 των Fisher και Thompson (FT06). Τα δεδομένα και η κωδικοποίηση του προβλήματος αυτού έχουν ήδη παρουσιασθεί στους Πίνακες 7.2 και 7.3. Τρέχοντας λοιπόν το πρόγραμμα της Ενότητας 7.3.3 και δίνοντας στην παράμετρο Max την τιμή 65 (αφού το νευρωνικό δίκτυο για το συγκεκριμένο παράδειγμα έδωσε makespan = 55,63) οι αποδεκτές λύσεις που προκύπτουν με κόστος μικρότερο από 65 είναι 9, υπολογίζονται σε 0,84 δευτερόλεπτα και είναι οι ακόλουθες:

J11 : +5+,  J12 : +6+,  J13 : +16+, J14 : +22+, J15 : +38+, J16 : +48+

J21 : +0+,  J22 : +8+,  J23 : +13+, J24 : +28+, J25 : +38+, J26 : +48+

J31 : +0+,  J32 : +5+,  J33 : +9+,  J34 : +48+, J35 : +57+, J36 : +58+

J41 : +8+,  J42 : +13+, J43 : +18+, J44 : +29+, J45 : +40+, J46 : +48+

J51 : +23+, J52 : +32+, J53 : +35+, J54 : +57+, J55 : +61+, J56 : +64+

J61 : +13+, J62 : +16+, J63 : +19+, J64 : +28+, J65 : +54+, J66 : +58+

Found a solution with cost 65

J11 : +5+,  J12 : +6+,  J13 : +16+, J14 : +22+, J15 : +38+, J16 : +44+

J21 : +0+,  J22 : +8+,  J23 : +13+, J24 : +28+, J25 : +38+, J26 : +48+

J31 : +0+,  J32 : +5+,  J33 : +9+,  J34 : +18+, J35 : +27+, J36 : +50+

J41 : +8+,  J42 : +13+, J43 : +22+, J44 : +29+, J45 : +36+, J46 : +44+

J51 : +13+, J52 : +28+, J53 : +31+, J54 : +53+, J55 : +58+, J56 : +61+

J61 : +13+, J62 : +16+, J63 : +19+, J64 : +48+, J65 : +58+, J66 : +62+

Found a solution with cost 63

J11 : +5+,  J12 : +6+,  J13 : +13+, J14 : +25+, J15 : +34+, J16 : +37+

J21 : +0+,  J22 : +8+,  J23 : +13+, J24 : +37+, J25 : +47+, J26 : +57+

J31 : +0+,  J32 : +5+,  J33 : +9+,  J34 : +18+, J35 : +27+, J36 : +55+

J41 : +8+,  J42 : +13+, J43 : +22+, J44 : +32+, J45 : +43+, J46 : +51+

J51 : +13+, J52 : +28+, J53 : +31+, J54 : +47+, J55 : +57+, J56 : +61+

J61 : +19+, J62 : +22+, J63 : +25+, J64 : +34+, J65 : +51+, J66 : +55+

Found a solution with cost 62

J11 : +5+,  J12 : +6+,  J13 : +13+, J14 : +25+, J15 : +44+, J16 : +48+

J21 : +0+,  J22 : +8+,  J23 : +13+, J24 : +34+, J25 : +44+, J26 : +54+

J31 : +0+,  J32 : +5+,  J33 : +9+,  J34 : +18+, J35 : +27+, J36 : +54+

J41 : +8+,  J42 : +13+, J43 : +22+, J44 : +32+, J45 : +36+, J46 : +51+

J51 : +13+, J52 : +28+, J53 : +31+, J54 : +47+, J55 : +54+, J56 : +58+

J61 : +19+, J62 : +22+, J63 : +25+, J64 : +34+, J65 : +44+, J66 : +48+

Found a solution with cost 61

J11 : +5+,  J12 : +6+,  J13 : +13+, J14 : +25+, J15 : +44+, J16 : +47+

J21 : +0+,  J22 : +8+,  J23 : +13+, J24 : +34+, J25 : +44+, J26 : +54+

J31 : +0+,  J32 : +5+,  J33 : +9+,  J34 : +18+, J35 : +27+, J36 : +30+

J41 : +8+,  J42 : +13+, J43 : +22+, J44 : +32+, J45 : +37+, J46 : +51+

J51 : +13+, J52 : +22+, J53 : +25+, J54 : +47+, J55 : +54+, J56 : +58+

J61 : +19+, J62 : +22+, J63 : +25+, J64 : +34+, J65 : +53+, J66 : +57+

Found a solution with cost 60

J11 : +5+,  J12 : +6+,  J13 : +16+, J14 : +22+, J15 : +29+, J16 : +32+

J21 : +0+,  J22 : +8+,  J23 : +13+, J24 : +32+, J25 : +42+, J26 : +52+

J31 : +0+,  J32 : +5+,  J33 : +9+,  J34 : +18+, J35 : +27+, J36 : +46+

J41 : +8+,  J42 : +13+, J43 : +22+, J44 : +29+, J45 : +38+, J46 : +46+

J51 : +13+, J52 : +22+, J53 : +25+, J54 : +42+, J55 : +52+, J56 : +56+

J61 : +13+, J62 : +16+, J63 : +19+, J64 : +28+, J65 : +53+, J66 : +57+

Found a solution with cost 58

J11 : +5+,  J12 : +6+,  J13 : +16+, J14 : +22+, J15 : +29+, J16 : +32+

J21 : +0+,  J22 : +8+,  J23 : +13+, J24 : +32+, J25 : +42+, J26 : +52+

J31 : +0+,  J32 : +5+,  J33 : +9+,  J34 : +18+, J35 : +27+, J36 : +50+

J41 : +8+,  J42 : +13+, J43 : +22+, J44 : +29+, J45 : +38+, J46 : +46+

J51 : +13+, J52 : +22+, J53 : +25+, J54 : +42+, J55 : +52+, J56 : +56+

J61 : +13+, J62 : +16+, J63 : +19+, J64 : +28+, J65 : +46+, J66 : +50+

Found a solution with cost 57

J11 : +5+,  J12 : +6+,  J13 : +16+, J14 : +22+, J15 : +38+, J16 : +45+

J21 : +0+,  J22 : +8+,  J23 : +13+, J24 : +28+, J25 : +38+, J26 : +48+

J31 : +0+,  J32 : +5+,  J33 : +9+,  J34 : +18+, J35 : +27+, J36 : +30+

J41 : +8+,  J42 : +13+, J43 : +22+, J44 : +29+, J45 : +37+, J46 : +45+

J51 : +13+, J52 : +22+, J53 : +25+, J54 : +41+, J55 : +48+, J56 : +52+

J61 : +13+, J62 : +16+, J63 : +19+, J64 : +28+, J65 : +51+, J66 : +55+

Found a solution with cost 56

J11 : +5+,  J12 : +6+,  J13 : +16+, J14 : +22+, J15 : +38+, J16 : +49+

J21 : +0+,  J22 : +8+,  J23 : +13+, J24 : +28+, J25 : +38+, J26 : +48+

J31 : +0+,  J32 : +5+,  J33 : +9+,  J34 : +18+, J35 : +27+, J36 : +30+

J41 : +8+,  J42 : +13+, J43 : +22+, J44 : +29+, J45 : +37+, J46 : +45+

J51 : +13+, J52 : +22+, J53 : +25+, J54 : +41+, J55 : +48+, J56 : +52+

J61 : +13+, J62 : +16+, J63 : +19+, J64 : +28+, J65 : +45+, J66 : +49+

Found a solution with cost 55

Η βέλτιστη από αυτές τις λύσεις είναι φυσικά η τελευταία κατά σειρά, με κόστος 55 χρονικές μονάδες, ακριβώς ίσο με αυτό που αναφέρεται και στην βιβλιογραφία σαν ελάχιστο κόστος του συγκεκριμένου benchmark προβλήματος. Το διάγραμμα Gantt της λύσης αυτής δίνεται στο Σχήμα 7.1. Με προσεκτική παρατήρηση του διαγράμματος αυτού, γίνεται σαφές ότι όλοι οι περιορισμοί λήφθηκαν υπόψη κατά την επίλυση. Πιο συγκεκριμένα, οι διεργασίες κάθε εργασίας επεξεργάζονται με τη χρονική αλληλουχία και στη μηχανή που προβλέπεται, ενώ κάθε μηχανή, σε κάθε χρονικό διάστημα, επεξεργάζεται μόνο μια διεργασία. Τέλος βλέπουμε πως οι δυο πρώτες εργασίες σε κάθε μηχανή είναι ακριβώς αυτές που έχουμε ζητήσει να είναι, δηλαδή στη Μηχανή 1 οι 1 και 4, στη Μηχανή 2 οι 2 και 4, στη Μηχανή 3 οι 3 και 1 κ.ο.κ.  
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Σχήμα 7.1

Η λύση για το 6x6 benchmark πρόβλημα των Fisher και Thompson (FT06).

Αξίζει να σημειωθεί πως στην περίπτωση που τροποποιηθεί το πρόγραμμα και δεν χρησιμοποιηθούν οι επιπλέον περιορισμοί για τις δυο πρώτες εργασίες κάθε μηχανής, παρά μόνο οι περιορισμοί προτεραιότητας και διάσπασης, η λύση του προβλήματος θα προκύψει σε περίπου 5 δευτερόλεπτα, ενώ αν δεν περιορίσουμε αρκετά την τιμή της παραμέτρου Max και εκτελέσουμε το πρόγραμμα της Ενότητας 7.3.3, παραδείγματος χάριν, με Max = 200 τότε η βέλτιστη λύση θα βρεθεί σε 31,72 δευτερόλεπτα. Τα δυο αυτά γεγονότα τονίζουν αφ’ ενός την αποδοτικότητα της μεθόδου που προτείνουμε και αφ’ ετέρου τη σημασία του να περιορίζεται τόσο το μέγεθος του δέντρου αναζήτησης, όσο και το πεδίο τιμών των μεταβλητών απόφασης. 

Τα αποτελέσματα αυτά μας κάνουν να πιστεύουμε πως για προβλήματα παραγωγής μεγαλύτερου μεγέθους, με το συνδυασμό νευρωνικών και λογικού προγραμματισμού θα επιτύχουμε ανάλογη μείωση του χρόνου εύρεσης λύσης [την πεποίθηση αυτή την επιβεβαιώνουμε μάλιστα με ένα παράδειγμα στο Παράρτημα Δ]. Πιο συγκεκριμένα, σε μεγαλύτερα προβλήματα, η εκτέλεση του προγράμματος Λογικού Προγραμματισμού Διατύπωση Περιορισμών που παρουσιάσαμε, χωρίς επιπλέον περιορισμούς, μπορεί να διαρκέσει ακόμα και ώρες. Αν υπάρχει όμως η δυνατότητα συγκέντρωσης δεδομένων για την εκπαίδευση ενός νευρωνικού δικτύου, μπορεί να ακολουθηθεί η μεθοδολογία που προτείνουμε και να μειωθεί αρκετά το μέγεθος του δέντρου αναζήτησης. Για παράδειγμα σε ένα 15x10 πρόβλημα θα μπορούσαμε να υποθέσουμε πως όχι μόνο οι 2, αλλά περισσότερες, π.χ. οι 4 ή οι 5 πρώτες εργασίες για κάθε μηχανή μπορούν να προσεγγιστούν ικανοποιητικά από το νευρωνικό και άρα να εισαχθούν σαν επιπλέον περιορισμοί στο λογικό προγραμματισμό. Ή, προσπαθώντας να δημιουργήσουμε ακόμα περισσότερους περιορισμούς, να θεωρήσουμε πως για τις αλληλουχίες εργασιών στις μηχανές που δίνει το νευρωνικό, το λάθος δεν μπορεί να είναι μεγαλύτερο από 2 διεργασίες πριν ή μετά. Δηλαδή, αν για μια μηχανή η σειρά επεξεργασίας που μας δίνει το δίκτυο είναι 4,6,2,3,10,13,15,1,5,9,8,14,7,11,12 τότε όχι μόνο οι εργασίες 4,6,2 και 3 μπορούν να θεωρηθούν ταξινομημένες σωστά σαν οι τέσσερις πρώτες, αλλά και ότι παραδείγματος χάριν η εργασία 9 θα επεξεργάζεται πάντα μετά τις 13 και 15, και πριν τις 7, 11 και 12. Σε κάθε περίπτωση πάντως το ποιοι θα είναι οι επιπλέον περιορισμοί που θα χρησιμοποιούμε, εξαρτάται από το πόσο καλά αποτελέσματα μπορεί να μας δώσει το νευρωνικό δίκτυο και πρέπει συνεπώς να μελετάται πολύ προσεκτικά το κατά πόσο ισχύουν οι υποθέσεις στις οποίες θα στηριχθούμε.        

Πριν κλείσουμε την ενότητα αυτή, πρέπει να σημειωθεί ότι χρησιμοποιώντας το πρόγραμμα λογικού προγραμματισμού που παρουσιάσαμε, λύσαμε εκτός του FT06 και τα 30 παραδείγματα δοκιμής που χρησιμοποιήσαμε κατά την επιλογή του βέλτιστου νευρωνικού δικτύου στο προηγούμενο κεφάλαιο. Το να αναλύσουμε τη λύση του καθενός χωριστά είναι μάλλον άσκοπο, οπότε περιοριζόμαστε απλά και μόνο σε κάποιες χρήσιμες παρατηρήσεις. 

Υπενθυμίζουμε ότι το βέλτιστο νευρωνικό δίκτυο κατόρθωσε να λύσει «σωστά» 23 από τα 30 παραδείγματα εκπαίδευσης. Το «σωστά» το περικλείουμε σε εισαγωγικά, καθώς είχαμε δώσει στο νευρωνικό δίκτυο το bonus, όχι μόνο σωστή έξοδος να θεωρείται αυτή που έχει απόκλιση μικρότερη από τη μονάδα σε σχέση με την πραγματική έξοδο, αλλά επιπλέον σωστό παράδειγμα να θεωρείται ακόμα και αυτό για το οποίο μόνο οι 6 από τις 7 εξόδους προέκυψαν σωστές. Έτσι, όπως έχει προαναφερθεί, από τα 23 παραδείγματα που θεωρήθηκαν σωστά, μόνο για τα 16 δόθηκαν και οι 7 έξοδοι σωστά, χωρίς αυτό να σημαίνει ότι για αυτά έχουμε πάρει το βέλτιστο πρόγραμμα καθώς μπορεί το σφάλμα κάποιας από τις εξόδους τους να ήταν μεγαλύτερο από 0,5 (αλλά μικρότερο από 1 και άρα εντός της αποδεκτής απόκλισης) και άρα να έχουμε 2 εργασίες για την έξοδο αυτή τοποθετημένες ανάποδα.

 Χρησιμοποιώντας λοιπόν τα αποτελέσματα που πήραμε για τα παραδείγματα δοκιμής από το δίκτυο, καθώς και μια πολύ χρήσιμη συνάρτηση που μας διευκόλυνε στην δημιουργία των κατάλληλων κατηγορημάτων για κάθε παράδειγμα (και παρουσιάζεται στην αμέσως επόμενη ενότητα), λύσαμε τα 30 αυτά παραδείγματα και τα αποτελέσματα που πήραμε ήταν ιδιαιτέρως ενθαρρυντικά. Από τα 30 παραδείγματα τα 26 λύθηκαν σωστά (ποσοστό επιτυχίας 86,67%), δίνοντας τη βέλτιστη λύση σε κάτι λιγότερο από 1 δευτερόλεπτο το καθένα. Τα υπόλοιπα 4 παραδείγματα ήταν αυτά για τα οποία το σφάλμα του νευρωνικού ήταν μεγάλο, με αποτέλεσμα οι δυο πρώτες εργασίες σε κάποια (ή κάποιες) από τις μηχανές να μην προσδιορίζονται σωστά και άρα οι επιπλέον περιορισμοί που ζητάμε από το λογικό προγραμματισμό να είναι λανθασμένοι. Ακόμα και για αυτά τα παραδείγματα πάντως, πρέπει να υπογραμμιστεί πως είναι δυνατό να πάρουμε μια πραγματοποιήσιμη λύση, χωρίς βέβαια να είναι η βέλτιστη, γεγονός που έτσι και αλλιώς θεωρείται θετικό.    

7.4 ΣΥΝΑΡΤΗΣΗ ΚΩΔΙΚΟΠΟΙΗΣΗΣ ΚΑΙ ΔΗΜΙΟΥΡΓΙΑΣ ΤΩΝ ΚΑΤΗΓΟΡΗΜΑΤΩΝ generate_jobs/2 ΚΑΙ generate_machines/1

Θεωρώντας ότι έχουμε επιλέξει το νευρωνικό δίκτυο που ταιριάζει καλύτερα στο πρόβλημα μας και ότι το έχουμε εκπαιδεύσει, το να πάρουμε την απάντηση του υβριδικού μοντέλου νευρωνικών δικτύων και λογικού προγραμματισμού που αναπτύξαμε σε ένα άγνωστο παράδειγμα, απαιτεί μια πολύ συγκεκριμένη σειρά πρακτικών βημάτων. Ο χρήστης πρέπει να παραστήσει την είσοδο του παραδείγματος με τον τρόπο που διεξοδικά αναλύσαμε στην Ενότητα 6.2, να την κωδικοποιήσει, να προσομοιώσει το δίκτυο και να πάρει την απάντηση του, την οποία στη συνέχεια πρέπει να την αποκωδικοποιήσει και με τη βοήθεια αυτής και των δεδομένων εισόδου του προβλήματος να δημιουργήσει τα κατηγορήματα generate_jobs/2 και generate_machines/1 που πρέπει να φορτωθούν στο βασικό κορμό του προγράμματος λογικού προγραμματισμού ώστε αυτό να μπορεί να εκτελεστεί. Στην ενότητα αυτή περιγράφουμε τον κώδικα συνάρτησης που γράψαμε ώστε να απλοποιηθεί λίγο όλη αυτή η διαδικασία και επομένως η προσέγγισή μας να γίνει λίγο ελκυστικότερη, από άποψη ευκολίας χειρισμού.   


Η σκέψη στην οποία στηριχθήκαμε είναι ότι προκειμένου να δώσουμε το άγνωστο παράδειγμα στο νευρωνικό δίκτυο θα πρέπει έτσι και αλλιώς να έχουμε φέρει την είσοδό του στην αναμενόμενη μορφή. Μια συνάρτηση που θα εκτελείται σε περιβάλλον MATLAB, μπορεί να παίρνει την είσοδο στη μορφή αυτή και την έξοδο του δικτύου και να κατασκευάζει τα δυο κατηγορήματα που μας ενδιαφέρουν, χωρίς να χρειάζεται ο χρήστης να τα γράφει κάθε φορά με το χέρι και έτσι να δαπανάται πολύτιμος χρόνος και να ελλοχεύει ο κίνδυνος λανθασμένης δημιουργίας τους. Μια τέτοια συνάρτηση γράψαμε λοιπόν, την Create_Predicates, τον κώδικα της οποίας παρουσιάζουμε και αναλύουμε ευθύς αμέσως. Ο κώδικας αυτός με τη βοήθεια αναλυτικών σχολίων έχει χωριστεί σε τμήματα ώστε να είναι ευκολότερη η παρακολούθηση του. Σημειώνεται ότι αφορά μόνο το 6x6 πρόβλημα, αλλά μπορεί εύκολα να τροποποιηθεί προκειμένου να είναι εφικτή η χρήση του σε οποιοδήποτε άλλο μέγεθος.

function Create_Predicates(Input,Output)

%-----------------------------------------------------------------------------------

%ΣΥΝΑΡΤΗΣΗ ΠΟΥ ΔΗΜΙΟΥΡΓΕΙ ΤΑ ΚΑΤΗΓΟΡΗΜΑΤΑ ΜΕ ΤΟΥΣ ΠΕΡΙΟΡΙΣΜΟΥΣ ΠΡΟΤΕΡΑΙΟΤΗΤΑΣ

%ΚΑΙ ΔΥΝΑΜΙΚΟΤΗΤΑΣ ΤΟΥ ΠΡΟΒΛΗΜΑΤΟΣ ΧΡΟΝΟΠΡΟΓΡΑΜΜΑΤΙΣΜΟΥ ΜΕΓΕΘΟΥΣ 6x6.

%-----------------------------------------------------------------------------------

%Κατά την κλήση της, για το 6x6 πρόβλημα, παίρνει σαν ορίσματα εισόδου έναν πίνακα-

%γραμμή 12 αριθμητικών στοιχείων με τις εισόδους του παραδείγματος και άλλο έναν 

%πίνακα-γραμμή 7 αριθμητικών στοιχείων με την έξοδο του παραδείγματος (π.χ. την 

%έξοδο του νευρωνικού δικτύου).

%

%Τα κατηγορήματα περιορισμών, έτοιμα να χρησιμοποιηθούν από το πρόγραμμα λογικού

%προγραμματισμού, γράφονται στο αρχείο 'Constraints Predicates For The Example.txt'.

%Σε ένα άλλο txt αρχείο το 'Encoding For This Example.txt' γράφεται η κωδικοποίηση 

%για το συγκεκριμένο παράδειγμα. 

%

%ΠΑΡΑΔΕΙΓΜΑΤΑ ΚΛΗΣΗΣ
%-------------------

%->Create_Predicates(Inputs_Vector,Outputs_Vector);

%-----------------------------------------------------------------------------------

try

if Valid_Arguments(Input,Output)

%ελέγχεται αν τα ορίσματα που έδωσε ο χρήστης κατα την κλήση της είναι σωστά
   counter=1;

   for j=1:2:11 



processing_orders(counter,1)=Input(j);



counter=counter+1;

   end;

   str_processing_orders=int2str(processing_orders);

   counter=1;

   for j=2:2:12



processing_times(counter,1)=Input(j);



counter=counter+1;

   end; 

   str_processing_times=int2str(processing_times);

   %---------------------------------------------------------------------------

   %Στον πίνακα Μ τοποθετούνται οι σειρές με τις οποίες πρέπει κάθε εργασία να 

   %περάσει από κάθε μηχανή - Κάθε σειρά του πίνακα αντιστοιχεί σε μια εργασία

   %---------------------------------------------------------------------------

   for string_no=1:6


for j=1:6



M(string_no,j)=str2num(str_processing_orders(string_no,j));


end;

   end;

   %-------------------------------------------------------------------------------

   %Στον πίνακα Τ τοποθετούνται οι αντίστοιχοι χρόνοι επεξεργασίας

   %Απαιτείται ειδική αντιμετώπιση για να μη λαμβάνονται υπόψη τα 0 για χρόνους <10

   %-------------------------------------------------------------------------------

   for string_no=1:6


times=str_processing_times(string_no,:);


digits=size(times);


if digits(2)==11 times=strcat('0',times); end;


counter=1;


for i=1:2:12



T(string_no,counter)=str2num(strcat(times(i),times(i+1)));



counter=counter+1;


end;

   end;

   %---------------------------------------------------------------------------------------

   %Με τη βοήθεια των πινάκων Μ και Τ γράφει σε αρχείο την κωδικοποίηση που περιμένει η CHIP

   %---------------------------------------------------------------------------------------

   f_id=fopen('Encoding For This Example.txt','w');

   fprintf(f_id,'ΚΩΔΙΚΟΠΟΙΗΣΗ ΤΟΥ ΠΑΡΑΔΕΙΓΜΑΤΟΣ:\n');

   for i=1:6

     for j=1:6

     Encoding{i,j}=strcat('J',num2str(i),num2str(j),',',num2str(M(i,j)),',',num2str(T(i,j))); 



fprintf(f_id,'%s\t',Encoding{i,j});


     end; 

     fprintf(f_id,'\n');

   end;

   fclose(f_id); clear f_id;

   %-----------------------------------------------------------------------------------

   %Σε άλλο αρχείο μπορεί να γράφει ένα string με τους περιορισμούς προτεραιότητας των 

   %διεργασιών στις εργασίες με χρήση των πινάκων M και Τ που περιέχουν τις απαραίτητες   

   %πληροφορίες (μηχανές και χρόνους για τις 36 διεργασίες)

   %-----------------------------------------------------------------------------------

   f_id=fopen('Constraints Predicates For The Example.txt','w');

fprintf(f_id,'%%------------------------------------------------------------------------\n');

fprintf(f_id,'%%ΚΑΤΗΓΟΡΗΜΑΤΑ ΠΡΟΤΕΡΑΙΟΤΗΤΑΣ ΔΙΕΡΓΑΣΙΩΝ ΣΤΙΣ ΕΡΓΑΣΙΕΣ ΚΑΙ ΕΡΓΑΣΙΩΝ ΣΤΙΣ ΜΗΧΑΝΕΣ.\n\tΑΝΤΙΓΡΑΨΤΕ ΤΑ ΚΑΙ ΕΠΙΚΟΛΛΗΣΤΕ ΤΑ ΣΤΟΝ ΚΟΡΜΟ ΤΟΥ ΠΡΟΓΡΑΜΜΑΤΟΣ ΤΗΣ ECLiPSe!\n');

fprintf(f_id,'%%------------------------------------------------------------------------\n');

fprintf(f_id,'\n\n generate_jobs(E,[[J11,J12,J13,J14,J15,J16],\n\t\t\t[J21,J22,J23,J24,J25, J26],\n\t\t\t[J31,J32,J33,J34,J35,J36],\n\t\t\t[J41,J42,J43,J44,J45,J46],\n\t\t\t[J51,J52, J53,J54,J55,J56],\n\t\t\t[J61,J62,J63,J64,J65,J66]]) :-\n'); 

fprintf(f_id,'\n\t\t\t gen_job_prec([J11,J12,J13,J14,J15,J16,E],[%d, %d, %d, %d, %d, %d, 1]), ',T(1,1),T(1,2),T(1,3),T(1,4),T(1,5),T(1,6));

fprintf(f_id,'\n\t\t\t gen_job_prec([J21,J22,J23,J24,J25,J26,E],[%d, %d, %d, %d, %d, %d, 1]), ',T(2,1),T(2,2),T(2,3),T(2,4),T(2,5),T(2,6));

fprintf(f_id,'\n\t\t\t gen_job_prec([J31,J32,J33,J34,J35,J36,E],[%d, %d, %d, %d, %d, %d, 1]), ',T(3,1),T(3,2),T(3,3),T(3,4),T(3,5),T(3,6));

fprintf(f_id,'\n\t\t\t gen_job_prec([J41,J42,J43,J44,J45,J46,E],[%d, %d, %d, %d, %d, %d, 1]), ',T(4,1),T(4,2),T(4,3),T(4,4),T(4,5),T(4,6));

fprintf(f_id,'\n\t\t\t gen_job_prec([J51,J52,J53,J54,J55,J56,E],[%d, %d, %d, %d, %d, %d, 1]), ',T(5,1),T(5,2),T(5,3),T(5,4),T(5,5),T(5,6));

fprintf(f_id,'\n\t\t\t gen_job_prec([J61,J62,J63,J64,J65,J66,E],[%d, %d, %d, %d, %d, %d, 1]). ',T(6,1),T(6,2),T(6,3),T(6,4),T(6,5),T(6,6));

   %-----------------------------------------------------------------------------------------

   %Τέλος θα γράφει ενα string με τους περιορισμούς προτεραιότητας των εργασιών στις μηχανές

   %όπου εδώ θα χρησιμοποιούνται τόσο οι M και Τ όσο και η έξοδος του δικτύου για το 

   %παράδειγμα αυτό.

   %-----------------------------------------------------------------------------------------

   counter=1;

   for j=1:6


Machines_Out(counter,1)=Output(j);


counter=counter+1;

   end; 

   str_Machines_Out=int2str(Machines_Out);

   for string_no=1:6


for j=1:6



Out(string_no,j)=str2num(str_Machines_Out(string_no,j));


end;

   end;

   Temp=cat(2,Out(:,1:2),(sort(Out(:,3:6)'))');

   for i=1:6


for j=1:6



assign_array(i,j)=find(M(Temp(i,j),:)==i);



M_Prec{i,j}=strcat('J',num2str(Temp(i,j)),num2str(assign_array(i,j)));



T_new(i,j)=T(Temp(i,j),assign_array(i,j));



end;

   end;

fprintf(f_id,'\n\n\n\n generate_machines([[J11,J12,J13,J14,J15,J16],\n\t\t\t[J21,J22,J23,J24, J25,J26],\n\t\t\t[J31,J32,J33,J34,J35,J36],\n\t\t\t[J41,J42,J43,J44,J45,J46],\n\t\t\t[J51,J52,J53,J54,J55,J56],\n\t\t\t[J61,J62,J63,J64,J65,J66]]) :-\n'); 

fprintf(f_id,'\n\t\t\t gen_machine_prec([%s,%s,%s,%s,%s,%s],[%d, %d, %d, %d, %d, %d]),', M_Prec{1,1},M_Prec{1,2},M_Prec{1,3},M_Prec{1,4},M_Prec{1,5},M_Prec{1,6},T_new(1,1),T_new(1,2),T_new(1,3),T_new(1,4),T_new(1,5),T_new(1,6));

fprintf(f_id,'\n\t\t\t gen_machine_prec([%s,%s,%s,%s,%s,%s],[%d, %d, %d, %d, %d, %d]),', M_Prec{2,1},M_Prec{2,2},M_Prec{2,3},M_Prec{2,4},M_Prec{2,5},M_Prec{2,6},T_new(2,1),T_new(2,2),T_new(2,3),T_new(2,4),T_new(2,5),T_new(2,6));

fprintf(f_id,'\n\t\t\t gen_machine_prec([%s,%s,%s,%s,%s,%s],[%d, %d, %d, %d, %d, %d]),', M_Prec{3,1},M_Prec{3,2},M_Prec{3,3},M_Prec{3,4},M_Prec{3,5},M_Prec{3,6},T_new(3,1),T_new(3,2),T_new(3,3),T_new(3,4),T_new(3,5),T_new(3,6));

fprintf(f_id,'\n\t\t\t gen_machine_prec([%s,%s,%s,%s,%s,%s],[%d, %d, %d, %d, %d, %d]),', M_Prec{4,1},M_Prec{4,2},M_Prec{4,3},M_Prec{4,4},M_Prec{4,5},M_Prec{4,6},T_new(4,1),T_new(4,2),T_new(4,3),T_new(4,4),T_new(4,5),T_new(4,6));

fprintf(f_id,'\n\t\t\t gen_machine_prec([%s,%s,%s,%s,%s,%s],[%d, %d, %d, %d, %d, %d]),', M_Prec{5,1},M_Prec{5,2},M_Prec{5,3},M_Prec{5,4},M_Prec{5,5},M_Prec{5,6},T_new(5,1),T_new(5,2),T_new(5,3),T_new(5,4),T_new(5,5),T_new(5,6));

fprintf(f_id,'\n\t\t\t gen_machine_prec([%s,%s,%s,%s,%s,%s],[%d, %d, %d, %d, %d, %d]).', M_Prec{6,1},M_Prec{6,2},M_Prec{6,3},M_Prec{6,4},M_Prec{6,5},M_Prec{6,6},T_new(6,1),T_new(6,2),T_new(6,3),T_new(6,4),T_new(6,5),T_new(6,6));

fclose(f_id);

else
%αν τα ορίσματα που δόθηκαν δεν είναι στην αναμενόμενη μορφή

fprintf('\nΤα ορίσματα που δώσατε δεν είναι στην αναμενόμενη μορφή.Tα ακόλουθα είναι πιθανό να έχουν συμβεί:\n');

fprintf('Α)Δώσατε περισσότερα (ή λιγότερα) ορίσματα απο αυτά που απαιτούνται σαν ορίσματα εισόδου.\n');

fprintf('Β)Κάποιο απο τα ορίσματα Inputs ή Outputs δεν είναι πίνακας-γραμμή αριθμητικών στοιχείων.\n');

fprintf('Γ)Κάποιο από τα ορίσματα Inputs ή Outputs δεν έχει τον αναμενόμενο αριθμό στοιχείων που σημαίνει ότι η\n'); 

fprintf('αναπαράσταση του προβλήματος χρονοπρογραμματισμού δεν έχει γίνει σωστά.\n');

fprintf('->Δώστε "help Create_Predicates" για περισσότερες οδηγίες!\n\n');

 return

end;

catch

 disp('**Παρουσιάστηκε κάποιο σφάλμα! (Για βοήθεια δείτε το "help Create_Predicates").\n\n');

end;

function X = Valid_Arguments(in,out)

%---------------------------------------------------------------------------------

%Στηριζόμενοι στην παράσταση εισόδου & εξόδου για το πρόβλημα χρονοπρογραμματισμού

%παραγωγής 6x6 που θέλουμε να λύσουμε, το όρισμα 'in' αναμένεται να είναι πίνακας -

%γραμμή 12 στοιχείων ενώ το όρισμα 'out' πίνακας - γραμμή 7 στοιχείων. Τα ορίσματα 

%αυτά εννοείται πως πρέπει να περιέχουν μόνο αριθμητικά δεδομένα.

%---------------------------------------------------------------------------------  

[in_rows,in_columns]=size(in);

[out_rows,out_columns]=size(out);

if (in_rows==1) & (in_columns==12) & (out_rows==1) & (out_columns==7) & (isnumeric(in)) & (isnumeric(out))



X = 1;

else X=0;

end;

Η συνάρτηση Create_Predicates λοιπόν, παίρνει σαν ορίσματα εισόδου δυο διανύσματα, ένα με την είσοδο του υπό εξέταση παραδείγματος και ένα με την έξοδο που έδωσε το νευρωνικό δίκτυο. Αφού ελεγχθεί ότι τα διανύσματα αυτά έχουν την αναμενόμενη μορφή, δηλαδή ότι το πρώτο είναι διάνυσμα 12 αριθμητικών στοιχείων και το δεύτερο 7 αριθμητικών στοιχείων, προχωράμε στην κύρια λειτουργία της συνάρτησης. Με τη βοήθεια των διανυσμάτων αυτών, και αφού γίνουν κάποιες απαραίτητες μετατροπές ώστε να μπορούν να προσπελαστούν όλα τα ψηφία τους ένα-ένα χωριστά, δημιουργούνται δυο πίνακες 6x6. Ο πίνακας Μ, με το στοιχείο που βρίσκεται στη γραμμή i και τη στήλη j να αντιστοιχεί στη μηχανή οπού είναι προγραμματισμένο να υποστεί επεξεργασία η διεργασία Jij και ο πίνακας T με τις αντίστοιχες διάρκειες επεξεργασίας. Ειδική αντιμετώπιση όπως φαίνεται στον κώδικα χρειάζεται ώστε να παραληφθούν τα μηδενικά των μικρότερων των δέκα μονάδων χρόνων και ο πίνακας T να δημιουργηθεί σωστά.


Με τη βοήθεια των πινάκων Μ και Τ γράφεται στο αρχείο ‘Encoding For This Example.txt’ η κωδικοποίηση του παραδείγματος (βλ. ενότητα 7.3.2), ενώ σε ένα άλλο αρχείο το ‘Constraint Predicates For This Example.txt’ δημιουργούνται τα δυο κατηγορήματα με τους περιορισμούς προτεραιότητας των διεργασιών στις εργασίες και τους διασπαστικούς περιορισμούς των διεργασιών στις μηχανές (κατηγορήματα generate_jobs/2 και generate_machines/1, αντίστοιχα). Για την κωδικοποίηση και το κατηγόρημα generate_jobs/2 δεν χρειάζεται κάποια ιδιαίτερη αναφορά. Απλά χρησιμοποιούμε τους πίνακες Μ, Τ και τυπώνουμε τα κατάλληλα μηνύματα στα αρχεία. Εκεί που πρέπει να γίνει ιδιαίτερη αναφορά είναι στη δημιουργία του κατηγορήματος generate_machines/1. Το κατηγόρημα αυτό εξαρτάται τόσο από τους πίνακες Μ, Τ όσο και από την έξοδο του νευρωνικού δικτύου, καθώς θέλουμε τα δυο πρώτα στοιχεία της λίστας που δίνουμε σαν όρισμα στο κατηγόρημα για κάθε μηχανή να είναι οι δυο πρώτες εργασίες που εκτιμά το δίκτυο ότι πρέπει να επεξεργαστεί η μηχανή αυτή. Για το λόγο αυτό δημιουργείται ένας πίνακας κελιών, ο M_Prec, με τα στοιχεία της γραμμής i αυτού να αφορούν τις διεργασίες της μηχανής i, και μάλιστα με τις δυο πρώτες διεργασίες κάθε γραμμής να είναι αυτές που πρέπει να επεξεργαστούν και πρώτες. Επίσης δημιουργείται ένας ακόμα πίνακας, ο T_new, με τις διάρκειες επεξεργασίας του πίνακα T ταξινομημένες με βάση τον πίνακα M_Prec. Με τη βοήθεια λοιπόν αυτών των δυο πινάκων, δημιουργείται και το κατηγόρημα generate_machines/1.


Η συνάρτηση Create_Predicates συνοδεύεται φυσικά από σχόλια που τυπώνονται σε περίπτωση σφάλματος και κατευθύνουν το χρήστη να την χρησιμοποιήσει σωστά, ενώ μπορούμε πάντα να γράψουμε στο command line της MATLAB “help Create_Predicates” για να διαβάσουμε κάποιες σύντομες, αλλά κατατοπιστικές, οδηγίες χρήσης.  


Είναι χρήσιμο εδώ να δώσουμε ένα παράδειγμα κλήσης της συνάρτησης αυτής, για να γίνει ευκολότερα κατανοητό τι ακριβώς κάνει. Έστω λοιπόν ότι μας ενδιαφέρει να λύσουμε το benchmark πρόβλημα των Fisher και Thompson που μας απασχόλησε γενικά σε όλο αυτό το κεφάλαιο (FT06). Η είσοδος που πρέπει να δώσουμε στο δίκτυο για το πρόβλημα αυτό είναι:  input = [312465 010306070306 235614 080510101004 346125 050408090107 213456 050505030809 325614 090305040301 246153 030309100401], ενώ η έξοδος που μας έδωσε το δίκτυο, όπως είδαμε και στα προηγούμενα είναι: output = [143652 246513 315264 365412 254613 362145 55.63]. Παρά το γεγονός ότι το makespan που μας δίνει το δίκτυο είναι μια καλή προσέγγιση του ελάχιστου δυνατού που αναφέρεται στη βιβλιογραφία, τίποτα δεν μας εγγυάται ότι οι έξοδοι για τις έξι μηχανές είναι σωστές. Με την ελπίδα ότι το δίκτυο κατάφερε να δώσει τουλάχιστον τις δυο πρώτες εργασίες για κάθε μηχανή σωστά, δημιουργούμε τα κατηγορήματα generate_jobs/2 και generate_machines/1 ώστε να μπορέσουμε να χρησιμοποιήσουμε το πρόγραμμα του λογικού προγραμματισμού. Συγκεκριμένα, καλούμε τη συνάρτηση Create_Predicates με ορίσματα τα διανύσματα input και output και αυτή δίνει στο txt αρχείο την εξής έξοδο:    

%---------------------------------------------------------------------------------

%ΤΑ ΚΑΤΗΓΟΡΗΜΑΤΑ ΠΡΟΤΕΡΑΙΟΤΗΤΑΣ ΔΙΕΡΓΑΣΙΩΝ ΣΤΙΣ ΕΡΓΑΣΙΕΣ ΚΑΙ ΕΡΓΑΣΙΩΝ ΣΤΙΣ ΜΗΧΑΝΕΣ

%    ΑΝΤΙΓΡΑΨΤΕ ΤΑ ΚΑΙ ΕΠΙΚΟΛΛΗΣΤΕ ΤΑ ΣΤΟΝ ΚΟΡΜΟ ΤΟΥ ΠΡΟΓΡΑΜΜΑΤΟΣ ΤΗΣ ECLiPSe!   

%---------------------------------------------------------------------------------

 generate_jobs(E,[[J11,J12,J13,J14,J15,J16],



   [J21,J22,J23,J24,J25,J26],



   [J31,J32,J33,J34,J35,J36],



   [J41,J42,J43,J44,J45,J46],



   [J51,J52,J53,J54,J55,J56],



   [J61,J62,J63,J64,J65,J66]]) :-



 gen_job_prec([J11,J12,J13,J14,J15,J16,E],[1, 3, 6, 7, 3, 6, 1]),



 gen_job_prec([J21,J22,J23,J24,J25,J26,E],[8, 5, 10, 10, 10, 4, 1]),



 gen_job_prec([J31,J32,J33,J34,J35,J36,E],[5, 4, 8, 9, 1, 7, 1]),



 gen_job_prec([J41,J42,J43,J44,J45,J46,E],[5, 5, 5, 3, 8, 9, 1]),



 gen_job_prec([J51,J52,J53,J54,J55,J56,E],[9, 3, 5, 4, 3, 1, 1]),



 gen_job_prec([J61,J62,J63,J64,J65,J66,E],[3, 3, 9, 10, 4, 1, 1]).

 generate_machines([[J11,J12,J13,J14,J15,J16],



     [J21,J22,J23,J24,J25,J26],



     [J31,J32,J33,J34,J35,J36],



     [J41,J42,J43,J44,J45,J46],



     [J51,J52,J53,J54,J55,J56],



     [J61,J62,J63,J64,J65,J66]]) :-



 gen_machine_prec([J12,J42,J25,J34,J55,J64],[3, 5, 10, 9, 3, 10]),



 gen_machine_prec([J21,J41,J13,J35,J52,J61],[8, 5, 6, 1, 3, 3]),



 gen_machine_prec([J31,J11,J22,J43,J51,J66],[5, 1, 5, 5, 9, 1]),



 gen_machine_prec([J32,J62,J14,J26,J44,J56],[4, 3, 7, 4, 3, 1]),



 gen_machine_prec([J23,J53,J16,J36,J45,J65],[10, 5, 6, 7, 8, 4]),



 gen_machine_prec([J33,J63,J15,J24,J46,J54],[8, 9, 3, 10, 9, 4]).

Τα κατηγορήματα αυτά είναι ουσιαστικά τα κατηγορήματα που παρουσιάστηκαν στα Τμήματα 3 και 4 του κώδικα της Ενότητας 7.3.3. Μπορούμε από το αρχείο ‘Constraint Predicates For This Example.txt’ να τα αντιγράψουμε και να τα επικολλήσουμε στον βασικό κορμό του Λογικού Προγραμματισμού Διατύπωσης Περιορισμών που κατά τα άλλα παραμένει ακριβώς ο ίδιος για οποιοδήποτε 6x6 πρόβλημα. Έτσι διευκολύνουμε αρκετά το χρήστη του υβριδικού μοντέλου προγραμματισμού παραγωγής που προτείνουμε, καθώς το μόνο που χρειάζεται, είναι να γνωρίζει στοιχειώδεις λειτουργίες της MATLAB (δηλαδή να μπορεί να φορτώνει μεταβλητές, να καλεί σωστά και να εκτελεί τις συναρτήσεις κωδικοποίησης, αποκωδικοποίησης, δημιουργίας των κατηγορημάτων και γενικότερα να χειρίζεται ένα νευρωνικό δίκτυο) και να έχει στοιχειώδεις γνώσεις χειρισμού της ECLiPSe (δηλαδή να μπορεί να μεταγλωττίζει και να εκτελεί ένα πρόγραμμα). Δεν θα πρέπει να ξεχνάμε, ότι οι συναρτήσεις που κατασκευάσαμε και παρουσιάσαμε σε αυτό αλλά και στο προηγούμενο κεφάλαιο, καθώς και ο κώδικας λογικού προγραμματισμού, μπορεί να φαίνονται ιδιαιτέρως πολύπλοκες στον απλό χρήστη αλλά αυτό που θα πρέπει να τον ενδιαφέρει περισσότερο είναι το τι κάνουν και όχι το πώς το κάνουν. Με άλλα λόγια θα πρέπει να επικεντρωθεί περισσότερο στο πως θα τις χειριστεί σωστά ώστε να πάρει τα αποτελέσματα που θέλει και λιγότερο με τις εσωτερικές λεπτομέρειες και ιδιαιτερότητες του κώδικα.    

7.5 ΠΑΡΟΥΣΙΑΣΗ ΤΟΥ ΛΟΓΙΣΜΙΚΟΥ ECLiPSe 5.5

Κλείνοντας το κεφάλαιο αυτό, παρουσιάζουμε εν συντομία το λογισμικό που χρησιμοποιήθηκε για την εφαρμογή του αλγορίθμου επίλυσης του προβλήματος χρονικού προγραμματισμού. Πρόκειται για το λογισμικό ECLiPSe στην έκδοση 5.5 που δημιουργήθηκε από το Πανεπιστήμιο Imperial και για τη χρήση του απαιτείται ειδική άδεια.

Η ECLiPSe χαρακτηρίζεται από ένα φιλικό στον χρήστη περιβάλλον ενώ οι δυνατότητες της είναι μεγάλες χάρη στις βιβλιοθήκες που έχει στις βάσεις δεδομένων της. Το αρχικό παράθυρο διαλόγου δίνεται στο Σχήμα 7.3. Ο πίνακας ‘Output and Error Messages’ αποτελεί το κομμάτι επικοινωνίας με τον χρήστη. Εκεί παρουσιάζονται τα αποτελέσματα της μεταγλώττισης του προγράμματος και τυχόν μηνύματα λάθους που καλούν το χρήστη να κάνει τις απαραίτητες διορθώσεις στον κώδικα. Στον ίδιο πίνακα τυπώνονται τα ενδιάμεσα αποτελέσματα που πιθανώς να έχουν ζητηθεί από το σχεδιαστή του αλγορίθμου. Στον πίνακα ‘Results’ από την άλλη, παρουσιάζεται η λύση του εκάστοτε προγράμματος. Το ‘Query Entry’ συμπληρώνεται με ερωτήσεις από τον χρήστη. Το κουμπί ‘make’ χρησιμοποιείται αφού έχει φορτωθεί κάποιο πρόγραμμα στο λογισμικό, με στόχο να περαστούν στην μνήμη τυχόν αλλαγές που έγιναν από την πρώτη μεταγλώττιση του προγράμματος και έπειτα. Εάν στο ‘Output and Error Messages’ ληφθεί μήνυμα που λέει πως το compile ολοκληρώθηκε σωστά, τότε πατώντας ‘run’ και αφού πρώτα συμπληρωθεί το ‘Query Entry’, η ECLiPSe τρέχει το πρόγραμμα. Το κουμπί ‘Yes’ μπορεί να πάρει και τις παραμέτρους ‘No’, ‘Running…’ και ‘Abort’ ανάλογα στην φάση του προγράμματος. Έτσι, εάν το πρόγραμμα εκτελεστεί και δώσει αποτελέσματα θα φανεί το ‘Yes’, εάν δεν υπάρχει λύση θα φανεί το ‘No’, εάν βρίσκεται στην διαδικασία αναζήτησης λύσης θα φαίνεται το ‘Running…’, ενώ εάν η διαδικασία διακοπεί θα φανεί το ‘Abort’. 
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Σχήμα 7.2

Η ECLiPSe 5.5 του Πανεπιστημίου Imperial.
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Σχήμα 7.3

Το αρχικό παράθυρο διαλόγου.

Αναλυτικότερα, για να γίνει πλήρως κατανοητή η λειτουργία του λογισμικού θα περιγραφεί η διαδικασία που ακολουθήθηκε για την επίλυση του benchmark προβλήματος FT06. Ο κώδικας επίλυσης του προβλήματος αυτού έχει παρουσιασθεί στα προηγούμενα. Το πρόγραμμα γράφεται υπό την μορφή αρχείου με κατάληξη .pl ή .ecl. Στη συνέχεια ανοίγουμε το αρχείο αυτό και μεταγλωττίζουμε τον πηγαίο κώδικα. Το παράθυρο διαλόγου είναι τώρα κάπως έτσι:
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Σχήμα 7.4

Μεταγλώττιση του προγράμματος.
Διαβάζοντας το ‘Output and Error Messages’, που είναι ο μόνος τομέας που άλλαξε, παρατηρούμε μια λίστα από κατηγορήματα τα οποία φορτώνονται στο πρόγραμμα. Στη τελευταία γραμμή εμφανίζεται το όνομα του αρχείου που μεταγλωττίστηκε καθώς και ο συνολικός χρόνος που χρειάστηκε για αυτό. Στη συνέχεια και προκειμένου το πρόγραμμα να δώσει λύση πρέπει να συμπληρωθεί το ‘Query Entry’ με την διαδικασία solution του προγράμματος και να πατηθεί το πλήκτρο  ‘run’. Η μορφή που θα πάρει τώρα η πλατφόρμα θα είναι σαν αυτή του Σχήματος 7.5. Στον  ‘Output and Error Messages’ παρουσιάζονται όλες οι δυνατές λύσεις που ικανοποιούν τους περιορισμούς και τις απαιτήσεις του προβλήματος, ενώ στον πίνακα ‘Results’ εμφανίζεται η βέλτιστη λύση από αυτές με κόστος 55 χρονικές μονάδες. Ο χρόνος εύρεσης των λύσεων αυτών ήταν όπως φαίνεται στο σχήμα 0,84 sec. Σε περίπτωση που όπως αναφέρθηκε στα προηγούμενα η τιμή της παραμέτρου Max δεν περιοριστεί αρκετά, και της δοθεί για παράδειγμα η τιμή 16 ο χρόνος αυτός αυξάνεται σε 31,72 δευτερόλεπτα (Σχήμα 7.6).
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Σχήμα 7.5

Τα αποτελέσματα της ECLiPSe για το FT06, με Max = 65.
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Σχήμα 7.6

Τα αποτελέσματα της ECLiPSe για το FT06, με Max = 200.

ΚΕΦΑΛΑΙΟ 8
8.1 ΣΥΝΟΨΗ


Η παρούσα εργασία εισάγει ένα υβριδικό μοντέλο επίλυσης προβλημάτων χρονικού προγραμματισμού παραγωγής μεγέθους 6x6, με χρήση νευρωνικών δικτύων και λογικού προγραμματισμού διατύπωσης περιορισμών. Ο αρχικός μας στόχος, ο οποίος τελικώς επετεύχθη, ήταν συνδυάζοντας ένα πολύ αποτελεσματικό, αλλά ταυτόχρονα πολύ απαιτητικό ως προς το χρόνο επεξεργασίας πρόγραμμα λογικού προγραμματισμού, και την ευφυΐα των νευρωνικών δικτύων, να πάρουμε τις βέλτιστες λύσεις, που έτσι και αλλιώς μπορεί να δώσει ο λογικός προγραμματισμός, εντός λογικών χρονικών πλαισίων.


Τα αποτελέσματα λοιπόν που πήραμε από το νευρωνικό δίκτυο για τις αλληλουχίες των εργασιών σε κάθε μηχανή, τα οποία στην καλύτερη περίπτωση αποτελούν προσέγγιση της βέλτιστης λύσης για παραδείγματα που δεν διαφέρουν περισσότερο από 20-25% από τα παραδείγματα εκπαίδευσης, τα χρησιμοποιήσαμε ώστε να δημιουργήσουμε περιορισμούς για τις δυο πρώτες εργασίες σε κάθε μηχανή. Επίσης, τον ελάχιστο δυνατό χρόνο εκτέλεσης του συνόλου των διεργασιών (makespan) που μας δίνει το δίκτυο, τον χρησιμοποιήσαμε για να μειώσουμε το πεδίο τιμών των μεταβλητών απόφασης του προγράμματος λογικού προγραμματισμού διατύπωσης περιορισμών.


Με τον τρόπο αυτό επιτυγχάνουμε τη λύση κάθε 6x6 προβλήματος, για το οποίο το δίκτυο μπορεί να προσδιορίσει σωστά τουλάχιστον τις δυο πρώτες εργασίες ανά μηχανή, σε διάστημα μικρότερο από ένα δευτερόλεπτο. Για παραδείγματα που ούτε καν οι δυο πρώτες εργασίες ανά μηχανή δεν προκύπτουν σωστά, είναι δυνατή η εύρεση όχι της βέλτιστης, αλλά τουλάχιστον κάποιας εφικτής λύσης, επίσης σε χρονικό διάστημα μικρότερο από ένα δευτερόλεπτο. 

Για μια επίδειξη της όλης διαδικασίας, λύσαμε στο Κεφάλαιο 7 το benchmark πρόβλημα των Fisher και Thompson μεγέθους 6x6 (FT06). Η βέλτιστη λύση του, χωρίς να υπολογίζουμε τα κλάσματα δευτερολέπτου που χρειάζεται το νευρωνικό για να δώσει την απάντησή του, προσδιορίστηκε σε 0,84 δευτερόλεπτα και είχε κόστος 55 χρονικές μονάδες (ίσο δηλαδή με το κόστος που αναφέρεται στην βιβλιογραφία σαν ελάχιστο κόστος του FT06). Σε αντίθετη περίπτωση, που δεν χρησιμοποιήσουμε τους επιπλέον περιορισμούς, η λύση προκύπτει σε 5 δευτερόλεπτα. Τα αποτελέσματα λοιπόν είναι κάτι παραπάνω από θετικά.

Με τον ίδιο ακριβώς τρόπο και τις ίδιες χρονικές απαιτήσεις ανά παράδειγμα, λύσαμε τα 30 παραδείγματα δοκιμής που συζητήθηκαν στο Κεφάλαιο 6, και ανεβάσαμε το ποσοστό επιτυχίας από 53,4% (στην περίπτωση που χρησιμοποιηθεί μόνο το νευρωνικό δίκτυο) σε 86,67%. Τα αποτελέσματα κρίνονται επίσης θετικά.    


Τέλος στα θετικά του μοντέλου που προτείνουμε, θα πρέπει οπωσδήποτε να συμπεριληφθούν οι συναρτήσεις που δημιουργήσαμε σε περιβάλλον MATLAB, οι οποίες διευκολύνουν τη χρήση τόσο του νευρωνικού δικτύου όσο και του προγράμματος λογικού προγραμματισμού. Οι συναρτήσεις αυτές κάνουν το μοντέλο μας περισσότερο ελκυστικό από άποψη ευκολίας χρήσης, καθώς με τη βοήθειά τους, το μόνο που χρειάζεται είναι ο χρήστης να έχει στοιχειώδεις γνώσεις του τρόπου λειτουργίας της MATLAB και της ECLiPSe.

8.2 ΜΕΛΛΟΝΤΙΚΕΣ ΕΠΕΚΤΑΣΕΙΣ

Το υβριδικό μοντέλο που αναπτύξαμε, μπορεί επίσης να χρησιμοποιηθεί για την επίλυση προβλημάτων χρονικού προγραμματισμού μεγαλύτερης τάξεως, αλλά και για την επίλυση προβλημάτων χρονικού προγραμματισμού m x n. Την πεποίθηση ότι αναλόγως καλά αποτελέσματα με αυτά του 6x6 προβλήματος που αναπτύχθηκε, θα έχουμε αν επεκταθούμε και σε μεγαλύτερα μεγέθη, την επιβεβαιώνει το Παράρτημα Δ, στο οποίο λύνουμε ένα παράδειγμα 10x10 προβλήματος. Χρησιμοποιώντας μόνο τους περιορισμούς προτεραιότητας και διάζευξης, το πρόγραμμα τρέχει για 24 ολόκληρες ώρες χωρίς να ολοκληρώσει την αναζήτηση, και για ευνόητους λόγους το διακόπτουμε. Αντιθέτως, αν προσδιορίσουμε τις 5 πρώτες εργασίες σε κάθε μηχανή, θεωρώντας ότι έχουμε εκπαιδεύσει νευρωνικό δίκτυο που είναι ικανό να μας τις δώσει, το πρόγραμμα ολοκληρώνει επιτυχώς την αναζήτηση σε περίπου 4 λεπτά. Τα αποτελέσματα δηλαδή δεν είναι απλώς καλά, αλλά εντυπωσιακά και μας κάνουν να πιστεύουμε πως το υβριδικό μοντέλο που προτείνουμε μπορεί να βρει άμεσα εφαρμογή. Σε κάθε περίπτωση πάντως, θα ήταν ενδιαφέρουσα η σύγκριση των αποτελεσμάτων της παρούσας εργασίας με αποτελέσματα άλλων υβριδικών μοντέλων. 


ΠΑΡΑΡΤΗΜΑ A
Στο παράρτημα αυτό δίνονται τα σετ των παραδειγμάτων εκπαίδευσης και των παραδειγμάτων δοκιμής που χρησιμοποιήθηκαν στα Κεφάλαια 6 και 7, τόσο για τη δημιουργία των νευρωνικών δικτύων, όσο και για τον έλεγχο της αποδοτικότητας του υβριδικού μοντέλου που προτάθηκε. Κάθε σετ είναι, λόγω περιορισμένου χώρου, χωρισμένο σε δυο πίνακες. Έναν πίνακα με τις εισόδους και έναν πίνακα με τις επιθυμητές απαντήσεις (στόχους). Η αναπαράσταση που χρησιμοποιείται είναι αυτή που διεξοδικά αναλύθηκε στην Ενότητα 6.2 και καθορίζει εκτός των άλλων το ποιο θα είναι το μέγεθος των πινάκων εισόδων και στόχων. Έτσι για το 6x6 πρόβλημα που μελετάται και για 250 παραδείγματα εκπαίδευσης ο πίνακας εισόδων (Πίνακας Α.1) έχει μέγεθος 250x12, ενώ ο πίνακας στόχων (Πίνακας Α.2) 250x7 και για 30 παραδείγματα δοκιμής ο πίνακας εισόδων είναι 30x12 και ο στόχων 30x7 (Πίνακες Α.3 και Α.4 αντίστοιχα).     
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# |MI1 Orders| M2 Orders| M3 Orders| M4 Orders| M5 Orders| M6 Orders| Makespan
e e e et e e e e £ 25
1 124563 245613 543216 246153 321465 324651 28
2 416253 615432 362451 132654 531624 314652 29
3 341526 132456 213654 423165 245361 416523 32
4 432561 635214 643215 325641 316542 351246 33
5 643521 142635 412635 631542 653124 514623 35
6 623451 216435 216435 631254 652314 562143 39
i 512463 512463 456321 643152 526314 135624 52
8 521463 521346 453261 643152 265314 316524 50
9 516243 516243 425631 643152 256314 135426 50
10 153426 153426 153426 415236 421653 426153 35
11 162354 162354 162354 126534 261534 261534 40
12 152463 152463 152463 125463 125463 125463 49
13 261534 324156 165342 356421 134265 251643 27
14 162543 463521 514236 635124 643152 436251 46
15 236154 362451 521436 263514 614253 234651 46
16 145632 164253 641523 316524 531426 516342 15
17 461235 624135 642351 536214 532416 563142 18
18 165243 216543 231654 243165 524316 652431 39
19 165243 216543 231654 243165 524316 652431 39
20 163524 513264 531462 351426 635421 631542 49
21 534162 645132 543216 425361 435216 435261 50
22 261534 315264 512643 534162 532416 263541 49
23 153426 153426 562341 432165 645231 645132 46
24 164352 413652 342156 324165 614352 643215 55
25 641532 612543 462153 615324 462153 641532 50
26 645231 146523 214536 431256 162534 641253 54
27 615342 153426 615342 615342 615324 261534 48
28 214635 456123 321456 532164 642351 163542 35
29 536214 532614 536124 542163 145326 365241 75
30 536214 532614 536124 542163 145326 362541 75
31 624135 564321 612435 124356 432615 615423 43
32 412653 543621 142635 142356 432156 145362 45
33 512346 351246 431256 214635 163425 634125 17
34 523641 532641 253641 523416 523641 526341 75
35 345261 352641 543261 542613 453261 354261 72
36 346251 346251 346251 346251 346251 346251 76
37 126435 126435 126435 126435 126435 126435 54
38 345126 345126 513426 341256 631254 651324 49
39 315426 315246 315426 341526 423615 426315 49
40 132456 213456 341256 342561 563421 653421 54
41 214635 456123 321456 531264 634251 136542 55
42 436215 346215 615324 362154 324156 346521 29
43 432615 346215 651324 563214 325416 543621 46
44 645321 652431 321645 463215 643152 643512 39
45 135426 215436 456132 642513 246315 426351 26
46 341562 215643 634512 624513 634215 634251 50
47 526314 652134 453621 235461 543261 536421 36
48 436152 164352 643521 143265 615243 463521 41
49 435162 154632 543621 134265 516243 453621 38
50 135462 456132 315462 362541 562431 254613 65
51 564132 126345 361254 312465 431265 324615 33
52 314652 234615 231645 236415 364152 624315 57
53 416253 421653 245613 246513 456132 324516 41
54 546312 521463 436215 436251 213456 134256 39
55 531642 521463 431256 354621 321654 134526 36
56 125463 543126 243165 251463 542361 543216 57





Πίνακας Α.2 – Πίνακας στόχων των παραδειγμάτων εκπαίδευσης.

[image: image113.jpg]57 532614 251643 236145 423615 425316 542316 75
58 526413 526413 526413 562413 526413 526413 66
59 461235 652143 654321 435621 534126 563142 19
60 123645 123645 123645 123645 123645 123645 57
61 531426 635142 136524 316452 165243 365124 78
62 145362 215436 641325 543261 456321 561423 80
63 452163 251364 423516 532416 423165 425316 78
64 432165 321654 654321 165432 216543 543216 55
65 321564 564321 165432 215643 432156 564321 16
66 645321 645321 436521 542163 512463 214563 19
67 216345 125643 164325 613524 564321 461352 29
68 261345 561243 164532 651324 564312 645132 25
69 342165 341625 163452 163542 625143 521643 38
70 652413 352461 421365 153246 315246 365241 48
71 532146 532164 532146 521346 253146 532146 75
72 425631 513642 561432 265134 216543 265341 55
73 145632 316425 431625 562143 623541 254361 64
74 426531 521643 564132 265143 612435 623541 57
75 261435 164523 612534 352146 436215 461253 75
76 425316 521346 514362 251634 125346 253614 61
77 564321 135462 241356 613452 564213 543216 40
78 365142 214653 465312 614253 364215 643521 36
79 653214 653421 261453 352614 541623 546123 34
80 435621 312564 654132 621534 216345 326541 60
81 132645 213654 521346 531264 231456 213654 56
82 413265 541326 654132 132654 126543 165432 50
83 456123 561234 345612 123456 612345 234561 48
84 463512 465312 641253 426135 463512 462153 45
85 316542 436125 364125 436125 436125 436251 43
86 123645 162534 123465 123654 123645 123645 65
87 146523 162345 312465 231546 524316 236541 52
88 456123 561234 345612 123456 612345 234561 40
89 514236 514236 541263 154326 514236 541326 71
90 146235 264315 245163 452316 245613 624531 53
91 164532 361524 512436 514326 512463 625134 47
92 632415 351624 624315 351624 624315 365124 63
93 254163 251436 245163 254163 254163 245613 61
94 216453 253461 126453 654321 123465 316425 36
95 124653 412563 124635 645231 412635 146253 36
96 165234 165234 653412 152364 245613 165234 76
97 613452 165342 132654 241365 513426 136254 54
98 532641 532461 532641 253641 324561 152346 40
99 143562 123564 421356 123564 241356 413562 42
100 362514 532614 256341 562314 523164 536214 29
101 134526 341265 132546 531462 324651 126534 37
102 154236 412365 325164 235614 564123 654321 50
103 523146 652341 123645 123654 126354 126354 47
104 346152 341562 563124 651423 214653 135462 33
105 143265 325164 134265 134652 614253 134265 47
106 152346 152346 152346 152436 153246 125346 50
107 613452 563214 361542 264153 261354 261543 61
108 456213 213456 456213 456213 456213 456213 53
109 123456 436512 324615 516432 561234 654321 79
110 251364 412563 324516 314265 162354 361524 30
111 456123 123456 234561 612345 561234 345612 60
112 436152 361425 612534 612354 163452 612354 48
113 125346 125346 125346 125346 125346 125346 58
114 165432 165432 165432 165432 165432 165432 47
115 315426 531426 135246 315426 531642 143652 48
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[image: image114.jpg]116 [ 641325 463152 641325 461352 641352 463125 25
117 154326 451263 514362 631425 345126 263514 60
118 621435 621435 261435 261435 612435 621453 59
119| 461523 346521 362541 132456 165423 136425 50
120 342156 562341 256143 132465 245163 423651 48
121 142356 562314 265134 136245 132465 346251 10
122| 614235 614352 412356 214356 214356 612354 31
123 135462 312456 453162 514632 154362 541362 51
124| 362154 653241 123465 214653 431256 546123 75
125 142653 531624 512364 213465 234615 231465 37
126 365142 163524 142356 423561 241365 235614 45
127 324156 531264 536124 543216 126345 613425 45
128 | 524631 325641 542613 245613 253461 354261 53
129 145263 351624 512346 413652 423651 235416 40
130| 246513 612453 163425 256143 324651 354126 44
131 615324 315624 641352 162534 416325 461352 41
132| 253641 253416 521634 243165 643215 651324 46
133 124653 165243 421365 316254 341625 412356 46
134| 315426 163254 653142 234165 342165 123645 39
135 312456 312564 163452 162345 265431 635241 40
136 | 521436 253164 463215 123546 235146 523614 76
137 154236 214536 126345 321564 654321 654321 56
138 632415 621453 316524 415623 625134 524361 57
139 416325 152346 134265 314256 534612 564312 50
140 516324 145236 412356 326514 631524 346125 51
141 163452 615432 461235 614352 614352 614352 70
142 | 243165 124356 214356 423516 342156 243156 81
143 234561 524163 124365 132456 613524 143652 60
144 451362 312456 356241 563124 123564 356124 80
145 421365 413625 413625 143652 314652 136524 74
146 135642 135264 135642 135426 614235 613542 64
147 543612 654132 315426 136542 125436 432156 26
148 526431 265341 143526 312564 651243 652143 49
149 123456 213564 531264 423156 531264 653214 72
150 165243 516234 214635 431256 523416 351624 51
151 256134 123456 612345 536421 536412 456213 46
152| 645231 654312 563142 165342 215643 432651 37
153 264315 126534 263145 326415 435621 624531 48
154 | 436521 346251 416532 165243 164532 465321 30
155 253641 345261 413652 153246 342516 164352 43
156 | 513246 145236 152364 231645 653241 612534 49
157 643512 165234 163524 346512 346152 356214 26
158 125436 315462 216543 524361 625134 456231 58
159 246513 236541 632451 345126 632541 361425 50
160 | 456123 361245 614253 621453 461352 362415 62
161 254631 234561 235416 243561 231465 234516 62
162 234651 152463 124356 152634 651423 345612 48
163 213654 152634 523416 214635 314652 543612 45
164 | 654213 214536 143265 142365 512364 514326 51
165| 412653 142563 162435 432156 236145 354162 41
166 | 463215 453261 356214 564312 256134 123456 43
167 632541 564123 456132 426351 453216 465231 53
168 623154 621534 256413 365421 251643 431625 51
169| 651342 516423 514623 514326 516423 651342 49
170 [ 314256 142653 314256 312465 531624 314265 46
171 132654 136245 613524 624315 235416 623145 47
172 651432 614235 142563 513642 254361 453126 44
173 564213 654213 426513 165342 261345 364251 42
174 146253 146325 614325 164235 146253 314625 41
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[image: image115.jpg]175 563241 652134 241356 134562 216354 324516 63
176 | 216453 513624 542163 362415 123645 456312 54
177 612453 215634 412536 526314 432561 356214 39
178 562143 543621 235164 423156 315426 524361 49
179| 435162 543612 163254 316542 642531 623541 45
180 624315 126534 632415 362415 345621 643251 38
181 543126 543126 541362 543216 543126 543126 69
182 324516 635241 132546 416352 563241 654312 60
183 136542 125364 613524 346125 431625 643125 36
184 | 615243 635412 123456 512346 651324 213465 46
185 642135 142536 135426 326415 643152 645123 48
186| 234516 346215 526134 425631 526134 643125 43
187 236415 345126 263451 135426 236415 243516 50
188 612345 123456 456123 561234 234561 345612 39
189 | 523146 356214 316245 142536 153462 164523 42
190 264513 154263 163524 326514 635142 654123 47
191 621453 543126 261435 562143 612453 124653 37
192| 461253 215634 451326 514623 453261 345162 38
193] 425631 356214 215436 426135 524613 213456 47
194| 561432 162453 126543 436215 361524 624531 42
195 561342 625341 152643 134625 361524 562431 43
196 | 213456 524316 361452 416523 243651 516342 41
197| 315246 312456 246153 342156 324651 562431 14
198 | 231654 423561 156342 563241 325416 653421 34
199 541362 534612 531462 346215 534612 536421 55
200 436125 142563 413562 524163 615432 265431 56
201 415623 462153 543162 461523 314625 346152 29
202 | 642153 614523 263451 316245 536412 364152 31
203 435126 123546 621534 426315 254361 461523 32
204 | 432516 653214 643215 325164 314652 531246 33
205 643251 241635 421635 631542 635241 541263 32
206 653241 216435 421635 653124 562314 562143 37
207 514263 512346 435621 643152 563214 315624 50
208 | 521463 521436 452361 641523 265314 316524 50
209| 516234 526143 243651 634215 236514 341256 49
210 153246 153426 153426 415236 421653 426153 36
211 132654 123645 231654 216543 126345 235164 37
212 365214 325614 235461 526143 216345 352614 39
213 612354 345216 136452 354621 314265 526143 28
214 162543 463521 512436 653214 634152 432561 46
215 324615 346251 512346 326514 164325 342651 47
216 142563 216453 621453 213654 125346 156342 18
217 162345 261435 632451 365214 352146 563214 20
218 165243 216543 231654 423165 524316 652431 39
219 156243 215643 231654 243165 524316 652341 42
220 162345 215364 513462 314256 634251 631245 50
221 321564 645123 231654 462351 423165 423651 43
222 261534 315264 514263 453162 542316 326541 47
223 154326 152346 256341 423165 425631 645123 44
224 541632 413562 345216 342165 641325 643521 52
225 465123 652134 625143 651234 426513 465123 49
226 653241 156234 132546 231456 162354 461235 47
227 632451 325146 632451 632451 623541 246351 45
228 | 214635 456123 321456 532164 642351 165342 35
229 536241 532641 536124 524163 153246 365124 72
230 352614 532614 253614 245163 145326 365241 76
231 612453 564321 162435 124536 342165 165423 44
232 643215 643521 614235 142356 432615 413652 42
233 513246 351246 431265 214356 134652 654312 20
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[image: image116.jpg]234| 423615 321654 236415 234156 623415 264135 70
235 345261 356421 543261 354261 425613 354261 67
236 435216 345216 513246 324156 362154 651243 47
237 345126 345126 153426 341256 631245 651342 49
238 345126 541326 512346 415236 162534 516243 51
239| 315426 315264 315246 431526 423165 426315 48
240 134265 214365 341265 345261 564321 653421 50
241 431625 436215 165423 531624 325146 543612 31
242 | 432615 432651 615234 532614 324516 543621 29
243 463215 643215 651324 563124 352416 546312 45
244 643521 652413 321645 463215 643152 643152 41
245 312546 215436 453162 246513 234615 243651 27
246 341562 215643 634512 624513 634215 634251 49
247 562134 615234 456321 253641 546321 563421 39
248 416352 163452 643521 134265 612543 463521 38
249 163542 465132 314652 632154 652431 256134 64
250 654321 156423 215364 143526 164523 614523 54





Πίνακας Α.2 (συνέχεια) – Πίνακας στόχων των παραδειγμάτων εκπαίδευσης.
	[image: image117.jpg]L09090S0E0F | €F9TST | SOLOYOSOFOE | €91STH | LOSO90S0E0F | STPEIT | 90L090SOPOE | TSHIET | 90L090SOFOE | TSTHEY | 90L0SOSOPOE | T8TP9r | 0€
$090805080L | €179 | 60S0S0L0L08 | HETI9S | 90508090808 | TES9I | 609080L090S | ¥9TSET | $09060L0906 | ¥9TEST | 90¥08090508 | T9S1vE | 6T
S0T010T0Z0€ | STEPIT | POTOLOEOEOT | EVITIS | LOEOV090H09 | TEIPIS | $OP0S09090T | TIEIHS | ¥0T0TOSOE0Y | S9ETHI | SOT0E090%0T | S9EPIT | 8T
POLOSOSOTOE | TST9EY | TOTOLOBOGOL | THITES | TOTOLOLOYOY | €TI9¥S | 80LOTOSOTOS | $TILES | SOSOVOLOSOL [ TEI9HS | LOV0BOTO90E | +S9IET | LT
90L0E0YOYOE | 9ESHTT | $0909050906 | 91TEPS | SOSOLOEOYOL [ TIEPSY | €0E0S0S0S0S | €STI9F | SO¥0TO80LOY | 9PETIS | LOEOE090S06 | PEIITS | 9T
€09070¥0908 | €¥1T9S | 90T0¥0+0809 | €1¥S9T | 90¥0T0¥0809 | +SEITI | ¥OYOTO8090Y | SHETI9 | ¥O¥0OTO8090Y | 9SHETI | €0¥0T08090% | T19SYET | ST
80¥0L090909 | 1TEYSI | SOE06080L0S | €STI9F | ¥OE00I60S0S | SETIYY [ S0S0L060606 | €STIPT | 60S090L090S | TSITHE | 806090L0906 | 9SETT | ¥T
€010101020T | 9TTevbS | TOTOTOTO0IT | S9IZEY | TOTOIOTOIOT | +S9TET | [OTOTOOITOL | $S9EIT [ T010T01020T [ S9€ITy | T0EOIOTOIOL | 9TIEHS | €T
80012020¥0L | TITISHE | LOLOLOVO9OE | €TIISH | 80LOLOSOSO6 | T€THSY | 8080LOSOTOE | 9TETSH | YOCOEOLOYOL [ SHIETI | SOSOE0S0LOE | #9SIET | TT
80S0¥080L09 | ¥TICEI | 8060S0S0S0C | SYIITE | 90S0€040906 | TIPSIE [ L0O60S0S0S0S | S¥IITE | 80¥0S0S0808 | THSIET | 60L0S0S0SOS | S¥IITE | 1T
TI+AT0010°T | SYETI9 | TT+ATOI00'T | ETI9S | T0ZTOVOLOLOL | €TI9SH | TOL090¥0806 | TI9SHE | 6060€0Z0IO0L | T9SHET | 10L090SOV0S | 9speTl | 0T
€0707020S0% | S9ITHE | 10T0T0T0¥0F | TTESIY | SOT0TOTOVOY | €¥9STI | 10SOPOLOE0E | €91THS | TOE0E0E0S0S [ 9ETTHS | TOTOEOTOE0Y | 9TISHE | 61
9080€0¥0V0€ | 9€SHTT | ¥0909050906 | 91TEPS | SOSOLOCOVOL | TIEHSY | €0€0905050S | €STI9 | ¥OVOTOLOLOY | 9PETIS | LOE0E090S06 | E9ITS | 81
11+31€00°1 SYETIT | 60016060L0T | 9€STIY | ¥0L0L080806 | €9ZISY | TT+H80800°T [ ES9TI [ 606080Z0L0L | €S9ZIv | 8001060805 | 9€TIvs | LI
8010€0Z0L0L | §91TEY | 606060£0207 | S9IYET | TOTO0I90TOL [ 9SPETT | TT+AT0900°T | SEPIIT | 01906060S0T | €5912h | 80901010606 [ 91€svT | 91
T010T060S0Y | SPITE9 | $0SOS060T0T | 9€ESHTT | TOTOSO8080S | T#9STE | ¥OPOTOS0S0S | 9THEST | ¥OVOYOTOE06 | 9EPSTI | €0P0LOSOSOY | 1TSHE9 | S1
LOE090¥0T0S | €SYIIT | SOS090V0E0L | SETIT | TOSOS0S0S0S | SETITH | E0SOSOE0TOS | €91THS | TOEOSOSOB0L | SIPEIT | TOV0S0S0S0S | 9TsIey | ¥l
$0902020209 | TIYSE9 [ T0SOTOO80L [ +ISTEY | TOSO¥OVOSO8 | vESTI9 | TOSOPOFOTOL | TI9SEY | 90TOE0LOSOY | SETIIY | €050S0S0908 | #169T€ | €1
6010€0€0207 | 9€TISY | €08090¥010T | €TI¥9S [ 10¥0¥090Z01 | $9SITE | S0LOTOIOTOT | 9€TISH | SOE0TO+0901 | 9¥ISET | 1010L090109 | 19s¥€T | TI
601080L090€ | STPIEL | SOSOSOSOEOE | 9TISHE | TOL0BOLOYOE | TI9SEY [ T060+090L0% | €19SHT | LOLOVOYO9OL | TSIET | ¥0L0L090SOY | 9Spize | 1T
80606020¥0¥ | €9¥ITS | S0TOTOTO606 | S9VITE | 90L080T0OVOY | YIESIT | LOLOLOTOSOE | T€49ST | 80801010V0S | SHIETI | 60T0¥090L09 | 9+TSET | 0T
€0z01010101 | S9vITe | TOTOVOLOTOL [ TEI9YS | 10TOTOTOTOT | 9PESTI | 10T0T0TOTOT | TEYIPS | TOTOEOI0TOT | 9€vIST | TOTOI0TOIO0Y | €9¥STIL 6
T0€0S0€0E0T | 9SYETT | TOTOTOTOTOE | SIPEIT | TOSOYOTOLOY | 9TESHT | E0V0E0TOTOT | TYSETY | TOTOTZOEOYOY [ SIVIET | TOECOEOE0TOT | 9SPIET 8
80201090505 | TEI9SH | 90806090101 | +EISTI | TOSOLOLOYOE | 9STIVE | TOV0S090S06 | 1TEPSY | $0L09090¥06 | ¥EITIS | SO0L0L090LO9 [ €¥STII L
80LOE0E0SOS | ¥9STIE | 60L0€0¥0909 | 9PSITE | ¥0¥080S0SOS | SIPETL | S0SOV080+0F | ST9PTE | ¥OPOPOSO80S | S9ITHE | 90909050408 | €TI9SH 9
T1+380€00°1 [ SPETOT | 01606060L0T | 9€STIY | ¥0L0LO80806 [ €9ZISy | T1+480800°T | +€S9T1 | 60L080T0LOL | €9STIv | 8001080805 | 9ETIFS S
L090S001€0T | S9ITHE | TI+A10600°T | 9STEPI | $0S0909090€ | 9TSHEL | 90902080505 | €ISH9T | TT+AP0TO0T | S9ITEY | 608080L0¥08 | 9STTHE ¥
10101080808 [ T2€rS9 | 90€0I0T0E0Y | 9SYETI | SO80SOIOE0T | ITEYSY | 10609010T0€ [ 9SvETT [ TOIOIOVOVOY | 1TEPSY | £0Z09010€0T | 9SHETI €
£090¥0¥0206 | €¥9STI | 9090€0€0L0Y | 9SHEIT | 9090L0TOTO6 | SIIETY | LOSOLOSOE0S | 9SITEY | SOVOVOPOSOY | 9ISHTE | T0606090€0Y | T9¥SET 4
€0E0E0E0E0E | THSIET | ¥OTOSOSOTOT | S9ITEY | 9090¥0+0S0S | 9SIEPT | S0SOSOTOTOT | 9TSPET [ 90L0S0S0T0T | +I9STE | $0S0T0TOTOT | SIITHE 1
SIUNL, 9f [SI9PIO 9f| SIWNL Sf |SIOPIQ Sf| SPWN pf [SIOPIQ pf| SIWNL €f |SIPIQ €f| SOWNL 7r [SIOPIQ 7r| SOWIL [f |SIOPIO If| #

SHADIOV NOLVILITAVVd VII NO.L NOVOZRIA IVIIVNIIT





	Πίνακας Α.3 – Πίνακας εισόδων των παραδειγμάτων δοκιμής.
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# | M1 Orders| M2 Orders| M3 Orders| M4 Orders| M5 Orders| M6 Orders| Makespan|
e L e e e e e e e e et st
1 134526 341265 132546 531462 324615 126354 37
2 645231 146523 214536 431256 162534 641253 54
3 153426 153426 153426 415236 421653 426153 35
4 456123 361245 614253 621453 461352 362415 62
3 536214 532614 536124 542163 145326 365241 75
6 461523 346521 362541 132456 165423 136425 50
7 512463 512463 456321 643152 526314 135624 51
8 643512 165234 163524 346512 346152 356214 27
9 461235 624135 642351 563214 532416 563142 17
10 162543 463521 514236 635124 643152 436251 46
11 261534 315264 512643 534162 532416 263541 48
12 653241 216435 421635 653124 562314 562143 35
13 264513 154263 163524 236514 635142 654123 45
14 561342 625341 152643 134625 361524 562431 42
15 253641 345261 413625 153246 342516 164325 43
16 426531 521643 564132 265143 612435 623541 57
17 536214 532614 536124 542163 145326 362541 75
18 623154 621534 256413 365421 251643 431625 50
19 432615 432651 615234 532614 324516 543621 29
20 165243 216543 231654 243165 524316 652431 39
21 135642 135264 135642 135426 614235 613542 64
22 256134 123456 612345 536421 543612 456213 46
23 431652 346152 416532 165243 164532 461532 30
24 154236 315462 215643 542316 651234 456321 57
25 234651 152463 124356 152634 651423 345612 48
26 623154 621534 256413 365241 251643 432165 50
27 136254 136245 613524 624315 235461 623145 47
28 624315 126534 632415 362415 345621 643251 39
29 324516 635241 132546 416352 563241 654312 60
30 615243 635412 123456 512346 651324 213465 45





Πίνακας Α.4 – Πίνακας στόχων των παραδειγμάτων δοκιμής.
ΠΑΡΑΡΤΗΜΑ Β


Στο παράρτημα αυτό δίνονται πίνακες με στοιχεία που αφορούν την εκπαίδευση, αλλά και την απόδοση των νευρωνικών δικτύων που δοκιμάστηκαν. Στην Ενότητα 6.5 έχει αναφερθεί τόσο ο τρόπος συγκέντρωσης αυτών των στοιχείων με τη βοήθεια του κώδικα επιλογής βέλτιστου δικτύου, όσο και οι επιλογές για τα στοιχεία των δικτύων στις οποίες περιοριστήκαμε, καθοδηγούμενοι από τη φύση του προβλήματος και τον τρόπο αναπαράστασης των δεδομένων που επιλέχθηκε. Οι αλγόριθμοι που δοκιμάστηκαν έχουν επίσης παρουσιασθεί στον Πίνακα 6.6, ενώ το γιατί απουσιάζουν οι υπόλοιποι αλγόριθμοι από τον πίνακα αυτό, έχει διεξοδικά αναλυθεί στην Ενότητα 6.7. Υπενθυμίζουμε τέλος, πως πειραματιστήκαμε κυρίως με MLPs δύο κρυμμένων στρωμάτων, επειδή με ένα μόνο κρυμμένο στρώμα τα δίκτυα στην πλειοψηφία τους έπιαναν το στόχο μόνο όταν ο αριθμός των κρυμμένων νευρώνων ξεπερνούσε τους 100. Από τους Πίνακες Β.1 έως Β.15 πάντως δεν λείπουν περιπτώσεις και τέτοιων δικτύων.

	Feed-Forward δίκτυο,αλγόριθμος εκπαίδευσης:trainscg,1 κρυμμένο στρώμα με συνάρτηση ενεργοποίησης:logsig,στρώμα εξόδου:purelin


	    Το 12-70-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[15,4,4,1,0,0,0][MSE=5.720858e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=128.03 min]

    Το 12-75-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[15,5,4,1,1,0,0][MSE=3.800875e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=139.02 min]

    Το 12-80-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[3,10,7,4,3,0,0][MSE=2.006084e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=149.61 min]

    Το 12-85-7 έμαθε 105 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 12 άγνωστα[5,0,3,6,2,9,3][MSE=1.473373e-004/5.000000e-006, Epochs Reached=100000/100000,Training Time=155.91 min]

    Το 12-90-7 έμαθε 205 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 14 άγνωστα[2,3,0,4,1,9,5][MSE=4.108268e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=157.72 min]

    Το 12-95-7 έμαθε 225 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 15 άγνωστα[2,1,2,4,3,10,5][MSE=1.650648e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=169.52 min]

    Το 12-100-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[2,2,0,2,5,6,11][MSE=6.485786e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=172.42 min]

    Το 12-105-7 έμαθε 238 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[2,2,0,1,6,7,12][MSE=4.999933e-006/5.000000e-006, Epochs Reached=65411/100000,Training Time=111.50 min]

    Το 12-110-7 έμαθε 229 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[3,1,0,3,4,8,12][MSE=4.999945e-006/5.000000e-006, Epochs Reached=61301/100000,Training Time=114.58 min]


	Πίνακας B.1


	
	Feed-Forward δίκτυο,αλγόριθμος εκπαίδευσης:trainscg,1 κρυμμένο στρώμα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin


	    Το 12-70-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[12,9,2,1,0,0,0][MSE=6.883603e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=130.71 min]

    Το 12-75-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[12,9,4,1,0,0,0][MSE=2.343299e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=130.85 min]

    Το 12-80-7 έμαθε 48 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 5 άγνωστα[3,4,0,8,9,2,3][MSE=2.242013e-004/5.000000e-006, Epochs Reached=100000/100000,Training Time=137.07 min]

    Το 12-85-7 έμαθε 216 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[4,1,0,2,4,10,7][MSE=3.794490e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=154.47 min]

    Το 12-90-7 έμαθε 228 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[2,2,0,3,3,9,8][MSE=2.507803e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=152.28 min]

    Το 12-95-7 έμαθε 235 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[3,1,0,2,2,8,12][MSE=6.057253e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=162.76 min]

    Το 12-100-7 έμαθε 238 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[1,3,0,2,2,9,13][MSE=6.304788e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=167.41 min]

    Το 12-105-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[2,2,0,2,2,9,13][MSE=4.999914e-006/5.000000e-006, Epochs Reached=43770/100000,Training Time=79.19 min]

    Το 12-110-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[2,2,0,0,4,9,13][MSE=4.999834e-006/5.000000e-006, Epochs Reached=43770/100000,Training Time=73.46 min]


	Πίνακας B.2



	Cascade-Forward δίκτυο,αλγόριθμος εκπαίδευσης:trainscg,1 κρυμμένο στρώμα με συνάρτηση ενεργοποίησης:logsig,στρώμα εξόδου:purelin


	    Το 12-70-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[10,14,2,0,2,0,0][MSE=4.441190e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=124.66 min]

    Το 12-75-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[11,7,8,2,0,0,0][MSE=2.092098e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=143.49 min]

    Το 12-80-7 έμαθε 19 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 2 άγνωστα[3,3,4,5,8,1,1][MSE=1.607328e-004/5.000000e-006, Epochs Reached=100000/100000,Training Time=146.57 min]

    Το 12-85-7 έμαθε 194 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 14 άγνωστα[4,0,2,2,3,7,7][MSE=4.036406e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=153.22 min]

    Το 12-90-7 έμαθε 228 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[2,2,1,2,3,9,8][MSE=1.353299e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=164.72 min]

    Το 12-95-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[2,1,1,1,4,9,9][MSE=6.461049e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=167.29 min]

    Το 12-100-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[2,2,0,2,3,9,12][MSE=4.999986e-006/5.000000e-006, Epochs Reached=96228/100000,Training Time=168.38 min]

    Το 12-105-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[3,1,0,2,3,8,13][MSE=4.999993e-006/5.000000e-006, Epochs Reached=59907/100000,Training Time=107.40 min]

    Το 12-110-7 έμαθε 238 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[3,1,0,1,4,8,13][MSE=4.999750e-006/5.000000e-006, Epochs Reached=38953/100000,Training Time=73.66 min]


	Πίνακας B.3


	
	Cascade-Forward δίκτυο,αλγόριθμος εκπαίδευσης:trainscg,1 κρυμμένο στρώμα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin


	    Το 12-70-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα [5,1,3,2,5,0,0][MSE=4.319423e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=130.02 min]

    Το 12-75-7 έμαθε 2 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα [5,1,3,2,5,0,0][MSE=1.565092e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=130.47 min]

    Το 12-80-7 έμαθε 23 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 1 άγνωστα [6,4,2,1,1,1,0][MSE=2.377438e-004/5.000000e-006, Epochs Reached=100000/100000,Training Time=141.25 min]

    Το 12-85-7 έμαθε 196 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 13 άγνωστα [4,2,1,2,3,5,8][MSE=7.370700e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=151.22 min]

    Το 12-90-7 έμαθε 231 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα [3,1,1,3,4,5,13][MSE=1.128836e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=155.37 min]

    Το 12-95-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα [0,4,0,1,3,10,12][MSE=6.516026e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=161.91 min]

    Το 12-100-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα [3,1,0,3,4,8,11][MSE=4.999997e-006/5.000000e-006, Epochs Reached=75766/100000,Training Time=129.83 min]

    Το 12-105-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα [3,0,0,2,4,8,13][MSE=4.999858e-006/5.000000e-006, Epochs Reached=29200/100000,Training Time=53.50 min]

    Το 12-110-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα [3,0,1,1,4,7,14][MSE=4.999951e-006/5.000000e-006, Epochs Reached=29037/100000,Training Time=50.72 min]


	Πίνακας B.4



	Cascade-Forward δίκτυο,αλγόριθμος εκπαίδευσης:traincgb,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin


	    Το 12-30-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[10,1,0,0,0,0,0][MSE=2.336610e-002/5.000000e-006, Epochs Reached=100000/100000,Training Time=194.59 min]

    Το 12-30-30-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 16 άγνωστα[1,2,1,3,4,7,9][MSE=5.098471e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=273.66 min]

    Το 12-30-50-7 έμαθε 232 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[1,1,2,2,5,7,12][MSE=4.999053e-006/5.000000e-006, Epochs Reached=24892/100000,Training Time=82.64 min]

    Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[14,6,2,0,1,0,0][MSE=5.701558e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=209.85 min]

    Το 12-40-20-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[2,2,0,1,6,5,12][MSE=5.562903e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=259.14 min]

    Το 12-40-30-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 23 άγνωστα[3,1,0,1,2,9,14][MSE=4.999986e-006/5.000000e-006, Epochs Reached=57529/100000,Training Time=170.04 min]

    Το 12-40-40-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[1,3,0,1,6,7,12][MSE=4.999880e-006/5.000000e-006, Epochs Reached=25816/100000,Training Time=85.78 min]

    Το 12-40-50-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[1,1,2,2,5,7,12][MSE=4.999504e-006/5.000000e-006, Epochs Reached=23089/100000,Training Time=86.22 min]

    Το 12-40-60-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[0,3,3,1,3,9,11][MSE=4.999381e-006/5.000000e-006, Epochs Reached=17136/100000,Training Time=67.36 min]

    Το 12-40-70-7 έμαθε 232 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[1,3,3,4,1,7,11][MSE=4.999638e-006/5.000000e-006, Epochs Reached=13756/100000,Training Time=58.20 min]

    Το 12-50-10-7 έμαθε 111 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 16 άγνωστα[1,3,3,3,2,6,10][MSE=8.627421e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=259.38 min]

    Το 12-50-30-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[0,2,2,2,4,6,14][MSE=4.999926e-006/5.000000e-006, Epochs Reached=28774/100000,Training Time=96.41 min]


	Πίνακας B.5


	
	Feed-Forward δίκτυο,αλγόριθμος εκπαίδευσης:traincgb,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin


	    Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[10,1,2,1,0,0,0][MSE=6.159233e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=200.51 min]

    Το 12-40-30-7 έμαθε 226 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[1,1,2,2,3,9,10][MSE=6.853763e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=232.48 min]

    Το 12-40-50-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 23 άγνωστα[1,1,2,1,2,12,11][MSE=4.999387e-006/5.000000e-006, Epochs Reached=25070/100000,Training Time=75.25 min]

    Το 12-50-30-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[0,4,0,2,4,8,12][MSE=4.999977e-006/5.000000e-006, Epochs Reached=42050/100000,Training Time=115.50 min]

    Το 12-50-50-7 έμαθε 239 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 23 άγνωστα[0,3,0,0,4,11,12][MSE=4.999977e-006/5.000000e-006, Epochs Reached=39950/100000,Training Time=100.34 min]


	Πίνακας B.6




	Cascade-Forward δίκτυο,αλγόριθμος εκπαίδευσης:traincgf,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin


	    Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[12,5,5,1,0,0,0][MSE=5.437573e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=216.52 min]

    Το 12-40-20-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[2,1,2,2,2,12,7][MSE=4.999943e-006/5.000000e-006, Epochs Reached=92035/100000,Training Time=243.40 min]

    Το 12-40-30-7 έμαθε 238 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[2,1,1,1,4,10,11][MSE=4.999857e-006/5.000000e-006, Epochs Reached=36820/100000,Training Time=107.37 min]

    Το 12-40-40-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[0,2,1,2,3,11,11][MSE=4.999997e-006/5.000000e-006, Epochs Reached=31979/100000,Training Time=104.93 min]

    Το 12-40-50-7 έμαθε 237 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[2,2,0,1,5,6,14][MSE=4.999950e-006/5.000000e-006, Epochs Reached=25069/100000,Training Time=90.77 min]

    Το 12-40-60-7 έμαθε 226 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[1,3,1,2,4,8,11][MSE=4.998735e-006/5.000000e-006, Epochs Reached=19943/100000,Training Time=79.18 min]

    Το 12-40-70-7 έμαθε 224 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[1,4,2,1,5,8,9][MSE=4.999731e-006/5.000000e-006, Epochs Reached=19318/100000,Training Time=72.82 min]

    Το 12-50-20-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[3,0,2,1,2,9,11][MSE=4.999873e-006/5.000000e-006, Epochs Reached=63292/100000,Training Time=177.70 min]

    Το 12-50-30-7 έμαθε 238 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[1,2,0,5,2,9,11][MSE=4.999792e-006/5.000000e-006, Epochs Reached=20218/100000,Training Time=57.09 min]

    Το 12-50-40-7 έμαθε 232 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[1,2,1,1,4,8,13][MSE=4.999352e-006/5.000000e-006, Epochs Reached=21409/100000,Training Time=78.96 min]

    Το 12-50-50-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[1,1,1,3,2,10,12][MSE=4.999963e-006/5.000000e-006, Epochs Reached=25516/100000,Training Time=101.19 min]

    Το 12-50-60-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[2,1,1,2,5,7,12][MSE=4.999758e-006/5.000000e-006, Epochs Reached=19510/100000,Training Time=89.41 min]


	Πίνακας B.7


	
	Feed-Forward δίκτυο,αλγόριθμος εκπαίδευσης:traincgf,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin


	    Το 12-30-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[9,1,0,0,0,0,0][MSE=1.494107e-001/5.000000e-006, Epochs Reached=34901/100000,Training Time=54.40 min]

    Το 12-30-30-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[8,8,4,6,0,0,0][MSE=1.742914e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=230.23 min]

    Το 12-30-50-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 23 άγνωστα[0,3,1,2,1,8,15][MSE=4.99998e-006/5.000000e-006, Epochs Reached=41954/100000,Training Time=116.67 min]

    Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[5,1,0,0,0,0,0][MSE=5.034450e-002/5.000000e-006, Epochs Reached=100000/100000,Training Time=200.31 min]

    Το 12-40-30-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[1,2,2,3,4,7,11][MSE=7.719029e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=245.96 min]

    Το 12-40-50-7 έμαθε 231 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[1,1,2,3,6,7,10][MSE=4.999179e-006/5.000000e-006, Epochs Reached=22666/100000,Training Time=69.93 min]

    Το 12-50-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[13,4,0,1,0,0,0][MSE=1.995301e-002/5.000000e-006, Epochs Reached=100000/100000,Training Time=192.89 min]

    Το 12-50-30-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[2,2,0,3,2,10,11][MSE=4.999754e-006/5.000000e-006, Epochs Reached=48032/100000,Training Time=127.46 min]


	Πίνακας B.8




	Cascade-Forward δίκτυο,αλγόριθμος εκπαίδευσης:traincgp,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin


	    Το 12-30-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[14,2,0,0,0,0,0][MSE=2.225952e-002/5.000000e-006, Epochs Reached=100000/100000,Training Time=190.19 min]

    Το 12-30-30-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[2,1,1,2,3,8,13][MSE=5.255112e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=269.00 min]

    Το 12-30-50-7 έμαθε 232 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[3,1,1,2,5,8,10][MSE=4.997927e-006/5.000000e-006, Epochs Reached=25437/100000,Training Time=77.48 min]

    Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[14,7,2,0,0,0,0][MSE=3.081062e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=240.90 min]

    Το 12-40-20-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[3,3,0,2,4,6,12][MSE=7.542990e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=252.12 min]

    Το 12-40-30-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[1,3,0,2,3,7,14][MSE=4.999908e-006/5.000000e-006, Epochs Reached=38204/100000,Training Time=117.60 min]

    Το 12-40-40-7 έμαθε 235 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[2,2,1,1,6,4,14][MSE=4.999079e-006/5.000000e-006, Epochs Reached=26949/100000,Training Time=89.97 min]

    Το 12-40-50-7 έμαθε 232 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[1,2,1,3,1,12,10][MSE=4.998416e-006/5.000000e-006, Epochs Reached=25552/100000,Training Time=96.09 min]

    Το 12-40-60-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[0,1,3,1,3,10,12][MSE=4.999538e-006/5.000000e-006, Epochs Reached=22942/100000,Training Time=90.02 min]

    Το 12-40-70-7 έμαθε 238 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[1,2,0,3,4,9,11][MSE=4.999424e-006/5.000000e-006, Epochs Reached=23680/100000,Training Time=103.89 min]

    Το 12-50-50-7 έμαθε 233 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[1,1,1,5,3,6,13][MSE=4.998579e-006/5.000000e-006, Epochs Reached=24232/100000,Training Time=103.80 min]


	Πίνακας B.9


	
	Feed-Forward δίκτυο,αλγόριθμος εκπαίδευσης:traincgp,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin


	    Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[9,5,0,3,3,0,0][MSE=3.810629e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=214.11 min]

    Το 12-40-30-7 έμαθε 238 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[2,1,0,3,3,12,9][MSE=5.852129e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=227.91 min]

    Το 12-50-30-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[1,3,0,2,4,7,13][MSE=4.999913e-006/5.000000e-006, Epochs Reached=42377/100000,Training Time=105.97 min]

    Το 12-50-30-7 έμαθε 231 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[1,2,0,3,5,8,11][MSE=4.999924e-006/5.000000e-006, Epochs Reached=22004/100000,Training Time=76.91 min]

    Το 12-50-50-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[0,2,0,3,5,8,12][MSE=4.999874e-006/5.000000e-006, Epochs Reached=23545/100000,Training Time=81.69 min]


	Πίνακας B.10




	Cascade-Forward δίκτυο,αλγόριθμος εκπαίδευσης:trainscg,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:logsig,στρώμα εξόδου:purelin


	    Το 12-30-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[10,1,0,0,0,0,0][MSE=2.737128e-002/5.000000e-006, Epochs Reached=100000/100000,Training Time=97.67 min]

    Το 12-30-30-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[4,0,2,2,3,10,7][MSE=9.311437e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=139.69 min]

    Το 12-30-50-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[1,2,2,2,3,10,10][MSE=4.999938e-006/5.000000e-006, Epochs Reached=24970/100000,Training Time=40.98 min]

    Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[19,6,1,0,0,0,0][MSE=7.392694e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=110.82 min]

    Το 12-40-30-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[2,1,0,2,7,8,10][MSE=4.999968e-006/5.000000e-006, Epochs Reached=74581/100000,Training Time=116.19 min]

    Το 12-40-50-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[1,3,0,1,6,9,10][MSE=4.999706e-006/5.000000e-006, Epochs Reached=23898/100000,Training Time=43.45 min]

    Το 12-50-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 2 άγνωστα[3,12,4,4,4,2,0][MSE=5.931592e-004/5.000000e-006, Epochs Reached=100000/100000,Training Time=133.41 min]

    Το 12-50-30-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[0,1,3,2,2,8,14][MSE=4.999974e-006/5.000000e-006, Epochs Reached=78118/100000,Training Time=136.49 min]

    Το 12-50-50-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[2,1,1,1,3,9,13][MSE=4.999784e-006/5.000000e-006, Epochs Reached=23925/100000,Training Time=50.13 min]


	Πίνακας B.11


	
	Feed-Forward δίκτυο,αλγόριθμος εκπαίδευσης:trainscg,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:logsig,στρώμα εξόδου:purelin


	    Το 12-30-20-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[15,1,0,0,0,0,0][MSE=2.249622e-002/5.000000e-006, Epochs Reached=100000/100000,Training Time=93.22 min]

    Το 12-30-40-7 έμαθε 132 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 16 άγνωστα[2,3,0,3,5,4,12][MSE=7.990467e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=128.54 min]

    Το 12-40-20-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[14,7,4,1,1,0,0][MSE=3.900377e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=113.98 min]

    Το 12-40-30-7 έμαθε 187 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[3,2,2,1,4,8,10][MSE=5.567905e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=122.00 min]

    Το 12-40-40-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[2,2,0,2,3,9,12][MSE=5.577270e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=143.08 min]

    Το 12-50-20-7 έμαθε 33 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 10 άγνωστα[7,4,3,4,2,7,3][MSE=3.037682e-004/5.000000e-006, Epochs Reached=100000/100000,Training Time=126.76 min]

    Το 12-50-30-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[1,3,0,1,5,9,11][MSE=6.362484e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=131.73 min]

    Το 12-50-40-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[1,1,1,3,2,7,15][MSE=5.384089e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=152.87 min]


	Πίνακας B.12




	Cascade-Forward δίκτυο,αλγόριθμος εκπαίδευσης:trainscg,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin

	    Το 12-30-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[11,4,0,0,0,0,0][MSE=2.713129e-002/5.000000e-006, Epochs Reached=100000/100000,Training Time=97.15 min]

    Το 12-30-20-7 έμαθε 1 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 1 άγνωστα[6,7,5,4,3,1,0][MSE=2.073276e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=115.69 min]

    Το 12-30-30-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα [4,0,0,3,5,8,10][MSE=4.999975e-006/5.000000e-006, Epochs Reached=85017/100000,Training Time=111.80 min]

    Το 12-30-40-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[2,2,0,2,2,11,11][MSE=4.999992e-006/5.000000e-006, Epochs Reached=44989/100000,Training Time=64.42 min]

    Το 12-30-50-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[2,1,0,3,3,6,15][MSE=4.999919e-006/5.000000e-006, Epochs Reached=38912/100000,Training Time=61.95 min]

    Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[16,6,0,0,0,0,0][MSE=7.760868e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=117.32 min]

    Το 12-40-20-7 έμαθε 190 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 15 άγνωστα[1,1,1,3,3,8,7][MSE=9.620884e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=133.70 min]

    Το 12-40-30-7 έμαθε 231 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα [3,1,0,2,6,8,9][MSE=5.422597e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=154.53 min]

    Το 12-40-40-7 έμαθε 232 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα [1,5,1,2,3,6,12][MSE=4.999974e-006/5.000000e-006, Epochs Reached=30923/100000,Training Time=43.27 min]

    Το 12-40-50-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[0,3,1,2,3,8,13][MSE=4.999942e-006/5.000000e-006, Epochs Reached=38422/100000,Training Time=67.23 min]

    Το 12-40-60-7 έμαθε 238 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[2,0,1,3,6,6,12][MSE=4.999925e-006/5.000000e-006, Epochs Reached=18316/100000,Training Time=37.94 min]

    Το 12-40-70-7 έμαθε 227 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 17 άγνωστα[2,2,2,1,6,6,11][MSE=4.999388e-006/5.000000e-006, Epochs Reached=10157/100000,Training Time=23.27 min]

    Το 12-50-10-7 έμαθε 7 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 4 άγνωστα[2,7,3,8,4,3,1][MSE=4.126498e-004/5.000000e-006, Epochs Reached=100000/100000,Training Time=133.95 min]

    Το 12-50-20-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[1,3,0,2,3,5,16][MSE=6.088514e-006/5.000000e-006, Epochs Reached=100000/100000,Training Time=155.30 min]

    Το 12-50-30-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 23 άγνωστα [1,3,0,1,2,7,16][MSE=4.999990e-006/5.000000e-006, Epochs Reached=60282/100000,Training Time=102.60 min]

    Το 12-50-40-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα [1,3,0,1,3,9,13][MSE=4.999970e-006/5.000000e-006, Epochs Reached=21546/100000,Training Time=40.45 min]

    Το 12-50-50-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα [2,1,1,1,6,7,12][MSE=4.999216e-006/5.000000e-006, Epochs Reached=11712/100000,Training Time=24.61 min]

    Το 12-50-60-7 έμαθε 234 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[1,2,1,2,3,6,15][MSE=4.999757e-006/5.000000e-006, Epochs Reached=13558/100000,Training Time=30.17 min]

    Το 12-50-70-7 έμαθε 235 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[0,2,1,2,5,11,9][MSE=4.999955e-006/5.000000e-006, Epochs Reached=11097/100000,Training Time=27.43 min]

    Το 12-50-80-7 έμαθε 232 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 18 άγνωστα[0,3,1,1,7,4,14][MSE=4.999650e-006/5.000000e-006, Epochs Reached=13264/100000,Training Time=35.09 min]


	Πίνακας B.13




	Feed-Forward δίκτυο,αλγόριθμος εκπαίδευσης:trainscg,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin

	    Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[8,2,0,0,0,0,0][MSE=8.349517e-002/5.000000e-006, Epochs Reached=100000/100000,Training Time=89.81 min]

    Το 12-40-20-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[10,9,3,0,0,0,0][MSE=9.289758e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=96.04 min]

    Το 12-40-30-7 έμαθε 202 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[3,1,0,3,1,11,11][MSE=2.949180e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=116.19 min]

    Το 12-40-40-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[2,2,0,2,2,9,13][MSE=4.999980e-006/5.000000e-006, Epochs Reached=80256/100000,Training Time=118.98 min]

    Το 12-40-50-7 έμαθε 242 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[0,2,1,3,4,7,13][MSE=4.999961e-006/5.000000e-006, Epochs Reached=50299/100000,Training Time=80.05 min]

    Το 12-50-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[14,1,0,0,0,0,0][MSE=2.538683e-002/5.000000e-006, Epochs Reached=100000/100000,Training Time=108.27 min]

    Το 12-50-20-7 έμαθε 94 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 12 άγνωστα[5,6,3,2,2,5,7][MSE=2.018758e-004/5.000000e-006, Epochs Reached=100000/100000,Training Time=123.46 min]

    Το 12-50-30-7 έμαθε 233 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[2,0,0,3,6,6,13][MSE=4.999868e-006/5.000000e-006, Epochs Reached=47828/100000,Training Time=63.81 min]

    Το 12-50-40-7 έμαθε 238 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[2,2,0,2,1,8,14][MSE=4.999930e-006/5.000000e-006, Epochs Reached=32262/100000,Training Time=50.41 min]

    Το 12-50-50-7 έμαθε 236 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[2,2,0,1,3,9,13][MSE=4.999869e-006/5.000000e-006, Epochs Reached=17464/100000,Training Time=29.41 min]


	Πίνακας B.14


	
	Cascade-Forward δίκτυο,αλγόριθμος εκπαίδευσης:trainoss,2 κρυμμένα στρώματα με συνάρτηση ενεργοποίησης:tansig,στρώμα εξόδου:purelin

	    Το 12-40-10-7 έμαθε 0 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 0 άγνωστα[13,3,0,0,0,0,0][MSE=8.445367e-003/5.000000e-006, Epochs Reached=100000/100000,Training Time=125.62 min]

    Το 12-40-20-7 έμαθε 137 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 12 άγνωστα[1,2,4,3,3,5,7][MSE=1.589387e-004/5.000000e-006, Epochs Reached=100000/100000,Training Time=157.26 min]

    Το 12-40-30-7 έμαθε 206 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 16 άγνωστα[3,3,3,2,3,8,8][MSE=1.012768e-005/5.000000e-006, Epochs Reached=100000/100000,Training Time=179.28 min]

    Το 12-40-40-7 έμαθε 244 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 22 άγνωστα[0,3,0,2,3,8,14][MSE=4.999743e-006/5.000000e-006, Epochs Reached=77138/100000,Training Time=148.04 min]

    Το 12-40-50-7 έμαθε 241 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 20 άγνωστα[0,2,2,3,3,9,11][MSE=4.999813e-006/5.000000e-006, Epochs Reached=72567/100000,Training Time=135.24 min]

    Το 12-40-60-7 έμαθε 240 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 21 άγνωστα[0,2,2,1,4,9,12][MSE=4.999206e-006/5.000000e-006, Epochs Reached=70308/100000,Training Time=127.49 min]

    Το 12-40-70-7 έμαθε 239 παραδείγματα εκπαίδευσης & ταξινόμησε σωστά 19 άγνωστα[2,2,0,2,5,8,11][MSE=4.999684e-006/5.000000e-006, Epochs Reached=65038/100000,Training Time=118.68 min]


	Πίνακας B.15





ΠΑΡΑΡΤΗΜΑ Γ
Στο παράρτημα αυτό θα παραθέσουμε όλα τα στοιχεία που αφορούν στην εκπαίδευση του βέλτιστου feed-forward και του βέλτιστου cascade-forward δικτύου, που εν συντομία παρουσιάσαμε στο Κεφάλαιο 6. Τα δίκτυα αυτά υπενθυμίζουμε ότι είναι δίκτυα δύο κρυμμένων στρωμάτων, με το μεν feed-forward να έχει 30 νευρώνες στο πρώτο στρώμα και 50 στο δεύτερο, το δε cascade-forward να έχει 50 νευρώνες στο πρώτο και 30 στο δεύτερο. Ο αριθμός των κόμβων εισόδου και εξόδου είναι 12 και 7 αντίστοιχα και καθορίζεται από τον τρόπο με τον οποίο επιλέξαμε να δίνουμε (παίρνουμε) τα δεδομένα στο (από το) δίκτυο. Σαν συναρτήσεις ενεργοποίησης, και τα δυο δίκτυα, χρησιμοποιούν την tansig για τα κρυμμένα στρώματα και την purelin για το στρώμα εξόδου. Τέλος το feed-forward δίκτυο το εκπαιδεύσαμε με τον αλγόριθμο traincgf, ενώ το cascade-forward με τον trainscg. 

Στο κεφάλαιο 6, έχει ήδη γίνει η αναλυτική παρουσίαση της διαδικασίας δημιουργίας, εκπαίδευσης και γενικότερα χειρισμού ενός νευρωνικού δικτύου με τη βοήθεια του nntool, και ο αναγνώστης παραπέμπεται σε αυτό για μια πρώτη επαφή. Εδώ απλώς θα παραθέσουμε στοιχεία από το γραφικό περιβάλλον της MATLAB, και δεν θα ασχοληθούμε περισσότερο με τον τρόπο λειτουργίας του nntool.  
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Σχήμα Γ.1 – Διάγραμμα του δικτύου.
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Σχήμα Γ.2 – Επιλογή παραμέτρων του αλγόριθμου traincgf.
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Σχήμα Γ.3 (α) – Διαδικασία εκπαίδευσης.
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Σχήμα Γ.3 (β)  – Διαδικασία εκπαίδευσης.

[image: image123.png]Training with TRAINCGF
Fle Edt Vew Insert Toos Vindow Help

Performance is 4.99998¢-006, Goal is 5008

10’

3 4

Stop Training 41954 Epochs





Σχήμα Γ.3 (γ) – Τελικό στάδιο εκπαίδευσης, επίτευξη στόχου.
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Σχήμα Γ.4

Το στοιχείο Categories(i) δηλώνει σε πόσα από τα 30 παραδείγματα δοκιμής το 

δίκτυο έδωσε i εξόδους σωστές. Παραδείγματος χάριν και τις 7 εξόδους σωστές 

τις έδωσε για 15 παραδείγματα, ενώ μόνο 6 εξόδους σωστές για 8 παραδείγματα.
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Σχήμα Γ.5

Τιμές λαθών μεταξύ των δεδομένων εξόδου του νευρωνικού δικτύου και 

των δεδομένων στόχων για τα 30 παραδείγματα δοκιμής. Μπορούν να 

επαληθευτούν οι κατηγορίες του Πίνακα Categories (Σχήμα Γ.4).
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Σχήμα Γ.6

Τιμές βαρών μεταξύ εισόδου και πρώτου κρυμμένου στρώματος μετά το πέρας της εκπαίδευσης.
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Σχήμα Γ.7

Τιμές βαρών μεταξύ πρώτου και δεύτερου κρυμμένου στρώματος μετά το πέρας της εκπαίδευσης.

[image: image128.png]View  Inialze  Simulate  Tran  Agapt  Weights

Selectthe weight o bias to view: (3,2} - Weight 1o layer v

F0.51761 056096 1.4229 12996 0.060687 11007 -1.0477 14392 1.0817 018793 0.037145 -1 5068 2
-0.82554 06788 1.01 1.2378 2.2032-0.99035 1.3826 -1.1243 0.6283 056283 -0.004154 -0.37281 0.720
2.4504 26014 -0.50672 -1 6867 2.0874 -0.14022-1.7937 3.8503 0,142 1.2786 29656 2.7808 -0.7345¢
-0.68845-0.020433 1103 2.0351 0.53195 1.2744 0.62238-0.4502 -1.9087 -1.0825 0.093715 -0.6994
2.2408 3.0458 -3.7646 -0.4578 1.6636 -1.0137 -2.1255 062665 -0.31546 1.9502-1.0400 0.77423 2,448

-0.74864-1.4164 0.40024 0092509 1.7711 0.8114 0.98884 0.25271 0.93613 1.0017 -0.42003 0.36839
-1.3518 0.60401 0.08786 0.34055 -0.25452 1.0407 -0.38833 -0.051287 -0.005277 -0.57674 0.92586 0.
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Σχήμα Γ.8

Τιμές βαρών μεταξύ δεύτερου κρυμμένου στρώματος και στρώματος εξόδου μετά το πέρας της εκπαίδευσης.
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Σχήμα Γ.9 – Τιμές πολώσεων του πρώτου στρώματος μετά το πέρας της εκπαίδευσης.
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Σχήμα Γ.10 – Τιμές πολώσεων του δεύτερου στρώματος μετά το πέρας της εκπαίδευσης.
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Σχήμα Γ.11 – Τιμές πολώσεων του στρώματος εξόδου μετά το πέρας της εκπαίδευσης.
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No diagram available for this netwark.





Σχήμα Γ.12 – Δυστυχώς η MATLAB δεν μας παρέχει διάγραμμα για αυτό το δίκτυο.
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Σχήμα Γ.13 – Επιλογή παραμέτρων του αλγόριθμου trainscg.
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Σχήμα Γ.14 (α) – Διαδικασία εκπαίδευσης.
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Σχήμα Γ.14 (β) – Διαδικασία εκπαίδευσης.
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Σχήμα Γ.14 (γ) – Τελικό στάδιο εκπαίδευσης, λίγο πριν την επίτευξη του στόχου.
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Σχήμα Γ.15

Το στοιχείο Categories(i) δηλώνει σε πόσα από τα 30 παραδείγματα δοκιμής το

δίκτυο έδωσε i εξόδους σωστές. Παραδείγματος χάριν και τις 7 εξόδους σωστές

τις έδωσε για 16 παραδείγματα, ενώ μόνο 6 εξόδους σωστές για 7 παραδείγματα.
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Σχήμα Γ.16

Τιμές λαθών μεταξύ των δεδομένων εξόδου του νευρωνικού δικτύου και

των δεδομένων στόχων για τα 30 παραδείγματα δοκιμής. Μπορούν να

επαληθευτούν οι κατηγορίες του Πίνακα Categories (Σχήμα Γ.15).

[image: image139.png]View  Inialze | Simulate  Tran  Agapt  Weights

Selectthe weight o bias toview: [iw{(1,1)- Weightto layer 1 from input 1 v

[0.72944 0.52476 -0.67612-1.4691 -0.61960 0.52565-1.45 1.4158 0.31734 0.024113 0.46541 -0.091083;
0.76175-0.79959-0.51503 -0.98215 11881 -0.41692 -2.8281 0.6612 0.32065 -0.67357 -0.64457 -0.57285,
-0.09113 0.39960 1.8574 0.14086 0.15012 0.30691 0.4774 -1.0451 -0.58602-0.74645 0.20758 0.82517,
0.58009-0.36451 0.46008 0.056741 -0.16471 0.1173 1.1176-0.72232 1.0829 -0.47407 -1.1838 -1.1926;
-0.1584-0.1002 016291 0.40795 -0.95560 -1.3684 0.49766 0.84369 -0.93927 1.0858-0.026195 1.3058;
1.1642-0.669 1.5758 1,688 -1.2046 1.5303 077935 1.066 0.045471-1.2110-1.1018 -0.44025,

1.7084-0.91272 0.50034 0.97455 -0.15417 0.90520 2.4428-0.10391 11077 -0.10196 17598 -2.2633;
1.0616-0.99087 0.31079-0.18245 0.39718 0.045174 0.39221 -0.66588 -2.3015 -0.52678 0.32432 1.2113;
-1.3610-1.1818 0.38124 -0.2201 0.18812-0.1331 0.69420-1.04291.7185 0.12315-1.0143 0.28125,
-0.37491 11223 0.34925 1.5008 -0.1 3812 0.33532 0.96707 -1 6678 -1.062-0.19373 0.56681 -0.15281;
-0.7304-0.20824 0.73767 13365 -1.3361 -0.35985 1.1752 0.35502 1.3838 -0.70588 -0.24373 -0.06763;
1.3797-0.21983 0.74157 -0.13428 -0.54071 1.2606 11263 0.07471 0.97375 -0.42442 0.39437 -0.33081;
23427 0.30204 1.0775 0.79115 1.2104 1.3094 -1 5383 -1.5499 -0.0088640 0.91569-2.7937 0.85817;
06431 0.66711-0.29166 -0.40907 -0.041384 0.63162-1.3085 0.2334 0.38489 0.18804 -2.1276 0.86753;
0.26030-1.3618 0.5245 2.1243 0.020624 -1 8383 -2.2376 1.8885 -1 0335 -0.94307 -0.88541 -1 605,
0.50049 053007 -0.7430 -0.28251 01441 1.023-0.18711 0.74455 018371 -0.71643 0.46229 -0.47963;
2.34-0.71686 -0.6157 -0.029725 0.72734 -0.42512-0.4823 -0.77544 0.79652 -0.58803 -1.3225 -0.3063;
2.4535 15372 0.48256 1.0765 -1.3071 -0.15072-1.0263 -0.89004 0.31014 0.95227 0.27413 0.51645;

-1.1214 01306 0.2685 0.57772 0.88362-0.38263 -0.12588 -1 6721 -0.60483 061884 -0.83237 1.8111;
-0.68743-0.31841 -0.68011 -0.96724 -0.082335 -0.13339 016986 0.73651 -0.76513 0.65212 0.87761 -0.35575;
-0.00894-0.42089 -1.6437 -1.8005 0.44651 0.13754 -0.21267 0.7883-0.72861 1.0160 27904 -0.020772;
-0.047681 27617 1.1044 01542 -0.62510 2.163 1,685 -2.5751 -0.1952-1.12-0.43578 038615,
1.5658-0.10500 0.72057 0.59558 -0.78868 0.0051024 -0.70838 0.76739 -0.30457 0.26022 0.28427 1.0888;
1.881-0.45082-0.76813 -0.04346 -0.48678 1.0685 -1.4224 11440 -2.4560 2.0623 11006 056056,
-0.95024 11101 -3.0103 1626 0.80735 0.14502 2,696 1.2195 -1.3065 1.0893 -1.048-0.54173;
-0.25565 0,398 -0.97834 0.14098 -0.96771 0.84189 015183 0.45111 0.085448 -0.70145 18638 -0.61333;
060434 -0.35102-0.59903 -0.55211 -1.2081 -1.2383 -0.8321 0.2342-0.74923 3.0132 0.42049 -1.2922,
-1.0881 06405 -0.34436 1.0124 -0.19413 -0.47569 -0.27532 -0.07052 -0.9795 -0.55071 -0.40506 1.0723;
014512 0.79716 -0.64003 0.10886 0.21638 -0.62402 0.18794 -0.16043 0.23027 1 4845 -0.28277 0.4730;
0.43124-0.45714-0.27957 -0.15246 0.67802 1.1343 -0.50725 1.7477 0.37543-1.9413-0.11913-0.032015;
-0.36330 1,156 -1.9771 -1.1367 -0.60338 11319 0.32103 1.6845 -0.55211 11765 0.32667 0.28223;

-0.31675 0.94834 0.055104 1.6255 -1.2705-2.1705-0.1616-2.6409 11118 0.41388 1.0646 0.83022;
066172043475 0.12632-0.83569 -1.4442 1.0263-0.87931 0.05106 13354 -0.21132-0.051144 -1 2645;
0.92131-0.40710 0.6253 0.2223 (.88629 0.58345 -0.6097 0.44945 -0.40688 -1.0643 -0.17281 -0.89007,
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Σχήμα Γ.17

Τιμές βαρών μεταξύ εισόδου και πρώτου κρυμμένου στρώματος μετά το πέρας της εκπαίδευσης.

[image: image140.png]View  Inialze | Simulate  Tran  Agapt  Weights

Selectthe weight or bias o view: [iw(2,1)- Weightto layer 2 from input 1|

[0.82995-0.063915 0.0011379-0.63565 085158 -0.15321 0.99227 -0.86474 013897 -0.52952 0 49728 -0.77352
-0.34673-0.24089 -0.15652 0.67042 002052 0.093368 0.012044 0.25061 0.11942-0.016324 0.44472-0.38205;
0.4315-0.36337 0.48282 11868 0.31725 -1.1853 -0.37442 -1 4657 0.87007 0.069326 0.44848 0.044128;
0.02498 0.7938 -0.020145 1.4098 -0.46512 0.7527 05654 -1.396 0.25006 -1.3282 0.44968 0.047825;

068200 07268 0.58001 -1.5084 -0.767 0.1839 1.707 -0.11166-0.62018 0.41871 -1.1278-0.16552;
-0.25495-0,83804 -2.0352 -0.60236-0.1273 1.2068 -1 4008 0.67457 -0.54377 0.4747 1.1022 2.0665;

-0.51608 0.62083 0.24047 0.42775 -0.62046 1.0237 0.40757 -0.69736 -1.0701 0.45538-0.0087798 0.38827;
-0.41416 019121 -1.6442-1.0811 1.0402 -0.66873-0.71007 1.1112 0075645 -0.66240 -0.58032 1.6044;
0.22662 058804 0.83592-0.71396 049328 0.15307 -0.71390 -0.06833 0.64408 -0.47082 0.89678 -0.50336;
1.3663-0.48476 0.90808 050073 -0.95195 0.17712 0.27940 -0.08370 -0.70241 0.20448 12761 0.087145;
-1.0875-0.92712-0.12781 0.53611 -0.65492 0.50958 0.86145 -1.24 -1 0812 -1.3604 0.90881 1.2745;
0.30305-1.2407 -0.45743 -1.7307 0.20468 10053 0.74606 -0.080612-0.70572 0.099278 0.021648-0.62214;

-1.2665 01388 0.048434 1.0119 1,622 0.0220 0.61821 0.95210-0.76845 2.4434 -0.017620-0.89703;
0.72360-0.69202-1.0505 -0.60473 -0.40257 0.36243 -0.61873 0.2191 -0.33432 1.1762 0.6218 0.38762;
0.03453-0.4552-0.018504 -0.69572 0.91247 (.8836 -0.8748 2.2442 0.47656 -0.12773 0.63275 -1.4088;
1.8411-0.83743 06666 -0.20021 -0.70885 0.5045 0.67573 0.3165 0.43279 0.45641 0.18363 -0.27812;

-1.683 015066 0.21636 0.33047 0.31801 0.7431 -0.051489 0.79278 0.85475 061404 -0.6078 -0.48183;
-1.3882-0.45752-0.76565 1.1176.-0.64418 1.0814 0.98502 0.5712-0.51974 1.5458 -0.70456 -0.18698,
-0.27346 0.78011 -1.3248 0.60592 0.44284 -1 231 -2.4276 -1.6799 11839 -0.091 325 0.63081 1.0132;

-0.51604 0.41103-0.2840 0.16334 -1.4205 -0.2178 1.9679 -0.03422 0.40825 -0.19745 -0.64807 1.2236;
-0.43007 011907 -0.61743 -0.42145 -0.15055 -0.41199 -0.20751 -0.2129 -0.73533 0.32244 0.9404 0.78004;

-0.9159 0.66718 0.65476 010036 1.2122-0.94800 -1.3765 -1 6075 -1.0573-0.4112 0.72552 1.6173;

1.172 0067769 -0.047454 1.4384 0.50027 -0.8764 0.8964 -1.5112-0,20632 -0.46577 0.69306 0.72294;

1.3676 0.69168 0,681 -0.23641 -0.63464 -1.1520 0.077707 0.90871-0.33084 -1.3576 -1.1787 0.31856;

0.50896 0.46026 1.7894 -1.0876 0.40767 -0.85698 -0.36874 1111 -0.72307 -0.44930 -0.07462 -0.043117,
-0.67083 011911 0.60702 0.2673 -0.69087 -0.8367 -0.231 48 0.24181 -1.0933 -0.44274 -0.70843 -0.46265;
0.50823-0.35994 0.7605 -1.1772 018688 0.85207 -0.31862 0.62356 0.67364 0.48676 0.026428 0.71612;
-0.53301 0.02629-0.1497 0.22663 -0.56830 -0.11849 -0.60783 0062537 -0.34994 0.095605 -0. 64658 -0.35202
-0.55428-0.49162 0.57648 -0.76515 0,599 -0.1965 -0.07863 0.072567 -1.257 -1.6235 -0.57719 1.2485;
-0.43191 0.65396 0.012035 0914563 -0.05858 -0.19046 0.37381 -0.23402 -0.26366 0.00BE101 -0.6456 0.018854





Σχήμα Γ.18

Τιμές βαρών μεταξύ εισόδου και δεύτερου κρυμμένου στρώματος μετά το πέρας της εκπαίδευσης.

[image: image141.png]View  Inialze | Simulate  Tran  Agapt  Weights

Selectthe weight or bias to view: [iw(3,1- Weightto layer 3 from input1 |

[1.1519-1.2661 -0.25296 1,024 1.5843-0.2241 1058 -0.77121 0.26726 0.92092 0.24027 -1.38;
-0.78474 015725 1.0074 0.33858 0.58514 -1.0365 -0.24719-1.1014 0.53175 0.59504 0.04758 0.42932;
21456 081871 0.56081 11620 0.71774 0.90297 11828 0.42725-1.21 06 -2.4385 -0.87418 0.89973;

-0.20102 11222 -0.67086-1.7218 -0.60537 1.0785 2.2204 1.7967 1.1982 -0.67485 -1.7656 -0.94116;
2.4412-0.60716 0.092971 -0.71332 16055 1.3448 -2.8195 -0.64286 -2.0030 083262 -0.69521 1.1264;
-0.17341 0.80561 -0.14404 -0.10041 0.54153-0.61451 0.99138-1.370 1.0916 -0.65032 1250 -0.14832;
-0.48569-0.040447 0.76762 0.47127 -0.40968 -0.009437 0.137 -0.40486-0.17485 0.069656 -1.0274 -0.1322]





Σχήμα Γ.19

Τιμές βαρών μεταξύ εισόδου και στρώματος εξόδου μετά το πέρας της εκπαίδευσης.

[image: image142.png]View  Inialze | Simulate  Tran  Agapt  Weights

Selectthe weight o bias o view: (2,1} - Weightto layer v

[0.079718-0.43755 -0.37268 0.11027 -0.74558 0.69562 0.45738 0.52177 -12221 1.0415 0.27637 0.51432-0.33¢
-0.082642 0.71242-0.82867 -0.67106 -0.26482 0.25378 01328 -1.0240 0.45075 -0.021657 -0.77558 -1 456 -0.6¢
-1.2242-1.1555 0.30206-0.18518 0.76052 -0.06943 0.04526 -0.98473 -1 0522 0,626 0.024422 0.69961 -0.6001¢
-1.0820-1.6251 -0.48361 -0.43020 -0.027647 -0.52377 0.5039 -1 8505 0.27040 1.4501 0.41717 0.046807 0.4701
1.2233-0.80368 -0.64061 0.1536 -0.49853 0.67633 -0.74522 003979 0.83097 0.2201 0.8146 0.50891 -0.60224
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Σχήμα Γ.20

Τιμές βαρών μεταξύ πρώτου και δεύτερου κρυμμένου στρώματος μετά το πέρας της εκπαίδευσης.
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Σχήμα Γ.21

Τιμές βαρών μεταξύ πρώτου κρυμμένου στρώματος και στρώματος εξόδου μετά το πέρας της εκπαίδευσης.
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Σχήμα Γ.22

Τιμές βαρών μεταξύ δεύτερου κρυμμένου στρώματος και στρώματος εξόδου μετά το πέρας της εκπαίδευσης.
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Σχήμα Γ.23

Τιμές πολώσεων του πρώτου στρώματος μετά το πέρας της εκπαίδευσης.
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Σχήμα Γ.24 - Τιμές πολώσεων του δεύτερου στρώματος μετά το πέρας της εκπαίδευσης.
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Σχήμα Γ.25 - Τιμές πολώσεων του τρίτου στρώματος μετά το πέρας της εκπαίδευσης.


ΠΑΡΑΡΤΗΜΑ Δ
Στο Κεφάλαιο 7 λύσαμε το benchmark πρόβλημα μεγέθους 6x6 των Fisher και Thompson (FT06), με τη βοήθεια του Λογικού Προγραμματισμού Διατύπωσης Περιορισμών και χρησιμοποιώντας εκτός από τους περιορισμούς δυναμικότητας και διάζευξης, κάποιους επιπλέον περιορισμούς για τις δυο πρώτες εργασίες που πρέπει να επεξεργαστεί κάθε μηχανή. Τους περιορισμούς αυτούς τους κατασκευάσαμε εκμεταλλευόμενοι τις εξόδους του back-error propagation δικτύου που δημιουργήσαμε και εκπαιδεύσαμε στο Κεφάλαιο 6.

Με τον τρόπο αυτό επιτύχαμε μείωση του μεγέθους του δέντρου αναζήτησης βέλτιστης λύσης και επιταχύναμε σημαντικά την όλη διαδικασία. Πιο συγκεκριμένα, είδαμε ότι στην περίπτωση που χρησιμοποιηθούν αυτοί οι επιπλέον περιορισμοί η ECLiPSe προσδιορίζει τη λύση σε 0,84 δευτερόλεπτα, ενώ αν χρησιμοποιηθούν μόνο οι περιορισμοί προτεραιότητας και διάζευξης ο χρόνος αυξάνεται σε 5 δευτερόλεπτα. Βασιζόμενοι στο γεγονός αυτό, υποστηρίξαμε ότι το ίδιο εντυπωσιακά αναμένεται να είναι τα αποτελέσματα και στην περίπτωση που επεκταθούμε σε μεγαλύτερου μεγέθους προβλήματα.

Για να επαληθεύσουμε τον ισχυρισμό αυτό, λύνουμε εδώ ένα παράδειγμα χρονοπρογραμματισμού εργασιών μεγέθους 10x10, τροποποιώντας κατάλληλα το πρόγραμμα που παρουσιάσαμε στο Κεφάλαιο 7, και θεωρώντας ότι έχουμε εκπαιδεύσει νευρωνικό δίκτυο που μπορεί να προσδιορίσει σωστά τις 5 πρώτες εργασίες για κάθε μηχανή. Τα δεδομένα του προβλήματος αυτού δίνονται στον Πίνακα Δ.1, ενώ στον Πίνακα Δ.2 δίνεται η έξοδος που παίρνουμε για το πρόβλημα από το Mozart/Oz. 

	JOB
	Processing Order (Processing Time)


	1
	2(5),4(8),6(7),1(5),3(9),7(4),8(6),9(8),5(4),A(4)

	2
	1(10),3(10),8(4),9(2),A(4),2(8),5(8),4(8),6(8),7(8)

	3
	A(4),2(5),4(6),3(7),6(4),9(7),7(7),5(10),1(9),8(9)

	4
	1(9),2(9),3(9),4(9),5(9),6(9),7(9),8(9),9(9),A(9)

	5
	A(8),9(7),8(8),7(8),6(7),5(7),4(10),3(10),2(8),1(8)

	6
	1(8),3(8),8(8),9(6),A(8),2(6),5(8),4(8),6(6),7(6)

	7
	1(10),3(2),5(9),7(9),9(9),A(10),8(10),6(10),4(7),2(7)

	8
	A(7),8(7),9(7),4(7),2(7),1(7),5(7),6(6),3(7),7(7)

	9
	8(9),9(8),2(8),1(7),6(6),5(5),7(4),4(4),3(3),A(9)

	A
	9(8),4(7),6(6),7(6),A(7),3(8),5(10),1(9),2(9),8(10)


Πίνακας Δ.1

Τα δεδομένα του προβλήματος.

	Έξοδος από το

Mozart/Oz
	4769281A35, 1493826A57, 4762A31859, 1A48395267, 74958A2631, A954138726, A579431826, 98562471A3, A958672341, 583A627491, 120




Πίνακας Δ.2

Έξοδος από το Mozart/Oz με την αναπαράσταση που αναλύθηκε στο Κεφάλαιο 6.

Αναφέρουμε πως προσπαθήσαμε αρχικά να εκτελέσουμε το πρόγραμμα αυτό χωρίς κανέναν επιπλέον περιορισμό. Τροποποιήσαμε δηλαδή κατάλληλα το κατηγόρημα gen_machine_prec/2 ώστε η μόνη απαίτηση να είναι οι εργασίες που είναι προγραμματισμένες να επεξεργαστούν σε κάθε μηχανή να μην επικαλύπτονται. Δίνοντας στην παράμετρο Max την τιμή 130 το πρόγραμμα αυτό έτρεχε για 24 ολόκληρες ώρες, μέχρι που για ευνόητους λόγους το διακόψαμε. Στο διάστημα αυτό μπόρεσε να βρει δυο λύσεις με κόστος μικρότερο από 130, αλλά δεν κατάληξε στην βέλτιστη λύση κόστους 120 (βλ. Πίνακα Δ.2). 


Αντίθετα στην περίπτωση που προσδιορίσουμε τις 5 πρώτες εργασίες για κάθε μηχανή η βέλτιστη λύση κόστους 120 χρονικών μονάδων προκύπτει σε 223,16 δευτερόλεπτα (περίπου 4 λεπτά) και είναι αυτή που φαίνεται στο Σχήμα Δ.1. Το διάγραμμα Gantt της λύσης αυτής δίνεται επίσης στο Σχήμα Δ.3. Με το χρόνο εύρεσης της λύσης να μειώνεται από 24 ώρες (κατ’ ελάχιστο) σε 4 λεπτά, είναι κάτι περισσότερο εμφανής η αποδοτικότητα του υβριδικού μοντέλου νευρωνικών δικτύων και Λογικού Προγραμματισμού Διατύπωσης Περιορισμών που προτείναμε στην εργασία αυτή.  


Αξίζει να σημειωθεί επίσης, πως σε τέτοιου μεγέθους προβλήματα, πέρα από τους περιορισμούς για τις εργασίες στις μηχανές, είναι πολύ περισσότερο εμφανής η σημαντικότητα της, κατά το δυνατόν, μείωσης της τιμής της παραμέτρου Max (άνω άκρο του πεδίου τιμών των μεταβλητών απόφασης). Δίνουμε στο Σχήμα Δ.2 την έξοδο της ECLiPSe στην περίπτωση που αντί για Max = 130 (όπως στο σχήμα Δ.1), δώσουμε Max = 150. Βλέπουμε, πως ο χρόνος εύρεσης της λύσης από 223,16 δευτερόλεπτα αυξάνεται σε 1066,2.
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Σχήμα Δ.1

Λύση με Max = 130 σε 223,16 sec.

[image: image149.png]ECLiPSe 5.5 Toplevel
Flo Tools Hel

Query Entry
cctipse 3 |:[sorucion(is0,5, (1311,712,915, 314, 915,316,317, 715,915, 30a1, (321,922, 923, 924,325,326, 327,926,929, 9221 19317, &

B
66
7
a8
- 58
(1066.205 epu)

Output and Error Messages.

| a[s73 7 o+, 372 - 4274, 373 : 4234, 374 © 440+, 175 : 46O+, 376 1 463+, I77 i 4734, I70 : 483+, 173 : 4104+, I7a i +IILY
351 : 8+, 3z : +LS 33 : 24+, 384 : 36+, IS : +43+, JS6 : SO, JS7 : 59+, IS : +73+. 3 . 88+, Ja : 435t
351 - 0+ 352 - 49+, 395 : s+, 394 : +27+, 395 : 34+, 39 : +47+, 397 : +52+, 398 : +l00H. 199 . +l04%, 35 : +LOTH
3a1 © +0+. 3az : +13%, Ja3 : +20%, Jad : +26%, Ja : 32+, Ja6 : +54t, Ja7 : 466+, Jas : 476+, Ja3 : 487+, Jaa : 38+
Found & solucion with cost 121
311 : 0%, 31z : 5, JL3 : 456+, JL4 : 463, JLS : +79+, JL6 : 88+, JL7 : 92+, JLS : 98+, JL9 : +l06+, Jla : st
321 : +3ai, 322 : +air, 323 : +sir, 324 : 46O, 325 : 6+, 326 : +EGH, 327 : 76+, 328 : 484+, 125 : 96+, J2a : +l04+
351 +15+] 35z : 426+, 333 +43, 334 46zt I35 469, J36 : 73+, J37 - 48O+, I3 : 92+, 39 +l0Z¢, J3a : HLLLH
341 - 0+, 342 : 49+, 343 : +1Sk, 344 : +27+, J4S : $38+, J46 : +4TH, 347 : HS6H, 148 : 4, 143 : 4OF, Jda : 45+
351 0+, 352 : +174, 353 : +24%, 354 : #32+, IS5 : +40%, JS6 : 52+, IS7 : #5394, IS : 463+, 53 : +80%, Isa : +LLLH
361 : +15%, 362 : +29%, 363 : 37+, 364 : +4S, IS : 5L, J66 : +74%, J67 : +84t, I8 : 92+, 163 : +l04t, Ja : +lizt
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Σχήμα Δ.2

Λύση με Max = 150 σε 1066,2 sec.
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Κλείνουμε το Παράρτημα αυτό, επισυνάπτοντας τον τροποποιημένο κώδικα του προγράμματος λογικού προγραμματισμού που λύνει το συγκεκριμένο 10x10 πρόβλημα χρονοπρογραμματισμού εργασιών. 

:- lib(ic_cumulative).

:- lib(fd).

gen_job_prec ([J1,J2|R],[D1,D2|S])   :-



J1 + D1 #<= J2,



gen_job_prec([J2|R],[D2|S]). 

gen_job_prec([_],[_]).

gen_machine_prec([J1,J2,J3,J4,J5,J6,J7,J8,J9,Ja],

                 [D1,D2,D3,D4,D5,D6,D7,D8,D9,Da])   :-

J1+D1 #<= J2, J2+D2 #<= J3, J3+D3 #<= J4, 

J4+D4 #<= J5, J5+D5 #<= J6, J5+D5 #<= J7, 

J5+D5 #<= J8, J5+D5 #<= J9, J5+D5 #<=Ja,


no_overlap(J6,D6,J7,D7),no_overlap(J6,D6,J8,D8),

no_overlap(J6,D6,J9,D9),no_overlap(J6,D6,Ja,Da),

no_overlap(J7,D7,J8,D8),no_overlap(J7,D7,J9,D9),

no_overlap(J7,D7,Ja,Da),no_overlap(J8,D8,J9,D9),

no_overlap(J8,D8,Ja,Da),no_overlap(J9,D9,Ja,Da).

no_overlap(Si,Di,Sj,_Dj) :-


Sj #>= Si+Di.

no_overlap(Si,_Di,Sj,Dj) :-


Si #>= Sj+Dj.

generate_jobs(E,[[J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a],


           [J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a],



     [J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a],



     [J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a],



     [J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a],



     [J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a],



     [J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a],



     [J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a],



     [J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a],



     [Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa]]) :-


gen_job_prec([J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a,E],



       [  5, 8,  7,  5,  9,  4,  6,  8,  4,  4, 1]),


gen_job_prec([J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a,E],



       [ 10,10,  4,  2,  4,  8,  8,  8,  8,  8, 1]),


gen_job_prec([J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a,E],



       [  4, 5,  6,  7,  4,  7,  7, 10,  9,  9, 1]),


gen_job_prec([J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a,E],



       [  9, 9,  9,  9,  9,  9,  9,  9,  9,  9, 1]),


gen_job_prec([J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a,E],



       [  8, 7,  8,  8,  7,  7, 10, 10,  8,  8, 1]),


gen_job_prec([J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a,E],



       [  8, 8,  8,  6,  8,  6,  8,  8,  6,  6, 1]),


gen_job_prec([J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a,E],



       [ 10, 2,  9,  9,  9, 10, 10, 10,  7,  7, 1]),


gen_job_prec([J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a,E],



       [  7, 7,  7,  7,  7,  7,  7,  6,  7,  7, 1]),


gen_job_prec([J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a,E],



       [  9, 8,  8,  7,  6,  5,  4,  4,  3,  9, 1]),


gen_job_prec([Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa,E],



       [  8, 7,  6,  6,  7,  8, 10,  9,  9, 10, 1]).

generate_machines([[J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a],


             [J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a],



       [J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a],



       [J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a],



       [J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a],



       [J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a],



       [J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a],



       [J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a],



       [J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a],



       [Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa]]) :-


gen_machine_prec([J41,J71,J61,J94,J21,J14,J39,J5a,J86,Ja8],




     [ 9,  10, 8,  7,  10, 5,  9,  8,  7,  9 ]),


gen_machine_prec([J11,J42,J93,J32,J85,J26,J7a,J59,J66,Ja9],




     [ 5,  9,  8,  5,  7,  8,  7,  8,  6,  9 ]),


gen_machine_prec([J43,J72,J62,J22,Ja6,J15,J34,J58,J89,J99],




     [ 9,  2,  8,  10, 8,  9,  7,  10, 7,  3 ]),


gen_machine_prec([J12,Ja2,J44,J84,J33,J28,J57,J68,J79,J98],




     [ 8,  7,  9,  7,  6,  8,  10, 8,  7,  4 ]),


gen_machine_prec([J73,J45,J96,J56,J87,J19,J27,J38,J67,Ja7],




     [ 9,  9,  5,  7,  7,  4,  8,  10, 8,  10]),


gen_machine_prec([Ja3,J95,J55,J46,J13,J29,J35,J69,J78,J88],




     [ 6,  6,  7,  9,  7,  8,  4,  6,  10, 6 ]),



gen_machine_prec([Ja4,J54,J74,J97,J47,J16,J2a,J37,J6a,J8a],




     [ 6,  8,  9,  4,  9,  4,  8,  7,  6,  7 ]),


gen_machine_prec([J91,J82,J53,J63,J23,J17,J3a,J48,J77,Jaa],




     [ 9,  7,  8,  8,  4,  6,  9,  9,  10, 10]),


gen_machine_prec([Ja1,J92,J52,J83,J64,J18,J24,J36,J49,J75],




     [ 8,  8,  7,  7,  6,  8,  2,  7,  9,  9 ]),


gen_machine_prec([J51,J81,J31,Ja5,J65,J1a,J25,J4a,J76,J9a],




     [ 8,  7,  4,  7,  8,  4,  4,  9,  10, 9 ]).

label_vars(E, [[J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a],

               [J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a],


         [J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a],

               [J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a],

               [J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a],


         [J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a],


         [J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a],


         [J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a],


         [J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a],


         [Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa]]) :-

   indomain(J11),indomain(J12),indomain(J13),indomain(J14),indomain(J15),

   indomain(J16),indomain(J17),indomain(J18),indomain(J19),indomain(J1a),

   indomain(J21),indomain(J22),indomain(J23),indomain(J24),indomain(J25),

   indomain(J26),indomain(J27),indomain(J28),indomain(J29),indomain(J2a),

   indomain(J31),indomain(J32),indomain(J33),indomain(J34),indomain(J35),

   indomain(J36),indomain(J37),indomain(J38),indomain(J39),indomain(J3a),

   indomain(J41),indomain(J42),indomain(J43),indomain(J44),indomain(J45),

   indomain(J46),indomain(J47),indomain(J48),indomain(J49),indomain(J4a),

   indomain(J51),indomain(J52),indomain(J53),indomain(J54),indomain(J55),

   indomain(J56),indomain(J57),indomain(J58),indomain(J59),indomain(J5a),

   indomain(J61),indomain(J62),indomain(J63),indomain(J64),indomain(J65),

   indomain(J66),indomain(J67),indomain(J68),indomain(J69),indomain(J6a),

   indomain(J71),indomain(J72),indomain(J73),indomain(J74),indomain(J75),

   indomain(J76),indomain(J77),indomain(J78),indomain(J79),indomain(J7a),

   indomain(J81),indomain(J82),indomain(J83),indomain(J84),indomain(J85),

   indomain(J86),indomain(J87),indomain(J88),indomain(J89),indomain(J8a),

   indomain(J91),indomain(J92),indomain(J93),indomain(J94),indomain(J95),

   indomain(J96),indomain(J97),indomain(J98),indomain(J99),indomain(J9a),

   indomain(Ja1),indomain(Ja2),indomain(Ja3),indomain(Ja4),indomain(Ja5),

   indomain(Ja6),indomain(Ja7),indomain(Ja8),indomain(Ja9),indomain(Jaa),

   indomain(E).

top(Max,E,[[J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a],

           [J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a],

           [J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a],


     [J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a],


     [J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a],


     [J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a],


     [J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a],


     [J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a],


     [J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a],


     [Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa]]) :-


E :: 0..Max,


[J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a] :: 0..Max,


[J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a] :: 0..Max, 


[J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a] :: 0..Max,


[J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a] :: 0..Max,


[J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a] :: 0..Max,


[J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a] :: 0..Max,


[J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a] :: 0..Max,


[J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a] :: 0..Max,


[J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a] :: 0..Max,


[Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa] :: 0..Max,

  generate_jobs(E,[[J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a],


             [J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a],



       [J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a],



       [J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a],



       [J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a],



       [J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a],



       [J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a],



       [J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a],



       [J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a],



       [Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa]]),


generate_machines([[J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a],


                   [J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a],



             [J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a],



             [J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a],



             [J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a],



             [J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a],



             [J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a],



             [J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a],



             [J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a],



             [Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa]]),


label_vars(E,[[J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a],


              [J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a],



        [J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a],



        [J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a],



        [J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a],



        [J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a],



        [J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a],



        [J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a],



        [J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a],



        [Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa]]),


write('J11 : ' + J11 + ', '),


write('J12 : ' + J12 + ', '),


write('J13 : ' + J13 + ', '),


write('J14 : ' + J14 + ', '),


write('J15 : ' + J15 + ', '),


write('J16 : ' + J16 + ', '),


write('J17 : ' + J17 + ', '),


write('J18 : ' + J18 + ', '),


write('J19 : ' + J19 + ', '),


write('J1a : ' + J1a + '\n'),


write('J21 : ' + J21 + ', '),


write('J22 : ' + J22 + ', '),


write('J23 : ' + J23 + ', '),


write('J24 : ' + J24 + ', '),


write('J25 : ' + J25 + ', '),


write('J26 : ' + J26 + ', '),


write('J27 : ' + J27 + ', '),


write('J28 : ' + J28 + ', '),


write('J29 : ' + J29 + ', '),


write('J2a : ' + J2a + '\n'),


write('J31 : ' + J31 + ', '),


write('J32 : ' + J32 + ', '),


write('J33 : ' + J33 + ', '),


write('J34 : ' + J34 + ', '),


write('J35 : ' + J35 + ', '),


write('J36 : ' + J36 + ', '),


write('J37 : ' + J37 + ', '),


write('J38 : ' + J38 + ', '),


write('J39 : ' + J39 + ', '),


write('J3a : ' + J3a + '\n'),


write('J41 : ' + J41 + ', '),


write('J42 : ' + J42 + ', '),


write('J43 : ' + J43 + ', '),


write('J44 : ' + J44 + ', '),


write('J45 : ' + J45 + ', '),


write('J46 : ' + J46 + ', '),


write('J47 : ' + J47 + ', '),


write('J48 : ' + J48 + ', '),


write('J49 : ' + J49 + ', '),


write('J4a : ' + J4a + '\n'),


write('J51 : ' + J51 + ', '),


write('J52 : ' + J52 + ', '),


write('J53 : ' + J53 + ', '),


write('J54 : ' + J54 + ', '),


write('J55 : ' + J55 + ', '),


write('J56 : ' + J56 + ', '),


write('J57 : ' + J57 + ', '),


write('J58 : ' + J58 + ', '),


write('J59 : ' + J59 + ', '),


write('J5a : ' + J5a + '\n'),


write('J61 : ' + J61 + ', '),


write('J62 : ' + J62 + ', '),


write('J63 : ' + J63 + ', '),


write('J64 : ' + J64 + ', '),


write('J65 : ' + J65 + ', '),


write('J66 : ' + J66 + ', '),


write('J67 : ' + J67 + ', '),


write('J68 : ' + J68 + ', '),


write('J69 : ' + J69 + ', '),


write('J6a : ' + J6a + '\n'),


write('J71 : ' + J71 + ', '),


write('J72 : ' + J72 + ', '),


write('J73 : ' + J73 + ', '),


write('J74 : ' + J74 + ', '),


write('J75 : ' + J75 + ', '),


write('J76 : ' + J76 + ', '),


write('J77 : ' + J77 + ', '),


write('J78 : ' + J78 + ', '),


write('J79 : ' + J79 + ', '),


write('J7a : ' + J7a + '\n'),


write('J81 : ' + J81 + ', '),


write('J82 : ' + J82 + ', '),


write('J83 : ' + J83 + ', '),


write('J84 : ' + J84 + ', '),


write('J85 : ' + J85 + ', '),


write('J86 : ' + J86 + ', '),


write('J87 : ' + J87 + ', '),


write('J88 : ' + J88 + ', '),


write('J89 : ' + J89 + ', '),


write('J8a : ' + J8a + '\n'),


write('J91 : ' + J91 + ', '),


write('J92 : ' + J92 + ', '),


write('J93 : ' + J93 + ', '),


write('J94 : ' + J94 + ', '),


write('J95 : ' + J95 + ', '),


write('J96 : ' + J96 + ', '),


write('J97 : ' + J97 + ', '),


write('J98 : ' + J98 + ', '),


write('J99 : ' + J99 + ', '),


write('J9a : ' + J9a + '\n'),


write('Ja1 : ' + Ja1 + ', '),


write('Ja2 : ' + Ja2 + ', '),


write('Ja3 : ' + Ja3 + ', '),


write('Ja4 : ' + Ja4 + ', '),


write('Ja5 : ' + Ja5 + ', '),


write('Ja6 : ' + Ja6 + ', '),


write('Ja7 : ' + Ja7 + ', '),


write('Ja8 : ' + Ja8 + ', '),


write('Ja9 : ' + Ja9 + ', '),


write('Jaa : ' + Jaa + '\n').

solution(Max,E,[[J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a],


          [J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a],



    [J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a],



    [J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a],



    [J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a],



    [J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a],



    [J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a],



    [J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a],



    [J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a],



    [Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa]]) :- 


min_max(top(Max, E, [[J11,J12,J13,J14,J15,J16,J17,J18,J19,J1a],


                     [J21,J22,J23,J24,J25,J26,J27,J28,J29,J2a],



               [J31,J32,J33,J34,J35,J36,J37,J38,J39,J3a],



               [J41,J42,J43,J44,J45,J46,J47,J48,J49,J4a],



               [J51,J52,J53,J54,J55,J56,J57,J58,J59,J5a],



               [J61,J62,J63,J64,J65,J66,J67,J68,J69,J6a],



               [J71,J72,J73,J74,J75,J76,J77,J78,J79,J7a],



               [J81,J82,J83,J84,J85,J86,J87,J88,J89,J8a],



               [J91,J92,J93,J94,J95,J96,J97,J98,J99,J9a],



               [Ja1,Ja2,Ja3,Ja4,Ja5,Ja6,Ja7,Ja8,Ja9,Jaa]]),E).
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Ελαχιστοποίησε το t* (*� EMBED Equation.3  ���) με τους περιορισμούς:





ti – tj � EMBED Equation.3  ��� τj			(συνδετικός περιορισμός) � EMBED Equation.3  ���i, j � EMBED Equation.3  ���


tj � EMBED Equation.3  ���				(περιορισμός για τον νωρίτερο χρόνο έναρξης) � EMBED Equation.3  ���


ti – tj � EMBED Equation.3  ���	(διαζευκτικός περιορισμός) � EMBED Equation.3  ���





Ελαχιστοποίησε το Cmax με τους περιορισμούς:





Χρόνοι έναρξης:		 tik � EMBED Equation.3  ���				� EMBED Equation.3  ���


Περιορισμός προτεραιότητας:	 tik – tih � EMBED Equation.3  ��� τih			αν η Οih προηγείται της Oik 	


Διαζευκτικός περιορισμός:	 tpk – tik +K(1- yipk) ≥ τik		yipk=1, αν Oik προηγείται της Opk


				 tik – tpk +K(yipk) ≥ τpk		yipk=0, διαφορετικά


							            με � EMBED Equation.3  ���
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Φύλλο1

		Σύγκριση των αλγόριθμων που δούλεψαν με βάση τα αποτελέσματα τους σε Cascade-Forward, 12-40-Χ-7 δίκτυα

		>>>με κόκκινα γράμματα στα σχήματα βάζω τους αλγόριθμους που δεν έπιασαν το στόχο!

		ΕΠΟΧΕΣ ΣΤΙΣ ΟΠΟΙΕΣ ΣΤΑΜΑΤΗΣΕ Η ΕΚΠΑΙΔΕΥΣΗ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		100000		100000		100000		100000		100000

		12_40_		20		_7		100000		92035		100000		100000		100000

		12_40_		30		_7		57529		36820		38204		100000		100000

		12_40_		40		_7		25816		31979		26949		30923		77138

		12_40_		50		_7		23089		25069		25552		38422		72567

		12_40_		60		_7		17136		19943		22942		18316		70308

		12_40_		70		_7		13756		19318		23680		10157		65038

		ΧΡΟΝΟΣ ΕΚΠΑΙΔΕΥΣΗΣ (minutes) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		209.85		216.52		240.9		117.32		125.62

		12_40_		20		_7		259.14		243.4		252.12		133.7		157.26

		12_40_		30		_7		170.04		107.37		117.6		154.53		179.28

		12_40_		40		_7		85.78		104.93		89.97		43.27		148.04

		12_40_		50		_7		86.22		90.77		96.09		67.23		135.24

		12_40_		60		_7		67.36		79.18		90.02		37.94		127.49

		12_40_		70		_7		58.2		72.82		103.89		23.27		118.68

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΕΚΠΑΙΔΕΥΣΗΣ ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		236		242		236		190		137

		12_40_		30		_7		244		238		240		231		206

		12_40_		40		_7		234		242		235		232		244

		12_40_		50		_7		236		237		232		240		241

		12_40_		60		_7		236		226		240		238		240

		12_40_		70		_7		232		224		238		227		239

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΔΟΚΙΜΗΣ (με bonus) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		17		19		17		15		12

		12_40_		30		_7		23		21		21		17		16

		12_40_		40		_7		19		22		18		18		22

		12_40_		50		_7		19		20		22		21		20

		12_40_		60		_7		20		19		22		18		21

		12_40_		70		_7		18		17		20		17		19

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΔΟΚΙΜΗΣ (με 7 σωστές) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		12		9		12		7		7

		12_40_		30		_7		14		11		14		9		8

		12_40_		40		_7		12		15		14		12		14

		12_40_		50		_7		12		14		10		13		11

		12_40_		60		_7		11		11		12		12		12

		12_40_		70		_7		11		9		11		11		11
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Φύλλο1

		Σύγκριση των αλγόριθμων που δούλεψαν με βάση τα αποτελέσματα τους σε Cascade-Forward, 12-40-Χ-7 δίκτυα

		>>>με κόκκινα γράμματα στα σχήματα βάζω τους αλγόριθμους που δεν έπιασαν το στόχο!

		ΕΠΟΧΕΣ ΣΤΙΣ ΟΠΟΙΕΣ ΣΤΑΜΑΤΗΣΕ Η ΕΚΠΑΙΔΕΥΣΗ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		100000		100000		100000		100000		100000

		12_40_		20		_7		100000		92035		100000		100000		100000

		12_40_		30		_7		57529		36820		38204		100000		100000

		12_40_		40		_7		25816		31979		26949		30923		77138

		12_40_		50		_7		23089		25069		25552		38422		72567

		12_40_		60		_7		17136		19943		22942		18316		70308

		12_40_		70		_7		13756		19318		23680		10157		65038

		ΧΡΟΝΟΣ ΕΚΠΑΙΔΕΥΣΗΣ (minutes) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		209.85		216.52		240.9		117.32		125.62

		12_40_		20		_7		259.14		243.4		252.12		133.7		157.26

		12_40_		30		_7		170.04		107.37		117.6		154.53		179.28

		12_40_		40		_7		85.78		104.93		89.97		43.27		148.04

		12_40_		50		_7		86.22		90.77		96.09		67.23		135.24

		12_40_		60		_7		67.36		79.18		90.02		37.94		127.49

		12_40_		70		_7		58.2		72.82		103.89		23.27		118.68

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΕΚΠΑΙΔΕΥΣΗΣ ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		236		242		236		190		137

		12_40_		30		_7		244		238		240		231		206

		12_40_		40		_7		234		242		235		232		244

		12_40_		50		_7		236		237		232		240		241

		12_40_		60		_7		236		226		240		238		240

		12_40_		70		_7		232		224		238		227		239

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΔΟΚΙΜΗΣ (με bonus) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		17		19		17		15		12

		12_40_		30		_7		23		21		21		17		16

		12_40_		40		_7		19		22		18		18		22

		12_40_		50		_7		19		20		22		21		20

		12_40_		60		_7		20		19		22		18		21

		12_40_		70		_7		18		17		20		17		19

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΔΟΚΙΜΗΣ (με 7 σωστές) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		12		9		12		7		7

		12_40_		30		_7		14		11		14		9		8

		12_40_		40		_7		12		15		14		12		14

		12_40_		50		_7		12		14		10		13		11

		12_40_		60		_7		11		11		12		12		12

		12_40_		70		_7		11		9		11		11		11
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Φύλλο1

		θεωρητικά δίκτυα που χρησιμοποιούν την logsig σαν συνάρτηση ενεργοποίησης συγκλίνουν πιο αργά από αυτά που χρησιμοποιούν την tansig

		βασιζόμαστε σε feed-forward δίκτυα, με αλγόριθμο τον trainscg, που έπιασαν το στόχο, δηλ.τα 40-40, 50-40, 60-40!!

								FEED-FORWARD BACKPROP

								logsig		tansig

				12-40-40-7		40		143.8		118.98

				12-50-40-7		50		102.87		57.63

				12-60-40-7		60		67.64		50.41
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Φύλλο1

		Σύγκριση των αλγόριθμων που δούλεψαν με βάση τα αποτελέσματα τους σε Cascade-Forward, 12-40-Χ-7 δίκτυα

		>>>με κόκκινα γράμματα στα σχήματα βάζω τους αλγόριθμους που δεν έπιασαν το στόχο!

		ΕΠΟΧΕΣ ΣΤΙΣ ΟΠΟΙΕΣ ΣΤΑΜΑΤΗΣΕ Η ΕΚΠΑΙΔΕΥΣΗ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		100000		100000		100000		100000		100000

		12_40_		20		_7		100000		92035		100000		100000		100000

		12_40_		30		_7		57529		36820		38204		100000		100000

		12_40_		40		_7		25816		31979		26949		30923		77138

		12_40_		50		_7		23089		25069		25552		38422		72567

		12_40_		60		_7		17136		19943		22942		18316		70308

		12_40_		70		_7		13756		19318		23680		10157		65038

		ΧΡΟΝΟΣ ΕΚΠΑΙΔΕΥΣΗΣ (minutes) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		209.85		216.52		240.9		117.32		125.62

		12_40_		20		_7		259.14		243.4		252.12		133.7		157.26

		12_40_		30		_7		170.04		107.37		117.6		154.53		179.28

		12_40_		40		_7		85.78		104.93		89.97		43.27		148.04

		12_40_		50		_7		86.22		90.77		96.09		67.23		135.24

		12_40_		60		_7		67.36		79.18		90.02		37.94		127.49

		12_40_		70		_7		58.2		72.82		103.89		23.27		118.68

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΕΚΠΑΙΔΕΥΣΗΣ ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		236		242		236		190		137

		12_40_		30		_7		244		238		240		231		206

		12_40_		40		_7		234		242		235		232		244

		12_40_		50		_7		236		237		232		240		241

		12_40_		60		_7		236		226		240		238		240

		12_40_		70		_7		232		224		238		227		239

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΔΟΚΙΜΗΣ (με bonus) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		17		19		17		15		12

		12_40_		30		_7		23		21		21		17		16

		12_40_		40		_7		19		22		18		18		22

		12_40_		50		_7		19		20		22		21		20

		12_40_		60		_7		20		19		22		18		21

		12_40_		70		_7		18		17		20		17		19

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΔΟΚΙΜΗΣ (με 7 σωστές) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		12		9		12		7		7

		12_40_		30		_7		14		11		14		9		8

		12_40_		40		_7		12		15		14		12		14

		12_40_		50		_7		12		14		10		13		11

		12_40_		60		_7		11		11		12		12		12

		12_40_		70		_7		11		9		11		11		11
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Φύλλο1

		Σύγκριση των αλγόριθμων που δούλεψαν με βάση τα αποτελέσματα τους σε Cascade-Forward, 12-40-Χ-7 δίκτυα

		>>>με κόκκινα γράμματα στα σχήματα βάζω τους αλγόριθμους που δεν έπιασαν το στόχο!

		ΕΠΟΧΕΣ ΣΤΙΣ ΟΠΟΙΕΣ ΣΤΑΜΑΤΗΣΕ Η ΕΚΠΑΙΔΕΥΣΗ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		100000		100000		100000		100000		100000

		12_40_		20		_7		100000		92035		100000		100000		100000

		12_40_		30		_7		57529		36820		38204		100000		100000

		12_40_		40		_7		25816		31979		26949		30923		77138

		12_40_		50		_7		23089		25069		25552		38422		72567

		12_40_		60		_7		17136		19943		22942		18316		70308

		12_40_		70		_7		13756		19318		23680		10157		65038

		ΧΡΟΝΟΣ ΕΚΠΑΙΔΕΥΣΗΣ (minutes) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		209.85		216.52		240.9		117.32		125.62

		12_40_		20		_7		259.14		243.4		252.12		133.7		157.26

		12_40_		30		_7		170.04		107.37		117.6		154.53		179.28

		12_40_		40		_7		85.78		104.93		89.97		43.27		148.04

		12_40_		50		_7		86.22		90.77		96.09		67.23		135.24

		12_40_		60		_7		67.36		79.18		90.02		37.94		127.49

		12_40_		70		_7		58.2		72.82		103.89		23.27		118.68

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΕΚΠΑΙΔΕΥΣΗΣ ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		236		242		236		190		137

		12_40_		30		_7		244		238		240		231		206

		12_40_		40		_7		234		242		235		232		244

		12_40_		50		_7		236		237		232		240		241

		12_40_		60		_7		236		226		240		238		240

		12_40_		70		_7		232		224		238		227		239

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΔΟΚΙΜΗΣ (με bonus) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		17		19		17		15		12

		12_40_		30		_7		23		21		21		17		16

		12_40_		40		_7		19		22		18		18		22

		12_40_		50		_7		19		20		22		21		20

		12_40_		60		_7		20		19		22		18		21

		12_40_		70		_7		18		17		20		17		19

		ΠΑΡΑΔΕΙΓΜΑΤΑ ΔΟΚΙΜΗΣ (με 7 σωστές) ΣΕ ΣΥΝΑΡΤΗΣΗ ΜΕ ΤΟΥΣ ΝΕΥΡΩΝΕΣ

								TRAINCGB		TRAINCGF		TRAINCGP		TRAINSCG		TRAINOSS

		12_40_		10		_7		0		0		0		0		0

		12_40_		20		_7		12		9		12		7		7

		12_40_		30		_7		14		11		14		9		8

		12_40_		40		_7		12		15		14		12		14

		12_40_		50		_7		12		14		10		13		11

		12_40_		60		_7		11		11		12		12		12

		12_40_		70		_7		11		9		11		11		11
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Νευρώνες στο δεύτερο κρυμμένο στρώμα

Και οι 7 έξοδοι του παραδείγματος δοκιμής σωστές
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