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 Περίληψη

   Ο σκοπός της διπλωματικής εργασίας είναι η πρόβλεψης ζήτησης με χρήση αλγορίθμων Τεχνητών Νευρωνικών Δικτύων. Η εφαρμογή του αλγορίθμου έγινε πάνω σε δαδομένα της εταιρίας Καζής Α.Ε. Οι αλγόριθμοι υλοποιήθηκαν στην γλώσσα προγραμματισμού Matlab.

   Η πρόβλεψη ζήτησης παίζει σημαντικό ρόλο στην οργάνωση της παραγωγής μιας επιχείρησης. Με την γνώση του μεγέθους αυτού μπορεί να οργανωθεί εκ των προτέρων η αγορά των αναγκαίων πρώτων υλών ή/και βοηθητικών υλικών και να είναι διαθέσιμα τα απαραίτητα ενδιάμεσα προϊόντα ώστε να ικανοποιηθεί εγκαίρως η ζήτηση όταν αυτή εκδηλωθεί. Επιπλέον, χωρίς την πρόβλεψη ζήτησης δεν θα ήταν δυνατό η εταιρεία να οργανώσει τους πόρους της (κυρίως ανθρώπους και μηχανές) ώστε αυτοί ούτε να υποαπασχολούνται αλλά ούτε και η παραγωγική τους δυνατότητα να είναι ανεπαρκής.

   Τα Τεχνητά Νευρωνικά Δίκτυα αποτελούν ένα αρκετά χρήσιμο εργαλείο για την πρόβλεψη ζήτησης. Είναι συστήματα επεξεργασίας πληροφοριών που το βασικό τους χαρακτηριστικό είναι ότι η οργάνωση και λειτουργία των δομικών τους μονάδων μοιάζει με εκείνη των δομικών μονάδων (νευρώνες) του ανθρώπινου εγκεφάλου. Επίσης, η λειτουργία τους βασίζεται στην εκμάθηση μέσα από παραδείγματα.

   Στην παρούσα διπλωματική εργασία, οι αλγόριθμοι υλοποιήθηκαν μέσω των τεχνικών των Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση και των Τεχνητών Νευρωνικών Δικτύων Γενικευμένης Παλινδρόμησης, που (τα δεύτερα) ανήκουν στην ευρύτερη τεχνική των Τεχνητών Νευρωνικών Δικτύων Ακτινικής Συνάρτησης Βάσης.

   Στην εργασία που ακολουθεί αναλύονται θεωρητικά όλα τα εργαλεία που χρησιμοποιήθηκαν καθώς και βασικές έννοιες πάνω στην πρόβλεψη ζήτησης, πρωτού παρουσιαστεί η πρακτική εφαρμογή τους. 

Λέξεις-κλειδιά: πρόβλεψη ζήτησης, τεχνητά νευρωνικά δίκτυα, εκπαίδευση τεχνητών νευρωνικών δικτύων, εκμάθηση τεχνητών νευρωνικών δικτύων, δίκτυα με ανάδραση, δίκτυα γενικευμένης παλινδρόμησης, συνάρτηση απόδοσης σφάλματος, ρυθμός εκμάθησης, αριθμός επαναλήψεων κατά την εκπαίδευση.

Abstract

   The aim of this diplomatic work is the forecast demand with the use of Artficial Neural network’s algorihms. These algorithms have been implemented on data that come from Kazis H.M. company. The algorithms have been implemented in Matlab programming language.

   The forecast demand plays important role in the organisation of the production of an enterprise. With the knowledge of forecast demand it can be organised beforehand the market of the necessary first materials and auxiliary materials and to be available all the indermediary products so that is satisfied in time the demand on them when it is expressed. Morover, without the forecast demand it would not be possible for the company to organise its resources (mainly persons and machines) in order that neither these resources work part time nor their productive possibility is being insufficient.

   The Artificial Neural Networks constitute a useful tool for the forecast demand. Artificial Neural Networks are informational systems that their basic characteristics are that the organisation and operation of their structural units are the same of the human brain’s neurons. The Artificial Neural Networks operation is based on learning by exams, such as human brain.

   In the present paper, the algorithms were been implemented via the techniques of Feed-forward Artificial Neural Networks with Backpropagation and General Regression Neural Networks, wich is a subclass of Radial-basis Function Neural Networks.
In the follow work first the tools that are in use have been analyzed in theoritical mode and then are being presented their practical applications. 

Keywords: forecast demand, artificial neural networks, training, learning, feed-forward artificial neural networks, backpropagation, general regression, performance function, learning rate, number of iterations in training
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1. Εισαγωγή

1.1 Γενικά

Πρωταρχικό ρόλο για τον προγραμματισμό και την οργάνωση παραγωγής μιας επιχείρησης παίζει η ύπαρξη προβλέψεων για την μελλοντική ζήτηση προϊόντων. Χωρίς αυτό το μέγεθος δεν θα ήταν δυνατό να οργανωθεί εκ των προτέρων η αγορά των αναγκαίων πρώτων υλών ή/και βοηθητικών υλικών και να είναι διαθέσιμα τα απαραίτητα ενδιάμεσα προϊόντα ώστε να ικανοποιηθεί εγκαίρως η ζήτηση όταν αυτή εκδηλωθεί. 

Επιπλέον, χωρίς την πρόβλεψη ζήτησης δεν θα ήταν δυνατό η εταιρεία να οργανώσει τους πόρους της (κυρίως ανθρώπους και μηχανές) ώστε αυτοί ούτε να υποαπασχολούνται αλλά ούτε και η παραγωγική τους δυνατότητα να είναι ανεπαρκής. 

Η σημασία ενός αξιόπιστου συστήματος προβλέψεων επεκτείνεται και σε άλλους τομείς πέραν αυτού της οργάνωσης παραγωγής. Ενδεικτικά θα μπορούσε να αναφερθεί ο τομέας του marketing της εταιρείας, ο οποίος θα μπορούσε για παράδειγμα να εστιάσει κατάλληλα τις διαφημιστικές του ενέργειες προς εκείνα τα προϊόντα για τα οποία η πρόβλεψη  δείχνει κάμψη της ζήτησης.

Αντίστοιχα, ένα σωστό και κατά το δυνατόν ακριβές σύστημα πρόβλεψης ζήτησης θα μπορούσε να χρησιμοποιηθεί και από τις οικονομικές υπηρεσίες της επιχείρησης για λόγους οικονομικού προγραμματισμού.

Στην παρούσα εργασία το πρόβλημα της πρόβλεψης ζήτησης, που υλοποιείται για την εταιρία Καζής Α.Ε. αντιμετωπίζεται δημιουργώντας το κατάλληλο Νευρωνικό Δίκτυο το οποίο εκπαιδεύεται βάσει των ιστορικών στοιχείων της εταιρίας και το αποτέλεσμά του είναι η πρόβλεψη ζήτησης για τον επόμενο χρόνο. Η ζήτηση μπορεί να αφορά στις πωλήσεις της εταιρίας για τον επόμενο χρόνο, ώστε να οργανωθεί ανάλογα η παραγωγή της. 

Αλγόριθμοι Τεχνητών νευρωνικών Δικτύων αναπτύχθηκαν πάνω στις αρχιτεκτονικές των Δικτύων Προώθησης με Ανάδραση (Backpropagation Feed-forward Networks) και των Δικτύων Ακτινικής Συνάρτησης Βάσης με Γενικευμένη Παλινδρόμηση (Generalized Regression Radial-basis Networks). Και οι δύο μορφές αλγορίθμων υλοποιήθηκαν σε περιβάλλον Matlab.   
1.2 Δομή της εργασίας

Η παρούσα εργασία συνίσταται στα παρακάτω κεφάλαια:

Κεφάλαιο 2: Παρουσιάζεται το θεωρητικό και μαθηματικό υπόβαθρο για την περιγραφή των  Τεχνητών Νευρωνικών Δικτύων. Αναλύονται εκτενέστερα τα Τεχνητά Νευρωνικά Δίκτυα Προώθησης με Ανάδραση, τα Τεχνητά Νευρωνικά Δίκτυα Συνάρτησης Ακτινικής Βάσης και τα Τεχνητά Νευρωνικά Δίκτυα Ανατροφοδότησης. 

Κεφάλαιο 3: Περιγράφεται εν συντομία η γλώσσα προγραμματισμού Μatlab καθώς επίσης αναφέρονται επιγραμματικά τα βασικότερα εργαλεία για την δημιουργία των Τεχνητών Νευρωνικών Δικτύων της Matlab. Αναφέρονται οι βασικές συναρτήσεις των Τεχνητών Νευρωνικών Δικτύων που χρησιμοποιούνται κατά την υλοποίηση.

Κεφάλαιο 4: Αναλύονται οι τεχνικές πρόβλεψης ζήτησης της απλής και διπλής εξομάλυνσης, της απλής και πολλαπλής γραμμικής παλινδρόμησης  

Κεφάλαιο 5: Παρατίθεται περιγραφή για την εταιρία Καζής Α.Ε και παρουσιάζονται και αναλύονται οι αλγόριθμοι των Τεχνητών Νευρωνικών Δικτύων που υλοποιήθηκαν για την πρόβλεψη ζήτησης της εταιρίας.

Κεφάλαιο 6: Εξετάζονται και συγκρίνονται μεταξύ τους τα αποτελέσματα των αλγορίθμων που υλοποιήθηκαν στο Κεφάλαιο 5 με χρήση Τεχνητών Νευρωνικών Δικτύων. Οι αλγόριθμοι αυτοί κρίνονται σε αντιπαράθεση με τον αλγόριθμο της Πολλαπλής Γραμμικής Παλινδρόμησης.

Κεφάλαιο 7: Παρουσιάζονται τα συμπεράσματα που προκύπτουν από την όλη διαδικασία πρόβλεψης ζήτησης.

Ακολουθούν το Παράρτημα των μαθηματικών εργαλείων που χρησιμοποιήθηκαν και η Βιβλιογραφία.
2. ΝΕΥΡΩΝΙΚΑ ΔΙΚΤΥΑ

2.1 Εισαγωγή

Τα Τεχνητά Νευρωνικά Δίκτυα (Artificial Neural Networks) είναι μια σχετικά νέα ιδέα στο χώρο των υπολογιστών η οποία βασίστηκε σε έρευνες μοντελοποίησης της δομής και της λειτουργίας του ανθρώπινου εγκεφάλου. Η ιδέα προϋπήρχε από την δεκαετία του ’40 αλλά ήταν οι σχετικά πρόσφατες (δεκαετία του ’80) εξελίξεις στο λογισμικό και στο υλικό των Ηλεκτρονικών Υπολογιστών οι οποίες καθιέρωσαν τις αρχές μελέτης και υλοποίησης και, γενικότερα την έρευνα στο χώρο των Τεχνητών Νευρωνικών Δικτύων.

Είναι γνωστό ότι οι συμβατικοί Η/Υ υπερτερούν των ανθρώπων στην ταχύτητα των πράξεων. Από την άλλη μεριά οι Η/Υ εμφανίζονται να είναι ακατάλληλοι για την επεξεργασία δεδομένων τα οποία δεν είναι ακριβή, δεν είναι πλήρη ή έχουν «θόρυβο». Αυτήν την εικόνα κατάφερε να την αλλάξει, εν μέρει, η έρευνα στο χώρο των Τεχνητών Νευρωνικών Δικτύων, η οποία κατάφερε να πραγματοποιήσει δύσκολες εργασίες, που η πραγματοποίησή τους μέχρι τότε αποτελούσε μοναδικό προνόμιο του ανθρώπου.

Οι συμβατικοί Η/Υ χρειάζονταν μία βήμα-βήμα λύση ενός προβλήματος και τον προγραμματισμό τους με μία σειρά εντολών την οποία πρέπει να ακολουθήσουν για να λύσουν το πρόβλημα. Αντιθέτως, τα Τεχνητά Νευρωνικά Δίκτυα δεν χρειάζονται μία συγκεκριμένη περιγραφή της λύσης του προβλήματος, αλλά ο χρήστης επιτρέπει στο Τεχνητό Νευρωνικό Δίκτυο να εκπαιδευτεί και να προσαρμοστεί κατά τη διάρκεια μιας περιόδου εκπαίδευσης.

Η εκπαίδευση συνήθως περιλαμβάνει ένα σύνολο δεδομένων με καθορισμένη δομή, το οποίο αποτελεί το υλικό εκπαίδευσης του Τεχνητού Νευρωνικού Δικτύου. Δεδομένου ενός ικανοποιητικού πλήθους δεδομένων. Το Τεχνητό Νευρωνικό Δίκτυο μπορεί να μάθει τις βασικές αρχές της λύσης  και να χρησιμοποιηθεί στην λύση παρόμοιων αλλά νέων προβλημάτων.  [1],[5]

2.2 Ανθρώπινοι και Τεχνητοί Νευρώνες

2.2.1 Πώς λειτουργεί ο ανθρώπινος εγκέφαλος

Η λεπτομερής διερεύνηση της εσωτερικής δομής των  βιολογικών νευρικών κυττάρων, ειδικά μετά την εφεύρεση του ηλεκτρονικού μικροσκοπίου, αποκάλυψε ότι όλοι οι νευρώνες του εγκεφάλου αποτελούνται από τα ίδια βασικά μέρη ανεξάρτητα από το μέγεθος και από το σχήμα τους. Στο παρακάτω σχήμα φαίνεται η δομή τους την οποία θα αναλύσουμε στην συνέχεια.
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Σχήμα 2.1 : Συστατικά στοιχεία ενός βιολογικού νευρώνα
Το κεντρικό μέρος ονομάζεται σώμα του κυττάρου (cell body ή soma). Από το σώμα εξέρχονται κάποιες επεκτάσεις σαν ρίζες που ονομάζονται δενδρίτες (dendrites) όπως επίσης και ένα επίμηκες σωληνοειδές και λεπτό νεύρο, ο άξονας (axon) ο οποίος διαχωρίζεται στο τέλος του σε έναν αριθμό μικρών κλάδων. Το μέγεθος του σώματος ενός τυπικού νευρώνα είναι 10-80μm ενώ οι δενδρίτες και ο άξονας έχουν διάμετρο λίγων μm. Ενώ οι δενδρίτες λειτουργούν ως λήπτες σημάτων από τους διπλανούς νευρώνες, ο σκοπός του άξονα είναι η μετάδοση της δραστηριότητας του νευρώνα σε άλλα κύτταρα ή μυϊκές ίνες.

Η ένωση μεταξύ του τέλους ενός αξονικού κλάδου και ενός άλλου νευρώνα ονομάζεται σύναψη (synapse) (σχήμα 2.2). 
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Σχήμα 2.2: Η σύναψη

Στην σύναψη τα δύο κύτταρα διαχωρίζονται από ένα μικροσκοπικό κενό πλάτους περίπου 200nm (συναπτικό κενό – synaptic gap). Οι συνάψεις μπορεί να βρίσκονται είτε στο σώμα του κυττάρου είτε στους δενδρίτες είτε στο σώμα των επόμενων νευρώνων. Η επίδραση γενικά ελαττώνεται καθώς αυξάνεται η απόσταση από το σώμα. Το συνολικό μήκος των νευρώνων ποικίλει από 0.01mm (για νευρώνες στον εγκέφαλο) μέχρι 1m (για νευρώνες στα άκρα του σώματος).

Στον ανθρώπινο εγκέφαλο, ένας τυπικός νευρώνας συλλέγει σήματα από άλλους νευρώνες μέσω των δενδριτών. Ο νευρώνας στέλνει παλμούς ηλεκτρικής δραστηριότητας μέσω του άξονα  ο οποίος , όπως είπαμε, διαχωρίζεται σε πολλά παρακλάδια. Στο τέλος καθενός από αυτά τα παρακλάδια, βρίσκεται η σύναψη η οποία μετατρέπει την δραστηριότητα από τον άξονα σε ηλεκτρικά αποτελέσματα τα οποία διεγείρουν ή αποτρέπουν την δραστηριότητα στους διασυνδεδεμένους νευρώνες. Όταν ένας νευρώνας δεχθεί είσοδο διέγερσης που είναι αρκετά μεγαλύτερη συγκρινόμενη με την αποτρεπτική, στέλνει έναν παλμό ηλεκτρικής δραστηριότητας μέσω του άξονά του. Η εκπαίδευση λαμβάνει χώρα τροποποιώντας την αποδοτικότητα των συνάψεων, ώστε να αλλάζει η επίδραση ενός νευρώνα σε κάποιον άλλο.

2.2.2 Από τους Βιολογικούς νευρώνες στους Τεχνητούς

Τα Τεχνητά Νευρωνικά Δίκτυα  δημιουργούνται προσπαθώντας αρχικά να κατανοήσουμε τα βασικά χαρακτηριστικά των νευρώνων και των διασυνδέσεων τους. Στη συνέχεια προγραμματίζουμε έναν υπολογιστή ώστε να προσομοιώσει αυτά τα χαρακτηριστικά. Παρόλα αυτά, επειδή η γνώση όσον αφορά στους νευρώνες δεν είναι ολοκληρωμένη και η υπολογιστική δύναμη είναι περιορισμένη, τα μοντέλα που υλοποιούνται είναι χονδροειδείς γενικεύσεις των βιολογικών νευρωνικών δικτύων.
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Σχήμα 2.3: Ένα μοντέλο τεχνητού νευρώνα

Στο μοντέλο των τεχνητών νευρώνων οι κόμβοι (nodes) αντιστοιχούν στο σώμα του κυττάρου, οι συνδέσεις (links) μεταξύ των κόμβων στους δενδρίτες και τον άξονα και τα βάρη στις συνάψεις.

Ο πίνακας 2.1 δίνει την αντιστοιχία της ορολογίας μεταξύ Βιολογικών και Τεχνητών Νευρωνικών Δικτύων:

	Ορολογία βιολογίας
	Ορολογία Τεχνητών Νευρωνικών Δικτύων

	Νευρώνας (Neuron)
	Μονάδα/Κόμβος/Νευρώνας (Unit/Node/Cell/Neuron)

	Σύναψη (Synapse)
	Σύνδεψη/Σύναψη (Link/Synapse)

	Aποτελεσματικότητα Σύναψης (Synaptic Efficiency)
	Συναπτικό βάρος (Synaptic Weight)

	Συχνότητα Διέγερσης (Firing Frequency)
	Έξοδος Κόμβου/Νευρώνα (Node/Neuron Output)


Πίνακας 2.1: Αντιστοιχία ορολογίας μεταξύ Βιολογικών και Τεχνητών Νευρωνικών 

                      Δικτύων

2.3 Τεχνητά Νευρωνικά Δίκτυα – Ορισμός

Τα μοντέλα των Τεχνητών Νευρωνικών Δικτύων είναι αλγόριθμοι γνωστικών διαδικασιών, όπως η μάθηση και η βελτιστοποίηση, τα οποία βασίζονται σε έννοιες οι οποίες προέρχονται από την έρευνα της φύσης του ανθρώπινου εγκεφάλου.

Το Τεχνητό Νευρωνικό Δίκτυο είναι ένα μοντέλο επεξεργασίας πληροφοριών εμπνευσμένο από τον τρόπο με τον οποίο βιολογικά νευρικά συστήματα, όπως ο εγκέφαλος, επεξεργάζονται πληροφορίες. Το βασικό στοιχείο αυτού του μοντέλου είναι η πρωτότυπη δομή του συστήματος επεξεργασίας πληροφοριών. Αποτελείται από ένα μεγάλο αριθμό πυκνά διασυνδεδεμένων στοιχείων επεξεργασίας, τους νευρώνες (neurons), οι οποίοι δουλεύουν αρμονικά για να λύσουν συγκεκριμένα προβλήματα. Τα Τεχνητά Νευρωνικά Δίκτυα, ακριβώς όπως και ο ανθρώπινος εγκέφαλος, μαθαίνουν μέσω παραδειγμάτων. Ένα Τεχνητό Νευρωνικό Δίκτυο δημιουργείται για μια συγκεκριμένη εφαρμογή, όπως αναγνώριση προτύπων ή ταξινόμηση δεδομένων, μέσω μιας διαδικασίας μάθησης. Η μάθηση στα βιολογικά συστήματα περιλαμβάνει προσαρμογές και ρυθμίσεις στις συναπτικές ενώσεις μεταξύ των νευρώνων. Το ίδιο ισχύει και για την περίπτωση των Τεχνητών Νευρωνικών Δικτύων.

Με μαθηματικούς όρους ένα Τεχνητό Νευρωνικό Δίκτυο ορίζεται ως ένας προσανατολισμένος γράφος με τις παρακάτω ιδιότητες:

· Μία μεταβλητή κατάστασης n
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 ανατίθεται σε κάθε κόμβο (node) i.

· Σε κάθε σύνδεσμο (link) μεταξύ δύο κόμβων i και k ανατίθεται ένα βάρος (weight) w
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 με τιμή πραγματικό αριθμό.

· Μια τιμή πόλωσης (bias) b
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, ανατίθεται σε κάθε κόμβο (node) i.

· Για κάθε κόμβο i ορίζεται μια συνάρτηση μεταβίβασης/ενεργοποίησης (transfer/activation function)  φ
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[n
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, w
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, b
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] η οποία καθορίζει την κατάσταση του κόμβου συναρτήσει της πόλωσής του, των βαρών των εισερχομένων συνδέσμων και της κατάστασης των κόμβων οι οποίοι συνδέονται μέσω αυτών των συνδέσμων.
Στην καθιερωμένη ορολογία οι κόμβοι ονομάζονται νευρώνες (neurons), οι σύνδεσμοι ονομάζονται συνάψεις (synapses) και η πόλωση είναι γνωστή ως κατώφλι ενεργοποίησης (activation threshold). H συνάρτηση ενεργοποίησης έχει την μορφή     φ(Σ
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- b
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), όπου φ() είναι είτε μία μη συνεχής βηματική συνάρτηση είτε η ομαλά αυξανόμενη γενίκευση της γνωστής σιγμοειδής συνάρτησης (sigmoid function).

 Κόμβοι χωρίς εισερχόμενους συνδέσμους ονομάζονται νευρώνες εισόδου (input neurons) και κόμβοι χωρίς εξερχόμενους συνδέσμους νευρώνες εξόδου (output neurons). Ένα δίκτυο το οποίο τοπολογικά δεν έχει αναδρομικές συνδέσεις ονομάζεται feed-forward.[1]
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2.4 Πλεονεκτήματα των  Τεχνητών Νευρωνικών Δικτύων 

 Τα Νευρωνικά Δίκτυα, με την αξιοθαύμαστη ικανότητα τους  να παραγάγουν αποτελέσματα από πολύπλοκα  ή ημιακριβή δεδομένα, μπορούν να χρησιμοποιηθούν για να εξαγάγουν  πρότυπα και να ανιχνεύσουν  τάσεις που είναι αρκετά περίπλοκες για να προβλεφθούν είτε με άλλες υπολογιστικές τεχνικές είτε από την ανθρώπινη παρατήρηση και εμπειρία. Ένα εκπαιδευμένο νευρικό δίκτυο μπορεί να θεωρηθεί ως «ειδικός» όσον αφορά το είδος των πληροφοριών που του έχει ανατεθεί να αναλύσει. Αυτός ο «ειδήμων» μπορεί να χρησιμοποιηθεί για να προσφέρει προβολές των τάσεων έχοντας να αντιμετωπίσει νέες καταστάσεις ή να απαντήσει σε ερωτήματα του τύπου «τι θα συμβεί αν…;». Άλλα πλεονεκτήματα των Τεχνητών Νευρωνικών Δικτύων περιλαμβάνουν:

· Την δυνατότητα της προσαρμοσμένης μάθησης: Είναι η ικανότητα των Τεχνητών Νευρωνικών Δικτύων να μαθαίνουν πώς να εκτελούν εργασίες βασιζόμενα πάνω σε δεδομένα που έχουν δοθεί για την εκπαίδευσή τους ή από αρχική εμπειρία.

· Την δυνατότητα της αυτοοργάνωσης: Ένα Τεχνητό Νευρωνικό Δίκτυο μπορεί να δημιουργήσει την δική του οργάνωση ή αναπαράσταση  των πληροφοριών που λαμβάνει κατά τη διάρκεια του χρόνου εκπαίδευσης

· Την δυνατότητα λειτουργίας σε πραγματικό χρόνο: Οι υπολογισμοί των  Τεχνητών Νευρωνικών Δικτύων μπορούν να εκτελεστούν παράλληλα, ενώ ειδικό hardware σχεδιάζεται και κατασκευάζεται προκειμένου να εκμεταλλευτεί αυτή τους την δυνατότητα.

·  Την δυνατότητα ανοχής σφαλμάτων μέσω Πλεονάζουσας Κωδικοποίησης Πληροφοριών: Η μερική καταστροφή ενός Τεχνητού Νευρωνικού Δικτύου οδηγεί στην αντίστοιχη μείωση της απόδοσης. Εντούτοις, μερικές ιδιότητες του δικτύου μπορούν να διατηρηθούν ακόμα και μετά από σημαντική ζημία που το δίκτυο μπορεί να έχει υποστεί.

2.5 Τεχνητά Νευρωνικά Δίκτυα και Συμβατικοί Υπολογιστές 

Τα Τεχνητά Νευρωνικά Δίκτυα προσεγγίζουν διαφορετικά την επίλυση προβλημάτων σε σύγκριση με τους συμβατικούς υπολογιστές. Οι συμβατικοί υπολογιστές χρησιμοποιούν αλγοριθμική προσέγγιση, δηλαδή ο υπολογιστής ακολουθεί μια σειρά εντολών προκειμένου να λύσει ένα πρόβλημα. Αν τα συγκεκριμένα βήματα που πρέπει να ακολουθήσει ένας υπολογιστής δεν είναι γνωστά, ο υπολογιστής δεν μπορεί να λύσει το πρόβλημα. Το γεγονός αυτό περιορίζει την ικανότητα των συμβατικών υπολογιστών να λύνουν προβλήματα τα οποία ήδη είναι κατανοητά  και γνωρίζεται ο τρόπος επίλυσης τους. Αλλά οι υπολογιστές θα ήταν πολύ πιο χρήσιμοι αν μπορούσαν να κάνουν πράγματα που δεν γνωρίζουμε ακόμα πώς να τα κάνουμε.

Τα Τεχνητά Νευρωνικά Δίκτυα επεξεργάζονται την πληροφορία με τρόπο παρόμοιο με αυτόν του εγκεφάλου. Το δίκτυο αποτελείται από ένα μεγάλο αριθμό διασυνδεδεμένων στοιχείων επεξεργασίας, τους νευρώνες, που εργάζονται παράλληλα για να λύσουν ένα συγκεκριμένο πρόβλημα. Τα Τεχνητά Νευρωνικά Δίκτυα μαθαίνουν μέσω των παραδειγμάτων. Δεν μπορούν να προγραμματισθούν ώστε να εκτελέσουν μία συγκεκριμένη εργασία. Τα παραδείγματα πρέπει να επιλεχθούν προσεκτικά διαφορετικά σπαταλάται πολύτιμος χρόνος ή ακόμα χειρότερα το δίκτυο μπορεί να λειτουργεί λανθασμένα. Το μειoνέκτημα είναι ότι επειδή το δίκτυο μόνο του μαθαίνει πώς να λύνει ένα πρόβλημα, η λειτουργία του μπορεί να είναι μη προβλέψιμη.

Από την άλλη πλευρά, οι συμβατικοί υπολογιστές χρησιμοποιούν την γνωστική προσέγγιση στην επίλυση προβλημάτων: ο τρόπος με τον οποίο το πρόβλημα θα λυθεί πρέπει να είναι γνωστός εκ των προτέρων και να διατυπώνεται με μικρές σαφείς εντολές. Αυτές οι εντολές στη συνέχεια μετατρέπονται σε πρόγραμμα μιας γλώσσας υψηλού επιπέδου και έπειτα σε κώδικα μηχανής, τον οποίο μπορεί να κατανοήσει ο υπολογιστής. Αυτές οι μηχανές είναι εντελώς προβλέψιμες και αν κάτι πάει λάθος, θα οφείλεται σε λάθος είτε του λογισμικού είτε του hardware.

Τα Τεχνητά Νευρωνικά Δίκτυα και οι συμβατικοί αλγοριθμικοί υπολογιστές δεν βρίσκονται σε ανταγωνισμό αλλά αλληλοσυμπληρώνονται. Υπάρχουν εργασίες που επιλύονται καλύτερα χρησιμοποιώντας την αλγοριθμική προσέγγιση και άλλες που επιλύονται καλύτερα χρησιμοποιώντας τα Τεχνητά Νευρωνικά Δίκτυα. Επίσης, ένας μεγάλος αριθμός εργασιών απαιτούν συστήματα που κάνουν χρήση ενός συνδυασμού των δύο προσεγγίσεων (τυπικά ένας συμβατικός υπολογιστής χρησιμοποιείται για να επιβλέπει το νευρωνικό δίκτυο) για μεγιστοποίηση της αποδοτικότητας.

Τα Τεχνητά Νευρωνικά Δίκτυα δεν επιτελούν θαύματα. Αλλά αν χρησιμοποιηθούν συνετά, μπορούν να παράγουν ιδιαίτερα εντυπωσιακά αποτελέσματα.   

2.6 Αναλυτική περιγραφή ενός απλού Τεχνητού Νευρώνα

Μία λεπτομερέστερη, σε σχέση με εκείνη του σχήματος 2.3, γραφική αναπαράσταση ενός Τεχνητού Νευρώνα φαίνεται στο σχήμα 2.4.
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Σχήμα 2.4: Λεπτομερής απεικόνιση ενός Τεχνητού νευρώνα

Ο νευρώνας k ,όπως φαίνεται και στο σχήμα 2.4, αποτελείται κατά βάση από μία συνάρτηση αθροίσματος  (Summing Function) και μία συνάρτηση ενεργοποίησης  (Activation Function). Οι είσοδοι του νευρώνα (Input Signals) πολλαπλασιάζονται με τα συναπτικά βάρη wkj (Synaptic Weights) των συνάψεων του νευρώνα και κατόπιν μαζί με την τιμή πόλωσης (bias) bk του νευρώνα  προστίθενται μέσω της συνάρτησης αθροίσματος αυτού. Το αποτέλεσμα Uk που προκύπτει από αυτή τη διαδικασία  είναι το όρισμα της συνάρτησης ενεργοποίησης, της οποίας την φύση εξετάζουμε παρακάτω. Το αποτέλεσμα  yk είναι το σήμα εξόδου ή κατάσταση ενεργοποίησης (Output Signal) του νευρώνα.

Η παραπάνω διαδικασία περιγράφεται μαθηματικά από τις παρακάτω συναρτήσεις:  

uk=   
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          Uk= uk +bk                                                                          (2.2)
yk=φ(Uk)                                            ( 2.3)                                    

Όπου: 

xj: το διάνυσμα εισόδου, με j=1 έως m
wkj : τα βάρη των συνάψεων του νευρώνα με τα οποία    πολλαπλασιάζονται τα στοιχεία του διανύσματος εισόδου

bk : τιμή πόλωσης διαφορετική για κάθε νευρώνα που ονομάζεται bias
Συνήθως, απλοποιούμε για τους υπολογισμούς μας τις παραπάνω εξισώσεις θεωρώντας το bias bk σαν συναπτικό βάρος wk0  το οποίο πολλαπλασιάζεται με το μοναδιαίο σήμα x0 =1. Δηλαδή έχουμε: 

bk = wk0 · x0.                                                                 (2.4)

Με την χρήση της εξίσωσης  (2.4) οι εξισώσεις (2.1),(2.2),(2.3)  γίνονται:

U’k =
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                                                              (2.5)

 yk=φ(U’k)                                                     (2.6)         

 Το μοντέλο του νευρώνα μετά από αυτήν την μετατροπή φαίνεται στο σχήμα 2.5 :
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Σχήμα 2.5: Τροποποιημένο μοντέλο νευρώνα

2.6.1 Η συνάρτηση ενεργοποίησης (Activation Function)

H συνάρτηση φ() ονομάζεται συνάρτηση ενεργοποίησης (activation function) και για τους νευρώνες μπορεί να είναι μια από τις παρακάτω συναρτήσεις:

· Συνάρτηση κατωφλίου (Threshold function)

	         φ(u)=1,           για   u >= 0
         φ(u)=0,           για    u <= 0
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Σχήμα 2.6: Συνάρτηση κατωφλίου

Η συνάρτηση κατωφλίου δίνει τιμές που ανήκουν στο διάστημα [0,1].

· Γραμμική συνάρτηση (Linear Function)

	     φ(u)=1,            για       u >= +1/2             

       φ(u)=u,           για      -1/2< u <+1/2  

     φ(u)=0,            για     u <= -1/2
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Σχήμα 2.7: Γραμμική συνάρτηση

Στη γραμμική συνάρτηση ξανά το πεδίο τιμών είναι [0,1]. 

· Σιγμοειδής συνάρτηση (Sigmoid Function)

	φ(u)=1/[1+exp(-a·u)]
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Σχήμα 2.8: Σιγμοειδής συνάρτηση

Η σιγμοειδής συνάρτηση χρησιμοποιείται συνηθέστερα στα νευρωνικά δίκτυα με ανάδραση.[1] 

2.7 Tοπολογία των Τεχνητών Νευρωνικών Δικτύων

Ένα Τεχνητό Νευρωνικό Δίκτυο δημιουργείται από τη σύνδεση νευρώνων μεταξύ τους κατά τέτοιο τρόπο ώστε το δίκτυο που δημιουργείται να μπορεί να εκπαιδευτεί σωστά και τελικά να δώσει στον χρήστη του καλά τοποθετημένα αποτελέσματα.

Δομικές μονάδες του Τεχνητού Νευρωνικού Δικτύου αποτελούν οι νευρώνες. Οι νευρώνες δημιουργούν στρώματα (layers) τα οποία συνδέονται μεταξύ τους και τελικά δημιουργείται το νευρωνικό δίκτυο. Ανάλογα με των αριθμό των στρωμάτων των νευρώνων τα νευρωνικά δίκτυα διαχωρίζονται στα Μονοστρωματικά Τεχνητά Νευρωνικά Δίκτυα (Singled-layer Artificial Neural Networks) και στα Πολυστρωματικά Τεχνητά Νευρωνικά Δίκτυα (Multi-layer Artificial Neural Networks).

Tα Μονοστρωματικά Τεχνητά Νευρωνικά Δίκτυα αποτελούνται από ένα στρώμα νευρώνων, ο αριθμός των οποίων ορίζεται από τον δημιουργό του δικτύου ώστε το δίκτυο να δώσει το καλύτερο δυνατόν αποτέλεσμα κατά την εκτέλεσή του. Και ένας μοναδικός νευρώνας μπορεί να αποτελέσει Μονοστρωματικό Τεχνητό Νευρωνικό Δίκτυο. Η συνάρτηση ενεργοποίησης των νευρώνων είναι η ίδια σε κάθε νευρώνα  και μέσω των στοιχείων εισόδου που εφαρμόζονται στους νευρώνες του δικτύου, παίρνουμε τα στοιχεία εξόδου που υπολογίζονται.

Τα  Πολυστρωματικά Tεχνητά Νευρωνικά Δίκτυα αποτελούνται από παραπάνω από ένα στρώματα νευρώνων. Τα στοιχεία εξόδου κάθε προηγούμενου στρώματος νευρώνων (εκτός από του πρώτου στρώματος του οποίου τα στοιχεία εισόδου δίνονται από τον χρήστη), αποτελούν τα στοιχεία εισόδου του επόμενου στρώματος. Κάθε στρώμα νευρώνων μπορεί να έχει διαφορετικό αριθμό νευρώνων από τα προηγούμενα όπως και διαφορετική συνάρτηση ενεργοποίησης, αλλά οι νευρώνες του ίδιου στρώματος έχουν υποχρεωτικά την ίδια συνάρτηση ενεργοποίησης γιατί έτσι οι υπολογισμοί γίνονται κατά πολύ λιγότερο πολύπλοκοι και ο χρόνος εκπαίδευσης του δικτύου ελαχιστοποιείται.  

 Στα  Τεχνητά Νευρωνικά Δίκτυα μπορούμε να διακρίνουμε άλλον έναν χαρακτηριστικό διαχωρισμό: Τα Δίκτυα Προώθησης (feedforward networks)  και τα Δίκτυα Ανατροφοδότησης (recurrent networks).

Στα Τεχνητά Νευρωνικά  Δίκτυα Προώθησης τα δεδομένα ρέουν (αυστηρά και μόνο) από τις μονάδες εισόδου προς τις μονάδες εξόδου. Η επεξεργασία των δεδομένων μπορεί να επεκτείνεται σε πολλά επίπεδα μονάδων επεξεργασίας, αλλά δεν υπάρχουν συνδέσεις ανατροφοδότησης (feedback connections) από κάποιο μπροστινό επίπεδο προς τα πίσω επίπεδα, δηλαδή δεν υπάρχουν  συνδέσεις οι οποίες να εκτείνονται από την έξοδο ενός νευρώνα στην είσοδο ενός νευρώνα του ίδιου ή προηγούμενου επιπέδου. Στο σχήμα 2.9 φαίνεται η αρχιτεκτονική ενός δικτύου προώθησης:
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Σχήμα 2.9: Αρχιτεκτονική ενός Τεχνητού Νευρωνικού Δικτύου Προώθησης

Στα δίκτυα Ανατροφοδότησης υπάρχουν συνδέσεις ανατροφοδότησης (feedback connections). Αντίθετα με τα δίκτυα Προώθησης, οι δυναμικές ιδιότητες των αναδρομικών δικτύων είναι σημαντικές. Σε κάποιες περιπτώσεις, οι τιμές διέγερσης των νευρώνων υποβάλλονται σε διαδικασία χαλάρωσης (relaxation process) έτσι ώστε το Τεχνητό Νευρωνικό Δίκτυο να εξελιχθεί σε μία σταθερή κατάσταση στην οποία οι τιμές διέγερσης  δεν θα μεταβάλλονται πλέον. Σε άλλες εφαρμογές η αλλαγή των τιμών διέγερσης των μονάδων εξόδου είναι σημαντική, έτσι ώστε η δυναμική συμπεριφορά να αποτελεί την έξοδο του δικτύου. Στο σχήμα 2.10 φαίνεται η αρχιτεκτονική ενός δικτύου ανατροφοδότησης:[1]
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Σχήμα 2.10: Αρχιτεκτονική ενός Τεχνητού Νευρωνικού Δικτύου με Ανατροφοδότηση

2.8 Δημιουργία Τεχνητών Νευρωνικών Δικτύων

Ένα Τεχνητό Νευρωνικό Δίκτυο αποτελείται από ένα σύνολο μονάδων επεξεργασίας, τους νευρώνες, που επικοινωνούν μεταξύ τους μέσω ενός μεγάλου αριθμού συνδέσεων. Τα απαραίτητα συστατικά στοιχεία που πρέπει να υπάρχουν και οι κανόνες που πρέπει να ακολουθούνται για την δημιουργία ενός Τεχνητού Νευρωνικού Δικτύου, έτσι όπως διατυπώθηκαν από τους McClellant J.L. και Rumelhart D.E. το 1986, είναι:

· Η ύπαρξη ενός συνόλου δομικών μονάδων επεξεργασίας (νευρώνες).

· Μία κατάσταση ενεργοποίησης yk  για κάθε νευρώνα , η οποία είναι ισοδύναμη με την έξοδο του νευρώνα.

· Συνδέσεις μεταξύ των νευρώνων. Γενικά κάθε σύνδεση ορίζεται από ένα βάρος wjk  το οποίο καθορίζει το αποτέλεσμα το οποίο έχει το σήμα του νευρώνα  j στον νευρώνα k.

· Έναν κανόνα διάδοσης (propagation rule) ο οποίος καθορίζει την ενεργή είσοδο sk  του νευρώνα  από τις εξωτερικές εισόδους.
· Μία συνάρτηση ενεργοποίησης φ() η οποία καθορίζει το νέο επίπεδο ενεργοποίησης το οποίο βασίζεται στην ενεργή είσοδο και την τρέχουσα κατάσταση ενεργοποίησης  yk(t).
· Mία εξωτερική τιμή πόλωσης (bias) bk  για κάθε νευρώνα.
· Μία μέθοδο εκπαίδευσης.
· Ένα περιβάλλον στο οποίο πρέπει να λειτουργεί και το οποίο παρέχει τα σήματα εισόδου και, αν χρειάζεται, σήματα λάθους.
Κάθε νευρώνας του δικτύου εκτελεί μια σχετικά απλή εργασία: δέχεται τις εισόδους των γειτονικών νευρώνων ή τις εξωτερικές εισόδους και τις χρησιμοποιεί για να υπολογίσει το σήμα εξόδου το οποίο διαδίδεται σε άλλους νευρώνες. Εκτός αυτής της επεξεργασίας κάθε νευρώνας εκτελεί και μία άλλη εργασία, εκείνη της προσαρμογής των βαρών. Το σύστημα είναι από φύση παράλληλο, με την έννοια ότι πολλοί νευρώνες μπορούν να εκτελούν τους υπολογισμούς τους ταυτόχρονα.

Τα τρία είδη των νευρώνων που αποτελούν ένα Τεχνητό Νευρωνικό Δίκτυο είναι:

· Οι νευρώνες εισόδου (input units) οι οποίες δέχονται δεδομένα έξω από το Τεχνητό Νευρωνικό Δίκτυο.

· Οι νευρώνες εξόδου (output units) οι οποίες στέλνουν δεδομένα έξω από το Τεχνητό Νευρωνικό δίκτυο.

· Οι κρυμμένοι νευρώνες (hidden units) των οποίων η είσοδος και η έξοδος παραμένουν μέσα στο Τεχνητό Νευρωνικό Δίκτυο.

Κατά την λειτουργία του Τεχνητού Νευρωνικού Δικτύου οι νευρώνες μπορούν να ενημερώνονται είτε σύγχρονα είτε ασύγχρονα. Στην σύγχρονη ενημέρωση όλοι οι νευρώνες ενημερώνουν ταυτόχρονα την κατάσταση ενεργοποίησης, ενώ στην ασύγχρονη κάθε νευρώνας έχει μία (συνήθως σταθερή) πιθανότητα ενημέρωσης της κατάστασης ενεργοποίησής του σε κάποια χρονική τιμή t, και συνήθως μόνο ένας νευρώνας μπορεί να το κάνει σε κάποια χρονική στιγμή. 

Στις περισσότερες περιπτώσεις υποθέτουμε ότι κάθε νευρώνας παρέχει έναν παράγοντα άθροισης στην είσοδο του νευρώνα με τον οποίο είναι συνδεδεμένος. Η συνολική είσοδος του νευρώνα k είναι το σταθμισμένο άθροισμα (weighted sum) των εξόδων των νευρώνων οι οποίοι είναι συνδεδεμένοι με αυτόν, συν μίας τιμής πόλωσης (bias) bk:

sk(t) =  wjk(t)·yj(t)+bk(t)                                         (2.9)   

Η συνεισφορά για θετικό βάρος  wjk θεωρείται διέγερση (excitation) ενώ για αρνητικό βάρος θεωρείται αποτροπή/αναστολή (inhibitation).

Σε κάποιες περιπτώσεις χρησιμοποιούνται πιο πολύπλοκοι κανόνες συνδυασμού των εισόδων στους οποίους διαχωρίζονται οι είσοδοι διέγερσης και αποτροπής. Οι νευρώνες εκείνοι που χρησιμοποιούν τον κανόνα διάδοσης (propagation rule) (2.9) ονομάζονται νευρώνες σίγμα (sigma units).[1]

2.9 Εκπαίδευση Τεχνητών Νευρωνικών Δικτύων

Ένα Τεχνητό Νευρωνικό Δίκτυο πρέπει να διαμορφωθεί έτσι ώστε η εφαρμογή ενός συνόλου προτύπων  δεδομένων εισόδου να παράγει (είτε άμεσα είτε μέσω της διαδικασίας  χαλάρωσης) το επιθυμητό σύνολο εξόδων. Υπάρχουν διάφορες μέθοδοι καθορισμού των βαρών των συνδέσεων. Ένας τρόπος είναι να τεθούν απ’ευθείας οι τιμές των βαρών χρησιμοποιώντας ήδη αποκτηθείσα γνώση. Ένας άλλος τρόπος είναι να εκπαιδευτεί το Τεχνητό Νευρωνικό Δίκτυο με κάποια πρότυπα εκπαίδευσης και να αφεθεί να μεταβάλει τα βάρη του με κάποιον κανόνα εκμάθησης.

2.9.1 Παραδείγματα εκμάθησης των Τεχνητών Νευρωνικών Δικτύων.

Οι μέθοδοι εκπαίδευσης μπορούν να διαχωριστούν σε δύο διακριτούς τύπους:

· Επιβλεπόμενη ή συσχετιζόμενη εκμάθηση (supervised ή associative learning) κατά την οποία το Τεχνητό Νευρωνικό Δίκτυο εκπαιδεύεται με συγκεκριμένες εισόδους και αντίστοιχες εξόδους οι οποίες ταιριάζουν με τις εισόδους. Αυτά τα ζεύγη εισόδων-εξόδων δίνονται από τον άνθρωπο ή από το σύστημα το οποίο περιέχει το Τεχνητό Νευρωνικό Δίκτυο (αυτοεπιβλεπόμενο δίκτυο).
· Μη επιβλεπόμενη εκμάθηση ή αυτοοργάνωση (unsupervised learning ή self-organization) όπου μια μονάδα εξόδου εκπαιδεύεται να ανταποκρίνεται σε ομάδες προτύπων που υπάρχουν στην είσοδο. Σε αυτό το παράδειγμα το σύστημα ανακαλύπτει στατιστικά αξιοπρόσεκτα χαρακτηριστικά των προτύπων εισόδου. Αντίθετα από την επιβλεπόμενη εκμάθηση, εδώ δεν υπάρχουν εκ των προτέρων καθορισμένα σύνολα κατηγοριών στα οποία θα ταξινομηθούν τα πρότυπα. Εδώ το σύστημα πρέπει να αναπτύξει την δικιά του αναπαράσταση των ερεθισμάτων εισόδου.

·  Η εκπαίδευση δύο σταδίων (semi-supervised training) που είναι ο συνδυασμός των μεθόδων εκπαίδευσης που προαναφέρθηκαν και εκτελείται, όπως φανερώνει και το όνομά της, σε δύο στάδια. Κατά το πρώτο στάδιο, γίνεται εκπαίδευση χωρίς επίβλεψη, η οποία ομαδοποιεί τα δεδομένα εισόδου. Κατά το δεύτερο στάδιο γίνεται εκπαίδευση με επίβλεψη, και έτσι δημιουργείται η συνάρτηση απεικόνισης εισόδου – εξόδου. Οι ομάδες του πρώτου σταδίου χρησιμεύουν για να αρχικοποιηθεί το τεχνητό νευρωνικό δίκτυο κατά το δεύτερο στάδιο.

2.9.2 Προσαρμογή βαρών

Και οι τρεις τύποι εκμάθησης που παρουσιάστηκαν έχουν σαν αποτέλεσμα την προσαρμογή των βαρών των συνδέσεων μεταξύ των νευρώνων του Τεχνητού Νευρωνικού Δικτύου, σύμφωνα με κάποιο κανόνα μετατροπής. Όλοι οι κανόνες αυτού του τύπου μπορούν να θεωρηθούν ως παραλλαγές του κανόνα εκμάθησης του Hebb (Hebbian learning rule). Η βασική ιδέα είναι ότι αν δύο νευρώνες (μονάδες) j και k είναι ταυτόχρονα ενεργοί, τότε η διασύνδεσή τους πρέπει να ενισχυθεί. Εάν ο νευρώνας j δέχεται είσοδο από τον k, η απλούστερη έκδοση του κανόνα του Hebb υποδεικνύει την μετατροπή του βάρους wjk  κατά:

Δwjk  = n·yj·yk                                                                (2.7)   

Όπου n είναι μια θετική σταθερά αναλογικότητας η οποία αναπαριστά τον ρυθμό εκμάθησης (learning rate). Ένας άλλος διαδεδομένος κανόνας δεν χρησιμοποιεί την πραγματική τιμή ενεργοποίησης του νευρώνα k αλλά την διαφορά μεταξύ της πραγματικής και της επιθυμητής τιμής ενεργοποίησης για την προσαρμογή των βαρών (με τον όρο «τιμή ενεργοποίησης» θεωρούμε την τιμή στην έξοδο του νευρώνα, δηλαδή το output σήμα). Δηλαδή, ισχύει στην συγκεκριμένη περίπτωση:

Δwjk = n·yj·(dk-yk)                                             (2.8)

Όπου dk είναι η επιθυμητή τιμή ενεργοποίησης (ή η επιθυμητή τιμή στην έξοδο) του νευρώνα k. Ο κανόνας αυτός ονομάζεται Widrow-Hoff  ή κανόνας δέλτα (delta rule).[1]

2.10    Τεχνητά Νευρωνικά Δίκτυα Προώθησης με Ανάδραση (feed-forward neural networks with Backpropagation)

Μία ευρέως χρησιμοποιούμενη κατηγορία Τεχνητών Νευρωνικών Δικτύων είναι τα Νευρωνικά Δίκτυα Προώθησης με Ανάδραση (Backpropagation feed-forward Neural Networks). Τα δίκτυα αυτά εκπαιδεύονται βάσει του αλγορίθμου της «προς τα πίσω» διάδοσης σφάλματος (error backpropagation algorithm). Ο αλγόριθμος αυτός λειτουργεί σύμφωνα με τον κανόνα διόρθωσης σφάλματος. Η διαδικασία της εκπαίδευσης συνίσταται από δύο «περάσματα» σε όλα τα επίπεδα (layers) του δικτύου που καλούνται ευθύ και ανάδρομο πέρασμα , τα οποία αναλύονται λεπτομερώς παρακάτω.

Έστω ότι έχουμε ένα σύνολο εκπαίδευσης που αποτελείται από Ν ζεύγη της μορφής [x,t], όπου x διάνυσμα εισόδου και t το διάνυσμα των επιθυμητών εξόδων όταν εφαρμοστεί σαν είσοδος το διάνυσμα x.

Tο σφάλμα στην έξοδο του τυχαίου νευρώνα  k, ο οποίος είναι νευρώνας εξόδου, για την n-οστή επανάληψη, όπου και εφαρμόζεται η είσοδος x(n) {n=1,2,…,N} δίνεται από τον τύπο:

ek(n)=tk(n)-yk(n)                                                (2.9) 

όπου:

yk(n) : η πραγματική έξοδος του νευρώνα k όταν εφαρμόζεται το διάνυσμα  x(n) κατά την  n-οστή επανάληψη

tk(n) : η επιθυμητή έξοδος του νευρώνα k όταν εφαρμόζεται το διάνυσμα  x(n) κατά την  n-οστή επανάληψη

Η στιγμιαία τιμή του τετραγωνικού σφάλματος ορίζεται από την σχέση:

Εk(n) = 1/2ּ e
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Το άθροισμα των τετραγωνικών σφαλμάτων όλων των νευρώνων εξόδου για την επανάληψη n δίνεται από την σχέση:

ε(n)=
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Η μέση τιμή των σφαλμάτων για  τα  Ν ζεύγη προτύπων με τα οποία εκπαιδεύεται το δίκτυο δίνεται από την σχέση:

εav(n)= 1/Ν·
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Προφανώς, τόσο η τιμή του ε όσο και του εav εξαρτώνται από τις ελεύθερες παραμέτρους του δικτύου, δηλαδή από τα συναπτικά βάρη (synaptic weights) των συνδέσεων μεταξύ των νευρώνων, όπως και από τις τιμές των πολώσεων των νευρώνων (bias). Ο σκοπός της διαδικασίας εκπαίδευσης είναι η ελαχιστοποίηση της μέσης τιμής των σφαλμάτων εav με την κατάλληλη προσαρμογή των ελεύθερων παραμέτρων του δικτύου. Για να συμβεί αυτό χρησιμοποιείται μια συγκεκριμένη λογική κατά την οποία τα βάρη ενημερώνονται μετά από το πέρασμα κάθε ζεύγους προτύπου [x,t], σύμφωνα με τα σφάλματα που παρουσιάζονται κατά την εφαρμογή καθενός ζεύγους προτύπου στο δίκτυο. Με άλλα λόγια, η μέση τιμή των μεταβολών όλων των ελευθέρων παραμέτρων του δικτύου είναι μια προσεκτική εκτίμηση της πραγματικής μεταβολής των ελεύθερων παραμέτρων που προκύπτει από την διαδικασία ελαχιστοποίησης του εav. 

Ο νευρώνας εξόδου k τροφοδοτείται από τα σήματα εξόδου όλων των νευρώνων του προηγούμενου επιπέδου. Οπότε, το σήμα   uk(n) δίνεται από την σχέση:

uk (n)=
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όπου:

p : είναι το σύνολο όλων των νευρώνων του προηγούμενου επιπέδου

wki(n) : είναι τα συναπτικά βάρη μεταξύ των νευρώνων k και i
hi(n) : είναι οι τα σήματα εισόδου των νευρώνων του προηγούμενου επιπέδου (θα πρέπει να σημειωθεί ότι  h0(n)= -1  είναι η τιμή της εξωτερικής εισόδου που αντιστοιχεί στην τιμή της πόλωσης που αντιπροσωπεύεται από το βάρος wk0(n) ).

Κατά συνέπεια, το σήμα εξόδου yk(n) του νευρώνα  k θα δίνεται από την σχέση:

yk(n)=φk(uk (n))                                     (2.14)

όπου:

φ(): είναι η συνάρτηση ενεργοποίησης (activation function) του νευρώνα k
Ο αλγόριθμος προβαίνει σε κάθε επανάληψη σε μια διόρθωση Δwki(n) στο βάρος wki(n) που είναι ανάλογη της κλίσης  ∂ ε(n)/∂ wki(n). Βάσει του γνωστού κανόνα της αλυσίδας η μερική αυτή παράγωγος παίρνει την μορφή:

∂ε(n)/∂ wki(n)=(∂ε(n)/∂ek(n))ּ(∂ek(n)/∂yk(n))ּ(∂ yk(n)/∂uk(n))ּ(∂uk(n)/∂wki(n))
(σχέση (2.15))

Αντικαθιστώντας την σχέση (2.15) με τις παραγώγους της παίρνουμε:

∂ε(n)/∂ wki(n) = - ek(n)ּ φ’k(uk (n))ּhi(n)                  (2.16)

Η διόρθωση Δwki(n) , προσδιορίζεται από τον «κανόνα δέλτα»:

Δwki(n)= -ηּ(∂ ε(n)/∂ wki(n))                        (2.17)

Όπου:

η : μία σταθερά που ονομάζεται ρυθμός εκμάθησης (learning rate).

Aν ορίσουμε ως τοπική κλίση δk(n) για τον νευρώνα k την παράσταση:

δk(n)= (∂ε(n)/∂ek(n))ּ(∂ek(n)/∂yk(n))ּ(∂ yk(n)/∂uk(n)) =>

=> δk(n) =ek(n)ּ φ’k(uk (n))                           (2.18)

τότε οι σχέσεις (2.16) και (2.17) δίνουν τελικά:

Δwki(n)=ηּ δk(n)ּ hi(n)                                  (2.19)

Από την παραπάνω αποδεικτική διαδικασία φαίνεται ότι ο πιο σημαντικός παράγοντας από τον οποίο εξαρτάται τελικά η αναπροσαρμογή των βαρών  Δwki(n) είναι το σφάλμα  ek(n) στον νευρώνα  k. Συνεπώς, θα πρέπει να θεωρηθούν δύο διαφορετικές περιπτώσεις κατά τις οποίες η πρώτη θα είναι ο νευρώνας k να συνιστά νευρώνα εξόδου και κατά την δεύτερη ο νευρώνας k να αποτελεί εσωτερικό νευρώνα του νευρωνικού δικτύου.

Στην πρώτη περίπτωση και εφόσον είναι γνωστό το επιθυμητό το σήμα εξόδου υπολογίζεται απλά το σήμα σφάλματος. Στην δεύτερη περίπτωση, παρόλο που οι εσωτερικοί νευρώνες δεν είναι άμεσα προσπελάσιμοι, έχουν και αυτοί «μερίδιο ευθύνης» όσον αφορά στο σφάλμα εξόδου του δικτύου. Ο τρόπος με τον οποίο συνυπολογίζεται η συμμετοχή των εσωτερικών νευρώνων ενός δικτύου στο προκύπτον σφάλμα εξόδου περιγράφεται παρακάτω και η όλη διαδικασία καλείται αντίστροφη προώθηση των σημάτων σφάλματος διαμέσου του δικτύου.

Όταν, λοιπόν, ο νευρώνας βρίσκεται σε κρυμμένο επίπεδο, δεν υφίσταται κάποια επιθυμητή έξοδος γι αυτόν. Το σήμα σφάλματος στην περίπτωση αυτή θα πρέπει να οριστεί αναδρομικά σε σχέση με τα σφάλματα όλων των νευρώνων με τους οποίους αυτός συνδέεται απευθείας. Σε αυτή την περίπτωση αυξάνει σημαντικά, όπως είναι φυσικό, η πολυπλοκότητα του αλγορίθμου. Βάσει των εξισώσεων (2.19) και της εξίσωσης : 

∂ yk(n)/∂uk(n)= φ’k(uk(n))                                       (2.20)

προκύπτει η εξίσωση:

          δk(n)= - (∂ε(n)/∂yk(n))ּ(∂ yk(n)/∂uk(n)) => 

 δk(n)= - (∂ε(n)/∂yk(n)) ּ φ’k(uk (n))                          (2.21)    

Επίσης είναι γνωστό ότι ε(n)=
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∂ε(n)/∂yk(n)=
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Κατόπιν σύμφωνα με τον κανόνα της αλυσίδας η σχέση (2.22) γίνεται:

∂ε(n)/∂yk(n)=
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Όμως, ισχύει:

ej(n)=tj(n)-yj(n) = tj(n) - φj(uj (n))                             (2.24)

Συνεπώς, τελικά παίρνουμε:

∂ej(n)/∂uj(n) =  - φ’j(uj (n))                              (2.25)

Επίσης, το σήμα ενεργοποίησης στον νευρώνα  j δίνεται από την σχέση:

uj (n)=
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όπου q ο συνολικός αριθμός νευρώνων του προηγούμενου επιπέδου που συνδέονται απευθείας με τον νευρώνα j. Συνεπώς:

∂uj(n)/ ∂yk(n) = wjk(n)                            (2.27)

Με αντικατάσταση στην (2.23) των (2.27) και (2.26) παίρνουμε:

∂ε(n)/∂yk(n)= -
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Τέλος, από τις  (2.21) και (2.28) προκύπτει η τοπική κλίση δj(n) για τον κρυμμένο νευρώνα j:

δj(n)= φ’j(uj(n))ּ
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Στην εξίσωση (2.29) ο παράγοντας  φ’j(uj(n)) εξαρτάται μόνο από την συνάρτηση ενεργοποίησης του νευρώνα j, ενώ το άθροισμα, δηλαδή ο δεύτερος παράγοντας, εξαρτάται από την τιμή των τοπικών κλίσεων δ του επόμενου επιπέδου και από όλα τα βάρη που συνδέουν τον νευρώνα  j με το επίπεδο αυτό.

Η διόρθωση Δwji(n) του βάρους που συνδέει τον νευρώνα i με τον νευρώνα  j του επόμενου επιπέδου, μετά  την n-οστή επανάληψη, ορίζεται από τον κανόνα δέλτα ως εξής:

Δwji(n)=ηּ δj(n)ּyi(n)                                (2.30)

Όπου η τοπική κλίση δj(n) εξαρτάται από το αν ο νευρώνας j είναι νευρώνας εξόδου ή αν ανήκει σε κρυμμένο επίπεδο. 

· Αν ο νευρώνας j ανήκει σε επίπεδο εξόδου, τότε η τοπική κλίση δj(n) ισούται με το γινόμενο της παραγώγου φ’j(uj(n)) και του σφάλματος του νευρώνα ej(n).
· Aν ο νευρώνας j ανήκει σε κρυμμένο επίπεδο, τότε η τοπική κλίση δj(n)  ισούται με το γινόμενο της παραγώγου φ’j(uj(n))  και του σταθμισμένου αθροίσματος των δ του επόμενου επιπέδου (j+1).
Κατά την εφαρμογή του αλγορίθμου backpropagation κι αφού αρχικοποιήσουμε τα βάρη και τις πολώσεις σε τυχαίες τιμές στο διάστημα [-1,1], διακρίνουμε δύο περάσματα όσον αφορά στην εκτέλεση των υπολογισμών. Το πρώτο καλείται πέρασμα ορθής φοράς (forward pass) και το δεύτερο πέρασμα αντίστροφης φοράς (reverse pass).

· Στην διαδικασία του ευθέως περάσματος όλα τα βάρη των συνδέσεων παραμένουν αναλλοίωτα, καθ'όλη την διάρκεια και υπολογίζονται οι έξοδοι όλων των νευρώνων. Το ευθύ πέρασμα ξεκινά από το πρώτο κρυμμένο επίπεδο με την εφαρμογή του διανύσματος εισόδου, στη συνέχεια υπολογίζει όλα τα σήματα εξόδου των νευρώνων βάσει των προαναφερθέντων σχέσεων και προχωράει στα επόμενα επίπεδα του δικτύου, μέχρι να φτάσει τελικά στο επίπεδο εξόδου και να υπολογίσει το διάνυσμα εξόδου του δικτύου καθώς και το σφάλμα του κάθε νευρώνα αυτού του επιπέδου. Στο σχήμα 2.11 φαίνεται το ευθύ πέρασμα σε ένα Τεχνητό Νευρωνικό Δίκτυο.
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Σχήμα 2.11: Ευθύ πέρασμα σε Τεχνητό Νευρωνικό Δίκτυο

· Το αντίστροφο πέρασμα ξεκινά από το επίπεδο εξόδου περνώντας τα σήματα σφάλματος προς τα πίσω και υπολογίζει αναδρομικά την τιμή του δ για κάθε νευρώνα. Με αυτόν τον τρόπο αναπροσαρμόζονται τα συναπτικά βάρη και οι πολώσεις των νευρώνων, σύμφωνα με τον κανόνα δέλτα.  Στο σχήμα 2.12 φαίνεται το αντίστροφο πέρασμα σε ένα τμήμα ενός Τεχνητού Νευρωνικού Δικτύου.[1]

Σχήμα 2.12: Aντίστροφο πέρασμα σε ένα τμήμα ενός Τεχνητού Νευρωνικού Δικτύου.

2.11 Τεχνητά Νευρωνικά Δίκτυα Ακτινικής Συνάρτησης  Βάσης (Radial-basis Function Neural Networks) 

Η υλοποίηση των Τεχνητών Νευρωνικών Δικτύων Επιβλεπόμενης Εκμάθησης περιλαμβάνει μία μεγάλη ποικιλία αλγορίθμων. Τα Τεχνητά Νευρωνικά Δίκτυα Προώθησης με Ανάδραση, που εξετάστηκαν στην προηγούμενη παράγραφο, μπορούν να χαρακτηριστούν ως μία εφαρμογή μιας περιοδικά επαναλαμβανόμενης τακτικής, η οποία στην στατιστική επιστήμη είναι γνωστή με τον όρο στοχαστική διαδικασία προσέγγισης. Στην παρούσα παράγραφο, εξετάζεται μία τελείως διαφορετική μέθοδος υλοποίησης Τεχνητών Νευρωνικών Δικτύων η οποία στηρίζεται, σε θεωρητικό υπόβαθρο, στην προσέγγιση συνάρτησης καμπύλης ή επιφάνειας (curvefitting approximation problem) σε ένα πολυδιάστατο χώρο. Σύμφωνα με την παραπάνω θεωρητική προσέγγιση, η εκμάθηση ενός τέτοιου είδους Τεχνητού Νευρωνικού Δικτύου ισοδυναμεί με την εύρεση μιας καμπύλης ή μιας επιφάνειας στον πολυδιάστατο χώρο, η οποία να παρέχει την καλύτερη προσαρμογή στα διανύσματα εκπαίδευσης του δικτύου, με βάση κάποια στατιστικής φύσης κριτήρια. Κατά αντιστοιχία, η φάση της γενίκευσης σημαίνει την χρησιμοποίηση της  συγκεκριμένης καμπύλης ή επιφάνειας για την παρεμβολή των νέων διανυσμάτων εισόδου. Το κίνητρο, λοιπόν, για την μέθοδο σχεδιασμού των Τεχνητών Νευρωνικών Δικτύων Ακτινικής Συνάρτησης Βάσης  (Radial-basis Function Neural Networks-RBF) βασίζεται στην τακτική εύρεσης επιφανείας στον πολυδιάστατο χώρο που είναι ευρέως χρησιμοποιούμενη στην στατιστική και φυσική επιστήμη.

Στο περιβάλλον των Τεχνητών Νευρωνικών Δικτύων, οι κρυμμένοι νευρώνες (hidden neurons) του δικτύου παρέχουν ένα σύνολο «συναρτήσεων» που απαρτίζουν μία αυθαίρετη «βάση» για τα διανύσματα εισόδου και οι οποίες (συναρτήσεις) εξελίσσονται πάνω στα κρυμμένα στρώματα (hidden layers) του δικτύου. Οι συναρτήσεις αυτές καλούνται Ακτινικές Συναρτήσεις Βάσης (Radial-basis functions) και «βαπτίζουν» αντίστοιχα και το συγκεκριμένο είδος των Τεχνητών Νευρωνικών Δικτύων. Οι Ακτινικές Συναρτήσεις Βάσης πρωτοεμφανίστηκαν για να λύσουν το πρόβλημα παρεμβολής των πολλών μεταβλητών και αποτελούν ένα από τα πιο βασικά μαθηματικά εργαλεία στην επιστήμη της Αριθμητικής Ανάλυσης.

Η κατασκευή των Τεχνητών Νευρωνικών Δικτύων Ακτινικής Συνάρτησης Βάσης, στην πιο απλή τους μορφή, αποτελούνται από τρία στρώματα (layers) με τελείως διαφορετικό ρόλο. Το στρώμα εισόδου (input layer) αποτελείται από νευρώνες που το μόνο που κάνουν είναι να λαμβάνουν τα δεδομένα εισόδου και να συνδέουν το δίκτυο με το περιβάλλον. Το δεύτερο στρώμα, το μοναδικό κρυμμένο στρώμα (hidden layer) του δικτύου, εφαρμόζει έναν μη-γραμμικό μετασχηματισμό από το στρώμα εισόδου στο κρυμμένο στρώμα. Στις περισσότερες δε εφαρμογές το κρυμμένο στρώμα αποτελείται από μεγάλο αριθμό νευρώνων. Το στρώμα εξόδου είναι γραμμικό και δίνει την απόκριση του δικτύου ως διάνυσμα που ενεργοποιείται από την  εφαρμογή των διανυσμάτων εισόδου στο στρώμα εισόδου. Οι έξοδοι του δευτέρου επιπέδου οδηγούνται ως είσοδοι στο τρίτο επίπεδο (επίπεδο εξόδου-output layer), που αποτελείται από απλούς νευρώνες. Κάθε απλός νευρώνας ορίζει και μία διαφορετική κατάσταση στον χώρο εξόδου. Συνήθως θεωρούμε ότι η έξοδος που ενεργοποιείται από την είσοδο του δικτύου είναι αυτή με την μέγιστη τιμή στον αντίστοιχο νευρώνα εξόδου. Κάθε  νευρώνας του κρυμμένου στρώματος έχει ισάριθμες εισόδους με τα στοιχεία των διανυσμάτων εισόδου, ενώ κάθε νευρώνας του στρώματος εξόδου έχει ισάριθμες εισόδους με τους  νευρώνες του κρυμμένου στρώματος.

 Στο σχήμα 2.13 φαίνεται ένα Τεχνητό Νευρωνικό Δίκτυο Ακτινικής Συνάρτησης Βάσης:
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Σχήμα 2.13: Τεχνητό Νευρωνικό Δίκτυο Ακτινικής Συνάρτησης Βάσης

Διαφοροποίηση ως προς τη δομή, σε σχέση με τους νευρώνες που εξετάστηκαν μέχρι τώρα, παρουσιάζουν οι νευρώνες του κρυμμένου στρώματος των Τεχνητών Νευρωνικών Δικτύων Ακτινικής Συνάρτησης Βάσης (RBF Neural Networks). Παρακάτω, αναλύεται λεπτομερειακά ενός τέτοιος νευρώνας, που εν συντομία θα καλείται RBF νευρώνας. 

Έστω ότι ένας RBF νευρώνας έχει m συνδέσεις εισόδου 
[image: image42.wmf]x

={x1,x2,…,xm} με αντίστοιχες τιμές κέντρου 
[image: image43.wmf]m

={μ1,μ2,…,μm} και μία τιμή εύρους R. Η διεργασία που επιτελεί ένας τέτοιος νευρώνας ξεκινά με τον υπολογισμό της ευκλείδειας απόστασης ή κάποιας άλλης νόρμας μεταξύ των διανυσμάτων εισόδου 
[image: image44.wmf]x

 και κέντρου 
[image: image45.wmf]m

  τα οποία έχουν από m στοιχεία (elements) και έτσι προκύπτει το σήμα ενεργοποίησης u:

u=║
[image: image46.wmf]x

 - 
[image: image47.wmf]m

║                                                    (2.31)

όπου: 
[image: image48.wmf]×

 συνήθως η ευκλείδεια νόρμα

Στην συνέχεια διαιρείται η ενεργοποίηση αυτή με το εύρος R ώστε να υπάρχει η δυνατότητα δημιουργίας περιοχών με μεταβλητή ακτίνα στο πεδίο εισόδου:

n=u/R                                        (2.32)
Τέλος, για να υπολογίσει την έξοδο y, περνάει την ενεργοποίηση u από μία συνάρτηση εξόδου f, η οποία ονομάζεται ακτινική συνάρτηση βάσης (radbas):
f(u) = exp(-n²)                                                 (2.33)
και φαίνεται στο σχήμα 2.14:
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Σχήμα 2.14: Radbas function
Το διάνυσμα 
[image: image50.wmf]m

 καθορίζει το κέντρο της συνάρτησης βάσης ενώ το R καθορίζει την ακτίνα της συνάρτησης βάσης. Η έξοδος του RBF νευρώνα παίρνει τη μέγιστη τιμή (μονάδα) για εισόδους που βρίσκονται στο κέντρο της συνάρτησης βάσης, και η τιμή της ελαττώνεται εκθετικά καθώς η είσοδος απομακρύνεται ακτινικά (όσο μεγαλύτερο το εύρος, τόσο μικρότερη η μείωση της εξόδου για δεδομένη απομάκρυνση της εισόδου από το κέντρο της συνάρτησης βάσης) ώσπου να αγγίξει την τιμή μηδέν. Δηλαδή η έξοδος του RBF νευρώνα είναι κοντά στην μονάδα αν η είσοδος ανήκει στην περιοχή που ορίζεται από το κέντρο 
[image: image51.wmf]m

 και το εύρος R της συνάρτησης βάσης, ενώ είναι κοντά στο μηδέν εάν η είσοδος βρίσκεται έξω από αυτήν την περιοχή. Κατά την διάρκεια της εκπαίδευσης οι παράμετροι που πρέπει να καθοριστούν σε έναν τέτοιο νευρώνα είναι το κέντρο 
[image: image52.wmf]m

 και η ακτίνα R  της συνάρτησης βάσης. Το μοντέλο του RBF τεχνητού νευρώνα όπως περιγράφηκε σε αυτήν την ενότητα, παρουσιάζεται σχηματικά στo σχήμα 2.15:
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Σχήμα 2.15: Το μοντέλο του RBF νευρώνα.

Κατά την διάρκεια της εκπαίδευσης ενός Τεχνητού Νευρωνικού Δικτύου Ακτινικής Συνάρτησης Βάσης (RBF δικτύου), οι παράμετροι που πρέπει να καθοριστούν είναι οι παράμετροι των νευρώνων από τους οποίους αποτελείται το δίκτυο. Κάτι που δεν είναι φανερό με την πρώτη ματιά, είναι το γεγονός ότι κατά την εκπαίδευση μπορεί να αλλάξει και η δομή του RBF νευρωνικού δικτύου. Αυτό θα γίνει εάν αυξηθεί ο αριθμός των ορισμένων περιοχών, με την προσθήκη RBF νευρώνων στο εσωτερικό επίπεδο του δικτύου και την δημιουργία ανάλογων συνδέσεων με το επίπεδο εξόδου.[5]

Τεχνητά Νευρωνικά Δίκτυα Ανατροφοδότησης (Feedback Artificial Neural Networks)

Τα Τεχνητά Νευρωνικά Δίκτυα Ανατροφοδότησης (Feedback Neural Networks) αντιπροσωπεύουν μία σημαντική αρχιτεκτονική των τεχνητών Νευρωνικών Δικτύων. Τα δίκτυα ανατροφοδότησης μπορούν να φέρουν μη συμμετρικούς πίνακες βαρών, αυτοτροφοδότηση (self-feedback) μεταξύ των νευρώνων τους και επίσης μπορούν να εκπαιδευτούν με βάση τον αλγόριθμο του backpropagation.

Tα δίκτυα προώθησης μπορούν να γενικευθούν και να λειτουργούν ως δίκτυα ανατροφοδότησης συνδέοντας την έξοδο ενός ή περισσότερων νευρώνων τους στο ίδιο ή σε προηγούμενα στρώματα του δικτύου. Αυτές οι γενικευμένες αρχιτεκτονικές μπορούν να έχουν πλευρικές συνδέσεις  μεταξύ μονάδων του ίδιου στρώματος συμπεριλαμβανόμενου συνδέσεις ανατροφοδότησης (feedback connections). Εισάγοντας συνδέσεις ανατροφοδότησης ένα δίκτυο προώθησης πολλαπλών στρωμάτων (multi-layer feed-forward network) προκαλούνται σημαντικές αλλαγές στην λειτουργία και στην διαδικασία εκπαίδευσης των δικτύων σε σύγκριση με τα στατικά Τεχνητά Νευρωνικά Δίκτυα. Αυτή η επιπρόσθετη πολυπλοκότητα έχει μερικά πλεονεκτήματα: τα Τεχνητά Νευρωνικά Δίκτυα Ανατροφοδότησης έχουν αυξημένη υπολογιστική ισχύ σε σχέση με τα συμβατικά Τεχνητά Νευρωνικά Δίκτυα Προώθησης. 

Τα Τεχνητά Νευρωνικά Δίκτυα Ανατροφοδότησης επιδεικνύουν δυναμική συμπεριφορά αντίθετα με τα δίκτυα προώθησης. Μπορούν να δημιουργήσουν αντιστοιχίες οι οποίες είναι συναρτήσεις του χρόνου και του χώρου, ή να συγκλίνουν σε ένα σημείο μεταξύ κάποιων οριακών σημείων. Ως αποτέλεσμα, έχουν την ικανότητα εκτέλεσης πιο πολύπλοκων υπολογισμών από τα στατικά δίκτυα προώθησης. Για παράδειγμα, μπορούν να εκπαιδευτούν και να «μάθουν» χρονικές ακολουθίες προτύπων, δηλαδή ακολουθίες προτύπων οι οποίες εξαρτώνται από το περιεχόμενο ή τον χρόνο. Αυτό το επιθυμητό χαρακτηριστικό, αποτελεί και χαρακτηριστικό των βιολογικών συστημάτων τα οποία μαθαίνουν διαφόρους τύπους ακολουθιών όπως τα φωνήματα ή οι χαρακτήρες μιας γλώσσας ή σειριακές μεθόδους επίλυσης προβλημάτων. Κάποιες εφαρμογές τις οποίες εκτελούν καλά τα δίκτυα ανατροφοδότησης, για να εκτελεστούν από ένα αντίστοιχο δίκτυο προώθησης θα χρειαστεί μεγαλύτερος αριθμός κρυμμένων στρωμάτων ή/και μεγαλύτερος αριθμός νευρώνων ανά κάθε στρώμα για να έχουμε την ίδια απόδοση.    

Τα δίκτυα ανατροφοδότησης δεν είναι απαραίτητο να θεωρούνται πολυστρωματικά δίκτυα. Αντίθετα, απλά «φαίνονται» ως ένας αριθμός συνδεδεμένων μεταξύ τους νευρώνων όπου οποιοσδήποτε νευρώνας  i μπορεί να συνδεθεί με οποιονδήποτε άλλο νευρώνα j, συμπεριλαμβανομένης και της περίπτωσης όπου ισχύει  i=j. Οποιοσδήποτε από τους νευρώνες μπορεί να θεωρηθεί ως νευρώνας εξόδου, ενώ κάποιοι καθορισμένοι νευρώνες  αποτελούν τους νευρώνες εισόδου. Εάν το δίκτυο έχει n νευρώνες και m από αυτούς δέχονται εξωτερική είσοδο μπορεί να χρησιμοποιηθεί ένας πίνακας βαρών W με διάσταση  n x (n+m)  για να καθορίσει πλήρως τις συναπτικές παραμέτρους του δικτύου.

Η συμπεριφορά των δικτύων ανατροφοδότησης μπορεί να κατανοηθεί καλύτερα με την γνώση μη γραμμικών δυναμικών φαινομένων, όπως η ροή των τυρβωδών υγρών  ή τα μη γραμμικά συστήματα ελέγχου. Η δυναμική των δικτύων ανατροφοδότησης μπορεί να περιγραφεί πλήρως από σύνολα μη γραμμικών διαφορικών εξισώσεων πρώτης τάξης της μορφής:

dxi/dt =Gi(W,I,x(t)),      i=1,2,…n                                                    (2.34)

όπου:

x : το διάνυσμα κατάστασης

W: ο πίνακας βαρών

I : το εξωτερικό διάνυσμα εισόδου

Gi : μία μη γραμμική διαφορίσιμη συνάρτηση.

Στην περίπτωση του μοντέλου διακριτού χρόνου , η δυναμική καθορίζεται από σύνολα μη γραμμικών εξισώσεων διαφορών της μορφής

xi(t+1) =Gi(W,I,x(t)),      i=1,2,…n                               (2.35)

Στα συστήματα με ανατροφοδότηση, είναι σημαντικά τα θέματα ευστάθειας. Οι παράμετροι W και I  και οι αρχικές συνθήκες ή το αρχικό σημείο x(0) ενός δικτύου ανατροφοδότησης καθορίζουν και την συμπεριφορά του. Η συμπεριφορά μπορεί να εξελιχθεί με κάποιον από τους εξής τέσσερις τρόπους: 

· Σύγκλιση σε ένα σταθερό σημείο ελκυστή

· Σταθεροποίηση σε κυκλικές ταλαντώσεις (περιοδικές)

· Τάση προς φαινομενικά περιοδική συμπεριφορά (ταλαντώσεις σε πολλαπλές συχνότητες)

· Εμφάνιση χαοτικής συμπεριφοράς

Κυρίως ενδιαφέρον παρουσιάζει η περίπτωση της σταθερής σύγκλισης όπου το δίκτυο συγκλίνει σε ένα σημείο ελκυστή ή εκτελεί κάποια επιθυμητή αντιστοίχηση του διανύσματος εισόδου. Ένα  παράδειγμα δικτύου με ανατροφοδότηση φαίνεται στο σχήμα  2.16, όπου το δίκτυο έχει τρεις εξωτερικές εισόδους,  τρεις εξόδους και έναν αριθμό εσωτερικών συνδέσεων μεταξύ των νευρώνων του.
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Σχήμα 2.16: Τεχνητό Νευρωνικό Δίκτυο Ανατροφοδότησης

Υποθέτοντας το μοντέλο του διακριτού χρόνου, το δίκτυο του σχήματος 2.16 λειτουργεί θεωρητικά για κάποιο χρονικό διάστημα. Την χρονική στιγμή t>0, ένα πρότυπο διάνυσμα εισόδου παρουσιάζεται στους νευρώνες εισόδου του δικτύου. Αυτές οι μονάδες υπολογίζουν την τιμή ενεργοποίησης τους fi(x,W) και μεταφέρουν τις τιμές  ενεργοποίησης στους νευρώνες με τους οποίους είναι συνδεδεμένοι την χρονική στιγμή t+1. Εκτός των νευρώνων εισόδου και άλλοι νευρώνες, συμπεριλαμβανομένων και εκείνων που δεν είναι είσοδοι, υπολογίζουν επίσης τις τιμές ενεργοποίησής τους την χρονική στιγμή t+1. Η διαδικασία επαναλαμβάνεται για κάθε επόμενη χρονική στιγμή t+i (i=1,2,…). Κατά την διάρκεια κάθε κύκλου, τα σήματα ανατροφοδότησης συνδυάζονται με τα σήματα προώθησης για να παράγουν τις εισόδους του δικτύου σε κάθε νευρώνα. Η έξοδος κάθε νευρώνα είναι τιμές ενεργοποίησης οι οποίες μπορεί να συγκλίνουν (σταθεροποίηση σε ένα σταθερό σημείο), να ταλαντώνονται (χρονική επανάληψη του ίδιου συνόλου τιμών) ή να παράγουν  χαοτική συμπεριφορά. [1]

3. ΑΝΑΠΤΥΞΗ ΑΛΓΟΡΙΘΜΩΝ ΤΕΧΝΗΤΩΝ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ ΣΕ ΠΕΡΙΒΑΛΛΟΝ MATLAB

3.1 Γενικά

Η Matlab είναι μια υψηλής απόδοσης γλώσσα  για τεχνικό προγραμματισμό. Μπορεί να ολοκληρώσει υπολογισμούς, να οπτικοποιήσει συναρτήσεις και σήματα και να προγραμματίζει μέσω ενός εύχρηστου περιβάλλοντος, όπου προβλήματα και λύσεις μπορούν και εκφράζονται μέσω των συνήθων μαθηματικών συμβολισμών. Τυπικές χρήσεις της Matlab είναι:

· ο υπολογισμός μαθηματικών παραστάσεων

· η ανάπτυξη αλγορίθμων

· η δημιουργία μαθηματικών μοντέλων και η προσομοίωση αυτών

· η ανάλυση δεδομένων και η οπτικοποίηση αυτών

· επιστημονικές και μηχανολογικές γραφικές αναπαραστάσεις

· ανάπτυξη εφαρμογών συμπεριλαμβανομένης της δημιουργίας γραφικού περιβάλλοντος χρήστη. 

Η Matlab είναι ένα αλληλεπιδραστικό με τον χρήστη σύστημα του οποίου το βασικό στοιχείο όπου αποθηκεύεται οποιαδήποτε πληροφορία είναι ένας πίνακας (array) χωρίς αρχικές διαστάσεις. Αυτό της επιτρέπει να μπορεί να διαχειρίζεται άμεσα και εύκολα (σε σχέση με άλλες γλώσσες προγραμματισμού όπως η C ή η Fortran) πολλούς τεχνικούς υπολογισμούς και ειδικότερα  εκείνους που έχουν σαν ορίσματα πίνακες (arrays) ή διανύσματα (vectors).

Το όνομα της Matlab προκύπτει από το Μatrix Laboratory. Σαν γλώσσα εξελίχθηκε για να φτάσει στην σημερινή της μορφή, με την βοήθεια πολλών χρηστών της. Στα πανεπιστήμια αποτελεί το βασικό ενημερωτικό εργαλείο για την εισαγωγή και την εξέλιξη των μαθημάτων των μαθηματικών, της μηχανικής και της φυσικής. Στην βιομηχανία  δε, είναι ένα βασικό εργαλείο πάνω στην έρευνα για την βελτιστοποίηση της παραγωγής, της ανάπτυξης εφαρμογών και την ανάλυση οικονομικών μεγεθών.

Χαρακτηριστικό της Matlab είναι μία συλλογή από ειδικές λύσεις για συγκεκριμένες εφαρμογές, που ονομάζονται toolboxes. Τα toolboxes  βοηθούν τους χρήστες της Matlab να μάθουν και να εφαρμόσουν εξειδικευμένες τεχνολογίες, όπως τα Νευρωνικά Δίκτυα, η Fuzzy Logic, κ.α. Τα toolboxes αποτελούν με άλλα λόγια, περιεκτικές συλλογές από έτοιμες συναρτήσεις της Matlab ( Μ-files) που διευρύνουν την ικανότητά της στο να δίνει ακόμα πιο εύκολα και πιο γρήγορα λύσεις σε πολλά εξειδικευμένα προβλήματα. Επιστημονικές περιοχές που καλύπτουν τα  toolboxes της Matlab είναι η επεξεργασία σήματος, τα συστήματα ελέγχου, τα νευρωνικά δίκτυα, η fuzzy logic, η εξομοίωση και πολλά άλλα.[6]

3.2 Το περιβάλλον της Matlab.

   Το σύστημα της Matlab απαρτίζεται από πέντε κύρια μέρη:

· Το Περιβάλλον Ανάπτυξης. Αποτελεί το σύνολο των εργαλείων που επιτρέπει στον χρήστη να χρησιμοποιεί της συναρτήσεις και τα αρχεία της Matlab. Περιλαμβάνει το Matlab Desktop και το Matlab Command Window, που επιτρέπουν στον χρήστη να δημιουργήσει, να αποθηκεύσει αλλά και να χρησιμοποιήσει αρχεία της Matlab (M-files).Oι εφαρμογές αυτές περιλλαμβάνουν, εκτός από το workspace και τους browsers για την εύρεση αρχείων, browsers για βοήθεια και κρατούν ιστορικό των εντολών που δίνει ο χρήστης (command history).

· Tην βιβλιοθήκη των μαθηματικών συναρτήσεων της Matlab. Η μαθηματική βιβλιοθήκη της Matlab αποτελείται από μία τεράστια συλλογή από συναρτήσεις που περιλαμβάνουν από απλές μαθηματικές συναρτήσεις (όπως ημίτονο, συνημίτονο,  μιγαδικούς αριθμούς κ.α.) έως και αρκετά πιο πολύπλοκα μαθηματικά εργαλεία (όπως μετασχηματισμοί Fourrier, συναρτήσεις Bessel, χαρακτηριστικά πολυώνυμα πινάκων κ.α.).

· Την γλώσσα προγραμματισμού Matlab . Η γλώσσα προγραμματισμού της Matlab είναι μια υψηλού επιπέδου γλώσσα δομημένη πάνω στην λογική των πινάκων, που περιλαμβάνει εντολές ελέγχου της ροής του προγράμματος, δομές δεδομένων, είσοδο και έξοδο από και σε αρχείο και αντικειμενοστραφείς προγραμματιστικές τεχνικές. Με την Matlab παρέχεται η δυνατότητα τόσο του εύκολου και γρήγορου προγραμματισμού όσο και την ανάπτυξη μεγάλων εφαρμογών.

· Η διαχείριση γραφικών.  Πρόκειται για το γραφικό σύστημα της Matlab. Περιλαμβάνει υψηλού επιπέδου εντολές για διδιάστατες και τρισδιάστατες απεικονίσεις δεδομένων, επεξεργασίας εικόνων και animation. Επίσης περιλαμβάνει και χαμηλού επιπέδου εντολές που επιτρέπουν στον χρήστη να ελέγχει πλήρως την εμφάνιση των γραφημάτων του, όπως και να δημιουργεί γραφικά περιβάλλοντα χρήσης στις δικές του εφαρμογές Matlab.

· Η βιβλιοθήκη εφαρμογών της  Μatlab  (Matlab Application Program Interface, API). Πρόκειται για μια βιβλιοθήκη που επιτρέπει στον χρήστη να δημιουργεί προγράμματα σε γλώσσες C και Fortran τα οποία να  «αλληλεπιδρούν» με εφαρμογές της Matlab. Περιλαμβάνει επίσης τις δυνατότητες να καλεί ο χρήστης ρουτίνες γραμμένες σε Matlab (dynamic linking), να καλεί την Matlab σαν μηχανή υπολογισμού και να διαβάζει και να γράφει MAT-files.

3.3 Matlab και Νευρωνικά Δικτύα

Εμπνευσμένα από το βιολογικό σύστημα των νευρώνων του εγκεφάλου, η τεχνολογία των Τεχνητών Νευρωνικών Δικτύων χρησιμοποιείται για την επίλυση μιας ευρείας γκάμας πολύπλοκων επιστημονικών, μηχανικών και εμπορικών προβλημάτων. Κάποιες εμπορικές εφαρμογές των Τεχνητών Νευρωνικών Δικτύων είναι η πρόβλεψη επενδύσεων, η πρόβλεψη εξαγωγής δεδομένων, η πρόβλεψη της εξέλιξης διαδικασιών, η πρόβλεψη του θορύβου στα σήματα και η αναγνώριση φωνής. Τα Τεχνητά Νευρωνικά Δίκτυα είναι ιδανικά για την πρόβλεψη τέτοιων καταστάσεων γιατί, όπως τα βιολογικά τους ανάλογα, μπορούν να «εκπαιδευτούν» και να  «μάθουν» να δίνουν λύσεις, να αναγνωρίζουν πρότυπα, να ταξινομούν δεδομένα και έτσι να προβλέπουν μελλοντικές καταστάσεις.

 Αντίθετα με τις αναλυτικές διαδικασίες που συνήθως χρησιμοποιούνται σε πεδία όπως η στατιστική, τα Τεχνητά Νευρωνικά Δίκτυα δεν χρειάζονται σαφή μοντέλα και περιορισμένες αποδείξεις της κανονικότητας και της γραμμικότητας των συστημάτων. Η συμπεριφορά των Τεχνητών Νευρωνικών Δικτύων εξαρτάται από τον τρόπο που τα στοιχειώδη δομικά τους στοιχεία, οι νευρώνες, είναι μεταξύ τους συνδεδεμένα και από την ισχύ των μεταξύ τους συνάψεων, δηλαδή από την τιμή των συναπτικών τους βαρών. Τα συναπτικά βάρη των νευρώνων του δικτύου έχουν την δυνατότητα  να ρυθμίζονται αυτόματα κατά την εκπαίδευση του δικτύου σύμφωνα  με τον συγκεκριμένο κανόνα εκμάθησης, μέχρι να φέρει σε πέρας κατάλληλα την ζητούμενη διαδικασία.
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Σχήμα 3.1: Μονοστρωματικό Τεχνητό Νευρωνικό Δίκτυο

Στο σχήμα 3.1 παρουσιάζεται ένα μονοστρωματικό Τεχνητό Νευρωνικό Δίκτυο χωρίς ανάδραση. Το p είναι ένα Rx1 διάνυσμα στην είσοδο του δικτύου, το Wi,i  είναι το συναπτικό βάρος του μοναδικού νευρώνα S
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, το b
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 η τιμή πόλωσης του νευρώνα αυτού και η έξοδος του δικτύου a
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 δίνεται όπως φαίνεται από την σχέση: a
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= φ (Wi,i · p + b
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), όπου φ() η συνάρτηση ενεργοποίησης του νευρώνα (activation function), η οποία περιγράφτηκε ως προς την φύση της σε προηγούμενο κεφάλαιο. 

Επειδή τα Νευρωνικά Δίκτυα  απαιτούν ακριβής και πολύπλοκους υπολογισμούς πινάκων, η Matlab προσφέρει έτοιμες δομές για να μπορεί ο χρήστης να σχεδιάζει γρήγορα και εύκολα τα Νευρωνικά Δίκτυα σε αυτή και για να μελετά με σαφήνεια την συμπεριφορά και τις εφαρμογές τους. 

3.3.1 Υποστηριζόμενες αρχιτεκτονικές Νευρωνικών Δικτύων από την Matlab

3.3.1.1 Eλεγχόμενα Νευρωνικά Δίκτυα.

Τα Ελεγχόμενα Νευρωνικά Δίκτυα (Supervised Neural Networks) εκπαιδεύονται για να παράγουν τα επιθυμητά αποτελέσματα, σύμφωνα  με τα παραδείγματα εισόδου, κι αυτό τους δίνει την δυνατότητα να προσαρμόζονται και να ελέγχουν σωστά συστήματα που μεταβάλλονται δυναμικά, να αναγνωρίζουν πρότυπα και να προβλέπουν μελλοντικές εξελίξεις. Το toolbox  των Νευρωνικών Δικτύων μπορεί να υποστηρίζει τις παρακάτω αρχιτεκτονικές δικτύων:

· Τα δίκτυα με φορά των δεδομένων και των υπολογισμών προς την έξοδο (feedforward networks), έχουν  συνάψεις μεταξύ των νευρώνων τους από το στρώμα εισόδου (input layer) προς το στρώμα εξόδου (output layer). Συνήθως χρησιμοποιούνται για προβλέψεις μελλοντικών καταστάσεων, αναγνώριση προτύπων και για την προσαρμογή μη γραμμικών συναρτήσεων. Τα υποστηριζόμενα από την Matlab feedforward δίκτυα περιλαμβάνουν: τα feedforward δίκτυα με ανάδραση (backpropagation), τα cascade-forward (cascade: σειριακά) δίκτυα με ανάδραση, feedforward input-delay (input-delay: επιβράδυνσης εισόδου) δίκτυα με ανάδραση, τα linear (γραμμικά) δίκτυα και τα perceptron (διαισθητικά) δίκτυα.

· Τα δίκτυα ακτινικής συνάρτησης βάσης (radial basis networks), παρέχουν μία εναλλακτική γρήγορη μέθοδο για το σχεδιασμό feedforward δικτύων. Eδώ ανήκουν οι αρχιτεκτονικές των δικτύων generalized regression (γενικευμένης παλινδρόμησης) και probabilistic (στοχαστικά) Νευρωνικά Δίκτυα.

· Τα περιοδικά δίκτυα (recurrent networks),  χρησιμοποιούν την ανάδραση για να αναγνωρίζουν χωρικά και χρονικά μεταβαλλόμενα πρότυπα. Τέτοια δίκτυα που υποστηρίζει η Μatlab είναι τα δίκτυα Elman και Ηοpfield.

· Τα δίκτυα κβαντοποίησης των δεδομένων κατά την εκμάθηση (Learning vector quantization (LVQ)), είναι μια σπουδαία μέθοδος για την κατηγοριοποίηση προτύπων που δεν είναι δυνατόν να αναλυθούν με γραμμικές μεθόδους. 
3.3.1.2 Aνεπιτήρητα Νευρωνικά Δίκτυα

Τα  Ανεπιτήρητα Νευρωνικά Δίκτυα (Unsupervised Neural Networks) εκπαιδεύονται έτσι ώστε το δίκτυο να  «αφήνεται» συνεχώς να ρυθμίζει τον εαυτό του σύμφωνα με τα νέα δεδομένα. Μπορούν να βρουν την «συγγένεια» που έχουν τα δεδομένα μεταξύ τους και να καθορίσουν αυτόματα την κατανομή των δεδομένων. Το toolbox των Νευρωνικών Δικτύων της Matlab υποστηρίζει δύο τύπους αυτορυθμιστικών, ανεπιτήρητων Νευρωνικών Δικτύων:

· Ο τύπος των ανταγωνιστικών στρωμάτων (competitive layers) αναγνωρίζουν και ομαδοποιούν  τα παρεμφερή διανύσματα εισόδου των δεδομένων. Χρησιμοποιώντας τις ομάδες αυτές το δίκτυο αυτόματα ταξινομεί τις εισόδους του σε κατηγορίες.

· Ο τύπος των αυτορυθμιζόμενων  «χαρτών» (self-organizing maps) μαθαίνει να ταξινομεί τα διανύσματα εισόδου του δικτύου βάσει της ομοιότητάς τους. Αντίθετα με τον τύπο των ανταγωνιστικών στρωμάτων, μπορεί να διατηρεί την διαμόρφωση των διανυσμάτων εισόδου του δικτύου, εκχωρώντας τα παρόμοια διανύσματα εισόδου σε αντίστοιχες κατηγορίες τους.

3.3.2 Υποστηριζόμενοι από την Matlab αλγόριθμοι δημιουργίας Τεχνητών Νευρωνικών Δικτύων 

Υποστηριζόμενοι αλγόριθμοι από την Matlab για την δημιουργία Νευρωνικών Δικτύων δίνονται από πολλές συναρτήσεις που παρέχονται από την βιβλιοθήκη της Matlab. Οι πιο ευρέως χρησιμοποιούμενες και πιο αντιπροσωπευτικές συναρτήσεις από αυτές είναι:

· newff: με την κλήση της συνάρτησης αυτής δημιουργείται ένα Τεχνητό Νευρωνικό Δίκτυο Προώθησης (feed-forward neural network) προς τα εμπρός, που εκπαιδεύεται βάσει του αλγορίθμου της ανάδρασης (backpropagation).
· newcf: με την κλήση της συνάρτησης αυτής δημιουργείται ένα Τεχνητό Νευρωνικό Δίκτυο Προώθησης με ρυθμό αλλαγής των συναπτικών βαρών και των πολώσεων μεγαλύτερο από εκείνο που παρέχει η newff (cascade-forward neural network), και το οποίο εκπαιδεύεται βάσει του αλγορίθμου της ανάδρασης (backpropagation).
· newelm: με την κλήση της συνάρτησης αυτής δημιουργείται ένα Τεχνητό Νευρωνικό Δίκτυο που χρησιμοποιεί τον αλγόριθμο Elman προς τα εμπρός, που εκπαιδεύεται, επίσης, βάσει του αλγορίθμου της ανάδρασης (backpropagation).
· newrb: με την κλήση της συνάρτησης αυτής δημιουργείται ένα Τεχνητό Νευρωνικό Δίκτυο Ακτινικής Συνάρτησης Βάσης. 
· newgrnn: με την κλήση της συνάρτησης αυτής δημιουργείται ένα Τεχνητό Νευρωνικό Δίκτυο Γενικευμένης Παλινδρόμησης, που είναι επέκταση των Τεχνητών Νευρωνικών Δικτύων Ακτινικής Συνάρτησης Βάσης.
· newlvq: με την κλήση της συνάρτησης αυτής δημιουργείται ένα Τεχνητό Νευρωνικό Δίκτυο Κβαντοποίησης των δεδομένων κατά την εκμάθηση. 
· network: με την κλήση της συνάρτησης αυτής δημιουργείται ένα Τεχνητό Νευρωνικό Δίκτυο που παραμετροποιείται και καθορίζεται από τις ανάγκες του χρήστη (customized neural network). 

3.3.3 Υποστηριζόμενες από την Matlab συναρτήσεις για εκπαίδευση (trainning) και εκμάθηση (learning) των Νευρωνικών Δικτύων.

Οι υποστηριζόμενες από την Matlab συναρτήσεις για εκπαίδευση (trainning) και εκμάθηση (learning) των Νευρωνικών Δικτύων είναι μαθηματικές διαδικασίες που χρησιμοποιούνται για να ρυθμίζουν αυτόματα τα συναπτικά βάρη και τα bias του δικτύου. Οι συναρτήσεις εκπαίδευσης υπαγορεύουν έναν γενικό αλγόριθμο που επηρεάζει όλα τα συναπτικά βάρη και τα bias του Νευρωνικού Δικτύου. Οι συναρτήσεις εκμάθησης μπορούν να εφαρμοστούν και σε ξεχωριστά συναπτικά βάρη και bias μέσα σε ένα δίκτυο.

3.3.3.1 Υποστηριζόμενες συναρτήσεις εκπαίδευσης (training functions)
· trainb – Eκπαίδευση σε δεσμίδες δεδομένων με κανόνες εκμάθησης των συναπτικών βαρών και των bias (batch training with weight and bias learning rules) 

· trainbfg – BFGS quasi-Newton συνάρτηση εκπαίδευσης με ανάδραση (backpropagation) 

· trainbr – Μπαεσιανή ομαλοποίηση (Bayesian regularization) 

· trainc – Κυκλικής διαδοχής αυξητική ενημέρωση (cyclical order incremental update )

· traincgb – Powell-Beale με σύζευξη συντελεστή και ανάδραση 

· traincgf – Fletcher-Powell με σύζευξη συντελεστή και  ανάδραση

· traincgp – Polak-Ribiere με σύζευξη συντελεστή και  ανάδραση

· traingd – Ελαττούμενος συντελεστής και ανάδραση

· traingda – Ελαττούμενος συντελεστής με προσαρμόσιμο ρυθμό εκμάθησης και  ανάδραση

· traingdm --Ελαττούμενος συντελεστής με ορμή και ανάδραση  

· traingdx – Ελαττούμενος συντελεστής με ορμή & προσαρμόσιμη γραμμική ανάδραση 

· trainlm – Levenberg-Marquardt ανάδραση
· trainoss – Αντίστροφου συνημίτονου με μοναδιαίο βήμα ανάδραση

· trainr – Τυχαίας σειράς αυξητικής ενημέρωσης 

· trainrp – Ελαστική ανάδραση (resilient backpropagation (Rprop) )

· train – Σειριακή αυξητική ενημέρωση

· trainscg – Κλιμακωτή σύζευξη συντελεστή και ανάδραση

3.3.3.2 Υποστηριζόμενες συναρτήσεις εκμάθησης (learning functions).

· learncon – Συνάρτηση εκμάθησης των bias με  «συνείδηση» 

· learngd – Ελαττούμενου συντελεστή weight/bias συνάρτηση εκμάθησης 

· learngdm – Ελαττούμενου συντελεστή με ορμή weight/bias συνάρτηση εκμάθησης

· learnh – Hebb weight συνάρτηση εκμάθησης

· learnhd – Hebb με εξασθένηση των weights κανόνας εκμάθησης 

· learnis – Συνάρτηση εκμάθηση των weights με ενδιάμεσες φάσεις 

· learnk – Kohonen συνάρτηση εκμάθησης των weights 

· learnlv1 – LVQ1 συνάρτηση εκμάθησης των weights 

· learnlv2 – LVQ2 συνάρτηση εκμάθησης των weights
· learnos – Outstar συνάρτηση εκμάθησης των weights
· learnp – Perceptron συνάρτηση εκμάθησης των weights και των bias
· learnpn – Kανονικοποιμένη perceptron συνάρτηση εκμάθησης των weights και των bias
· learnsom – Συνάρτηση εκμάθησης αυτορυθμιζόμενων  «χαρτών» 

· learnwh – Widrow-Hoff κανόνας εκμάθησης των weights και των bias
3.3.4 Συναρτήσεις πριν και μετά την εκπαίδευση και εκμάθηση των Νευρωνικών Δικτύων που υποστηρίζει η Matlab (Pre-and Post-processing function)

Κατά την διαδικασία του pre-processing τα input και target διανύσματα βελτιώνουν την αποδοτικότητα του Νευρωνικού Δικτύου. Η post-processing διαδικασία δίνει λεπτομερή ανάλυση της απόδοσης του δικτύου.

3.3.5 Βελτιστοποίηση της φάσης της Γενίκευσης (generalization).   

Γενίκευση (generalization) ονομάζεται η φάση που ακολουθεί την εκπαίδευση και εκμάθηση του δικτύου και κατά την οποία ο χρήστης παίρνει τα αποτελέσματα που του δίνει το δίκτυο για νέα διανύσματα εισόδου, με τα οποία το δίκτυο δεν έχει εκπαιδευτεί.

Με την βελτιστοποίηση του Generalization o χρήστης βοηθάται στο να αποφύγει το οverfitting των τιμών που παίρνει σαν έξοδο στην φάση του generalization. Mε τον αγγλικό όρο overfitting αναφερόμαστε στην κατάσταση εκείνη όπου κατά το generalization παρατηρούμε ότι το δίκτυο μπορεί να έχει «απομνημονεύσει» τα αποτελέσματα που προκύπτουν από την φάση της εκπαίδευσης, αλλά δεν έχει μάθει να τα γενικεύει σωστά πάνω στα καινούργια δεδομένα εισόδου. Το overfitting επιφέρει ένα σχετικά μικρό λάθος πάνω στις εξόδους που προκύπτουν κατά την εκπαίδευση του δίκτυο αλλά και ένα αρκετά σημαντικό λάθος στις εξόδους παρουσιάζεται όταν δίνονται στο δίκτυο νέα δεδομένα. Η Matlab υποστηρίζει δύο λύσεις για την βελτιστοποίηση του generalization. Αυτές είναι:

· Η λύση μέσω της κανονικοποίησης (regularization)  αλλάζει την συνάρτηση σφάλματος του δικτύου, που συνήθως είναι το σφάλμα των ελαχίστων τετραγώνων (mse) με την συνάρτηση msereg που, εκτός από το σφάλμα των ελαχίστων τετραγώνων, περιλαμβάνει και το μέγεθος των αλλαγών στα συναπτικά βάρη (weights) και στα bias του δικτύου.

· Η λύση μέσω του «ξαφνικού τέλους» (early stopping) είναι μία τεχνική όπου χρησιμοποιούνται δύο διαφορετικές ομάδες δεδομένων για την εκπαίδευση του δικτύου. Η μία ομάδα είναι τα training set δεδομένα, με την οποία αλλάζουν κατά την διαδικασία της εκπαίδευσης τα συναπτικά βάρη και τα bias του δικτύου, και η άλλη είναι το validation set («επίσημη» ομάδα) δεδομένων που χρησιμοποιείται για να διακόπτεται η διαδικασία της εκπαίδευσης όταν στο δίκτυο ξεκινά να συμβαίνει το overfitting.

4. ΤΕΧΝΙΚΕΣ ΠΡΟΒΛΕΨΕΩΝ ΖΗΤΗΣΗΣ

4.1 Εισαγωγή

Στην εργασία αυτή, αντικείμενο μελέτης αποτελεί η υλοποίηση ενός αλγορίθμου πρόβλεψης των πωλήσεων της εταιρίας Καζής α.ε. Ο συγκεκριμένος αλγόριθμος, δηλαδή, εντάσσεται στην πρόβλεψη  παραγωγής, γι αυτό και στο κεφάλαιο αυτό θα εξετάσουμε μεθόδους προβλέψεων που είναι προσαρμοσμένοι κατάλληλα γι αυτό το σκοπό.

Οι δύο βασικές κατηγορίες μεθόδων πρόβλεψης των αναγκών παραγωγής: τις ντετερμινιστικές μεθόδους και τις στοχαστικές. 

Οι ντετερμινιστικές μέθοδοι εκφράζουν μεγέθη που δεν εμπεριέχουν κανένα σφάλμα. Περιλαμβάνουν κυρίως την παρακολούθηση της πρωτογενούς ζήτησης (αναγκών), η οποία όμως συχνά γίνεται γνωστή πολύ αργά και δεν είναι άμεσα χρήσιμη στον προγραμματισμό. Οι παραπάνω μέθοδοι, λοιπόν, δεν θα μας απασχολήσουν στην συνέχεια και για τον λόγο αυτό δεν θα τους αναλύσουμε παραπάνω.

Οι στοχαστικές μέθοδοι προβλέψεων των αναγκών δίνουν τιμές που εμπεριέχουν  πάντα κάποια αβεβαιότητα, η οποία γίνεται εμφανής με την εισαγωγή κάποιου σφάλματος στις τιμές αυτές.  

Ένας  τρόπος κατάταξης των στοχαστικών μεθόδων προβλέψεων σε δύο άλλες υποκατηγορίες είναι αυτή των άμεσων και έμμεσων μεθόδων. Ένας άλλος τρόπος χαρακτηρισμού της διάκρισης αυτής θα μπορούσε να ήταν σε «μεθόδους διαισθήσεως» και σε «αναλυτικές μεθόδους» αντίστοιχα. Oι άμεσες μέθοδοι (ή οι μέθοδοι με βάση την διαίσθηση) βασίζονται στην ανθρώπινη εκτίμηση ενώ οι έμμεσες μέθοδοι (ή οι αναλυτικές μέθοδοι) βασίζονται σε μαθηματικοποιημένες διαδικασίες. Στην πραγματικότητα, οι δύο παραπάνω μέθοδοι συνδυάζονται έτσι  ώστε  να έχουμε το επιθυμητό αποτέλεσμα. Με άλλα λόγια, μία αναλυτική μέθοδος συνδυάζεται με μία διαισθητική για να την ελέγξει και να την κατευθύνει πολλές φορές, ενώ μία διαισθητική μέθοδος πρόβλεψης συνδυάζεται με μία  αναλυτική τόσο για τον έλεγχο των προσωπικών εκτιμήσεων όσο και για την περαιτέρω επεξεργασία των εκτιμηθέντων στοιχείων. 

Παρακάτω, εξετάζονται εκτενέστερα  συγκεκριμένες τεχνικές πρόβλεψης για την ζήτηση ενός προϊόντος , όταν υπάρχει τάση διαχρονικής διαφοροποίησης στη ζήτηση και όταν δεν υπάρχει. Πριν όμως συνεχίσουμε, αναφέρουμε γενικά τις προϋποθέσεις  που πρέπει να πληροί ένα σύστημα πρόβλεψης για να είναι ικανοποιητικό και σωστά τεκμηριωμένο το αποτέλεσμά του. Οι προϋποθέσεις αυτές είναι:

· Τυχαίες αποκλίσεις θα πρέπει να εξουδετερώνονται (αυτό επιτυγχάνεται με την χρησιμοποίηση όσο το δυνατόν περισσότερων ιστορικών στοιχείων).

· Ασυνέχειες στη ζήτηση πρέπει να αποκαλύπτονται το δυνατόν γρηγορότερα (αυτό επιτυγχάνεται λαμβάνοντας υπόψη περισσότερο τα πλέον πρόσφατα στοιχεία  από τα ιστορικά στοιχεία που εισάγονται στο σύστημα).

· Να είναι δυνατόν να προσδιοριστούν τα περιθώρια λάθους της εκτίμησης.

· Η υπολογιστική προσπάθεια να είναι μικρή

· Ο αριθμός των στοιχείων που αποθηκεύονται στον υπολογιστή για  την πρόβλεψη ζήτησης και του περιθωρίου λάθους της να είναι μικρός.

[2],[3],[4]

4.2 Πρόβλεψη ζήτησης χωρίς τάσεις διαχρονικής διαφοροποίησης 

Όταν ένα σύστημα δεν παρουσιάζει τάσεις διαχρονικής διαφοροποίησης (trend) πρακτικά σημαίνει ότι η ζήτηση παρουσιάζει τυχαίες διακυμάνσεις από την μέση τιμή της. Οι συνηθέστερα χρησιμοποιούμενες μέθοδοι για ζήτηση χωρίς τάσεις διαχρονικής διαφοροποίησης  είναι η μέθοδος του κινούμενου μέσου όρου ζήτησης (Moving Average) και η μέθοδος της απλής εξομάλυνσης (Single Smoothing).

4.2.1 Μέθοδος του κινούμενου μέσου όρου ζήτησης

O πλέον συνηθισμένος και απλός τρόπος για την πρόβλεψη της ζήτησης είναι η μέθοδος του κινούμενου μέσου όρου ζήτησης. Η  μέθοδος αυτή αθροίζει  την ζήτηση για n περιόδους (συνήθως η περίοδος είναι ένας μήνας και ο αριθμός των περιόδων 12, δηλαδή n=12) και διαιρεί το άθροισμά τους με τον αριθμό των περιόδων n. Το αποτέλεσμα είναι η πρόβλεψη ζήτησης για την επόμενη χρονική περίοδο. 

Η μέθοδος αυτή γίνεται πιο ακριβής όσο αυξάνει ο αριθμός των περιόδων n. Όμως, όσο το n γίνεται μεγαλύτερο, τόσο λιγότερο η μέθοδος αυτή λαμβάνει υπόψη της τα πλέον πρόσφατα στοιχεία της ζήτησης. Με άλλα λόγια, η πιο πρόσφατη τιμή της ζήτησης έχει την ίδια βαρύτητα με την παλαιότερη, γεγονός που σημαίνει ότι η μέθοδος δεν έχει ευαισθησία ως προς τις ασυνέχειες της ζήτησης. Άρα, η μέθοδος του κινούμενου μέσου όρου δεν είναι συμβατή με τις δύο πρώτες από τις προϋποθέσεις που πρέπει να πληροί μία μέθοδος πρόβλεψης, που περιγράφονται αναλυτικά στην παράγραφο 4.1. Επίσης, με την μέθοδο αυτή δεν προσδιορίζονται τα περιθώρια λάθους της εκτίμησης αλλά και ο αριθμός των στοιχείων που αποθηκεύονται στον υπολογιστή κατά την διαδικασία  της εκτέλεσης της μεθόδου μπορεί με το πέρασμα του χρόνου να γίνει πολύ μεγάλος. 

Η μέθοδος του κινούμενου μέσου όρου δεν εξασφαλίζει τις προϋποθέσεις της παραγράφου 4.1 για ικανοποιητική πρόβλεψη, γι αυτό δεν δίνει και «ασφαλή» αποτελέσματα.

4.2.2 Μέθοδος της απλής εξομάλυνσης

Η μέθοδος της απλής εξομάλυνσης, αν και έχει μαθηματική προέλευση, είναι πολύ απλή στην εφαρμογή και πληροί της προαναφερόμενες (στην παράγραφο 4.1) προϋποθέσεις για  ικανοποιητική πρόβλεψη. Με την παρακάτω ανάλυση διαφαίνεται ότι η μέθοδος της απλής εξομάλυνσης αποτελεί μία αρκετά ικανοποιητική μέθοδο πρόβλεψης.

Η μαθηματική έκφραση της απλής εξομάλυνσης είναι:

               d
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: είναι η πραγματική ζήτηση η οποία συνέβη κατά την προηγούμενη περίοδο i-1
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: είναι η προβλεπόμενη ζήτηση για την επόμενη περίοδο i
α : είναι ο συντελεστής εξομάλυνσης ο οποίος παίρνει τιμές μεταξύ 0 και 1

Η μέθοδος της απλής εξομάλυνσης λειτουργεί ως ακολούθως:

Υποθέτοντας ότι μπορεί να υπάρχει μια πρόβλεψη ζήτησης για την προηγούμενη περίοδο, την d
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 ( η πρόβλεψη αυτή μπορεί να δοθεί μέσω της μεθόδου του κινούμενου μέσου όρου ζήτησης ή μέσω κάποιας υποκειμενικής εκτίμησης) και γνωρίζοντας την πραγματική ζήτηση για την ίδια περίοδο, την D
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 , από την σχέση (3.1) προκύπτει η πρόβλεψη ζήτησης για την επόμενη περίοδο, η d
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. Η πρόβλεψη ζήτηση για επόμενες περιόδους ακολουθεί την ίδια διαδικασία.

Όπως φαίνεται από την σχέση (3.1) η πρόβλεψη ζήτησης για την επόμενη περίοδο επιτυγχάνεται από την τελευταία πρόβλεψη  διορθωμένη με το γινόμενο του συντελεστή εξομάλυνσης και σφάλματος το οποίο προέκυψε από την τελευταία πρόβλεψη. Με την έννοια αυτή η μέθοδος της απλής εξομάλυνσης «μαθαίνει» από τα λάθη πρόβλεψης.

Η ταχύτητα «μάθησης» εξαρτάται από την τιμή του συντελεστή εξομάλυνσης α. Αν είναι α=0 η πρόβλεψη θα μείνει διαχρονικά αμετάβλητη. Αν είναι α=1 η πραγματική ζήτηση της προηγούμενης περιόδου θα είναι η προβλεπόμενη ζήτηση για την επόμενη περίοδο. Στην πραγματικότητα όμως η τιμή του α κυμαίνεται από 0.01 έως 0.5. Όσο μεγαλύτερη είναι η τιμή του α τόσο λιγότερες προηγούμενες περίοδοι λαμβάνονται υπόψη στην πρόβλεψη ζήτησης.

Όμως, σε αντίθεση με την μέθοδο του  κινούμενου μέσου όρου στην μέθοδο της απλής εξομάλυνσης οι τιμές των προηγουμένων ζητήσεων που λαμβάνονται υπόψη δεν έχουν την ίδια βαρύτητα στην διαμόρφωση της προβλεπόμενης ζήτησης. Ο ρυθμός εξασθένησης της βαρύτητας των στοιχείων ζήτησης μειώνεται εκθετικά με την παλαιότητα της αντίστοιχης περιόδου, τη δε μεγαλύτερη βαρύτητα έχει η τιμή ζήτησης της τελευταίας περιόδου.

Μεταξύ των δύο αναφερόμενων μεθόδων πρόβλεψης υπάρχει μια αντιστοιχία του αριθμού των περιόδων ζήτησης τις οποίες χρησιμοποιούν για την πρόβλεψη της ζήτησης. Η αντιστοιχία αυτή εκφράζεται με την ακόλουθη ισότητα:

α = 2/(n+1)                                                        (4.2)

όπου:

α : ο συντελεστής  εξομάλυνσης

n : ο αριθμός των περιόδων τις οποίες χρησιμοποιεί η μέθοδος του κινούμενου μέσου όρου ζήτησης (για παράδειγμα αν n=12 τηρούνται τα στοιχεία ζήτησης των 12 τελευταίων περιόδων)

Από τα παραπάνω γίνεται φανερό ότι η μέθοδος της απλής εξομάλυνσης σε σχέση με εκείνη του κινούμενου μέσου όρου ζήτησης απαιτεί και μικρότερη υπολογιστική προσπάθεια αλλά και σημαντικά μικρότερη αποθήκευση στοιχείων (για παράδειγμα απαιτούνται μόνο τα στοιχεία α και d
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 έναντι των n στοιχείων του κινούμενου μέσου όρου ζήτησης). Αυτό είναι ιδιαίτερα σημαντικό για τις διαδικασίες όταν στο απόθεμα τηρούνται χιλιάδες υλικά.

Παράλληλα με την πρόβλεψη της ζήτησης εξίσου σημαντικό είναι να μπορεί να εκτιμηθεί το εύρος του λάθους αυτής της πρόβλεψης με τις αντίστοιχες διακυμάνσεις του. Αυτό είναι ιδιαίτερα σημαντικό για τον προσδιορισμό των αποθεμάτων ασφαλείας τα οποία θα πρέπει να τηρούνται.

Για την εκτίμηση του λάθους υπάρχουν δύο τρόποι. Ο πρώτος τρόπος είναι να κρατούνται τα λάθη πρόβλεψης για κάθε περίοδο και έτσι εξάγεται η τυπική απόκλιση του λάθους πρόβλεψης μέσω της σχέσης:

σ = 
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όπου:

n: είναι ο συνολικός αριθμός των παρατηρούμενων περιόδων

d
[image: image71.wmf]i

: είναι η ζήτηση της περιόδου i
d: είναι η μέση ζήτηση για το σύνολο των παρατηρούμενων περιόδων (d = (1/n)
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σ : είναι η τυπική απόκλιση

Ο τρόπος αυτός υπολογισμού του λάθους είναι συνεπής με την στατιστική θεωρία αλλά απαιτείται μεγάλη υπολογιστική προσπάθεια και αποθήκευση δεδομένων και επιπλέον όλα τα λάθη έχουν την ίδια βαρύτητα.

Ο δεύτερος τρόπος εκτίμησης του εύρους του λάθους πρόβλεψης είναι της ίδιας μορφής με την μέθοδο της απλής εξομάλυνσης η οποία χρησιμοποιήθηκε για την πρόβλεψη της ζήτησης. Καλείται MAD
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 η μέση απόλυτη απόκλιση (Mean Absolute Deviation) την περίοδο i+1 και εκφράζεται η πρόβλεψη αυτής με τρόπο ανάλογο με εκείνο της σχέσης (3.1):

MAD= (1-β)·ΜΑD+ β·AD
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                                 (4.4)

Όπου:

AD
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: η απόλυτη απόκλιση της πρόβλεψης για την περίοδο i (υπολογίζεται σαν η απόλυτη διαφορά μεταξύ της προβλεπόμενης και πραγματικής ζήτησης την περίοδο i)

ΜΑD
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 : η μέση τυπική απόκλιση την περίοδο i
β : η σταθερά εξομάλυνσης της MAD
4.3 Πρόβλεψη ζήτησης όταν διαχρονικά εμφανίζεται τάση (trend)

Στην περίπτωση κατά την οποία η ζήτηση δεν παρουσιάζει τυχαίες διακυμάνσεις από την μέση της τιμή αλλά  εμφανίζει διαχρονικά ανοδική ή πτωτική τάση η μέθοδος της απλής εξομάλυνσης δεν είναι επαρκής για την πρόβλεψη της ζήτησης. Αυτό συμβαίνει ακόμα και αν χρησιμοποιηθεί μεγάλη τιμή για την σταθερά  εξομάλυνσης. Πρακτικά όταν η χρονοσειρά έχει τάση, θα πρέπει να προσδιοριστεί η τάση και να  διαχωριστεί από τις τυχαίες διακυμάνσεις. Η τάση είναι μια μακροσκοπική αλλαγή στη μέση τιμή και γι αυτό τον λόγο μπορεί να υπολογιστεί από την αλλαγή στη μέση τιμή. Με άλλα λόγια, εδώ θα πρέπει να εφαρμοστεί η απλή εξομάλυνση όχι στις τιμές ζήτησης d
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 αλλά στην μέση τιμή και με τον τρόπο αυτό επιτυγχάνεται ένας δευτέρου βαθμού μέσος όρος από τον οποίο υπολογίζεται η τάση. Η μέθοδος αυτή ονομάζεται μέθοδος της διπλής εξομάλυνσης και αναλύεται στην συνέχεια.

Συμβολίζουμε d1i την μέση τιμή που προκύπτει από την απλή εξομάλυνση. Έτσι, η σχέση (3.1)  γράφεται:

d1i = (1-α)·d1i-1 + ADi-1                                                                            (4.5)

όπου:

d1i-1 : η μέση τιμή που προκύπτει από την απλή εξομάλυνση κατά την προηγούμενη περίοδο i-1
ADi-1  : η απόλυτη απόκλιση της πρόβλεψης για την περίοδο i-1 (υπολογίζεται σαν η απόλυτη διαφορά μεταξύ της προβλεπόμενης και πραγματικής ζήτησης την περίοδο i-1)

O διπλός μέσος όρος d2i ορίζεται ως ο μέσος όλων των προηγούμενων μέσων και αντιπροσωπεύει την προηγούμενη πρόβλεψη του μέσου. Έτσι , με οδηγό πάλι την σχέση (3.1) έχουμε:

d2i = d2i-1 + α·(d1i – d2i-1)                                        (4.6)

όπου:

d1i : υπολογίζεται για την περίοδο i από την σχέση (3.5)

Επίσης, η τάση αι,ι υπολογίζεται από την σχέση:

αι,ι = (α/1-α)·( d1i - d2i)                                          (4.7)

ενώ ο διορθωμένος μέσος της χρονοσειράς με τάση δίνεται από την σχέση:

αο,ι = 2 d1i - d2i                                                                            (4.8)
4.4 Πρόβλεψη ζήτησης με χρήση Απλής και Πολλαπλής Γραμμικής Παλινδρόμησης

4.4.1 Απλή Γραμμική Παλινδρόμηση 

Στην Απλή Γραμμική Παλινδρόμηση το ζεύγος διανυσμάτων x και y, όπου x το διάνυσμα της πραγματικής ζήτησης για μια ορισμένη χρονική περίοδο t και y το διάνυσμα  της επιθυμητής ζήτησης (συνήθως προκύπτει ως ο κινούμενος μέσος όρος όλων των ιστορικών στοιχείων), συνδέονται με την σχέση:

y = a +b·x                                        (4.9)

όπου:

a και b: οι συντελεστές που προσεγγίζονται μέσω της μεθόδου και είναι άγνωστοι 

Μετά την λήψη του δείγματος [x,y] οι εκτιμήτριες των ελαχίστων τετραγώνων των άγνωστων παραμέτρων a και b παραμέτρων αυτών θα δοθούν από την λύση του συστήματος των σχέσεων 4.10 και 4.11 που αποτελούν το Σ1 σύστημα:

∂(
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Το παραπάνω σύστημα των 4.10 και 4.11 μετασχηματίζεται στο σύστημα Σ2 που αποτελείται από τις σχέσεις:

nּα + bּ
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Aπό το σύστημα των εξισώσεων 4.12 και 4.13 (Σ2) προκύπτει τελικά μετά από πράξεις η παρακάτω σχέση:
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Αντικαθιστώντας στην  4.12 την  4.14  λαμβάνουμε:
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                                              (4.15)        

Το σύμβολο ‘^’ πάνω από τις τιμές α και b το χρησιμοποιούμε για να τονίσουμε για εκτιμήσεις των παραμέτρων αυτών και όχι κατ’ ανάγκην για τις αληθινές τιμές τους. Η ευθεία παλινδρόμησης ορίζεται από τις σχέσεις:
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ή ισοδύναμα:
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όπου:

n : ο αριθμός των στοιχείων των διανυσμάτων x και y 
Οι ποσότητες 
[image: image103.wmf]i

i

i

y

y

ˆ

ˆ

-

=

e

 (4.18) με 
[image: image104.wmf]i

i

x

b

a

y

×

+

=

ˆ

ˆ

ˆ

  (i=1,2,…,n) ,αποτελούν τις εκτιμήσεις των σφαλμάτων των μετρήσεων. Επειδή  
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 (4.19) και επειδή  
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  «βέλτιστο» καμία άλλη ευθεία εκτός από την (4.16) ή (4.17) δεν μπορεί να δώσει άθροισμα τετραγώνων των σφαλμάτων μικρότερο από το παραπάνω. Το άθροισμα αυτό ονομάζεται υπολειπόμενο ή μη επεξηγούμενο άθροισμα (residual sum of squares) και χρησιμοποιείται για την εκτίμηση της διασποράς των σφαλμάτων, δηλαδή την διασπορά της  
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 γύρω από την ευθεία παλινδρόμησης. Ένα άλλο μέγεθος εκτίμησης της  διασποράς αυτής είναι ο συντελεστής προσαρμογής και συμβολίζεται με το R² και δίνεται από τον τύπο:

             R² =(
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με 0≤ R² ≤1. Το R² =1 όταν οι παρατηρήσεις  yi συμπίπτουν με τις αντίστοιχες προβλέψεις  
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4.4.2 Πολλαπλή Γραμμική Παλινδρόμηση     

Στην Πολλαπλή Γραμμική Παλινδρόμηση το ζεύγος διανυσμάτων x=x1,x2,x3,…,xk και y, όπου x το διάνυσμα της πραγματικής ζήτησης για κάποιες ορισμένες χρονικές περιόδους t=t1,t2,t3,…,tk και y το διάνυσμα  της επιθυμητής ζήτησης (συνήθως προκύπτει ως ο κινούμενος μέσος όρος όλων των ιστορικών στοιχείων), συνδέονται με την σχέση:

y=a+b1·x1+b2·x2+….+bkxk                                                 (4.21)

Μετά από αρκετούς μαθηματικούς υπολογισμούς, σύμφωνα με την λογική με την οποία τους αναλύσαμε στην περίπτωση της Απλής Γραμμικής Παλινδρόμησης η σχέση 4.21 δημιουργεί το σύστημα εξισώσεων (Σ3) που φαίνεται παρακάτω:

c11b1+c12b2+…+c1kbk=c10

c21b1+c22b2+…+c2kbk=c20
………………………..

ck1b1+ck2b2+…+ckkbk=ck0                                                                                  (Σ3)

όπου τα  cjl  και cj0  δίνονται από τις σχέσεις 
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       (j=1,2,…,k)              (4.23)    

Η τιμή της μεταβλητής α δίνεται από την σχέση:
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4.5 Πρόβλεψη ζήτησης με χρήση Τεχνητών Νευρωνικών Δικτύων
Τα Τεχνητά Νευρωνικά Δίκτυα έχουν ευρεία εφαρμογή σε πραγματικά επιχειρηματικά προβλήματα. Καθώς τα Τεχνητά Νευρωνικά Δίκτυα είναι πολύ καλά στην αναγνώριση προτύπων και στην ανίχνευση των τάσεων σε δεδομένα, μπορούν να εφαρμοστούν με επιτυχία σε τομείς όπως:

· Πρόβλεψη ζήτησης

· Πρόβλεψη πωλήσεων

· Έλεγχος βιομηχανικών διεργασιών

· Έρευνα καταναλωτών

· Επαλήθευση δεδομένων

· Διαχείριση κινδύνου

· Εξειδικευμένο marketing
Συγκεκριμένα, τα Τεχνητά Νευρωνικά Δίκτυα αποτελούν ένα αρκετά εύχρηστο και αξιόπιστο εργαλείο στην πρόβλεψη ζήτησης γενικότερα. Η εφαρμογή των Τεχνητών Νευρωνικών Δικτύων στον τομέα αυτό των επιχειρήσεων δίνει άμεσες και ασφαλείς, στις περισσότερες περιπτώσεις, προβλέψεις και με αρκετά χαμηλό υπολογιστικό κόστος.
Η πρόβλεψη ζήτησης μέσω Τεχνητών Νευρωνικών Δικτύων προϋποθέτει την ανάπτυξη του κατάλληλου αλγορίθμου με βάση τα δεδομένα που εισάγονται στο σύστημα αλλά και την φύση των εξαγόμενων στοιχείων που απαιτούνται ως αποτελέσματα. 

Τα Τεχνητά Νευρωνικά Δίκτυα δίνουν την δυνατότητα να παρέχουν μεγάλη ποικιλία τρόπων επίλυσης πάνω στην πρόβλεψη ζήτησης γιατί είναι αρκετά ευέλικτα σε σχέση με άλλες υπολογιστικές μεθόδους. Ανάλογα, δηλαδή, με το πρόβλημα που έχει να αντιμετωπίσει κάποια εταιρία μπορεί να δημιουργήσει το κατάλληλο Νευρωνικό Δίκτυο και μέσω της δυνατότητας της εκπαίδευσης βάσει στατιστικών και ιστορικών δεδομένων, να παίρνει όλο και καλύτερα αποτελέσματα με βάσει τα νεότερα στοιχεία που εισάγονται στο σύστημα. 

Μεγάλο πλεονέκτημα, λοιπόν, σε σχέση με τις άλλες υπολογιστικές μεθόδους είναι το ότι τα Νευρωνικά Δίκτυα δεν παραμένουν στατικά αλλά λειτουργούν και μεταβάλλονται δυναμικά τόσο μέσα στον χρόνο όσο και από τον ρυθμό των νέων δεδομένων που εισάγονται σε αυτά. 

Επίσης, δεν απαιτείται από τον προγραμματιστή μεγάλη προσπάθεια στην σύνταξη του αλγορίθμου γιατί υπάρχουν στην αγορά πληθώρα εργαλείων που τα υλοποιούν με το λιγότερο δυνατό κόστος σε ανθρωποώρες. 

Τα Τεχνητά Νευρωνικά Δίκτυα έχουν επίσης την ικανότητα να ομαδοποιούν τα δεδομένα που τους εισάγονται ανάλογα με κοινά χαρακτηριστικά τους στοιχεία, να εκτελούν παράλληλες διαδικασίες, να αυτοοργανόνονται και να επαναχρησιμοποιούν όταν παραστεί αναγκαίο περασμένη και ήδη κεκτημένη γνώση από παλαιότερες εκπαιδεύσεις τους καθώς και να επαναπροσαρμόζονται με ευκολία όταν η φύση των δεδομένων αλλάζει.

Σημαντικό τους μειονέκτημα, ωστόσο, σε σχέση με τους υπόλοιπους αλγόριθμους πρόβλεψης είναι το γεγονός ότι ο χρήστης δεν μπορεί να ξέρει τι ακριβώς συμβαίνει μέσα σε ένα Νευρωνικό Δίκτυο όταν αυτό «εργάζεται» ώστε αν παρουσιαστεί κάποιο πρόβλημα να μπορεί να επέμβει. Τα Νευρωνικά Δίκτυα θα μπορούσε να τα παρομοιάσει κανείς με ένα «μαύρο κουτί» που ο χρήστης έχει την δυνατότητα να το επαναπροσδιορίσει και να το αλλάξει αν χρειαστεί όχι κατά την διάρκεια της εκτέλεσής τους αλλά μετά την προβολή των αποτελεσμάτων στην έξοδό τους.

Επίσης, μειονέκτημα των Τεχνητών Νευρωνικών Δικτύων αποτελεί κάποιες φορές ο χρόνος που απαιτείται για να εκπαιδευτούν, αλλά και η μνήμη που χρειάζονται για να εκτελέσουν τις πολύπλοκες λειτουργίες τους.

5. ΕΥΡΕΣΗ ΚΑΙ ΥΛΟΠΟΙΗΣΗ ΑΛΓΟΡΙΘΜΟΥ ΠΡΟΒΛΕΨΗΣ ΖΗΤΗΣΗΣ ΜΕ ΧΡΗΣΗ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ ΣΕ ΠΕΡΙΒΑΛΛΟΝ MATLAB
5.1 Εισαγωγή

Στον παρόν κεφάλαιο, αναλύεται ο τρόπος με τον οποίο σχεδιάστηκε ο αλγόριθμος πρόβλεψης ζήτησης για την εταιρίας Καζής Α.Ε. με χρήση των Τεχνητών Νευρωνικών Δικτύων. Ο αλγόριθμος επιλέχθηκε να υλοποιηθεί σε περιβάλλον Matlab γιατί προσφέρει ένα μεγάλο εύρος συναρτήσεων δημιουργίας Τεχνητών Νευρωνικών Δικτύων, από όπου μπορεί να επιλεγεί ο καταλληλότερος τρόπος δημιουργίας και υλοποίησης του Νευρωνικού Δικτύου, σύμφωνα με τα ιστορικά στοιχεία των πωλήσεων της εταιρίας Καζής Α.Ε. Τα ιστορικά στοιχεία αναφέρονται σε αριθμό τεμαχίων των προϊόντων ανά μήνα και δίνονται για τα προηγούμενα έξι χρόνια. 

Με βάση, λοιπόν, τα συγκεκριμένα ιστορικά στοιχεία  δοκιμάζονται διάφοροι αλγόριθμοι υλοποίησης νευρωνικών δικτύων, που περιγράφονται αναλυτικά στις επόμενες παραγράφους. Οι αλγόριθμοι αυτοί δημιουργούνται βάσει των αρχιτεκτονικών των Δικτύων Προώθησης με Ανάδραση (Backpropagation Feed-forward Networks) και βάσει των Δικτύων Ακτινικής Συνάρτησης Βάσης με Γενικευμένη Παλινδρόμηση (Generalized Regression Radial-basis Networks). Σ’ αυτές τις αρχιτεκτονικές έγιναν δοκιμές με διαφορετικές συναρτήσεις εκπαίδευσης των δικτύων μέχρι να ευρεθεί το καταλληλότερο δίκτυο πρόβλεψης, βάσει των στοιχείων που δόθηκαν. Αντικειμενικά κριτήρια για την εύρεση του καταλληλότερου αλγορίθμου ήταν ο χρόνος εκπαίδευσης του δικτύου και το μέσο τετραγωνικό σφάλμα της διαφοράς της πρόβλεψης από το διάνυσμα, το οποίο λειτουργεί σαν το διάνυσμα της επιθυμητής εξόδου κατά την διάρκεια της εκπαίδευσης  (mean average squared error). 

5.2 H Εταιρία

Η Εταιρεία Καζής Α.Ε. ιδρύθηκε το 1913 και, μετά από διάφορους μετασχηματισμούς, λειτουργεί σήμερα με τη μορφή Ανώνυμης Εταιρείας, κύριος μέτοχος της οποίας είναι ο Πρόεδρος του Διοικητικού Συμβουλίου και Διευθύνων Σύμβουλος.

Πρόκειται για μια βιομηχανία η οποία δραστηριοποιείται στην παραγωγή αντλιών και λεβήτων. Πέρα από την παρουσία της στην ελληνική αγορά, εξάγει περισσότερο από το 65% της παραγωγής της.

Η Εταιρεία διαθέτει δύο εργοστάσια στην Ελλάδα, στα οποία απαντώνται διάφορα είδη παραγωγικών εργασιών. 

Το πρώτο εργοστάσιο είναι ένα σύγχρονο Χυτήριο που παράγει χυτά διαφόρων προδιαγραφών από χυτοσίδηρο και ορείχαλκο. Τα χυτά αυτά χρησιμοποιούνται κυρίως ως πρώτες ύλες του δεύτερου εργοστασίου, ενώ άλλα (πχ. φρεάτια) διατίθενται στο εμπόριο και/ή σε τρίτους βιομηχανικούς πελάτες, οι οποίοι τα χρησιμοποιούν ως πρώτες ύλες των δικών τους προϊόντων.

Το Χυτήριο αποτελεί έναν από τους κυριότερους προμηθευτές του εργοστασίου.

Το εργοστάσιο, μετά από μηχανουργική κατεργασία των πρώτων υλών και συναρμολόγηση των εξαρτημάτων που προκύπτουν μαζί με υλικά του εμπορίου και εξαρτήματα που παράγονται από υποκατασκευαστές, παράγει κυρίως τρεις σειρές προϊόντων:

· Αντλίες διαφόρων τύπων και προδιαγραφών 

· Χυτοσιδηρούς Λέβητες Θερμάνσεως διαφόρων τύπων και προδιαγραφών

· Διάφορα άλλα προϊόντα μικρής σημασίας (όπως υδροληψίες, αντιπληγματικές βαλβίδες, αερεξαγωγούς, ζωστήρες, ζιμπώ, κ.λπ.)

Στο Χυτήριο η παραγωγική διαδικασία είναι «Ροής Υλικών» (Flow Shop) που διεξάγεται κατά μερίδες (Batch Production).

Στο δεύτερο εργοστάσιο απαντώνται οι ακόλουθοι δύο τύποι παραγωγικών διαδικασιών:

· Μηχανουργική κατεργασία

Το κύριο χαρακτηριστικό αυτού του τύπου παραγωγικής διαδικασίας είναι ότι κάθε προϊόν παράγεται από μία μοναδική πρώτη ύλη, ακολουθώντας μια σειρά κατεργασιών («φάσεις»). Κάθε φάση μπορεί να απαιτεί τη χρήση περισσότερων της μιας μηχανής (εργαλειομηχανή). 

· Συναρμολόγηση

Το κύριο χαρακτηριστικό αυτού του τύπου παραγωγής είναι ότι κάθε προϊόν παράγεται από περισσότερα συγκεκριμένα υλικά, είτε του εμπορίου είτε προϊόντα προηγούμενης παραγωγικής διαδικασίας. Ο αριθμός, το είδος και οι ποσότητες των υλικών καθορίζονται από τη «Συνταγή» (Bill of Materials). 

Λόγω της γεωγραφικής απόστασης και του σημαντικού χρόνου υστέρησης (lead time) κατά την εκτέλεση των παραγγελιών του εργοστασίου ως προς το Χυτήριο, το Χυτήριο έχει με το εργοστάσιο (και κυρίως με τη Μηχανουργική Κατεργασία) σχέση προμηθευτή προς πελάτη.

Σε ό,τι αφορά τον τρόπο διάθεσης των προϊόντων στην αγορά, διακρίνονται οι εξής περιπτώσεις:

· Παραγωγή Αποθέματος (Make to Stock): Η περίπτωση αυτή αφορά την παραγωγή τυποποιημένων προϊόντων, πχ. φρεάτια, τα οποία μετά την παραγωγή τους αποθηκεύονται ως απόθεμα και έπειτα διατίθενται στην αγορά

· Συναρμολόγηση κατά παραγγελία (Assembly to Order): Η περίπτωση αυτή αφορά την συναρμολόγηση τελικών προϊόντων, πχ. αντλίες, από βοηθητικά υλικά ή προϊόντα της προηγούμενης περίπτωσης, σύμφωνα με τις απαιτήσεις του πελάτη. 

· Παραγωγή κατά Παραγγελία (Make to Order): Η περίπτωση αυτή αφορά προϊόντα η παραγωγή των οποίων υπόκειται σε συγκεκριμένες προδιαγραφές που διατίθενται από τον πελάτη. Παραδείγματα τέτοιων προϊόντων είναι ειδικές αντλίες ή χυτά πελατών.

5.3 Η αρχιτεκτονική των Δικτύων Προώθησης με Ανάδραση (Backpropagation Feed-forward Networks) σε περιβάλλον MATLAB
Η ανάδραση στα Τεχνητά Νευρωνικά Δίκτυα στην Μatlab δημιουργήθηκε γενικεύοντας τον κανόνα εκμάθησης των Widrow-Hoff
 πάνω στα πολυστρωματικά Νευρωνικά Δίκτυα και στις μη-γραμμικές  διαφορίσιμες συναρτήσεις μεταφοράς. Tα διανύσματα εισόδου με τις αντίστοιχες επιθυμητές εξόδους τους (target output vector) χρησιμοποιούνται για την εκπαίδευση του δικτύου μέχρις ότου το δίκτυο να μπορέσει να εντοπίσει την συνάρτηση που αντιστοιχεί στα δεδομένα εκπαίδευσης ή να ταξινομήσει τα δεδομένα σε κλάσεις με τον τρόπο που υποδεικνύεται από τον χρήστη.

Η αρχιτεκτονική των  Δικτύων Προώθησης με Ανάδραση βασίζεται στην λογική της «βαθμωτής μεταβολής προς τα κάτω» (gradient descent algorithm), όπως συμβαίνει και με τον αλγόριθμο Widrow-Hoff. Ο όρος «ανάδραση» αναφέρεται στον τρόπο με τον οποίο υπολογίζεται αυτή η μεταβολή για μη γραμμικά πολυστρωματικά δίκτυα, καθώς κατά την εκπαίδευση το σφάλμα μεταξύ των διανυσμάτων εισόδου και της επιθυμητής εξόδου, υπολογίζεται και επιστρέφει «προς τα πίσω» στο δίκτυο έως ότου αυτό ελαχιστοποιείται. Στην Matlab υπάρχει ένας μεγάλος αριθμός διαφοροποιήσεων του αλγορίθμου της ανάδρασης που βασίζονται σε τυποποιημένες τεχνικές βελτιστοποίησης, όπως είναι η τεχνική της συζυγούς βαθμωτής μεταβολής και της μεθόδου quasi-Newton
. 

Τα Τεχνητά Νευρωνικά Δίκτυα  Προώθησης με Ανάδραση που είναι «σωστά» εκπαιδευμένα, δίνουν λογικές προβλέψεις όταν παρουσιάζονται σ' αυτά είσοδοι που δεν έχουν επεξεργαστεί ξανά στο παρελθόν. Τυπικά, μία καινούργια είσοδος που είναι κοντά στην τιμή με τις εισόδους με τις οποίες εκπαιδεύτηκε το δίκτυο θα δώσει το σωστό αποτέλεσμα. 

Στην Matlab υπάρχουν πολλοί διαφορετικοί τρόποι με τους οποίους μπορεί να υλοποιηθεί ένα Νευρωνικό Δίκτυο με ανάδραση. Ο απλούστερος τρόπος από αυτούς είναι εκείνος κατά τον οποίο η διαδικασία εκμάθησης του δικτύου επιτρέπει την μεταβολή των συναπτικών βαρών και των τιμών των πολώσεων (biases) του δικτύου   προς εκείνη την κατεύθυνση κατά την οποία η συνάρτηση απόδοσης σφάλματος (performance function, όπως θα αναφέρεται από εδώ και στο εξής) μειώνεται με μεγαλύτερο ρυθμό. Μία επανάληψη (iteration) του αλγορίθμου αυτού, φαίνεται στην παρακάτω σχέση:

            xk+1 = xk - ak·gk                                                       (5.1)

όπου: xk  είναι το διάνυσμα  των τρεχόντων τιμών συναπτικών βαρών και των πολώσεων του δικτύου,  gk  είναι η τρέχουσα τιμή της βαθμωτής μεταβολής (gradient, όπως θα αναφέρεται από εδώ και στο εξής) του δικτύου και ak είναι ο ρυθμός εκμάθησης (learning rate, όπως θα αναφέρεται από εδώ και στο εξής) του δικτύου. Ο παραπάνω αλγόριθμος χαρακτηρίζεται ως αλγόριθμος κατάβασης της βαθμωτής μεταβολής (gradient descent algorithm) και μπορεί να εκπαιδευτεί με δύο διαφορετικούς τρόπους: με την μέθοδο της σταδιακής ροής των δεδομένων εκπαίδευσης (incremental mode) και με την μέθοδο ροής των δεδομένων εκπαίδευσης με στοίβες (batch mode). Στην μέθοδο της σταδιακής ροής των δεδομένων η βαθμωτή μεταβολή και οι τιμές των συναπτικών βαρών και των πολώσεων του δικτύου υπολογίζονται μετά την εφαρμογή στο δίκτυο κάθε νέας εισόδου δεδομένων. Με την μέθοδο της ροής των δεδομένων σε δέσμη, όλες οι είσοδοι εφαρμόζονται εξαρχής στο δίκτυο και οι τιμές των συναπτικών βαρών και των πολώσεων, καθώς και της βαθμωτής μεταβολής, αλλάζουν μετά την εφαρμογή των εισόδων. 

Στην παράγραφο 2.10 της παρούσας εργασίας φαίνεται η μαθηματική ανάλυση του αλγορίθμου των Τεχνητών Νευρωνικών Δικτύων Προώθησης με ανάδραση. Πάνω σ’ αυτό το μαθηματικό υπόβαθρο, η Matlab «έχτισε» μία ολοκληρωμένη σειρά εργαλείων και συναρτήσεων προκειμένου να μπορούν οι χρήστες της να δημιουργήσουν τα επιθυμητά Νευρωνικά Δίκτυα με ανάδραση για τις εφαρμογές τους. Στο παρόν κεφάλαιο παρουσιάζονται αναλυτικά οι αναγκαίες δομικές συναρτήσεις της Matlab που χρησιμοποιούνται  για την δημιουργία  των Νευρωνικών Δικτύων με ανάδραση.

Συνάρτηση δημιουργίας δικτύου.

Το πρώτο βήμα για την εκπαίδευση ενός νευρωνικού δικτύου είναι η δημιουργία της οντότητας του δικτύου (network object, όπως θα καλείται από εδώ και στο εξής). Στην Matlab, η διαδικασία αυτή γίνεται καλώντας κάποια από τις τυποποιημένες συναρτήσεις  για τον σκοπό αυτό. Στην περίπτωση των νευρωνικών δικτύων με ανάδραση, οι πιο ευρέως χρησιμοποιούμενες τέτοιες συναρτήσεις είναι οι: newff, newcf, newelm. Oι συναρτήσεις αυτές παίρνουν σαν ορίσματα:  

· PR: πίνακας Rx2 διαστάσεων που περιέχει τις ελάχιστες και τις μέγιστες τιμές    των R διανυσμάτων εισόδου.

· [S1 S2 S3 … Sn]: έναν πίνακα που να περιέχει των αριθμό Si των νευρώνων κάθε στρώματος του δικτύου
· {ΤF1 TF2 TF3 … TFn}: εδώ δηλώνεται σε κάθε Tfi της προηγούμενης η συνάρτηση ενεργοποίησης (transfer function) για κάθε στρώμα (layer) του δικτύου.
·  BTF: εδώ δηλώνεται η συνάρτηση εκπαίδευσης του δικτύου με ανάδραση (backpropagation training function). (Ας σημειωθεί ότι οι συναρτήσεις που μπορούν να κληθούν για την εκπαίδευση του δικτύου, δηλαδή οι συναρτήσεις που μπορεί να πάρει σαν τιμή το όρισμα BTF, παίζουν καθοριστικό ρόλο στον τρόπο που θα γίνει η εκπαίδευση του δικτύου, αλλά και πόσο σωστά μπορεί να εκπαιδευτεί σύμφωνα με τα δεδομένα που του δίνει ο χρήστης).
· BLF: εδώ δηλώνεται η συνάρτηση εκμάθησης των συναπτικών βαρών και των πολώσεων του δικτύου με ανάδραση (backpropagation learning function). (Ας σημειωθεί ότι με την συνάρτηση αυτή δηλώνεται από τον χρήστη ο τρόπος με τον οποίο το δίκτυο «μαθαίνει» κατά την διάρκεια της εκπαίδευσης του).
· PF: εδώ δηλώνεται η συνάρτηση απόδοσης σφάλματος ή performance function που χρησιμοποιεί το δίκτυο κατά την διαδικασία της ανάδραση.
Συνάρτηση αρχικοποίησης των συναπτικών βαρών του δικτύου

Πριν ένα Νευρωνικό Δίκτυο εκπαιδευτεί, τα συναπτικά βάρη και οι πολώσεις του πρέπει να αρχικοποιηθούν. H συνάρτηση δημιουργίας του network object που επιλέγει ο χρήστης αρχικοποιεί τις τιμές των συναπτικών βαρών και των πολώσεων αυτόματα, αλλά κάποιες φορές κρίνεται σκόπιμο και πιο ασφαλές να κληθεί η συνάρτηση init της Matlab. Η συνάρτηση αυτή παίρνει σαν όρισμα το network object που δημιουργείται μέσω της κλήσης της συνάρτησης δημιουργίας δικτύου και επιστρέφει το ίδιο network object αλλά με αρχικοποιημένες τιμές συναπτικών βαρών και πολώσεων.

Συνάρτηση εκπαίδευσης 

Από την στιγμή που το δίκτυο έχει δημιουργηθεί και οι τιμές των συναπτικών βαρών και των πολώσεων έχουν αρχικοποιηθεί, το δίκτυο είναι έτοιμο για εκπαίδευση. Η διαδικασία της εκπαίδευσης απαιτεί ένα σύνολο παραδειγμάτων σωστής συμπεριφοράς του δικτύου, που δίνονται σε ζεύγη διανυσμάτων εισόδων και κατάλληλων εξόδων. Κατά την εκπαίδευση τα βάρη και οι πολώσεις του δικτύου αλλάζουν συνεχώς κατά την διάρκεια κάθε επανάληψης της διαδικασίας εκπαίδευσης, με σκοπό την μείωση της συνάρτησης σφάλματος (performance function). H προκαθορισμένη συνάρτηση απόδοσης σφάλματος (performance function) των Τεχνητών Νευρωνικών Δικτύων Προώθησης με ανάδραση είναι το μέσο τετραγωνικό σφάλμα (mean square error – mse), που είναι το μέσο τετραγωνικό σφάλμα της διαφοράς μεταξύ των διανυσμάτων εισόδου και των αντίστοιχων διανυσμάτων εξόδου. Υπάρχουν πολλοί διαφορετικοί αλγόριθμοι εκπαίδευσης ενός Τεχνητού Νευρωνικού Δικτύου Προώθησης με ανάδραση και ο αλγόριθμος που χρησιμοποιεί το εκάστοτε δίκτυο περνάει σαν όρισμα στην δήλωση της συνάρτησης δημιουργίας δικτύου. 

Συνάρτηση εξομοίωσης  

Η συνάρτηση εξομοίωσης καλείται αφού το δίκτυο έχει εκπαιδευτεί. Η κλήση της συνάρτηση εξομοίωσης γίνεται με την συνάρτηση sim της Matlab. Η συνάρτηση αυτή παίρνει σαν όρισμα ένα διάνυσμα εισόδου και το network object, που αντιπροσωπεύεται από το όνομά του που δίνεται σε αυτό κατά την δήλωσή του, και επιστρέφει την έξοδο του δικτύου. Το διάνυσμα εισόδου μπορεί να είναι είτε κάποιο διάνυσμα πάνω στο οποίο έχει εκπαιδευτεί το δίκτυο είτε ένα τελείως καινούριο για το δίκτυο δεδομένο.

5.4 Η αρχιτεκτονική των δικτύων Γενικευμένης Παλινδρόμησης (General Regression Neural Networks) σε περιβάλλον MATLAB

Ένα Τεχνητό Νευρωνικό Δίκτυο Γενικευμένης Παλινδρόμησης (GRNN – General Regression Neural Network) συνήθως χρησιμοποιείται για προσέγγιση συναρτήσεων. Αποτελείται από τρία στρώματα, με πρώτο το στρώμα εισόδου, κατόπιν ένα στρώμα συνάρτησης ακτινικής βάσης και από ένα ειδικά διαμορφωμένο γραμμικό στρώμα. Η λογική των GRNN δικτύων προσεγγίζεται αρκετά ικανοποιητικά από την παράγραφο 2.11 που αναφέρεται στα Τεχνητά Νευρωνικά Δίκτυα Ακτινικής Συνάρτησης Βάσης, με την διαφορά ότι στα GRNN δίκτυα υπάρχει ένα γραμμικό στρώμα. Η αρχιτεκτονική ενός GRNN δικτύου φαίνεται στο σχήμα 5.1:
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Σχήμα 5.1: Αρχιτεκτονική GRNN δικτύου

Στο σχήμα 5.1 με R συμβολίζεται ο αριθμός των στοιχείων του διανύσματος εισόδου και με Q ο αριθμός των νευρώνων του πρώτου στρώματος, ο αριθμός νευρώνων του δευτέρου στρώματος καθώς και ο αριθμός των ζευγών εισόδων-κατάλληλων εξόδων που χρησιμοποιούνται στην εκπαίδευση του δικτύου.

Στο σχήμα το κουτί με την συνάρτηση nprod (συνάρτηση κλήσης στην Matlab normprod) παράγει S
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στοιχεία στο διάνυσμα n
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. Kάθε στοιχείο προκύπτει ως το εσωτερικό γινόμενο ενός πίνακα-γραμμή LW
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 και του διανύσματος εισόδου, κανονικοποιημένο ως προς το άθροισμα όλων των στοιχείων του διανύσματος εισόδου.

Το δεύτερο στρώμα έχει τόσους νευρώνες, όσοι είναι και τα στοιχεία του διανύσματος εισόδου. Οι πολώσεις  του στρώματος αυτού καταχωρούνται σε ένα διάνυσμα στήλη  ως την τιμή 0.8326/SPREAD, όπου η τιμή της διασποράς SPREAD αποτελεί την απόσταση του διανύσματος εισόδου από το διάνυσμα συναπτικών βαρών κάθε νευρώνα. To δεύτερο στρώμα είναι ένα στρώμα ακτινικής συνάρτησης βάσης και λειτουργεί σύμφωνα με τις συναρτήσεις που περιγράφτηκαν στην παράγραφο 2.11. Τα συναπτικά βάρη κάθε νευρώνα είναι η απόσταση μεταξύ του διανύσματος εισόδου και του διανύσματος των συναπτικών βαρών, που υπολογίζονται μέσω της συνάρτησης dist
 της Matlab. H είσοδος κάθε νευρώνα είναι το αποτέλεσμα του εσωτερικού γινομένου του διανύσματος των συναπτικών βαρών με το διάνυσμα εισόδου, συμπεριλαμβανομένης και της τιμής της πολώσεως. Υπολογίζεται δε με την συνάρτηση netprod
 της Matlab. Η έξοδος κάθε νευρώνα υπολογίζεται με την συνάρτηση radbas
 της Matlab.

Το τρίτο στρώμα, τέλος, αποτελείται από τόσους νευρώνες όσοι είναι και ο αριθμός των στοιχείων του διανύσματος εισόδου.

Η δημιουργία του network object ενός GRNN δικτύου γίνεται με την κλήση της συνάρτησης της Matlab newgrnn, που παίρνει ως ορίσματα το διάνυσμα εισόδου και το διάνυσμα των κατάλληλων εξόδων (target output vector).

Η εξομοίωση στα GRNN δίκτυα γίνεται με την συνάρτηση sim της Matlab και τα ορίσματά της είναι το διάνυσμα εισόδου και το network object, που αντιπροσωπεύεται από το όνομά του που δίνεται σε αυτό κατά την δήλωσή του, και επιστρέφει την έξοδο του δικτύου. 

Υλοποίηση αλγορίθμων πρόβλεψης ζήτησης στο περιβάλλον MATLAB
Για την πρόβλεψη της ζήτησης στην παρούσα εργασία υλοποιήθηκαν αλγόριθμοι Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση και Τεχνητών Νευρωνικών Δικτύων Γενικευμένης Παλινδρόμησης, των οποίων η αρχιτεκτονική παρουσιάσθηκε στις παραγράφους 5.3 και 5.4 αντίστοιχα εν συντομία.

Δεδομένου ότι η υλοποίηση ενός νευρωνικού δικτύου δεν είναι μία μονοσήμαντη διαδικασία, αλλά αντίθετα υπάρχουν δεκάδες δυνατοί συνδυασμοί που μπορούν να χρησιμοποιηθούν για την επίλυση του ίδιου προβλήματος, υλοποιήθηκαν αρκετοί αλγόριθμοι και τα αποτελέσματά τους συγκρίθηκαν μεταξύ τους αλλά και με έναν πιο συμβατικό αλγόριθμο που υλοποιήθηκε με βάση την θεωρία της Γραμμικής Πολλαπλής Παλινδρόμησης (τα αποτελέσματα της υλοποίησης αυτής καθώς και ο κώδικας δίνονται αναλυτικά στο επόμενο κεφάλαιο).

Τα ιστορικά στοιχεία που αφορούν στην εξέλιξη των λεβητών από την εταιρία Καζής Α.Ε είναι διαθέσιμα για τους έξι προηγούμενους χρόνους, δηλαδή από το 1997 έως το 2002. Τα στοιχεία αυτά φαίνονται στον  πίνακα 5.1. Τα στοιχεία αναφέρονται σε τεμάχια ανά μήνα και το προϊόν είναι λέβητες θερμάνσεως.

	    Μήνας

Έτος
	Αυγ
	Σεπ
	Οκτ
	Νοεμ
	Δεκ
	Ιαν
	Φεβ
	Μαρ
	Απρ
	Μαϊ
	Ιουν
	Ιουλ

	1997-‘98
	100     
	100 
	90
	160
	200
	225
	275
	190
	190
	160
	150
	148

	1998-΄99
	103     
	98
	100
	168
	202
	250
	282
	202
	200
	170
	155
	150

	1999-΄00
	105 
	100 
	111 
	172 
	206 
	257 
	285 
	210 
	203 
	172 
	157 
	152

	2000-΄01
	107 
	113 
	116 
	177 
	212 
	262 
	287 
	211 
	200 
	182 
	158 
	155

	2001-΄02
	111 
	115 
	120 
	176 
	219 
	266 
	290 
	218 
	210 
	190 
	162 
	158

	2002-‘03
	113 
	114 
	122 
	181 
	210 
	257 
	292 
	220 
	215 
	192 
	164 
	162


Πίνακας 5.1: Ιστορικά στοιχεία εταιρίας Καζής Α.Ε. Οι αριθμοί είναι σε τεμάχια ανά μήνα και αφορούν λέβητες Θερμάνσεως που παράγει η εταιρία.

Από τα παραπάνω ιστορικά στοιχεία είναι σαφές ότι παρουσιάζεται μία διαχρονική τάση καθώς και μία εποχικότητα.

Η πρόβλεψη της ζήτησης που θα προκύψει από τους υλοποιηθέντες σε αυτή την εργασία αλγόριθμους και με βάση τα παραπάνω στοιχεία αφορά την πρόβλεψη για τις 12 επόμενες περιόδους, δηλαδή από τον Αύγουστο του 2003 έως τον Ιούλιο του 2004. 

Παρακάτω δίνονται αναλυτικά οι αλγόριθμοι που υλοποιήθηκαν, καθώς και τα βήματα που ακολουθήθηκαν μέχρι να ευρεθεί ο καταλληλότερος αλγόριθμος για το συγκεκριμένο πρόβλημα.

Υλοποίηση αλγορίθμου με συνάρτηση δημιουργίας δικτύου την newff (feed-forward backpropagation network)

Ο αλγόριθμος δημιουργίας και εκπαίδευσης ενός Τεχνητού νευρωνικού Δικτύου προώθησης με Ανάδραση με χρήση της συνάρτησης newff δίνεται από το παρακάτω πρόγραμμα σε Matlab:

ΑΛΓΟΡΙΘΜΟΣ 1

function nn_newff_traingd

%----------------------------------------------------------------------

O παρακάτω κώδικας δίνει ένα Τεχνητό Νευρωνικό Δίκτυο Προώθησης με Ανάδραση μέσω της newff.

%----------------------------------------------------------------------

a1 = [100 100 90 160 200 225 275 190 190 160 150 148];

a2 = [103 98 100 168 202 250 282 202 200 170 155 150];

a3 = [105 100 111 172 206 257 285 210 203 172 157 152];

a4 = [107 113 116 177 212 262 287 211 200 182 158 155];

a5 = [111 115 120 176 219 266 290 218 210 190 162 158];

a6 = [113 114 122 181 210 257 292 220 215 192 164 162];

%----------------------------------------------------------------------

Tα διανύσματα a1, a2, a3, a4, a5, a6 είναι τα ιστορικά στοιχεία που εισάγονται στο πρόγραμμα.

%----------------------------------------------------------------------

p1=[a1;a2;a3;a4];

p2=[a5;a5;a5;a5];

p=[a6;a6;a6;a6];

%----------------------------------------------------------------------

Tο p1 είναι το διάνυσμα εκπαίδευσης του δικτύου.Tο p2 μαζί με το διάνυσμα εισόδου a6 θα λειτουργήσουν ως σύνολο εκτιμησης (validation set),από όπου θα πάρουμε την τιμή mse2 για την εκτίμηση των αλγορίθμων.Το διάνυσμα p είναι το διάνυσμα για το οποίο δίνει αποτελέσματα το δίκτυο.Τα διανύσματα p, p1 και p2 δίνονται σε αυτή την μορφή γιατί η newff δημιουργεί δίκτυο που εκπαιδεύεται κατά στοίβες.
%----------------------------------------------------------------------

net=newff(minmax(p1), [1 48 1] ,{'tansig''tansig’'purelin'},’traingd', 'learngdm')

%----------------------------------------------------------------------

Δημιουργείται το δίκτυο με όνομα net μέσω της newff. Η εκπαίδευση του δικτύου θα γίνει μέσω της συνάρτησης traingd και η εκμάθηση του μέσω της learngdm.

%----------------------------------------------------------------------

net=init(net)

%----------------------------------------------------------------------

Aρχικοποίηση των συναπτικών βαρών και των πολώσεων μέσω της init(net)

%----------------------------------------------------------------------

net.trainParam.lr=0.01; 

%----------------------------------------------------------------------

Kαθορίζεται το learning rate (ρυθμός εκμάθησης) της learngdm
%----------------------------------------------------------------------

net.trainParam.show=10;

%----------------------------------------------------------------------

Aνά πόσες επαναλήψεις της διαδικασίας εκπαίδευσης φαίνεται το αποτέλεσμα στο Commant Window της Matlab.

%----------------------------------------------------------------------

net.trainParam.epochs=5000; 

%----------------------------------------------------------------------

O αριθμός των συνολικών επαναλήψεων της εκπαίδευσης του δικτύου.

%----------------------------------------------------------------------

net.trainParam.min_grad=1e-20;

%----------------------------------------------------------------------

Το κατώτατο όριο της κλίσης της performance function, gradient.

%----------------------------------------------------------------------

net.trainParam.goal=0.1;

%----------------------------------------------------------------------

Tο κατώτατο όριο της συνάρτησης performance function που εδώ είναι το mse.

%----------------------------------------------------------------------

net=train(net,p1,a5);
y1=sim(net,p1);

%----------------------------------------------------------------------

Εκπαίδευση του δικτύου μέσω της train πάνω στα p1(διάνυσμα εισόδου) και a5(διάνυσμα επιθυμητής εξόδου.Αποτελέσματα y πάνω στο διάνυσμα εκπαίδευσης του δικτύου.

%----------------------------------------------------------------------

e1=y-a5;

Perf1=mse(e1)

%----------------------------------------------------------------------

Μέσω τετραγωνικό σφάλμα μεταξύ του διανύσματος που προκύπτει από την γενίκευση πάνω στο διάνυσμα εκπαίδευσης και του διανύσματος επιθυμητών εξόδων κατά την εκπαίδευση a5.

%----------------------------------------------------------------------

y=sim(net,p2)

%----------------------------------------------------------------------

H φάση της γενίκευσης για το διάνυσμα εκτίμησης p2

%----------------------------------------------------------------------

Output1=sim(net,p)

%----------------------------------------------------------------------

Με την κλήση της sim παίρνουμε τα αποτελέσματα του δικτύου πάνω στο καινούριο διάνυσμα εισόδου.

%----------------------------------------------------------------------

e=y-a6;

perf=mse(e)

%----------------------------------------------------------------------

Υπολογισμός του τελικού mse. (To χρησιμοποιούμε για την σύγκριση των μεθόδων.
%----------------------------------------------------------------------

end.

H newff δημιουργεί ένα Τεχνητό Νευρωνικό Δίκτυο Προώθησης με Ανάδραση τριών στρωμάτων, με αριθμό νευρώνων (1,48,1) σε κάθε στρώμα αντίστοιχα, που χρησιμοποιεί σαν συνάρτηση εκπαίδευσης την traingd. Κατά την newff τα συναπτικά βάρη  υπολογίζονται μέσω του αλγορίθμου dotprod
 και την συνάρτηση netsum
 για τον υπολογισμό του αθροίσματος των εισόδων του δικτύου. Οι συναρτήσεις ενεργοποίησης των τριών στρωμάτων είναι οι tansig, tansig και purelin αντίστοιχα που η λειτουργία τους έχει επεξηγηθεί αναλυτικά στην παράγραφο 2.6.1. Το πρώτο στρώμα έχει συναπτικά βάρη που προέρχονται από την είσοδο, ενώ το επόμενο στρώμα έχει συναπτικά βάρη που προέρχονται από το προηγούμενο στρώμα και το κάθε στρώμα έχει την δικιά του τιμή πόλωσης. Το τελευταίο στρώμα είναι το στρώμα εξόδου και δεν έχει ούτε συναπτικά βάρη ούτε πόλωση. Tα ορίσματα της newff είναι: 

-ο πίνακας minmax(p1)που δίνει την μέγιστη και την ελάχιστη τιμή κάθε γραμμής του πίνακα p1 των εισόδων με τον οποίο εκπαιδεύεται το δίκτυο 

-ο πίνακας [1 48 1] που δίνει των αριθμό των νευρώνων στο πρώτο, δεύτερο και τρίτο στρώμα του δικτύου αντίστοιχα

-οι δηλώσεις των συναρτήσεων ενεργοποίησης για κάθε στρώμα αντίστοιχα που είναι η παράσταση {'tansig' 'tansig’ 'purelin'}

-η δήλωση της συνάρτησης εκπαίδευσης που εδώ είναι η traingd
-η δήλωση της συνάρτησης εκμάθησης που εδώ είναι η learngdm
Η συνάρτηση εκμάθησης στην  newff μπορεί να είναι είτε η learngd είτε η learngdm. Στην παρούσα εργασία χρησιμοποιείται η learngdm. Με την learngdm υπολογίζονται οι μεταβολές στα συναπτικά βάρη και στις πολώσεις κάθε νευρώνα σε συνάρτηση με τις εισόδους κάθε νευρώνα, την τιμή της performance function του νευρώνα, το ρυθμό εκμάθησης (learning rate) του δικτύου και μιας τιμής που συμβολίζει την ορμή στην μεταβολή των συναπτικών βαρών και των πολώσεων, το momentum, MC. Η σχέση με την οποία μεταβάλλονται τα συναπτικά βάρη και οι πολώσεις για κάθε νευρώνα με βάση την συνάρτηση εκμάθησης learngdm δίνεται από την παρακάτω σχέση:

dW = MC*dWprev + (1-MC)*lr*gW                        (5.2)

όπου dWprev είναι η προηγούμενη μεταβολή (δηλαδή η μεταβολή κατά την προηγούμενη επανάληψη) του συγκεκριμένου συναπτικού βάρους ή πόλωσης, η οποία αποθηκεύεται προσωρινά στην μεταβλητή LS (learning state variable) και διαβάζεται από εκεί κατά την επόμενη επανάληψη. H learngdm είναι προτιμότερη να χρησιμοποιηθεί από την learngd γιατί η παράμετρος momentum ΜC αγνοεί μικρές ασυνέχειες στην πορεία μεταβολής των βαρών και έτσι το δίκτυο «μαθαίνει» πιο γρήγορα. Η σχέση (5.2) εφαρμόζεται για κάθε συναπτικό βάρος και πόλωση κάθε νευρώνα. 

Η εκπαίδευση γίνεται με την traingd στον συγκεκριμένο αλγόριθμο. Η traindg εκπαιδεύει το σύστημα εφόσον τα συναπτικά βάρη και οι είσοδοι του δικτύου σε συνδυασμό με τις συναρτήσεις ενεργοποίησης είναι παραγωγίσιμες. Η traingd είναι μια συνάρτηση εκπαίδευσης με στοίβες δεδομένων (batch training). O αλγόριθμος που δίνει την παράγωγο της performance function perf σε συνάρτηση με τα συναπτικά βάρη και τις πολώσεις του δικτύου, δίνεται από την σχέση:

dX = lr * dperf/dX                                                  (5.3)  

Το dperf/dX είναι η παράγωγος της performance function ως προς την μεταβολή των συναπτικών βαρών dX και το lr συμβολίζει το ρυθμό εκμάθησης του δικτύου.

Ο αλγόριθμος εκπαίδευσης traingd σταματά όταν:

· Το δίκτυο κατά την διάρκεια της εκπαίδευσης φτάσει το μέγιστο αριθμό των επαναλήψεων (MAX_ EPOCHS  is reached).

· O μέγιστος χρόνος εκπαίδευσης υπερβεί το όριο MAX_TIME που έχει δοθεί από τον χρήστη (στην περίπτωση του συγκεκριμένου αλγορίθμου το MAX_TIME είναι απεριόριστο και θέτεται από την Matlab ως inf).

· H κλίση της performance function πέφτει κάτω από την τιμή min_grad, που δηλώνεται από τον χρήστη με την εντολή  net.trainParam.min_grad.
Με την συγκεκριμένη συνάρτηση εκμάθησης, η έξοδος στο σύστημα  είναι το διάνυσμα 

Οutput1 = [111.6195  111.9525  115.2913  172.4228  215.7985  220.1565  289.1606 218.5059  217.6971  184.5710  163.3452  161.5778 ]    
To μέσο τετραγωνικό σφάλμα μεταξύ του διανύσματος που προκύπτει από την φάση της γενίκευσης πάνω στο διάνυσμα εκτίμησης p2 και του διανύσματος επιθυμητών εξόδων, για το σύνολο εκτίμησης, a6, είναι: 
mse1 = 121.7253  

Το σύστημα δεν κατόρθωσε να φτάσει στο στόχο της η performance function (συνάρτηση απόδοσης σφάλματος) και τερμάτισε μετά από 5000 επαναλήψεις. Τόσο ο αριθμός των επαναλήψεων όσο και η τιμή του mse δηλώνουν ότι ο συγκεκριμένος αλγόριθμος δεν εκπαιδεύει επαρκώς το δίκτυο.

Δοκιμάζουμε τον παραπάνω αλγόριθμο αλλάζοντας την traingd με την traingdm.

- Traingdm 

Ο αλγόριθμος traingdm είναι ένας ακόμα αλγόριθμος εκπαίδευσης Τεχνητών Νευρωνικών Δικτύων με Ανάδραση που εκπαιδεύει με βάση τις στοίβες δεδομένων (batch training). Σε σχέση με τον traingd αλγόριθμο εκπαίδευσης, που έχει ήδη αναλυθεί και υλοποιηθεί, περιέχει μία ακόμα παράμετρο που τον κάνει να εκπαιδεύει το σύστημα πιο σύντομα από ότι ο traingd. Η παράμετρος αυτή εκφράζει την ορμή με την οποία μεταβάλλονται τα συναπτικά βάρη και οι πολώσεις του δικτύου και ονομάζεται με τον λατινικό όρο momentum. Το momentum επιτρέπει στο δίκτυο να αντιδρά  όχι μόνο στην μεταβολή της κλίσης gradient αλλά και σε προσωρινές τάσεις (αυξήσεις ή μειώσεις) που μπορεί να παρουσιάζουν οι τιμές της συνάρτησης σφάλματος για κάθε επανάληψη. Το momentum δρα σαν βαθυπερατό φίλτρο και επιτρέπει στο δίκτυο να αγνοεί κάποιες μικρές ασυνέχειες στις τιμές της συνάρτησης σφάλματος.

Ο αλγόριθμος που υλοποιείται σ’ αυτήν την περίπτωση είναι ο ίδιος με τον αλγόριθμο 1, μόνο που μεταβάλλεται το όρισμα της συνάρτησης εκπαίδευσης του δικτύου στην συνάρτηση δημιουργίας δικτύου.

ΑΛΓΟΡΙΘΜΟΣ 2

function  nn_newff_traingdm 

….

….

net=newff(minmax(p1), [1 48 1] ,{'tansig''tansig’'purelin'},’traingdm', 'learngdm')

net.trainParam.mc=0.9;

….
Output2=sim(net,p)

….

end
Η σχέση που δίνει εδώ την παράγωγο της performance function σε συνάρτηση με τα συναπτικά βάρη και τις πολώσεις του δικτύου, δίνεται από την σχέση:

dX = mc*dXprev + lr*mc*dperf/dX                                       (5.4)

To dXprev συμβολίζει την μεταβολή που συνέβη στα συναπτικά βάρη και στις πολώσεις του δικτύου κατά την προηγούμενη επανάληψη.

Tο mc είναι η τιμή της παραμέτρου momentum η οποία δίνεται από τον χρήστη μέσω της δήλωσης  net.trainParam.mc και η προκαθορισμένη από το σύστημα τιμή της mc είναι 0.9 και παίρνει πραγματικές τιμές. Στην παρούσα υλοποίηση το mc δόθηκε με την προκαθορισμένη από την Matlab τιμή της, καθώς μικρότερο momentum θα αντιστοιχούσε σε επιβράδυνση της διαδικασίας εκπαίδευσης, ενώ μεγαλύτερο momentum είναι επισφαλές για την σωστή εκπαίδευση του δικτύου, αφού ο αριθμός των ιστορικών στοιχείων τα οποία εφαρμόζονται στη παρούσα διαδικασία είναι μικρός.

Ο αλγόριθμος εκπαίδευσης traingdm σταματά όταν:

· Το δίκτυο κατά την διάρκεια της εκπαίδευσης φτάσει το μέγιστο αριθμό των επαναλήψεων (MAX_ EPOCHS  is reached).

· O μέγιστος χρόνος εκπαίδευσης υπερβεί το όριο MAX_TIME που έχει δοθεί από τον χρήστη (στην περίπτωση του συγκεκριμένου αλγορίθμου το MAX_TIME είναι απεριόριστο και θέτεται από την Matlab ως inf).

· H κλίση της performance function πέφτει κάτω από την τιμή min_grad, που δηλώνεται από τον χρήστη με την εντολή  net.trainParam.min_grad.
Το διάνυσμα εξόδου που πήραμε από την υλοποίηση του αλγορίθμου 2 είναι:

Output2 = [123.1686  124.1225  131.7563  188.2788  216.2387  261.4898  294.9864 225.8877 221.0637  198.8742  171.9414  170.0225]

To μέσο τετραγωνικό σφάλμα μεταξύ του διανύσματος που προκύπτει από την φάση της γενίκευσης πάνω στο διάνυσμα εκτίμησης p2 και του διανύσματος επιθυμητών εξόδων, για το σύνολο εκτίμησης, a6, είναι: 
 mse2 = 77.3652

Το mse2 είναι σημαντικά μικρότερο από το mse1, αλλά  το γεγονός ότι ο αριθμός των επαναλήψεων είναι 3678 μέχρι η performance function (συνάρτηση απόδοσης σφάλματος) να βρει τον στόχο της, οδήγησε στην αναζήτηση ενός καλύτερου αλγορίθμου υλοποίησης.

5.4.1 Υλοποίηση  αλγορίθμου με συνάρτηση δημιουργίας δικτύου την newcf (cascade-forward backpropagation network)

Η συνάρτηση newcf έχει μία σημαντική διαφορά σε σχέση με την συνάρτηση newff που εξετάστηκε στην προηγούμενη παράγραφο. Τα συναπτικά βάρη κάθε στρώματος, εκτός του πρώτου, προέρχονται όχι μόνο από το προηγούμενο από αυτό στρώμα αλλά είναι ένας συνδυασμός των συναπτικών βαρών όλων των προηγούμενων στρωμάτων από αυτό. Η διαφοροποίηση αυτή σε σχέση με την newff συνάρτηση μπορεί να καθιστά πολυπλοκότερους τους υπολογισμούς των συναπτικών βαρών, αλλά δίνει στο δίκτυο το πλεονέκτημα να χρησιμοποιεί για τον υπολογισμό των συναπτικών βαρών κάθε νευρώνα όλες τις προηγούμενες αλλαγές στους νευρώνες του δικτύου και με τον τρόπο αυτό να γίνεται πιο αξιόπιστη η εκμάθηση.

Ο αλγόριθμος της newcf έχει ακριβώς την ίδια δομή με τον αλγόριθμο1 (της newff) μόνο που αλλάζει η συνάρτηση δημιουργίας δικτύου (από newff γίνεται newcf) και η συνάρτηση εκπαίδευσης του δικτύου.

ΑΛΓΟΡΙΘΜΟΣ 3

function  nn_newcf_traingdx 

….

….

net=newcf(minmax(p1), [1 48 1] ,{'tansig''tansig’'purelin'},’traingdx', 'learngdm')

net.trainParam.lr_inc=1.05; 

net.trainParam.lr_dec= 0.7; 

net.trainParam.max_fail= 10;

net.trainParam.max_perf_inc=1.04;

net.trainParam.mc=0.9;

….
Output3=sim(net,p)

….

….

end
Με τον αλγόριθμο traingdx μπορεί να εκπαιδευτεί οποιοδήποτε δίκτυο όσο η σχέση που προκύπτει από τα συναπτικά βάρη, την είσοδο του δικτύου και τις συναρτήσεις ενεργοποίησης κάθε στρώματος είναι παραγωγίσιμη. Η ανάδραση συνίσταται στον υπολογισμό της παραγώγου της performance function σε συνάρτηση με τα συναπτικά βάρη και τις πολώσεις X. Κάθε μεταβλητή μεταβάλλεται σύμφωνα με τον αλγόριθμο με momentum που εξετάστηκε στην προηγούμενη παράγραφο και δίνεται από την σχέση:

   dX = mc*dXprev + lr*mc*dperf/dX                          (5.5)

Η σχέση (5.5) είναι η ίδια με την σχέση (5.4). Η διαφορά του αλγορίθμου της traingdx από την traingdm έγκειται στο γεγονός ότι, εάν σε κάθε επανάληψη η τιμή της performance function μειώνεται για να προσεγγίσει την τιμή του «στόχου» net.trainParam.goal που έχει δοθεί από τον χρήστη, τότε ο ρυθμός εκμάθησης του δικτύου lr (learning rate) αυξάνεται κατά την ποσότητα lr_inc. Εάν η τιμή της performance function για κάποια επανάληψη αυξάνεται περισσότερο από τον παράγοντα max_perf_inc, ο ρυθμός εκμάθησης lr ρυθμίζεται από τον παράγοντα  lr_dec (ο παράγοντας αυτός ελαττώνει τον ρυθμό εκμάθησης) και η μεταβολή η οποία θα αύξανε την τιμή της performance function δεν συμβαίνει. Με άλλα λόγια, με τον αλγόριθμο traingdx προλαμβάνεται η μη σωστή εκπαίδευση του δικτύου, έτσι ώστε, όταν η τιμή της performance function αυξηθεί περισσότερες φορές από τον παράγοντα  net.trainParam.max_fail από την τελευταία φορά που ελαττώθηκε, η εκπαίδευση του δικτύου να διακόπτεται. Έτσι, μπορεί να μην εκπαιδευτεί πλήρως το δίκτυο αλλά έστω και με ελλιπή εκπαίδευση το δίκτυο με την traingdx θα δώσει κατά το δυνατόν σωστά τοποθετημένα αποτελέσματα και εάν στο μέλλον εισαχθούν στο δίκτυο περισσότερα δεδομένα για εκπαίδευση, δηλαδή περισσότερα ιστορικά στοιχεία, το δίκτυο θα μπορεί πιθανότατα να εκπαιδευτεί κατάλληλα.

Η εκπαίδευση σταματά όταν επίσης όταν συμβεί ένα από τα παρακάτω:

· Το δίκτυο κατά την διάρκεια της εκπαίδευσης φτάσει το μέγιστο αριθμό των επαναλήψεων (MAX_ EPOCHS  is reached).

· O μέγιστος χρόνος εκπαίδευσης υπερβεί το όριο MAX_TIME που έχει δοθεί από τον χρήστη (στην περίπτωση του συγκεκριμένου αλγορίθμου το MAX_TIME είναι απεριόριστο και θέτεται από την Matlab ως inf).

· H κλίση της performance function πέφτει κάτω από την τιμή min_grad, που δηλώνεται από τον χρήστη με την εντολή  net.trainParam.min_grad.
Η έξοδος που δίνει ο αλγόριθμος 3 μετά την εκπαίδευση είναι:

Output3 = [118.9555  119.9323  127.7497  186.2005  216.1825  261.9304  295.6892 226.1270   221.1841   197.6149   169.0503   167.0616]

To μέσο τετραγωνικό σφάλμα μεταξύ του διανύσματος που προκύπτει από την φάση της γενίκευσης πάνω στο διάνυσμα εκτίμησης p2 και του διανύσματος επιθυμητών εξόδων, για το σύνολο εκτίμησης, a6, είναι: 
mse3 = 57.9223

To δίκτυο εκπαιδεύεται μέχρι που φτάνει το MAX_ EPOCHS που είναι 5000 στην περίπτωση του αλγορίθμου 3. Δηλαδή, δεν επιτυγχάνεται κατά την διάρκεια της εκπαίδευσης η επιθυμητή τιμή της performance function που είναι από την τιμή net.trainParam.goal=1e-5.
Η εκπαίδευση με την traingdx του δικτύου ενώ δίνει αρκετά σωστά αποτελέσματα στην έξοδο, η εκπαίδευση κρατάει αρκετά μεγάλο χρονικό διάστημα. Για το λόγο αυτό αλλάζουμε την συνάρτηση εκπαίδευσης από traingdx σε trainlm.

-Τrainlm
Η trainlm είναι ένας αρκετά γρήγορος αλγόριθμος εκπαίδευσης. Αυτό συμβαίνει γιατί τα υπολογιζόμενα συναπτικά βάρη και πολώσεις που προκύπτουν από τον αλγόριθμο αυτό υπολογίζονται μέσω του αλγορίθμου  Levenberg-Marquardt
.

ΑΛΓΟΡΙΘΜΟΣ 4

function  nn_newcf_trainlm 

….

….

net=newcf(minmax(p1), [1 48 1] ,{'tansig''tansig’'purelin'},’trainlm', 'learngdm')

net.trainParam.max_fail=5;  

net.trainParam.mem_reduc=1;

net.trainParam.mu_inc=10; 

net.trainParam.mu_dec= 0.1; 

net.trainParam.mu_max=1e+010; 

 ….

Output4=sim(net,p)

 ….

                                                                      ….
end
H trainlm μπορεί να εκπαιδεύσει ένα δίκτυο όσο η σχέση που προκύπτει από τα συναπτικά βάρη, την είσοδο του δικτύου και τις συναρτήσεις ενεργοποίησης κάθε στρώματος είναι παραγωγίσιμη. Η ανάδραση συνίσταται στον υπολογισμό του Ιακωμβιανού πίνακα  της performance function συναρτήσει των συναπτικών βαρών και των πολώσεων X. Κάθε μεταβλητή ρυθμίζεται με βάση τον αλγόριθμο  Levenberg-Marquardt:

jj = jX * jX

je = jX * E

dX = -(jj+I*mu)
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όπου I είναι ο μοναδιαίος πίνακας, jX είναι ο Ιακωμβιανός
 πίνακας των συναπτικών βαρών και των πολώσεων, je είναι ο Ιακωμβιανός πίνακας της performance function, δηλαδή της συνάρτησης σφάλματος, Ε είναι ο πίνακας όλων των σφαλμάτων, mu είναι η παράμετρος που εκφράζει την προσαρμοστικότητα του δικτύου (η τιμή της mu επιστρέφεται από το δίκτυο μόλις αρχίσει η εκπαίδευσή του)  και dX o πίνακας της μεταβολής των συναπτικών βαρών και των πολώσεων. Η mu αυξάνεται κατά τον παράγοντα mu_inc μέχρι η αλλαγή των αποτελεσμάτων των σχέσεων (5.6) να οδηγήσει σε μειωμένη τιμή της performance function. Μετά την αλλαγή στα συναπτικά βάρη και τις πολώσεις του δικτύου, η τιμή mu ελαττώνεται κατά τον παράγοντα mu_dec. H παράμετρος  mem_reduc δηλώνει πως θα χρησιμοποιηθεί η μνήμη και η ταχύτητα του υπολογιστή για τον υπολογισμό του Ιακομβιανού πίνακα  jX. Εάν η παράμετρος mem_reduc είναι ίση με 1, τότε η εκπαίδευση με τον αλγόριθμο trainlm γίνεται με την μεγαλύτερη ταχύτητα αλλά η εκτέλεση του αλγορίθμου μπορεί να απαιτεί τότε πάρα πολύ μνήμη. Αυξάνοντας το mem_reduc από 1 σε 2 η απαίτηση σε μνήμη μειώνεται στο μισό αλλά ελαττώνεται και η ταχύτητα της εκπαίδευσης. Όσο πιο μεγάλη τιμή δίνεται από τον χρήστη στη παράμετρο mem_reduc τόσο λιγότερη μνήμη απαιτείται από το σύστημα αλλά και τόσο περισσότερο μεγαλώνει ο χρόνος εκπαίδευσης.

Η διαδικασία της εκπαίδευσης σταματά όταν:

· Το δίκτυο κατά την διάρκεια της εκπαίδευσης φτάσει το μέγιστο αριθμό των επαναλήψεων (MAX_ EPOCHS  is reached).

· O μέγιστος χρόνος εκπαίδευσης υπερβεί το όριο MAX_TIME που έχει δοθεί από τον χρήστη (στην περίπτωση του συγκεκριμένου αλγορίθμου το MAX_TIME είναι απεριόριστο και θέτεται από την Matlab ως inf).

· Η τιμή του momentum mu υπερβεί τον παράγοντα MU_MAX
· H κλίση της performance function πέφτει κάτω από την τιμή min_grad, που δηλώνεται από τον χρήστη με την εντολή  net.trainParam.min_grad.
Tα αποτελέσματα του αλγόριθμου 4 είναι:

Output4 = [117.9016  118.9032  126.9149  186.0031  215.0678  262.2053  297.3228 225.0942  220.0807  197.0255  168.9736  166.9705]

Το mse είναι:

mse4 = 54.8885

Mε την trainlm η τιμή του σφάλματος mse έπεσε αισθητά σε σχέση με την τιμή του σφάλματος που δίνει η traingdx. Παρόλο που ο χρόνος εκπαίδευσης του δικτύου με την trainlm ήταν μικρότερος από εκείνον όλων των προηγούμενων αλγορίθμων, ο αριθμός των επαναλήψεων είναι και εδώ 5000 και η εκπαίδευση σταμάτησε πρώτου η performance function φτάσει στην επιθυμητή τιμή. 

5.4.1.1 Κανονικοποίση κατά την φάση της γενίκευσης (Regularization over generalization)

Ένα πρόβλημα που εγείρεται συχνά στους αλγόριθμους των Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση είναι εκείνο της σωστής φάσης γενίκευσης (generalization) του αλγορίθμου. Η φάση της γενίκευσης συμβαίνει κατά την τελική φάση του αλγορίθμου, όπου το δίκτυο έχει εκπαιδευτεί πάνω σε ένα σύνολο διανυσμάτων εισόδων-επιθυμητών εξόδων και το εκπαιδευμένο πλέον δίκτυο καλείται να δώσει αποτελέσματα για κάποια άγνωστη είσοδος. Στην Matlab η φάση της γενίκευσης γίνεται με την κλήση της συνάρτησης sim. Πολλές φορές, παρά το γεγονός ότι το δίκτυο έχει εκπαιδευτεί σωστά (δηλαδή η performance function έχει πάρει πολλή μικρή τιμή κατά την διάρκεια της εκπαίδευσης), δεν έχει μάθει να ανταποκρίνεται σωστά  σε νέες σε αυτό εισόδους. Στο παρόν κεφάλαιο εξετάζονται δύο διαφορετικοί τρόποι ώστε να αποφευχθεί η κατάσταση που αναφέρεται παραπάνω και η διαδικασία αυτή ονομάζεται κανονικοποίηση (Regularization).

-Κανονικοποίηση με χρήση ως performance function κατά την εκπαίδευση την msereg
Η performance function που χρησιμοποιείται συνήθως για την εκπαίδευση Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση είναι η συνάρτηση μέσου τετραγωνικού σφάλματος (mean squared error) ή mse εν συντομία. Στους αλγόριθμους 1 έως 4 η performance function ήταν το mse. Ο τύπος που δίνει το mse είναι:

mse = 1/N · 
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όπου ei είναι η διαφορά μεταξύ του διανύσματος εισόδου κατά την εκπαίδευση pi και του διανύσματος επιθυμητής εξόδου ti.

Eίναι πιθανόν να βελτιωθεί η φάση της γενίκευσης (generalization) εάν αντικαταστήσουμε την performance function με μία νέα που ονομάζεται msereg και προκύπτει από την mse και την msw που είναι η συνάρτηση του μέσου τετραγωνικού αθροίσματος των συναπτικών βαρών και των πολώσεων του δικτύου. Η συνάρτηση αυτή δίνεται από την παρακάτω σχέση:

msereg = γ·mse + (1 – γ)·msw                              (5.8)

όπου το γ είναι η κλίση ratio της msereg.

όπου το msw δίνεται από τον τύπο:

msw = 1/n·
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όπου wj είναι τα συναπτικά βάρη και οι πολώσεις του δικτύου.

Χρησιμοποιώντας την msereg ως performance function τα συναπτικά βάρη και οι πολώσεις του δικτύου θα είναι μικρότερα και το δίκτυο θα αντιδρά ομαλότερα στις νέες σε αυτό εισόδους.

Ο παρακάτω αλγόριθμος είναι ένας βελτιωμένος αλγόριθμος με συνάρτηση εκπαίδευσης την trainlm. Eίναι όμοιος με τον αλγόριθμο 4 και η μόνη διαφορά τους έγκειται στις δηλώσεις της performance function και της τιμής του ratio, που παίρνει τιμές στο διάστημα [0,1].

ΑΛΓΟΡΙΘΜΟΣ 5

function nn_newcf_trainlm_msereg

….

….

net=newcf(minmax(p1), [1 48 1] ,{'tansig''tansig’'purelin'},’trainlm', 'learngdm')

….

net.performFcn='msereg';
net.performParam.ratio=0.5;
….

Output5=sim(net,p)

….

end
Στον αλγόριθμο 5 το ratio της msereg είναι ίσο με 0,5 που, όπως φαίνεται και από την σχέση (5.8), σημαίνει ότι η συνάρτηση msw των συναπτικών βαρών και των πολώσεων και η mse (το μέσο τετραγωνικό σφάλμα της εισόδου και της επιθυμητής εξόδου) ευθύνονται εξίσου για την τιμή της msereg. Μικρότερη τιμή του ratio σημαίνει μεγαλύτερη βαρύτητα της msw σε σχέση με την mse και άρα μικρότερη μεταβολή στα συναπτικά βάρη και στις πολώσεις ενώ μεγαλύτερο ratio σημαίνει μεγαλύτερη βαρύτητα στην τιμή της mse και μεγαλύτερη μεταβολή στις τιμές των συναπτικών βαρών και των πολώσεων.

Το διάνυσμα εξόδου που προκύπτει από τον αλγόριθμο 5 είναι:

Output5 = [117.2812  118.2863  126.3334  185.9213  215.1843  262.3220  297.2300 225.2448  220.2167  197.0340  168.7319  166.7094]

To μέσο τετραγωνικό σφάλμα μεταξύ του διανύσματος που προκύπτει από την φάση της γενίκευσης πάνω στο διάνυσμα εκτίμησης p2 και του διανύσματος επιθυμητών εξόδων, για το σύνολο εκτίμησης, a6, είναι: 
mse5 = 42.6929

Στην trainlm με performance function την msereg παρουσιάζεται βελτίωση ως προς την τελική τιμή της mse σε σχέση με την συνάρτηση trainlm με mse και ο αριθμός των επαναλήψεων είναι μικρότερος και ίσος με 4002 επαναλήψεις.

-Aυτόματη κανονικοποίηση με χρήση της συνάρτησης εκπαίδευσης traindr 

Σε αρκετές περιπτώσεις  είναι επιθυμητό να καθορίζονται οι καταλληλότερες παράμετροι για την κανονικοποίηση αυτόματα, έτσι ώστε μία  λάθος  εκτίμηση των παραγόντων αυτών από τον χρήστη να μην έχει καμία επίδραση στην εκπαίδευση του δικτύου (για παράδειγμα, ο χρήστης καθορίζει την παράμετρο ratio της συνάρτησης msereg που αναλύθηκε στην προηγούμενη παράγραφο). Μία προσέγγιση της αυτόματης διαδικασίας αυτόματου καθορισμού των παραμέτρων κανονικοποίησης γίνεται με την συνάρτηση εκπαίδευσης των Tεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση trainbr και ακολουθεί το πρότυπο της κατανομής Bayesian . Στην περίπτωση αυτή τα συναπτικά βάρη και οι πολώσεις του δικτύου ορίζονται σαν τυχαίες μεταβλητές με καθορισμένες κατανομές και οι παράμετροι κανονικοποίησης του δικτύου σχετίζονται με τις διακυμάνσεις των κατανομών αυτών. Στην περίπτωση αυτή οι παράμετροι κανονικοποίησης εκτιμούνται μέσω στατιστικών τεχνικών.

Ο αλγόριθμος που υλοποιείται σε αυτή την περίπτωση είναι ο ακόλουθος:

ΑΛΓΟΡΙΘΜΟΣ 6

function nn_newcf_trainbr

a1 = [100 100 90 160 200 225 275 190 190 160 150 148];

a2 = [103 98 100 168 202 250 282 202 200 170 155 150];

a3 = [105 100 111 172 206 257 285 210 203 172 157 152];

a4 = [107 113 116 177 212 262 287 211 200 182 158 155];

a5 = [111 115 120 176 219 266 290 218 210 190 162 158];

a6 = [113 114 122 181 210 257 292 220 215 192 164 162];

p1=[a1;a2;a3;a4];

p2=[a5;a5;a5;a5];

p=[a6;a6;a6;a6];

net = newcf(minmax(p1),[1 48 1],{'tansig' 'tansig' 'purelin'}, 'trainbr','learngdm')

net=init(net)

net.trainParam.lr=0.01;

net.trainParam.show=10;

net.trainParam.epochs=5000;      

net.trainParam.min_grad=1e-20;

net.trainParam.mu_max=1e+30;

net=train(net,p1,a5);

y6=sim(net,p1);

perf1=mse(y6-a5)

Output6=sim(net,p)

y=sim(net,p2);

e=y2-a6;

perf=mse(e)

end
Η κατανομή Bayesian ελαχιστοποιεί έναν γραμμικό συνδυασμό των τετραγωνικών σφαλμάτων και των συναπτικών βαρών. Επίσης, κατά την διάρκεια της εκπαίδευσης, ο γραμμικός αυτός συνδυασμός ελαχιστοποιείται κατά τέτοιον τρόπο ώστε στο τέλος της εκπαίδευσης το δίκτυο να δίνει κανονικοποιημένα αποτελέσματα στην φάση της γενίκευσης. Η κανονικοποίηση κατά Bayesian συμβαίνει μέσω του αλγόριθμου Levenberg-Marquardt.  Η ανάδραση συνίσταται στον υπολογισμό του Ιακωμβιανού πίνακα  της performance function συναρτήσει των συναπτικών βαρών και των πολώσεων X. Κάθε μεταβλητή ρυθμίζεται με βάση τον αλγόριθμο  Levenberg-Marquardt:

jj = jX * jX

je = jX * E

dX = -(jj+I*mu)
[image: image125.wmf]1
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 / je                            (5.10) 
όπου I είναι ο μοναδιαίος πίνακας, jX είναι ο Ιακομβιανός πίνακας των συναπτικών βαρών και των πολώσεων, je είναι ο Ιακομβιανός πίνακας της performance function, δηλαδή της συνάρτησης σφάλματος, Ε είναι ο πίνακας όλων των σφαλμάτων, mu είναι η παράμετρος που εκφράζει την προσαρμοστικότητα του δικτύου (η τιμή της mu επιστρέφεται από το δίκτυο μόλις αρχίσει η εκπαίδευσή του)  και dX o πίνακας της μεταβολής των συναπτικών βαρών και των πολώσεων. Οι σχέσεις (5.10) είναι οι ίδιες με τις σχέσεις (5.6).

Ένα βασικό χαρακτηριστικό του αλγορίθμου trainbr ότι μπορεί να παρέχει ένα μέτρο για το πόσες παράμετροι (συναπτικά βάρη και πολώσεις) του δικτύου χρησιμοποιούνται αποτελεσματικά από το δίκτυο. Ο αριθμός των παραμέτρων που χρησιμοποιεί το δίκτυο πρέπει να παραμένει το ίδιο ανεξάρτητα από το πόσο μεγάλο μπορεί να γίνει το δίκτυο. Με άλλα λόγια τα συναπτικά βάρη και οι πολώσεις που χρησιμεύουν για τον υπολογισμό του δικτύου εξαρτώνται μόνο από τα ιστορικά στοιχεία που δίνονται στο δίκτυο για την εκπαίδευσή του. Όσο μεγαλύτερος είναι ο όγκος των ιστορικών στοιχείων τόσο μεγαλύτερος είναι ο αριθμός των παραμέτρων που χρησιμοποιούνται. 

Η εκπαίδευση του δικτύου διακόπτεται όταν:

· Το δίκτυο κατά την διάρκεια της εκπαίδευσης φτάσει το μέγιστο αριθμό των επαναλήψεων (MAX_ EPOCHS  is reached).

· O μέγιστος χρόνος εκπαίδευσης υπερβεί το όριο MAX_TIME που έχει δοθεί από τον χρήστη (στην περίπτωση του συγκεκριμένου αλγορίθμου το MAX_TIME είναι απεριόριστο και θέτεται από την Matlab ως inf).

· Η τιμή του momentum mu υπερβεί τον παράγοντα MU_MAX
· H κλίση της performance function πέφτει κάτω από την τιμή min_grad, που δηλώνεται από τον χρήστη με την εντολή  net.trainParam.min_grad.
Τα αποτελέσματα του αλγόριθμου 6 είναι :

Output6 = [ 116.0716  117.0980  125.3092  185.8663  215.6316  263.8720  299.7958 225.8955  220.7636  197.1566  168.4176  166.3648]

To μέσο τετραγωνικό σφάλμα μεταξύ του διανύσματος που προκύπτει από την φάση της γενίκευσης πάνω στο διάνυσμα εκτίμησης p2 και του διανύσματος επιθυμητών εξόδων, για το σύνολο εκτίμησης, a6, είναι: 
mse6 = 41.9723
Kατά την διάρκεια της εκπαίδευσης του αλγόριθμου 6 υπολογίζεται το τετραγωνικό σφάλμα μεταξύ του διανύσματος εισόδων και του διανύσματος επιθυμητών εξόδων sse και ο αριθμός των αποτελεσματικών συναπτικών βαρών και πολώσεων #par. Kατά την εκπαίδευση στο command window της Matlab εμφανίζεται για τον αλγόριθμο 6:

TRAINBR, Epoch 0/5000, SSE 147559/0.5,Grad 5.47e+005/1.00e-020, 

#Par 3.47e+002/347

TRAINBR, Epoch 10/5000, SSE 99.851/0.5,Grad 4.03e+001/1.00e-020, 

#Par 3.09e+000/347

TRAINBR, Epoch 20/5000, SSE 99.7401/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.10e+000/347

TRAINBR, Epoch 30/5000, SSE 99.7334/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.24e+000/347

TRAINBR, Epoch 40/5000, SSE 99.7333/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.23e+000/347

TRAINBR, Epoch 50/5000, SSE 99.7333/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.22e+000/347

TRAINBR, Epoch 60/5000, SSE 99.7334/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.22e+000/347

TRAINBR, Epoch 70/5000, SSE 99.7334/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.22e+000/347

TRAINBR, Epoch 80/5000, SSE 99.7334/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.22e+000/347

TRAINBR, Epoch 90/5000, SSE 99.7335/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.22e+000/347

TRAINBR, Epoch 92/5000, SSE 99.7335/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.22e+000/347

TRAINBR, Maximum ΜU reached.

Aπό την έξοδο του δικτύου παρατηρείται ότι ο αριθμός των αποτελεσματικών παραμέτρων είναι ένας πίνακας 3x1 αντί για  347x1 (ο αριθμός 347 είναι ίσος με των συνολικό αριθμό συναπτικών βαρών και πολώσεων του δικτύου). Το δίκτυο που εκπαιδεύτηκε με τον αλγόριθμο 6 έχει τρία στρώματα με 1 νευρώνα στο πρώτο στρώμα, 48 στο δεύτερο και 1 στο τρίτο. Από την διαδικασία εκπαίδευσης με την trainbr φαίνεται ότι ο αριθμός των αποτελεσματικών παραμέτρων που χρησιμοποιούνται για την εκπαίδευση του δικτύου είναι 3,22, δηλαδή το δίκτυο χρησιμοποιεί μόνο 3 συναπτικά βάρη ή πολώσεις για την εκπαίδευσή του. Το γεγονός αυτό οδηγεί στην δημιουργία ενός νέου δικτύου net2 με λιγότερους νευρώνες συνολικά που θα έχει σαν αποτέλεσμα μικρότερο χρόνο εκπαίδευσης και λιγότερη απαίτηση σε μνήμη από τον υπολογιστή. Στο δίκτυο net2 επιλέχθηκε τα τρία στρώματα θα έχουν συνολικά 4 νευρώνες με κατανομή: 1 νευρώνα στο πρώτο στρώμα, 2 νευρώνες στο δεύτερο και 1 στο τρίτο. Η εντολή δημιουργίας του δικτύου net2 είναι:

net2 = newcf (minmax(p1),[1 2 1],{‘tanasig’ ‘tansig’ ‘purelin’}, ‘trainbr’, ‘learngdm’)  

Τα δεδομένα που εμφανίζονται αυτή την φορά κατά την εκπαίδευση του δικτύου στο command window της Matlab είναι:

TRAINBR, Epoch 0/5000, SSE 147559/0.5,Grad 5.47e+005/1.00e-020, 

#Par 3.47e+002/347

TRAINBR, Epoch 10/5000, SSE 99.851/0.5,Grad 4.03e+001/1.00e-020, 

#Par 3.09e+000/347

TRAINBR, Epoch 20/5000, SSE 99.7401/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.10e+000/347

TRAINBR, Epoch 30/5000, SSE 99.7334/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.24e+000/347

TRAINBR, Epoch 40/5000, SSE 99.7333/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.23e+000/347

TRAINBR, Epoch 50/5000, SSE 99.7333/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.22e+000/347

TRAINBR, Epoch 60/5000, SSE 99.7334/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.22e+000/347

TRAINBR, Epoch 68/5000, SSE 99.7334/0.5,Grad 3.91e+001/1.00e-020, 

#Par 3.22e+000/347
TRAINBR, Maximum ΜU reached.
Η έξοδος του δικτύου δίνεται από την εντολή:

Output7 = sim(net2,p)

και είναι:

Output7 = [116.1026  117.1760  125.3092  186.0003  215.6815  263.8720  299.7958 225.8955  221.0034  197.1566  168.4176  166.3648]

To μέσο τετραγωνικό σφάλμα μεταξύ του διανύσματος που προκύπτει από την φάση της γενίκευσης πάνω στο διάνυσμα εκτίμησης p2 και του διανύσματος επιθυμητών εξόδων, για το σύνολο εκτίμησης, a6, είναι: 
mse7 = 42.6231

Με τον τρόπο αυτό, μειώθηκε τόσο ο χρόνος εκπαίδευσης στο net2 από ότι στο net (αριθμός επαναλήψεων 68 έναντι 92) καθώς και η απαίτηση σε μνήμη, αφού το δίκτυο net2 είναι μικρότερο και λιγότερο πολύπλοκο από το net.
Όσο, όμως, αυξάνεται ο αριθμός των ιστορικών στοιχείων με τα οποία τροφοδοτείται το δίκτυο, δηλαδή όσο μεγαλώνει το διάνυσμα εισόδων, τόσο αυξάνεται και η ανάγκη για μεγαλύτερο αριθμό ενεργών συναπτικών βαρών και πολώσεων, άρα αυξάνεται η πολυπλοκότητα του δικτύου και κατά συνέπεια και ο χρόνος εκπαίδευσης. 

5.4.2 Υλοποίηση αλγορίθμου μέσω των GRNN Τεχνητών Νευρωνικών Δικτύων. 

Τα Τεχνητά Δίκτυα Γενικευμένης Ανάδρασης ( GRNN) είναι ένα είδος Τεχνητών Νευρωνικών Δικτύων Συναρτήσεων Ακτινικής Βάσης που χρησιμοποιούνται για την προσέγγιση συνάρτησης. Ο αλγόριθμος που υλοποιείται στην περίπτωση αυτή είναι:

ΑΛΓΟΡΙΘΜΟΣ 8
function nn_newgrnn
a1 = [100 100 90 160 200 225 275 190 190 160 150 148];

a2 = [103 98 100 168 202 250 282 202 200 170 155 150];

a3 = [105 100 111 172 206 257 285 210 203 172 157 152];

a4 = [107 113 116 177 212 262 287 211 200 182 158 155];

a5 = [111 115 120 176 219 266 290 218 210 190 162 158];

a6 = [113 114 122 181 210 257 292 220 215 192 164 162];

%----------------------------------------------------------------------

Tα διανύσματα a1, a2, a3, a4, a5, a6 είναι τα ιστορικά στοιχεία που εισάγονται στο πρόγραμμα.

%----------------------------------------------------------------------
p=[a6;a6;a6;a6];

p2=[a5;a5;a5;a5];

p1=[a1;a2;a3;a4];

t=[a5;a5;a5;a5];

%----------------------------------------------------------------------
Tο p1 είναι το διάνυσμα εκπαίδευσης του δικτύου.Tο p2 μαζί με το διάνυσμα εισόδου a6 θα λειτουργήσουν ως σύνολο εκτιμησης (validation set),από όπου θα πάρουμε την τιμή mse2 για την εκτίμηση των αλγορίθμων.Το διάνυσμα p είναι το διάνυσμα για το οποίο δίνει αποτελέσματα το δίκτυο.Τα διανύσματα p, p1 και p2 δίνονται σε αυτή την μορφή γιατί η newgrnn (όπως και oι newff και newcf) δημιουργεί δίκτυο που εκπαιδεύεται κατά στοίβες.
%----------------------------------------------------------------------

net=newgrnn(p1,t,SPREAD)

%----------------------------------------------------------------------

Δημιουργείται το δίκτυο με όνομα net μέσω της newgrnn. 

%----------------------------------------------------------------------

net=init(net)

%----------------------------------------------------------------------

Aρχικοποίηση των συναπτικών βαρών και των πολώσεων μέσω της init(net)

%----------------------------------------------------------------------

y1=sim(net,p1);

y2=sim(net,p2);

e1=y1-a5;

perf1=mse(e1)

e2=y2-a6;

perf2=mse(e2)

H συνάρτηση newgrnn δημιουργεί ένα νευρωνικό δίκτυο τριών στρωμάτων. Το πρώτο στρώμα είναι το στρώμα εισόδου. Tο δεύτερο στρώμα αποτελείται από νευρώνες ακτινικής βάσης (radbas neurons) και δίνει τα νέα συναπτικά βάρη μέσω της συνάρτησης DIST και τις νέες εισόδους για το επόμενο στρώμα τροποποιημένες από την NETPROD. Το τρίτο στρώμα έχει γραμμικούς νευρώνες (purelin neurons) και δίνει τα νέα συναπτικά βάρη μέσω της NORMPROD
 και τις νέες εισόδους τροποποιημένες μέσω της NETSUM. Μόνο το δεύτερο στρώμα έχει πολώσεις. Οι πολώσεις του δευτέρου στρώματος παίρνουν αρχικά την τιμή  0.8326/SPREAD. Όσο μεγαλύτερη είναι η τιμή της διασποράς SPREAD τόσο καλύτερα είναι τα αποτελέσματα. Η τιμή της διασποράς SPREAD όμως πρέπει να κρατείται μικρότερη από την απόλυτη διαφορά του διανύσματος εισόδων από το διάνυσμα των επιθυμητών εξόδων. Στην υλοποίηση με τα παραπάνω δεδομένα η διαφορά αυτή είναι 13 οπότε πρέπει το SPREAD<=13.

· Για SPREAD<=1 o αλγόριθμος 7 δεν δίνει αποτελέσματα.

· Για SPREAD=2 o αλγόριθμος 7 δίνει αποτελέσματα:

Οutput8 = [111.0000  111.0000  111.0000  189.9997  219.0000  266.0000  290.0000

219.0000  219.0000  210.0000  176.0000  162.0000]

To μέσο τετραγωνικό σφάλμα μεταξύ του διανύσματος που προκύπτει από την φάση της γενίκευσης πάνω στο διάνυσμα εκτίμησης p2 και του διανύσματος επιθυμητών εξόδων, για το σύνολο εκτίμησης, a6, είναι: 
mse8 = 71.2321 
· Για SPREAD=3 o αλγόριθμος 7 δίνει αποτελέσματα:

Οutput8 = [111.0000  111.0000  111.0000  189.8915  219.0000  266.0000  290.0000

219.0000  219.0000  210.0000  175.9920  162.0006]
Το mse είναι:

mse8 = 70.0123
· Για SPREAD=4 o αλγόριθμος 7 δίνει αποτελέσματα:

Οutput8 = [111.0009  111.0006  111.0001  189.1422  219.0000  266.0000  290.0000

219.0000  219.0000  210.0000  175.8007  162.0478]

Το mse είναι:

mse8 = 69.1432
· Για SPREAD=5 o αλγόριθμος 7 δίνει αποτελέσματα:

Οutput8 = [111.0190  111.0155  111.0044  187.9216  218.9996  266.0000  290.0000

219.0000  218.9999  210.0000  175.2176  162.3599]

Το mse είναι:

mse8 = 66.3426 

· Για SPREAD=6 o αλγόριθμος 7 δίνει αποτελέσματα:

Οutput8 = [111.1052  111.0932  111.0483  186.7917  218.9944  266.0000  290.0000

218.9997  218.9988  210.0008  174.5810  163.0461]

Το mse είναι:

      mse8 = 63.5679 

· Για SPREAD=7 o αλγόριθμος 7 δίνει αποτελέσματα:

Οutput8 = [111.3064  111.2863  111.2041  185.9298  218.9693  266.0000  290.0000

218.9974  218.9928  210.0110  174.1910  163.9572]

Το mse είναι:

      mse8 = 61.5498 

· Για SPREAD=8 o αλγόριθμος 7 δίνει αποτελέσματα:

Οutput8 = [111.6198  111.5977  111.5050  185.3151  218.8993  266.0000  290.0000

218.9895  218.9751  210.0608  174.0151  164.9183]

Το mse είναι:

      mse8 = 60.4762 

· Για SPREAD=9 o αλγόριθμος 7 δίνει αποτελέσματα:
Οutput8 = [111.9992  111.9807  111.9075  184.9071  218.7668  266.0000  290.0000

218.9719  218.9369  210.1945  173.9264  165.8222]

Το mse είναι:

      mse8 = 60.3773 

· Για SPREAD=10 o αλγόριθμος 7 δίνει αποτελέσματα:
  Οutput8 = [112.3909  112.3785  112.3395  184.6833  218.5762  266.0006  290.0000

218.9407  218.8693  210.4388  173.8448  166.6201]

Το mse είναι:

       mse8 = 61.5632 

· Για SPREAD=11 o αλγόριθμος 7 δίνει αποτελέσματα:
  Οutput8 = [112.3909  112.3785  112.3395  184.6833  218.5762  266.0006  290.0000

218.9407  218.8693  210.4388  173.8448  166.6201]

Το mse είναι:

       mse8 = 61.6659 

· Για SPREAD=12 o αλγόριθμος 7 δίνει αποτελέσματα:
  Οutput8 = [112.7586  112.7522  112.7476  184.6281  218.3485  266.0036  290.0000

218.8919  218.7672  210.7836  173.7428  167.3000]

Το mse είναι:

       mse8 = 62.7233
· Για SPREAD=13 o αλγόριθμος 7 δίνει αποτελέσματα:
Οutput8 = [113.0855  113.0839  113.1079  184.7234  218.1076  266.0148  290.0000

218.8218  218.6323  211.1893  173.6200  167.8694]

Το mse είναι:

       mse8 = 62.8858
· Για SPREAD=14 o αλγόριθμος 7 δίνει αποτελέσματα:
Οutput8 = [113.0855  113.0839  113.1079  184.7234  218.1076  266.0148  290.0000

218.8218  218.6323  211.1893  173.6200  167.8694]

Το mse είναι:

       mse8 = 64.4694

· Για SPREAD=15 o αλγόριθμος 7 δίνει αποτελέσματα:
Οutput8 = [113.3677  113.3696  113.4169  184.9478  217.8716  266.0442  290.0000

218.7290  218.4723  211.6066  173.4844  168.3433]

Το mse είναι:

       mse8 = 65.9836

Παρατηρείται ότι όσο αυξάνεται η τιμή της διασποράς SPREAD τόσο ελαττώνεται το mse αλλά όταν η τιμή της διασποράς SPREAD πλησιάζει την τιμή της διαφοράς μεταξύ του διανύσματος εισόδου και του διανύσματος επιθυμητών εξόδων το mse αυξάνεται. Άρα, το δίκτυο δίνει τα καλύτερα αποτελέσματα για  SPREAD=9.

O αλγόριθμος 7 είναι σαφώς πιο γρήγορος από τους αλγόριθμους των Τεχνητών Νευρωνικών Δικτύων με Αναδραση και αυτό συμβαίνει γιατί η εκπαίδευση γίνεται σε μία και μοναδική επανάληψη. Επίσης, ο αλγόριθμος 7 κατορθώνει και «βρίσκει» με βάση  την στατιστική μία συνάρτηση η οποία να ταιριάζει στα δεδομένα. 

Παρόλο που με τους αλγόριθμους Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση επιτεύχθηκε σε κάποιες περιπτώσεις καλύτερη τιμή του mse ο αλγόριθμος με Δίκτυα Γενικευμένης Παλινδρόμησης μπορεί να δώσει πολύ καλύτερα και σε πιο σύντομο χρονικό διάστημα αποτελέσματα όσο περισσότερα ιστορικά στοιχεία στοιχεία εισάγονται στο σύστημα. Αυτό συμβαίνει γιατί με περισσότερα ιστορικά στοιχεία επιτυγχάνεται καλύτερη προσέγγιση στατιστικά.

6. ΣΥΓΚΡΙΣΗ ΚΑΙ ΑΝΑΛΥΣΗ ΑΛΓΟΡΙΘΜΩΝ

6.1 Αποδόσεις των ευρεθέντων αλγορίθμων πρόβλεψης με Τεχνητά Νευρωνικά Δίκτυα

Οι αλγόριθμοι που υλοποιήθηκαν στο Κεφάλαιο 5 πρέπει να συγκριθούν και να αναλυθούν με σκοπό την εύρεση του καταλληλότερου αλγορίθμου για την επίλυση του προβλήματος πρόβλεψης ζήτησης με τα συγκεκριμένα δεδομένα. Για το σκοπό αυτό χρησιμοποιούνται ως αντικειμενικά κριτήρια: 

· το μέσο τετραγωνικό σφάλμα (mean squared error) mse1 μεταξύ του διανύσματος εξόδου που προκύπτει από την εξομοίωση του διανύσματος εκπαίδευσης  p1, και του διανύσματος επιθυμητής εξόδου a5 κατά την εκπαίδευση (Σημείωση: η τιμή του mse1 δείχνει πόσο σωστά εκπαιδεύτηκε το δίκτυο)

·  το mse2 μεταξύ του διανύσματος εξόδου που προκύπτει από την φάση της γενίκευσης του διανύσματος του συνόλου εκτίμησης p2 και του διανύσματος επιθυμητής εξόδου του συνόλου εκτίμησης a6 (Σημείωση: η τιμή του mse2 δείχνει πόσο σωστά αποτελέσματα δίνει η έξοδος του δικτύου κατά την τελική φάση της  εξομοίωσης)

Στον Πίνακα 6.1 φαίνονται αναλυτικά οι αλγόριθμοι των Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση που υλοποιήθηκαν και οι αντίστοιχες τιμές των mse1 και mse2, ενώ στον Πίνακα 6.2 φαίνονται ο αλγόριθμος υλοποίησης των Τεχνητών Νευρωνικών Δικτύων Γενικευμένης Παλινδρόμησης, με τις αντίστοιχες τιμές mse1 και mse2.

Πίνακας 6.1: Αλγόριθμοι Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση

	Aλγόριθμος
	Χαρακτηριστικά 

Αλγορίθμου
	Aριθμός

Επαναλήψεων
	mse1
	mse2

	No1
	newff-traingd
	5000(μη επίτευξη στόχου εκπαίδευσης)
	17.5124
	121.7253

	No2
	newff-traingdm
	3678(επίτευξη στόχου εκπαίδευσης)
	8.3647
	77.3652

	No3
	newcf-traingdx
	5000(μη επίτευξη στόχου εκπαίδευσης)
	5.3412
	57.9223

	No4
	newcf-trainlm
	5000(μη επίτευξη στόχου εκπαίδευσης)
	4.8385
	54.8885

	No5
	newcf-trainlm με performance function την msereg
	4002(επίτευξη στόχου εκπαίδευσης)
	4.6219
	42.6929

	No6
	newcf-trainbr με νευρώνες δικτύου {1 48 1}
	92
	4.7100
	41.9723

	No7
	newcf-trainbr με νευρώνες δικτύου {1 2 1}
	68
	4.7735
	42.6231


Πίνακας 6.2: GRNN αλγόριθμος

	SPREAD
	mse1
	mse2

	                   <1
	-
	-

	1
	-
	-

	2
	0.0014
	71.2321

	3
	0.3062
	70.0123

	4
	1.6157
	69.1432

	5
	3.2012
	66.3426

	6
	4.5553
	63.5679

	7
	5.6834
	61.5498

	8
	6.7142
	60.4762

	9
	7.7086
	60.3773

	10
	8.6422
	61.5632

	11
	9.4658
	61.6659

	12
	10.1486
	62.7233

	13
	10.6916
	62.8858

	14
	10.7398
	64.4694

	15
	11.2845
	65.9836


6.2 Εύρεση του βέλτιστου αλγορίθμου από τους υλοποιηθέντες – Τεκμηρίωση   

Για να βρεθεί ο βέλτιστος αλγόριθμος από τους υλοποιηθέντες για την επίλυση του προβλήματος της πρόβλεψης ζήτησης για την εταιρία Καζής Α.Ε, αρχικά εξετάζονται μεταξύ τους τα αποτελέσματα  που έδωσαν οι αλγόριθμοι των Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση. 

Από τον Πίνακα 6.1 προκύπτει ότι οι αλγόριθμοι 1, 2, 3 δεν αποτελούν την βέλτιστη λύση, γιατί οι τιμές των mse1 και mse2 είναι αρκετά μεγαλύτερες από τις αντίστοιχες τιμές των αλγορίθμων 4, 5, 6 και 7. Άρα, το ενδιαφέρον επικεντρώνεται σε αυτούς τους αλγόριθμους.

Μία πρώτη ματιά δείχνει ότι τις μικρότερες τιμές για τα mse1 και mse2 δίνει ο αλγόριθμος 5, που είναι η υλοποίηση Τεχνητού Νευρωνικού Δικτύου Προώθησης με Ανάδραση με συνάρτηση δημιουργίας δικτύου την newcf, συνάρτηση εκπαίδευσης δικτύου την trainlm και performance function την msereg  με ratio=0.5. Εκτός από τις μικρές τιμές των mse1 και mse2, άλλα πλεονεκτήματα του αλγορίθμου 5 είναι ότι η performance function φτάνει στην επιθυμητή της τιμή κατά την διαδικασία της εκπαίδευσης και η performance function msereg  καθιστά όσο το δυνατόν σωστότερη την φάση της γενίκευσης. Σημαντικό όμως μειονέκτημα είναι ο μεγάλος χρόνος εκπαίδευσης του δικτύου, αφού ο αριθμός των επαναλήψεων κατά την εκπαίδευση είναι 4002. Το γεγονός του τόσου μεγάλου αριθμού επαναλήψεων κατά την διάρκεια της εκπαίδευσης καθιστά δυνατό το συγκεκριμένο δίκτυο να αυξήσει δραματικά τον χρόνο εκπαίδευσής του μελλοντικά, με εισαγωγή σε αυτό, μέσω του διανύσματος εισόδων, περισσοτέρων ιστορικών στοιχείων. Οπότε, εξετάζονται οι αλγόριθμοι 6 και 7, που οι αντίστοιχες επαναλήψεις κατά την εκπαίδευση ήταν 92 και 68, καθώς και οι τιμές των mse1 και mse2 και των δύο αλγορίθμων είναι σχετικά κοντά στις αντίστοιχες του αλγορίθμου 5.

Εξετάζεται αρχικά ο αλγόριθμος 6, που είναι η υλοποίηση ενός Τεχνητού Νευρωνικού Δικτύου Προώθησης με Ανάδραση με συνάρτηση δημιουργίας δικτύου την newcf, συνάρτηση εκπαίδευσης δικτύου την trainbr και performance function την sse (sum squared error). Παρατηρείται ότι το σημαντικότερο πλεονεκτήματα του αλγορίθμου 6 είναι ότι η φάση της γενίκευσης θα έχει παραπάνω πιθανότητες να είναι σωστή από ότι στον αλγόριθμο 5. Αυτό αιτιολογείται ως εξής. Η κανονικοποίηση (regularization) γίνεται με τον πιο ασφαλή τρόπο, αφού συνάρτηση εκπαίδευσης του δικτύου είναι η trainbr, που, ως γνωστόν, μεταβάλει μόνο των αριθμό των συναπτικών βαρών και πολώσεων που χρειάζεται το δίκτυο για να εκπαιδευτεί με βάση τα δεδομένα και όχι όλες τις παραμέτρους του δικτύου, κάτι το οποίο μπορεί να οδηγήσει τελικά σε λανθασμένη φάση γενίκευσης. Στο συγκεκριμένο δίκτυο όμως, παρατηρείται ότι η απαίτηση του δικτύου κατά την εκπαίδευση σε παραμέτρους, δηλαδή σε συναπτικά βάρη ή/και πολώσεις, είναι αρκετά μικρή. Αυτή η παρατήρηση οδήγησε στη δημιουργία ενός πανομοιότυπου κατά την υλοποίηση του δικτύου, με διαφορά όμως στον αριθμό των νευρώνων. Ενώ στον αλγόριθμο 6 το σύνολο των νευρώνων είναι 50, με κατανομή {1 48 1} στα τρία στρώματα του δικτύου, στον όμοιό του αλγόριθμο 7, το σύνολο των νευρώνων είναι 4, με κατανομή {1 2 1}. Η αλλαγή αυτή στον αριθμό των νευρώνων κάνει το δίκτυο λιγότερο πολύπλοκο και αποτέλεσμα αυτού είναι ο μικρότερος χρόνος εκπαίδευσής του. Παρατηρείται όμως, ότι οι τιμές των mse1 και mse2 είναι μεγαλύτερες στην περίπτωση του αλγορίθμου 7 σε σχέση με τις αντίστοιχες τιμές του αλγορίθμου 6. Τελικά, ανάμεσα στους αλγορίθμους 6 και 7 επιλέγεται  ο αλγόριθμος 6, γιατί στο δίκτυο όλο και περισσότερα ιστορικά στοιχεία θα προστίθενται με την πάροδο των ετών, πράγμα που απαιτεί μεγαλύτερο δίκτυο, αλλά και μεγαλύτερο χρόνο εκπαίδευσης. Παρόλα αυτά, ο χρόνος εκπαίδευσης για ένα οσοδήποτε μεγάλο δίκτυο με την trainbr θα είναι πάντα μικρότερος από ότι ο χρόνος εκπαίδευσης του αντίστοιχου σε μέγεθος δικτύου με την trainlm.

Eξετάζεται τώρα ο αλγόριθμος 8 των Τεχνητών Νευρωνικών Δικτύων Γενικευμένης Παλινδρόμησης (GRNN) για διαφορετικές τιμές της διασποράς SPREAD. Η ιδιομορφία των GRNN δικτύων δεν επιτρέπει την άμεση αντιπαράθεση του αλγορίθμου 8 με τους αλγόριθμους των Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση. Η ιδιομορφία αυτή έγκειται στο γεγονός ότι τα GRNN δίκτυα εκπαιδεύονται κατά τέτοιο τρόπο ώστε το σφάλμα mse1 να είναι πολύ μικρό και έτσι το αποτέλεσμα στην έξοδο κατά την φάση της γενίκευσης να προσεγγίζει πολύ στο διάνυσμα επιθυμητών εξόδων. Αυτό το γεγονός αλλάζει όπως φαίνεται με μεγαλύτερες τιμές του SPREAD, όπως φαίνεται στον Πίνακα 6.2, για το ίδιο δίκτυο, αλλά επίσης σαν φαινόμενο συνεχώς μειώνεται όσο αυξάνουν τα ιστορικά στοιχεία που εισέρχονται στο δίκτυο. Από τον Πίνακα 6.2 φαίνεται το SPREAD που δίνει τo καλύτερο mse1 είναι η τιμή 9 για τα συγκεκριμένα δεδομένα του δικτύου. Παρόλα αυτά, η τιμή του mse2 είναι κατά πολύ μεγαλύτερη από τη αντίστοιχη του αλγόριθμου 6.

Συμπερασματικά, για τα παρόντα δεδομένα εκπαίδευσης, το δίκτυο που υλοποιείται με τον αλγόριθμο 6 δίνει τα πιο σωστά αποτελέσματα. Το δίκτυο  GRNN  που υλοποιείται με τον αλγόριθμο 8 είναι πολύ πιθανό να δώσει πολύ καλύτερα  αποτελέσματα και σε πιο σύντομο χρόνο από εκείνο του αλγορίθμου 6 όσο αυξάνονται τα ιστορικά στοιχεία από τα οποία τροφοδοτείται το δίκτυο. Για τον λόγο αυτό, ο αλγόριθμος 8 προτείνεται να χρησιμοποιηθεί από την εταιρία μελλοντικά για την πρόβλεψη ζήτησης, αφού η σχετική ανεπάρκεια σε ιστορικά στοιχεία της παρούσας εργασίας δεν καθιστά την πρακτική απόδειξη της μεγαλύτερης καταλληλότητας των GRNN δικτύων ως μέθοδο πρόβλεψης.

6.3 Σύγκριση του βέλτιστου ευρεθέντος αλγορίθμου Τεχνητών Νευρωνικών Δικτύων με την μέθοδο πρόβλεψης της Πολλαπλής Γραμμικής Παλινδρόμησης 

Ο κώδικας που υλοποιήθηκε για την τεχνική πρόβλεψης της Πολλαπλής Γραμμικής Παλινδρόμησης είναι:

ΑΛΓΟΡΙΘΜΟΣ 9

function pollapli_palindromisi

a1 = [100 100 90 160 200 225 275 190 190 160 150 148];

a2 = [103 98 100 168 202 250 282 202 200 170 155 150];

a3 = [105 100 111 172 206 257 285 210 203 172 157 152];

a4 = [107 113 116 177 212 262 287 211 200 182 158 155];

a5 = [111 115 120 176 219 266 290 218 210 190 162 158];

a6 = [113 114 122 181 210 257 292 220 215 192 164 162];

y=a5;

n=12;

x1=a1(1);

for i=2:12

   x1=x1+a1(i)

end

x2=a2(1);

for i=2:12

   x2=x2+a2(i)

end

x3=a3(1);

for i=2:12

   x3=x3+a3(i)

end

x11=a1(1)*a1(1);

for i=2:12

   x11=x11+(a1(i)*a1(i))

end

x12=a1(1)*a2(1);

for i=2:12

   x12=x12+(a1(i)*a2(i))

end

x13=a1(1)*a3(1);

for i=2:12

   x13=x13+(a1(i)*a3(i))

end

x23=a2(1)*a3(1)

for i=2:12

   x23=x23+(a2(i)*a3(i))

end

x33=a3(1)*a3(1)

for i=2:12

   x33=x33+(a3(i)*a3(i))

end

y1=y(1);

for i=2:12

   y1=y1+y(i)

end

y11=y(1)*a1(1);

for i=2:12

   y11=y11+(y(i)*a1(i))

end

y13=y(1)*a3(1);

for i=2:12

   y13=y13+(y(i)*a3(i))

end

pa=[y1 x1 x2 x3;y11 x11 x12 x13;y13 x13 x23 x33;y1 x1 x2 x3];

pb1=[n y1 x2 x3;x1 y11 x12 x13;x3 y13 x23 x33;1 y1 x2 x3];

pb2=[n x1 y1 x3;x1 x11 y11 x13;x3 x13 y13 x33;1 x1 y1 x3];

pb3=[n x1 x2 y1;x1 x11 x12 y11;x3 x13 x23 y13;1 x1 x2 y1];

p=[n x1 x2 x3;x1 x11 x12 x13;x3 x13 x23 x33;1 x1 x2 x3];

PA=det(pa);

PB1=det(pb1);

PB2=det(pb2);

PB3=det(pb3);

P=det(p);

a=PA/P

b1=PB1/P

b2=PB2/P

b3=PB3/P

Οutput9=a+b1*a4+b2*a5+b3*a6

w=Output9-a6
perf=mse(w)

plot(a5,Output9,'m+',a5,a5,'bo-')
Mε την μέθοδο της Πολλαπλής Γραμμικής Παλινδρόμησης η συνάρτηση

y=a+b1·x1+b2·x2+….+bkxk
προσεγγίζεται, με x1=a4, x2=a5, x3=a6 και y το διάνυσμα της ζήτησης (Output9) τελικά, ενώ για να βρεθούν τα b1, b2, b3 και a της μεθόδου το y=a5 και x1=a1, x2=a2, x3=a3.

Output9= [122.1246  123.1295  131.1688  190.4586  219.6011  266.8320  302.0039

229.6502  224.6256  201.5127  173.3751  171.3653]

και το μέσο τετραγωνικό σφάλμα mse του διανύσματος της εξόδου σε σχέση με το διάνυσμα a6 είναι:

mse9= 90.0781

Aπό το mse9 φαίνεται ότι η υλοποίηση με όλους τους αλγορίθμους των Νευρωνικών Δίκτυών εκτός του αλγόριθμου 1, δίνει καλύτερα αποτελέσματα από ότι η υλοποίηση με την μέθοδο της Πολλαπλής Γραμμικής Παλινδρόμησης. 
7.  ΣΥΜΠΕΡΑΣΜΑΤΑ

7.1 Γενικά Συμπεράσματα

Στην παρούσα εργασία υλοποιήθηκαν 7 αλγόριθμοι Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση καθώς και 1 αλγόριθμος Τεχνητών Νευρωνικών Δικτύων Γενικευμένης Παλινδρόμησης.

Από την ανάλυση και σύγκριση των αλγορίθμων που προέκυψαν συμπεραίνεται ότι η πιο κατάλληλη υλοποίηση είναι ο αλγόριθμος 6, ο οποίος προσομοιώνει ένα Τεχνητό Νευρωνικό Δίκτυο Προώθησης με Ανάδραση με συνάρτηση δημιουργίας δικτύου την newcf, συνάρτηση εκπαίδευσης δικτύου την trainbr και performance function την sse (sum squared error). Παρατηρείται ότι το σημαντικότερο πλεονεκτήματα του αλγορίθμου 6 είναι ότι η φάση της γενίκευσης θα  έχει παραπάνω πιθανότητες να είναι σωστή από ότι στους υπόλοιπους αλγορίθμους Τεχνητών Νευρωνικών Δικτύων Προώθησης με Ανάδραση, γιατί η κανονικοποίηση (regularization) γίνεται με τον πιο ασφαλή τρόπο, αφού συνάρτηση εκπαίδευσης του δικτύου είναι η trainbr, που αυτό που ουσιαστικά κάνει είναι να μεταβάλει μόνο των αριθμό των συναπτικών βαρών και πολώσεων που χρειάζεται με βάση τα δεδομένα και όχι όλες τις παραμέτρους του δικτύου, που μπορεί να οδηγήσει τελικά σε λανθασμένη φάση γενίκευσης. 

Τα Τεχνητά Νευρωνικά Δίκτυα Γενικευμένης Παλινδρόμησης (GRNN) παρόλο που στην παρούσα εργασία, λόγω ανεπάρκειας ιστορικών στοιχείων που δίνονται για την εκπαίδευση του δικτύου, δεν δίνουν το ίδιο καλά αποτελέσματα σε σχέση με τον αλγόριθμο 6 (Τεχνητό Νευρωνικό Δίκτυο Προώθησης με Ανάδραση και συνάρτηση δημιουργίας δικτύου την newcf και συνάρτηση εκπαίδευσης τη trainbr), μπορούν να χρησιμοποιηθούν μελλοντικά, όσο τα ιστορικά στοιχεία θα αυξάνουν γιατί τόσο καλύτερα αποτελέσματα θα δίνουν αλλά θα είναι και κατά πολύ συντομότερα από ότι ο αλγόριθμος 6. 

Τέλος, θα πρέπει να σημειωθεί ότι, παρά το γεγονός ότι στη παρούσα εργασία κατεδείχθη η υπεροχή των αλγορίθμων με χρήση των Τεχνητών Νευρωνικών Δικτύων σε σχέση με τον κλασικό αλγόριθμο της πολλαπλής γραμμικής παλινδρόμησης, το μικρό πλήθος των ιστορικών στοιχείων που χρησιμοποιήθηκαν θέτουν ενδεχομένως υπό αίρεση τα παραπάνω συμπεράσματα.

7.2 Προοπτικές – Δυνατότητες περαιτέρω ανάπτυξης αλγορίθμων πρόβλεψης ζήτησης με χρήση Τεχνητών Νευρωνικών Δικτύων

Τα Τεχνητά Νευρωνικά Δίκτυα αποτελούν ένα νέο και συνεχώς αναπτυσσόμενο μοντέλο επεξεργασίας πληροφοριών, το οποίο χρησιμοποιείται σε ένα ολοένα και αυξανόμενο εύρος δραστηριοτήτων. 

Η μεγάλη ευελιξία και προσαρμοστικότητα που τα διακρίνει, παρέχει την δυνατότητα, όπως ακριβώς διεφάνη και στα πλαίσια της παρούσας διπλωματικής εργασίας, για την ανάπτυξη ενός μεγάλου πλήθους διαφορετικών αλγορίθμων για την επίλυση του ίδιου προβλήματος. Κάθε δε αναπτυσσόμενος αλγόριθμος διαθέτει ιδιαίτερα χαρακτηριστικά, τα οποία του προσδίδουν διαφορετικές δυνατότητες.

Στην παρούσα διπλωματική εργασία αναπτύχθηκαν αλγόριθμοι πρόβλεψης της ζήτησης, με χρήση Τεχνητών Νευρωνικών Δικτύων, οι οποίοι λαμβάνουν υπόψιν μόνο το ιστορικό της ζήτησης και κανένα άλλο στοιχείο. Συγκεκριμένα, όλοι οι αλγόριθμοι που υλοποιήθηκαν δέχονταν σαν είσοδο το διάνυσμα της ζήτησης ανά μήνα για τα προηγούμενα έξι χρόνια.

Περαιτέρω προοπτικές ανάπτυξης των αλγορίθμων πρόβλεψης ζήτησης θα μπορούσαν να λαμβάνουν υπόψιν εκτός των ιστορικών στοιχείων και στοιχεία από το λοιπό εσωτερικό ή ακόμα και το εξωτερικό περιβάλλον της επιχείρησης. Τέτοια στοιχεία θα μπορούσαν να είναι όσον αφορά στο εσωτερικό περιβάλλον της επιχείρησης το ιστορικό των πωλήσεων σε έναν συγκεκριμένο πελάτη – βαρόμετρο για τις συνολικές πωλήσεις ή το ιστορικό των πωλήσεων σε μία συγκεκριμένη περιοχή ή ακόμα και μία προσωπική εκτίμηση των υπευθύνων πωλήσεων της εταιρείας για το επίπεδο στο οποίο θα κυμανθούν οι πωλήσεις τον επόμενο χρόνο. Όσον αφορά στο εξωτερικό περιβάλλον, στοιχεία τα οποία θα μπορούσαν να χρησιμοποιηθούν για την πρόβλεψη της ζήτησης θα μπορούσαν να είναι ο πληθωρισμός, η αύξηση του ΑΕΠ, ο ρυθμός αύξησης της ανοικοδόμησης νέων κατοικιών (αφορά στο προϊόν λέβητες), κτλ.

Τέλος, θα μπορούσαν να αναπτυχθούν και κάποιοι υβριδικοί αλγόριθμοι πρόβλεψης, οι οποίοι να περιλαμβάνουν ένα συνδυασμό κλασικών μεθόδων πρόβλεψης ζήτησης και αλγόριθμους με χρήση Τεχνητών Νευρωνικών Δικτύων.  

ΠΑΡΑΡΤΗΜΑ

1. Κανόνας εκμάθησης των Widrow-Hoff:

Ο αλγόριθμος των Widrow-Hoff βασίζεται σε μια διαδικασία προσέγγισης των αποτελεσμάτων με την μέθοδο της ξαφνικής καθόδου των τιμών. Και στην περίπτωση αυτή, το δίκτυο εκπαιδεύεται πάνω σε παραδείγματα ορθής συμπεριφοράς.

Οι Widrow και Hoff  παρατήρησαν ότι θα μπορούσαν να εκτιμήσουν το μέσω τετραγωνικό σφάλμα (mse) με βάση τα τετραγωνικά σφάλματα που προκύπτουν σε κάθε επανάληψη της διαδικασίας εκπαίδευσης. Θεωρώντας την μερική παράγωγο του τετραγωνικού σφάλματος e ως προς τα συναπτικά βάρη w και τις πολώσεις b, του δικτύου κατά την επανάληψη k προκύπτει:
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όπου t(k) είναι το διάνυσμα των επιθυμητών εξόδων και α(k) είναι το άθροισμα του διανύσματος των πολώσεων b με το διάνυσμα που προκύπτει από το διάνυσμα των εισόδων p πολλαπλασιασμένο με τα συναπτικά βάρη W . Το διάνυσμα pi(k) είναι το i στοιχείο του διανύσματος εισόδων p.
Παρομοίως:
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Τα παραπάνω απλοποιούνται στις:
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και 
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Τελικά, η μεταβολή στον πίνακα των συναπτικών βαρών και των πολώσεων θα είναι:
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και
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Οι δύο τελευταίες εξισώσεις αποτελούν την βάση για τον αλγόριθμο των Widrow-Hoff.

Τα παραπάνω αποτελέσματα μπορούν να γενικευθούν για περισσότερους νευρώνες και να γραφούν σε μορφή πίνακα ως:

[image: image135.png]W(k+1) = W(k)+2ae(k)p’ (k)




                                           [image: image136.png]b(k+1) = b(k) +2ce(k)




Το α είναι η τιμή του ρυθμού εκμάθησης (learning rate).

2. H μέθοδος quasi-Newton:
Μεταξύ των μεθόδων που χρησιμοποιούν την διαδικασία της βαθμωτής μεταβολής ενός διανύσματος, η πιο διαδεδομένη είναι η μέθοδος quasi-Newton. Η μέθοδος αυτή παρέχει πληροφορίες για την καμπύλη που προσεγγίζουν οι τιμές εξόδου σε κάθε επανάληψη ώστε να δημιουργηθεί τελικά μία συνάρτηση της μορφής:
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όπου Η είναι ο πίνακας Hessian, που είναι ένας συμμετρικός πίνακας με θετικά στοιχεία, c είναι ένα σταθερό διάνυσμα και b μία σταθερή τιμή.

Οι καταλληλότερες λύσεις για την παραπάνω συνάρτηση προκύπτουν όταν οι μερικές παράγωγοι του x είναι ίσες με το μηδέν 

[image: image138.png]Hx*+





και η λύση x
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 προκύπτει από την σχέση:

[image: image140.png]



Οι μέθοδοι τύπου Newton υπολογίζουν τον πίνακα Η και προχωρούν προς την κατεύθυνση εκείνη όπου η κλίση της καμπύλης προσέγγισης μειώνεται έτσι ώστε τελικά το αποτέλεσμα της κλίσης να είναι το μικρότερο μετά από έναν αριθμό n επαναλήψεων. Για να υπολογιστεί ο πίνακας H χρειάζεται ένας μεγάλος αριθμός υπολογισμών. H μέθοδος quasi-Newton αποφεύγει τους υπολογισμούς αυτούς παρακολουθώντας την συμπεριφορά της συνάρτησης  f(x) και της ∂f(x)/∂x για την προσέγγιση της καμπύλης και του πίνακα Η, χρησιμοποιώντας την κατάλληλη τεχνική ενημέρωσης. Έχει αναπτυχθεί ένας μεγάλος αριθμός για την ενημέρωση του πίνακα H. Η πιο αποτελεσματική στην περίπτωση των Τεχνητών Νευρωνικών Δικτύων είναι η BFGS μέθοδος που δίνεται από την σχέση:
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Ο πίνακας Η αρχικοποιείται στην τιμή Ηο που είναι ένας οποιοσδήποτε συμμετρικός πίνακας με θετικά στοιχεία, για παράδειγμα ο μοναδιαίος πίνακας Ι. Για να αποφευχθεί ο υπολογισμός του αντιστρόφου του πίνακα H χρησιμοποιείται μία διαδικασία προσέγγισής του για κάθε ενημέρωση. Η πληροφορία της κλίσης d της συνάρτησης f(x) για κάθε επανάληψη k, δίνεται τελικά από την σχέση:
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3. DIST
H συνάρτηση dist είναι η ευκλείδεια νόρμα της απόστασης και δίνει σαν αποτέλεσμα τη σταθμισμένη είσοδο του δικτύου, δηλαδή υπολογίζει το διάνυσμα εισόδων μετά την εφαρμογή σε αυτό των συναπτικών βαρών  του δικτύου. Εάν p είναι το RxQ διάνυσμα των εισόδων και w το SxR διάνυσμα που περιλαμβάνει τα συναπτικά βάρη των νευρώνων ενός στρώματος, τότε η συνάρτηση dist καλείται z=dist(w,p) .

4. NETPROD

H netprod είναι μία συνάρτηση εισόδου δικτύου. Οι συναρτήσεις εισόδου δικτύου υπολογίζουν την είσοδο ενός στρώματος του δικτύου συνδυάζοντας την σταθμισμένη είσοδο του συγκεκριμένου στρώματος δικτύου με τις πολώσεις των νευρώνων του στρώματος. Εάν z = dist(w,p)  είναι η σταθμισμένη είσοδος του διανύσματος εισόδου p του στρώματος και b είναι το διάνυσμα των πολώσεων του στρώματος, η συνάρτηση netprod καλείται n= netprod(z,concur(b,i)), όπου η i ο αριθμός των στηλών του z και concur μία συνάρτηση της Matlab που δημιουργεί i αντίγραφα του διανύσματος b.

5. RADBAS
H radbas είναι συνάρτηση ενεργοποίησης των νευρώνων των Τεχνητών Νευρωνικών Δικτύων Ακτινικής Συνάρτησης Βάσης. Παίρνει σαν όρισμα το διάνυσμα εισόδων του δικτύου p και καλείται ως output=radbas(p). Η έξοδος υπολογίζεται μέσω της σχέσης 

output = exp(- p 
[image: image144.wmf]2
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6. DOTPROD
H dotprod είναι μία συνάρτηση που συνδυάζει το διάνυσμα εισόδου p με το διάνυσμα των συναπτικών βαρών w και δίνει σαν αποτέλεσμα το σταθμισμένο διάνυσμα του στρώματος του δικτύου z. Καλείται ως  z=dotprod(w,p), όπου w SxR διάνυσμα και p RxQ.

7. NETSUM
H netsum είναι μία συνάρτηση εισόδου δικτύου. Οι συναρτήσεις εισόδου δικτύου υπολογίζουν την είσοδο ενός στρώματος του δικτύου συνδυάζοντας την σταθμισμένη είσοδο του συγκεκριμένου στρώματος δικτύου με τις πολώσεις των νευρώνων του στρώματος. Εάν z = dotprod(w,p)  είναι η σταθμισμένη είσοδος του διανύσματος εισόδου p του στρώματος και b είναι το διάνυσμα των πολώσεων του στρώματος, η συνάρτηση netprod καλείται n= netsum(z,concur(b,i)), όπου η i ο αριθμός των στηλών του z και concur μία συνάρτηση της Matlab που δημιουργεί i αντίγραφα του διανύσματος b.
8. O αλγόριθμος Levenberg-Marquardt:

Ο αλγόριθμος  Levenberg-Marquardt χρησιμοποιεί την κατεύθυνση εκείνη για να επιλυθεί που αποτελεί την λύση του γραμμικού συστήματος  των εξισώσεων
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όπου  ο αριθμός  λκ   ρυθμίζει την ποσότητα και την  διεύθυνση του dk. Όταν  το λκ  είναι μηδέν, το dk  είναι το ίδιο με εκείνο στην μέθοδο Gauss-Newton. Όσο το λκ τείνει στο άπειρο, το dk τείνει σε μηδενικό διάνυσμα. Αυτό σημαίνει ότι για ένα αρκετά μεγάλο λκ η ανισότητα:
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ισχύει.

9. Iακωμβιανός Πίνακας (Jacobi Matrix):

Ο Ιακωμβιανός Πίνακας είναι ο πίνακας που προκύπτει από την μερική παραγώγιση των στοιχείων  του πίνακα εισόδων ως προς τα συναπτικά βάρη του δικτύου.

10. NORMPROD
H normprod είναι μία συνάρτηση που συνδυάζει το διάνυσμα εισόδου p με το διάνυσμα των συναπτικών βαρών w και δίνει σαν αποτέλεσμα το σταθμισμένο διάνυσμα του στρώματος του δικτύου z. Καλείται ως  z=dotprod(w,p),  όπου w SxR διάνυσμα και p RxQ. Mαθηματικά το z εκφράζεται ως

z = w*p/sum(p)

ΒΙΒΛΙΟΓΡΑΦΙΑ

	1.
	Simon Haikyn
	Neural networks  and Comprahensive foundation,

 Printice Hall  

	2.
	Ιωάννης Ψαρράς, Δημήτριος Ασκούνης
	Διοίκηση Παραγωγής και Συστημάτων Υπηρεσιών,

Εκδόσεις ΕΜΠ

	3.
	Ι. Ε. Σαμουηλίδης,

Μ. Ανδρουλάκης,

Δ. Ασκούνης,

Ν. Κοσματόπουλος


	Συστήματα Διοίκησης και Πληροφοριών,

Εκδόσεις ΕΜΠ

	4.
	Σταμάτης Ανδριανόπουλος,

Στέφανος Πρωτοσύγγελος
	Προγραμματισμός και Έλεγχος Παραγωγής Ι και ΙΙ,

Εκδόσεις ΕΜΠ

	5.
	Α.Η.EL. Zooghby,

C.G. Christodoulou,

M. Georgiopoulos
	Radial-basis Function Neural Network Algorithm,
University of Central Florida

	6.
	Μathworks
	Matlab 5.2 Tutorial

	7.
	Yuh-Shane Hwu,

M.D. Srinath
	A Neural Network Approach to Economics,

Southern Methodist University Dallas

	8.
	Gregory Washington
	A hybrid method for sales forecast

	9.
	C.S. Lee
	Non-linear Adaptive Techniques for forecast demanding,

School of Biophysical Science and Electrical Engineering, Swinburne University of Technology, Melbourne

	10
	Mathworks
	www.mathworks.com


ΥΛΟΠΟΙΗΣΗ ΑΛΓΟΡΙΘΜΟΥ ΠΡΟΒΛΕΨΗΣ ΖΗΤΗΣΗΣ ΜΕ ΧΡΗΣΗ ΤΕΧΝΗΤΩΝ ΝΕΥΡΩΝΙΚΩΝ ΔΙΚΤΥΩΝ








ΕΛΕΝΗΣ Γ. ΠΑΝΟΥ








............................


Ον/μο Μέλος Δ.Ε.Π


Ιδίοτητα Μέλους Δ.Ε.Π





............................


Ον/μο Μέλος Δ.Ε.Π


Ιδίοτητα Μέλους Δ.Ε.Π





............................


Ον/μο Μέλος Δ.Ε.Π


Ιδίοτητα Μέλους Δ.Ε.Π





...................................


Ελένη Γ. Πάνου


Διπλωματούχος Ηλεκτρολόγος Μηχανικός και Μηχανικός Υπολογιστών Ε.Μ.Π.








Copyright© Ελένη Γ. Πάνου, 2003.�Με επιφύλαξη παντός δικαιώματος. All rights reserved.





Απαγορεύεται η αντιγραφή, αποθήκευση και διανομή της παρούσας εργασίας, εξ ολοκλήρου ή τμήματος αυτής, για εμπορικό σκοπό.  Επιτρέπεται η ανατύπωση, αποθήκευση και διανομή για σκοπό μη κερδοσκοπικό, εκπαιδευτικής ή ερευνητικής φύσης, υπό την προϋπόθεση να αναφέρεται η πηγή προέλευσης και να διατηρείται το παρόν μήνυμα.  Ερωτήματα που αφορούν τη χρήση της εργασίας για κερδοσκοπικό σκοπό πρέπει να απευθύνονται προς τον συγγραφέα.


Οι απόψεις και τα συμπεράσματα που περιέχονται σε αυτό το έγγραφο εκφράζουν τον συγγραφέα και δεν πρέπει να ερμηνευθεί ότι αντιπροσωπεύουν τις επίσημες θέσεις του Εθνικού Μετσόβιου Πολυτεχνείου.























η



























































� Περιγράφεται αναλυτικά στην παράγραφο 1 του παραρτήματος


� Περιγράφεται αναλυτικά στην παράγραφο 2 του παραρτήματος


� Περιγράφεται αναλυτικά στην παράγραφο 3 του παραρτήματος


� Περιγράφεται αναλυτικά στην παράγραφο 4 του παραρτήματος


� Περιγράφεται αναλυτικά στην παράγραφο 5 του παραρτήματος


� Περιγράφεται αναλυτικά στην παράγραφο 6 του παραρτήματος


� Περιγράφεται αναλυτικά στην παράγραφο 7 του παραρτήματος


� Περιγράφεται αναλυτικά στην παράγραφο 8 του παραρτήματος


� Περιγράφεται αναλυτικά στην παράγραφο 9 του παραρτήματος


� Περιγράφεται αναλυτικά στην παράγραφο 10 του παραρτήματος





_1127731438.unknown

_1127736993.unknown

_1127737436.unknown

_1127753835.unknown

_1127754122.unknown

_1127754260.unknown

_1127754557.unknown

_1127754798.unknown

_1127754992.unknown

_1127754340.unknown

_1127754220.unknown

_1127753965.unknown

_1127754046.unknown

_1127753935.unknown

_1127753403.unknown

_1127753655.unknown

_1127753746.unknown

_1127753504.unknown

_1127740120.unknown

_1127740121.unknown

_1127737911.unknown

_1127737977.unknown

_1127737819.unknown

_1127737842.unknown

_1127737490.unknown

_1127737348.unknown

_1127737407.unknown

_1127737099.unknown

_1127737166.unknown

_1127737231.unknown

_1127737058.unknown

_1127733740.unknown

_1127734707.unknown

_1127736854.unknown

_1127736953.unknown

_1127734745.unknown

_1127734041.unknown

_1127734526.unknown

_1127733890.unknown

_1127733079.unknown

_1127733327.unknown

_1127733594.unknown

_1127733178.unknown

_1127732113.unknown

_1127732987.unknown

_1127731981.unknown

_1120581801.unknown

_1122906911.unknown

_1126375590.unknown

_1127730811.unknown

_1127731279.unknown

_1127731437.unknown

_1126814882.unknown

_1126815649.unknown

_1127421741.unknown

_1127426653.unknown

_1126814968.unknown

_1126803470.unknown

_1122908753.unknown

_1126375330.unknown

_1126375415.unknown

_1122912436.unknown

_1122908374.unknown

_1122908730.unknown

_1122907071.unknown

_1121769592.unknown

_1122901628.unknown

_1122905179.unknown

_1122906349.unknown

_1122901658.unknown

_1122125014.unknown

_1122901600.unknown

_1122124964.unknown

_1122124996.unknown

_1120581942.unknown

_1120581972.unknown

_1120581881.unknown

_1120581058.unknown

_1120581112.unknown

_1120581134.unknown

_1120581610.unknown

_1120581089.unknown

_1120580747.unknown

_1120580893.unknown

_1119435576.unknown

_1120580576.unknown

_1119435792.unknown

_1118848098.unknown

