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Περίληψη
Η ραγδαία εξάπλωση του Παγκοσμίου Ιστού και των άλλων υπηρεσιών του διαδικτύου τα τελευταία χρόνια επιτείνουν την ανάγκη ανάπτυξης συστημάτων που να βοηθούν τους χρήστες να εκμεταλλευτούν τον τεράστιο όγκο κειμένου που είναι διαθέσιμος στο διαδίκτυο. Μία ελπιδοφόρα διέξοδος για την αντιμετώπιση της πληροφοριακής αυτής έκρηξης αποτελούν τα συστήματα εξαγωγής πληροφορίας (information extraction). Η χρήση τεχνικών μηχανικής μάθησης (machine learning) διευκολύνει την ανάπτυξη συστημάτων εξαγωγής πληροφορίας, καθώς και τη μεταφερσιμότητά τους σε νέες θεματικές περιοχές ενδιαφέροντος.  

Στην εργασία αυτή αρχικά μελετάται η απόδοση του πιθανοτικού ακολουθιακού μοντέλου Conditional Random Fields στο πρόβλημα της εξαγωγής πληροφορίας από ιστοσελίδες του παγκόσμιου Ιστού. Επίσης μελετάται εκτενώς ο αλγόριθμος επιλογής χαρακτηριστικών και η γραφική δομή του CRF και παραθέτονται παρατηρήσεις σχετικά με τη διευκόλυνση του μοντέλου στην αναγνώριση πεδίων χωρίς ιδιαίτερη τυπογραφική δομή. Στη συνέχεια μελετάται μία νέα μεθοδολογία συνδυασμού συστημάτων εξαγωγής πληροφορίας όπου οι  προβλέψεις των αλγορίθμων βασικού επιπέδου εισάγονται ως επιπλέον πληροφορία σε CRF μετά-επιπέδου, με τη μορφή χαρακτηριστικών πρόβλεψης. Σκοπός είναι να διαπιστωθεί αν το CRF μπορεί να βοηθηθεί από τα χαρακτηριστικά αυτά, να τα αξιοποιήσει για βελτίωση της απόδοσής του. Παρουσιάζονται και σχολιάζονται αποτελέσματα αξιολόγησης των αλγορίθμων βασικού επιπέδου που χρησιμοποιήσαμε καθώς και του συνδυαστικού συστήματος σε 2 θεματικές περιοχές ενδιαφέροντος. 
Λέξεις κλειδιά: Συνδυασμός συστημάτων εξαγωγής πληροφορίας,Conditional Random fields,συνδυασμός ταξινομητών

Abstract
The proliferation of the World Wide Web and the other Internet services in the past few years intensifies the need for developing systems that help users to cope with the enormous amount of text that is available online. Information extraction systems, that is, systems that locate and pull relevant fragments out of domain-specific collections of text documents, seem to be a promising way to deal with the information explosion. Machine learning techniques facilitate the development of information extraction systems and their portability to new domains of interest. Information extraction using machine learning techniques is a typical Web mining problem, since the task is to learn extraction rules that can effectively recognize relevant text fragments within Web documents. Conditional random fields is a statistical sequential model particularly popular and successful in information extraction problem. In this dissertation CRF is evaluated in 3 different datasets containing web pages. The feature induction algorithm and the CRF graphical structure have closely been studied. Moreover, a new technique of combining algorithms of information extraction is explored in which the predictions of the algorithms of base level are inserted as feature functions in the CRF of meta-level. Results of the algorithms used and of the combining system are presented and commented.
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Εισαγωγή
Η ραγδαία εξάπλωση του Παγκοσμίου Ιστού και των άλλων υπηρεσιών του διαδικτύου τα τελευταία χρόνια επιτείνουν την ανάγκη ανάπτυξης συστημάτων που να βοηθούν τους χρήστες να εκμεταλλευτούν τον τεράστιο όγκο κειμένου που είναι διαθέσιμος στο διαδίκτυο. Μία ελπιδοφόρα διέξοδος για την αντιμετώπιση της πληροφοριακής αυτής έκρηξης αποτελούν τα συστήματα εξαγωγής πληροφορίας (information extraction). Με τον όρο «εξαγωγή πληροφορίας» εννοούμε ουσιαστικά το κτίσιμο μιας σχεσιακής βάσης δεδομένων με πληροφορίες που εξάγονται με αυτόματο τρόπο από μη δομημένα κείμενα. Αυτό επιτρέπει η πληροφορία που βρίσκεται στις ιστοσελίδες να γίνει διαθέσιμη σε δομημένη μορφή, γεγονός που την καθιστά περισσότερο εύχρηστη και αξιοποιήσιμη από τους χρήστες του διαδικτύου αλλά και κατανοητή από τις μηχανές –agents του Ιστού και με τον τρόπο αυτό προσεγγίζεται το όραμα του σημασιολογικού Ιστού. Η χρήση τεχνικών μηχανικής μάθησης (machine learning) διευκολύνει την ανάπτυξη συστημάτων εξαγωγής πληροφορίας, καθώς και τη μεταφερσιμότητά τους σε νέες θεματικές περιοχές ενδιαφέροντος.  

1.1 Το πρόβλημα της Εξαγωγής πληροφορίας
Το πρόβλημα της εξαγωγής πληροφορίας συνίσταται στην σωστή κατάτμηση και αναγνώριση κειμένων, δηλαδή στην εύρεση της σωστής ετικέτας για κάθε λέξη του κειμένου, η οποία υποδεικνύει αν η αντίστοιχη λέξη σχετίζεται ή όχι με κάποιο από τα σχετικά πεδία προς εξαγωγή, τα οποία έχει ορίσει ο χρήστης ως ενδιαφέροντα για μία θεματική περιοχή. Π.χ. για κείμενα που αναφέρονται σε ανακοινώσεις σεμιναρίων ενδιαφέροντα πεδία προς αναγνώριση είναι λογικό να αποτελούν το όνομα του ομιλητή, η τοποθεσία της ομιλίας, η ώρα έναρξης κτλ.

1.2  Αντικείμενο της διπλωματικής
Τα Conditional Random Fields είναι ένα πιθανοτικό ακολουθιακό μοντέλο, που εμφανίζει μεγάλα πλεονεκτήματα σε σχέση με άλλα γραφικά μοντέλα καθότι δεν υιοθετεί υποθέσεις ανεξαρτησίας για τις παρατηρήσεις της ακολουθίας εισόδου που πρόκειται να αναγνωριστεί. Αυτό έχει ως συνέπεια τη δυνατότητα ενσωμάτωσης πλήθους χαρακτηριστικών με αυθαίρετες αλληλεπιδράσεις μεταξύ τους με αποτέλεσμα τη βελτίωση της απόδοσης του μοντέλου. Στη διπλωματική αυτή αρχικά αξιολογείται το CRF σε τρεις διαφορετικές περιοχές ενδιαφέροντος που αποτελούν συλλογές από ιστοσελίδες με ελεύθερο ή περισσότερο ημιδομημένο κείμενο. Κύριο αντικείμενο της διπλωματικής είναι η μελέτη και αξιολόγησης μίας νέα μεθοδολογίας συνδυασμού συστημάτων εξαγωγής πληροφορίας όπου οι  προβλέψεις των αλγορίθμων βασικού επιπέδου εισάγονται ως επιπλέον πληροφορία σε CRF μετά-επιπέδου, με τη μορφή χαρακτηριστικών πρόβλεψης. Συγκεκριμένα ως αλγορίθμους βασικού επιπέδου χρησιμοποιήσαμε τα γνωστά συστήματα Amilcare-σύστημα βασισμένο στον αλγόριθμο LP2- και Boosted Wrapper Induction.Παρουσιάζονται και σχολιάζονται αποτελέσματα εφαρμογής των αλγορίθμων που χρησιμοποιήσαμε και του συνδυαστικού συστήματος σε 2 θεματικές περιοχές ενδιαφέροντος. Μελετώνται οι δυνατότητες της νέας προτεινόμενης μεθοδολογίας. Τέλος μελετάται εκτενώς ο αλγόριθμος επιλογής χαρακτηριστικών (feature induction) και η γραφική δομή του CRF ενώ παραθέτονται παρατηρήσεις και πειραματικά αποτελέσματα που αφορούν τη διευκόλυνση του CRF στην αναγνώριση πεδίων με μη ιδιαίτερη τυπογραφική δομή όταν δε συμπεριλαμβάνονται όλες οι επισημειώσεις στα δεδομένα εκπαίδευσης.
1.3 Διάρθρωση της διπλωματικής
Στο Κεφάλαιο 2 γίνεται εισαγωγή στη θεωρία των γραφικών μοντέλων και των Conditional Random Fields. Μελετώνται ιδιαιτέρως τα linear chain CRFs που είναι το πλέον δημοφιλές και ταυτοχρόνως απλό είδος CRF για το πρόβλημα της εξαγωγής πληροφορίας. Παρουσιάζονται και σχολιάζονται πειραματικά αποτελέσματα εφαρμογής των Linear chain CRFs σε 3 θεματικές περιοχές ενδιαφέροντος.
Στο κεφάλαιο 3 γίνεται μία σύντομη επισκόπηση βιβλιογραφίας για το θέμα του συνδυασμού ταξινομητών και συνδυασμού συστημάτων εξαγωγής πληροφορίας

Στο κεφάλαιο 4 περιγράφονται οι αλγόριθμοι βασικού επιπέδου που χρησιμοποιήθηκαν, Amilcare και ΒWI. Επίσης παραθέτονται αποτελέσματα εφαρμογής τους σε 3 θεματικές περιοχές και μετράται η διαφορετικότητα στις προβλέψεις μεταξύ των 3 συστημάτων CRF, Amilcare και BWI ώστε να εκτιμηθεί η αποτελεσματικότητα συνδυασμού αυτών.

Στο Κεφάλαιο 5 παρουσιάζεται η νέα μεθοδολογία συνδυασμού που εξετάζεται στη διπλωματική αυτή καθώς και όλες οι παραλλαγές αυτής που χρησιμοποιήθηκαν. Παρουσιάζονται και αναλύονται αποτελέσματα εφαρμογής του συνδυαστικού συστήματος σε 2 θεματικές περιοχές.
Στο κεφάλαιο 6 παρουσιάζονται κάποια πειραματικά αποτελέσματα και παρατηρήσεις πάνω στον αλγόριθμο feature induction, τη μελέτη της γραφικής δομή του CRF και τη δυνατότητα του μοντέλου για αναγνώριση ρόλων και τμημάτων κειμένου με μη χαρακτηριστική τυπογραφική πληροφορία που προέκυψαν στα πλαίσια αυτής της διπλωματικής.  
Τέλος παρουσιάζονται συμπεράσματα και δυνατή μελλοντική εργασία και η βιβλιογραφία.  
2

Εισαγωγή στα Conditional Random Fields
Στο θέμα της εξαγωγής πληροφορίας έχουμε δύο βασικά χαρακτηριστικά που θα θέλαμε να εκμεταλλευτούμε στο μοντέλο που θα χρησιμοποιήσουμε:
· Πλούσια χαρακτηριστικά (features) των ακολουθιών παρατηρήσεων που επιθυμούμε να αναγνωρίσουμε.

· Πιθανές εξαρτήσεις ανάμεσα μεταξύ των ετικετών γειτονικών λέξεων. 

Ακριβώς αυτά τα δύο χαρακτηριστικά κάνουν τα γραφικά μοντέλα δημοφιλή στο πρόβλημα της εξαγωγής πληροφορίας.
Στο παρόν κεφάλαιο γίνεται μία εισαγωγή στη θεωρία των γραφικών μοντέλων και των Conditional Random Fields ειδικότερα. Καταδεικνύονται τα σημεία υπεροχής των CRF σε σχέση με generative άλλα και άλλα conditional ακολουθιακά μοντέλα. Εξειδικεύουμε στην περίπτωση των linear chain CRF που είναι το πλέον συνηθισμένο CRF στην περιοχή της εξαγωγής πληροφορίας. Στη συνέχεια περιγράφονται οι θεματικές περιοχές ενδιαφέροντος που χρησιμοποιήθηκαν για την αξιολόγηση του μοντέλου καθώς και οι αντίστοιχες μετρικές αξιολόγησης. Παρουσιάζονται αποτελέσματα από την εφαρμογή του linear chain CRF στην εξαγωγή συγκεκριμένων πεδίων πληροφορίας από τις θεματικές αυτές περιοχές. Ακολουθεί σχολιασμός των αποτελεσμάτων.

2.1 Γραφικά μοντέλα

2.1.1Ορισμοί
Ένα γραφικό μοντέλο είναι μια οικογένεια από κατανομές πιθανότητας οι οποίες παραγοντοποιούνται σύμφωνα με κάποιον δεδομένο γράφο παραγοντοποίησης. Η βασική ιδέα είναι να αναπαρασταθεί μία κατανομή πιθανότητας που εξαρτάται από ένα μεγάλο πλήθος τυχαίων μεταβλητών ως ένα γινόμενο τοπικών συναρτήσεων που η καθεμία εξαρτάται από ένα μικρό πλήθος μεταβλητών.

Θεωρούμε κατανομές πιθανότητας πάνω σε σύνολα από τυχαίες μεταβλητές V=XUY όπου Χ είναι ένα σύνολο μεταβλητών εισόδου που θεωρούμε παρατηρήσιμες και Υ είναι ένα σύνολο από μεταβλητές εξόδου που επιθυμούμε να προβλέψουμε. Με μικρά γράμματα x και y συμβολίζουμε συγκεκριμένη ανάθεση τιμών στα σύνολα αυτά τυχαίων μεταβλητών. Στο πρόβλημα της εξαγωγής πληροφορίας το x θα αποτελεί ένα κείμενο προς αναγνώριση ενώ το y την αντίστοιχη ακολουθία ετικετών. Μία μεταβλητή εισόδου είναι μία λέξη του κειμένου ενώ μία μεταβλητή εξόδου είναι η ετικέτα μίας λέξης του κειμένου.

 Δεδομένης μιας συλλογής από υποσύνολα Α Ε V ορίζουμε ένα μη κατευθυνόμενο γραφικό μοντέλο ως το σύνολο των κατανομών που μπορούν να γραφούν στη μορφή:
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για μία επιλογή παραγόντων F={ Ψ Α }, όπου 
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Η σταθερά Ζ είναι ο παράγοντας κανονικοποίησης. Ορίζεται ως:
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και διασφαλίζει ότι η εν λόγω κατανομή αθροίζει σε 1.Ο υπολογισμός της γενικά δεν είναι δυνατόν να γίνει αποδοτικά αλλά υπάρχουν τρόποι για να προσεγγισθεί.

Γραφικά τώρα αναπαριστούμε την παραγοντοποίηση της σχέσης (1) με ένα γράφο παραγοντοποίησης (factor graph).Πρόκειται για ένα διμερή γράφο G(V,F,E) στον οποίο μία μεταβλητή-κόμβος συνδέεται με ένα παράγοντα-κόμβο αν και μόνο αν είναι όρισμα του .Ένα παράδειγμα δείχνουμε παρακάτω όπου οι παράγοντες κόμβοι αναπαρίστανται με τετραγωνάκια ενώ οι μεταβλητές κόμβοι με κύκλους:
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                 Σχήμα 2.1.1.1

Μέχρι τώρα έχουμε αναφέρει τη γενική θεωρία των γραφικών μοντέλων. Κάθε είδους πιθανοτικό μοντέλο τώρα υιοθετεί τις δικές του υποθέσεις ανεξαρτησίας μεταξύ των μεταβλητών εισόδου και εξόδου, τη δική του μορφή παραγόντων ΨΑ και συνεπώς για κάθε είδους γραφικό μοντέλο προκύπτει και διαφορετική σχέση για τον υπολογισμό του p(x,y).Παρακάτω θα παρουσιάσουμε κάποιες ιδιαίτερες κατηγορίες γραφικών μοντέλων.
Θεωρούμε ότι οι τοπικές συναρτήσεις της κατανομής (παράγοντες ΨΑ) έχουν τη μορφή:
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όπου {fΑ} ένα σύνολο από συναρτήσεις χαρακτηριστικών (feature functions) και θΑ τα αντίστοιχα βάρη που καθορίζουν το πόσο σημαντική είναι η κάθε feature function.Αυτή η μορφή διασφαλίζει ότι η οικογένεια των κατανομών πάνω στο σύνολο τυχαίων μεταβλητών V σχηματίζει μία εκθετική οικογένεια. Αυτή τη μορφή παραγόντων χρησιμοποιούν και τα Conditional Random Fields όπως θα δούμε στη συνέχεια.
2.1.2Εφαρμογές των γραφικών μοντέλων
2.1.2.1 Ταξινόμηση
Το πρόβλημα της ταξινόμησης συνίσταται στην πρόβλεψη μίας label για ένα διάνυσμα χαρακτηριστικών x=(x1,x2,…xΚ).Ένα εύκολος τρόπος να αντιμετωπίσουμε αυτό το πρόβλημα είναι να θεωρήσουμε ότι όλα τα χαρακτηριστικά είναι ανεξάρτητα μεταξύ τους. Η υπόθεση αυτή υιοθετείται  από τον αφελή ταξινομητή Bayes (Naive Bayes Classifier). Αυτός υπολογίζει την από κοινού κατανομή πιθανότητας ως εξής:
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όπου x τυχαία μεταβλητή πάνω σε διανύσματα παρατηρήσεων, y τυχαία μεταβλητή σε αντίστοιχες μεταβλητές εξόδου (ετικέτες-κατηγορίες) και xi τυχαία μεταβλητή στα features της θέσης i του διανύσματος εισόδου x.

Το αντίστοιχο κατευθυνόμενο γράφημα φαίνεται παρακάτω:

[image: image17.png]



                       Σχήμα 2.1.2.1.1
Επίσης ισοδύναμα μπορεί να παρασταθεί το μοντέλο αυτό και από ένα γράφο παραγοντοποίησης ορίζοντας ένα παράγοντα Ψ(y)=p(y) και ένα παράγοντα Ψ(y,xk)=p(xk,y).Στο σχήμα 1 φαίνεται ο αντίστοιχος γράφος. 

Ένας άλλος γνωστός ταξινομητής ο οποίος παριστάνεται με γραφικό μοντέλο είναι η logistic regression η οποία υπολογίζει την δεσμευμένη πιθανότητα p(y/x) ως εξής:
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Η διαφορά αυτού του γραφικού μοντέλου με τα προηγούμενα είναι ότι εδώ υπολογίζεται η δεσμευμένη πιθανότητα p(y/x) αντί της από κοινού πιθανότητας p(x,y).Να σημειώσουμε ότι αν και κατά παράδοση τα γραφικά μοντέλα χρησιμοποιούνται για τον υπολογισμό της από κοινού πιθανότητας p(x,y) ωστόσο η θεωρία τους που ουσιαστικά συνίσταται στο σπάσιμο μιας κατανομής σε γινόμενα τοπικών συναρτήσεων, μπορεί εξίσου καλά να εφαρμοστεί για υπολογισμό δεσμευμένης πιθανότητας.
2.1.3 Γραφικά Ακολουθιακά Μοντέλα
Οι ταξινομητές που παρουσιάσαμε αντιμετωπίζουν το πρόβλημα ταξινόμησης ξεχωριστά για κάθε διάνυσμα παρατηρήσεων, αλλά η αληθινή δύναμη των γραφικών μοντέλων συνίσταται στην αναπαράσταση πολλών αλληλοεξαρτώμενων μεταβλητών εισόδου και εξόδου. Μέχρι στιγμής έχουμε υποθέσει ότι βρίσκουμε για κάθε λέξη τις πιθανές labels ανεξάρτητα από την ταξινόμηση άλλων λέξεων. Ωστόσο οι ετικέτες γειτονικών λέξεων είναι συχνά αλληλοεξαρτώμενες. Και αυτό μας οδηγεί στα ακολουθιακά μοντέλα. 
Τα Hidden Markov Models αποτελούν ένα από τα πιο γνωστά ακολουθιακά μοντέλα. Χαλαρώνουν την υπόθεση ανεξαρτησίας μεταξύ των labels των διαφόρων λέξεων προς αναγνώριση, οργανώνοντας τις μεταβλητές εξόδου, δηλαδή τις labels των διαφόρων λέξεων, σε γραμμική αλυσίδα και συνεπώς λαμβάνοντας υπόψη την εξάρτηση μεταξύ μιας label και της επόμενής  της στη σειρά. Μοντελοποιούν μια σειρά από παρατηρήσεις  Χ=  {xt}t=1T θεωρώντας ότι υπάρχει μία αντίστοιχη ακολουθία καταστάσεων του μοντέλου Υ={yt}t+1T που ανήκουν σε ένα πεπερασμένο σύνολο καταστάσεων. Στο πρόβλημα εξαγωγής πληροφορίας το οποίο μελετάμε κάθε παρατήρηση xt είναι η ταυτότητα της λέξης στη θέση t –δηλαδή εδώ το διάνυσμα χαρακτηριστικών αποτελείται μόνο από ένα χαρακτηριστικό-και κάθε κατάσταση yt είναι η  label που προβλέπεται από το μοντέλο. Δεν υπάρχει γενικά ένα προς ένα αντιστοιχία μεταξύ καταστάσεων και labels, περισσότερες από μία καταστάσεις μπορούν να αντιστοιχούν στην ίδια label .Τα ΗΜΜ για να υπολογίσουν με αποδοτικό τρόπο την  από κοινού κατανομή p(x,y) κάνουν τις γνωστές δύο υποθέσεις ανεξαρτησίας:

· Κάθε κατάσταση εξαρτάται μόνο από την αμέσως προηγούμενή της

· Κάθε μεταβλητή παρατήρησης xt εξαρτάται μόνο από την παρούσα κατάσταση yt .

Συνεπώς μπορούμε να ορίσουμε ένα ΗΜΜ καθορίζοντας τις εξής κατανομές πιθανότητας:

· Την κατανομή p0(y) πάνω στις αρχικές καταστάσεις

· Την κατανομή πιθανότητας μεταβάσεων p(yt /yt-1).

· Την κατανομή πιθανότητας των παρατηρήσεων p(xt / yt)

H από κοινού πιθανότητα μιας ακολουθίας παρατηρήσεων και μιας ακολουθίας καταστάσεων προκύπτει από το εξής γινόμενο:    
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2.1.4 Discriminative-generative μοντέλα

Κατά παράδοση όπως έχουμε ήδη αναφέρει τα γραφικά μοντέλα έχουν χρησιμοποιηθεί για να αναπαριστούν την από κοινού πιθανότητα p(x,y) όπου x η ακολουθία παρατηρήσεων– δηλαδή η ακολουθία λέξεων στην περίπτωση των ΗΜΜ- και y η ακολουθία από labels που αποδίδονται στις παρατηρήσεις. Τα μοντέλα αυτά δεδομένης μιας ακολουθίας παρατηρήσεων δίδουν σαν απάντηση την ακολουθία ετικετών y για την οποία η p(x,y) είναι μέγιστη ενώ κατά τη φάση της εκπαίδευση, οι παράμετροί τους μεταβάλλονται έτσι ώστε να μεγιστοποιηθεί η από κοινού πιθανότητα p(x,y) των ακολουθιών του συνόλου εκπαίδευσης. 

Ωστόσο η προσπάθεια αναπαράστασης της από κοινού πιθανότητας μπορεί να οδηγήσει σε προβλήματα καθώς περιλαμβάνει την αναπαράσταση της κατανομής p(x), δηλαδή την πιθανότητα εμφάνισης της ακολουθίας παρατηρήσεων, η οποία όμως είναι δύσκολο να αναπαρασταθεί αν η ακολουθία x περιλαμβάνει πλούσια χαρακτηριστικά καθότι θα υπάρχουν σύνθετες εξαρτήσεις μεταξύ αυτών, που είναι δύσκολο να μοντελοποιηθούν. Η συμπερίληψη αυτών των εξαρτήσεων οδηγεί σε μη αποδοτικά μοντέλα ενώ συγχρόνως είναι δύσκολο να προβλεφθεί ο τρόπος με τον οποίο για παράδειγμα η παρουσία μιας λέξης στον τίτλο του κειμένου επηρεάζει το αν αυτή ξεκινά με κεφαλαίο ή όχι, είναι δηλαδή δύσκολο να μαντέψει κανείς πώς λειτουργούν οι αλληλεξαρτήσεις μεταξύ των χαρακτηριστικών που θέλουμε να εκμεταλλευτούμε και τα δεδομένα εκπαίδευσης δε θα είναι ποτέ αρκετά για να υπολογιστούν οι κατανομές των χαρακτηριστικών. Συνεπώς καταλήγουμε σε απλοποιημένα σύνολα χαρακτηριστικών. Τα ΗΜΜ επί παραδείγματι χρησιμοποιούν μόνο την ταυτότητα λέξης και υιοθετούν υποθέσεις ανεξαρτησίας για την παραγωγή αυτών των λέξεων. Θα θέλαμε ωστόσο να εκμεταλλευτούμε και άλλα χαρακτηριστικά πέραν της ταυτότητας λέξης. Η παράλειψή της διαθέσιμης αυτής πληροφορίας έχει σαν αποτέλεσμα μειωμένη απόδοση του μοντέλου μας.

Η δυσκολία αναπαράστασης των εξαρτήσεων μεταξύ των χαρακτηριστικών είναι το βασικό κίνητρο για να ενδιαφερθούμε για conditional μοντέλα τα οποία υπολογίζουν την πιθανότητα των διαφόρων ακολουθιών από labels δεδομένης της ακολουθίας παρατηρήσεων δηλαδή βασίζονται στην αναπαράσταση της κατανομής p(y/x) και όχι της από κοινού πιθανότητας p(x,y).Συνεπώς δεν επεκτείνεται η ικανότητα αναπαράστασης του μοντέλου μας στη ‘γένεση’ των παρατηρήσεων αφού τη στιγμή του testing είναι δεδομένες ούτως ή άλλως και δε μας απασχολεί η πιθανότητα εμφάνισής τους p(x). Ακριβώς λόγω του ότι το μοντέλο είναι  conditional οι εξαρτήσεις μεταξύ των μεταβλητών της x δε χρειάζεται να αναπαρασταθούν. Από την άλλη μεριά η δεσμευμένη πιθανότητα p(y/x) μπορεί να εξαρτάται από αυθαίρετα χαρακτηριστικά της ακολουθίας παρατηρήσεων, μη ανεξάρτητα μεταξύ τους, αφού το conditional μοντέλο δε χρειάζεται να αναπαραστήσει την κατανομή αυτών των εξαρτήσεων, δε θα προσπαθήσει να περιγράψει των τρόπο γέννησης των παρατηρήσεων αφού δεν τον ενδιαφέρει η p(x). Τέτοια χαρακτηριστικά που αναμένουμε να είναι χρήσιμα είναι οι γειτονικές λέξεις, η ορθογραφική πληροφορία όπως κεφαλαία γράμματα, το tagging, η σημασιολογική πληροφορία αν υπάρχει διαθέσιμη, η συμμετοχή των λέξεων της ακολουθίας σε gazetteer lists κ.α. αλλά και πιο γενικά χαρακτηριστικά της ακολουθίας όπως ο τίτλος του κειμένου, το layout κ.α. Οι μεταβάσεις μεταξύ των labels δεν εξαρτώνται μόνο από την παρούσα παρατήρηση αλλά και από προηγούμενες και επόμενες παρατηρήσεις(time shifts). Αυτό έρχεται σε αντίθεση με τις αυστηρές υποθέσεις ανεξαρτησίας των χαρακτηριστικών που επιβάλλουν τα generative μοντέλα. Ο Naive Bayes Classifier είναι ένα παράδειγμα generative μοντέλου ενώ η logistic regression είναι ένα παράδειγμα conditional μοντέλου.

2.1.5 Label-bias problem
Δεν είναι μόνο τα Conditional Random Fields που μοντελοποιούν δεσμευμένη κατανομή πιθανότητας και συνεπώς έχουν τη δυνατότητα ενσωμάτωσης πλήθους χαρακτηριστικών της ακολουθίας εισόδου.Tα Maximum Entropy Markov Models (MEMMs) είναι επίσης conditional ακολουθιακά μοντέλα στα οποία κάθε κατάσταση έχει ένα εκθετικό μοντέλο που παίρνει σαν είσοδο το τρέχων διάνυσμα παρατήρησης και την παρούσα κατάσταση και δίνει στην έξοδο μια κατανομή για όλες τις πιθανές επόμενες καταστάσεις:

[image: image22.png]Py (slo) =

Z o,

§')

=(

Y ifators)




όπου fα συνάρτηση χαρακτηριστικών:
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 Τα ΜΜΕΜs εμφανίζουν πολύ υψηλότερη απόδοση από τα ΗΜΜs.

Ωστόσο τα ΜΜΕΜs και άλλα παρόμοια μοντέλα που βασίζονται σε classification σε κάθε βήμα για να πάρουν την επόμενη κατάσταση, εμφανίζουν μία αδυναμία που ονομάζουμε το label bias πρόβλημα: Οι μεταβάσεις που αφήνουν μια δεδομένη κατάσταση ανταγωνίζονται μεταξύ τους παρά με άλλες μεταβάσεις στο μοντέλο. Τo κόστος μετάβασης είναι η δεσμευμένη πιθανότητα της επόμενης κατάστασης δεδομένης της παρούσας. Προφανώς το άθροισμα αυτών των δεσμευμένων πιθανοτήτων είναι 1.Αυτή η ανά κατάσταση κανονικοποίηση των scores των output μεταβάσεων μπορεί να παρομοιαστεί με τη διατήρηση μια υποτιθέμενης ορμής από την είσοδο στην έξοδο μιας κατάστασης. Μία κατάσταση μπορεί να επηρεάσει πόση ορμή περνάει σε κάθε μία από τις υποψήφιες επόμενες καταστάσεις, όχι όμως πόση ορμή θα περάσει συνολικά. Αυτό έχει σαν αποτέλεσμα να δημιουργείται μία bias προς καταστάσεις με λίγες μεταβάσεις εξόδου. Όσο λιγότερη είναι η εντροπία των    επόμενων μεταβάσεων τόσο περισσότερο αγνοούνται οι παρατηρήσεις κατά την έξοδο από τέτοιες καταστάσεις. Στην οριακή περίπτωση όπου μία κατάσταση έχει μόνο μία μετάβαση εξόδου, θα αγνοήσει παντελώς την παρατήρηση και θα μεταβιβάσει όλη αυτή την ορμή, δηλαδή το score, στην μοναδική της επόμενη κατάσταση. Η χρήση του Viterbi αλγορίθμου που υπολογίζει την ακολουθία ετικετών με το υψηλότερο score θα είναι biased βεβαίως προς καταστάσεις με λιγότερες  μεταβάσεις εξόδου αφού τότε η ανά κατάσταση κανονικοποίηση θα έδινε υψηλότερα μέσα scores-πιθανότητες. H απόφαση σε μία κατάσταση όσον αφορά την επόμενη μετάβαση, απομονώνεται από κατοπινές αποφάσεις.
 Τα Conditional Random Fields κρατάνε όλα τα θετικά των ΜΜΕΜs αλλά ξεπερνούν το label-bias πρόβλημα. Η βασική διαφορά είναι ότι ενώ τα ΜΜΕΜs έχουν ένα εκθετικό μοντέλο ανά κατάσταση για τις δεσμευμένες πιθανότητες της επόμενης κατάστασης δεδομένης της παρούσας κατάστασης τα CRF χρησιμοποιούν ένα μόνο εκθετικό μοντέλο για τον υπολογισμό της από κοινού πιθανότητας ολόκληρης της ακολουθίας από ετικέτες δεδομένης της ακολουθίας παρατηρήσεων. Δηλαδή η ακολουθία από ετικέτες εξαρτάται συνολικά  από την ακολουθία παρατηρήσεων εισόδου και η κανονικοποίηση δε γίνεται ανά κατάσταση αλλά ανά configuration του συνολικού γράφου, δηλαδή ανά ακολουθία εξόδου. Έτσι όλα τα βάρη του δικτύου μπορούν μεταξύ τους να ανταγωνίζονται όχι μόνο τα βάρη που αφορούν μεταβάσεις από μία κατάσταση.
2.2 Θεωρία των Conditional Random Fields
2.2.1Ορισμοί
Έστω Χ τυχαία μεταβλητή πάνω σε ακολουθίες παρατηρήσεων-όταν λέμε παρατήρηση μπορεί να είναι ένα απλό χαρακτηριστικό όπως στα ΗΜΜ η ταυτότητα της λέξης ή διάνυσμα χαρακτηριστικών- και Υ τυχαία μεταβλητή πάνω σε αντίστοιχες ακολουθίες από ετικέτες. Όλα τα Yi του Υ θεωρούμε ότι παίρνουν τιμές από ένα πεπερασμένο αλφάβητο εξόδου. Στο conditional ακολουθιακό μοντέλο έχουμε ήδη πει ότι ενδιαφερόμαστε για την κατανομή P(Y/X)

Ορισμός:

Έστω γράφος G(V,E) τέτοιος ώστε Υ=(Υυ) υ ε V, έτσι ώστε η Υ να δεικτοδοτείται από τις κορυφές του G, δηλαδή κάθε κορυφή του G να αναφέρεται σε κάποιο σημείο μέσα στην ακολουθία Υ, να αντιστοιχίζεται με μία Υυ. Τότε το (Χ, Υ) είναι ένα conditional random field στην περίπτωση που δεδομένου του Χ οι τυχαίες μεταβλητές Υυ υπακούουν τη μαρκοβιανή ιδιότητα σε σχέση με το γράφο G, δηλαδή
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όπου w~u σημαίνει ότι w και u γειτονικές κορυφές στο γράφημα.
Αυτό ουσιαστικά μας λέει ότι εξαρτήσεις μεταξύ ετικετών μπορούμε να αναπαραστήσουμε μόνο αν οι ετικέτες αυτές αντιστοιχούν σε κορυφές που είναι γειτονικές στο γράφημα.

Πρέπει να τονίσουμε αυτό που προκύπτει από τον ορισμό ότι τα CRF είναι ένα random field που είναι συνολικά εξαρτώμενο από τη τυχαία μεταβλητή Χ της ακολουθίας εισόδου. Θα μπορούσαμε να συμπληρώσουμε ότι τα CRF απαλείφουν τις υποθέσεις ανεξαρτησίας μεταξύ των παρατηρήσεων της ακολουθίας εισόδου αλλά κρατάνε τις υποθέσεις ανεξαρτησίας μεταξύ των εξόδων με τον τρόπο που υπαγορεύει ο γράφος παραγοντοποίησης. Για παράδειγμα σε ένα γράφο παραγοντοποίησης με μορφή αλυσίδας,  δηλαδή

G=(V={1,2,..m},  E={(i,i+1)})  

κάθε ετικέτα μπορεί να εξαρτάται μόνο από την προηγούμενή της .Ο γράφος φαίνεται παρακάτω:

[image: image26.png]41

[ —





Σχήμα 2.2.1.1

Ο κενός κύκλος δείχνει ότι η μεταβλητή που αντιστοιχεί στον κόμβο δε γεννάται από το μοντέλο, αλλά θεωρείται δεδομένη.
2.2.2 Γενικής μορφής CRF
Σύμφωνα με τον προηγούμενο ορισμό κάθε δεσμευμένη κατανομή p(y/x)  είναι CRF για κάποιον factor graph πάνω στην τυχαία μεταβλητή  Υ. Αν F={ΨΑ} είναι το σύνολο των παραγόντων του G και κάθε παράγοντας παίρνει την εκθετική μορφή: 
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τότε η δεσμευμένη κατανομή μπορεί να γραφεί ως:

[image: image29.png]e i

(A4)
T1 ep{ 3 Auwfantvaixa)



[image: image30.png]@




όπου το x είναι μία ακολουθία παρατηρήσεων, το y είναι μία ακολουθία από ετικέτες. Θεωρούμε ότι οι συναρτήσεις χαρακτηριστικών (feature functions) fk και gk είναι γνωστές και δεδομένες. Το πρόβλημα της εκτίμησης των παραμέτρων για το CRF συνίσταται στον καθορισμό των παραμέτρων θ=(λ1,λ2,…;μ1,μ2…)) από τα δεδομένα εκπαίδευσης με εμπειρική κατανομή p(x,y). O επαναληπτικός αλγόριθμος που χρησιμοποιείται για την εκτίμηση των παραμέτρων μεγιστοποιεί τη συνάρτηση της log πιθανότητας Ο(θ), δηλαδή:
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Για να κατανοηθεί περισσότερο ο τύπος (2) κατασκευάζουμε σαν μία ειδική περίπτωση των CRF, ένα παρόμοιο των ΗΜΜ CRF, ορίζοντας ένα χαρακτηριστικό για κάθε ζεύγος από καταστάσεις και ένα χαρακτηριστικό για κάθε ζεύγος παρατήρησης - κατάστασης όπως φαίνεται παρακάτω:
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όπου δ η ταυτοτική συνάρτηση:

                 1 αν x=x’

δ(x,x’)=

                  0 διαφορετικά.   

Οι αντίστοιχες παράμετροι λy’,y και μy,x αυτών των χαρακτηριστικών παίζουν ένα παρόμοιο ρόλο με τους λογαρίθμους των παραμέτρων των ΗΜΜ p(y’/y) και p(x/y)-οι λογάριθμοι προκύπτουν λόγω της ύπαρξης του exponent στο τύπο του CRF.

2.2.3Linear Chain Conditional Random Fields
Αν θεωρήσουμε ότι οι εξαρτήσεις μεταξύ των μεταβλητών εξόδου Υυ σχηματίζουν αλυσίδα όπως φαίνεται στο παρακάτω σχήμα, τότε προκύπτει η ειδική περίπτωση των linear chain CRF:
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Σχήμα 2.2.3.1
Στην περίπτωση αυτή ο τύπος 2 της δεσμευμένης κατανομής  πιθανότητας παίρνει τη μορφή:
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Όπου στο Ζ αθροίζω για όλες τις δυνατές ακολουθίες εξόδου:
[image: image38.png]}



[image: image39.png](©)




Να σημειώσουμε εδώ ότι στις εφαρμογές κειμένου είναι συχνά χρήσιμο να χρησιμοποιούνται τόσο παράγοντες ακμών
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όσο και παράγοντες κορυφών
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αν και στον τύπο 3 εμφανίζονται μόνο οι παράγοντες ακμών. Παρόλο που ορίζεται η ίδια οικογένεια κατανομών με την περίπτωση χρήσης μόνο παραγόντων ακμών, οι παράγοντες κορυφών μπορούν να βοηθήσουν στις περιπτώσεις που μόνο πολύ λίγα δεδομένα είναι διαθέσιμα. 

Σημαντικό επίσης είναι να επισημάνουμε ότι στην πράξη τα ίδια βάρη χρησιμοποιούνται για τους παράγοντες [image: image42.png]W (Yes o1, Xe)



  σε κάθε χρονική στιγμή. Για να το δείξουμε αυτό μπορούμε να χωρίσουμε τους παράγοντες του G σε C={C1,C2, …Cp} όπου σε κάθε Cp ανήκουν κόμβοι που μοιράζονται τα ίδια βάρη. Συνεπώς για τη γραμμική περίπτωση το
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είναι ένα τέτοιο σύνολο.
2.2.3.1 Συναρτήσεις χαρακτηριστικών στα linear chain CRF
Για την αποφυγή σύγχυσης σημειώνουμε ότι με τον όρο παρατήρηση εννοούμε ένα διάνυσμα χαρακτηριστικών xt μιας χρονικής στιγμής της ακολουθίας εισόδου. 

Είδαμε στην ενότητα 2.2.1 ότι αν η από κοινού πιθανότητα p(y,x) παραγοντοποιείται όπως στην περίπτωση ενός ΗΜΜ τότε η αντίστοιχη δεσμευμένη κατανομή p(y/x) είναι ένα CRF με μορφή αλυσίδας αφού έχουμε εξάρτηση μόνο μεταξύ γειτονικών στο γράφο μεταβλητών εξόδου, δηλαδή σαν ορίσματα στις feature functions fk  και gk έχουμε μόνο διαδοχικές μεταβλητές εξόδου. Υπάρχουν ωστόσο και πολύ πιο εκφραστικοί τύποι CRF με μορφή αλυσίδας αν εμπλουτίσουμε τις χρησιμοποιούμενες συναρτήσεις χαρακτηριστικών (feature functions). Για παράδειγμα σε ένα ΗΜΜ η μετάβαση μεταξύ δύο καταστάσεων i και j λαμβάνει το ίδιο score-πιθανότητα ανεξαρτήτως της εισόδου. Σε ένα CRF επιτρέπουμε στο score της μετάβασης (i,j) να εξαρτάται από το τρέχουσα παρατήρηση (διάνυσμα χαρακτηριστικών) xi, απλά τροποποιώντας τη χρησιμοποιούμενη συνάρτηση χαρακτηριστικών του CRF ώστε να πάρει τη μορφή: δ{yt=j} δ{yt-1=1} δ{xt=o}.

Παρόλο που εμπεριέχει τα παρόμοια των ΗΜΜ μοντέλα, η κλάση των CRF είναι πολύ περισσότερο εκφραστική γιατί επιτρέπει τη χρήση πλήθους χαρακτηριστικών με αυθαίρετες εξαρτήσεις πάνω στην ακολουθία εισόδου. Στα CRF όταν αναφέρουμε παρατηρήσεις εισόδου δεν είναι μόνο ταυτότητες λέξεων αλλά οποιαδήποτε άλλη ορθογραφική, συντακτική ή σημασιολογική πληροφορία μπορούμε να αντλήσουμε από το κείμενο πχ ότι μία λέξη είναι ρήμα και η προηγούμενή της αποτελείται μόνο από αριθμούς.

Για να δείξουμε ότι στο CRF μορφής αλυσίδας  κάθε feature function μπορεί να εξαρτάται από παρατηρήσεις σε οποιοδήποτε χρονικό βήμα έχουμε σημειώσει σαν όρισμα παρατηρήσεων στην fk  και gk το διάνυσμα xt.Αυτό περιλαμβάνει όλα τα στοιχεία από την ακολουθία παρατηρήσεων x που συνιστούν τα χρήσιμα χαρακτηριστικά τη χρονική στιγμή t.Τα χαρακτηριστικά αυτά μπορούν να έχουν αντληθεί από οπουδήποτε στην ακολουθία. Για παράδειγμα αν θεωρούμε σαν χρήσιμο χαρακτηριστικό για την εύρεση της σωστής ετικέτας της λέξης wt την ταυτότητα της επόμενης λέξης και τον τίτλο της ενότητας, τότε το xt θα περιλαμβάνει και αυτά τα δύο χαρακτηριστικά. Ωστόσο αντιλαμβανόμαστε ότι για να βρούμε το label μίας συγκεκριμένης λέξης του κειμένου ουσιαστικά θα βοηθηθούμε από την αντίστοιχη λέξη και το context της-τη γειτονιά της- και τα χαρακτηριστικά που αυτές παρουσιάζουν, παρά από μία τυχαία λέξη 40 θέσεις πιο πίσω-εκτός φυσικά αν πρόκειται για τίτλο. Γι’ αυτό το λόγο κάθε χρονικό βήμα έχει το αντίστοιχο διάνυσμα παρατήρησης που σχετίζεται με αυτό και θα βοηθήσει στο labeling, δε βάζουμε δηλαδή σε κάθε παρατήρηση xt ολόκληρο το κείμενο.

Υπάρχουν κάποιες τεχνικές υλοποίησης που αφορούν τη μορφή των συναρτήσεων χαρακτηριστικών των CRF και έχουν καθιερωθεί κυρίως σε γλωσσικές εφαρμογές. Οι συναρτήσεις χαρακτηριστικών fpk επιλέγονται να έχουν την παρακάτω μορφή:
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δηλαδή κάθε χαρακτηριστικό είναι μη μηδενικό για μία συγκεκριμένη διαμόρφωση της εξόδου, αλλά εφόσον ικανοποιείται αυτός ο περιορισμός τότε η τιμή του χαρακτηριστικού εξαρτάται μόνο από το διάνυσμα χαρακτηριστικών. Αυτό σημαίνει ότι μπορούμε να σκεφτούμε τις feature functions σαν να εξαρτώνται μόνο από το διάνυσμα χαρακτηριστικών της ακολουθίας παρατήρησης και όχι από τις μεταβλητές εξόδου, αλλά έχουμε ξεχωριστό σύνολο βαρών για κάθε διαφορετική διαμόρφωση της εξόδου. Αυτή η αναπαράσταση είναι και υπολογιστικά αποδοτική γιατί ο υπολογισμός του κάθε qpk μπορεί να περιλαμβάνει χρονοβόρα επεξεργασία κειμένου ή εικόνας και συνεπώς θέλουμε να υπολογιστεί μία φορά για όλες τις feature function που τη χρησιμοποιούν. Παράδειγμα τέτοιων observation function qpk  είναι: η λέξη wt αρχίζει με κεφαλαίο ή η λέξη wt λήγει σε -ing.

Δεν είναι όλα τα χαρακτηριστικά μη μηδενικά στο σύνολο εκπαίδευσης. Για παράδειγμα κάποια χαρακτηριστικά είναι μη μηδενικά μόνο για κάποιες διαμορφώσεις της εξόδου. Θα μπορούσαμε να σκεφτούμε ότι τα χαρακτηριστικά αυτά δεν επηρεάζουν την πιθανότητα. Επηρεάζουν ωστόσο τη Ζ αφού συμμετέχουν στο άθροισμα οπότε χρησιμοποιώντας αρνητικά βάρη σε αυτά τα μη εμφανιζόμενα στην εκπαίδευση χαρακτηριστικά θα μπορούσαμε να κάνουμε τις λανθασμένες απαντήσεις λιγότερο πιθανές.

2.2.3.2 Υπολογισμός των παραμέτρων για linear chain CRF
Έστω ανεξάρτητα και ομοίως κατανεμημένα  δεδομένα εκπαίδευσης 
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όπου κάθε 
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είναι μία ακολουθία εισόδων και κάθε
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είναι μία ακολουθία από τις αντίστοιχες επιθυμητές προβλέψεις για τα labels. Παρατηρούμε ότι έχουμε μεν χαλαρώσει την υπόθεση ανεξαρτησίας μέσα σε μία ακολουθία εισόδου όμως κρατάμε την υπόθεση ότι διαφορετικές ακολουθίες εισόδου είναι μεταξύ τους ανεξάρτητες.

Ο υπολογισμός των παραμέτρων γίνεται τυπικά με μεγιστοποίηση της πιθανοφάνειας. Επειδή το μοντέλο μας αναπαριστά τη δεσμευμένη κατανομή η παρακάτω log πιθανότητα που ονομάζεται και δεσμευμένη log πιθανότητα, είναι κατάλληλη να χρησιμοποιηθεί στο πρόβλημα μεγιστοποίησης.
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όπου θ οι παράμετροι του μοντέλου μας.

Αφού αντικαταστήσουμε τον τύπο για το μοντέλο αλυσίδας CRF στην πιθανότητα      παίρνουμε την παρακάτω έκφραση:
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η οποία θα πρέπει να βελτιστοποιηθεί.

Θα πρέπει να σημειώσουμε εδώ ότι όταν έχουμε ένα μεγάλο αριθμό παραμέτρων ένα μέτρο για την αποφυγή του overfitting είναι η χρήση κανονικοποίησης που ουσιαστικά επιβάλλει μία ποινή σε διανύσματα βαρών με πολύ μεγάλη νόρμα. Χρησιμοποιώντας την Ευκλείδια νόρμα του θ και μία παράμετρο κανονικοποίησης 1/2σ2 που ρυθμίζει το μέγεθος της ποινής, η κανονικοποιημένη log πιθανότητα προκύπτει:
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Γενικά έχει παρατηρηθεί ότι το τελικό μοντέλο δεν είναι ευαίσθητο σε μεταβολές της τιμής σ2 ακόμα και όταν η τιμή αυτή μεταβάλλεται με ένα παράγοντα 10.

Η συνάρτηση l(θ)  δε μπορεί να βελτιστοποιηθεί σε κλειστή μορφή συνεπώς θα χρησιμοποιηθούν αριθμητικές επαναληπτικές μέθοδοι. Οι μερικές παράγωγοι προκύπτουν:
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Ο πρώτος όρος είναι η προσδοκώμενη τιμή της fk σύμφωνα με την κατανομή των διανυσμάτων εκπαίδευσης που έχουμε διαθέσιμα:
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Ο δεύτερος όρος που προκύπτει από την παράγωγο logZ(x) είναι η προσδοκώμενη τιμή για το fk σύμφωνα με την κατανομή του μοντέλου. Προκύπτει λοιπόν ότι στη μη κανονικοποιημένη λύση της μέγιστης πιθανότητας όταν ο κλίση είναι μηδενική οι δύο αυτές προσδοκώμενες τιμές είναι ίσες. Η ερμηνεία αυτή είναι ένα αποτέλεσμα τυπικό του υπολογισμού μεγίστης πιθανότητας στις εκθετικές οικογένειες.

Η συνάρτηση l(θ) είναι κυρτή το οποίο προκύπτει από την κυρτότητα των συναρτήσεων της μορφής:
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Η κυρτότητα βεβαίως είναι πολύ σημαντική στον υπολογισμό παραμέτρων γιατί σημαίνει ότι κάθε τοπικό ελάχιστο είναι επίσης και ολικό ελάχιστο. Η χρήση της κανονικοποίησης διασφαλίζει ότι η l είναι αυστηρά κυρτή, που σημαίνει ότι έχει ακριβώς ένα ολικό ελάχιστο.

Μία εύκολη λύση είναι να χρησιμοποιήσουμε steepest descent κατά μήκος της διεύθυνσης του gradient.Ωστόσο η λύση αυτή δεν είναι πρακτική καθώς απαιτεί πάρα πολλές επαναλήψεις. Αντίθετα, οι σύγχρονες μέθοδοι για βελτιστοποίηση της (9) κάνουν χρήση προσεγγίσεων για τη δεύτερη παράγωγο και μπορούν να αποβούν πολύ πιο αποδοτικές. Τέτοια είναι η μέθοδος BFGS (Bertsekas,1999) που χρησιμοποιεί μία προσέγγιση για τη Hessian μήτρα χρησιμοποιώντας μόνο τις πρώτες παραγώγους.

Τέλος να σημειώσουμε ότι τόσο η Ζ(x) στον τύπο της πιθανότητας όσο και οι περιθωριακές κατανομές P(yt,yt-1|x) που εμφανίζονται στο gradient της θ μπορούν να υπολογιστούν τρέχοντας τον αλγόριθμο forward-backward για κάθε στιγμιότυπο εκπαίδευσης όπως εξηγείται στην επόμενη ενότητα.

2.2.3.3 Inference
Υπάρχουν δύο βασικά inference προβλήματα στα CRF.

To πρώτο είναι στη διάρκεια της εκπαίδευσης η εύρεση των περιθωριακών κατανομών  P(yt,yt-1|x)   για κάθε ακμή που απαιτούνται για τον υπολογισμό του gradient της (9) και η εύρεση του Ζ(x)  που απαιτείται για τον υπολογισμό της πιθανότητας. Δεύτερον, κατά την πρόβλεψη για να label ένα καινούριο στιγμιότυπο θα πρέπει να υπολογίσουμε το πιο πιθανό Viterbi labeling:
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Για τα CRF μορφής γραμμικής αλυσίδας (linear chain CRF) όλα τα προβλήματα inference μπορούν να γίνουν αποδοτικά και επακριβώς (χωρίς προσέγγιση) από παραλλαγές του βασικού αλγορίθμου δυναμικού προγραμματισμού που χρησιμοποιείται στα ΗΜΜ. Εδώ θα παρουσιάσουμε τους αλγορίθμους αυτούς για τα ΗΜΜ και θα τους επεκτείνουμε για εφαρμογή τους στα CRF.

Ένα ΗΜΜ μπορεί να θεωρηθεί σαν ένας γράφος παραγοντοποίησης με τύπο για την από κοινού κατανομή πιθανότητας:
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όπου Ζ=1 και οι παράγοντες Ψ ορίζονται ως:
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Αν το ΗΜΜ θεωρηθεί σαν μία μηχανή πεπερασμένων καταστάσεων με βάρη, τότε το  Ψt(j,i,x)  είναι το βάρος κατά τη μετάβαση από την κατάσταση i στην κατάσταση j  όταν η τρέχουσα παρατήρηση είναι το x.
Έστω ότι θέλουμε να υπολογίσουμε την αρχική κατανομή p(x):
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Θεωρούμε τη forward μεταβλητή αt(j) οριζόμενη ως την πιθανότητα της μερικής ακολουθίας παρατηρήσεων x1..xt και της κατάληξης  στην κατάσταση i στο χρόνο t δεδομένου του μοντέλου μου:
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Οι άλφα τιμές μπορούν να υπολογιστούν από την αναδρομή:
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με αρχικοποίηση:
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Είναι εύκολο να δούμε ότι για τον υπολογισμό της p(x) ισχύει:
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Θεωρούμε την backward μεταβλητή βi(t) που δίνει την πιθανότητα της μερικής ακολουθίας παρατηρήσεων από το t+1 μέχρι το τέλος δεδομένης της κατάστασης i στο χρόνο t και δεδομένου του μοντέλου μας:
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υπολογίζεται από την αναδρομή:
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που αρχικοποιείται ως:
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Ανάλογα με την εμπρός περίπτωση μπορούμε να υπολογίσουμε την p(x) χρησιμοποιώντας τις προς τα πίσω μεταβλητές ως εξής:
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Συνδυάζοντας τώρα τα αποτελέσματα από τις μπροστά και πίσω αναδρομές μπορούμε να υπολογίσουμε τις περιθωριακές κατανομές που μας χρειάζονται για το gradient:
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Το οποίο ισοδυναμεί με:
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Τέλος για να υπολογίζουμε την πιο πιθανή ανάθεση label παρατηρούμε ότι αρκεί να αντικαταστήσουμε το άθροισμα με maximization. Αυτό μας δίνει την αναδρομή Viterbi:
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Όπου δt(j) η μέγιστη πιθανότητα κατά μήκος μίας ακολουθίας καταστάσεων της μερικής ακολουθίας παρατηρήσεων μέχρι τη στιγμή t και κατάληξης στην κατάσταση i.
Η γενίκευση των αλγορίθμων forward-backward και Viterbi για να περιλάβουν την περίπτωση των CRF προκύπτει με άμεσο τρόπο. O forward-backward αλγόριθμος για τα linear chain CRF είναι ίδιος με την εκδοχή του για τα ΗΜΜ εκτός του ότι τα βάρη στις μεταβάσεις ορίζονται διαφορετικά. Παρατηρούμε ότι ο τύπος για το CRF μπορεί να γραφεί:
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όπου ορίζουμε:

[image: image88.png]W (e, veo1,%¢) = exp {Zwk(u, ety xf)}
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Με αυτόν τον ορισμό η προς τα εμπρός αναδρομή, η προς τα πίσω αναδρομή και η αναδρομή Viterbi μπορούν να χρησιμοποιηθούν ως έχουν στα linear chain CRF.Αντί να υπολογίζεται το p(x) όπως στα ΗΜΜ θα υπολογίζεται το Ζ(x).
2.2.4 Αλγόριθμος επιλογής χαρακτηριστικών στα Conditional Random Fields
Έχουμε ήδη δει τη δυνατότητα των Conditional Random Fields να ενσωματώσουν πολλά αυθαίρετα και αλληλοεξαρτώμενα χαρακτηριστικά της ακολουθίας εισόδου. Το ερώτημα που προκύπτει φυσιολογικά είναι ποια χαρακτηριστικά πρέπει να χρησιμοποιηθούν. Μέχρι τώρα για τον υπολογισμό των παραμέτρων του μοντέλου θεωρούσαμε τις συναρτήσεις χαρακτηριστικών γνωστές και δεδομένες.
Πολλά χαρακτηριστικά είναι ατομικά ωστόσο θα θέλαμε να χρησιμοποιήσουμε και conjunctions αυτών των χαρακτηριστικών αν αυτό βοηθούσε την απόδοση. Η χρήση των conjunctions είναι σημαντική γιατί το μοντέλο είναι log linear και ο μόνος τρόπος να αναπαρασταθούν πολύπλοκες επιφάνειες απόφασης είναι να προβάλλουμε το πρόβλημα σε χώρο περισσοτέρων διαστάσεων που αποτελείται από συναρτήσεις πολλαπλών μεταβλητών.

Ο αλγόριθμος της feature induction όπως περιγράφεται στο McCallum 2003) δέχεται σαν input από το χρήστη ένα σύνολο από ατομικά χαρακτηριστικά και επαναληπτικά δημιουργεί conjunctions οι οποίες προστιθέμενες στο μοντέλο  αποφασιστικά βελτιώνουν  την απόδοσή του δηλαδή αυξάνουν την log πιθανότητα (8). 

Επίσης υπάρχει η δυνατότητα να μην προστίθενται εξαρχής στο μοντέλο όλα τα  ατομικά χαρακτηριστικά που δίνει ο χρήστης αλλά να βαθμολογούνται με βάση τη συνεισφορά τους στην απόδοση και επαναληπτικά να επιλέγονται και να προστίθενται στο μοντέλο εκείνα που κρίνονται περισσότερο χρήσιμα και σχετικά με την εφαρμογή. Αυτό δίνει την δυνατότητα στο χρήστη να μαντεύει με μεγαλύτερη ελευθερία ποια χαρακτηριστικά θα ήταν χρήσιμα για την εφαρμογή και να τα δίνει σαν input δεδομένου ότι ο αλγόριθμος εκτός από το induction των conjunctions κάνει και επιλογή χαρακτηριστικών και δεν υπάρχει ο κίνδυνος προσθήκης άσχετων χαρακτηριστικών στο μοντέλο που θα μείωναν την επίδοσή του. Αντίθετα, τα μοντέλα όπου τα χαρακτηριστικά προστίθεντο με χειρωνακτικό τρόπο και τα conjunctions δημιουργούνται με βάσει προκαθορισμένα σχήματα (patterns) καταλήγουν σε μοντέλα με μικρότερη δυνατότητα γενίκευσης. 

Εξίσου σημαντικό είναι το γεγονός ότι με τη χρήση της feature induction πετυχαίνουμε υψηλότερη απόδοση με πολύ μικρότερο πλήθος χαρακτηριστικών οπότε επιτυγχάνεται επίσης οικονομία σε μνήμη και υπολογιστική ισχύ. 

Κατά την περιγραφή του αλγορίθμου που ακολουθεί, όταν λέμε κέρδος ενός χαρακτηριστικού εννοούμε ποιοτικά το κατά πόσο η προσθήκη του στο μοντέλο οδηγεί σε σωστότερο τεμαχισμό και αναγνώριση των ακολουθιών εκπαίδευσης. 

Για να μετρήσουμε τον αποτέλεσμα της προσθήκης ενός νέου χαρακτηριστικού ορίζουμε ένα νέο CRF με το επιπλέον χαρακτηριστικό g και βάρος μ το οποίο έχει την ίδια μορφή με το αρχικό μοντέλο (σαν το νέο αυτό χαρακτηριστικό να περιλαμβάνετο μαζί με τα παλιά-κρατάμε δηλαδή τα ίδια βάρη για το προϋπάρχοντα χαρακτηριστικά):
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Στον παρανομαστή είναι απλά το επιπλέον κομμάτι της κανονικοποίησης που απαιτείται για να κάνει τη νέα συνάρτηση Ζ να αθροίζει σε 1 πάνω σε όλες τις τιμές εξόδου:
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Πολλά υποψήφια χαρακτηριστικά βαθμολογούνται παράλληλα θεωρώντας ότι οι παράμετροι λ στα προϋπάρχοντα χαρακτηριστικά παραμένουν σταθερές κατά την εκτίμηση του κέρδους G(g) του νέου χαρακτηριστικού. Το κέρδος ενός χαρακτηριστικού ορίζεται σαν τη βελτίωση της δεσμευμένης log πιθανότητας των ακολουθιών εξόδου δεδομένου των ακολουθιών εισόδου των παραδειγμάτων εκπαίδευσης που δίνει η προσθήκη του χαρακτηριστικού, δηλαδή:
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όπου
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Για σύνολο εκπαίδευσης της μορφής:
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Παρατηρούμε ότι πρέπει να βρεθεί το μ που δίνει το μέγιστο κέρδος Στα conditional μοντέλα η βέλτιστη τιμή αυτού του μ δε μπορεί να βρεθεί σε κλειστή μορφή και συνεπώς απαιτείται κάποια επαναληπτική διαδικασία όπως του Newton. 

Ο αλγόριθμος θεωρεί τις παρακάτω δύο λογικές και αλληλοενισχυόμενες προσεγγιστικές υποθέσεις που επιτρέπουν τον αποδοτικό σε χρόνο υπολογισμό του κέρδους(gain) κάποιου χαρακτηριστικού:

· Κατά την επαναληπτική υπολογιστική διαδικασία για το κέρδος για να αποφύγουμε το υπολογισμό πάνω σε όλες τις μεταβλητές εξόδου θεωρούμε την κάθε κατάσταση σαν ένα ξεχωριστό πρόβλημα. Συγκεκριμένα για τον υπολογισμό της κατανομής πιθανότητας πάνω στις διάφορες labels θεωρούμε τις labels των άλλων κόμβων εξόδου σταθερές στη τιμή μεγίστης πιθανότητας. Έτσι ο υπολογισμός της partition function για καθένα inference πρόβλημα γίνεται σημαντικά πιο απλός αφού εμπεριέχει ένα άθροισμα πάνω στις εναλλακτικές τιμές ενός κόμβου εξόδου και όχι πάνω σε όλα τα δυνατά στιγμιότυπα του γράφου, που έχουν πλήθος  εκθετικό του αριθμού των output κόμβων στο γράφο.

· Η προηγούμενη υπόθεση να θεωρήσουμε τον κάθε κόμβο εξόδου σαν ένα ξεχωριστό inference πρόβλημα μας επιτρέπει να προσπεράσουμε κάποιους από αυτούς. Συγκεκριμένα η μεγάλη πλειοψηφία των output κόμβων είναι σωστά αναγνωρισμένη ακόμα και στα αρχικά στάδια της εκπαίδευσης. Η απόδοση αυξάνεται συμπεριλαμβάνοντας στη διαδικασία υπολογισμού του κέρδους μόνο εκείνους τους κόμβους που δεν αναγνωρίζονται σωστά από το παρόν μοντέλο.

Να σημειώσουμε ότι η από κοινού inference πάνω σε όλους τους κόμβους εξόδου δεν είναι προφανώς αδύνατη (intractable)-αφού ούτως ή άλλως συμβαίνει κατά των υπολογισμό των λ- αλλά δε χρησιμοποιείται με σκοπό να βελτιωθεί η απόδοση.
Θεωρούμε ότι υπάρχει ένα αλφάβητο που κρατά όλα τα χαρακτηριστικά που εισάγει αρχικά ο χρήστης.

Ο αλγόριθμος προχωρά με τα εξής βήματα:

1. Τα χαρακτηριστικά του αλφαβήτου τα οποία δεν έχουν περιληφθεί στο μοντέλο-υποψήφια προς εισαγωγή χαρακτηριστικά- κατατάσσονται με βάση το κέρδος τους.

2. Επιλέγεται ένας συγκεκριμένος αριθμός από τα πιο κερδοφόρα υποψήφια χαρακτηριστικά, δημιουργούνται όλες οι conjunctions αυτών και προστίθενται στη λίστα των υποψήφιων χαρακτηριστικών. 

3. Τα υποψήφια χαρακτηριστικά κατατάσσονται με βάση το κέρδος τους και προστίθενται στο μοντέλο ένας συγκεκριμένος αριθμός με τα πιο κερδοφόρα. Μία conjunction προστίθεται στο μοντέλο μόνο αν έχει υψηλότερο κέρδος από καθένα από τα κομμάτια που την απαρτίζουν.

4. Χρησιμοποιείται μία quasi-Newton μέθοδος για να υπολογιστούν οι παράμετροι του νέου μοντέλου, έτσι ώστε να αυξηθεί η δεσμευμένη πιθανότητα των label ακολουθιών δεδομένου των ακολουθιών παρατήρησης στο σύνολο εκπαίδευσης. Χρησιμοποιείται μικρός αριθμός Newton επαναλήψεων για να αποφευχθεί το overfitting.

5. Πηγαίνουμε πίσω στο βήμα 1 μέχρι να ικανοποιηθεί κάποια συνθήκη σύγκλισης.
2.3 Αξιολόγηση των Conditional Random fields σε τρεις θεματικές περιοχές ενδιαφέροντος

2.3.1 Θεματικές περιοχές ενδιαφέροντος 

Στα πλαίσια της διπλωματικής αυτής πραγματοποιήθηκαν πειράματα σε τρεις συλλογές κειμένων, επισημειωμένων με παραδείγματα σχετικών πεδίων από τρεις διαφορετικές θεματικές περιοχές αντίστοιχα. H μία από τις τρεις συλλογές έχει περισσότερο ελεύθερο κείμενο ενώ οι άλλες δύο χαρακτηρίζονται από ημι-δομημένο κείμενο με εκτενή πληροφορία παρουσίασης μέσω των χρησιμοποιούμενων html tags.Αντιθέτως η πρώτη συλλογή δε διαθέτει καθόλου html tags.

Η πρώτη συλλογή αποτελείται από 485 αρχεία προερχόμενα από ομάδα συζητήσεων του πανεπιστημίου Carnegie Mellon των Η.Π.Α., και περιγράφουν ανακοινώσεις σεμιναρίων. Συνολικά 4 πεδία έχουν επισημειωθεί στα αρχεία αυτά: η ώρα έναρξης του σεμιναρίου, stime, η ώρα λήξης του σεμιναρίου, etime, το όνομα του ομιλητή του σεμιναρίου, speaker, και τέλος, η τοποθεσία όπου θα γίνει το σεμινάριο, location. Η συλλογή αυτή έχει χρησιμοποιηθεί αρκετά συχνά από ερευνητές για αξιολόγηση στο χώρο της εξαγωγής πληροφορίας. 

Η δεύτερη συλλογή αποτελείται από 101 αρχεία κειμένου τα οποία περιγράφουν πανεπιστημιακά μαθήματα της επιστήμης υπολογιστών. Τρία σχετικά πεδία επισημειώθηκαν στα αρχεία κειμένου για την θεματική αυτή περιοχή: ο κωδικός του μαθήματος, course_number (για παράδειγμα “CS302”), το όνομα του μαθήματος, course_title (για παράδειγμα “Operating Systems”) και τέλος, ο διδάσκων του μαθήματος, course_instructor, που συμπεριλαμβάνει και τυχόν βοηθούς διδασκαλίας στο μάθημα. 
Η τρίτη συλλογή αποτελείται από 96 αρχεία κειμένου τα οποία περιγράφουν ερευνητικά προγράμματα. Δύο σχετικά πεδία έχουν επισημειωθεί στα αρχεία κειμένου γι’ αυτή την περιοχή: ο τίτλος ερευνητικού προγράμματος, project_title (για παράδειγμα “WebKB”) και το μέλος ερευνητικού προγράμματος, projectmember. 

Τέλος, για τις τρεις θεματικές περιοχές που ανήκουν στο χώρο του παγκοσμίου ιστού, οι ετικέτες HTML δεν αγνοούνται κατά την εκπαίδευση των συστημάτων εξαγωγής πληροφορίας του βασικού επιπέδου αλλά συμμετέχουν κανονικά στον πίνακα λεκτικών μονάδων κάθε σελίδας του ιστού. Περιμένουμε ότι εκμεταλλευόμενοι την εκτενή διαθέσιμη πληροφορία παρουσίασης θα προκύψουν καλύτερα αποτελέσματα από το CRF. 

2.3.2 Μεθοδολογία αξιολόγησης 

Για την αξιολόγηση χρησιμοποιήθηκε διασταυρωμένη επικύρωση στο σύνολο των επισημειωμένων κειμένων για κάθε θεματική περιοχή.

Για την περιοχή των ανακοινώσεων σεμιναρίων, το σώμα των 484 αρχείων κειμένου χωρίστηκε με τυχαία επιλογή σε 6 υποσύνολα των 80 αρχείων περίπου. Σε καθένα από τα 6 βήματα της διασταυρωμένης επικύρωσης, τα 400 αρχεία χρησιμοποιούνται για την εκπαίδευση του CRF, ενώ τα υπόλοιπα 80 αρχεία χρησιμοποιούνται για την αξιολόγηση. Τέλος, τα αποτελέσματα συγκεντρώνονται και για τα 6 βήματα. 
Για την περιοχή των ερευνητικών προγραμμάτων, το σώμα των 96 αρχείων κειμένου χωρίστηκε με τυχαία επιλογή σε 5 υποσύνολα των 20 αρχείων περίπου. Σε καθένα από τα 6 βήματα της διασταυρωμένης επικύρωσης, 80 αρχεία χρησιμοποιούνται για την εκπαίδευση του CRF, ενώ τα υπόλοιπα 20 αρχεία χρησιμοποιούνται για την αξιολόγηση. Τέλος, τα αποτελέσματα συγκεντρώνονται και για τα 5 βήματα. 

Για την περιοχή των πανεπιστημιακών μαθημάτων της επιστήμης υπολογιστών, το σώμα των 101 αρχείων κειμένου χωρίστηκε με τυχαία επιλογή σε 5 υποσύνολα των 20 αρχείων περίπου. Σε καθένα από τα 6 βήματα της διασταυρωμένης επικύρωσης, τα περίπου 80 αρχεία χρησιμοποιούνται για την εκπαίδευση του CRF, ενώ τα υπόλοιπα 20 αρχεία χρησιμοποιούνται για την αξιολόγηση. Τέλος, τα αποτελέσματα συγκεντρώνονται και για τα 5 βήματα. 

Συχνά τα συστήματα εξαγωγής πληροφορίας αξιολογούνται με βάση την εύρεση ενός παραδείγματος για κάθε σχετικό πεδίο ανά κείμενο, δηλαδή με βάση την επιτυχή συμπλήρωση ενός template με τα σχετικά πεδία για κάθε κείμενο. Σε περίπτωση που το σύστημα που αξιολογείται βρει περισσότερα του ενός παραδείγματα για κάποιο πεδίο σε ένα κείμενο, τότε κρατείται μόνο το παράδειγμα με τη μεγαλύτερη πιθανότητα -όπως υπολογίζεται από το βαθμό εμπιστοσύνης του παραδείγματος- και αν αυτό συναντάται στα επισημειωμένα πεδία του κειμένου τότε θεωρείται επιτυχής η εξαγωγή. Ωστόσο στη βιβλιογραφία τα CRF δεν αξιολογούνται συνήθως με βάση τη μεθοδολογία αυτή. Αντίθετα αν υπάρχουν περισσότερα από ένα επισημειώσεις για κάποιο πεδίο σε ένα κείμενο, πρέπει να έχουμε εντοπισμό όλων αυτών για να θεωρηθεί επιτυχής η εξαγωγή διαφορετικά έχουμε μειωμένη ανάκληση. Αυτή η τελευταία μεθοδολογία χρησιμοποιήθηκε σε αυτή τη διπλωματική τόσο για την αξιολόγηση του CRF όσο και των αλγορίθμων του βασικού επιπέδου Amilcare και BWI ώστε να υπάρχει ομοιογένεια και να είναι συγκρίσιμα τα αποτελέσματα.

Τρεις μετρικές χρησιμοποιήθηκαν για την αξιολόγηση ενός συστήματος: η ακρίβεια (precision-P) που αντιστοιχεί στο πηλίκο των σωστών παραδειγμάτων πεδίων που έχουν αναγνωριστεί από το σύστημα προς τα συνολικά παραδείγματα που έχουν αναγνωριστεί, η ανάκληση (recall-R) που αντιστοιχεί στο πηλίκο των σωστών παραδειγμάτων πεδίων που έχουν αναγνωριστεί, προς το σύνολο των σωστών παραδειγμάτων πεδίων (που υπάρχουν στα χειρωνακτικά συμπληρωμένα σχεδιότυπα), και τέλος η μετρική F1 που είναι ο αρμονικός μέσος της ακρίβειας και της ανάκλησης, και δίδεται από την παρακάτω σχέση: 
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Ο ορισμός της ακρίβειας και της ανάκλησης όπως δίνεται σε αυτή την ενότητα, είναι ισοδύναμος με τη μικρο-αθροιστική (micro-average) ακρίβεια και τη μικρο-αθροιστική ανάκληση τα οποία ορίζονται επίσημα ως εξής: 
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όπου TPi είναι ο αριθμός των παραδειγμάτων του πεδίου fi e{f1,..fQ} που έχουν σωστά αναγνωριστεί (σωστά θετικά/true positive), FPi είναι ο αριθμός των παραδειγμάτων του πεδίου που έχουν λανθασμένα ταξινομηθεί (λανθασμένα αρνητικά/false negative), και FNi είναι ο αριθμός των παραδειγμάτων του πεδίου που δεν έχουν αναγνωριστεί (λανθασμένα αρνητικά/false negative). Η επιλογή των μικρο-αθροιστικών μετρικών τιμών επιτρέπει την αντικειμενικότερη αξιολόγηση διαφορετικών συστημάτων εξαγωγής, αφού οι μετρικές αυτές υπολογίζονται με βάση όλα τα παραδείγματα των σχετικών πεδίων μιας θεματικής περιοχής. 

2.3.3.Πειραματικά αποτελέσματα από τη χρήση των CRF
Για την εκπαίδευση και έλεγχο του μοντέλου μας χρησιμοποιήθηκε το εργαλείο Mallet 4.0.Για την εκπαίδευση του μοντέλου χρησιμοποιήθηκε ο αλγόριθμος  Feature Induction όπως περιγράφηκε στην ενότητα 2.3.4 ενώ τα αρχικά ατομικά χαρακτηριστικά που παρέχονται εξαρχής στο μοντέλο αφορούνελέγχους για:
· Ταυτότητα λέξης

· Έναρξη λέξης με κεφαλαίο γράμμα

· Όλα κεφαλαία

· Μόνο αριθμητικοί χαρακτήρες

· Μόνο μικρά γράμματα

· Μόνος χαρακτήρας

· Σημείο στίξης

· Μέρος του λόγου

· Συμμετοχή σε 23 gazeteers λίστες που αφορούν ονόματα ανθρώπων, χώρες, μήνες, abbreviations, μέρες εβδομάδας κτλ
Τα παραπάνω χαρακτηριστικά ελέγχονται σε ένα χρονικό παράθυρο μεγέθους 2 –δηλαδή στο διάνυσμα παρατήρησης xt όπως αυτό εμφανίζεται στη θεωρητική εισαγωγή που έχει προηγηθεί περιλαμβάνεται για παράδειγμα η ταυτότητα της λέξης που βρίσκεται 2 θέσεις πιο πίσω και δύο θέσεις πιο μετά της λέξης στη θέση t.
Για τα κείμενα με html tags χρησιμοποιούνται επιπλέον χαρακτηριστικά που αφορούν ελέγχους για:

· Εμφάνιση με πλάγια γράμματα(italics)
· Εμφάνιση με έντονα γράμματα (bold)
· Εμφάνιση σε τίτλο

· Τίτλοι κάτω από τους οποίους βρίσκεται η παρούσα λέξη.

· Ταυτότητες επόμενων και προηγούμενων λέξεων μη συμπεριλαμβανομένου των HTML tags.
Τα χαρακτηριστικά που κωδικοποιούν πληροφορία που σχετίζεται με το layout και την παρουσίαση της σελίδας όπως αυτή παρέχεται από τα html tags βοηθά σημαντικά το μοντέλο στη βελτίωση της απόδοσής του. Αυτός ήταν ένας βασικός λόγος για τον οποίο εργαλεία επεξεργασίας φυσικής γλώσσας κατάλληλα για ελεύθερο κείμενο, δε χρησιμοποιούνται για html σελίδες του Ιστού αφού αδυνατούν να εκμεταλλευτούν την html πληροφορία.
Όσον αφορά τη γραφική δομή του CRF που χρησιμοποιήθηκε, κάθε πεδίο προς αναγνώριση αντιστοιχείται σε δύο καταστάσεις όπως συνηθίζεται στη βιβλιογραφία, μία για τη έναρξη του πεδίου και μία για το εσωτερικό του πεδίο. Αυτό συμβαίνει γιατί γενικά είναι άλλα τα χαρακτηριστικά που βοηθούν στην αναγνώριση της αρχής ενός πεδίου και άλλα αυτά που βοηθούν στην αναγνώριση του εσωτερικού του πεδίου. Στη βιβλιογραφία έχουν προταθεί και άλλα μοντέλα για την αναπαράσταση του εσωτερικού ενός πεδίου προς αναγνώριση, στην παρούσα διπλωματική ωστόσο χρησιμοποιήθηκε η απλή και συνηθισμένη περίπτωση. Χρησιμοποιήθηκαν 10 κύκλους feature induction με 10 επαναλήψεις του αλγορίθμου εκπαίδευσης ανά κύκλο.
Η απόδοση μετράται όχι με βάση τις σωστά αναγνωρισμένες λέξεις (tokens) αλλά με βάση τα σωστά αναγνωρισμένα τμήματα κειμένου (segments).Ένα τμήμα κειμένου θεωρείται ότι έχει προβλεφθεί σωστά όταν τόσο η αρχή όσο και το τέλος του να έχουν αναγνωρισθεί σωστά, δηλαδή όταν έχει εντοπιστεί επακριβώς μέσα στο κείμενο και έχει προβλεφθεί γι’ αυτό η σωστή ετικέτα.

Τα αποτελέσματα που παρουσιάζονται παρακάτω είναι το αποτέλεσμα της εφαρμογής 5 cross validation και 6 cross validation –διασταυρωμένης επικύρωσης- στις τρεις θεματικές περιοχές ενδιαφέροντος που παρουσιάζονται στην ενότητα 2.3.1.

2.3.3.1 Ανακοινώσεις σεμιναρίων

Πεδία προς αναγνώριση:

· Όνομα ομιλητή

· Τοποθεσία

· Ώρα έναρξης

· Ώρα λήξης
	SEMINARS
	Speaker_name
	Location
	Start_time
	Finish_time
	Overall

	Precision
	0,8324
	0,9230
	0,9755
	0,9804
	0,9289

	Recall
	0,7011
	0,8387
	0,9600
	0,9605
	0,8634

	F
	0,7592
	0,8786
	0,9676
	0,9701
	0,8883


Πίνακας 2.3.1.1.1:Αποτελέσματα αξιολόγησης του CRF στη θεματική περιοχή των ανακοινώσεων σεμιναρίων.
Η απόδοση του μοντέλου στη θεματική αυτή περιοχή αυτό είναι υψηλή καθώς τα πεδία προς εξαγωγή χαρακτηρίζονται από πολύ ιδιαίτερη τυπογραφική δομή (π.χ. ώρα, όνομα ομιλητή), την οποία εκμεταλλεύεται ιδιαίτερα επιτυχώς το CRF.Παρατηρήθηκε ότι κάποια από τα λάθη κατά την εξαγωγή οφείλονται στη δυσκολία του CRF να εντοπίσει ορθά ρόλους των τμημάτων κειμένου. Πιο συγκεκριμένα ο εντοπισμός τμημάτων κειμένου που αφορούν ονόματα ανθρώπων είναι πιο εύκολος απ’ ότι ο εντοπισμός τμημάτων κειμένου που αφορούν ονόματα ανθρώπων με τον επιπλέον ρόλο του ομιλητή σεμιναρίου. Τα πεδία ονόματα ομιλητών και ονόματα ανθρώπων γενικότερα έχουν ίδια τυπογραφική δομή και είναι δύσκολο να διακριθούν. Συνεπώς το CRF κάποιες φορές λανθασμένα εξάγει τμήματα κειμένου που ενώ αντιστοιχούν σε ονόματα ανθρώπων δεν αντιστοιχούν σε ομιλητές αλλά αναφέρονται για άλλους λόγους στο κείμενο π.χ. αφορούν συνεργάτες των ομιλητών σε κάποια εργασία, ή αφορούν ομιλητές επόμενων σεμιναρίων και όχι του σεμιναρίου που περιγράφεται στη προκείμενη σελίδα. Προσπαθώντας κατά τη διαδικασία της εκπαίδευσης το μοντέλο να μάθει χαρακτηριστικά (feature functions) που θα το βοηθήσουν να διακρίνει ορθά μεταξύ των διαφόρων ρόλων και δεδομένου ότι τα χαρακτηριστικά δεν είναι αρκετά για τον επιτυχή διαχωρισμό των ρόλων των τμημάτων κειμένου σε όλες τις περιπτώσεις, έχουμε ως αποτέλεσμα είτε το CRF να αγνοεί ονόματα ομιλητών θεωρώντας τα άσχετα είτε λανθασμένα να εντοπίζει τμήματα κειμένου που όμως δεν αντιστοιχούν σε  ονόματα ομιλητών αλλά αποτελούν απλά ονόματα ανθρώπων. 

Παρατηρήθηκε επίσης ότι το CRF εκμεταλλεύεται αρκετά καλά όχι μόνο την τυπογραφική πληροφορία αλλά και το context των πεδίων προς εξαγωγή-όταν αυτό προσφέρει πολύτιμη πληροφορία αφού διαπιστώνεται από τα αποτελέσματα ότι μπορεί να διακρίνει αρκετά καλά μεταξύ ώρας έναρξης και ώρα λήξης του σεμιναρίου, μεταξύ δύο πεδίων δηλαδή με ταυτόσιμη τυπογραφική δομή.

 Για την επίτευξη των αποτελεσμάτων αυτών χρησιμοποιήθηκαν περίπου 45000 παράμετροι του μοντέλου. Στη βιβλιογραφία για την ίδια θεματική περιοχή έχουν αναφερθεί υψηλότερα αποτελέσματα (περίπου +3%) με τη χρήση 84000 χαρακτηριστικών.

2.3.3.2 Ερευνητικά προγράμματα

Πεδία προς αναγνώριση:

· Μέλος του ερευνητικού προγράμματος
· Τίτλος του ερευνητικού προγράμματος 
	PROJECTS
	Project_member
	Project_title
	Overall

	Precision
	0,80244
	0,54786
	0,76728

	Recall
	0,7735
	0,23226
	0,60528

	F
	0,78488
	0,31558
	0,67364


Πίνακας 2.3.3.2.1:Αποτελέσματα αξιολόγησης του CRF στη θεματική περιοχή των Ερευνητικών προγραμμάτων.
Παρατηρούμε ότι η απόδοση του μοντέλου στο πεδίο αυτό είναι σημαντικά χαμηλότερη και ιδιαίτερα στο πεδίο project_title. Αυτό ήταν αναμενόμενο καθώς το πεδίο αυτό δε διαθέτει γενικά ιδιαίτερα χαρακτηριστικά είτε τυπογραφικής πληροφορίας είτε context που να το ξεχωρίζουν μέσα στο υπόλοιπο κείμενο και να βοηθούν την αναγνώρισή του. Για το πεδίο project_member ισχύει ό,τι αναφέραμε στην προηγούμενη θεματική περιοχή για την αναγνώριση ρόλων των τμημάτων κειμένου από το CRF αφού συχνά στις ιστοσελίδες που περιγράφουν ερευνητικά προγράμματα αναφέρονται και άλλα ονόματα μη συμμετεχόντων στο ερευνητικό πρόγραμμα τα οποία είναι δύσκολο να αναγνωριστούν
2.3.3.3 Πανεπιστημιακά μαθήματα Επιστήμης Υπολογιστών

Πεδία προς αναγνώριση:
· Αριθμός μαθήματος

· Τίτλος μαθήματος
· Διδάσκοντες
	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0.87834
	0.85038
	0.78632
	0.83166

	Recall
	0.83758
	0.56374
	0.58228
	0.68358

	F
	0.85662
	0.66702
	0.6608
	0.74896


Πίνακας 2.3.3.3.1:Αποτελέσματα αξιολόγησης του CRF στη θεματική περιοχή των πανεπιστημιακών μαθημάτων Επιστήμης υπολογιστών
Στη θεματική αυτή περιοχή παρατηρείται ότι ενώ το πεδίο course_number χαρακτηρίζεται από ιδιαίτερη τυπογραφική δομή(π.χ. CS 302, CSE 500)  ωστόσο τα αποτελέσματα εξαγωγής δεν είναι τόσο υψηλά όσο θα αναμέναμε. Αυτό συμβαίνει γιατί στη σελίδα ενός μαθήματος επιστήμης υπολογιστών συχνά αναφέρονται course_numbers άλλων μαθημάτων, είτε ως προαπαιτούμενα μαθήματα είτε για άλλους λόγους, και το CRF δε μπορεί να διακρίνει μεταξύ των διαφόρων αυτών αναφορών ποιες αφορούν το μάθημα που περιγράφεται στη συγκεκριμένη σελίδα και ποιες όχι. Ισχύει δηλαδή ό,τι έχουμε ήδη προαναφέρει για το διαχωρισμό των ρόλων των διαφόρων τμημάτων κειμένου από το μοντέλο. Για το πεδίο course_title  έχουμε να παρατηρήσουμε ότι ενώ όταν αναφέρεται στον τίτλο της Iστοσελίδας που περιγράφει μάθημα Επιστήμης Υπολογιστών γενικά είναι ευκολότερο να αναγνωριστεί, όταν αναφέρεται μέσα στο σώμα της σελίδας δε διαθέτει τι ίδιο έντονα τυπογραφικά χαρακτηριστικά και context που θα βοηθούσαν την εξαγωγή του, όπως συμβαίνει και με το πεδίο project_title της προηγούμενης θεματικής περιοχής. Δηλαδή ενώ όταν ο course_title εμφανίζεται στον τίτλο της Ιστοσελίδας χαρακτηρίζεται από bold γράμματα και άλλη ιδιαίτερη πληροφορίας εμφάνισης μέσω των αντίστοιχων html tags, όταν ο τίτλος του μαθήματος εμφανίζεται στο σώμα της Ιστοσελίδας δε διαθέτει αυτά τα ιδιαίτερα χαρακτηριστικά και είναι δυσκολότερη η εξαγωγή του.
Να σημειωθεί ότι στη χρήση του CRF για εμπορικούς σκοπούς θα συνέφερε η αξιοποίηση των βαθμών εμπιστοσύνης της εξαγωγής των διαφόρων παραδειγμάτων πεδίων και σε περίπτωση που ενδιαφέρει η εξαγωγή ενός μόνο παραδείγματος ανά πεδίο σε μία σελίδα να κρατείται το παράδειγμα με τη μεγαλύτερη πιθανότητα ορθότητας εξαγωγής (όπως αυτή προκύπτει από το βαθμό εμπιστοσύνης) όπως στη μεθοδολογία του template filling, πράγμα που θα βελτίωνε κατά πολύ την απόδοση. 
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Συνδυασμός ταξινομητών / συστημάτων εξαγωγής πληροφορίας - Επισκόπηση Βιβλιογραφίας

Στο κεφάλαιο αυτό παραθέτουμε μία εισαγωγή στο θέμα του συνδυασμού ταξινομητών και παρουσιάζουμε τις σημαντικότερες εργασίες που υπάρχουν στη βιβλιογραφία για το θέμα αυτό καθώς και για το θέμα του συνδυασμού συστημάτων εξαγωγής πληροφορίας, όπου εκεί οι εργασίες είναι σημαντικά λιγότερες. 
3.1 Συνδυασμός ταξινομητών

Το κίνητρο για το συνδυασμό ταξινομητών οφείλεται κυρίως στην παρατήρηση ότι δεν είναι δυνατό να βρεθεί ένας ταξινομητής που να είναι ο καλύτερος σε όλες τις θεματικές περιοχές, κάτι που είναι γνωστό και ως “no free lunch theorem”. Από την άλλη  η μεριά, ο συνδυασμός ταξινομητών μπορεί να οδηγήσει στην επίτευξη καλύτερων αποτελεσμάτων σε μετά-επίπεδο. 
3.1.1Συνδυασμός ταξινομητών με χρήση ψηφοφορίας

Ο απλούστερος τρόπος συνδυασμού ταξινομητών σε μετα-επίπεδο είναι με χρήση τεχνικών ψηφοφορίας.
3.1.1.1Ορισμός ψηφοφορίας

Έστω ένα σύνολο ταξινομητών που προκύπτουν από την εφαρμογή διαφορετικών αλγορίθμων μηχανικής μάθησης σε ένα σύνολο από διανύσματα χαρακτηριστικών. Για την ταξινόμηση ενός νέου παραδείγματος (διανύσματος) οι εκπαιδευμένοι ταξινομητές σε μετα-επίπεδο προβλέπουν μια ονομαστική τιμή ως χαρακτηριστικό κλάσης-ετικέτα- του νέου διανύσματος και η τιμή με τον μεγαλύτερο αριθμό ψήφων επιλέγεται τελικά ως χαρακτηριστικό κλάσης του νέου διανύσματος. Η μέθοδος αυτή είναι γνωστή και ως πλειοψηφική ψηφοφορία (plurality or majority voting) και είναι ο απλούστερος τρόπος συνδυασμού της εξόδου πολλαπλών ταξινομητών
Διάφορες επεκτάσεις της πλειοψηφικής ψηφοφορίας για το συνδυασμό πολλαπλών ταξινομητών υπάρχουν στη βιβλιογραφία, οι οποίες περιλαμβάνουν τη σταθμισμένη πλειοψηφική ψηφοφορία (weighted majority voting), και την ψηφοφορία με χρήση πιθανοτικών κατανομών (voting with probability distributions). Στην πρώτη περίπτωση, η ψήφος κάθε ταξινομητή σταθμίζεται ανάλογα με την ακρίβειά του, όπως αυτή αξιολογείται σε ένα ξεχωριστό τμήμα δεδομένων εκπαίδευσης, ή με διαδικασία διασταυρωμένης επικύρωσης (cross-validation) στα δεδομένα. Στην δεύτερη περίπτωση, η έξοδος κάθε ταξινομητή είναι μια πιθανοτική κατανομή σε όλες τις κλάσεις. Για κάθε κλάση, αθροίζονται οι αντίστοιχες πιθανότητες (ή υπολογίζεται ο μέσος όρος τους) από τους ταξινομητές και η κλάση με το μεγαλύτερο άθροισμα (ή μέσο όρο) επιλέγεται τελικά. 

Η θεωρία Dempster-Shafer, είναι επίσης μια αρκετά γνωστή και πανίσχυρη θεωρία, βάσει της οποίας υπολογίζεται μια συνδυασμένη πιθανότητα για ένα συγκεκριμένο γεγονός από τις προβλέψεις πολλαπλών ταξινομητών, λαμβάνοντας υπόψη την αβεβαιότητα (uncertainty) στις προβλέψεις των ταξινομητών. Τέλος, ψηφοφορία λαμβάνει χώρα με χρήση των υπολογισμένων πιθανοτήτων. 
Πρέπει να τονιστεί ότι μέθοδοι όπως η ενδυνάμωση (boosting, [9]) χρησιμοποιούν επίσης ψηφοφορία σε ένα σύνολο ταξινομητών που παράγονται όμως από την εφαρμογή του ιδίου αλγορίθμου σε διαφορετικές εκδόσεις του συνόλου των διανυσμάτων εκπαίδευσης οι οποίες προκύπτουν σε κάθε γύρο με επαναπροσδιορισμό των βαρών των διανυσμάτων εκπαίδευσης που έχουν λανθασμένα ταξινομηθεί.
3.1.2 Συνδυασμός ταξινομητών με χρήση συσσωρευμένης γενίκευσης 

Αντί της πραγματοποίησης απλής ψηφοφορίας, μεγαλύτερο ενδιαφέρον παρουσιάζει η χρήση μηχανικής μάθησης σε μετα-επίπεδο για το συνδυασμό ταξινομητών. 

Ο Wolpert [7] όρισε μια καινοτομική προσέγγιση για το συνδυασμό ταξινομητών με χρήση μηχανικής μάθησης, την οποία ονόμασε συσσωρευμένη γενίκευση (stacked generalization) ή συσσώρευση (stacking). Η βασική ιδέα πίσω από τη συσσωρευμένη γενίκευση είναι η εκπαίδευση ενός ταξινομητή σε μετα-επίπεδο (επίπεδο-1) πάνω σε διανύσματα χαρακτηριστικών που κατασκευάζονται από την έξοδο ενός συνόλου ταξινομητών σε βασικό επίπεδο (επίπεδο-0) και μέσω μιας διαδικασίας διασταυρωμένης επικύρωσης η οποία έχει ως εξής: 
Έστω ένα σύνολο δεδομένων εκπαίδευσης το οποίο αποτελείται από διανύσματα χαρακτηριστικών. Το σύνολο αναφέρεται και ως σύνολο δεδομένων βασικού επιπέδου (ή επιπέδου-0). Έστω επίσης L1..LN ένα σύνολο διαφορετικών αλγορίθμων μηχανικής μάθησης, σχεδιασμένων για κοινά προβλήματα ταξινόμησης. Οι αλγόριθμοι L1..LN καλούνται επίσης αλγόριθμοι βασικού επιπέδου (ή επιπέδου-0). Κατά τη διάρκεια μιας διαδικασίας διασταυρωμένης  επικύρωσης J βημάτων, το σύνολο D των διανυσμάτων εκπαίδευσης χωρίζεται με τυχαία δειγματοληψία σε J διακεκριμένα τμήματα D1..Dj σχεδόν ίδιου μήκους. Σε κάθε j-βήμα της διαδικασίας, j=1..J, οι αλγόριθμοι L1..LN μηχανικής μάθησης εφαρμόζονται στο υποσύνολο D\Dj των διανυσμάτων εκπαίδευσης και οι εκπαιδευμένοι ταξινομητές C1(j)..CN(j) εφαρμόζονται στο υποσύνολο Dj των διανυσμάτων. Για κάθε διάνυσμα x στο σύνολο Dj, οι προβλέψεις των ταξινομητών ενώνονται μαζί με την πρωτότυπη (επισημειωμένη) τιμή κλάσης y(x) για το διάνυσμα και σχηματίζουν σε μετά-επίπεδο ένα νέο σύνολο MDj διανυσμάτων χαρακτηριστικών.
Στο τέλος ολόκληρης της διαδικασίας διασταυρωμένης επικύρωσης, η ένωση MD=UMDj, j=1..J αποτελεί το σύνολο των διανυσμάτων χαρακτηριστικών σε μετά-επίπεδο. Το σύνολο αυτό αναφέρεται αλλιώς και ως σύνολο επιπέδου-1 και θα χρησιμοποιηθεί για την εκπαίδευση ενός ταξινομητή CM σε μετα-επίπεδο, από την εφαρμογή ενός αλγορίθμου LM. Ο αλγόριθμος LM μπορεί να είναι ένας από τους ή διαφορετικός. Τελικά, οι αλγόριθμοι εφαρμόζονται ξανά σε ολόκληρο το σύνολο των διανυσμάτων χαρακτηριστικών, ώστε να προκύψουν οι τελικοί ταξινομητές οι οποίοι θα χρησιμοποιηθούν κατά τη διαδικασία επαλήθευσης. Για την ταξινόμηση ενός νέου διανύσματος x κατά τη διαδικασία επαλήθευσης, οι προβλέψεις από τους εκπαιδευμένους ταξινομητές C1..CN του βασικού επιπέδου ενώνονται και σχηματίζουν ένα νέο διάνυσμα για το οποίο ο ταξινομητής CM του μετα-επιπέδου καλείται να προβλέψει την τελική τιμή για το χαρακτηριστικό κλάσης. . To παρακάτω σχήμα δείχνει παραστατικά τη διαδικασία αυτή διασταυρωμένης επικύρωσης:
[image: image101.png]é0 Micvoouo x

Ty kiéong y

TOVOAO MD SVUGUATOV HETH-EMTESOD




Σχήμα 3.1.2.1
 Η ιδέα για τον ορισμό της συσσωρευμένης γενίκευσης ξεκίνησε από τον προβληματισμό για το ποιος ταξινομητής είναι καλύτερος για ένα σύνολο δεδομένων. Η επικρατέστερη προσέγγιση  για την επιλογή ταξινομητών εμπειρικά, είναι η πραγματοποίηση διασταυρωμένης επικύρωσης στα διανύσματα εκπαίδευσης για την εκπαίδευση και αξιολόγηση πολλαπλών ταξινομητών και κατόπιν η επιλογή εκείνου με τo μικρότερο λάθος γενίκευσης (generalization error). 
Η πρόταση του Wolpert ήταν ότι η έξοδος των πολλαπλών ταξινομητών θα μπορούσε να χρησιμοποιηθεί για την κατασκευή ενός δεύτερου συνόλου διανυσμάτων (με κοινά χαρακτηριστικά κλάσης με τα διανύσματα του αρχικού συνόλου). Το νέο αυτό σύνολο διανυσμάτων θα μπορούσε στη συνέχεια να χρησιμοποιηθεί για την εκπαίδευση ενός άλλου ταξινομητή σε μετά-επίπεδο με στόχο μικρότερο λάθος γενίκευσης από όλους τους ταξινομητές του βασικού επιπέδου. 

Η συσσωρευμένη γενίκευση τυπικά επιτυγχάνει καλύτερα αποτελέσματα από την ψηφοφορία, όσον αφορά το συνδυασμό πολλαπλών αλγορίθμων. Η ψηφοφορία, όμως, είναι άμεσα εφαρμόσιμη κατά τη διαδικασία επαλήθευσης, ενώ η συσσωρευμένη γενίκευση απαιτεί διασταυρωμένη επικύρωση στα διανύσματα εκπαίδευσης 

Η έρευνα στη συσσωρευμένη γενίκευση αφορά δύο σημαντικά ζητήματα. Το πρώτο ζήτημα αφορά την επιλογή των ταξινομητών, τόσο σε βασικό όσο και σε μετα-επίπεδο, η οποία θα οδηγήσει στα καλύτερα εμπειρικά αποτελέσματα. Το δεύτερο ζήτημα, το οποίο είναι περισσότερο ενδιαφέρον και έχει γενικά λάβει μεγαλύτερη προσοχή από τους ερευνητές, αφορά το συνδυασμό των προβλέψεων των ταξινομητών του βασικού επιπέδου και την αντιστοιχία τους σε διανύσματα χαρακτηριστικών στο μετα-επίπεδο. Διατυπωμένο διαφορετικά, το ζητούμενο είναι ποια διανυσματική αναπαράσταση σε μετα-επίπεδο μπορεί να οδηγήσει σε καλύτερα αποτελέσματα. Τυπικά χαρακτηριστικά που χρησιμοποιούνται είναι οι ονομαστικές τιμές κλάσης των ταξινομητών του βασικού επιπέδου. 

Οι Chan και Stolfo [8] πειραματίστηκαν με διάφορες αναπαραστάσεις στα διανύσματα του μετα-επιπέδου, συμπεριλαμβανομένης και της αναπαράστασης με διακριτικό τίτλο μετα-χαρακτηριστικό-κλάσης (meta-class-attribute), όπου στις ονομαστικές τιμές κλάσης που προβλέπονται από τους ταξινομητές του βασικού επιπέδου, προστίθενται και τα χαρακτηριστικά των διανυσμάτων του βασικού επιπέδου, μαζί ασφαλώς με το σωστό χαρακτηριστικό κλάσης για κάθε διάνυσμα. Πειραματίστηκαν επίσης με ένα σχήμα αρχιτεκτονικής-διαιτητή (arbiter architecture), όπου ένας ταξινομητής σε μετα-επίπεδο εκπαιδεύεται μόνο σε ένα υποσύνολο των διανυσμάτων του βασικού επιπέδου, όπου οι ταξινομητές σε βασικό επίπεδο διαφωνούν στις προβλέψεις τους. Τα πειράματα ανέδειξαν την μικρή ανωτερότητα της αναπαράστασης μετα-χαρακτηριστικό-κλάσης, αλλά οι διαφορές μετρήθηκαν ως στατιστικά μη σημαντικές. Ο Schaffer [10] αμφισβήτησε τη χρησιμότητα της αναπαράστασης αυτής, η οποία είναι γνωστή και ως συσσώρευση δύο επιπέδων (bi-level stacking). 

Οι Ting και Witten [11] παρουσίασαν μια παραλλαγή της συσσωρευμένης γενίκευσης όπου κάθε ταξινομητής του βασικού επιπέδου επιστρέφει μια πιθανοτική κατανομή (διάνυσμα) σε όλες τις δυνατές τιμές που παίρνει το χαρακτηριστικό κλάσης, αντί μιας ονομαστικής τιμής κλάσης. Τα ξεχωριστά διανύσματα από τους ταξινομητές ενώνονται προς ένα ενιαίο διάνυσμα των χαρακτηριστικών, όπου είναι ο αριθμός των σχετικών κλάσεων για μια θεματική περιοχή. 
3.1.3 Εναλλακτικές μέθοδοι συνδυασμού ταξινομητών 

Εκτός από τεχνικές ψηφοφορίας και συσσωρευμένης γενίκευσης, υπάρχει άλλη μια κύρια τεχνική συνδυασμού που ονομάζεται διαδοχική γενίκευση (cascade generalization -cascading, [9]). Κατά τη μέθοδο αυτή οι ταξινομητές εκπαιδεύονται ακολουθιακά ενώ δεν υφίσταται η έννοια του ενός ταξινομητή σε μετα-επίπεδο όπως στη συσσωρευμένη γενίκευση. Κάθε ταξινομητής όταν εφαρμόζεται σε ένα σύνολο διανυσμάτων χαρακτηριστικών, προσθέτει τις προβλέψεις του (πιθανοτική κατανομή σε όλες τις κλάσεις) στο ίδιο σύνολο επιστρέφοντας έτσι ένα νέο σύνολο διανυσμάτων το οποίο θα χρησιμοποιηθεί για την εκπαίδευση ενός επόμενου ταξινομητή. 
Η εκπαίδευση δηλαδή στη διαδοχική γενίκευση είναι ακολουθιακή, σε αντίθεση με τη συσσωρευμένη γενίκευση όπου η εκπαίδευση γίνεται παράλληλα. Στη διαδοχική γενίκευση κάθε ταξινομητής έχει πρόσβαση στα χαρακτηριστικά των διανυσμάτων του βασικού επιπέδου, μαζί με τα χαρακτηριστικά που αντιστοιχούν στις προβλέψεις του προηγούμενου ταξινομητή, σε αντίθεση με τη συσσωρευμένη γενίκευση όπου ο ταξινομητής του μετά-επιπέδου έχει πρόσβαση μόνο στις προβλέψεις των ταξινομητών του βασικού επιπέδου. Βέβαια θα μπορούσαν να χρησιμοποιηθούν τα χαρακτηριστικά του βασικού επιπέδου και στα διανύσματα σε μετά-επίπεδο στη συσσωρευμένη γενίκευση (bi-level stacking), αλλά ο Schaffer έχει αμφισβητήσει τη χρησιμότητα αυτής της προσέγγισης. Το σημαντικότερο μειονέκτημα της διαδοχικής γενίκευσης έχει να κάνει με τη σειρά με την οποία πρέπει να εκπαιδευτούν οι ταξινομητές. Αλλάζοντας την ακολουθία των ταξινομητών οδηγεί σε σημαντικές αλλαγές και στα αποτελέσματα αξιολόγησης. Επομένως, η βέλτιστη ακολουθία εκπαίδευσης των ταξινομητών δεν είναι γνωστή εκ των προτέρων, ενώ δοκιμάζοντας όλους τους δυνατούς συνδυασμούς οδηγεί σε τεράστια αύξηση του υπολογιστικού κόστους. Από την άλλη πλευρά, δεν υφίσταται τέτοιο πρόβλημα στη συσσωρευμένη γενίκευση, όπου οι ταξινομητές εκπαιδεύονται παράλληλα. Επιπλέον, η διαδοχική γενίκευση αυξάνει τη διαστατικότητα (dimensionality) του συνόλου εκπαίδευσης, αφού σε κάθε βήμα της ακολουθιακής εκπαίδευσης προστίθενται καινούρια χαρακτηριστικά στα διανύσματα. Αντίθετα, η διαστατικότητα των διανυσμάτων σε μετά-επίπεδο στη συσσωρευμένη γενίκευση, δεν εξαρτάται από τη διαστατικότητα των διανυσμάτων του βασικού επιπέδου αλλά από τον αριθμό των ταξινομητών του βασικού επιπέδου και τον αριθμό των σχετικών κλάσεων, αφού κάθε ταξινομητής επιστρέφει ένα διάνυσμα πιθανοτικών τιμών για όλες τις κλάσεις. 
Μια μορφή διαδοχικής γενίκευσης πραγματοποιείται και στη μέθοδο της ενδυνάμωσης (boosting), καθώς όπως υπενθυμίζεται και στην παράγραφο 2.2.2, μια ακολουθία ταξινομητών παράγεται (χρησιμοποιώντας τον ίδιο αλγόριθμο μάθησης) ακολουθιακά, με αλλαγή στα βάρη των διανυσμάτων εκπαίδευσης σε κάθε βήμα της ακολουθίας, σύμφωνα με τα λάθη των ταξινομητών που έχουν εκπαιδευτεί στα προηγούμενα βήματα. 
3.2 Συνδυασμός συστημάτων για εξαγωγή πληροφορίας  

Παρά το μεγάλο αριθμό εργασιών πάνω στο θέμα του συνδυασμού ταξινομητών, στο πρόβλημα της εξαγωγής πληροφορίας δεν υπάρχει ιδιαίτερη βιβλιογραφία που να αφορά συνδυασμό συστημάτων. Παρακάτω παραθέτουμε τις 2 εργασίες που υπάρχουν διαθέσιμες στο θέμα αυτό.
3.2.1 Πολυστρατηγική μάθηση 
Η πρώτη εργασία που σχετίζεται με το συνδυασμό συστημάτων εξαγωγής πληροφορίας προέρχεται από τον Freitag [7] όπου το πρόβλημα της εξαγωγής μοντελοποιείται ως ένα πρόβλημα κοινής ταξινόμησης χρησιμοποιώντας τέσσερα συστήματα σε βασικό επίπεδο, τα οποία στη συνέχεια συνδυάζονται χρησιμοποιώντας πολυστρατηγική μάθηση (multistrategy learning). Ο συνδυασμός αυτός βασίζεται στη χρήση πιθανοτικών εκτιμήσεων στην έξοδο πολλαπλών συστημάτων εξαγωγής πληροφορίας. Πιο συγκεκριμένα, για κάθε σχετικό πεδίο , οι βαθμοί εμπιστοσύνης (confidence scores) που παράγονται από τα συστήματα του βασικού επιπέδου μετασχηματίζονται σε πιθανότητες ορθότητας της ακρίβειας στις προβλέψεις κάθε συστήματος με τρόπο που περιγράφεται στην ενότητα 5.4.1. Στην περίπτωση περισσοτέρων από μια προβλέψεις ενός πεδίου για ένα τμήμα κειμένου , μια συνδυασμένη πιθανότητα υπολογίζεται για το παράδειγμα χρησιμοποιώντας την εξίσωση:
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όπου PC είναι η συνδυασμένη πιθανότητα ότι το τμήμα κειμένου t(s,e) ανήκει στο πεδίο f, και pj είναι η πιθανότητα ότι κάποιο σύστημα εξαγωγής πληροφορίας Ej  έχει προβλέψει το πεδίο f για το t(s,e) . Στην πραγματικότητα, το PC αντιστοιχεί στην πιθανότητα ότι τουλάχιστον ένα σύστημα εξαγωγής πληροφορίας από αυτά που έχουν προβλέψει το πεδίο f για το t(s,e) έχει προβλέψει σωστά, το οποίο ισούται με την πιθανότητα ότι δεν είναι όλες οι προβλέψεις για το f λανθασμένες. 

Στη συνέχεια, ο περιορισμός του ενός παραδείγματος ανά κείμενο (one per document, OPD) εφαρμόζεται για μερικά από τα σχετικά πεδία της θεματικής περιοχής. Αυτό σημαίνει ότι μόνο ένα παράδειγμα για το συγκεκριμένο πεδίο για το οποίο ισχύει ο OPD περιορισμός μπορεί να εμφανίζεται σε μια σελίδα. Για παράδειγμα, μια σελίδα στη θεματική περιοχή των μαθημάτων της επιστήμης υπολογιστών, θα πρέπει να περιγράφει μόνο ένα μάθημα, και επομένως μόνο ένα παράδειγμα για το πεδίο “τίτλος μαθήματος” θα πρέπει να υπάρχει σε μια σελίδα. Εάν δύο ή περισσότερα παραδείγματα του πεδίου αυτού έχουν εντοπιστεί σε μια σελίδα, τότε εκείνο με τη μεγαλύτερη (συνδυασμένη) πιθανότητα επιλέγεται, ενώ όλα τα υπόλοιπα απορρίπτονται. 

Το βασικό κίνητρο πίσω από αυτή τη στρατηγική συνδυασμού είναι ότι εάν οι προβλέψεις με το μεγαλύτερο σκορ για ένα πεδίο f από δύο ή περισσότερα συστήματα εξαγωγής πληροφορίας είναι όλες λανθασμένες, τότε μπορεί τα συστήματα αυτά να προβλέψουν, με ένα μικρότερο σκορ, παραδείγματα για το f τα οποία συμφωνούν στο σωστό τμήμα κειμένου t(s,e). Επομένως, συνδυάζοντας τις προβλέψεις αυτές μπορούμε να καταλήξουμε στο σωστό παράδειγμα <t(s,e),f>. Στη συνέχεια, όλα τα υπόλοιπα παραδείγματα για το συγκεκριμένο πεδίο απομακρύνονται.

Η μετατροπή των βαθμών εμπιστοσύνης στις προβλέψεις ενός συστήματος εξαγωγής πληροφορίας σε πιθανοτικές εκτιμήσεις ορθότητας, πραγματοποιείται με τον έλεγχο της αξιοπιστίας του συστήματος σε ένα ξεχωριστό σύνολο δεδομένων ή με διαδικασία διασταυρωμένης επικύρωσης στα δεδομένα εκπαίδευσης. Το κίνητρο για τη μετατροπή βαθμών εμπιστοσύνης σε πιθανότητες ορθότητας στις προβλέψεις ενός συστήματος εξαγωγής πληροφορίας εξηγείται ως εξής: κάθε σύστημα υπολογίζει με διαφορετικό τρόπο τους βαθμούς εμπιστοσύνης στις προβλέψεις του, ενώ και το εύρος τιμών των βαθμών εμπιστοσύνης είναι διαφορετικό για κάθε σύστημα. Απαιτείται λοιπόν μια διαδικασία κανονικοποίησης του εύρους τιμών για κάθε σύστημα στο διάστημα μεταξύ 0 και 1 ώστε να είναι δυνατή η διεξαγωγή άμεσων συγκρίσεων μεταξύ των συστημάτων. Επιπλέον οι βαθμοί εμπιστοσύνης δεν αντιστοιχούν πάντα σε πιθανότητες ορθότητας, δηλαδή δεν υπάρχει πάντα μια στενή συσχέτιση μεταξύ τους και μπορεί να οδηγήσει σε παραπλανητικά αποτελέσματα κατά το συνδυασμό συστημάτων εξαγωγής μέσω ψηφοφορίας.H διαδικασία της κανονικοποίησης θα πρέπει επομένως να περιλαμβάνει τον έλεγχο της αξιοπιστίας κάθε συστήματος σε κάποιο ξεχωριστό σώμα κειμένων ώστε οι νέες κανονικοποιημένες τιμές θα πρέπει να αντιστοιχούν σε πιθανότητες.

Ο OPD περιορισμός, παρόλο που μπορεί να φανεί χρήσιμος σε ορισμένες περιπτώσεις, είναι αρκετά περιοριστικός για το πρόβλημα της εξαγωγής και δεν ισχύει για όλα τα πεδία. Για παράδειγμα, μια ιστοσελίδα με ερευνητικά προγράμματα μπορεί να έχει πληροφορίες για περισσότερα του ενός μέλη ερευνητικών προγραμμάτων .

3.2.2 Συνδυασμός συστημάτων εξαγωγής πληροφορίας με χρήση ψηφοφορίας και συσσωρευμένης γενίκευσης 
Η δεύτερη εργασία πάνω στο συνδυασμό συστημάτων εξαγωγής πληροφορίας προέρχεται από το Γ.Συγλέτο [13] ο οποίος εφάρμοσε μεθόδους ψηφοφορίας και συσσωρευμένης γενίκευσης στο πρόβλημα της εξαγωγής πληροφορίας.

Στην περίπτωση συνδυασμού με χρήση πλειοψηφικής ψηφοφορίας, σε κάθε τμήμα κειμένου που εντοπίζεται ως σχετικό από τουλάχιστον έναν αλγόριθμο βασικού επιπέδου αντιστοιχείται το πεδίο που προβλέπεται με το μεγαλύτερο αριθμό ψήφων δηλαδή από τους περισσότερους αλγορίθμους βασικού επιπέδου. Η απουσία πρόβλεψης για ένα τμήμα κειμένου από κάποιο αλγόριθμο μπορεί κατά το συνδυασμό είτε να αγνοείται είτε να αντιμετωπίζεται σαν ένα ξεχωριστό πεδίο. 
Στην περίπτωση συνδυασμού με χρήση πιθανοτικής ψηφοφορίας για κάθε τμήμα κειμένου που προβλέπεται από τουλάχιστον ένα αλγόριθμο βασικού επιπέδου επιλέγεται το πεδίο με τη μεγαλύτερη πιθανότητα ορθότητας όπως αυτή υπολογίζεται από τη σχέση (1) με βάση τους αντίστοιχους βαθμούς εμπιστοσύνης των αλγορίθμων που προέβλεψαν το συγκεκριμένο τμήμα κειμένου. Η έλλειψη πρόβλεψης από κάποιο αλγόριθμο για ένα τμήμα κειμένου δε σχετίζεται με κάποιο βαθμό εμπιστοσύνης και συνεπώς δε μπορεί να συσχετιστεί με κάποια τιμή πιθανότητας άρα η έλλειψη πρόβλεψης δε μπορεί να αντιμετωπιστεί όπως η πρόβλεψη πεδίου για κάποιο τμήμα κειμένου. Συνεπώς οι ελλείψεις πρόβλεψης αγνοούνται σε αυτή τη διαδικασία συνδυασμού.

 Ιδιαίτερα αποτελεσματική αναδεικνύεται στην εργασία αυτή η χρήση πιθανοτικής ψηφοφορίας εφόσον τεθεί ένα όριο στην πιθανότητα ορθότητας για την αποδοχή ή όχι μιας πρόβλεψης σε μετά-επίπεδο. Πιο συγκεκριμένα για κάποιο τμήμα κειμένου το πεδίο με τη μεγαλύτερη πιθανότητα γίνεται δεκτό εφόσον η πιθανότητα αυτή ξεπερνά ένα κατώφλι, συνηθέστερα το 0.5, αν και για κάθε θεματική περιοχή και πεδίο διαφορετικό κατώφλι αποδοχής είναι το βέλτιστο.
Κατόπιν στην εργασία αυτή διερευνάται η αποτελεσματικότητα της συσσώρευσης για το συνδυασμό συστημάτων εξαγωγής πληροφορίας. Η βασική ιδέα είναι ο συνδυασμός πολλαπλών συστημάτων εξαγωγής πληροφορίας με έναν κοινό ταξινομητή σε μετα-επίπεδο, όπως είναι ένας ταξινομητής δέντρων απόφασης (decision trees) ή ένας Naïve-Bayes ταξινομητής. Διασταυρωμένη επικύρωση λαμβάνει χώρα στο σύνολο δεδομένων του βασικού επιπέδου, το οποίο αποτελείται από επισημειωμένα κείμενα, για τη δημιουργία ενός συνόλου δεδομένων σε μετα-επίπεδο το οποίο αποτελείται από διανύσματα χαρακτηριστικών. Για κάθε τμήμα κειμένου που προβλέπεται από τουλάχιστον έναν από τους αλγορίθμους βασικού επιπέδου προκύπτει ένα διάνυσμα σε μετα-επίπεδο που περιλαμβάνει τις προβλέψεις για το τμήμα αυτό από τους αλγορίθμους βασικού επιπέδου και τους αντίστοιχους βαθμούς εμπιστοσύνης των προβλέψεων αυτών. Στα διανύσματα αυτά μετά-επιπέδου επισυνάπτεται επίσης η πραγματική κλάση για το τμήμα κειμένου Ένας κοινός ταξινομητής εκπαιδεύεται στη συνέχεια χρησιμοποιώντας τα νέα διανύσματα.
 Να τονίσουμε ότι με τον τρόπο αυτό δεν είναι πλέον απαραίτητη η υιοθέτηση του ΟPD περιορισμού όπως στη πολυστρατηγική μάθηση, πράγμα που δίνει πολύ μεγαλύτερη ευλυγισία, όπως άλλωστε ισχύει και για την εφαρμογή της ψηφοφορίας στην ίδια εργασία. Τα αποτελέσματα αναδεικνύουν την αποτελεσματικότητα της συσσώρευσης με χρήση πιθανοτήτων ορθότητας στις προβλέψεις των συστημάτων του βασικού επιπέδου. Η αποτελεσματικότητα της συσσώρευσης είναι καθολική σε όλες τις θεματικές περιοχές, ξεπερνώντας πάντα σε απόδοση τα καλύτερα συστήματα του βασικού επιπέδου. Σε σχέση με την ψηφοφορία, η συσσώρευση επιτυγχάνει συγκρίσιμη ή και καλύτερη απόδοση και σε κάθε περίπτωση επιτυγχάνει προβλέψεις με μεγαλύτερη ακρίβεια σε μετα-επίπεδο. 
4

Αλγόριθμοι σε βασικό επίπεδο
Όπως έδειξε το δεύτερο κεφάλαιο το CRF μπορεί να αξιοποιεί όλη τη δυνατή διαθέσιμη πληροφορία σε ένα κείμενο για να καταλήξει με τη χρήση αλγορίθμου Viterbi στην πιο πιθανή ακολουθία από ετικέτες (labeling) αυτού. Επίσης εκμεταλλεύεται τις εξαρτήσεις μεταξύ των labels γειτονικών λέξεων. Μέρος αυτής της διπλωματικής είναι να αξιολογηθεί κατά πόσο το CRF μπορεί να αξιοποιήσει με το βέλτιστο τρόπο όλη αυτή την πληροφορία που του διατίθεται ή αν άλλοι αλγόριθμοι εξαγωγής πληροφορίας, λόγω της διαφορετικής προκατάληψης (bias) που διαθέτουν, θα μπορούσαν συνδυαζόμενοι με το CRF να ενισχύσουν ακόμα περισσότερο την απόδοσή του. Ουσιαστικά επιδιώκεται να εξεταστεί κατά πόσο τα CRF υπερκαλύπτουν άλλους αλγορίθμους εξαγωγής πληροφορίας λόγω της μεγάλης ευλυγισίας τους στην ενσωμάτωση πολλών χαρακτηριστικών και συνεπώς μπορούν να θεωρηθούν ένα καθολικά βέλτιστο μοντέλο στο πρόβλημα της εξαγωγής πληροφορίας. Στην αντίθετη περίπτωση είναι ενδιαφέρον να εξεταστεί κατά πόσο τα CRF μπορούν να κερδίσουν σε περίπτωση συνδυασμού με άλλους αλγορίθμους εξαγωγής πληροφορίας παρά το ότι οι τελευταίοι χρησιμοποιούν υποσύνολο της πληροφορίας που εκμεταλλεύεται το CRF άλλα λόγω της διαφορετικής φύσης τους(bias)-χρησιμοποιούν κανόνες αντί εκθετικά μοντέλα- οδηγούν σε διαφορετικά αποτελέσματα.
Οι αλγόριθμοι που επιλέχθηκαν να συγκριθούν με το CRF είναι ο Amilcare, σύστημα που βασίζεται στον αλγόριθμο LP2 και ο Boosted Wrapper Induction.Στο κεφάλαιο αυτό περιγράφονται οι δύο αυτοί αλγορίθμοι, αξιολογείται η απόδοσή τους στις τρεις θεματικές περιοχές ενδιαφέροντος χρησιμοποιώντας την ίδια μεθοδολογία και μετρικές που περιγράφονται στην ενότητα 2.3.2 και συγκρίνεται με την αντίστοιχη του CRF. Επίσης μετράται η διαφορετικότητα/διαφωνία προβλέψεων μεταξύ των τριών συστημάτων εξαγωγής πληροφορίας με σκοπό να καταδειχθούν τα περιθώρια κέρδους στην περίπτωση συνδυασμού του CRF με τους άλλους δύο αλγορίθμους.
4.1Σύστημα βασισμένο στον αλγόριθμο BWI 

Ο αλγόριθμος BWI εφαρμόζει τον αλγόριθμο ενδυνάμωσης AdaBoost [9] για το πρόβλημα της εξαγωγής πληροφορίας. Συγκεκριμένα, για κάθε σχετικό πεδίο μιας θεματικής περιοχής, γίνεται εκμάθηση ενός wrapper W=(F,A,H) όπου F={F1, F2 ..} είναι ένα σύνολο κανόνων εξαγωγής πληροφορίας οι οποίοι καλούνται και μπροστινοί ανιχνευτές (fore detectors), οι οποίοι αναγνωρίζουν το αρχικό όριο έναρξης των σχετικών παραδειγμάτων πεδίων στον πίνακα λεκτικών μονάδων του αρχείου κειμένου, και A={A1,A2,..} το αντίστοιχο σύνολο των πίσω ανιχνευτών (aft detectors), οι οποίοι αναγνωρίζουν το όριο τέλους των σχετικών παραδειγμάτων πεδίων. Τέλος, το H είναι ένα ιστόγραμμα μήκους των σχετικών παραδειγμάτων πεδίων, όπου είναι H(k) η πιθανότητα ότι ένα σχετικό παράδειγμα πεδίου έχει μήκος k λεκτικών μονάδων. Κάθε ανιχνευτής είναι ένα ζεύγος <pref,suff> ακολουθιών λεκτικών μονάδων (π.χ. <MB, μνήμη ram>), επαυξημένων ενδεχομένως και με τυπογραφική πληροφορία (δηλαδή αν μια λεκτική μονάδα αποτελείται από πεζούς ή κεφαλαίους ή αριθμητικούς χαρακτήρες, κλπ.). Η τυπογραφική αυτή πληροφορία είναι το απλούστερο και το μοναδικό είδος γλωσσικής πληροφορίας που εκμεταλλεύεται ο αλγόριθμος BWI κατά τη διαδικασία μάθησης. Ένα όριο λεκτικής μονάδας αναγνωρίζεται από έναν ανιχνευτή εάν η ακολουθία pref των μονάδων ταιριάζει αντίστοιχο αριθμό μονάδων πριν από το όριο και η ακολουθία suff ταιριάζει αντίστοιχο αριθμό μονάδων μετά από το όριο. 
Για την εκμάθηση ενός συνόλου F μπροστινών ανιχνευτών για κάθε σχετικό πεδίο, η ακόλουθη μεθοδολογία εφαρμόζεται η οποία βασίζεται στον αλγόριθμο AdaBoost: σε όλα τα δυνατά όρια λεκτικών μονάδων που μπορούν να απαριθμηθούν σε όλα τα αρχεία κειμένου του σώματος εκπαίδευσης δίνεται ένα αρχικό βάρος το οποίο είναι ίδιο για όλα τα όρια. Σε ένα αρχείο κειμένου που αποτελείται από FP λεκτικές μονάδες, υπάρχουν P όρια έναρξης και P όρια τέλους λεκτικών μονάδων. Τα όρια έναρξης και τέλους των παραδειγμάτων κάθε σχετικού πεδίου ανήκουν στο αντίστοιχο σύνολο των παραδειγμάτων έναρξης και τέλους για το πεδίο. Όλα τα υπόλοιπα όρια θεωρούνται ως αρνητικά παραδείγματα μάθησης για το πεδίο. Σε κάθε γύρο της διαδικασίας ενδυνάμωσης (100 γύροι ενδυνάμωσης χρησιμοποιούνται συνήθως για κάθε σχετικό πεδίο αλλά ο αριθμός μπορεί να είναι μεγαλύτερος), ένας αλγόριθμος αδύναμης μάθησης (weak learner), αναζητά τον καλύτερο μπροστινό ανιχνευτή. Ο καλύτερος ανιχνευτής, βάσει μιας μετρικής αξιολόγησης, επιστρέφεται τελικά από τον αλγόριθμο αδύναμης μάθησης, προστίθεται στο σύνολο , που αρχικά είναι κενό, αφού προηγουμένως καταχωρηθεί σε αυτόν ένας βαθμός εμπιστοσύνης σύμφωνα με την 
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όπου WT+ είναι το άθροισμα των βαρών των ορίων λεκτικών μονάδων που έχουν σωστά αναγνωριστεί (ταξινομηθεί), ενώ WT- είναι το αντίστοιχο άθροισμα για τα όρια λεκτικών μονάδων που έχουν λανθασμένα αναγνωριστεί ως σχετικά. Τέλος ε είναι μια μικρή παράμετρος εξομάλυνσης. Στο τέλος κάθε γύρου ενδυνάμωσης, τα βάρη των ορίων λεκτικών μονάδων σε όλα τα αρχεία εκπαίδευσης, αναπροσαρμόζονται ώστε να μειωθεί το βάρος των ορίων που έχουν σωστά αναγνωριστεί ως σχετικά και να αυξηθεί το βάρος των ορίων που έχουν λανθασμένα αναγνωριστεί. Ανάλογη διαδικασία χρησιμοποιείται για την εκμάθηση του αντίστοιχου συνόλου των πίσω ανιχνευτών. 

Για να πραγματοποιηθεί εξαγωγή πληροφορίας από ένα αρχείο κειμένου κατά τη διαδικασία επαλήθευσης, απαριθμούνται όλα τα δυνατά ζεύγη (s,e) ορίων λεκτικών μονάδων (συνήθως μέχρι ένα μέγιστο μήκος, π.χ. 10). Δοθέντος ενός wrapper που έχει μαθευτεί για ένα σχετικό πεδίο f καταχωρείται στα όρια s και e , ενός τμήματος κειμένου t(s,e) ένα αρχικό κι ένα τελικό σκορ αντίστοιχα, με βάση τα σύνολα και F και A των μπροστινών και πίσω ανιχνευτών και χρησιμοποιώντας τις εξισώσεις :

[image: image104.png]*VFE
F(s)=Y,C(F*)



 (2)

[image: image105.png]A(e)=3, C(4) 4"



 (3)
όπου C(Fk) και C(Ak)και είναι οι βαθμοί εμπιστοσύνης από τους ανιχνευτές και αντίστοιχα. Εάν ένας ανιχνευτής αποτύχει να αναγνωρίσει ένα όριο, τότε ο αντίστοιχος βαθμός εμπιστοσύνης είναι μηδέν. Στη συνέχεια υπολογίζεται η τιμή: 
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όπου οι ποσότητες F(s) και A(e) ορίστηκαν ήδη στις εξισώσεις (2) και (3), ενώ το  H(e-s) είναι η πιθανότητα ότι το τμήμα t(s,e) είναι σχετικό, με μήκος λεκτικών μονάδων ίσο με e-s και η οποία πιθανότητα έχει υπολογιστεί κατά τη διαδικασία εκπαίδευσης. Η τιμή με βάση την εξίσωση (4) αντιστοιχεί στον συνολικό βαθμό εμπιστοσύνης που εκχωρείται στο παράδειγμα<t(s,e),f>. Εάν ο βαθμός αυτός είναι θετικός, δηλαδή εάν τότε το αντίστοιχο παράδειγμα καταχωρείται στο τελικό σχεδιότυπο για το αρχείο από το οποίο εξάγουμε πληροφορία. Είναι προφανές ότι όσο περισσότεροι ανιχνευτές αναγνωρίσουν ένα τμήμα ως σχετικό για ένα πεδίο τόσο μεγαλύτερος θα είναι ο βαθμός εμπιστοσύνης που εκχωρείται στο <t(s,e),f>.

4.2 Σύστημα βασισμένο στον αλγόριθμο (LP)2 
Ο αλγόριθμος (LP)2 αποτελεί συντομογραφία του Learning Pattern by Language Processing και παρουσιάστηκε από τον Ciravegna [6]. Ο (LP)2 υλοποιεί έναν αλγόριθμο ακολουθιακής κάλυψης (sequential covering) για την εκμάθηση κανόνων εξαγωγής πληροφορίας. Αυτό σημαίνει ότι η μάθηση πραγματοποιείται σε ένα μη προκαθορισμένο αριθμό βημάτων ξεκινώντας από ένα σύνολο θετικών παραδειγμάτων εκπαίδευσης, δηλαδή από ένα σύνολο επισημειωμένων παραδειγμάτων πεδίων στο σώμα των κειμένων εκπαίδευσης. Σε κάθε βήμα μαθαίνεται ένα σύνολο κανόνων το οποίο αξιολογείται στο σύνολο των θετικών παραδειγμάτων πεδίων. Όσα παραδείγματα αναγνωρίζονται σε κάθε βήμα από τους κανόνες που μαθαίνονται κατά το βήμα αυτό, απομακρύνονται από το σύνολο των παραδειγμάτων εκπαίδευσης. Η διαδικασία τερματίζεται όταν καλυφθούν από τους κανόνες όλα τα παραδείγματα εκπαίδευσης. 
Οι κανόνες που μαθαίνει ο (LP)2 είναι κανόνες εισαγωγής ετικετών (tagging rules) οι οποίοι εισάγουν XML ετικέτες έναρξης και τέλους ενός παραδείγματος σχετικού πεδίου μέσα στο κείμενο. Για παράδειγμα, οι ετικέτες <location> και </location> εισάγονται μέσα σε ένα αρχείο κειμένου από τους κανόνες που έχουν μαθευτεί για το πεδίο location, για να δηλώσουν την έναρξη και το τέλος αντίστοιχα των σχετικών παραδειγμάτων για το πεδίο αυτό που αναγνωρίζονται μέσα στο κείμενο. 

Για κάθε παράδειγμα σχετικού πεδίου, ο (LP)2 δημιουργεί έναν αρχικό κανόνα, στη συνέχεια γενικεύει τον κανόνα αυτό κρατώντας τις k καλύτερες γενικεύσεις σε κάθε βήμα (η τιμή του k είναι προκαθορισμένη σε κάθε βήμα) με βάση μια ειδική μετρική αξιολόγησης. Κάθε αρχικός κανόνας είναι μια σύζευξη συνθηκών σε μια ακολουθία από 2*w λεκτικές μονάδες, όπου οι πρώτες w μονάδες είναι στα αριστερά των αρχικών (ή τελικών) ορίων των επισημειωμένων παραδειγμάτων πεδίων και οι υπόλοιπες w μονάδες βρίσκονται στα δεξιά των αρχικών (η τελικών) ορίων των ίδιων παραδειγμάτων πεδίων. Στα πειράματα που πραγματοποιήθηκαν, η τιμή για το τέθηκε ίση με 5. Η διαδικασία γενίκευσης κατά τη μάθηση πραγματοποιείται χαλαρώνοντας τις συνθήκες στην αρχική σύζευξη των λεκτικών μονάδων, επιτρέποντας τη χρήση γλωσσικής πληροφορίας, όπως τυπογραφική πληροφορία (για παράδειγμα εάν λεκτική μονάδα αποτελείται από πεζούς ή κεφαλαίους ή αριθμητικούς χαρακτήρες, κλπ.), πληροφορία που αφορά το μέρος του λόγου (για παράδειγμα εάν μια λεκτική μονάδα είναι ουσιαστικό ή ρήμα, κλπ.) ή πληροφορία που αφορά το λήμμα ή το στέμμα μιας μονάδας. Η διαδικασία μάθησης τερματίζεται όταν καλυφθούν από τους κανόνες όλα τα θετικά παραδείγματα πεδίων στο σώμα εκπαίδευσης. 
Εκτός από τη μάθηση με χρήση ακολουθιακής κάλυψης, ο (LP)2 μαθαίνει ένα επιπρόσθετο σύνολο κανόνων περιεχομένου (contextual rules) οι οποίοι βελτιώνουν την απόδοση στην εξαγωγή πληροφορίας των κανόνων που έχουν μαθευτεί με βάση την ακολουθιακή κάλυψη. Οι νέοι κανόνες εκμεταλλεύονται τις αλληλεπιδράσεις μεταξύ των ετικετών που εισάγονται στο κείμενο στην περίπτωση που πεδία διαφορετικών ετικετών συνορεύουν μεταξύ τους. Ωστόσο στα datasets που χρησιμοποιήσαμε δεν υπήρχαν αρκετές τέτοιες περιπτώσεις και συνεπώς οι contextual rules ήταν συνήθως κενοί. Τέλος, ακολουθεί η μάθηση ενός τρίτου συνόλου κανόνων που διορθώνουν τα λάθη των προηγούμενων. 
Κατά τη διαδικασία επαλήθευσης, οι κανόνες που έχουν μαθευτεί για κάθε σχετικό πεδίο εφαρμόζονται σε ένα αρχείο κειμένου. Το περιεχόμενο t(s,e) ανάμεσα σε μια ετικέτα έναρξης και μια ετικέτα τέλους (για παράδειγμα <speaker> και </speaker>) εξάγεται τελικά και το παράδειγμα <t(s,e), f> εισάγεται στο σχεδιότυπο για τη σελίδα. Στο παράδειγμα αυτό εκχωρείται ένας βαθμός εμπιστοσύνης LS=wrong/matched όπου wrong είναι ο αριθμός των λαθών, κατά τη διαδικασία εκπαίδευσης, των κανόνων που αναγνώρισαν το παράδειγμα , και matched είναι ο συνολικός αριθμός των παραδειγμάτων που έχουν αναγνωρίσει οι κανόνες αυτοί κατά τη διαδικασία εκπαίδευσης. Είναι προφανές ότι όσο μικρότερο είναι το LS, τόσο μεγαλύτερος είναι ο βαθμός εμπιστοσύνης που εκχωρείται στο <t(s,e), f>.
4.3 Αξιολόγηση της απόδοσης των συστημάτων βασικού επιπέδου
4.3.1Αξιολόγηση του συστήματος βασισμένο στον αλγόριθμο LP2
Στους πίνακες 4.3.1.1, 4.3.1.2 και 4.3.1.3 παρουσιάζεται η απόδοση του συστήματος  βασικού επιπέδου Amilcare στις τρεις θεματικές περιοχές ενδιαφέροντος που περιγράφονται στην ενότητα 2.4.1 με βάση τη μεθοδολογία αξιολόγησης και μετρικές που παρουσιάστηκαν στην ενότητα 2.4.2.Είναι αποτέλεσμα 5 cross validation στα δεδομένα εκπαίδευσης όπως περιγράφεται επίσης στην ενότητα 2.4.1.
	PROJECTS
	Project_member
	Project_title
	Overall

	Precision
	0,6622
	0,3807
	0,5925

	Recall
	0,5315
	0,2193
	0,4333

	F
	0,5897
	0,2783
	0,5005


Πίνακας 4.3.1.1: Αξιολόγηση του συστήματος Amilcare στη θεματική περιοχή των Ερευνητικών προγραμμάτων
	SEMINARS
	Speaker_name
	Location
	Start_time
	Finish_time
	Overall

	Precision
	0,5835
	0,7875
	0,8586
	0,9254
	0,7843

	Recall
	0,4947
	0,6837
	0,8353
	0,8238
	0,7082

	F
	0,5354
	0,732
	0,8468
	0,8717
	0,7443


Πίνακας 4.3.1.2: Αξιολόγηση του συστήματος Amilcare στη θεματική περιοχή των Ανακοινώσεων σεμιναρίων
	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0,7885
	0,5906
	0,5847
	0,7002

	Recall
	0,8173
	0,4518
	0,3094
	0,5652

	F
	0,8026
	0,5119
	0,4047
	0,6255


Πίνακας 4.3.1.3: Αξιολόγηση του συστήματος Amilcare στη θεματική περιοχή των πανεπιστημιακών μαθημάτων Επιστήμης υπολογιστών
4.3.2 Αξιολόγηση του συστήματος βασισμένο στον BWI
Στους πίνακες 4.3.2.1, 4.3.2.2 και 4.3.2.3 παρουσιάζεται η απόδοση του συστήματος  βασικού επιπέδου ΒWI στις τρεις θεματικές περιοχές ενδιαφέροντος που περιγράφονται στην ενότητα 2.4.1 με βάση τη μεθοδολογία αξιολόγησης και μετρικές που παρουσιάστηκαν στην ενότητα 2.4.2.Είναι αποτέλεσμα 5 cross validation στα δεδομένα εκπαίδευσης όπως περιγράφεται επίσης στην ενότητα 2.4.1.
	PROJECTS
	Project_member
	Project_title
	Overall

	Precision
	0,6622
	0,3807
	0,5925

	Recall
	0,5315
	0,2193
	0,4333

	F
	0,5897
	0,2783
	0,5005


Πίνακας 4.3.2.1: Αξιολόγηση του συστήματος BWI στη θεματική περιοχή των Ερευνητικών προγραμμάτων

	SEMINARS
	Speaker_name
	Location
	Start_time
	Finish_time
	Overall

	Precision
	0,8672
	0,9418
	0,9774
	0,9556
	0,9555

	Recall
	0,1468
	0,6527
	0,7821
	0,8856
	0,5992

	F
	0,2511
	0,7711
	0,8689
	0,9192
	0,7365


Πίνακας 4.3.2.2: Αξιολόγηση του συστήματος BWI στη θεματική περιοχή των Ανακοινώσεων σεμιναρίων

	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0,8817
	0,6667
	0,7885
	0,8459

	Recall
	0,8117
	0,1566
	0,1839
	0,4536

	F
	0,8483
	0,2537
	0,2982
	0,5906


Πίνακας 4.3.2.3: Αξιολόγηση του συστήματος BWI στη θεματική περιοχή των πανεπιστημιακών μαθημάτων Επιστήμης υπολογιστών

4.3.3 Σχολιασμός αποτελεσμάτων

Για τη σύγκριση της απόδοσης των αλγορίθμων BWI και Amilcare με το CRF δε θα πρέπει να βασιστεί κανείς μόνο στο συνολικό F της κάθε θεματικής περιοχής καθώς δεν αντανακλά πάντα σωστά τη διαφορά απόδοσης μεταξύ των αλγορίθμων. Στη θεματική περιοχή των μαθημάτων επιστήμης υπολογιστών, αν και η απόδοση του CRF υπερτερεί κατά πολύ στα πεδία course_title και course_instructor αυτή η υπεροχή δεv αντανακλάται στο τελικό F σε αντίστοιχο βαθμό. Αυτό συμβαίνει διότι τα επισημειωμένα παραδείγματα προς εξαγωγή για το πεδίο course_number είναι πολυπληθέστερα, βαραίνουν περισσότερο πάνω στο τελικό F, και  στο πεδίο course_number η απόδοση των αλγορίθμων είναι περισσότερο συγκρίσιμη απ’ ότι στα δύο άλλα πεδία. Δεδομένου ότι το τελικό F προκύπτει από την απόδοση του αλγορίθμου σε όλα τα τμήματα κειμένου προς εξαγωγή και αφού τα τμήματα κειμένου που αφορούν course_number είναι περισσότερα αριθμητικά η διαφορά της απόδοσης BWI – Amilcare και CRF εξομαλύνεται στο τελικό F.Θα πρέπει συνεπώς να εξεταστεί την απόδοση των αλγορίθμων σε κάθε πεδίο χωριστά για κάθε θεματική περιοχή.  

Παρατηρείται ότι τα αποτελέσματα των αλγορίθμων Amilcare και ΒWI είναι σημαντικά χαμηλότερα από τα αντίστοιχα του CRF.Λαμβάνοντας υπόψη ότι οι αλγόριθμοι Amilcare και BWI είναι από τα πιο επιτυχημένα συστήματα εξαγωγής πληροφορίας πριν την εμφάνιση των CRF συμπεραίνεται κατευθείαν η επιτυχία των CRF στον τεμαχισμό και αναγνώριση κειμένου στα πλαίσια του προβλήματος εξαγωγής πληροφορίας. Δεδομένου ότι οι τρεις θεματικές περιοχές ενδιαφέροντος που χρησιμοποιήθηκαν εμφανίζουν διαφορετικό βαθμό δυσκολίας  και τα πεδία προς αναγνώριση σε καθεμία από αυτές έχουν περισσότερο ή λιγότερο ισχυρά (ιδιαίτερα) features που τα χαρακτηρίζουν- για παράδειγμα η ώρα έναρξης σεμιναρίου έχει ισχυρή τυπογραφική δομή και context συσχετιζόμενη με αυτή ενώ ο τίτλος ερευνητικού προγράμματος έχει πολύ λιγότερο χαρακτηριστική τυπογραφική δομή και context που θα μπορούσε να φανεί χρήσιμο στην αναγνώρισή του –συμπεραίνεται ότι το CRF είναι το πιο ανταγωνιστικό σύστημα εξαγωγής πληροφορίας σε ένα μεγάλο εύρος εφαρμογών. Αυτό καταρρίπτει κατά κάποιο τρόπο το no free lunch theorem σύμφωνα με το οποίο δεν υπάρχει ένας καθολικά βέλτιστος ταξινομητής Ωστόσο για να κατανοηθεί με μεγαλύτερη ευκρίνεια ο αλληλοσυσχετισμός μεταξύ των τριών συστημάτων και να διαπιστωθεί αν έχει κάτι να προσφέρει το ένα σύστημα στο άλλο σε περίπτωση συνδυασμού, στην παρακάτω ενότητα μετράται η διαφορετικότητα μεταξύ των προβλέψεων των συστημάτων του βασικού επιπέδου και των προβλέψεων του απλού CRF.
4.4 Μέτρηση διαφορετικότητας μεταξύ των τριών συστημάτων
Σκοπός μας είναι να διαπιστώσουμε αν υπάρχει επαρκής διαφορετικότητα μεταξύ των προβλέψεων των τριών συστημάτων ώστε όταν συνδυαστούν  το CRF να εκμεταλλευτεί αυτή τη διαφορετικότητα βελτιώνοντας την απόδοσή του.

Στη βιβλιογραφία δεν υπάρχει κάποιος γενικά αποδεκτός ορισμός για τη διαφορετικότητα και το πώς αυτή μετριέται. Οι Ali και Pazzani [1] όρισαν την ομοιότητα μεταξύ δύο ταξινομητών ως την υπο-συνθήκη πιθανότητα ότι και οι δύο ταξινομητές κάνουν λάθος σε μια πρόβλεψη, δοθέντος του γεγονότος ότι ο ένας από τους δύο κάνει λάθος. 

Οι Πίνακες 7 και 8 είναι παραδείγματα πινάκων ενδεχομένων (contingency tables), όπως ορίστηκαν από τον Freitag [7] για τη μέτρηση της ομοιότητας σε ζευγάρια συστημάτων εξαγωγής πληροφορίας και είναι εμπνευσμένα από τη μετρική των Ali και Pazzani [1]. Οι πίνακες συμπληρώθηκαν με βάση την έξοδο των τριών συστημάτων σε κάθε περιοχή κατά την αξιολόγηση. 

Κάθε κελί σε έναν πίνακα ενδεχομένων μετράει την υπο-συνθήκη πιθανότητα ότι το σύστημα που αντιστοιχεί η γραμμή προβλέπει σωστά, δοθέντος του γεγονότος ότι και το σύστημα στήλης προβλέπει επίσης σωστά. Σωστή πρόβλεψη για ένα σύστημα σημαίνει ότι είτε προβλέπεται το σωστό πεδίο για ένα σχετικό τμήμα κειμένου, είτε ότι δεν προβλέπεται κάποιο πεδίο (αγνοούμενη πρόβλεψη) για ένα τμήμα κειμένου που έχει αναγνωριστεί λανθασμένα ως σχετικό από άλλο σύστημα ή άλλα συστήματα. 
	CS_COURSES
	BWI
	Amilcare
	CRF

	BWI
	1
	0.674
	0.588

	Amilcare
	0.629
	1
	0.602

	CRF
	0.736
	0.780
	1


Πίνακας 4.4.1: Μέτρηση της διαφορετικότητας μεταξύ των συστημάτων CRF,Amilcare και BWI για τη θεματική περιοχή των πανεπιστημιακών μαθημάτων Επιστήμης Υπολογιστών

	SEMINARS
	BWI
	Amilcare
	CRF

	BWI
	1
	0.733
	0.686

	Amilcare
	0.741
	1
	0.728

	CRF
	0.911
	0.930
	1


Πίνακας 4.4.2: Μέτρηση της διαφορετικότητας μεταξύ των συστημάτων CRF,Amilcare και BWI για τη θεματική περιοχή των ανακοινώσεων σεμιναρίων
Διακρίνουμε δύο διαφορετικά είδη διαφορετικότητας προβλέψεων μεταξύ των αλγορίθμων βασικού επιπέδου και του CRF:

1. Διαφορετικότητα που οφείλεται σε εξαγωγή από τους αλγορίθμους βασικού επιπέδου τμημάτων κειμένου ως παραδείγματα πεδίων που λανθασμένα αγνοούνται από το CRF .

2. Διαφορετικότητα που οφείλεται στην ορθή έλλειψη εξαγωγής από τους αλγορίθμους βασικού επιπέδου τμημάτων κειμένου ως παραδείγματα πεδίων που  λανθασμένα προβλέπονται ως σχετικά από το CRF.

Ο διαχωρισμός αυτός έχει νόημα γιατί αναμένεται λόγω της πρώτης περίπτωσης διαφορετικότητας να αυξηθεί η ανάκληση του CRF σε μετά-επίπεδο όταν συνδυαστεί με τους αλγορίθμους βασικού επιπέδου  ενώ στη δεύτερη περίπτωση αναμένεται να αυξηθεί η ακρίβεια του συστήματος σε μετά-επίπεδο.

Αρχικά παρατηρείται ότι εμφανίζεται μεγαλύτερη διαφορετικότητα προβλέψεων μεταξύ των βασικών αλγορίθμων και του CRF στην περίπτωση της θεματικής περιοχής των Πανεπιστημιακών μαθημάτων Επιστήμης Υπολογιστών: η πιθανότητα το CRF να προβλέπει σωστά όταν το BWI προβλέπει σωστά είναι 0.736 ενώ στη θεματική περιοχή των ανακοινώσεων σεμιναρίων η αντίστοιχη πιθανότητα είναι 0.911.Αντιστοίχως η πιθανότητα το CRF να προβλέπει σωστά όταν το Amilcare προβλέπει σωστά στην περίπτωση της θεματικής περιοχής των Πανεπιστημιακών μαθημάτων Επιστήμης Υπολογιστών είναι 0.780 ενώ στη θεματική περιοχή των ανακοινώσεων σεμιναρίων η αντίστοιχη πιθανότητα είναι 0.930.
Παρατηρείται ότι αν και το Amilcare εμφανίζει ελαφρά υψηλότερη απόδοση στις δύο αυτές θεματικές περιοχές, ωστόσο οι προβλέψεις του εμφανίζουν μεγαλύτερη επικάλυψη με τις αντίστοιχες του CRF και συνεπώς προκύπτει μεγαλύτερη διαφορετικότητα μεταξύ BWI και CRF απ’ ότι μεταξύ Amilcare και CRF.

Παρατηρήθηκε ότι το μεγαλύτερο μέρος της διαφωνίας προβλέψεων μεταξύ αλγορίθμων βασικού επιπέδου και CRF αφορά το δεύτερο και όχι το πρώτο είδος διαφορετικότητας όπως ορίστηκαν παραπάνω. Για να προκύψει μία περισσότερο ακριβής άποψη για τα δύο αυτά είδη διαφωνίας, στους πίνακες 4.4.3 και 4.4.4 εμφανίζεται για κάθε πιθανότητα της γραμμής τι ποσοστό οφείλεται σε ορθή έλλειψη πρόβλεψης από τον αντίστοιχο βασικό αλγόριθμο τμημάτων κειμένου που λανθασμένα αναγνωρίστηκαν από το CRF ως παραδείγματα πεδίων και τι ποσοστό οφείλεται σε ορθές προβλέψεις τμημάτων κειμένου ως παραδείγματα πεδίων από τον αλγόριθμο βασικού επιπέδου που αγνοήθηκαν από το CRF:

	CS_COURSES
	Έλλειψη πρόβλεψης του αλγορίθμου βασικού επιπέδου σε λανθασμένη πρόβλεψη του CRF
	Ορθή πρόβλεψη του αλγορίθμου βασικού επιπέδου σε λανθασμένη έλλειψη πρόβλεψης του CRF

	P(true crf / true Amilcare)
	54%
	46%

	P(true crf/ true BWI)
	56%
	44%


Πίνακας 4.4.3:  Εμφάνιση των ποσοστών των δύο ειδών διαφορετικότητας για τη θεματική περιοχή των ανακοινώσεων σεμιναρίων.

	SEMINARS
	Έλλειψη πρόβλεψης του αλγορίθμου βασικού επιπέδου σε λανθασμένη πρόβλεψη του CRF
	Ορθή πρόβλεψη του αλγορίθμου βασικού επιπέδου σε λανθασμένη έλλειψη πρόβλεψης του CRF

	P(crf/Amilcare)
	45%
	55%

	P(crf/BWI)
	67%
	33%


Πίνακας 4.4.4: Εμφάνιση των ποσοστών των δύο ειδών διαφορετικότητας για τη θεματική περιοχή των ανακοινώσεων σεμιναρίων

Στη θεματική περιοχή των μαθημάτων επιστήμης Υπολογιστών θα πρέπει να σημειωθεί ότι οι αντίστοιχες ορθές ελλείψεις προβλέψεων του CRF σε τμήματα κειμένου που έχουν λανθασμένα αναγνωριστεί ως σχετικά πεδίων από τον αλγόριθμο Amilcare είναι υπερδιπλάσιες σε αριθμό σε σχέση με την αντίστροφη περίπτωση. Προκύπτει συνεπώς το ερώτημα αν, δεδομένης της μειωμένης αυτής διαφωνίας αλλά και της σημαντικά χαμηλότερης απόδοσης του Amilcare από το CRF, στην περίπτωση συνδυαστικού συστήματος, το CRF μετά-επιπέδου θα καταφέρει να αναγνωρίσει τις περιπτώσεις στις οποίες θα πρέπει να εμπιστευτεί το Amilcare όσον αφορά την έλλειψη πρόβλεψης για κάποιο τμήμα κειμένου αυξάνοντας με τον τρόπο αυτό την ακρίβειά του. Το ερώτημα αυτό θα απαντηθεί στο επόμενο κεφάλαιο. Από την άλλη μεριά  οι αντίστοιχες ορθές ελλείψεις προβλέψεων του CRF σε τμήματα κειμένου που έχουν λανθασμένα αναγνωριστεί ως παραδείγματα πεδίων από τον αλγόριθμο ΒWI είναι συγκρίσιμες σε αριθμό με αυτές της αντίστροφης περίπτωσης λόγω της γενικά υψηλής ακρίβειας και μικρής ανάκλησης στα δύσκολα πεδία που χαρακτηρίζουν τον αλγορίθμο BWI. 

Στην θεματική περιοχή των ανακοινώσεων σεμιναρίων η δυνατότητα βελτίωσης σε περίπτωση συνδυασμού αναμένεται μικρή δεδομένου ότι τα τμήματα κειμένου που προβλέπουν οι αλγόριθμοι του βασικού επιπέδου ως παραδείγματα πεδίων σε περίπτωση έλλειψης πρόβλεψης από το CRF είναι μικρό μόνο ποσοστό των τμημάτων κειμένου  που ορθά προβλέπει ως παραδείγματα πεδίων το CRF.Επίσης η ήδη πολύ υψηλή απόδοση του CRF στη θεματική αυτή περιοχή κάνουν τη δεδομένη μετρούμενη διαφορετικότητα προβλέψεων πιο δύσκολο να αξιοποιηθεί.

Τελικά το αν και πώς οι αλγόριθμοι του βασικού επιπέδου βοηθούν το CRF να βελτιώσει την απόδοσή του θα γίνει εμφανές στο επόμενο κεφάλαιο με την παρουσίαση και σχολιασμό αποτελεσμάτων του συνδυαστικού συστήματος.

5

Μεθοδολογία συνδυασμού συστημάτων εξαγωγής πληροφορίας μέσω χαρακτηριστικών πρόβλεψης στο CRF του μετά- επιπέδου

Στο κεφάλαιο αυτό περιγράφεται η μεθοδολογία συνδυασμού συστημάτων εξαγωγής πληροφορίας που χρησιμοποιήθηκε και η οποία βασίζεται σε χρήση των ονομαζόμενων χαρακτηριστικών πρόβλεψης στο CFR του μετά-επιπέδου, ενδεικτικά των προβλέψεων των αλγορίθμων βασικού επιπέδου για τις λέξεις του κειμένου. Περιγράφεται ο τρόπος μετατροπής των βαθμών εμπιστοσύνης σε πιθανότητες ορθότητας καθότι η πιθανότητα ορθότητας χρησιμοποιήθηκε σε μία παραλλαγή της μεθοδολογίας συνδυασμού που χρησιμοποιήσαμε. Τέλος περιγράφονται όλες οι παραλλαγές της μεθοδολογίας ενώ παρουσιάζονται και σχολιάζονται τα αποτελέσματα αξιολόγησης της συνδυαστικού συστήματος.
5.1 Εκπαίδευση αλγορίθμων βασικού επιπέδου και μετα- επιπέδου με χρήση διασταυρωμένης επικύρωσης.

Οι αλγόριθμοι βασικού επιπέδου είναι όπως έχουμε ήδη πει ο BWI και το Amilcare και ο αλγόριθμος μετά- επιπέδου είναι το CRF. Για την εκπαίδευση των αλγορίθμων βασικού επιπέδου και μετά-επιπέδου χρησιμοποιήθηκε διαδικασία διασταυρωμένης επικύρωσης  όπως περιγράφεται στην ενότητα 3.2.1.Εδώ ωστόσο στο βασικό επίπεδο δεν έχουμε ταξινομητές αλλά συστήματα εξαγωγής πληροφορίας. Ωστόσο εύκολα μπορεί κανείς να φανταστεί την επέκταση αν θεωρήθεί ότι το κάθε διάνυσμα χαρακτηριστικών αφορά μία λέξη του κειμένου. Για κάθε λέξη του κειμένου λοιπόν σε μετά-επίπεδο προκύπτει εκτός από την τυπογραφική πληροφορία, το context  και τη συμμετοχή σε gazetteer lists πληροφορία σχετικά με το αν η λέξη αυτή έχει προβλεφθεί από κάποιον από τους αλγορίθμους βασικού επιπέδου να ανήκει σε τμήμα κειμένου που αφορά ένα από τα σχετικά πεδία προς εξαγωγή. Τα διανύσματα αυτά πλέον χρησιμοποιούνται για την εκπαίδευση και έλεγχο του CRF μετά-επιπέδου.
5.2 Χρήση χαρακτηριστικών πρόβλεψης ονομαστικών τιμών στο CRF μετά-επιπέδου

Όπως έχει ήδη αναφερθεί χρησιμοποιήθηκαν στο CRF μετά-επιπέδου επιπλέον χαρακτηριστικά (features) των λέξεων του κειμένου προς αναγνώριση ενδεικτικά τις προβλέψεις των δύο αλγορίθμων βασικού επιπέδου. Δηλαδή αν μία λέξη προβλέπεται από το Amilcare ή το BWI  να ανήκει σε τμήμα κειμένου που αφορά κάποιο από τα σχετικά πεδία προς εξαγωγή  τότε εισάγεται ένα νέο χαρακτηριστικό της λέξης το οποίο στο εξής θα ονομάζουμε χαρακτηριστικό πρόβλεψης ονομαστικής τιμής. Ένα χαρακτηριστικό πρόβλεψης ονομαστικής τιμής κρατά πληροφορία για τον αλγόριθμο που έκανε την συγκεκριμένη πρόβλεψη και βεβαίως το πεδίο που προβλέφθηκε από αυτόν για την προκείμενη λέξη. Αναμένεται να προκύψουν διαφορετικά βάρη για προβλέψεις διαφορετικών αλγορίθμων σε διαφορετικά πεδία, για το λόγο ότι αναμένεται διαφορετικοί αλγόριθμοι να εμφανίζουν υψηλότερη απόδοση στις προβλέψεις τους για διαφορετικά πεδία. Αυτό μεταφράζεται στο ότι θα δοθεί διαφορετική βαρύτητα στο χαρακτηριστικό πρόβλεψης κατά την εκπαίδευση του μοντέλου ανάλογα με το ποιος αλγόριθμος έκανε την πρόβλεψη και ποιο πεδίο αφορά η πρόβλεψη. Στη συνέχεια ο Feature Induction αλγόριθμος των CRF επιλέγει ποια από τα αρχικά features είναι σημαντικά και προσαρμόζει έτσι τα βάρη τους ώστε να βοηθηθεί η σωστή αναγνώριση του κειμένου. Η προσδοκία είναι ότι το CRF θα μπορέσει να αναγνωρίσει τις περιπτώσεις που θα πρέπει να εμπιστευτεί τους άλλους δύο αλγορίθμους και να ακολουθήσει την πρόβλεψή τους σε κάποιες λέξεις ώστε να ενισχύσει τα αποτελέσματά του.
Ιδιαίτερα χαρακτηριστικά της διαδικασίας αυτής συνδυασμού σε σχέση με διαδικασίες συνδυασμού συστημάτων εξαγωγής πληροφορίας που παρουσιάζονται στην ενότητα 3.2 είναι ότι δε φτάνουν σε μετά-επίπεδο μόνο τα τμήματα κειμένου που σχετίζονται με προβλέψεις αλγορίθμων βασικού επιπέδου, αλλά αντίθετα διατηρείται όλο το κείμενο και η κάθε λέξη ‘φορτώνεται’ με τα επιπλέον χαρακτηριστικά πρόβλεψης. Αυτό σημαίνει ότι και αν ακόμα οι αλγόριθμοι βασικού επιπέδου δεν έχουν προβλέψει σωστά ένα τμήμα κειμένου, θα μπορούσαν να βοηθήσουν το CRF μετά-επιπέδου στον εντοπισμό του σωστού τμήματος, πράγμα που δε γίνεται από άλλα συνδυαστικά συστήματα αφού ο αλγόριθμος μετά-επιπέδου περιορίζεται από την τμηματοποίηση κειμένου όπως έχει προκύψει από τις προβλέψεις αλγορίθμων του βασικού επιπέδου. Δηλαδή ο μετά-αλγόριθμος δε μπορεί να αναγνωρίσει ένα τμήμα κειμένου ως παράδειγμα πεδίου αν αυτό το τμήμα δεν έχει εντοπιστεί επακριβώς (αρχή και τέλος) να αποτελεί παράδειγμα του πεδίου από κάποιον από τους αλγορίθμους βασικού επιπέδου.

5.2.1 Ανάλυση αποτελεσμάτων
Εφαρμόσαμε τη διαδικασία συνδυασμού με χρήση ονομαστικών τιμών στις θεματικές περιοχές ενδιαφέροντος των ανακοινώσεων σεμιναρίων και των μαθημάτων επιστήμης υπολογιστών. Για το CRF του μετά-επιπέδου χρησιμοποιήθηκαν πλην των χαρακτηριστικών πρόβλεψης τα ίδια χαρακτηριστικά με αυτά που περιγράφονται στην ενότητα 2.4.3 καθώς και η ίδια γραφική δομή ώστε να είναι συγκρίσιμα τα αποτελέσματα αξιολόγησης του συνδυαστικού συστήματος με το απλό CRF.

 Η εφαρμογή της διαδικασίας συνδυασμού με χρήση χαρακτηριστικών πρόβλεψης ονομαστικών τιμών δεν έδωσε καλύτερα αποτελέσματα συγκρινόμενη με το απλό CRF σε καμία θεματική περιοχή και σε κανένα πεδίο. Τόσο η ακρίβεια όσο και η ανάκληση κάθε πεδίου προέκυψαν χαμηλότερες.

Για να εξηγήσουμε τη μείωση της απόδοσης πρέπει να σκεφτούμε τον ακριβή τρόπο με τον οποίο νέα χαρακτηριστικά ενσωματώνονται στο CRF: Για κάθε δυνατή μετάβαση μεταξύ καταστάσεων του μοντέλου μας υπάρχει ένα σύνολο χαρακτηριστικών εκ των οποίων κάποια έχουν θετικά και κάποια  αρνητικά βάρη. Ένα χαρακτηριστικά με υψηλό θετικό βάρος σημαίνει ότι συναντάται συχνά κατά την εκπαίδευση του μοντέλου για τη συγκεκριμένη μετάβαση ετικετών εξόδου και συνεπώς είναι ενδεικτικό της συγκεκριμένης μετάβασης, δηλαδή αν μία λέξη σε ένα κείμενο επαλήθευσης διαθέτει αυτό το χαρακτηριστικό είναι πιθανό η label της επόμενης λέξης να είναι αυτή που υπαγορεύεται από την επόμενη κατάσταση της μετάβασης. Τα αντίθετα ισχύουν για ένα χαρακτηριστικό με αρνητικό βάρος. Όσο περισσότερα χαρακτηριστικά με θετικά βάρη και όσο λιγότερα χαρακτηριστικά με αρνητικά βάρη ικανοποιεί ένα διάνυσμα χαρακτηριστικών που αντιστοιχεί σε μία χρονική στιγμή t της ακολουθίας λέξεων του κείμενο, τόσο πιο πιθανές είναι οι ετικέτες που αντιστοιχούν στη συγκεκριμένη μετάβαση για τα υποψήφια προς αναγνώριση διάνυσμα των βημάτων t και t+1.Πιο συγκεκριμένα όσο πιο μεγάλο είναι το άθροισμα των βαρών των χαρακτηριστικών τόσο πιθανότερη η αντίστοιχη μετάβαση για το συγκεκριμένο χρονικό βήμα της ακολουθίας λέξεων του κειμένου.

Όταν έχουμε ένα ονομαστικό χαρακτηριστικό πρόβλεψης για μία λέξη του κειμένου το CRF δε μπορεί να αξιολογήσει πότε να εμπιστευτεί το συγκεκριμένο χαρακτηριστικό αφού ο αλγόριθμος βασικού επιπέδου δε προβλέπει πάντα σωστά. Η επαλήθευση ή μη των υπολοίπων χαρακτηριστικών που ενσωματώνονται και η προσαρμογή των βαρών τους δεν είναι αρκετή για να βρει το CRF τις περιπτώσεις στις οποίες πρέπει να εμπιστευτεί τον αλγόριθμο βασικού επιπέδου. Συνεπώς το χαρακτηριστικό πρόβλεψης ουσιαστικά αγνοείται ή αν δεν αγνοείται οδηγεί το μοντέλο σε χαμηλότερη απόδοση.
Το ότι προέκυψε μόνο ελαφρά χειρότερη απόδοση ήταν αναμενόμενο λόγω της διαδικασίας του feature Induction που επιλέγει τα χαρακτηριστικά που είναι χρήσιμα για το μοντέλο και προσαρμόζει ανάλογα τα βάρη αυτών. Το ότι προέκυψε χειρότερη και όχι ίδια απόδοση με το απλό CRF μπορεί να εξηγηθεί από το παρακάτω:

Στην αρχή της διαδικασίας εκπαίδευσης του συνδυαστικού μοντέλου, τα χαρακτηριστικά πρόβλεψης ονομαστικών τιμών επιλέγονται από τον feature induction αλγόριθμο γιατί σε σχέση με άλλα ατομικά χαρακτηριστικά βοηθούν περισσότερο το μοντέλο στη σωστή αναγνώριση του κειμένου αφού σχετίζονται με τις προβλέψεις συστημάτων εξαγωγής πληροφορίας. Δεδομένου ότι στον αλγόριθμο feature Induction τα χαρακτηριστικά που επιλέγονται να περιληφθούν στο μοντέλο δε μπορούν αργότερα να παραλειφθούν παρά μόνο να αναπροσαρμοστεί το βάρος τους, καθώς προχωράει η διαδικασία εκπαίδευσης προκύπτει πλήθος νέων χαρακτηριστικών που συνολικά βοηθούν στην καλύτερη αναγνώριση του κειμένου απ’ ότι τα χαρακτηριστικά πρόβλεψης. Το βάρος των χαρακτηριστικών πρόβλεψης έτσι μειώνεται αλλά επηρεάζει στο τέλος ελαφρά αρνητικά τη συνολική απόδοση. 
5.3 Χρήση χαρακτηριστικών πρόβλεψης πιθανοτήτων στο CRF μετά-επιπέδου
Στη μεθοδολογία αυτή συνδυασμού δε χρησιμοποιήθηκαν μόνο οι ονομαστικές τιμές των προβλέψεων των αλγορίθμων βασικού επιπέδου αλλά και ο βαθμό εμπιστοσύνης που αποδίδουν στις προβλέψεις των διαφόρων τμημάτων κειμένου οι αλγόριθμοι βασικού επιπέδου αφού τις μετατρέψαμε σε πιθανότητες ορθότητες με τρόπο που περιγράφεται  στην ενότητα 5.3.1. Κίνητρο για τη μέθοδο αυτή είναι ότι πιθανότατα θα πρέπει να δοθεί διαφορετική βαρύτητα σε χαρακτηριστικά που αφορούν προβλέψεις που σχετίζονται με υψηλές πιθανότητες ορθότητας και σε χαρακτηριστικά που αφορούν προβλέψεις που σχετίζονται με χαμηλότερες πιθανότητες ορθότητας.

Το CRF χρησιμοποιεί δυαδικά χαρακτηριστικά –δηλαδή κάθε χαρακτηριστικό σχετίζεται με μία δυαδική τιμή 1 ή 0 σε περίπτωση εμφάνισης ή μη του χαρακτηριστικού-και αυτό σίγουρα δε δίνει την ευλυγισία ενός αλγορίθμου όπου κάθε χαρακτηριστικό μπορεί να συσχετιστεί με συνεχείς και όχι δυαδικές τιμές όπου η τιμή πιθανότητας ορθότητας θα μπορούσε να χρησιμοποιηθεί ως συνεχή τιμή του χαρακτηριστικού. Συνεπώς προχωρήσαμε στον κβαντισμό του διαστήματος πιθανότητας ορθότητας 0-1. Χωρίσαμε το διάστημα 0-1 των πιθανοτήτων σε υποδιαστήματα και χρησιμοποιήσαμε διαφορετικά χαρακτηριστικά πρόβλεψης πιθανοτήτων για κάθε διάστημα. Ο τεμαχισμός του διαστήματος 0-1 σε υποδιαστήματα έγινε όπως παρακάτω:
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Δε χρησιμοποιήσαμε περισσότερα διαστήματα πιθανοτήτων γιατί θεωρήσαμε ότι τα δεδομένα εκπαίδευσης δεν ήταν αρκετά για να υποστηρίξουν περισσότερα χαρακτηριστικά. Ωστόσο χρειάζεται περισσότερη μελέτη όσον αφορά το trade-off μεταξύ πλήθους διαστημάτων και επαρκούς support για τα προκύπτοντα χαρακτηριστικά από τα δεδομένα εκπαίδευσης. Στην παρακάτω ενότητα παρουσιάζουμε τον τρόπο που χρησιμοποιήθηκε για τη μετατροπή βαθμών εμπιστοσύνης των αλγορίθμων βασικού επιπέδου σε πιθανότητες ορθότητας τις οποίες αξιοποιούν τα χαρακτηριστικά προβλέψεων πιθανότητας.
5.3.1 Μετατροπή βαθμού εμπιστοσύνης σε πιθανότητες ορθότητας στις προβλέψεις των συστημάτων εξαγωγής πληροφορίας 

Οι πιθανότητες ορθότητας που χρησιμοποιούνται από τις τεχνικές ψηφοφορίας και συσσωρευμένης γενίκευσης όπως έχει προαναφερθεί αλλά και που χρησιμοποιούνται στη παρούσα μεθοδολογία, δεν προέρχονται απ’ ευθείας από την έξοδο των συστημάτων του βασικού επιπέδου. Αλγόριθμοι οι οποίοι μαθαίνουν κανόνες εξαγωγής πληροφορίας για την αναγνώριση σχετικών τμημάτων μέσα σε κείμενα, προσδιορίζουν μια μετρική για το βαθμό εμπιστοσύνης της ακρίβειας των κανόνων που μαθαίνουν. Ο βαθμός αυτός εμπιστοσύνης κάθε κανόνα ανατίθεται στη συνέχεια στα τμήματα κειμένου τα οποία ο κανόνας αναγνωρίζει ως σχετικά για ένα πεδίο μέσα στη σελίδα. Για παράδειγμα, στον αλγόριθμο (LP)2 ο βαθμός εμπιστοσύνης μετριέται για κάθε κανόνα μέσω του αριθμού των λανθασμένων αναγνωρίσεων που γίνονται από τον κανόνα κατά την εκπαίδευση.

Το κίνητρο για τη μετατροπή βαθμών εμπιστοσύνης σε πιθανότητες ορθότητας αναλύεται στην ενότητα 3.2.1. Ο Freitag [7] προτείνει μια μέθοδο μετασχηματισμού βαθμών εμπιστοσύνης σε πιθανότητες ορθότητας, χρησιμοποιώντας παλινδρόμηση (regression) και περιγράφεται ως εξής: 

Δοθέντος ενός αλγορίθμου Li σχεδιασμένου για εξαγωγή πληροφορίας, η σχέση μεταξύ βαθμών εμπιστοσύνης και πιθανοτήτων ορθότητας στις προβλέψεις του αντίστοιχου εκπαιδευμένου συστήματος Ei, πάντα για μια συγκεκριμένη θεματική περιοχή, μπορεί να μοντελοποιηθεί με τη χρήση Q συναρτήσεων γραμμικής παλινδρόμησης, μιας για κάθε σχετικό πεδίο f1.. fQ .Οι νέες συναρτήσεις εκτιμώνται μέσω διασταυρωμένης επικύρωσης (διαφορετικής από την αντίστοιχη για τη δημιουργία των διανυσμάτων χαρακτηριστικών σε μετά-επίπεδο) τριών βημάτων, ως εξής: 

Το αρχικό σύνολο D των κειμένων εκπαίδευσης χωρίζεται σε τρία τμήματα περίπου ιδίου μεγέθους. Σε καθένα j-βήμα, j=1…3, της διαδικασίας διασταυρωμένης επικύρωσης, ο αλγόριθμος εφαρμόζεται στο υποσύνολο των κειμένων D/Dj εκπαίδευσης, και το εκπαιδευμένο σύστημα εφαρμόζεται στο σύνολο των κειμένων επαλήθευσης. Όλα τα σχετικά παραδείγματα <t(s,e),fκ,cκ> που έχουν αναγνωριστεί από το σύστημα σε όλα τα κείμενα επαλήθευσης του συνόλου Dj, όπου cκ  ο βαθμός εμπιστοσύνης για το προβλεπόμενο πεδίο fκ, συγκεντρώνονται σε μια αρχική «αποθήκη» παραδειγμάτων. Στο τέλος ολόκληρης της διαδικασίας διασταυρωμένης επικύρωσης, τα παρακάτω βήματα λαμβάνουν χώρα για κάθε σχετικό πεδίο f:

1. Το διάστημα ανάμεσα στο μεγαλύτερο και το μικρότερο βαθμό εμπιστοσύνης μεταξύ των παραδειγμάτων που έχουν αναγνωριστεί ως σχετικά για το πεδίο f, χωρίζεται σε 10 ισομεγέθη διαστήματα. Τα σχετικά παραδείγματα ταξινομούνται στη συνέχεια σε αυτά τα 10 διαστήματα, ανάλογα με τον βαθμό εμπιστοσύνης που έχει καταχωρηθεί σε κάθε παράδειγμα f.
2. Τα 10 διαστήματα που έχουν δημιουργηθεί χρησιμοποιούνται για την κατασκευή αντίστοιχων ζευγαριών (x,y), όπου x είναι το ενδιάμεσο του διαστήματος και y είναι η ακρίβεια των παραδειγμάτων που ανήκουν στο συγκεκριμένο διάστημα τιμών, δηλαδή το πηλίκο των σωστών παραδειγμάτων που έχουν αναγνωριστεί, προς το σύνολο των σωστών παραδειγμάτων για το πεδίο y.
3. Τα 10 ζευγάρια χρησιμοποιούνται για τον υπολογισμό μιας συνάρτησης γραμμικής παλινδρόμησης για το πεδίο  f.
Η παραπάνω διαδικασία επαναλαμβάνεται για όλα τα πεδία μιας θεματικής περιοχής και για όλους τους αλγορίθμους Li, i=1..N.Χρησιμοποιώντας τις συναρτήσεις που έχουν υπολογιστεί, για κάθε παράδειγμα που αναγνωρίζεται ως σχετικό από ένα εκπαιδευμένο σύστημα κατά τη διαδικασία επαλήθευσης, ανατίθεται σε αυτό μια νέα τιμή που αντιπροσωπεύει την πιθανότητα το συγκεκριμένο παράδειγμα να είναι σωστό. 
Στη διπλωματική αυτή εργασία δεδομένου ότι η υλοποίηση του CRF που χρησιμοποιήσαμε δε μπορεί να χειριστεί συναρτήσεις χαρακτηριστικών με συνεχείς τιμές χωρίσαμε το διάστημα 0-1 των πιθανοτήτων ορθότητας σε 5 υποδιαστήματα και για κάθε υποδιάστημα ορίσαμε διαφορετικά χαρακτηριστικά πρόβλεψης πιθανότητας, για τους λόγους που προαναφέραμε. Συνεπώς δεν ήταν αναγκαίο το τρίτο βήμα της διαδικασίας δηλαδή ο υπολογισμός της συνάρτησης παλινδρόμησης. Συγκεκριμένα για κάθε παράδειγμα που προβλέπεται από έναν από τους δύο αλγορίθμους βασικού επιπέδου με βάση το βαθμό εμπιστοσύνης βλέπουμε σε ποιο διάστημα εμπίπτει, και του αναθέτουμε την πιθανότητα ορθότητας του διαστήματος. Στη συνέχεια βλέπουμε σε ποιο από τα διαστήματα πιθανοτήτων εμπίπτει με βάση αυτή την πιθανότητα που υπολογίστηκε και του αναθέτουμε το αντίστοιχο χαρακτηριστικό πρόβλεψης λαμβάνοντας επίσης υπόψη ποιος αλγόριθμος έκανε την πρόβλεψη και πιο πεδίο αφορά η πρόβλεψη. Για να γίνει αυτό περισσότερο κατανοητό παραθέτουμε παραδείγματα τέτοιων χαρακτηριστικών πρόβλεψης πιθανότητας:

· Amilcarespeaker5: Υποδηλώνει ότι η λέξη που φέρει το χαρακτηριστικό αυτό προβλέφθηκε από τον αλγόριθμο βασικού επιπέδου Amilcare ότι ανήκει στο πεδίο speaker με πιθανότητα ορθότητας 1.0

· BWIcoursenumber0: Υποδηλώνει ότι η αντίστοιχη λέξη που προβλέφθηκε από τον αλγόριθμο βασικού επιπέδου Amilcare ότι ανήκει στο πεδίο speaker με πιθανότητα ορθότητας στο διάστημα 0-0.5
Μία άλλη διαφοροποίηση της διαδικασίας μετατροπής του βαθμού εμπιστοσύνης σε πιθανότητα ορθότητας που ακολουθήθηκε στην παρούσα μεθοδολογία είναι ότι δε χωρίστηκε το διάστημα βαθμών εμπιστοσύνης σε 10 ίσα υποδιαστήματα όπως περιγράφεται παραπάνω στο βήμα 1 αλλά χρησιμοποιήθηκε hashing για τον τεμαχισμό του ώστε τα υποδιαστήματα των βαθμών εμπιστοσύνης να αντανακλούν καλύτερα την κατανομή των παραδειγμάτων σε αυτά αφού παρατηρήθηκε ότι δεν υπάρχει ισοκατανομή των προβλέψεων παραδειγμάτων στην κλίμακα των βαθμών εμπιστοσύνης. 
5.3.2 Παρουσίαση - Ανάλυση αποτελεσμάτων
Θεματική περιοχή ανακοινώσεων σεμιναρίων

Η εφαρμογή της μεθοδολογίας συνδυασμού με χαρακτηριστικά πρόβλεψης πιθανοτήτων στη θεματική περιοχή των ανακοινώσεων σεμιναρίων δεν έδωσε καλύτερα αποτελέσματα από τα αντίστοιχα του απλού CRF, αλλά ελαφρώς (λιγότερο του 1%) χαμηλότερα. To αποτέλεσμα αυτό μπορεί να εξηγηθεί από: 
1. την ήδη πολύ υψηλή απόδοση του απλού CRF,

2. τη μικρή διαφορετικότητα μεταξύ αλγορίθμων βασικού επιπέδου και απλού CRF ,

3. το μεγάλο χάσμα μεταξύ της απόδοσης των βασικών αλγορίθμων και του απλού CRF.

Να σημειωθεί ότι το χάσμα απόδοσης μεταξύ των αλγορίθμων βασικού επιπέδου και CRF μετά-επιπέδου κάνει δύσκολη την αξιοποίηση της δεδομένης διαφωνίας προβλέψεων μεταξύ βασικού επιπέδου και μετά- επιπέδου. Αυτό γιατί σε περίπτωση που το CRF αποπροσανατολιστεί από χαρακτηριστικό πρόβλεψης του βασικού επιπέδου υποπέπτει σε λάθος για την αντίστοιχη λέξη, το οποίο δε θα είχε κάνει σε περίπτωση απουσίας του χαρακτηριστικού πρόβλεψης. Αντιθέτως αν το απλό CRF είχε χαμηλότερη απόδοση πολύ πιθανόν ούτως ή άλλως να έκανε το συγκεκριμένο λάθος και έτσι να μην  εβλάπτετο η απόδοσή του από το επιπλέον χαρακτηριστικό πρόβλεψης πιθανότητας. Άρα η μετρούμενη διαφορετικότητα δεν είναι η μόνη που πρέπει να λαμβάνεται υπόψη στην περίπτωση συνδυασμού συστημάτων αλλά και το χάσμα απόδοσης μεταξύ των συστημάτων βασικού επιπέδου και μετά-επιπέδου είναι επίσης ενδεικτικό της επιτυχίας ή μη του συνδυαστικού συστήματος 

Θεματική περιοχή μαθημάτων επιστήμης υπολογιστών

Στον πίνακα 11 παρουσιάζουμε τα αποτελέσματα αξιολόγησης του συνδυαστικού συστήματος για τη θεματική περιοχή των μαθημάτων Επιστήμης Υπολογιστών. Αποτελούν αποτέλεσμα εφαρμογής 5 cross validation στα δεδομένα εκπαίδευσης.

	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0.90154
	0.84016
	0.81444
	0.85414

	Recall
	0.84766
	0.63523
	0.60984
	0.70112

	F
	0.8735
	0.68144
	0.6913
	0.76898


Πίνακας 5.3.2.1: Αποτελέσματα αξιολόγησης του συνδυαστικού συστήματος με χαρακτηριστικά πιθανοτήτων ορθότητας για τη θεματική περιοχή των μαθημάτων επιστήμης Υπολογιστών

Για διευκόλυνση στη σύγκριση των αποτελεσμάτων μεταξύ του απλού CRF και του συνδυαστικού συστήματος επαναλαμβάνουμε παρακάτω τα αποτελέσματα του απλού CRF για τη θεματική αυτή περιοχή:
	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0.87834
	0.85038
	0.78632
	0.83166

	Recall
	0.83758
	0.56374
	0.58228
	0.68358

	F
	0.85662
	0.66702
	0.6608
	0.74896


Πίνακας 5.3.2.2: Αποτελέσματα αξιολόγησης του απλού CRF για τη θεματική περιοχή των μαθημάτων επιστήμης Υπολογιστών

Παρατηρούμε ότι τόσο η ανάκληση όσο και η ακρίβεια σχεδόν για όλα τα πεδία παρουσιάζονται αυξημένα. Ωστόσο παρά το γεγονός ότι το συνολικό F της απόδοσης του συνδυαστικού συστήματος ήταν αυξημένο σε σχέση με το συνολικό F του απλού CRF σε κάθε κύκλο της διαδικασίας διασταυρωμένης επικύρωσης, ωστόσο αυτό δεν ισχύει για όλα τα πεδία προς εξαγωγή. Συνέπεια για τη βελτίωση του F σε κάθε κύκλο της διασταυρωμένης επικύρωσης παρατηρήσαμε στο πεδίο course_number.Για τα άλλα 2 πεδία το F παρουσίασε βελτίωση στην πλειονότητα των κύκλων της διασταυρωμένης επικύρωσης.
Μελετώντας τα βάρη των χαρακτηριστικών πρόβλεψης πιθανότητας όπως αυτά ρυθμίστηκαν κατά τη διαδικασία της εκπαίδευσης του μοντέλου παρατηρείται ότι τα χαρακτηριστικά πιθανότητας που αφορούν διαστήματα υψηλών πιθανοτήτων ορθότητας εμφανίζουν γενικά υψηλότερα θετικά όπως άλλωστε ήταν αναμενόμενο. Δηλαδή για παράδειγμα σε περίπτωση μετάβασης σε επόμενη κατάσταση που αφορά το πεδίο course_number στη συντριπτική πλειοψηφία των κύκλων διασταυρωμένης επικύρωσης ισχύει τα βάρη των χαρακτηριστικών πρόβλεψης πιθανότητας είναι τόσο υψηλότερα όσο υψηλότερη είναι η πιθανότητα ορθότητας την οποία αφορούν: weightAmilcoursenumber4> weightAmilcoursenumber3
 Τα βάρη των χαρακτηριστικών πρόβλεψης πιθανότητας που αφορούν το διάστημα πιθανότητας ορθότητας 0-0.5 χρησιμοποιήθηκαν με αρκετά υψηλά θετικά βάρη στη μετάβαση σε ετικέτα «other» που σχετίζεται με την έλλειψη πρόβλεψης πεδίου. Επίσης για τον εντοπισμό της ετικέτας other χρησιμοποιήθηκαν με υψηλά θετικά βάρη τα χαρακτηριστικά πρόβλεψης amilother και bwiother καθώς και σύζευξη αυτών, δηλαδή χαρακτηριστικά που σχετίζονται με έλλειψη πρόβλεψης από τους αλγορίθμους βασικού επιπέδου. Το γεγονός αυτό, σε συνδυασμό με την αυξημένη ανάκληση του συνδυαστικού συστήματος σε σύγκριση με το απλό CRF και λαμβάνοντας υπόψη τη μειωμένη ανάκληση των συστημάτων βασικού επιπέδου μας οδηγεί στο συμπέρασμα ότι το CRF κατάφερε να αξιοποιήσει τα χαρακτηριστικά αυτά με επιτυχία. Κάτι τέτοιο δεν ήταν αναμενόμενο για τους παρακάτω λόγους:

Τα χαρακτηριστικά αυτά που σχετίζονται με έλλειψη πρόβλεψης από τους αλγορίθμους βασικού επιπέδου δε σχετίζονται με κάποια πιθανότητα συνεπώς δεν υπάρχει αντίστοιχος βαθμό εμπιστοσύνης για αυτού του είδους την απόφαση του συστήματος βασικού επιπέδου. Συνεπώς δεν υπάρχουν ενδείξεις για το πότε το CRF θα πρέπει να εμπιστευτεί τα συστήματα βασικού επιπέδου στις περιπτώσεις αυτές. Από την άλλη μεριά τα συστήματα βασικού επιπέδου έχουν χαμηλή ανάκληση σε σχέση με το απλό CRF και έτσι σε περίπτωση αδυναμίας του συνδυαστικού συστήματος ορθής αξιοποίησης των χαρακτηριστικών αυτών θα μειωνόταν κατά πολύ η ανάκλησή του. Ωστόσο λόγω της χρήσης πλήθους άλλων χαρακτηριστικών ενδεικτικών της ετικέτας other αλλά και των σχετικών πεδίων  ισορροπείται σωστά η επίδραση αυτών των χαρακτηριστικών πρόβλεψης και εν τέλει η απόδοση εμφανίζεται αυξημένη.

Σημαντικό στοιχείο φαίνεται να αποτελεί για την επιτυχία της μεθόδου η ακριβής συσχέτιση βαθμών εμπιστοσύνης του αλγορίθμου βασικού επιπέδου με την πιθανότητα ορθότητας. Ενώ στο σύστημα βασικού επιπέδου Amilcare παρατηρήσαμε ότι διαστήματα που αφορούν αυξανόμενο βαθμό εμπιστοσύνης αντιστοιχούνταν αυστηρά σε υψηλότερες πιθανότητες ορθότητας, στο σύστημα BWI δε συνέβη το ίδιο. Πολλές φορές  αυξανομένου του βαθμού εμπιστοσύνης που αντιστοιχούνταν σε ένα διάστημα πιθανότητας η αντίστοιχη ορθότητα πιθανότητας που προέκυπτε για το διάστημα αυτό ήταν μειωμένη και αντιστρόφως πράγμα που υποδηλοί αδυναμία του συστήματος BWI για ακριβή συσχετισμό των βαθμών εμπιστοσύνης που αποδίδει το σύστημα στα διάφορα παραδείγματα πεδίων που εξάγει με την πραγματική πιθανότητα τα παραδείγματα αυτά να είναι σωστά.
Αξίζει επίσης να αναφερθούμε στην περίπτωση του πεδίου course_title που είναι το πεδίο στο οποίο παρουσιάζεται η μεγαλύτερη διακύμανση απόδοσης μεταξύ των κύκλων της διασταυρωμένης επικύρωσης. Σε αυτό το πεδίο οι προβλέψεις του αλγορίθμου BWI εμπίπτουν όλες σε διάστημα πιθανότητας 0.5-0.8 αφού όλες βρίσκονται 0.7-0.75.Το συνδυαστικό σύστημα χρησιμοποίησε το χαρακτηριστικό αυτό με υψηλό βάρος στη μετάβαση προς το αντίστοιχο πεδίο αφού όπως έχουμε ήδη αναφέρει δεν υπάρχουν ιδιαίτερη τυπογραφική δομή ή άλλα χαρακτηριστικά που θα μπορούσαν να βοηθήσουν στον εντοπισμό του. Προφανώς μεταξύ των διαφόρων κύκλων της διασταυρωμένης επικύρωσης είχαμε διαφορετικό ποσοστό επιτυχιών των προβλέψεων του αλγορίθμου BWI και συνεπώς απρόσμενες διακυμάνσεις στην απόδοση του συνδυαστικού συστήματος. Αυτό είναι γενικά αναμενόμενο σε πεδία που τα αντίστοιχα τμήματα κειμένου δεν εμφανίζουν ιδιαίτερα τυπογραφικά ή άλλα χαρακτηριστικά και για χαρακτηριστικά πρόβλεψης πιθανότητας που σχετίζονται με μέτριες πιθανότητες ορθότητας-είναι δύσκολο να προβλεφθεί αν ο αλγόριθμος βασικού επιπέδου πρόβλεψε σωστά ή λάθος.

Αντίθετα στο πεδίο course_number η συσχέτιση μεταξύ βαθμών εμπιστοσύνης του συστήματος βασικού επιπέδου και πιθανοτήτων ορθότητας των παραδειγμάτων ήταν περισσότερο συνεπείς και για τα δύο συστήματα. Αυτό σε συνδυασμό με την παρουσία έντονης τυπογραφικής δομής για τον εντοπισμό του πεδίου και την παρουσία άλλων χαρακτηριστικών που εξισορροπούν τα χαρακτηριστικά πρόβλεψης, οδήγησε στην συνεπή υψηλότερη απόδοση του συνδυαστικού συστήματος γι’ αυτό το παράδειγμα σε όλους τους κύκλους της διαδικασίας διασταυρωμένης επικύρωσης.

    Το γενικό συμπέρασμα είναι ότι υπάρχει μεγάλο χάσμα απόδοσης μεταξύ των συστημάτων βασικού επιπέδου και του CRF πράγμα το οποίο δε βοηθά το συνδυασμό, όπως θα συνέβαινε σε περίπτωση συνδυασμού μεταξύ συστημάτων με περισσότερο συγκρίσιμη απόδοση. Κι αυτό γιατί ακόμα και για η δεδομένη μετρούμενη διαφορετικότητα όπως έχει προαναφερθεί δεν είναι το ίδιο εύκολα αξιοποιήσιμη διότι είναι δύσκολο να διακρίνει το μοντέλο τις περιπτώσεις που πρέπει να εμπιστευτεί τους αλγορίθμους βασικού επιπέδου. Η ίδια μετρούμενη διαφορετικότητα με αλγορίθμους υψηλότερης απόδοσης θα ήταν ίσως ευκολότερα εκμεταλλεύσιμη. 

Ωστόσο στη θεματική αυτή περιοχή προέκυψαν καλύτερα αποτελέσματα για ο συνδυαστικό σύστημα σε σχέση με τη θεματική περιοχή των ανακοινώσεων σεμιναρίων για τους παρακάτω λόγους:

1. Το χάσμα απόδοσης μεταξύ των αλγορίθμων βασικών επιπέδου και του απλού CRF είναι μικρότερο καθότι τα πεδία προς εξαγωγή δε διαθέτουν ιδιαίτερη τυπογραφική δομή και context,

2. Η μετρούμενη διαφωνία προβλέψεων είναι μεγαλύτερη.

5.4 Εφαρμογή της μεθόδου συνδυασμού με χρήση χαρακτηριστικών πιθανοτήτων σε 0-order CRF.

 Θέλοντας να εξετάσουμε αν η αιτία της χαμηλής απόδοσης του συνδυαστικού συστήματος οφείλεται στη μειωμένη διαφορετικότητα μεταξύ των αλγορίθμων βασικού επιπέδου και του CRF του μετά-επιπέδου ή στη μεθοδολογία συνδυασμού αυτή καθ’ αυτή και στην αδυναμία αξιοποίησης από το CRF μετά-επιπέδου των προβλέψεων που εμπίπτουν σε διαστήματα που δεν αντιστοιχούν σε υψηλές αλλά μέτριες πιθανότητες ορθότητας, δοκιμάζουμε την εφαρμογή της μεθόδου  σε 0-order CRF το οποίο έχει όπως έχει ήδη αναφερθεί, εμφανίζει χαμηλότερη απόδοση από το 1-order CRF.

Παρακάτω παρουσιάζουμε για τη θεματική περιοχή των μαθημάτων επιστήμης Υπολογιστών για ένα κύκλο διασταυρωμένης επικύρωσης τα αποτελέσματα των συστημάτων BWI, Amilcare του απλού 0-order CRF.Παρά το ότι τα αποτελέσματα του 0 oredr CRF σε σχέση με το 1st order CRF είναι κατά πολύ χαμηλότερα ωστόσο και πάλι εμφανίζει υψηλότερες μετρικές απόδοσης σε σχέση με τους αλγορίθμους βασικού επιπέδου.
	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0.8393
	0.4615
	0.68
	0.7103

	Recall
	0.746
	0.3871
	0.4857
	0.5891

	F
	0.7899
	0.4211
	0.5667
	0.6441


Πίνακας 5.4.1 :Αποτελέσματα αξιολόγησης του απλού 0-order CRF στη θεματική περιοχή των μαθημάτων επιστήμης υπολογιστών για ένα κύκλο διασταυρωμένης επικύρωσης.
	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0.7796
	0.6261
	0.5804
	0.7056

	Recall
	0.8106
	0.4337
	0.2915
	0.5522

	F
	0.7948
	0.5125
	0.3881
	0.6195


Πίνακας 5.4.2 :Αποτελέσματα αξιολόγησης του Amilcare στη θεματική περιοχή των μαθημάτων επιστήμης υπολογιστών για ένα κύκλο διασταυρωμένης επικύρωσης.
	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0.9091
	0.5556
	0.7273
	0.84

	Recall
	0.7937
	0.1613
	0.2286
	0.4884

	F
	0.8475
	0.25
	0.3478
	0.6176


Πίνακας 5.4.3 :Αποτελέσματα αξιολόγησης του BWI στη θεματική περιοχή των μαθημάτων επιστήμης υπολογιστών για ένα κύκλο διασταυρωμένης επικύρωσης.
Στη συνέχεια εφαρμόζουμε τη μεθοδολογία συνδυασμού με χρήση χαρακτηριστικών προβλέψεων πιθανοτήτων όπως αυτή περιγράφεται στην ενότητα 5.3 έχοντας στο βασικό επίπεδο τα συστήματα BWI και Amilcare και στο μετά-επίπεδο το 0 order CRF.Στον πίνακα 5.4.4 παρουσιάζονται τα αποτελέσματα του συνδυαστικού συστήματος. 

	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0.9298
	0.5357
	0.7241
	0.7807

	Recall
	0.8413
	0.4839
	0.6
	0.6899

	F
	0.8833
	0.5085
	0.6562
	0.7325


Πίνακας 5.4.4.: Μετρούμενη απόδοση του συνδυαστικού συστήματος με  0-order CRF σε μετά-επίπεδο για τη θεματική περιοχή των μαθημάτων επιστήμης υπολογιστών για ένα κύκλο διασταυρωμένης επικύρωσης.
Παρατηρείται ότι τα αποτελέσματα είναι κατά πολύ καλύτερα από το απλό 0-order CRF που είναι ο καλύτερος αλγόριθμος βασικού επιπέδου. Αυτό συμβαίνει λόγω συγκρίσιμων αποδόσεων μεταξύ των συστημάτων εξαγωγής πληροφορίας που συνδυάζονται και λόγω υψηλότερης μετρούμενης διαφορετικότητας προβλέψεων μεταξύ αυτών. Το CRF μετά-επιπέδου κατάφερε να αξιοποιήσει επιτυχώς τα χαρακτηριστικά προβλέψεων πιθανότητας και να βελτιώσει την απόδοσή του. Διαπιστώνεται η επιτυχία της συνδυαστικής μεθόδου με χρήση χαρακτηριστικών προβλέψεων πιθανότητας στην περίπτωση αυτή.
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Μελέτη του αλγορίθμου feature Induction και της γραφικής δομής του CRF
Σαν μέρος της διπλωματικής αυτής μελετήθηκε ο αλγόριθμος feature induction του CRF καθώς και η χρησιμοποιούμενη γραφική δομή του CRF.Στο κεφάλαιο αυτό συγκεντρώνονται παρατηρήσεις μας. Επίσης παραθέτονται πειραματικά αποτελέσματα που καταδεικνύουν τη διευκόλυνση του μοντέλου στην αναγνώριση ρόλων και πεδίων που δε χαρακτηρίζονται από έντονη τυπογραφική πληροφορία όταν δε συμπεριλαμβάνονται στην εκπαίδευση του μοντέλου τμήματα κειμένου που σχετίζονται με μη χαρακτηριστικό context.

6.1 Ο αλγόριθμος Feature Induction
Σκοπός είναι να μελετηθεί κατά πόσο ο αλγόριθμος του Feature Induction όπως έχει προταθεί στο McCallum[2] βρίσκει όντως όλα τα χρήσιμα χαρακτηριστικά και συζεύξεις χωρίς να παγιδεύεται σε overfitting.

Αρχικά δοκιμάσαμε να εισάγουμε με το χέρι συζεύξεις χαρακτηριστικών και χαρακτηριστικά που από κρίσης θεωρήθηκαν σημαντικά, για παράδειγμα για το πεδίο course_number τη σύζευξη word=CS AND nextword=onlynumbers AND nextwordlength=3.Μετά την εισαγωγή αυτών των χαρακτηριστικών τρέξαμε πάλι τον αλγόριθμο feature induction για την εύρεση των υπόλοιπων χαρακτηριστικών.

Ωστόσο παρατηρήθηκε ότι σε κάθε περίπτωση η τελική απόδοση του μοντέλου είναι υψηλότερη χωρίς την αρχική εισαγωγή χαρακτηριστικών δηλαδή όταν ο αλγόριθμος λειτουργεί τελείως ελεύθερος. Δηλαδή η εισαγωγή με χειρωνακτικό τρόπο χαρακτηριστικών οδηγεί σε κάθε περίπτωση σε χειρότερη απόδοση. Επίσης παρατηρήθηκε ότι ακόμα και σε τελευταίους κύκλους της feature induction ενώ προστίθενται χαρακτηριστικά που φαινομενικά δεν έχουν νόημα, τα βάρη που τους ανατίθενται είναι τόσο μικρά ώστε να μην επηρεάζονται αρνητικά τα τελικά αποτελέσματα. Η μόνη περίπτωση στην οποία παρατηρήθηκε να πέφτει η απόδοση ενώ προχωρά ο αλγόριθμος feature Induction και προστίθενται νέα χαρακτηριστικά, είναι στην εκπαίδευση του 0-order CRF όπου 10 κύκλοι feature induction είναι περισσότεροι από όσους χρειάζονται και προκαλείται overfitting. 

6.2 Μελέτη της γραφικής δομής του CRF-Εισαγωγή επιπλέον ετικετών

Στη γραφική δομή του CRF που συνηθίζεται στη βιβλιογραφία  υπάρχουν 2 καταστάσεις ανά σχετικό πεδίο προς εξαγωγή, η πρώτη για την πρώτη λέξη του πεδίου και η δεύτερη για το εσωτερικό του πεδίου. Π.χ. για το πεδίο course_number έχουμε τις καταστάσεις:Bcoursenumber και Icoursenumber που και οι δύο αναθέτουν ετικέτα course_number για τη λέξη που θα βρεθεί στην αντίστοιχη κατάσταση.

Δεδομένης της δομής αυτής και της λειτουργίας του 1st order CRF γίνεται αντιληπτό ότι η ακολουθιακή πληροφορία που αξιοποιεί το CRF έχει να κάνει με τη γνώση της ετικέτας που προβλέπει το μοντέλο για την προηγούμενη λέξη (κάποιo πεδίο ή other) ώστε να αποφασίσει αν και η παρούσα λέξη αποτελεί μέρος του ίδιου πεδίου ή σε αντίθετη περίπτωση να της αποδοθεί η ετικέτα “other”.Αυτό συμβαίνει γιατί τα τμήματα κειμένου που αποτελούν παραδείγματα πεδίων προς εξαγωγή πολύ σπάνια βρίσκονται κολλητά μεταξύ τους, αντίθετα συνήθως μεσολαβούν λέξεις με την ετικέτα other. Συνεπώς η  παρουσία μιας λέξης σε ένα σχετικό πεδίο δε μπορεί να δώσει πληροφορία για την παρουσία της επόμενης λέξης σε ένα διαφορετικό σχετικό πεδίο αφού σπάνια αυτό συναντάται στα δεδομένα εκπαίδευσης. Αντίθετα η πληροφορία που αξιοποιείται αφορά συνέχεια ή μη ενός πεδίου και δε μπορεί να συσχετίσει διαφορετικά πεδία μεταξύ τους, για παράδειγμα δε μπορούμε να αναπαραστήσουμε το γεγονός ότι συνήθως μετά το πεδίο course_number ακολουθεί πεδίο course_title σε απόσταση λίγων λέξεων όπως συμβαίνει κατά συντριπτική πλειοψηφία στους τίτλους Ιστοσελίδων στο dataset των μαθημάτων Επιστήμης Υπολογιστών. Συνεπώς στην προσπάθεια να αξιοποιηθεί και αυτού του είδους η ακολουθιακή πληροφορία, δηλαδή μεταξύ διαφορετικών πεδίων, δοκιμάσαμε να εισάγουμε μία νέα ετικέτα για τις λέξεις που βρίσκονται  μεταξύ των δύο πεδίων που θέλουμε να συσχετίσουμε όταν αυτά βρίσκονται σε απόσταση λιγότερη των 3 λέξεων, ή όταν μεταξύ τους μεσολαβούν μόνο λέξεις με ετικέτες other ώστε να ενσωματώσουμε την πληροφορία του ποιο πεδίο έχει προβλεφθεί προηγουμένως στο μοντέλο. Τα πειράματα ενώ στην αρχή της εκπαίδευσης του μοντέλου έδωσαν ένα pick απόδοσης στο testing set, ωστόσο στη συνέχεια  είχαμε πτώση και εν τέλει το νέο σύστημα στο τέλος της εκπαίδευσης εμφανίζει χαμηλότερη απόδοση από το αρχικό με την απλούστερη δομή. Αυτό μπορεί να εξηγηθεί από τα παρακάτω:

  Δεν ισχύει ότι για όλα τα παραδείγματα των πεδίων course_number και course_title η μία ακολουθεί την άλλη. Έχουμε πει ότι σε μία ιστοσελίδα όλες οι εμφανίσεις των πεδίων χρησιμοποιούνται για την εκπαίδευση και τον έλεγχο του μοντέλου. Καταλήγουμε στο ότι το CRF αποτυγχάνει να αναγνωρίσει πότε πρόκειται για πεδίο course_number που ακολουθείται από πεδίο course_title οπότε και να κάνει τη σωστή μετάβαση στη νέα ετικέτα, και πότε όχι. Δηλαδή τα χαρακτηριστικά της μίας και της άλλη περίπτωσης δεν είναι αρκετά διαφoρετικά μεταξύ τους για να τις διαχωρίσουν.

6.3 Αναγνώριση ρόλων και πεδίων χωρίς έντονη τυπογραφική πληροφορία από το CRF.

Έχει παρατηρηθεί κατά την αξιολόγηση του απλού CRF ότι συχνά στη θεματική περιοχή των ανακοινώσεων σεμιναρίων συγχέεται το όνομα ομιλητή του σεμιναρίου με ονόματα ανθρώπων που εμφανίζονται στην ίδια ιστοσελίδα χωρίς να έχουν ρόλο ομιλητή. Αυτό συμβαίνει διότι τα τμήματα κειμένου που αντιστοιχούν στα δύο αυτά πεδία (όνομα ομιλητή και όνομα ανθρώπου) έχουν ίδια τυπογραφική δομή (π.χ. οι λέξεις στα τμήματα αυτά αρχίζουν από κεφαλαίο γράμμα και πιθανόν η πρώτη λέξη να ανήκει σε gazetteer list με μικρά ονόματα ανδρών).Επίσης έχουμε παρατηρήσει για τη θεματική περιοχή των μαθημάτων Επιστήμης Υπολογιστών ότι συχνά συγχέεται το course_number του μαθήματος που παρουσιάζεται στην ιστοσελίδα με το course_number άλλων μαθημάτων που αναφέρονται στην ιστοσελίδα για άλλους λόγους χωρίς να αντιπροσωπεύουν τον αριθμό μαθήματος που περιγράφεται στην ιστοσελίδα. Και πάλι αυτό συμβαίνει γιατί τα τμήματα κειμένου που αντιστοιχούν στα πεδία αυτά έχουν όμοια τυπογραφική πληροφορία. Σκοπός μας είναι να βοηθήσουμε το CRF στην αναγνώριση ρόλων ή πεδίων που δε χαρακτηρίζονται από ιδιαίτερη-ξεχωριστή τυπογραφική πληροφορία που να τα διακρίνει εύκολα από άλλα πεδία ή το πεδίο ‘other’.Για το σκοπό αυτό θα βασιστούμε στο context των τμημάτων κειμένου.
Επικεντρώνοντας λοιπόν στο context παρατηρούμε ότι σε ένα κείμενο δε βοηθούν όλα τα τμήματα κειμένου που σχετίζονται με ένα πεδίο προς εξαγωγή στη διάκριση του πεδίου αυτού από άλλα τμήματα κειμένου με παρόμοια τυπογραφική πληροφορία καθώς δεν περιβάλλονται πάντα από ισχυρό context.Για παράδειγμα όταν το πεδίο course_number αρχικά εμφανίζεται σε τίτλο της Ιστοσελίδας το γεγονός αυτό προσφέρει ισχυρά διακρινόμενο context και συνεπώς στην περίπτωση αυτή το ζητούμενο course_number διακρίνεται σαφώς από άλλα course_numbers που εμφανίζονται στην Ιστοσελίδα και που αναφέρονται σε άλλα μαθήματα και δε πρέπει να εξαχθούν. Ωστόσο μία άλλη εμφάνιση του ζητούμενου course_number μέσα στο κυρίως σώμα της Ιστοσελίδας δεν έχει τόσο ιδιαίτερο context που να το διακρίνει από άλλα course_numbers που δε θέλουμε να εξαχθούν. Η ιδέα είναι ότι τα τμήματα κειμένου που αφορούν σχετικά πεδία προς εξαγωγή αλλά δε σχετίζονται με ισχυρό context που να τα διακρίνει από άλλα τμήματα κειμένου με παρόμοια τυπογραφική πληροφορία που δε θέλουμε να εξαχθούν, δεν είναι μόνο δύσκολο να εντοπιστούν από το μοντέλο μας, αλλά αν περιληφθούν στην εκπαίδευσή του μειώνουν την απόδοσή του γενικότερα καθόσον το μοντέλο μπερδεύεται σχετικά με το τι πρέπει να εξάγει και τι να αγνοήσει. Αυτό έχει σαν αποτέλεσμα όχι μόνο μειωμένη ακρίβεια όπως έχουμε ήδη αναφέρει (εξάγεται ένα τυχαίο όνομα ανθρώπου στη θέση του ονόματος ομιλητή) αλλά και μειωμένη ανάκληση αφού το μοντέλο διστάζει να εξάγει ένα πεδίο θεωρώντας ότι δεν είναι σχετικό. Τα πειραματικά αποτελέσματα που παραθέτονται παρακάτω επαληθεύουν την ιδέα αυτή.

Αρχικά παρουσιάζουμε τα αποτελέσματα του απλού 1st order CRF για ένα κύκλο cross validation με εκπαίδευση και έλεγχο κρατώντας όλες τις εμφανίσεις των πεδίων όπως αυτές δίδονται από τα επισημειωμένα αρχεία.

	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0.9074
	0.8947
	0.7222
	0.844

	Recall
	0.7903
	0.3778
	0.619
	0.6174

	F
	0.8448
	0.5312
	0.6667
	0.7132


Πίνακας 6.3.1: Αποτελέσματα αξιολόγησης του απλού CRF για ένα κύκλο της cross validation θεωρώντας στα δεδομένα εκπαίδευσης και ελέγχου όλα τα παραδείγματα  πεδίων που αφορoύν course_title και course_number.
Στη συνέχεια παρουσιάζονται τα αποτελέσματα μετά την εκπαίδευση του CRF χρησιμοποιώντας μόνο τα 2 πρώτα εμφανιζόμενα τμήματα κειμένου που αφορούν course_title και course_number στη θεματική περιοχή των μαθημάτων Υπολογιστών. Η επιλογή των 2 πρώτων είναι μία ευριστική επιλογή. Θεωρούμε ότι οι 2 πρώτες εμφανίσεις είναι αυτές που σχετίζονται με ξεχωριστό-διακρινόμενο context.Ωστόσο θα μπορούσαμε να θεωρήσουμε και πιο πολύπλοκες ευριστικές και να επιλέξουμε πόσες εμφανίσεις θα κρατήσουμε σαν ένα κλάσμα του συνολικού αριθμού των τμημάτων κειμένου που αφορούν ένα συγκεκριμένο πεδίο σε μια Ιστοσελίδα.

	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0.9459
	0.9091
	0.7647
	0.871

	Recall
	0.9211
	0.7407
	0.619
	0.757

	F
	0.9333
	0.8163
	0.6842
	0.81


Πίνακας 6.3.2: Αποτελέσματα αξιολόγησης του απλού CRF για ένα κύκλο της cross validation θεωρώντας στα δεδομένα εκπαίδευσης και ελέγχου μόνο τα δύο πρώτα παραδείγματα των πεδίων που αφορoύν course_title και course_number.
Αρχικά βλέπουμε ότι το πεδίο course_instructor παρόλο που δεν πειράχτηκε καθόλου εμφανίζει μία ελαφρά βελτίωση που πιθανόν οφείλεται στη βελτίωση της απόδοσης στα άλλα 2 πεδία. Ωστόσο να τονίσουμε ότι η σύγκριση των τιμών της ανάκλησης και ακρίβειας μεταξύ των 2 πινάκων και η διαπίστωση των υψηλότερων τιμών στον πίνακα 2 απλά μας λέει ότι τα τμήματα κειμένου που δε σχετίζονται με ισχυρό context είναι πολύ δυσκολότερο να εξαχθούν από το μοντέλο μας. Αυτό ήταν εξαρχής αναμενόμενο. Αυτό που θέλουμε να δείξουμε είναι ότι όταν τα παραδείγματα πεδίων που δε σχετίζονται  με ιδιαίτερο context περιλαμβάνονται στο μοντέλο μας, στην προσπάθειά του να τις μάθει το μοντέλο προκύπτει χαμηλότερη απόδοση και για τα τμήματα κειμένου που σχετίζονται με ισχυρό context.Τέλος να τονίσουμε ότι περισσότερο σημαντικές είναι οι τιμές που αφορούν το recall καθότι είναι πιθανό το μοντέλο να εξάγει τμήματα κειμένου που όντως σχετίζονται με πεδία εξαγωγής αλλά δε βρίσκονται μέσα στις δύο πρώτες εμφανίσεις συνεπώς λαμβάνονται ως λανθασμένα. Λόγω περιορισμένου χρόνου δε προλάβαμε να βρούμε την πραγματική τιμή της ακρίβειας του μοντέλου.
Παρακάτω παρουσιάζουμε τα αποτελέσματα εφαρμογής του απλού CRF στην αναγνώριση των 2 πρώτων εμφανίσεων των πεδίων course_number και course_title.Tο CRF αυτό έχει εκπαιδευτεί με όλα τα παραδείγματα που αφορούν ένα πεδίο.
	CS_COURSES
	Course_number
	Course_title
	Course_instructor
	Overall

	Precision
	0.7037
	0.8947
	0.7222
	0.7431

	Recall
	1
	0.6296
	0.619
	0.757

	F
	0.8261
	0.7391
	0.6667
	0.75


Πίνακας 6.3.3: Αποτελέσματα αξιολόγησης του απλού CRF για ένα κύκλο της cross validation θεωρώντας στα δεδομένα εκπαίδευσης όλα τα παραδείγματα πεδίων και στα δεδομένα ελέγχου μόνο τα δύο παραδείγματα των πεδίων που αφορoύν course_title και course_number.
Αρχικά να σημειώσουμε ότι στον πίνακα 6.3.3 οι τιμές για την precision δεν έχουν νόημα καθώς αναμένεται η χαμηλή ακρίβεια να οφείλεται σε προβλέψεις πεδίων που όντως αποτελούν σχετικά πεδία αλλά δεν ανήκουν στα 2 πρώτα και συνεπώς λαμβάνονται ως λάθος. Για να υπάρχει εποπτεία όσον αφορά τις πραγματικές τιμές της ακρίβειας πρέπει να κοιτάξουμε τις τιμές ακρίβειας του πίνακα 6.3.1 όπου εμφανίζονται τα αποτελέσματα αξιολόγησης όταν κρατούνται όλα τα παραδείγματα πεδίων. Αυτό στο οποίο επικεντρωνόμαστε είναι η τιμή της ανάκλησης αφού αρχικά δούμε ότι και η ακρίβεια του νέου συστήματος είναι βελτιωμένη σε σχέση με το αρχικό. Βλέπουμε ότι στο πεδίο course_title στην περίπτωση της εκπαίδευσης με μόνο τα 2 πρώτα παραδείγματα πεδίου κατάφερε το μοντέλο να εντοπίσει το context και πλέον να μην μπερδεύεται και τμήματα που δεν αποτελούν τίτλο να τα θεωρεί σχετικά ενώ άλλα που αποτελούν να τα αγνοεί. Συνεπώς η μεθοδολογία αυτή απέδωσε ιδιαίτερα στο πεδίο αυτό που δεν έχει ιδιαίτερη τυπογραφική δομή να το διακρίνει.

Στο πεδίο course_number έχουμε υψηλότερη (άριστη) ανάκληση στην περίπτωση του συστήματος στην περίπτωση του συστήματος που διατηρούνται όλα τα παραδείγματα. Ωστόσο πρέπει να δούμε ότι η τιμή ακρίβειας του συστήματος όπως τη δεχόμαστε από τον πίνακα 6.3.1 είναι χαμηλότερη από την αντίστοιχη του πίνακα 6.3.2 η οποία για τους λόγους που προαναφέραμε ενδέχεται να είναι ακόμα υψηλότερη. Συνεπώς μπορούμε να συμπεράνουμε ότι στην περίπτωση του συστήματος που είχαμε εκπαίδευση με λιγότερα παραδείγματα αλλά χαρακτηριζόμενα από ιδιαίτερο context είχαμε καλύτερη απόδοση απ’ ότι στην περίπτωση εκπαίδευσης με όλα τα παραδείγματα.
7
Συμπεράσματα-Μελλοντική Εργασία

Στην παρούσα διπλωματική διαπιστώθηκε η ανταγωνιστικότητα των CRF σε σχέση με άλλα συστήματα εξαγωγής πληροφορίας. Εξετάστηκε μία νέα μέθοδος συνδυασμού συστημάτων εξαγωγής πληροφορίας με χρήση χαρακτηριστικών πρόβλεψης στο CRF σε μετά-επίπεδο. Διαπιστώθηκε η ανταγωνιστικότητα της μεθόδου όταν δεν υπάρχει μεγάλο χάσμα απόδοσης μεταξύ των αλγορίθμων βασικού επιπέδου και του CRF μετά-επιπέδου και υπάρχει επαρκής μετρούμενη διαφορετικότητα προβλέψεων μεταξύ των αλγορίθμων βασικού επιπέδου και μετά-επιπέδου. Με τη χρήση 1st order CRF σε μετά-επίπεδο στη μεθοδολογία συνδυασμού διαπιστώθηκαν βελτιωμένα αποτελέσματα στη θεματική περιοχή της Επιστήμης Υπολογιστών.Τέλος διαπιστώθηκε η διευκόλυνση των CRF στην αναγνώριση ρόλων και πεδίων με μη ιδιαίτερη τυπογραφική δομή όταν στα δεδομένα εκπαίδευσης δε περιλαμβάνονται όλα τα παραδείγματα των πεδίων αλλά μόνο αυτά που σχετίζονται με χαρακτηριστικό context.
Στα πλαίσια μελλοντικής εργασίας όσον αφορά τη μεθοδολογία συνδυασμού ενδιαφέρον παρουσιάζει η εφαρμογή της μεθόδου συνδυασμού με χρήση σε μετά-επίπεδο  CRF που θα υποστηρίζει συναρτήσεις χαρακτηριστικών συνεχών και όχι δυαδικών τιμών. Οι συνεχείς αυτές τιμές θα αναπαριστούν την πιθανότητα ορθότητας του χαρακτηριστικού πρόβλεψης όπως αυτή υπολογίζεται από τη συνάρτηση γραμμικής παλινδρόμησης που αναφέρεται στην ενότητα  5.4.1.Ενδιαφέρον επίσης παρουσιάζει η εξέταση περισσότερων διαστημάτων πιθανότητας ορθότητας στην περίπτωση συνδυασμού με χαρακτηριστικά προβλέψεων πιθανότητας καθώς και η χρήση περισσότερων αλγορίθμων βασικού επιπέδου. Επίσης απαιτείται η διεξαγωγή εκτενέστερων πειραμάτων για την αξιολόγηση της μεθόδου. 
Όσον αφορά τη διευκόλυνση των CRF στην αναγνώριση πεδίων με μη ιδιαίτερη τυπογραφική δομή θα πρέπει να μελετηθεί εκτενέστερα τι αποτελεί και τι όχι ένα χαρακτηριστικό παράδειγμα πεδίου. Επίσης απαιτείται η διεξαγωγή εκτενέστερων πειραμάτων και σε άλλες θεματικές περιοχές ενδιαφέροντος ώστε να διαπιστωθεί η ανταγωνιστικότητα της μεθόδου αυτής.
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