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Περίληψη

Η παρούσα διπλωματική εργασία εστίασε στην ανάπτυξη ενός διαδικτυακού συστήματος υποστήριξης λήψης ιατρικών αποφάσεων για την κατηγοριοποίηση και το χαρακτηρισμό ως προς την παθολογία των όγκων και συναφών καρκινικών σχηματισμών οι οποίοι έχουν επισημανθεί σε εικονες ψηφιακής μαστογραφίας. Σκοπός της εφαρμογής αυτής ήταν η παροχή ενός μοντέλου το οποίο θα λειτουργεί συμπληρωματικά στην ιατρική γνωμάτευση παρέχοντας όσο το δυνατό ακριβέστερη διάγνωση για την ανίχνευση καρκίνου του μαστού.

Για την υλοποίηση του πληροφοριακού συστήματος χρησιμοποιήθηκαν τεχνικές που εμπίπτουν στα γνωστικά πεδία της ανάλυσης εικόνας, της όρασης υπολογιστών, της εξόρυξης δεδομένων καθώς και μεθοδολογίες διαδικτυακού προγραμματισμού. Τα βασικά τμήματα του συστήματος αποτελούν ο αλγόριθμος επεξεργασίας εικόνας και το μοντέλο το οποίο εκπαιδεύεται και είναι υπεύθυνο για την εξόρυξη δεδομένων. Στα πλαίσια της υλοποίησης του συστήματος, έγινε σύγκριση ανάμεσα στα ακόλουθα μοντέλα ως προς την ικανότητα πρόβλεψης : νευρωνικό δίκτυον (Neural Network) με χρήση του αλγορίθμου με οπισθοδιάδοση σφάλματος (back-propagation of error), δέντρα κατηγοριοποίησης και παρεμβολής (Classification and Regression Trees) καθώς και εξαγωγή κανόνων (Rule Induction) με τον αλγόριθμο κατηγοριοποίησης C5.0.  Για την εκπαίδευση των μοντέλων χρησιμοποιήθηκαν 635 εικόνες ψηφιακής μαστογραφίας οι οποίες λήφθηκαν από την ψηφιακή βάση δεδομένων του Πανεπιστημίου της Νότιας Φλόριδα.

Το παρόν σύστημα υποστήριξης αποφάσεων αξιοποιεί τα γεωμετρικά χαρακτηριστικά, τα χαρακτηριστικά υφής καθώς και την fractal δομή των ευρημάτων προκειμένου να παρέχει κατάταξη αυτών σε καλοήθη και κακοήθη. Η συνέπεια και η συνέχεια του κάθε μοντέλου εξασφαλίζονται με την αναδρομική και συνεχή τους εκπαίδευση καθώς νέες μαστογραφίες προστίθενται στην αποθήκη δεδομένων κατά την διάρκεια του κύκλου ζωής του συστήματος. Ένα σημαντικό πλεονέκτημα του συστήματος αυτού είναι η χρήση και προσπελασιμότητά του από το ιατρικό προσωπικό μέσω υπολογιστή ο οποίος είναι συνδεδεμένος στο διαδίκτυο μέσω οποιουδήποτε εύρους σύνδεσης (ευρυζωνικής ή μη) λόγω του αρχιτεκτονικού σχεδιασμού (thin client) που υλοποιήθηκε.  
Λέξεις Κλειδιά

Ψηφιακή Μαστογραφία, Σύστημα Υποβοήθησης Λήψης Αποφάσεων, Εξόρυξη Δεδομένων, Κατηγοριοποίηση Όγκων
Abstract

The following diploma thesis has focused on the development of an online Decision Support System (DSS) for medical use, concerning breast tumor classification according to its pathology and other relevant cancerous lesions that have been marked on digital mammograms. The internet based application’s purpose is to provide an accurate diagnosis support model for breast cancer screening.
 The system has been developed using image analysis, computer vision, data mining and web development techniques. The basic components of the system are: an image analysis algorithm and a hybrid data mining model responsible for the decision support. During the system’s implementation, we also compared the statistical results of the following three classification models which have been used in this research: a back – propagation Neural Network (NN), a Classification and Regression Tree (CART) and a Rule Induction C5.0 classifier. For the models’ training, a dataset of 635 mammographic images have been used. The dataset was acquired by the University of South Florida Digital Database for Screening Mammography. 
The DSS focuses on the exploitation of geometrical, texture and fractal characteristics of lesions in order to provide classification amongst benign and malignant findings. Model consistency and continuity is achieved by recursive training as new cases are added in the data warehouse in the project’s lifecycle.  Another important characteristic of this system is usability and access by health experts through any remote computer connected to the internet at any bandwidth due to its thin client architectural design.
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Κεφαλαιο 1 : Εισαγωγή
Ο καρκίνος του μαστού είναι η δεύτερη πιο συχνή μορφή καρκίνου μετά τον καρκίνο των πνευμόνων που συναντάται στον συνολικό πληθυσμό [1] και συνολικά η πέμπτη συχνότερη αιτία θανάτου παγκοσμίως. Όσον αφορά τον γυναικείο πληθυσμό είναι μακράν η πιο συχνή μορφή καρκίνου παγκοσμίως ως προς την εμφάνιση όσο και την θνησιμότητα [2]. Ο αριθμός των περιστατικών έχει αυξηθεί σημαντικά από την δεκαετία του 1970, κατά προσέγγιση 40% μεταξύ 1973 και 1999, κάτι το οποίο οφείλεται εν μέρει στον σύγχρονο τρόπο ζωής, τουλάχιστον όσον αφορά τον αναπτυγμένο κόσμο [3,4,5]. Να σημειωθεί εδώ ότι εξαιτίας της ίδιας σύστασης των ιστών του στήθους στον ανδρικό και γυναικείο πληθυσμό, ο καρκίνος του στήθους εμφανίζεται και στους άνδρες αλλά σε πολύ μικρότερα ποσοστά, ειδικότερα 100 φορές περίπου λιγότερο από ότι στις γυναίκες [9,10,11]. Παρόλα αυτά, τα τελευταία χρόνια έχει παρατηρηθεί μείωση στα ποσοστά εμφάνισης της ασθένειας και της θνησιμότητας [6,7], Ειδικότερα στις Η.Π.Α. τα ποσοστά μείωσης σε ετήσια βάση στο διάστημα 1989-1995 ανέρχονταν σε 1,4% και αργότερα σε 3,2% [5]. Η ελάττωση αυτή οφείλεται κατά κύριο λόγο στην έγκαιρη διάγνωση της ασθένειας [8], μετά από εκπαίδευση του πληθυσμού για χρήση της αυτοεξέτασης, αλλά περισσότερο εξαιτίας της χρήσης μοντέρνων απεικονιστικών τεχνικών όπως η μαστογραφία. Η μαστογραφία έχει εξελιχθεί σε ένα ιδιαίτερα αποτελεσματικό εργαλείο που διαθέτει η ιατρική, μαζί με άλλες μεθόδους εξέτασης που περιλαμβάνουν εξέταση με υπερήχους ή μαγνητική τομογραφία, καθώς μέσω αυτής είναι εφικτό να διαγνωστούν κακοήθεις ή καλοήθεις σχηματισμοί πολύ πριν γίνουν ψηλαφητοί, ενώ παρουσιάζει πλεονεκτήματα όπως ταχύτητα στην εξέταση, ακρίβεια και είναι διαδεδομένη στις περισσότερες ανεπτυγμένες χώρες.
1.1 Τα προβλήματα που ανακύπτουν από την ψηφιακή μαστογραφία


Αν και σε γενικές γραμμές, η εξέταση μιας ψηφιακής μαστογραφίας δίνει ακριβή αποτελέσματα και παρέχει έγκαιρη διάγνωση, παρουσιάζει ένα ποσοστό λανθασμένων διαγνώσεων οι οποίες είναι δύο κατηγοριών : η πρώτη περιλαμβάνει τις αστοχίες εκείνες κατά τις οποίες μια καλοήθεια εκτιμήθηκε ως κακοήθεια (λανθασμένη θετική απάντηση για καρκίνο) και η δεύτερη περιλαμβάνει εκείνες τις οποίες μια κακοήθεια εκτιμήθηκε ως καλοήθεια (λανθασμένη αρνητική απάντηση για καρκίνο). Στην πρώτη περίπτωση αναφερόμαστε σε μία False Positive (FP) διάγνωση, ενώ στην δεύτερη σε μία False Negative (FN). Οι λόγοι για τους οποίους εμφανίζονται αυτές οι αστοχίες είναι τεχνικής φύσης, οφείλονται δηλαδή στο απεικονιστικό μέρος, στην μεγάλη πυκνότητα του μαστού που συμβάλλει στην χαμηλή ευκρίνεια της εικόνας, στην ομοιότητα ορισμένων τμημάτων φυσιολογικού ιστού με τους καρκινικούς σχηματισμούς, καθώς και σε αστοχίες ή λανθασμένες εκτιμήσεις των ακτινολόγων. Ενδεικτικά, ένα ποστοστό της τάξης 10-30% των κακοήθων περιπτώσεων που διαγνώστηκαν μέσω βιοψίας, δεν είχαν ανιχνευθεί από την μαστογραφία,ενώ το ποσοστό αυτό για τις περιπτώσεις καλοήθων σχηματισμών που διαγνώστηκαν μέσω βιοψίας αλλά δεν ήταν δυνατό να διαγνωστούν μέσω μαστογραφίας, ανέρχεται σε 65-80% [12]. Τα παραπάνω σφάλματα στην περίπτωση των FP έχουν ως συνέπεια επιπρόσθετες οικονομικές επιβαρύνσεις,  συναισθηματικές επιβαρύνσεις, όπως επίσης και σωματική καταπόνηση λόγω των επεμβατικών τεχνικών στις οποίες υφίστανται. Στην περίπτωση των FN το μεγαλύτερο κόστος είναι η απώλεια πολύτιμου χρόνου ο οποίος είναι ο κυριότερος παράγοντας για την έγκαιρη αντιμετώπιση του καρκίνου του μαστού, αφού όσο γρηγορότερα εντοπιστεί μια κακοήθης περίπτωση, τόσο αυξάνεται και η δυνατότητα έγκαιρης και αποτελεσματικής αντιμετώπισής της.
Η διαδικασία για την διάγνωση ενός όγκου μέσω ψηφιακής μαστογραφίας αποτελείται από δύο στάδια: το πρώτο είναι η απομόνωση του όγκου και το δεύτερο είναι ο χαρακτηρισμός του όγκου βάσει των μορφολογικών και ιστολογικών χαρακτηριστικών του. Είναι πιθανό να ακολουθήσει ακόμη και ένα τρίτο στάδιο, αυτό της βιοψίας. Στα δύο πρώτα στάδια υπεισέρχεται πάντα ο ανθρώπινος παράγοντας εφόσον ο ακτινολόγος και ο γιατρός είναι αυτοί οι οποίοι είναι υπεύθυνοι για την διάγνωση. Είναι λοιπόν πιθανό να εμφανιστούν σφάλματα κατά την διαδικασία  που σχετίζονται με πιθανές υποκειμενικές εκτιμήσεις. Στόχος ενός συστήματος αυτοματοποιημένης κατάτμησης και κατηγοριοποίησης των όγκων είναι η παροχή υποστήριξης για την επίτευξη μιας ακριβέστερης διάγνωσης συμπληρωματικά πάντα με την γνώμη του θεράποντος ιατρού. Να σημειωθεί εδώ ότι η διάγνωση που δίνεται μέσω ενός αυτοματοποιημένου συστήματος συνοδεύεται πάντα από ένα ποστοστό επιτυχίας καθώς δεν μπορεί να είναι σε καμία περίπτωση απόλυτη, αφού υπάρχουν περιπτώσεις όγκων οι οποίες, όπως θα φανεί και στην συνέχεια είναι εξαιρετικά δύσκολο να κατηγοριοποιηθούν. Σε αυτές τις περιπτώσεις η ασθενής θα πρέπει να υποβληθεί σε βιοψία. Επειδή η αυτόματη κατάτμηση του μαστού για τον εντοπισμό όγκων βρίσκεται ακόμη σε ερευνητικό στάδιο, η συνήθης τακτική για το στάδιο αυτό της διάγνωσης είναι ο εντοπισμών των όγκων και η σήμανσή τους από κάποιον ακτινολόγο γράφοντας γύρω από τον όγκο ένα περίγραμμα. Η περιοχή ενδιαφέροντος (Region Of Interest - ROI) στην συνέχεια υπόκειται σε επεξεργασία προκειμένου να γίνει η κατηγοριοποίηση βάσει στατιστικών μοντέλων. Κάποια εμπορικά συστήματα αυτοματοποιημένης διάγνωσης έχουν ήδη αναπτυχθεί, αλλά η χρήση τους δεν είναι διαδεδομένη [13].
1.2 Στόχος της εργασίας

Το σύστημα το οποίο υλοποιήθηκε στην παρούσα εργασία υλοποιεί το δεύτερο στάδιο της διαδικασίας για την διάγνωση, όπως και η πλειοψηφία των συστημάτων τα οποία ήδη είναι σε χρήση, το οποίο είναι ο χαρακτηρισμός του όγκου και η κατάταξή του ως προς την παθολογία. Ένα τέτοιο σύστημα επομένως δεν αποσκοπεί στην αυτόματη κατάτμηση της εικόνας για την εξαγωγή της περιοχής ενδιαφέροντος, αλλά δέχεται ως είσοδο την προς επεξεργασία την περιοχή ενδιαφέροντος. Τα αποτελέσματα τα οποία προκύπτουν λειτουργούν σε κάθε περίπτωση υποστηρικτικά στην ήδη υπάρχουσα η οποία έχει γίνει από τον εκάστοτε ειδικό. Εδικότερα, μέσω του συστήματος αυτού δίνεται η δυνατότητα στον θεράποντα ιατρό να εισάγει σε μια βάση δεδομένων μια εικόνα ψηφιακής μαστογραφίας πάνω στην οποία μπορεί να σημειώσει την περιοχή του όγκου. Στην συνέχεια αυτή η εικόνα επεξεργάζεται από ξεχωριστή εφαρμογή επεξεργασίας εικόνας η οποία και εξάγει γεωμετρικά χαρακτηριστικά που σχετίζονται με την παθολογία ή μη του όγκου. Τα χαρακτηριστικά αυτά δίνονται σε ένα μοντέλο το οποίο είναι κατάλληλα εκπαιδευμένο ώστε να κατηγοριοποιεί όγκους σε κακοήθεις και καλοήθεις δίνοντας ένα ποσοστό βεβαιότητας ως προς το αποτέλεσμα της στατιστικής επεξεργασίας. Η εφαρμογή που είναι υπεύθυνη για την επεξεργασία εικόνας μπορεί να χρησιμοποιηθεί για την ανάλυση μιας μαστογραφίας αλλά και για την ανάλυση ενός συνόλου μαστογραφιών. Τα βασικότερα πλεονεκτήματα του συστήματος αυτού είναι τα ακόλουθα: 

· Το διαχειριστικό κομμάτι (front end) της εφαρμογής με το οποίο αλληλεπιδρά ο χρήστης, το υποσύστημα το οποίο είναι υπεύθυνο για την επεξεργασία εικόνας καθώς και το λογισμικό το οποίο εκπαιδεύει και συντηρεί το μοντέλο εξόρυξης γνώσης, είναι ξεχωριστά μεταξύ τους και έχουν υλοποιηθεί με χρήση διαφορετικών πακέτων λογισμικού και τεχνολογιών. Αυτό δίνει στο σύστημα ευελιξία ώστε ανά πάσα στιγμή να μπορούν να γίνουν αλλαγές σε κάθε ένα ξεχωριστό κομμάτι της εφαρμογής.

· Το σύνολο δεδομένων το οποίο έχει χρησιμοποιηθεί για την αρχική εκπαίδευση του μοντέλου αποτελείται από 635 εικόνες ψηφιακής μαστογραφίας, αριθμός ικανοποιητικά μεγάλος. Το σύνολο αυτό, καθώς η επισκεψιμότητα και η χρήση της εφαρμογής θα αυξάνονται, θα αυξάνεται και το ίδιο. Κάθε νέα μαστογραφία θα αποθηκεύεται στην βάση δεδομένων και τα χαρακτηριστικά της θα χρησιμοποιούνται για την επανεκπαίδευση του μοντέλου. Έτσι, το σύστημα εηόρυξης γνώσης θα είναι δυναμικό και θα γίνεται ακριβέστερο με την πάροδο του χρόνου.
· Η εφαρμογή έχει υλοποιηθεί έτσι ώστε να είναι προσβάσιμη μέσω διαδικτύου έχοντας απλά μια σύνδεση μέσω υπολογιστή ευρυζωνική ή μη λόγω της αρχιτεκτoνικής της, η οποία δεν επιβαρύνει το φόρτο της σύνδεσης του υπολογιστή πελάτη (client) (η εφαρμογή τρέχει σε  web server -εξυπηρετητής-  ως server page), ενώ ακόμη χρειάζεται και την εικόνα από την εξέταση σε ψηφιακή μορφή. Αν από τον μαστογράφο δεν έχει δοθεί η μαστογραφία κατευθείαν σε ψηφιακή μορφή τότε χρειάζεται και μια συσκευή σάρωσης για την ψηφιοποίησή της. Χάρη στην προσέγγιση αυτή, δίνεται στον χρήστη εύκολη πρόσβαση χωρίς ιδιαίτερες οικονομικές επιβαρύνσεις όσον αφορά στον τεχνολογικό εξοπλισμό.
· Το σύστημα παρόλο που έχει υλοποιηθεί διαδικτυακά και είναι προσβάσιμο από παντού, παραμένει ασφαλές και δεν επιτρέπει την πρόσβαση στα προσωπικά δεδομένα του ιατρικού προσωπικού ή των ασθενών. Αυτό εξασφαλίζεται από το γεγονός ότι κάθε χρήστης του συστήματος υποχρεούται να έχει έναν προσωπικο λογαριασμό και κωδικό πρόσβασης, ενώ η διαδικασία σύνδεσης και εγγραφής στο σύστημα γίνονται χρησιμοποιώντας το πρωτόκολλο https, ώστε να είναι αδύνατη η υποκλοπή κατά την μετάδοση των δεδομένων.
Συνοπτικά, τα τμήματα της εφαρμογής και οι λειτουργίες που επιτελεί το καθένα είναι τα παρακάτω:

· Υποσύστημα διεπαφής χρήστη (ΥΔΧ): Είναι το γραφικό περιβάλλον με το οποίο αλληλεπιδρά ο χρήστης. Λαμβάνει ως είσοδο τα στοιχεία του καθώς και την προς επεξεργασία μαστογραφία και παρέχει τα αποτελέσματα της ενεργοποίησης των μοντέλων. Η εφαρμογή αυτή επικοινωνεί με την βάση δεδομένων καθώς και το μοντέλο και την εφαρμογή επεξεργασίας εικόνας για την αποθήκευση των δεδομένων και την επεξεργασία τους. 
· Υποσύστημα Επεξεργασίας Εικόνας (ΥΕΕ): Πρόκειται για τον αλγόριθμο ο οποίος παίρνει ως είσοδο την μαστογραφία, την επεξεργάζεται και εξάγει τα χαρακτηριστικά σε ένα αρχείο κειμένου. Τα χαρακτηριστικά τα οποία υπολογίζονται είναι γεωμετρικά, fractal και χαρακτηριστικά υφής τα οποία σχετίζονται με την παθολογία του όγκου και έχουν χρησιμοποιηθεί σε συναφείς μελέτες []. Ο ρόλος του υποσυστήματος είναι διπλός: μπορεί να επεξεργαστεί τόσο ένα σύνολο από μαστογραφίες σε έναν φάκελο, αλλά και μια μαστογραφία μόνη της. Στην πρώτη περίπτωση η λειτουργία αυτή χρησιμοποιείται για την εκπαίδευση του μοντέλου, ενώ στην δεύτερη χρησιμοποιείται για την εξαγωγή χαρακτηριστικών της μαστογραφίας που δίνει ο χρήστης.
· Υποσύστημα Διαχείρισης Δεδομένων (ΥΔΔ) & Μοντέλα Εξόρυξης Γνώσης (ΜΕΓ): Η βάση δεδομένων αποθηκεύει όλα τα δεδομένα που αφορούν τα στοιχεία του ασθενούς και του θεράποντος ιατρού, καθώς και έναν φάκελο στον οποίο αποθηκεύεται η προς εξέταση μαστογραφία όπως επίσης και τα χαρακτηριστικά που προέκυψαν από την επεξεργασία και ανάλυση της μαστογραφίας μαζί με την διάγνωση. Τα μοντέλα εκπαιδεύονται κάθε φορά με τα χαρακτηριστικά τα οποία υπαρχουν στην βάση δεδομένων ή σε ένα αρχείο σε κατάλληλα αναγνώσιμη μορφή (αυτό εξαρτάται από το λογισμικό που χρησιμοποιούμε για την εξόρυξη δεδομένων). Εφαρμόζοντας αλγορίθμους στατιστικής επεξεργασίας, το υποσύστημα εξάγει ένα τελικό αποτέλεσμα δίνοντας ένα ποσοστό βεβαιότητας όσον αφορά την τελική διάγνωση.
Στην συνέχεια ακολουθούν τα διαγράμματα με τα οποία δείχνουμε συνοπτικά την λειτουργία του συστήματος  τα οποία φαίνονται στην Εικόνα 1. 
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Εικόνα 1: Συνοπτικό διάγραμμα της λειτουργίας του συστήματος – κατηγοριοποίηση και εκπαίδευση
Οι δύο κυριότεροι στόχοι της διπλωματικής εργασίας είναι η υλοποίηση του αλγορίθμου ο οποίος θα υπολογίζει τα γεωμετρικά χαρακτηριστικά και τα στοιχεία υφής της μαστογραφίας, καθώς και η επιλογή, εκπαίδευση και ως ένα βαθμό σύγκριση κατάλληλων μαθηματικών και στατιστικών μοντέλων τα οποία θα μπορούν με ένα μεγάλο ποσοστό επιτυχίας να δίνουν όσο το δυνατόν ακριβέστερη διάγνωση. Για την συνολική αποτελεσματικότητα του συστήματος που υλοποιήθηκε σημαντικό ρόλο παίζει ο αλγόριθμος επεξεργασίας εικόνας για τον υπολογισμό των παραμέτρων και την τελική επιλογή της περιοχής ενδιαφέροντος, αλλά και η επιλογή κατάλληλου και αντιπροσωπευτικού συνόλου δεδομένων προκειμένου να γίνει σωστά η εκπαίδευση κάθε μοντέλου. Όπως ήδη έχουμε αναφέρει, σκοπός της εργασίας δεν είναι η αυτοματοποιημένη κατάτμηση της εικόνας για τον εντοπισμό της περιοχής ενδιαφέροντος, επειδή όμως η περιοχή ενδιαφέροντος δεν είναι δυνατό να σημειωθεί με απόλυτη ακρίβεια, επιχειρείται ένα είδος κατάτμησης η οποία εξυπηρετεί τις ανάγκες της εφαρμογής. 
1.3 Τα περιεχόμενα της εργασίας

 Στο Κεφάλαιο 2 της εργασίας παρουσιάζονται οι απαιτούμενες γνώσεις σχετικά με  τον καρκίνο του μαστού, την διαδικασία λήψης μαστογραφικών εικόνων καθώς και τα κριτήρια κατηγοριοποίησης των μαστογραφικών ευρημάτων και οι προσπάθειες βελτίωσής της. 
Στο Κεφάλαιο 3 γίνεται ανασκόπηση των σχετικών εργασιών πάνω στην αυτοματοποιημένη διάγνωση και παρατίθενται οι μεθοδοι και οι τεχνικές που έχουν χρησιμοποιηθεί για την ανίχνευση και κατάτμηση καθώς και την κατηγοριοποίηση των ευρημάτων. 
Στο Κεφάλαιο 4 δίνεται η αρχιτεκτονική του συστήματος και αναλύονται τα συστατικά μέρη από τα οποία αποτελείται, οι μεταξύ τους συνδέσεις και η λειτουργία του συστήματος. Επίσης, εκτίθενται και οι λόγοι που οδήγησαν στην  επιλογή του τρόπου ανάπτυξης κάθε επιμέρους αλγορίθμου ή εφαρμογής. 
Τέλος, στο Κεφάλαιο 5 δίνονται τα βήματα υλοποίησης της στατιστικής ανάλυσης, τα συγκριτικά αποτελέσματα για την απόδοση κάθε μοντέλου όσον αφορά τη διάγνωση καθώς και τα γενικότερα συμπεράσματα και οι δυσκολίες που αντιμετωπίστηκαν κατά την υλοποίηση του συστήματος. 
Ακολουθεί το Κεφάλαιο 6 στο οποίο παραθέτουμε κάποια τεχνικά θέματα σχετικά με την αρχιτεκτονική λογισμικού της εφαρμογής, καθώς και ένα σύντομο εγχειρίδιο χρήσης της εφαρμογής. 
Κεφάλαιο 2 : Γνωστικό υπόβαθρο
2.1 Ο καρκίνος του μαστού – Στοιχεία παθολογίας

Τα υγιή κύτταρα αναπτύσσονται και πολλαπλασιάζονται κατά τρόπο οργανωμένο και προγραμματισμένο υπακούοντας στους κυτταρικούς παράγοντες δηλαδή στα γονίδια τα οποία τα οποία ελέγχουν τον πολλαπλασιασμό τους, την ανάπτυξή τους, την μίτωση, την διαφοροποίηση και τέλος τον προγραμματισμένο θάνατό τους (απόπτωση). Τα υγιή κύτταρα σταματούν να μεγαλώνουν όταν έρθουν σε επαφή το ένα με το άλλο. Τα καρκινικά κύτταρα χαρακτηρίζονται από το γεγονός ότι δεν υπακούουν σε κανέναν από τους προαναφερθέντες παράγοντες. Πολλαπλασιάζονται ανεξέλεγκτα και δεν καταφέρνουν να μείνουν τελικά στο όργανο από το οποίο προήλθαν, οπότε και δημιουργούν μεταστάσεις. . Δεν αρκεί ένα μόνο γονίδιο για να μετατραπεί ένα φυσιολογικό κύτταρο σε καρκινικό, αλλά έχει αποδειχθεί ότι η καρκινογένεση ακολουθεί μια πορεία πολλών σταδίων στην οποία συμμετέχουν παραπάνω από ένα γονίδια. Οι φυσιολογικές λειτουργίες ενός κυττάρου ελέγχονται από ειδικά γονίδια, τα πρωτοογκογονίδια τα οποία εφόσον υποστούν κάποια μετάλλαξη μετατρέπονται σε ογκογονίδια, δηλαδή γονίδια τα οποία προκαλούν καρκίνο. Μια δεύτερη ομάδα γονιδίων τα οποία όταν υποστούν μετάλλαξη προδιαθέτουν σε καρκίνο είναι αυτά τα οποία συμμετέχουν στην διόρθωση του DNA. Τέλος, μια τρίτη ομάδα αποτελούν τα ογκοκατασταλτικά γονίδια τα οποία παράγουν μια ειδική πρωτεΐνη η οποία ανακόπτει την δημιουργία του καρκίνου. Μεταλλάξεις στα γονίδια αυτά σταματούν μερικώς ή ολικώς την παραγωγή αυτής της πρωτεΐνης, οπότε παύει η διορθωτική τους επίδραση [14].
Ο καρκίνος του μαστού είναι μια μορφή καρκίνου, τα κύτταρα του οποίου εμφανίζονται στον ιστό του μαστού. Θεωρείται ετερογενής ασθένεια με την έννοια ότι συμπεριφέρεται διαφορετικά από ασθενή σε ασθενή. Διαφοροποίηση παρουσιάζεται επίσης σε διαφορετικές ομάδες ηλικίας ακόμη και σε διαφορετικές κυτταρικές ομάδες στον ίδιο όγκο. Ο καρκίνος του μαστού πλήττει εντονότερα τις γυναίκες νεότερης ηλικίας και μεγάλης ηλικίας, ενώ σε πολύ χαμηλότερες συχνότητες είναι δυνατό να προσβάλλει και άνδρες [15]. Είναι δυνατό σε μερικές περιπτώσεις να εμφανιστεί καρκίνος του μαστού σε διαφορετικές γενιές μέσα σε μια οικογένεια, οπότε και έχουμε οικογενή μορφή καρκίνου του μαστού. Αυτό σημαίνει ότι κάποιο γονίδιο το οποίο έχει πάθει βλάβη κληρονομείται από την μια γενιά στην άλλη. Στις περιπτώσεις αυτές ο φορέας του μεταλλαγμένου γονιδίου δεν θα αναπτύξει καρκίνο παρά μόνο στην περίπτωση που σε κάποιο κύτταρο του μαστού ένα δεύτερο γονίδιο που είναι και αυτό υγιές υποστεί και αυτό γενετική βλάβη. Σποραδικά περιστατικά καρκίνου του μαστού χαρακτηρίζονται οι περιπτώσεις ασθενών των οποίων άλλα μέλη της οικογένειας δεν πάσχουν. Από το 1994 και έπειτα έχουν ανακαλυφθεί τουλάχιστον 4 γονίδια τα οποία παίρνουν μέρος στην εμφάνιση καρκίνου του μαστού, αλλά μεταλλάξεις στα γονίδια BRCA1 και BRCA2 ευθύνονται για το 80% των οικογενειών με καρκίνο του μαστού [14].  

Αν και σε γενικές γραμμές δεν είναι απόλυτα γνωστή η αιτία η οποία προκαλεί τον καρκίνο του μαστού, μια σειρά από παράγοντες κινδύνου είναι δυνατό να ευθύνονται για την εμφάνισή του. Μερικοί από αυτούς είναι οι ακόλουθοι:
· Γονιδιακές μεταλλάξεις στα γονίδια BRCA1, BRCA2
· Ηλικία : οι περισσότερες περιπτώσεις καρκίνου εμφανίζονται σε προχωρημένη ηλικία και σχεδόν οι μισές σε γυναίκες άνω των 65 ετών

· Πρόωρη έναρξη εμμήνου ρύσης ή καθυστερημένη εμμηνόπαυση

· Διατροφή πλούσια σε κορεσμένα λίπη

· Γέννηση πρώτου παιδιού σε ηλικία μετά τα 30-35 χρόνια

· Προσωπικό ιστορικό καρκίνου του μαστού ή κάποια πάθηση του μαστού

· Οικογενειακό ιστορικό και κυρίως αν η μητέρα ή κάποια αδελφή έχει προσβληθεί

· Θεραπεία με ακτινοβολία στην περιοχή του στήθους

· Πυκνός ιστός του μαστού

· Λήψη ορμονών όπως τα οιστρογόνα και η προγεστερόνη

· Παχυσαρκία

· Μεγάλη κατανάλωση αλκοόλ (περισσότερα από 2 ποτά την ημέρα)

Και πάλι αυτό το οποίο πρέπει να τονιστεί στο σημείο αυτό είναι ότι η εμφάνιση κάποιων από τους παραπάνω παράγοντες κινδύνου δεν συνεπάγεται απαραίτητα την εμφάνιση καρκίνου του μαστού, όπως και η απουσία των παραπάνω παραγόντων δεν σημαίνει ότι δεν είναι δυνατό να νοσήσει κάποια γυναίκα. Για το λόγο αυτό είναι πολύ σημαντική η πρόληψη της ασθένειας ώστε εάν εμφανιστεί να διαγνωστεί σε πρόωρο στάδιο οπότε και είναι ευκολότερη και πιο αποτελεσματική η αντιμετώπισή της. Οι βασικές μέθοδοι ανίχνευσης καρκίνου του μαστού είναι η αυτοεξέταση σε γυναίκες νεότερης ηλικίας και η μαστογραφία σε τακτά χρονικά διαστήματα σε γυναίκες μεγαλύτερης ηλικίας [15].
2.2 Η μαστογραφία


Η απλή μαστογραφία παρουσιάζει αρκετές ομοιότητες με την κοινή ακτινογραφία με την έννοια ότι για την λήψη και των δύο χρησιμοποιούνται ακτίνες Χ και η εικόνα αποτυπώνεται σε ένα φιλμ. Τα τελευταία χρόνια η τεχνική αυτή έχει εξελιχθεί αξαιτίας της ολοένα και αυξανόμενης ανάγκης για αυτοματοποιημένη υποβοηθητική διάγνωση μέσω υπολογιστή (Computer Aided Diagnosis - CAD). Οι μαστογραφίες μετά την λήψη είτε ψηφιοποιούνται και αποθηκεύονται σε υπολογιστή είτε σε πιο σύγχρονα μηχανήματα το φιλμ έχει αντικατασταθεί από ανιχνευτές στερεάς κατάστασης. Οι ανιχνευτές αυτοί είναι μετατροπείς αναλογικού σήματος σε ψηφιακό, οπότε πλέον από την παραδοσιακή μαστογραφία έχουμε προχωρήσει στην ψηφιακή μαστογραφία [16]. Επειδή ο μαστός αποτελείται από λιπώδη ιστό ο οποίος είναι πολύ πιο εύκολα διαπερατός από ότι τα οστά, η δόση της ακτινοβολίας για την λήψη μιας μαστογραφίας είναι πολύ χαμηλότερη από αυτή της κανονικής ακτινογραφίας. Έτσι, επιτυγχάνεται η επιθυμητή λήψη χωρίς να επιβαρύνεται με μεγάλη δόση ακτινοβολίας η προς εξέταση περιοχή, επομένως πρόκειται για μια ασφαλή και ανώδυνη εξέταση. Στην εικόνα η οποία προκύπτει με σκούρο χρώμα απεικονίζονται οι περιοχές του λιπώδους ιστού του μαστού και γενικά περιοχές που παρουσιάζουν χαμηλή πυκνότητα και είναι εύκολα διαπερατές από την ακτινοβολία. Με ανοιχτό χρώμα πολύ κοντά στο λευκό απεικονίζονται εκείνες οι περιοχές που χαρακτηρίζονται είτε από πολύ υψηλή πυκνότητα ιστού είτε είναι οι παθολογικές περιοχές, οπότε αναφερόμαστε σε όγκους [17] . Βασική αδυναμία της απεικονιστικής αυτής τεχνικής είναι η αβεβαιότητα που δημιουργείται για ορισμένες περιπτώσεις εξαιτίας της διάχυσης ή της σκέδασης των ακτίνων και αστοχίες στην εστίαση της δέσμης των ακτίνων Χ [18]. Η κυριότερη δυσκολία στην ανάλυση εικόνων μαστογραφίας είναι ότι ο πυκνός φυσιολογικός ιστός και ο παθολογικός ιστός συνήθως παρουσιάζουν περίπου ίδια εξασθένηση των ακτίνων που τους διαπερνούν και απεικονίζονται σχεδόν παρόμοια τόσο όσον αφορά στην ένταση τη φωτεινότητας όσο και την υφή των περιοχών αυτών. 
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Εικόνα 2 : Μια τυπική εικόνα μαστογραφίας στην οποία φαίνονται οι χαρακτηριστικές περιοχές του μαστού [16]

Στην πράξη οι μαστογραφίες λαμβάνονται είτε για προληπτικούς σκοπούς (screening mammography) είτε για διαγνωστικούς σκοπούς (diagnostic mammography). Στόχος της προληπτικής μαστογραφίας είναι η εύρεση καρκινογενέσεων οι οποίες βρίσκονται σε πρώιμο στάδιο και οι γυναίκες οι οποίες υποβάλλονται σε αυτή την εξέταση δεν έχουν παρουσιάσει κάποια συμπτώματα καρκινογένεσης. Για την εξέταση αυτή λαμβάνονται συνολικά 4 εικόνες, 2 για κάθε μαστό οι οποίες είναι οι ακόλουθες: Cranio-Caudal (CC) και MedioLateral-Oblique (MLO) ανάλογα με την γωνία λήψης όπως φαίνεται και στην Εικόνα 3.α [19]. Αντίθετα, η διαγνωστική μαστογραφία στοχεύει στην διάγνωση και τον χαρακτηρισμό των όγκων οι οποίοι έχουν γίνει ήδη ψηλαφητοί ή έχουν ανιχνευθεί με άλλο τρόπο. Επομένως, οι γυναίκες οι οποίες υποβάλλονται σε αυτή την εξέταση έχουν παρουσιάσει κάποιες ανωμαλίες οι οποίες είναι απαραίτητο να εξετασθούν περαιτέρω. Μέσω της διαγνωστικής μαστογραφίας μετρούνται κυρίως το μέγεθος του όγκου και η ακριβής θέση του. Οι τυπικές λήψεις της διαγνωστικής μαστογραφίας περιλαμβάνουν εκτός από τις προαναφερθείσες για την προληπτική μαστογραφία και τις LateroMedial (LM) και MedioLateral (ML) οι οποίες φαίνονται στις Εικόνες 3.β και 3.γ [19]. 
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Εικόνα 3(αριστερά προς δεξιά) : α. Τυπικές λήψεις στην προληπτική μαστογραφία β,γ. Τυπικές λήψεις στην διαγνωστική μαστογραφία.
2.3 Κριτήρια κατηγοριοποίησης των μαστογραφικών ευρημάτων 


Στην παρούσα διπλωματική εργασία εξετάζονται οι όγκοι οι οποίοι αναπτύσσονται στο εσωτερικό των μαστών. Οι συνηθέστερες ανωμαλίες οι οποίες συναντώνται σε μαστογραφίες είναι τα συμπλέγματα μικροασβεστώσεων (microcalcifications) και οι όγκοι (masses). Οι μικροασβεστώσεις είναι πολύ μικροί σχηματισμοί από εναποθέσεις ασβεστίου οι οποίοι απεικονίζονται ως μικρές λευκές κουκκίδες στην εικόνα. Στην παρούσα εργασία επειδή εξετάζουμε μόνο τους όγκους θα αναφερθούμε εκτενέστερα σε αυτούς. 

Ένας όγκος είναι και η συνηθέστερη μορφή με την οποία παρουσιάζεται ο καρκίνος του μαστού. Ένα τέτοιο εύρημα ωστόσο μπορεί να είναι και καλοήθες. Επίσης κύστες οι οποίες είναι σχηματισμοί με υγρό οι οποίοι δεν αποτελούν καρκίνωμα μπορεί να εκληφθούν σε μια μαστογραφία ως όγκοι, αλλά μπορούν να αποσαφηνιστούν με χρήση υπερήχων. Εξαιτίας της ομοιότητας των όγκων με τις υγιείς περιοχές υψηλής πυκνότητας τόσο ως προς την μορφολογία αλλά και την φωτεινή ένταση με την οποία αναπαρίστανται, καθίσταται δυσκολότερη η ανίχνευσή τους σε σχέση με τις ασβεστώσεις. Τα χαρακτηριστικά εκείνα τα οποία χρησιμεύουν περισσότερο στους ακτινολόγους για την εκτίμηση της πιθανότητας κακοήθειας του όγκου είναι το σχήμα, το μέγεθος, η πυκνότητα και το περίγραμμα ενός όγκου. Οι περισσότεροι καλοήθεις όγκοι έχουν ευκρινές περίγραμμα, είναι συμπαγείς και το σχήμα τους είναι σχεδόν κυκλικό ή ελλειπτικό. Αντίθετα οι περισσότεροι κακοήθεις όγκοι έχουν ασαφές περίγραμμα, παρουσιάζουν ανομοιομορφία στο σχήμα τους και είναι δυνατό η εξωτερική τους επιφάνεια να παρουσιάζει ακτινωτούς σχηματισμούς [20]. Αυτό οφείλεται και στη μορφή των καρκινικών κυττάρων η οποία φαίνεται στην Εικόνα 4. Είναι ωστόσο δυνατό και κάποιοι καλοήθεις όγκοι να παρουσιάζουν ασαφές περίγραμμα ή ακτινωτούς σχηματισμούς στην επιφάνειά τους, γεγονός το οποίο μπορεί να οδηγήσει σε λανθασμένη κατηγοριοποίηση καλοήθων όγκων ως κακοήθεις (False Positives).
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Εικόνα 4 : Καρκινικά κύτταρα από όγκους του μαστού στα οποία διακρίνονται οι ακτινικοί σχηματισμοί τους.

Για την κατηγοριοποίηση, την περιγραφή και των χαρακτηρισμό των όγκων βάσει αντικειμενικών κριτηρίων, έχει αναπτυχθεί το πρότυπο BI-RADS (Breast Imaging Reporting and Data System) το οποίο παρέχει περιγραφητές για το περίγραμμα, το σχήμα και την ένταση των όγκων [21] αλλά δίνει και ένα τρόπο μέτρησης της πυκνότητας του μαστού όσον αφορά την σύστασή του σε αδενικό ιστό και την γενική του μορφή. Επιπλέον, το πρότυπο BI-RADS παρέχει μια λίστα 5 διαφορετικών χαρακτηρισμών οι οποίοι αφορούν την γενική εικόνα του μαστού και σχετίζονται με την πιθανότητα τα ευρήματα να είναι κακοήθη ή εάν χρειάζονται περαιτέρω εξετάσεις για την τελική κατάταξη των ευρημάτων. Όσον αφορά το σχήμα οι πιθανοί χαρακτηρισμοί είναι : κυκλικό (round), ελλειπτικό (oval), λοβοειδές (lobular) και ανώμαλο (irregular), ενώ το περίγραμμα μπορεί να χαρακτηριστεί ως κυκλικό (circumscribed), με μικρούς λοβούς (microlobulated), καλυμμένο (obscured), ασαφές (indistinct, ill-defined)ή ακτινωτό (spiculated). Παραδείγματα για κάθε μια περίπτωση φαίνονται στην Εικόνα 5 [21]. 
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Εικόνα 5 : Αντιστοιχία σχήματος-χαρακτηρισμού όγκου (αριστερά) και περιγράμματος-χαρακτηρισμού όγκου (δεξιά)
Οι χαρακτηρισμοί οι οποίοι αφορούν την γενική εικόνα του μαστού αποτελούν ένα σταθερό σημείο αναφοράς για την ερμηνεία των μαστογραφικών ευρημάτων και κάθε ένας παρέχει την γενική εκτίμηση για τον μαστό και πιθανές μελλοντικές ενέργειες για την ακριβέστερη διάγνωση. Οι χαρακτηρισμοί αυτοί είναι οι ακόλουθοι :
· Κατηγορία 0 – Ανεπαρκής χαρακτηρισμός : Στην περίπτωση αυτή χρειάζεται περαιτέρω εκτίμηση της εικόνας.
· Κατηγορία 1 – Αρνητικό : Και ο δύο μαστοί είναι συμμετρικοί, ενώ δεν παρουσιάζονται ανωμαλίες.

· Κατηγορία 2 – Καλοήθες εύρημα : Θεωρείται και αυτό ως αρνητικό για καρκίνο, αλλά ο ακτινολόγος είναι πιθανό να το χαρακτηρίσει ως calcified fibro adenoma ή λιπώδες εύρημα όπως κύστη με υγρό, το οποίο δεν παρουσίασε κάποιο στοιχείο κακοήθειας.

· Κατηγορία 3 – Πιθανό καλοήθες εύρημα – συνιστάται εξέταση σε μικρό χρονικό διάστημα: Το εύρημα έχει πολύ μεγάλη πιθανότητα να είναι καλοήθες. 

· Κατηγορία 4 – Ύποπτη ανωμαλία – προτείνεται βιοψία : Υπάρχουν ευρήματα τα οποία δεν παρουσιάζουν την χαρακτηριστική μορφολογία των καρκινωμάτων αλλά έχουν σημαντική πιθανότητα να είναι κακοήθη.

·  Κατηγορία 5 – Υψηλή πιθανότητα κακοήθειας – προτείνεται άμεση αντιμετώπιση : Οι περιπτώσεις αυτές έχουν πολύ μεγάλη πιθανότητα να είναι καρκινώματα. 
Στην παρούσα διπλωματική εργασία, όπως έχει ήδη προαναφερθεί, θα εξετάσουμε μαστογραφικές εικόνες στις οποίες τα ευρήματα είναι όγκοι, ενώ θα τις αναλύσουμε βασιζόμενοι αποκλειστικά στην μορφολογία των όγκων λαμβάνοντας υπόψη τους ανωτέρω χαρακτηρισμούς για τον υπολογισμό των στοιχείων τα οποία εκφράζουν την υφή και την γεωμετρία τους.
Κεφάλαιο 3 : Ανασκόπηση βιβλιογραφίας για αυτοματοποιημένη διάγνωση

Στο παρόν κεφάλαιο γίνεται ανασκόπηση των τεχνικών οι οποίες έχουν προταθεί ή χρησιμοποιηθεί για την αυτοματοποιημένη διάγνωση, κατηγοριοποίηση και επεξεργασία μαστογραφικών εικόνων. Αναφέρονται επίσης τεχνικές επεξεργασίας εικόνας ή στατιστικής ανάλυσης οι οποίες υπάρχουν διαθέσιμες στην παγκόσμια βιβλιογραφία και χρησιμοποιήθηκαν υποστηρικτικά κατά την υλοποίηση του συστήματος. Βάσει αυτών θα γίνει και η επιλογή των καταλληλότερων και εγκυρότερων μεθόδων οι οποίες θα υιοθετηθούν ή θα επεκταθούν για την υλοποίηση του παρόντος συστήματος.

3.1 Τεχνικές ανίχνευσης περιοχών ενδιαφέροντος


Όπως έχει ήδη αναφερθεί, οι έρευνες στο χώρο της μαστογραφικής απεικόνισης εστιάζονται κατά κύριο λόγο στην κατάτμηση της μαστογραφικής εικόνας ώστε να εντοπιστούν οι περιοχές ενδιαφέροντος με τρόπο αυτοματοποιημένο, χωρίς να χρειάζεται η επισήμανση της περιοχής ενδιαφέροντος από τον χρήστη. Αν και ο σκοπός της παρούσας εργασίας δεν ταυτίζεται με την αυτοματοποιημένη κατάτμηση, η ακολουθία των βημάτων και ο τρόπος επεξεργασίας και στην περίπτωση της αυτοματοποιημένης κατάτμησης αλλά και στην περίπτωση της ημι-αυτοματοποιημένης κατάτμησης παρουσιάζουν κοινή μεθοδολογία.

Πριν την ανίχνευση των περιοχών ενδιαφέροντος είναι αναγκαίο να προηγηθεί το στάδιο της βελτίωσης των μαστογραφικών εικόνων, μετά από το οποίο θα καθίσταται δυνατή η αποτελεσματική ανίχνεση της περιοχής ενδιαφέροντος. Η αναγκαιότητα της προεπεξεργασιας αυτής γίνεται εμφανής εξαιτίας των δυσκολιών οι οποίες προκύπτουν από την μορφολογία των μαστογραφικών εικόνων:
· Οι εικόνες χαρακτηρίζονται από χαμηλά επίπεδα έντασης σε συνδυασμό με υψηλή ποσότητα θορύβου. Στην προσπάθεια βελτίωσης της έντασης μέσω ενίσχυσης, ενισχύεται και ο θόρυβος με αποτέλεσμα την αλλοίωση της μαστογραφίας [22].
· Εξετάζοντας το ιστόγραμμα μιας μαστογραφίας, παρατηρείται μεγάλος αριθμός επιπέδων φωτεινότητας τα οποία αντιστοιχούν και σε διαφορετικές περιοχές της. Τα επίπεδα αυτά της φωτεινότητας είναι πιθανό να ανήκουν ή όχι σε περιοχές ενδιαφέροντος, κάτι το οποίο καθιστά δύσκολη την κατάτμηση της εικόνας για τον εντοπισμό των περιοχών ενδιαφέροντος.
· Είναι δυνατό για ορισμένες περιπτώσεις όγκων οι οποίοι είναι ιδιαίτερα μικροί ή εντοπίζονται σε σημεία κοντά σε αδένες οι τιμές φωτεινότητας να είναι παρεμφερείς στον φυσιολογικό και παθολογικό ιστό. Στις περιπτώσεις αυτές η ερμηνεία και η ανίχνευση καθίστανται ιδιαίτερα δύσκολες [23].
Για τους ανωτέρω λόγους, οι μαστογραφίες κατατάσσονται ανάμεσα στις δυσκολότερες προς επεξεργασία και ερμηνεία εικόνες[24]. 
Histogram equalization
Μια από τις ευρύτερα χρησιμοποιημένες τεχνικές βελτιστοποίησης εικόνων, που έχουν παραχθεί από ακτίνες Χ ή εικόνες οι οποίες έχουν ληφθεί σε συνθήκες πολύ χαμηλού ή πολύ υψηλού φωτισμού [25] είναι η τεχνική Histogram equalization (εξισσορόπησης ιστογράμματος). Η μέθοδος αυτή αυξάνει τοπικά σε μια εικόνα την αντίθεση της φωτεινότητας. Τα αποτελέσματα είναι εμφανή σε εικόνες των οποίων το ιστόγραμμα παρουσιάζει μεγάλο αριθμό εικονοστοιχείων (pixels) γύρω από μια περιοχή φωτεινότητας, δηλαδή όταν τα περισσότερα επίπεδα φωτεινότητας της εικόνας συγκεντρώνονται γύρω από μια τιμή. Η βελτίωση στην εικόνα επιτυγχάνεται μέσω της αναδιανομής των τιμών φωτεινότητας στην εικόνα με τέτοιο τρόπο ώστε οι περιοχές με χαμηλή ένταση να γίνονται σκοτεινότερες και οι περιοχές με υψηλότερη σχετικά ένταση σε σχέση με τις υπόλοιπες να γίνονται φωτεινότερες. Έτσι αυξάνεται το δυναμικό εύρος των εικονοστοιχείων της εικόνας και η έκταση της κατανομής τους. Σε μορφή εξισώσεων τα παραπάνω εκφράζονται από τις εξισώσεις που ακολουθούν στην συνέχεια της παραγράφου. Με p συμβολίζεται η πιθανότητα εμφάνισης ενός εικονοστοιχείου φωτεινότητας xi, όπου i το επίπεδο φωτεινότητας, L ο συνολικός αριθμός επιπέδων φωτεινότητας, n ο συνολικός αριθμός των εικονοστοιχείων της εικόνας και ni ο αριθμός των εικονοστοιχείων για το επίπεδο φωτεινότητας i της εικόνας. Αν είναι επομένως 
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. Η μετατροπή του ιστογράμματος όπως και η αρχική και η τελική εικόνα φαίνονται στα ακόλουθα διαγράμματα (Εικόνες 6 και 7 αντίστοιχα) [26].
  

       


Εικόνα 6 : Ιστόγραμμα φωτεινότητας και συνάρτηση κατανομής φωτεινότητας πριν (αριστερά) και μετά (δεξιά) την histogram equalization. 


   


Εικόνα 7 : Φωτογραφία πριν και μετά την histogram equalization, στην επεξεργασμένη είναι φανερή η αύξηση της αντίθεσης και η μεγαλύτερη ευκρίνεια.

Μια άλλη τεχνική βελτίωσης ασπρόμαυρων εικόνων η οποία πλεονεκτεί της εξισορρόπησης ιστογράμματος είναι η στοχαστική βελτιστοποίηση εικόνας (fuzzy image enhancement) και συνίσταται στην αντιστοίχιση μέσω μιας συνάρτησης μετατροπής Τ των τιμών από την κλίμακα του γκρι στο στοχαστικό επίπεδο. Αν με ur και us συμβολίσουμε την τιμή της φωτεινότητας καθενός εικονοστοιχείου στο αρχικό επίπεδο και στο τελικό (fuzzy) επίπεδο, κάνοντας την υπόθεση ότι για κάθε αρχικό εικονοστοιχείο ur  αντιστοιχεί και ένα εικονοστοιχείο στο τελικό επίπεδο us=Τ(ur). Στόχος της τεχνικής αυτής είναι να παράγει μια τελική εικόνα υψηλότερης αντίθεσης από την αρχική δίνοντας μεγαλύτερο βάρος στα γκρίζα επίπεδα που βρίσκονται σχεδόν στο μέσο επίπεδο φωτεινότητας της εικόνας. Έστω ότι f(x,y) είναι η αρχική ασπρόμαυρη εικόνα, F η συνάρτηση μετασχηματισμού στο fuzzy επιπεδο (την οποία ονομάσαμε γενικευμένα προηγουμένως Τ) και P(x,y) οι τιμές στο fuzzy επίπεδο (όχι η τελική βελτιωμένη εικόνα) οι οποίες μέσω ενός αριθμητικού τελεστή Α ο οποίος μεταβάλλει το ιστόγραμμά τους αυξάνοντας την αντίθεση της μετασχηματισμένης εικόνας P(x,y) η οποία μετά την εφαρμογή του τελεστή Α ονομάζεται P’(x,y). Για την μετάβαση στο αρχικό επίπεδο από το fuzzy επιπεδο, εφαρμόζεται η αντίστροφη συνάρτηση F-1 επί της P’(x,y) οπότε και προκύπτει η τελική βελτιωμένη εικόνα στο αρχικό επίπεδο f’(x,y) [27]. Με την σειρά οι μετασχηματισμοί είναι οι ακόλουθοι :
· F[f(x,y)] ( P(x,y)
· A[P(x,y)] ( P’(x,y)
· F-1[P’(x,y)] ( f’(x,y)
Η κάθε συνάρτηση ορίζεται ανάλογα με τις ανάγκες της κάθε εφαρμογής και επιλέγεται από τους ίδιους τους ερευνητές, υπάρχουν όμως και προτεινόμενες συναρτήσεις στην βιβλιογραφία [28]. 

Αφού έχει γίνει η βελτίωση της εικόνας ακολουθεί η απομόνωση της περιοχής ενδιαφέροντος (Region Of Interest-ROI), συνήθως επισημαίνοντας τα όριά της από την υπόλοιπη περιοχή. Στις περιπτώσεις που η περιοχή ενδιαφέροντος δεν έχει επισημανθεί από κάποιον ακτινολόγο ή γιατρό, χρειάζεται να απομονωθεί για τους παρακάτω λόγους :
· Η διάγνωση γίνεται με πολύ μεγαλύτερη ευκολία

· Οι απομονωμένες περιοχές μπορεί να εξεταστούν με περισσότερη λεπτομέρεια από ακτίνες Χ για την εξαγωγή περαιτέρω πληροφοριών

· Μικροαλλαγές στην περιοχή αυτή μπορούν να εντοπιστούν κατά τη διάρκεια του χρόνου ώστε να εκτιμηθούν τα αποτελέσματα της θεραπείας
· Γίνονται διαθέσιμες περισσότερες λεπτομέρειες για το σχήμα, την υφή και την φασματική πληροφορία της περιοχής ώστε να γίνεται στην συνέχεια αυτοματοποιημένη ανάλυσή της

· Τα αποτελέσματα της αυτοματοποιημένης ανάλυσης από υπολογιστή μπορούν να χρησιμοποιηθούν για την εκπαίδευση ακτινολόγων για τον εντοπισμό δυσδιάκριτων περιοχών και ανωμαλιών

· Μείωση των δεδομένων εισόδου για το επόμενο στάδιο επεξεργασίας που είναι ο χαρακτηρισμός και η κατηγοριοποίηση της περιοχής

Η βασική τεχνική κατάτμησης μιας εικόνας περιλαμβάνει την κατάταξη των γκρίζων επιπέδων μιας εικόνας σε διακριτές ζώνες και τον καθορισμό ενός κατωφλίου για τον ορισμό των περιοχών ή των ορίων τους [29]. Μπορεί ακόμη να χρησιμοποιηθούν μέγιστες και ελάχιστες τιμές από κάποιες ζώνες κυρίως για ανίχνευση ακμών, αλλά και η διαφορά μέγιστων και ελάχιστων τιμών μπορεί να θεωρηθεί ως κατώφλι [27]. Το ιστόγραμμα της εικόνας μπορεί επίσης να παρέχει έναν καλό δείκτη αφού τα τοπικά μέγιστα και ελάχιστα μπορούν να χρησιμοποιηθούν ως τιμές κατωφλίων [31]. Οι κύριες μέθοδοι κατάτμησης εμπλέκουν την επιλογή ενός κατάλληλου κατωφλίου και την εξέταση των διαφορών ανάμεσα σε διαδοχικά pixels. Αν η διαφορά ξεπερνά το κατώφλι τότε η πληροφορία αυτή χρησιμοποιείται για την ανίχνευση ορίων ή ακμών. Επίσης, μπορούν να χρησιμοποιηθούν και τεχνικές φιλτραρίσματος οι οποίες ανιχνεύουν ακμές είτε οριζόντια είτε κατακόρυφα : τα πιο γνωστά φίλτρα (τελεστές παραγώγισης) είναι τα φίλτρα Prewitt, Sobel και Isotropic. Ακόμη, για την εξαγωγή χαρακτηριστικών είνα αναγκαία η ομαδοποίηση των pixels σε παρόμοιες περιοχές, ενώ η κατάτμηση της εικόνας βασίζεται στις περιοχές αυτές ή γενικά σε τοπικές ιδιότητες. Η συνηθέστερη από τις τεχνικές που βασίζονται σε τοπικά χαρακτηριστικά, εξετάζει την διαφορά των επιπέδων του γκρι ανάμεσα σε γειτονικά pixels. Στην περίπτωση αυτή η βαθμίδα της διαφοράς φωτεινότητας υπολογίζεται σε μια περιοχή της εικόνας που οριοθετείται από ένα παράθυρο και γίνεται έλεγχος αν ξεπερνά ένα προκαθορισμένο κατώφλι [32].  Μια διαφορετική προσέγγιση [33] βασίζεται σε σταθερές τιμές έντασης και εμπεριέχει μια ιεραρχική προσέγγιση σε πολλαπλά επίπεδα ανάλυσης (διακριτικότητας) της εικόνας η οποία βοηθά τόσο την περιγραφή όσο και την κατάτμησή της. Κάθε ένα τμήμα της εικόνας όπως προκύπτει από την πολυδιακριτική ανάλυση, συνθέτει μια δομή δέντρου, ενώ ο υπολογισμός κάθε τμήματος βασίζεται στην τοπική τιμή της έντασης. Η εικόνα διαχωρίζεται σε φωτεινά και σκοτεινά σημεία και κάθε επίπεδο της δενδρικής δομής αναπαριστά μια ελαφρώς πιο θαμπή εικόνα από την προηγούμενη. Η ρίζα του δέντρου αντιπροσωπεύει την αρχική εικόνα. Η αρχή αυτή χρησιμοποιήθηκε σε συνδυασμό με κατάλληλο αλγόριθμο ασαφούς λογικής για την ανίχνευση μικροασβεστώσεων σε μαστογραφίες. Επιγραμματικά, οι τεχνικές κατάτμησης εμπίπτουν σε μια από τις ακόλουθες κατηγορίες:

· Κατωφλίωση (Thresholding)
· Ανίχνευση ακμών (Edge Detection)
· Ανίχνευση περιοχών (Region Detection)
Κατωφλίωση


Αποτελεί μια από τις απλούστερες προσεγγίσεις για κατάτμηση εικόνας και περιλαμβάνει τον διαχωρισμό του ιστογράμματος φωτεινότητας σε ζώνες και την χρήση τιμών κατωφλίου για τον ορισμό περιοχών και οριακών σημείων. Συνήθως το ιστόγραμμα χωρίζεται σε 2 ζώνες Β1, Β2 από ένα κατώφλι Τ, όπου η Β1 συνιστά το φόντο (background) και η B2 το αντικείμενο. Για την ανίχνευση των τοπικών ορίων, γίνεται σάρωση της εικόνας κι αν παρουσιαστεί αλλαγή στο επίπεδο του γκρι από την μια ζώνη στην άλλη, τότε εκεί βρίσκεται ένα όριο. Στις μαστογραφικές εικόνες οι φωτεινότερες περιοχές αντιστοιχούν στους όγκους και τον ιστό του στήθους, ενώ οι σκοτεινότερες περιοχές στο φόντο. Για την επιλογή του κατωφλίου, υπολογίζεται το συγκεντρωτικό ιστόγραμμα φωτεινότητας της εικόνας, το οποίο για επίπεδο φωτεινότητας L δείχνει τον αριθμό των pixels της εικόνας που έχουν φωτεινότητα μικρότερη ή ίση της τιμής L. Ως κατώφλι Τ επιλέγεται για παράδειγμα εκείνο το επίπεδο φωτεινότητας για το οποίο 90% των pixels έχουν φωτεινότητα μικρότερη ή ίση της L [23].
Κατάτμηση με χρήση τελεστή βαθμίδας


Οι τελεστές βαθμίδας μετρούν την τιμή της βαθμίδας (gradient) για μια εικόνα g(x,y) στο ορθογώνιο επίπεδο χρησιμοποιώντας δύο μάσκες h1, h2 οι οποίες μετακινούνται ταυτόχρονα πάνω στην εικόνα. Σε περιοχές που παρουσιάζουν ομοιομορφία, η τιμή της βαθμίδας τείνει στο 0, ενώ σε πολύ ανομοιόμορφες περιοχές, εφόσον η τιμή της ξεπερνά ένα κατώφλι Τ, τότε στο σημείο εκείνο θεωρείται ότι υπάρχει ακμή [31]. Με κατάλληλη επιλογή κατωφλίων είναι δυνατό να ανιχνευθούν όλες οι ακμές στην εικόνα οι οποίες αντιστοιχούν σε μεταβολές στην φωτεινότητα άνω ενός επιθυμητού κατωφλίου. Οι ανιχνευθείσες ακμές μπορούν να αφαιρεθούν από την εικόνα ώστε να παραμείνουν μόνο οι ομοιόμορφες περιοχές οι οποίες περιλαμβάνουν την περιοχή ενδιαφέροντος.

Κατάτμηση βασιζόμενη στην τεχνική ανάπτυξης περιοχών

Μια εναλλακτική τεχνική για κατάτμηση εικόνας βασίζεται στην χρήση τοπικών ιδιοτήτων. Η συσταδοποίηση (clustering) η οποία βασίζεται σε μεθόδους ανάπτυξης περιοχών οι οποίες ομαδοποιούν εικονοστοιχεία που παρουσιάζουν ομοιότητες και αποτελούν μια περιοχή. Η διαφορά μεταξύ της συσταδοποίησης και της τεχνικής ανάπτυξης περιοχών είναι ότι η δεύτερη βασίζεται στην υπόθεση ότι τα αρχικά σημεία κάθε περιοχής είναι γνωστά εκ των προτέρων, ενώ στην συσταδοποίηση δεν συμβαίνει κάτι τέτοιο αλλά η αναζήτηση των περιοχών γίνεται σαρώνοντας την εικόνα και αναζητώντας εικονοστοιχεία τα οποία έχουν φωτεινότητα μεγαλύτερη από ένα κατώφλι Τ και χρησιμοποιούνται ως αρχικά σημεία. Κάθε περιοχή προκύπτει από ένα αρχικό εικονοστοιχείο στο οποίο προστίθενται εκείνα τα γειτονικά του εικονοστοιχεία τα οποία παρουσιάζουν ομοιότητα βάσει ενός κριτηρίου ασαφούς λογικής (fuzzy). Εφόσον έχουν βρεθεί όλες οι περιοχές, επιλέγεται η μεγαλύτερη από αυτές ως η ζητούμενη περιοχή ενδιαφέροντος [23].  
Fractal κωδικοποίηση


 Η τεχνική αυτή προτάθηκε και χρησιμοποιήθηκε πολύ πρόσφατα ως στάδιο προεπεξεργασίας για την κατάτμηση και τον χαρακτηρισμό ανωμαλιών. Η fractal κωδικοποίηση θεμελιώθηκε πάνω στην παρατήρηση ότι αναλύοντας τοπικά την μορφή των μαστογραφιών ομοιάζει με αυτή των συννέφων, τα οποία και θεωρήθηκαν fractal αντικείμενα. Τα fractal αντικείμενα παρουσιάζουν την ιδιότητα της αυτοομοιότητας, δηλαδή σε όποια κλίμακα μεγέθους κι αν τα παρατηρήσουμε, η μορφή τους επαναλαμβάνεται με ένα σταθερό μοτίβο. Συνήθως διαρκείς σμικρύνσεις του εαυτού τους οι οποίες μετασχηματίζονται (μορφολογικά και περιστροφικά) είτε βάσει αντιστοιχίας ή κάποιου τύπου αλγεβρικό μετασχηματισμό. Εάν η αντιστοίχιση (mapping) έχει την ιδιότητα σε κάθε επανάληψη να φέρνει τα σημεία του συνόλου (ένα fractal είναι ένα σύνολο από σημεία μιας συγκλίνουσας ακολουθίας μιγαδικών αριθμών) όλο και πιο κοντά μεταξύ τους, τότε ξεκινώντας από ένα σημείο και σύμφωνα με το θεώρημα του σταθερού σημείου το τελικό fractal το οποίο θα προκύψει είναι μοναδικό και ανεξάρτητο του αρχικού σημείου το οποιό θα επιλεγεί. Συμπίεση μπορεί να προκύψει εφόσον στις θέσεις των σημείων του fractal τοποθετηθούν οι συντελεστές της συνάρτησης αντιστοιχίας (mapping function). Ο συνηθέστερος μετασχηματισμός (ή αντιστοιχία) που χρησιμοποιείται είναι ο αφινικός μετασχηματισμός. Κατά τον υπολογισμό των συντελεστών του πίνακα του αφινικού μετασχηματισμού, η βασική αρχή είναι ότι εξαιτίας της τμηματικής αυτοομοιότητας της εικόνας, κάθε υποπεριοχή μπορεί να περιγραφεί βάσει κάποιας άλλης. Αν μια περιοχή R δεν μπορεί να περιγραφεί από οποιαδήποτε άλλη, έστω D, τότε η R μπορεί να κατατμηθεί σε ακόμα μικρότερες περιοχές. Η διαδικασία αυτή είναι αναδρομική και επαναλαμβάνεται μέχρις ότου βρεθεί κάποια παρόμοια περιοχή με την D ή όταν ο αλγόριθμος φτάσει το  μέγιστο επίπεδο διαμέρισης Lmax. Τελικά οι υποπεριοχές ομαδοποιούνται σε κλάσεις και αναζητούνται οι όμοιες περιοχές ανάμεσα σε εκείνες που ανήκουν στην ίδια κλάση [23].
3.2 Μέθοδοι κατηγοριοποίησης ευρημάτων


Το επόμενο στάδιο της απομόνωσης και ανάλυσης της περιοχής ενδιαφέροντος είναι η κατηγοριοποίηση των όγκων με βάσει τις τιμές των χαρακτηριστικών που έχουν επιλεγεί ως κριτήρια. Στο σημείο αυτό το μόνο δυνατό μαθηματικό εργαλείο το οποίο μπορεί να χρησιμοποιηθεί και να δώσει αξιόπιστα αποτελέσματα είναι η παρατήρηση μέσω της στατιστικής ανάλυσης η οποία περιλαμβάνει συσχετισμούς των τιμών κάθε χαρακτηριστικού με την παθολογία του όγκου. Αυτή η διαδικασία είναι η εξόρυξη δεδομένων μέσω της οποίας από ένα πολύ μεγάλο σύνολο ακατέργαστων δεδομένων, γίνονται συσχετισμοί ώστε να προκύψουν αξιοποιήσιμα συμπεράσματα, δηλαδή γνώση. Μπορούν να χρησιμοποιηθούν διαφορετικές προσεγγίσεις στατιστικής ανάλυσης που στηρίζονται σε μαθηματικό μοντέλο. Ιδιαίτερα δημοφιλές και ευρέως χρησιμοποιούμενο μοντέλο εξόρυξης γνώσης είναι το Νευρωνικό δίκτυο (Neural Network - NN) [34,35,36,37], ενώ σε πιο πρόσφατες έρευνες προτείνεται η χρήση τεχνικών εξαγωγής κανόνων συσχέτισης (Association Rules) [38] ενώ γίνεται και χρήση μοντέλων τα οποία βασίζονται στην θεωρία του Bayes [39]. Τα εν λόγω μοντέλα θα χρησιμοποιηθούν και στην παρουσα εργασία για την κατηγοριοποίηση των περιοχών ενδιαφέροντος στις μαστογραφίες. Επιπλέον θα γίνει σύγκριση μεταξύ τους ώστε να χρησιμοποιηθεί στην τελική εφαρμογή εκείνο το οποίο δίνει τα καλύτερα και πιο αξιόπιστα αποτελέσματα. Στην συνέχεια παρατίθενται βασικές αρχές και πλεονεκτήματα για τα νευρωνικά δίκτυα και τους κανόνες συσχέτισης όσον αφορά την χρήση τους στην κατηγοριοποίηση όγκων.
Κανόνες συσχέτισης (Association rules)

Οι κανόνες συσχέτισης έχουν εκτεταμένα ερευνηθεί στην βιβλιογραφία σχετικά με εξόρυξη δεδομένων και έχουν προταθεί αρκετοί αποδοτικοί αλγόριθμοι για την εξαγωγή κανόνων όπως apriori [40] και FP-Tree growth [41]. Ο στόχος των κανόνων συσχέτισης είναι η εύρεση σχέσεων μεταξύ αντικειμένων σε μια βάση δεδομένων  για συναλλαγές (transactional database). Δοθέντος ενός συνόλου συναλλαγών D={T1,T2,…,Tn} και ενός συνόλου αντικειμένων I={i1,i2,…,im} τέτοια ώστε κάθε συναλλαγή Τ στο D να είναι ένα σύνολο αντικειμένων στο Ι. Ένας κανόνας συσχετισμών είναι μια συνεκδοχή της μορφής Α(Β όπου η υπόθεση Α και το συμπέρασμα Β είναι υποσύνολα μιας συναλλαγής Τ στο D, ενώ τα Α,Β δεν έχουν κοινά στοιχεία. Προκειμένου να είναι ισχυρός ένας κανόνας, η υπό συνθήκη πιθανότητα του Β δεδομένου του Α, δηλαδή η P(B|A), πρέπει να είναι μεγαλύτερη από ένα κατώφλι, την ελάχιστη εμπιστοσύνη. Η διαδικασία εξαγωγής των κανόνων αποτελείται από δύο βήματα: στο πρώτο γίνεται εύρεση των συχνών στοιχειοσυνόλων και στο δεύτερο ακολουθεί η εξαγωγή των κανόνων από τα συνηθέστερα σύνολα. Στην παρούσα εργασία η εξαγωγή κανόνων γίνεται χρησιμοποιώντας τους αλγορίθμους C5.0 και CART tree ή απλού DT, οι οποίοι κατασκευάζουν είτε ένα δέντρο απόφασης είναι το σύνολο κανόνων συσχετισμού βάσει των τιμών των χαρακτηριστικών τα οποία υπολογίστηκαν για κάθε εικόνα της βάσης δεδομένων δεδομένης της παθολογίας κάθε εικόνας. Η υπόθεση Α κάθε κανόνα είναι ένας συνδυασμός τιμών και χαρακτηριστικών, ενώ το συμπέρασμα Β είναι πάντα η παθολογία του όγκου, με τιμές 0 για καλοήθεια και 1 για κακοήθεια. Ο αριθμός των κανόνων οι οποίοι μπορούν να εξαχθούν μπορεί να είναι υπερβολικά μεγάλος και να μην μπορεί να αξιοποιηθεί αποδοτικά. Ο πρώτος βασικός λόγος είναι ότι στο σύνολο αυτό μπορεί να υπάρχουν κανόνες οι οποίοι περιέχουν λάθος πληροφορίες που θα μπορούσαν να οδηγήσουν σε λάθη κατά την κατηγοριοποίηση. Ο δεύτερος είναι ότι ένα πολύ μεγάλο σύνολο από κανόνες θα οδηγούσε σε υπερβολικά μεγαλύτερο απαιτούμενο χρόνο για την κατηγοριοποίηση, το οποίο συνιστά βασικό πρόβλημα σε εφαρμογές όπου απαιτείται γρήγορη απόκριση. Επίσης, σε μια ιατρική εφαρμογή είναι λογικό να παρέχεται ένας μικρός αριθμός από κανόνες στο ιατρικό προσωπικό για περαιτέρω μελέτη και μη αυτοματοποιημένη χρήση, αφού αν ένα σύνολο είναι πολύ μεγάλο είναι σχεδόν αδύνατο να περιηγηθεί κάποιος σε αυτό εαν χρειαστεί να αλλάξει ή να διορθώσει κάποιους κανόνες. Για το λόγο αυτό οι αλγόριθμοι εξαγωγής κανόνων ενσωματώνουν και την διαδικασία γνωστή ως κλάδεμα (pruning) στην θεωρία αλγορίθμων. Μέσω της τεχνικής αυτής από το δέντρο απόφασης αφαιρούνται κόμβοι οι οποίοι ανήκουν σε κανόνες μικρής σημασίας ή είναι αντιφατικοί και για τις ίδιες τιμές και χαρακτηριστικά δίνουν διαφορετική διάγνωση. Με τον τρόπο αυτό ελαττώνεται ο αριθμός των κανόνων και εξαιρούνται όσοι πιθανόν να οδηγούσαν σε εσφαλμένη διάγνωση, ενώ διατηρούνται μόνο εκείνοι οι οποίοι είναι οι γενικότεροι και παρουσιάζουν μεγάλη εμπιστοσύνη (confidence) [38].
Νευρωνικά δίκτυα (Neural Networks-NN)  

Είναι η συνηθέστερη μοντελοποίηση η οποία χρησιμοποιείται στην μέχρι τώρα έρευνα στην προσπάθεια να παράσχει στο ιατρικό προσωπικό βοήθεια στον χαρακτηρισμό ενός όγκου ως κακοήθους. Στο Κεφάλαιο 4 δίνεται ο ορισμός και μια αναλυτικότερη περιγραφή του τρόπου λειτουργίας ενός νευρωνικού δικτύου. Συνοπτικά ένα νευρωνικό δίκτυο είναι ένα σύνολο από διασυνδεδεμένους κόμβους, ένας γράφος στον οποίο ορισμένοι κόμβοι αποτελούν τις εισόδους, τουλάχιστον ένας κόμβος είναι η έξοδος του δικτύου και οι υπόλοιποι είναι ενδιάμεσοι οι οποίοι δρουν στις εισόδους και δίνουν τα τελικά αποτελέσματα. Στις περιπτώσεις που ένα νευρωνικό δίκτυο χρησιμοποιείται για την κατηγοριοποίηση όγκων, ο κόμβος εξόδου μπορεί να αντιστοιχεί στην διάγνωση (καλοήθεια ή κακοήθεια) ή την πιθανότητα η διάγνωση να είναι κακοήθης. Αν έχουμε δύο κόμβους εξόδου ο ένας θα είναι και πάλι η διάγνωση και ο άλλος η πιθανότητα η διάγνωση να είναι σωστή (εμπιστοσύνη). Οι κόμβοι εισόδου μπορούν να αντιπροσωπεύουν πληροφορίες όπως το σχήμα ή η μάζα ενός όγκου, χαρακτηριστικά που αφορούν την φωτεινότητα ή την ομοιομορφία της εικόνας, η αντίθεση. Άλλα χαρακτηριστικά μπορεί να αφορούν τον ασθενή όπως είναι η ηλικία, οι διατροφικές συνήθειες ή το οικογενειακό ιστορικό. Βασικό πλεονέκτημα των νευρωνικών δικτύων είναι ότι η τελική λύση δεν υπάγεται σε γραμμικούς περιορισμούς, ενώ το σύστημα εκπαιδεύεται αφήνοντας έξω από το σύνολο εκπαίδευσης ορισμένες περιπτώσεις οι οποίες μπορούν να χρησιμοποιηθούν στην συνέχεια για την αξιολόγηση του συστήματος [37]. Η αξιολόγηση γίνεται συνήθως με την τεχνική cross validation, η οποία εκτιμά το σφάλμα στην γενίκευση των αποτελεσμάτων και περιλαμβάνει την πολλαπλή δειγματοληψία για διαφορετικές διαμερίσεις του συνόλου εκπαίδευσης. Το νευρωνικό δίκτυο εκπαιδεύεται πολλές φορές και για κάθε μια από αυτές εξαιρείται από την εκπαίδευση ένα υποσύνολό του το οποίο χρησιμοποιείται στην συνέχεια για υπολογισμό κριτηρίων σφάλματος και γιε την εκτίμηση της προβλεπτικής του ικανότητας. Η εκπαίδευση σταματά βάσει ενός καθορισμένου κριτηρίου και το τελικό ποσοστό που είναι ενδεικτικό της ακρίβειας της διάγνωσης του μοντέλου υπολογίζεται από τον μέσο όρο της ακρίβειας που προκύπτει από κάθε μια επανάληψη της μεθόδου cross validation. 
Κεφάλαιο 4 : Αρχιτεκτονική και ανάλυση του προτεινόμενου συστήματος
Όπως έχει αναφερθεί και στο εισαγωγικό Κεφάλαιο 1 το σύστημα το οποίο προτείνεται στην εργασία αυτή έχει υλοποιηθεί ακολουθώντας την διαδικτυακή αρχιτεκτονική. Έτσι είναι προσβάσιμο από τον εκάστοτε χρήστη με ευκολία, όσο το δυνατό χαμηλότερο κόστος οικονομικό ή φόρτου της σύνδεσης του πελάτη. Επίσης κάθε μια εφαρμογή έχει αναπτυχθεί ξεχωριστά με κύριο γνώμονα την δυνατότητα αλλαγής ή επέκτασής της (συντηρησιμότητα) και την ανεξαρτησία από τις υπόλοιπες, έτσι ώστε κάθε μια μονάδα να υλοποιεί ξεχωριστά μια αυτόνομη λειτουργία ενώ οι μονάδες μεταξύ τους μπορούν να ανταλλάσσουν τα δεδομένα τα οποία είναι απαραίτητα. Με τον τρόπο αυτό επιτυγχάνεται χαμηλή συνεκτικότητα μεταξύ των μονάδων του συστήματος και υψηλή σύζευξη, κάτι το οποίο συνιστά μια πολύ καλή τεχνική αρχιτεκτονικής σχεδίασης. Στην Εικόνα 8 που ακολουθεί φαίνεται ένα απλοποιημένο διάγραμμα το οποίο δείχνει την αρχιτεκτονική του συστήματός μας, τον τρόπο με τον οποίο συνδέονται και αλληλεπιδούν τα υποσυστήματα μεταξύ τους καθώς και το συνολικό σύστημα με τον χρήστη.    [image: image18.png]Central DB \\ SSIS Agent Data Warehouse
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Εικόνα 8 : Διάγραμμα το οποίο δείχνει τα συστατικά μέρη της εφαρμογής και την μεταξύ τους επικοινωνία και ανταλλαγή δεδομένων.
Όπως φαίνεται και στην εικόνα όλες οι βασικές δομικές μονάδες του συστήματος συνδέονται γύρω από την εφαρμογή του διαχειριστικού λογισμικού η οποία είναι και αυτή από όπου ξεκινά η κύρια λειτουργία του συστήματος. Οι υπόλοιπες εφαρμογές καλούνται από αυτή μέσω μεθόδων (με την βοήθεια εξειδικευμένων agents) καθώς και μέσω βοηθητικών εφαρμογών (batch files) όπου το πρώτο δεν είναι εφικτό. Η σχεδίαση, η υλοποίηση και η λειτουργία κάθε εφαρμογής (αναφέρεται και ως υποσύστημα ή μονάδα) αναπτύσσονται στην συνέχεια του κεφαλαίου για την κάθε μία ξεχωριστά, όπως επίσης και οι επιλογές μας στον τρόπο αποθήκευσης των πληροφοριών τις οποίες διαχειρίζεται το σύστημά μας. 
4.1 Εφαρμογή επεξεργασίας εικόνας 


Για την ανάπτυξη της εφαρμογής αυτής χρησιμοποιήθηκε το περιβάλλον MATLAB και ειδικότερα οι συναρτήσεις του Image Processing Toolkit με κάποια λειτουργικότητα να υλοποιείται εκ νέου, λόγω των αντικειμενοστρεφών χαρακτηριστικών τα οποία υποστήριζαν. Η εφαρμογή επεξεργασίας εικόνας θα έπρεπε να είναι όσο το δυνατό αυτόνομη και να μπορεί να κληθεί από το λογισμικό διαχείρισης (fornt end) ανεξάρτητα από την γλώσσα προγραμματισμού που χρησιμοποιήθηκε για την υλοποίησή του. Έτσι, βασιζόμενοι στην δυνατότητα που παρέχει ο compiler του MATLAB, η τελική υλοποίηση είναι ένα εκτελέσιμο αρχείο γλώσσας C το οποίο καλείται ως διεργασία από οποιαδήποτε γλώσσα προγραμματισμού η οποία υποστηρίζει την εκτέλεση threads/processes. Για τον λόγο αυτό ορισμένες λειτουργίες υλοποιήθηκαν εκ του μηδενός χρησιμοποιώντας μη αντικειμενοστρεφείς συναρτήσεις του MATLAB γιατί το τελικό εκτελέσιμο δεν ήταν δυνατό να υποστηρίζει αντικειμενοστρεφή χαρακτηριστικά. Προκειμένου το εκτελέσιμο πρόγραμμα να μπορεί να τρέξει μέσω της γραμμής εντολών (command line), πρέπει να υπάρχουν εγκατεστημένες στον server οι απαραίτητες βιβλιοθήκες του MATLAB, ουσιαστικά πρόκειται για .dll αρχεία, τα οποία  περιέχουν την υλοποίηση των συναρτήσεων του του Image Processing Toolbox και εγκαθίστανται μαζί με την εφαρμογή. Αν δεν υπάρχουν εγκατεστημένα τα αρχεία αυτά, δηλαδή η έκδοση του MATLAB δεν τα υποστηρίζει (πιθανόν να μην υποστηρίζεται και η δυνατότητα για χρήση του compiler του MATLAB σε αυτή την περίπτωση), τότε είναι δυνατό να ακολουθηθεί η εναλλακτική υλοποίηση που προτείνεται στην συνέχεια

Εναλλακτικά, είναι δυνατό να μην χρησιμοποιηθεί ένα εκτελέσιμο αρχείο αλλά η εφαρμογή επεξεργασίας εικόνας να εκτελεστεί απευθείας μέσω της γραμμής εντολών του MATLAB εκτελώντας ένα script κώδικα το οποίο επικοινωνεί με την βάση δεδομένων. Η διεργασία αυτή θα εκτελείται σε έναν έσω βρόχο εφαρμόζοντας την τεχνική polling στην βάση δεδομένων όπου αποθηκεύονται οι μαστογραφίες στις οποίες έχει σημειωθεί η περιοχή ενδιαφέροντος. Η τεχνική polling συνίσταται στην διαρκή αναζήτηση στην βάση για κάποια νέα μαστογραφία αμέσως μόλις αποθηκευτεί. Επειδή κάθε μαστογραφία αποθηκεύεται βάσει του μοναδικού MID της το οποίο δίνεται από την βάση δεδομένων και λόγω του γεγονότος ότι οι αριθμοί αυτοί ανατίθενται από το RDBMS με καθορισμένη αύξουσα και συνεχή σειρά  είναι γνωστή η ακολουθία με την οποία θα γίνει η ονοματοδοσία στις μαστογραφίες. Εφόσον αυτή η μαστογραφία αποθηκευτεί στην βάση, τότε η εφαρμογή επεξεργασίας εικόνας εκτελεί τους υπολογισμούς των χαρακτηριστικών. Σε περίπτωση που ακόμη δεν έχει αποθηκευτεί στο σύστημα αρχείων η αναμενόμενη μαστογραφία ο βρόχος επαναλήψεων συνεχίζει να εκτελείται αναμένοντας την νέα εικόνα.
Η παρούσα εφαρμογή έχει διπλή λειτουργικότητα : λειτουργεί αφενός για την επεξεργασία και την εξαγωγή αποτελεσμάτων για μία μόνο εικόνα στην περίπτωση της χρήσης του συστήματος για διάγνωση και αφετέρου για τον υπολογισμό των χαρακτηριστικών του συνόλου δεδομένων μαζικά ώστε να δοθούν στην εφαρμογή η οποία εκπαιδεύει το μοντέλο. Η εφαρμογή εμπλέκεται σε δύο βασικά στάδια της αυτοματοποιημένης διάγνωσης τα οποία είναι η λεπτομερής απομόνωση της περιοχής ενδιαφέροντος (η οποία έχει κατά προσέγγιση σημειωθεί από τον θεράποντα ιατρό) και ο υπολογισμός των χαρακτηριστικών των ευρημάτων της εξέτασης ώστε να γίνει η κατηγοριοποίηση του ευρήματος. Πριν τα στάδια της απομόνωσης και του υπολογισμού των στοιχείων προηγείται μια συνάρτηση η οποία είναι υπεύθυνη για την εξαγωγή των αποτελεσμάτων και την κατάλληλη διαμόρφωση των δεδομένων πριν την επεξεργασία. 
Η συνάρτηση αυτή είναι η mammogram_input και δέχεται ως ορίσματα :

· Ένα flag string : Η τιμή της συμβολοακολουθίας μπορεί να είναι “0” ή “1” και καθορίζει στην πρώτη περίπτωση ότι η επεξεργασία θα γίνει σε ένα σύνολο από εικόνες το οποίο είναι το σύνολο εκπαίδευσης του μοντέλου και στην δεύτερη ότι η επεξεργασία θα γίνει σε μία μόνο εικόνα.

· Ένα path string : Είναι το πλήρες μονοπάτι του φακέλου στο σύστημα αρχείων στον οποίο υπάρχουν οι προς επεξεργασία εικόνες στην περίπτωση που το πρώτο όρισμα είναι 0, ενώ στην περίπτωση που το πρώτο όρισμα είναι ίσο με 1 είναι το πλήρες μονοπάτι της μίας εικόνας προς επεξεργασία.

· Ένα MID string : είναι το mammogram id, ο αριθμός που προσδιορίζει μονοσήμαντα την μαστογραφία στην βάση δεδομένων και χρησιμοποιείται μόνο στην περίπτωση που έχουμε μία εικόνα προς επεξεργασία για το όνομα του αρχείου εξόδου των αποτελεσμάτων. 
Η έξοδος της συνάρτησης αυτής είναι στην περίπτωση της μαζικής επεξεργασίας ένα αρχείο με όνομα dataset.CSV και στην περίπτωση της επεξεργασίας μίας εικόνας είναι ένα αρχείο MID.txt. Επιλέξαμε την μορφή του αρχείου CSV για την έξοδο διότι είναι κατάλληλη αναγνώσιμη μορφή από το λογισμικό το οποίο είναι υπεύθυνο για την εκπαίδευση του μοντέλου. Για το αρχείο εξόδου στην περίπτωση επεξεργασίας μίας εικόνας το όνομα επιλέχθηκε να είναι το mammogram id διότι καθορίζει μονοσήμαντα ποια εικόνα αφορούν τα αποτελέσματα. Αυτό ήταν απαραίτητο να εξασφαλιστεί διότι το περιβάλλον διαχείρισης το οποίο προβάλλει τα αποτελέσματα της επεξεργασίας διαβάζει τις τιμές από το αρχείο αυτό κι επειδή είναι δυνατό πολλοί χρήστες ταυτόχρονα (πολλά sessions να εκτελούνται την ίδια ώρα) να χρησιμοποιούν την εφαρμογή έπρεπε να εξασφαλιστεί ότι σε κάθε έναν χρήστη θα προβάλλονται τα σωστά αποτελέσματα.

Από την εφαρμογή επεξεργασίας εικόνας υποστηρίζονται τα ακόλουθα πρότυπα αποθήκευσης εικόνας :

· BMP (Bitmap): εικόνα bitmapped, κρατάει στο ακέραιο την πληροφορία και αποτελείται από 3 χρωματικές συνιστώσες RGB. Αποθηκεύεται ως ένας τρισδιάστατος πίνακας, ο οποίος αποτελείται από 3 επιμέρους πίνακες διαστάσεων Μ*Ν pixels καθένας από τους οποίους αντιστοιχεί σε μία χρωματική συνιστώσα από τις προαναφερθείσες. Κάθε μια τιμή ενός από τα Μ*Ν*3 στοιχεία του πίνακα παίρνει τιμές στο διάστημα [0,255] που είναι η συνήθης κλίμακα φωτεινότητας για το χρωματικό σύστημα RGB. Το πρότυπο υποστηρίζει έγχρωμες και ασπρόμαυρες εικόνες.
· JPG (Joined Picture experts Group): εικόνα συμπιεσμένη η οποία έχει υποστεί επεξεργασία από τον αλγόριθμο JPG. Από αυτή έχουν αποκοπεί οι υψηλές μη αντιληπτές από το ανθρώπινο μάτι συχνότητες έτσι ώστε να καταλαμβάνουν λιγότερο χώρο αποθήκευσης και λιγότερο χρόνο μετάδοσης μέσω διαδικτύου. Αποθηκεύονται με τον ίδιο τρόπο όπως και οι bitmapped εικόνες. 
· GIF (Graphics Interchange Format): Είναι το πρότυπο αποθήκευσης κινούμενων εικόνων και κάθε ένα αρχείο εφόσον πρόκειται για κινούμενη εικόνα αποτελείται από πολλά κάδρα (frames), δηλαδή σε κάθε ένα κάδρο αντιστοιχεί και ένας πίνακας Μ*Ν pixels. Στην περίπτωση στατικών εικόνων κάθε μια εικόνα απότελείται από ένα frame. Σε κάθε ένα pixel αντιστοιχεί ένας ακέραιος αριθμός ο οποίος αντιπροσωπεύει το χρώμα του κι έχει το ρόλο ταυτότητας του χρώματος, αλλά δεν είναι γνωστό ποιος αριθμός αντιστοιχεί σε ποιο χρώμα, αφού εδώ δεν ακολουθείται το σύστημα RGB. Για παράδειγμα το πράσινο μπορεί να έχει την τιμή 3, το κόκκινο την τιμή 4, αλλά σε καμία περίπτωση από τον αριθμό δεν μπορούμε να βρούμε απευθείας το χρώμα.
Οι εικόνες από την μαστογραφία είναι ασπρόμαυρες, επειδή όμως η περιοχή ενδιαφέροντος έχει σημειωθεί με χρώμα, είναι αναγκαίο να ακολουθείται για την ανίχνευση της περιοχής η κωδικοποίηση κατά RGB. Η συνάρτηση mammogram_input ελέγχει κάθε φορά το πρότυπο βάσει του οποίου έχει κωδικοποιηθεί η μαστογραφία προκειμένου να κάνει την κατάλληλη επεξεργασία. Στην περίπτωση των εικόνων .bmp ή .jpg δεν χρειάζεται κάποια περαιτέρω τροποποίηση γιατί οι εικόνες είναι ήδη σε RGB κωδικοποίηση, αλλά για την περίπτωση εικόνων .gif είναι αναγκαίο να γίνει μετασχηματισμός τους σε RGB. 

Για την ανάγνωση των εικόνων χρησιμοποιείται η συνάρτηση imread του MATLAB η οποία διαβάζει πάντοτε από συγκεκριμένο path μια εικόνα και όχι ένα σύνολο εικόνων από φάκελο. Για την περίπτωση της επεξεργασίας πολλών εικόνων μαζί, η συνάρτηση mammogram_input προκειμένου να σταματά να διαβάζει εγκαίρως τα αρχεία εικόνων αλλά και για να μην παραλείψει κάποια, παράγει μόνη της τα ονόματα των αρχείων τα οποία είναι αριθμοί ακέραιοι από το 1 μέχρι τον αριθμό που είναι ίσος με το πλήθος των εικόνων στον κάθε φάκελο. Στην παράγραφο 4.3 εξηγούμε περαιτέρω τον τρόπο με τον οποίο έχουν αποθηκευτεί οι εικόνες κατάλληλα στο σύστημα αρχείων ώστε να γίνεται σωστά η ανάγνωσή τους. 

Αφού έχουν γίνει οι τροποποιήσεις εαν αυτό χρειάζεται, τότε καλείται η συνάρτηση η οποία κάνει την απομόνωση της περιοχής ενδιαφέροντος και τον υπολογισμό των χαρακτηριστικών. Αφού η συνάρτηση αυτή επιστρέψει τα αποτελέσματα των υπολογισμών, τότε η mammogram_input τα αποθηκεύει σε ένα αρχείο όπως έχει αναφερθεί παραπάνω μαζί με το όνομα του αρχείου της εικόνας ως αύξοντα αριθμό. Κάθε γραμμή του αρχείου περιέχει τις τιμές από τον υπολογισμό των παραμέτρων. 

Η συνάρτηση η οποία κάνει την κυρίως επεξεργασία ονομάζεται mammogram_processing, καλείται από την mammogram_input και παίρνει ως όρισμα τον τρισδιάστατο πίνακα της εικόνας με τις RGB συνιστώσες. 
4.1.1 Απομόνωση της περιοχής ενδιαφέροντος


Η περιοχή ενδιαφεροντος είναι σημειωμένη με κλειστή γραμμή από τον θεράποντα ιατρό. Επειδή η περιοχή ενδιαφέροντος έχει σημειωθεί κατά προσέγγιση και όχι με ακριβή λεπτομέρεια ώστε να καθορίζονται σαφώς τα όρια του όγκου από τον υγιή ιστό, είναι αναγκαίο να απομονωθεί με μεγαλύτερη ακρίβεια ο όγκος ώστε να μετρηθούν σωστά τα χαρακτηριστικά του. Επομένως, σε πρώτη φάση είναι αναγκαίο η συνάρτηση που κάνει την κυρίως επεξεργασία να απομονώσει όσο το δυνατό καλύτερα γίνεται τον όγκο και το περίγραμμά του. Η εφαρμογή έχει την δυνατότητα να ανιχνεύσει έναν μόνο σημειωμένο όγκο κι όχι πολλούς μαζί. Για το λόγο αυτό εάν σε μια εικόνα υπάρχουν περισσότεροι του ενός όγκοι προς διάγνωση θα πρέπει να σημειωθούν με διαφορετικό περίγραμμα και να επεξεργαστούν ξεχωριστά.

Ο νέος μικρότερος πίνακας ο οποίος περιέχει μόνο τον όγκου που έχει σημειωθεί, έχει προσαυξηθεί κατά 5 εικονοστοιχεία χρώματος μαύρου σε κάθε πλευρά ώστε να μην συμβαίνουν αστοχίες κατά την επεξεργασία (δηλαδή τα όρια της περιοχής ενδιαφέροντος να μην συμπίπτουν ακριβώς με τα όρια του πίνακα). Επομένως έχουμε μια μικρότερη έγχρωμη εικόνα, έναν τρισδιάστατο πίνακα, που περιέχει όλη την πληροφορία που χρειαζόμαστε, με αποτέλεσμα την εξοικονόμηση μνήμης και χρόνου υπολογισμού. 

Αφού έχει μικρύνει αρκετά η εικόνα, την μετατρέπουμε σε μία εικόνα ακριβώς ίδιων διαστάσεων M*N με την μικρή έγχρωμη, αλλά η νέα εικόνα είναι ασπρόμαυρη, αφού σε αυτή την μορφή μας χρειάζεται για την περαιτέρω επεξεργασία. Να σημειωθεί ότι δεν χάνεται πληροφορία σε αυτή την περίπτωση σε σχέση με την έγχρωμη εικόνα. Η μετατροπή σε ασπρόμαυρη γίνεται με την συνάρτηση rgb2gray του MATLAB. Τα εικονοστοιχεία τα οποία ανήκουν στο περίγραμμα της επισήμανσης παίρνουν την τιμή 0 η οποία αντιστοιχεί στο απόλυτο μαύρο της grayscale κλίμακας, χωρίς να τίθεται πρόβλημα για την υπό εξέταση περιοχή αφού τα ευρήματα των μαστογραφικών εικόνων παίρνουν μεγάλες τιμές φωτεινότητας. 

Στην συνέχεια η εικόνα (ο δισδιάστατος πίνακας) σαρώνεται  από κάθε μια πλευρά ώστε να εντοπιστούν τα μαύρα εικονοστοιχεία της επισήμανσης, αλλά και για να πάρουν την τιμή 0 όσα δεν ανήκουν στο εσωτερικό της επισήμανσης. Με τον τρόπο αυτό αγνοούμε όσα εικονοστοιχεία δεν μας ενδιαφέρουν. Μόλις βρεθεί ένα μαύρο εικονοστοιχείο κατά μήκος μιας γραμμής σάρωσης η σάρωση σταματά και συνεχίζει στην επόμενη γραμμή. Επειδή η καμπύλη επισήμανσης δεν είναι πάντοτε κυρτή, μετά την σάρωση είναι πολύ πιθανό να υπάρχουν περιοχές οι οποίες δεν ανήκουν στο εσωτερικό της επισήμανσης και επομένως να μην έχουν πάρει την τιμή 0 ώστε στην συνέχεια να αγνοηθούν. Πριν εξαλείψουμε τις περιοχές αυτές δημιουργούμε έναν ακόμη πίνακα διαστάσεων Μ*Ν ο οποίος έχει την τιμή 0 στα εικονοστοιχεία που η ασπρόμαυρη εικόνα έχει τιμή 0 και 255 (απόλυτο λευκό) στα υπόλοιπα. Ο πίνακας αυτός χρησιμεύει ως μάσκα για να απομονώσει μόνο το εσωτερικό της σημειωμένης περιοχής από την ασπρόμαυρη εικόνα.  Οι προαναφερθείσες περιοχές μπορούν να εξαλειφθούν χρησιμοποιώντας την συνάρτηση bwlabel του MATLAB, με την βοήθεια της οποίας εντοπίζεται η μεγαλύτερη συνεκτική συνιστώσα (ομάδα από εικονοστοιχεία τα οποία εχουν κοινές πλευρές και γωνίες, ή γενικά pixels τα οποία εφάπτονται μεταξύ τους) από τον πίνακα ο οποίος θα χρησιμοποιηθεί ως μάσκα. Στην περίπτωσή μας η μεγαλύτερη συνιστώσα είναι το εσωτερικό της σημειωμένης περιοχής, έτσι όλες οι υπόλοιπες απαλείφονται. Μετά την εφαρμογή της μάσκας στην grayscale εικόνα, έχουμε πλέον το εσωτερικό της περιοχής ενδιαφέροντος.
Αφού πλέον έχει γίνει η απομόνωση της περιοχής ενδιαφέροντος (ROI), πρέπει να καθοριστεί με ακρίβεια ο όγκος που πρέπει να εξετασθεί και στην συνέχεια το περίγραμμά του και η διαδικασία αυτή θα πρέπει να γίνεται αυτοματοποιημένα από κάποιο τμήμα του αλγορίθμου. Εδώ θα πρέπει να σημειώσουμε ότι η περιοχή του όγκου είναι αρκετά μικρή και κάθε λεπτομέρεια δίνει κάποια πληροφορία, επομένως δεν θα πρέπει να έχουμε απώλειες. Μια πρώτη τεχνική η οποία δοκιμάστηκε ήταν ο μετασχηματισμός watershed by marker, η οποία όμως δεν έδωσε καλά αποτελέσματα αφού σε κάθε περίπτωση εντόπιζε ως ακμή την γραμμή που αντιστοιχούσε στην επισήμανση και όχι κάποια λεπτομερέστερη περιοχή η οποία ανήκε στον όγκο. Μια άλλη καλή τεχνική κατάτμησης θα ήταν το υψιπερατό φιλτράρισμα ή η εφαρμογή της μήτρας Laplacian of Gaussian. Και στις δύο όμως περιπτώσεις ήταν απαραίτητο να γίνει φιλτράρισμα με την μήτρα Gauss Η οποία όμως θα θόλωνε την εικόνα, κάτι το οποίο δεν είναι επιθυμητό. Για το λόγο αυτό, επιλέξαμε την πιο απλοποιημένη τεχνική της κατωφλίωσης, δηλαδή της απομόνωσης όλων των επιπέδων φωτεινότητας που έχουν τιμή μεγαλύτερη από κάποιο επιπεδο το οποίο θεωρείται ως κατώφλι. Τα υπόλοιπα επίπεδα φωτεινότητας τίθενται στην τιμή 0 και αγνοούνται στην περαιτέρω ανάλυση. Σε πρώτη φάση έγιναν δοκιμές θέτοντας ως κατώφλι κάποια τιμή σταθερή η οποία παρατηρήθηκε ότι έδινε καλά αποτελέσματα ως προς την ανίχνευση του όγκου. Η προσέγγιση αυτή εγκαταλείφθηκε λόγω του ότι η τιμή αυτή δεν ήταν δυνατό να υπάρχει για κάθε μια εικόνα εντός των επιπέδων φωτεινότητας τα οποία ανήκαν στην περιοχή του όγκου, αλλά και γιατί υπήρχαν περιπτώσεις που δεν απέμενε σημαντική επεξεργάσιμη πληροφορία. Επομένως, το κατώφλι αυτό θα έπρεπε να καθορίζεται βάσει των επιπέδων φωτεινότητας της εικόνας. 
Πριν όμως γίνει η επιλογή του κατωφλίου, η εικόνα χρειάζεται να γίνει πιο ευκρινής. Αυτό το οποίο θέλουμε να πετύχουμε είναι οι φωτεινές περιοχές να πάρουν ακόμη μεγαλύτερες τιμές και οι σκοτεινές να γίνουν ακόμη πιο σκούρες, ώστε να καθίσταται όσο το δυνατό σαφέστερο ποια εικονοστοιχεία ανήκουν στον όγκο (φωτεινές περιοχές) και ποιά ανήκουν στο λιπώδη ιστό του μαστού (σκούρες περιοχές). Θέλουμε δηλαδή να αυξήσουμε την αντίθεση της εικόνας, κάτι το οποίο όπως έχει αναφερθεί και στην παράγραφο 3.1. Η τεχνική αυτή είναι γνωστή ως εξισσορρόπηση ιστογράμματος, εφαρμόζεται στο ιστόγραμμα μιας ασπρόμαυρης εικόνας μέσω της συνάρτησης histeq του MATLAB και επιστρέφει μια νέα ασπρόμαυρη εικόνα η οποία έχει υποστεί την ανωτέρω επεξεργασία στα επίπεδα φωτεινότητας. Στην νέα αυτή εικόνα θα εφαρμόσουμε κατωφλίωση. 
Την πληροφορία για τα επίπεδα φωτεινότητας της εικόνας μπορούμε να την πάρουμε από το ιστόγραμμα της εικόνας, το οποίο μας δείχνει για κάθε ένα επίπεδο φωτεινότητας στο διάστημα [0,255] πόσα εικονοστοιχεία έχουν την εκάστοτε τιμή. Το ιστόγραμμα μας δίνεται ως πίνακας δύο διαστάσεων από την  συνάρτηση imhist, στην μία στήλη του οποίου δίνεται η τιμή του επιπέδου φωτεινότητας και στην δεύτερη το πλήθος των εικονοστοιχείων που έχουν την φωτεινότητα αυτή. Στο ιστόγραμμα της εικόνας σε κάθε περίπτωση τα pixels με φωτεινότητα ίση με 0 είναι αυτά τα οποία δεν μας ενδιαφέρουν και επομένως μπορούμε να τα εξαιρέσουμε από την ανάλυση. 
Η τιμή του κατωφλίου που θα επιλέξουμε πρέπει να σχετίζεται άμεσα με το περιεχόμενο της εικόνας και να επιλέγεται αυτόματα βάσει κάποιου κριτηρίου. Από τα επίπεδα φωτεινότητας της εικόνας, εκτός του μαύρου τα οποία έχουν μη μηδενικό αριθμό εικονοστοιχείων, επιλέγουμε το ενδιάμεσο, δηλαδή την ενδιάμεση φωτεινότητα της εικόνας. Έτσι εξασφαλίζεται ότι ο αριθμός των εικονοστοιχείων που θα απομένουν για επεξεργασία θα είναι ικανοποιητικός και μη μηδενικός, αφού η ενδιάμεση τιμή από το σύνολο υπάρχει πάντα. μαθηματικοποιημένα το κατώφλι ορίζεται ως :

Threshold = median [n1, n2… n255: pixels (ni)>0]

Στον ανωτέρω τύπο τα ni συμβολίζουν το επίπεδο φωτεινότητας i και η pixels(ni) αντιπροσωπεύει τον αριθμό των εικονοστοιχείων που έχουν φωτεινότητα i. Η κατωφλίωση γίνεται μέσω της συνάρτησης convert_to_binary η οποία έχει δημιουργηθεί από εμάς και παίρνει ως ορίσματα το κατώφλι και την grayscale εικόνα στην οποία θα εφαρμοστεί η κατωφλίωση. Η συνάρτηση αυτή επιστρέφει μια binary εικόνα με τιμές είτε 0 είτε 255 στην οποία το λευκό αντιπροσωπεύει τα εικονοστοιχεία με φωτεινότητα μεγαλύτερη ή ίση του κατωφλίου. Υπάρχει περίπτωση τα εικονοστοιχεία αυτά να μην ανήκουν όλα σε μία μεγάλη περιοχή η οποία αποτελεί τον όγκο αλλά είναι δυνατό να αντιστοιχούν σε κάποιες ασβεστώσεις τις οποίες δεν θέλουμε να λάβουμε υπόψη μας ή ακόμη και σε θόρυβο. Για να κρατήσουμε την μέγιστη συνιστώσα η οποία  αντιπροσωπεύει τον όγκο, χρησιμοποιούμε την συνάρτηση bwlabel. Στην συνέχεια ακολουθούν οι υπολογισμοί των χαρακτηριστικών του όγκου.

4.1.2  Γεωμετρικά χαρακτηριστικά

Η εικόνα που προέκυψε από την παραπάνω επεξεργασία θα μας χρησιμεύσει σε όλους τους υπολογισμούς που ακολουθούν. Η μονάδα μέτρησης είναι παντού το pixel. Μετρώντας το πλήθος των λευκών εικονοστοιχείων της εικόνας υπολογίζουμε το εμβαδό του όγκου και για να υπολογίσουμε την περίμετρο του όγκου σε εικονοστοιχεία, μετράμε εκείνα τα οποία είναι λευκά και εφάπτονται τουλάχιστον σε ένα μαύρο, αποτελούν το σύνορο δηλαδή του όγκου. Τα γεωμετρικά χαρακτηριστικά τα οποία υπολογίζουμε και τα οποία ανάλογα με την τιμή τους αντιστοιχούν σε παθολογικές ή μη περιπτώσεις είναι αναλυτικά τα εξής έτσι όπως έχουν βρεθεί και στην βιβλιογραφία [42,34,43,44,45,46] : 
1) Compactness :      
[image: image19.wmf]2

4

1

A

C

P

p

=-


Στον παραπάνω τύπο με Α συμβολίζουμε το εμβαδόν του όγκου και με Ρ συμβολίζουμε την περίμετρο του όγκου. Η παράμετρος εκφράζει πόσο κοντά στο σχήμα του τέλειου κύκλου προσεγγιζει το σχήμα του όγκου. Παίρνει τιμές στο διάστημα [0,1] με την τιμή 0 να αντιστοιχεί σε καλοήθεις σχηματισμούς οι οποίοι έχουν σχήμα σχεδόν κυκλικό, ενώ τιμές κοντά στο 1 αντιστοιχούν σε κακοήθεις μη ομοιόμορφους σχηματισμούς των οποίων το σχήμα είναι σχεδόν ελλειπτικό ή γραμμικό.
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Εικόνα 9 : Διανύσματα για τον υπολογισμό της MRA
2) Mean Radial Angle (Μέση ακτινική γωνία): 
Για κάθε σημείο της περιμέτρου του όγκου υπολογίζουμε την γωνία a. Η παράμετρος mean radial angle ορίζεται ως το άθροισμα των τιμών της γωνίας a προς τον αριθμό των σημείων της περιμέτρου. Το διάνυσμα Ρ1 αντιπροσωπεύει την ακτινική διεύθυνση μετρούμενη απότο κέντρο μάζας του όγκου CM, ενώ το διάνυσμα Ρ2 είναι το κάθετο διάνυσμα στην εφαπτόμενη ευθεία στο σημείο τομής του Ρ1 με την περίμετρο. Η παράμετρος αυτή παίρνει τιμές στο διάστημα [0,π]. Τιμές κοντά στο 0 αντιστοιχούν σε καλοήθεις σχηματισμούς με ομοιόμορφο περίγραμμα, ενώ τις τιμές κοντά στο π αντιστοιχούν σε κακοήθεις σχηματισμούς με τραχύ περίγραμμα. Για τον υπολογισμό του κέντρου μαζας έχουμε θεωρήσει ότι κάθε ένα pixel έχει την ίδια μάζα και πυκνότητα, επομένως οι συντεταγμένες του κέντρου μάζας (x0,y0) δίνονται από τους τύπους : 
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Όπου τα xi και yi είναι οι συνεταγμένες των σημείων τα οποία ανήκουν στον όγκο, μετρούμενες από την άνω αριστερά γωνία του πίνακα ο οποίος αναπαριστά την ασπρόμαυρη εικόνα του όγκου. 
3) Circularity (Κυκλικότητα) :  
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μR είναι η μέση τιμή των ακτινικών μηκών ενός όγκου μετρούμενα από το κέντρο μάζας του όγκου και σR είναι η τυπική απόκλιση της μέσης τιμής. Η circularity (κυκλικότητα) ορίζεται ως ο λόγος των δύο αυτών παραμέτρων και παίρνει τιμές κοντά στο 0 σε περίπτωση που έχουμε κακοήθεια εξαιτίας της ανώμαλης επιφάνειάς της, ενώ για τις περιπτώσεις καλοήθων σχηματισμών η τιμή της είναι πολύ μεγάλη και ιδανικά άπειρη, με το σχήμα του όγκου να είναι σχεδόν κυκλικό και την τυπική απόκλιση σχεδόν 0.
4) Mean Normalized Radial Length (Μέσο κανονικοποιημένο ακτινικό μήκος):  
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Αφού μετρηθούν όλα τα ακτινικά μήκη μεταξύ του κέντρου μάζας και κάθε σημείου της περιμέτρου, διαιρούνται με το μέγιστο ώστε να προκύψουν οι κανονικοποιημένες τιμές τους, οπότε στην συνέχεια υπολογίζεται η μέση τιμή τους. Εξαιτίας του γεγονότος οτι οι καλοήθεις σχηματισμοί έχουν και ομαλό περίγραμμα η παράμετρος σε αυτή την περίπτωση παίρνει τιμές κοντά στο 1 (αφού όλα τα μήκη είναι σχεδόν ίσα), ενώ στην περίπτωση κακοήθων σχηματισμών με ανώμαλο περίγραμμα παίρνει τιμές κοντά στο 0.
5) Standard Deviation of Normalized Radial Length (Τυπική απόκλιση του κανονικοποιημένου ακτινικού μήκους): 
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Είναι η τυπική απόκλιση του παραπάνω συνόλου κανονικοποιημένων τιμών από την μέση τιμή τους. Επομένως, συμπεραίνουμε ότι η τυπική απόκλιση θα παίρνει τιμές κοντά στο 0 στην περίπτωση καλοήθων ευρημάτων και τιμές κοντά στο 1 σε περίπτωση που έχουμε κάποια κακοήθεια. 

6) Flatness (Επιπεδότητα) :  
[image: image26.wmf]max
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Είναι ο λόγος του μέγιστου ακτινικού μήκους (μη κανονικοποιημένου) προς το μήκος του ελάχιστου ακτινικού μήκους. Για καλοήθη ευρήματα η παράμετρος παίρνει τιμές κοντά στην μονάδα, αφού το περίγραμμα είναι ομοιόμορφο και επομένως τα μήκη δεν διαφέρουν σημαντικά μεταξύ τους. Για κακοήθη ευρήματα η τιμή αυτή είναι ιδανικά άπειρη αφού το μέγιστο με το ελάχιστο μήκος θα έχουν σημαντική διαφορά εξαιτίας του ανώμαλου περιγράμματος. 

7) Fourier Factor (Παράγοντας μετασχηματισμού Fourier): 
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[image: image29.wmf]S(N)= FFT(s(k)=x(k)+jy(k))


Θεωρώντας όλα τα σημεία του περιγράμματος του όγκου (όπως αυτός απεικονίζεται σε μια μαστγραφία) ως σημεία και τις θέσεις τους στον πίνακα ως τις συντεταγμένες τους (x,y), η παράμετρος αυτή προσπαθεί να προσεγγίσει την περίμετρο του όγκου ως ένα σημα το οποίο δίνεται από την συνάρτηση S(N). Καλοήθη ευρήματα έχουν ομαλό περίγραμμα, ενώ αντίθετα κακοήθεις σχηματισμοί έχουν ανώμαλο και τραχύ περίγραμμα. Η παράμετρος παίρνει τιμές στο διάστημα [0,1] και ειδικά κοντά στο 1 στην περίπτωση καλοήθων ευρημάτων και αντίστοιχα κοντά στο 0 στην περίπτωση κακοήθων ευρημάτων. 

8) MF1_3 :  
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Το χαρακτηριστικό αυτό βασίζεται στον υπολογισμό των ροπών χαμηλής τάξης και σχετίζεται με τις ακτινικές διευθύνσεις. Στην περίπτωση ομαλών περιγραμμάτων που προσεγγίζουν αυτό του κύκλου η τιμή του τείνει στο 0, αντίθετα, σε περιπτώσεις ανώμαλων περιγραμμάτων οι τιμές είναι αρνητικές και τείνουν στο -∞. 
9) M_c3 : 
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Για τον υπολογισμό αυτού του χαρακτηριστικού υπολογίζονται τα μήκη μεταξύ όλων των σημείων της περιμέτρου τα οποια είναι συνολικά Κ στο πλήθος. Η απόλυτη τιμή της M_c3 εκφράζει πόσο συμμετρική είναι η κατανομή των μετρημένων μηκών. Η κατανομή των μηκων είναι αρκετά συμμετρική στην περίπτωση ανώμαλου περιγράμματος, οπότε το χαρακτηριστικό αυτό παίρνει τιμές κοντά στο 0, ενώ για την περίπτωση ομαλόυ περιγράμματος καλοήθων σχηματισμών οι τιμές του κυμαίνονται κοντά στο 0.5. 
10) Fractal Dimension – Length (Κλασματική διάσταση – ως προς το μήκος): 
[image: image33.wmf]D
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Ο υπολογισμός του χαρακτηριστικού βασίζεται στον προγενέστερο υπολογισμό των μηκών μεταξύ όλων των σημείων της περιμέτρου του όγκου. Συμβολίζουμε ως PC(r) όλα τα μήκη τα οποία είναι μικρότερα από την τιμή r τα οποία ικανοποιούν την παραπάνω εξίσωσω με τον εκθετικό όρο. Για τον υπολογισμό του χαρακτηριστικού Fractal Dimension χρειάζεται να σχεδιάσουμε (ή απλά να υπολογίσουμε) τη γραφική παράσταση των log(PC(r)) συναρτήσει των τιμών log(r) και να βρούμε την κλίση D της ευθείας. Αν η τιμή του D είναι κοντά στο 0 τότε το σχήμα του όγκου είναι σχεδόν κυκλικό και ο όγκος μοιάζει αρκετά με καλοήθεια, ενώ στην περίπτωση που ο όγκος είναι κακοήθης και το περίγραμμα ακανόνιστο τότε η τιμή του D προσεγγίζει το 1. 
11) Eccentricity (Εκκεντρότητα): 
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Θεωρώντας τον όγκο ως  ελλειπτικό σχηματισμό, η εκκεντρότητα δίνεται από τον παραπάνω τύπο κατά τα γνωστά για την έλλειψη. Η παράμετρος αυτή μας δίνει μια εκτίμηση για την κατανομή της μάζας κατά μήκος μιας διεύθυνσης. Αν η περίμετρος του όγκου προσεγγίζει αυτή του κύκλου (ο όγκος είναι καλοήθης), τότε η παράμετρος παίρνει τιμές κοντά στο 0, αντιθέτως για τις περιπτώσεις ανώμαλων περιγραμμάτων κακοήθων σχηματισμών η τιμή της τείνει στο 1 (το περίγραμμα τείνει να είναι σχεδόν γραμμικό).
12) Spreadness (Διασπορά): 
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Με Α συμβολίζουμε το εμβαδόν του όγκου σε pixels. Η παράμετρος αυτή δίνει μια εκτίμηση της κατανομής της μάζας του όγκου γύρω από το κέντρο μάζας του με συντεταγμένες (x0,y0). Οι καλοήθεις σχηματισμοί εχουν ομοιόμορφη κατανομή της μάζας τους. Οι τιμές της για κακοήθεις όγκους με ακανόνιστο περίγραμμα, άρα και ανομοιόμορφη κατανομή μάζας, προσεγγίζουν το 1, ενώ στην αντίθετη περίπτωση το 0.
4.1.3 Χαρακτηριστικά υφής

Για τον χαρακτηρισμό του όγκου ως προς την υφή του χρησιμοποιούμε την πληροφορία που μας παρέχεται από το ιστόγραμμα φωτεινότητας και τα παρακάτω στατιστικά μεγέθη τα οποία βασίζονται στον υπολογισμό των στατιστικών ροπών ν-οστής τάξης. Στους μαθηματικούς τύπους που εμφανίζονται παρακάτω ο συμβολισμός zi είναι η μεταβλητή που δείχνει την φωτεινότητα, p(zi) είναι η τιμή του ιστογράμματος φωτεινότητας (ο αριθμός των pixels με φωτεινότητα zi) και L ο αριθμός των επιπέδων φωτεινότητας [47]. 
1) Mean Intensity (Μέση φωτεινότητα):  
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Η παράμετρος αυτή δίνει μια εκτίμηση της μέσης φωτεινότητας του όγκου η οποία συνδέεται άμεσα με την πυκνότητά του. Παίρνει υψηλές τιμές για πυκνούς όγκους και χαμηλότερες για όγκους χαμηλότερης πυκνότητας. 
2) Standard deviation (Τυπική απόκλιση – αντίθεση φωτεινότητας):  
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Με την παράμετρο αυτή υπολογίζεται η μέση τιμή της αντίθεσης (contrast) της εικόνας του όγκου, το οποίο μας δίνει πληροφορία σχετικά με την κατανομή της μάζας στον όγκο. Οι κακοήθεις περιπτώσεις όγκων παρουσιάζουν μεγάλη ανομοιομορφία στην κατανομή της μάζας τους οπότε, για τις περιπτώσεις αυτές η παράμετρος παίρνει υψηλές τιμές, ενώ για καλοήθεις περιπτώσεις που είναι πιο ομοιόμορφες οι τιμές της είναι χαμηλότερες.

3) Smoothness (Ομαλότητα): 
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Και αυτή η παράμετρος δίνει μια εκτίμηση για την ομοιομορφία στην κατανομή του ιστογράμματος, επομένως και για την ομαλή κατανομή της μάζας στον όγκο. Υψηλές τιμές της παραμάτρου αυτής φανερώνουν ανομοιομορφία στην κατανομή της μάζας, επομένως και μεγαλύτερη πιθανότητα ό όγκος να είναι κακοήθης. 

4) Skewness (Στρέβλωση): 
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Συνιστά ένα μέτρο της συμμετρίας του ιστογράμματος φωτεινότητας του όγκου η οποία σχετίζεται και πάλι με την κατανομή της μάζας στον όγκο. Όταν παίρνει τιμές κοντά στο 0 (ιδανικά, γιατί στην πραξη οι τιμές της είναι χαμηλές αλλά όχι μηδενικές), αυτό σημαίνει ότι το ιστόγραμμα είναι σχεδόν συμμετρικό, το οποίο συνδέεται με ομοιόμορφη κατανομή της μάζας του όγκου.  

5) Uniformity (Ομοιομορφία): 
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Μας δίνει μια εκτίμηση των περιοχών του όγκου οι οποίες έχουν διαφορετική φωτεινότητα, άρα και διαφορετική μάζα. Πολλές μικρές περιοχές καταδεικνύουν την ύπαρξη ανομοιομορφίας στην κατανομή της μάζας στον όγκο, το οποίο σημαίνει ότι κατά πάσα πιθανότητα πρόκειται για κακοήθεια. Για τις κακοήθεις περιπτώσεις οι τιμές της παραμέτρου είναι χαμηλές, ενώ για τις καλοήθεις υψηλές.
6) Entropy (Εντροπία): 
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Συνιστά ένα μέτρο τυχαιότητας και πάλι για την κατανομή της μάζας στον όγκο που εξετάζουμε. Παίρνει τιμές αρνητικές αλλά μεγάλες κατά απόλυτη τιμή, ιδανικά κοντά στο -∞ για τις περιπτώσεις καλοηθειών (πολύ χαμηλή τυχαιότητα όταν το σχήμα είναι ομοιόμορφο) και τιμές αρνητικές αλλά κοντά στο 0 για κακοήθεις περιπτώσεις (μεγάλη τυχαιότητα και ανωμαλία στο σχήμα).  
4.1.4 Fractal Ανάλυση
Τα παρακάτω χαρακτηριστικά μεγέθη τα οποία χρησιμοποιούνται στην fractal ανάλυση εικόνων για τον χαρακτηρισμό τους ως προς την υφή, βασίζονται στην καταμέτρηση του αριθμού των pixels της εικόνας τα οποία ανήκουν στο σύνορο των επιμέρους περιοχών. Στόχος είναι να εκτιμηθεί κατά πόσο το σύνορο του όγκου και ο ίδιος παρουσιάζουν ομαλούς σχηματισμούς ή αταξία στην μορφή τους (ώστε να χαρακτηριστεί ως μια φρακταλοειδής μορφή) [48]. Τα δύο μέτρα είναι:

1) Dbc:  
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 ε=εμβαδό 1 pixel
Είναι η κλασματική διάσταση (fractal dimension) η οποία στην περίπτωση αυτή προκύπτει από τον αριθμό των pixels της περιοχής ενδιαφέροντος. Με Α(ε) ορίζεται το εμβαδό της περιοχής ενδιαφέροντος μετρημένο σε μονάδες εμβαδού ενός pixel και με 
[image: image43.wmf](,)
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συμβολίζεται η φωτεινότητα στο pixel με συντεταγμένες (x,y). Με την παράσταση στο άθροισμα υπολογίζεται 
2) Dm:  
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To μέγεθος αυτό εκφράζει και πάλι την κλασματική διάσταση fractal dimension, αλλά υπολογισμένη με την μέθοδο Minkowski. Με 
[image: image45.wmf]()
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συμβολίζουμε τον όγκο μεταξύ δύο εικόνων που προκύπτουν από την επεξεργασία της περιοχής ενδιαφέροντος, έστω f, χρησιμοπιοώντας τελεστές μορφολογικής ανάλυσης για κλίμακα r. Με 
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 συμβολίζουμε αντίστοιχα την dilation και erosion της εικόνας f με ένα δομικό στοιχείο g. Το δομικό στοιχείο που χρησιμοποιήσαμε ήταν ένας κυκλικός δίσκος ακτίνας 2 εικονοστοιχείων. Αφαιρώντας το σύνολο που προκύπτει μετά την erosion από το σύνολο που προκύπτει μετά την dilation της εικόνας, το αποτέλεσμα το οποίο παίρνουμε είναι το σύνορο της εικόνας. Στην Εικόνα 11 φαίνεται ένα παράδειγμα για κάθε περίπτωση, ώστε να γίνει κατανοητό το αποτέλεσμα κάθε πράξης. 
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Εικόνα 10 : Γραφική αναπαράσταση των πράξεων Β+z , rB, BS όπου Β είναι σύνολο του επιπέδου.[49]
[image: image49.png]



Εικόνα 11 : Γραφική αναπαράσταση των πράξεων erosion (κέντρο) και dilation (δεξιά) ενός αρχικού συνόλου Χ με ένα δομικό στοιχείο (σύνολο) Β. [49]
Οι υπολογισμοί γίνονται πάνω στην ασπρόμαυρη εικόνα όπου με άσπρο συμβολίζεται η περιοχή του όγκου, η οποία είχε χρησιμοποιηθεί νωρίτερα για την απομόνωση της περιοχής του όγκου από την ασπρόμαυρη εικόνα. Αυτό γίνεται γιατί στην περίπτωση αυτή μας ενδιαφέρει το περίγραμμα του όγκου και όχι η πληροφορία για την φωτεινότητά του. Ο μαθηματικός ορισμός για κάθε μια πράξη για την περίπτωση ασπρόμαυρης εικόνας είναι: 
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όπου τα Χ,Β είναι υποσύνολα του δισδιάστατου χώρου. Με Χ συμβολίζουμε το σύνολο το οποίο θα υποστεί επεξεργασία και με Β το δομικό στοιχείο. Ειδικά για αυτές τις δύο πράξεις χρησιμοποιήσαμε τον ορισμό για να τις εφαρμόσουμε παρόλο που υπήρχαν έτοιμες οι συναρτήσεις από το MATLAB. Εξαιτίας των αντικειμενοστρεφών χαρακτηριστικών τα οποία δεν επιτρέπουν την μετατροπή του κώδικα σε εκτελέσιμο πρόγραμμα γλώσσας C.  Στην Εικόνα 12 φαίνεται ένα παράδειγμα με τα βήματα που προκύπτουν από την επεξεργασία εικόνας για το στάδιο της απομόνωσης του όγκου από την αρχική σημειωμένη περιοχή ενδιαφέροντος.
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Εικόνα 12 επάνω σειρά (αριστερά προς δεξιά) : αρχική εικόνα με σημειωμένη την περιοχή ενδιαφέροντος, δυαδική εικόνα όπου έχει απομονωθεί με άσπρο το εσωτερικό της περιοχή ενιδαφέροντος, δυαδική εικόνα του όγκου μετά την κατωφλίωση  
Εικόνα 12 κάτω σειρά (αριστερά προς δεξιά) : τελική δυαδική εικόνα του όγκου απαλλαγμένη από θόρυβο, αρχική εικόνα στην οποία φαίνεται η περιοχή που τελικά απομονώθηκε ως όγκος, λεπτομερές περίγραμμα του όγκου που απομονώθηκε επάνω στην αρχική εικόνα 
4.2 Μοντέλα εξόρυξης γνώσης  (Data Mining Models)


Το στάδιο το οποίο ακολουθεί την ανάλυση εικόνας είναι η χρήση τεχνικών εξόρυξης δεδομένων για την δημιουργία και εκπαίδευση ενός στατιστικού μαθηματικού μοντέλου το οποίο θα είναι υπεύθυνο για την εκτίμηση της παθογένειας του όγκου της περιοχής ενδιαφέροντος. 

Οι τεχνικές εξόρυξης δεδομένων βασίζονται στην ανάλυση δεδομένων με σκοπό την εύρεση επαναλαμβανόμενων μοτίβων ή συσχετισμών μεταξύ των δεδομένων τα οποία βρίσκονται αποθηκευμένα σε μία βάση και έχουν συλλεγεί κατά την διάρκεια μεγάλων χρονικών διαστημάτων. Αυτή η συλλογή αποτελεί εναν πολύ μεγάλο όγκο πληροφοριών οι οποίες όμως δεν παρέχουν κάποια γνώση λόγω της μη επεξεργασμένης μορφής στην οποία βρίσκονται. Το γεγονός ότι ο όγκος αυτός των πληροφοριών γίνεται ολοένα και μεγαλύτερος με γρήγορους ρυθμούς καθιστά ακόμα πιο δύσκολη την επεξεργασία τους, ενώ μειώνει και την πρακτική χρηστικοτητά τους. Ο σκοπός που εξυπηρετείται μέσω της εξόρυξης δεδομένων είναι η εξαγωγή εκμεταλλεύσιμης γνώσης, συσχετισμών και μοτίβων από τα διαθέσιμα δεδομένα με τρόπο πλήρως ή μερικώς αυτοματοποιημένο και όσο το δυνατό σε λιγότερο χρόνο. Οι τεχνικές και οι αλγόριθμοι που χρησιμοποιούνται για εξόρυξη δεδομένων εφαρμόζονται σε πολλούς τομείς και όπως αναφέραμε ήδη στο Κεφάλαιο 3 έχουν βρει και εφαρμογή στον τομέα της λήψης ιατρικών αποφάσεων.

 Οι διαφορετικές κατηγορίες εξόρυξης γνώσης είναι οι ακόλουθες [50]:

· Κατηγοριοποίηση (Classification): Η κατηγοριοποίηση αφορά την ανάθεση μιας εξεταζόμενης περίπτωσης σε ένα σύνολο βάσει ενός χαρακτηριστικού το οποίο πρέπει να προβλεφθεί.

· Συσταδοποίηση (Clustering): Είναι γνωστή και ως κατάτμηση (segmentation). Χρησιμοποιείται για την ανίχνευση όμοιων ομάδων βάσει ενός συνόλου χαρακτηριστικών τα οποία είναι κοινά μεταξύ των στοιχείων κάθε ομάδας.

· Συσχέτιση (Association): Περιλαμβάνει κυρίως την εξαγωγή κανόνων της μορφής Α,Β(Γ στους οποίους η τιμή Γ προβλέπεται με κάποια πιθανότητα (εμπιστοσύνη).

· Οπισθοδρόμηση (Regression): Είναι παρόμοια με την κατηγοριοποίηση αλλά διαφοροποιείται στο ότι το χαρακτηριστικό το οποίο πρέπει να προβλεφθεί είναι συνεχής αριθμός και όχι μια τιμή της μορφής  Ναι/Όχι.
· Πρόβλεψη (Forecasting): Λαμβάνει ως είσοδο ένα σύνολο χρονοσειρών, δηλαδή ακολουθίες τιμών που εξελίσσονται χρονικά, οι οποίες περιέχουν κάποιο χρονοεξαρτώμενο συμπέρασμα ή παρατήρηση για γειτονικά στοιχεία της ακολουθίας. Μέσω των παρατηρήσεων αυτών εξάγονται συμπεράσματα για τις τιμές της ακολουθίας οι οποίες θα προκύψουν μελλοντικά.

· Ακολουθιακή ανάλυση (Sequence Analysis): Χρησιμοποιείται για την εύρεση επαναλαμβανόμενων μοτίβων σε διακριτές σειρές τιμών. Κάθε ακολουθία αποτελείται από σειρές διακριτών τιμών (καταστάσεις). Είναι παρόμοια με την συσχέτιση με την διαφορά ότι στην συσχέτιση αναζητούμε κανόνες που συσχετίζουν μεταξύ τους διαφορετικές καταστάσεις, ενώ στην ακολουθιακή ανάλυση εξετάζονται οι μεταβάσεις από την μια κατάσταση στην άλλη.
· Ανάλυση αποκλίσεων (Deviation Analysis): Η κατηγορία αυτή ανάλυσης δεδομένων χρησιμοποιείται για την εύρεση εκείνων των σπάνιων περιπτώσεων οι οποίες συμπεριφέρονται πολύ διαφορετικά από άλλες ή απότομων μεταβάσεων και αποκλίσεων από μια συνηθισμένη συμπεριφορά.

Για την παρούσα εφαρμογή χρησιμοποιήθηκαν τεχνικές κατηγοριοποίησης (classification) η οποία είναι από τις πλέον συνηθισμένες κατηγορίες στην εξόρυξη δεδομένων. Η κατηγοριοποίηση αναφέρεται στην τοποθέτηση των εξεταζόμενων περιπτώσεων σε κατηγορίες βάσει συγκεκριμένων χαρακτηριστικών τα οποία παρουσιάζει. Αναλύοντας δηλαδή τα χαρακτηριστικά και τις τιμές τους, ζητείται να προβλεφθεί ένα αποτέλεσμα το οποίο υποδεικνύει την ζητούμενη κατηγορία. Αυτό το οποίο απαιτείται για την ανάλυση είναι η εύρεση ενός μοντέλου το οποίο περιγράφει το αποτέλεσμα που χρειάζεται να προβλεφθεί ώς την έξοδο μιας συνάρτησης πολλών μεταβλητών οι οποίες είναι οι τιμές των χαρακτηριστικών της περίπτωσης που θέλουμε να κατηγοριοποιήσουμε. Για την εκπαίδευση του μοντέλου κατάταξης χρειάζεται να γνωρίζουμε το είδος των χαρακτηριστικών εισόδου, το είδος της παραμέτρου που θα προβλεφθεί και τις τιμές τους. Οι τιμές αυτές μπορούν να ανακτηθούν από κάποιο αρχικό σύνολο περιπτώσεων οι οποίες είναι ήδη γνωστές και έχουν κατηγοριοποιηθει. Οι αλγόριθμοι που χρησιμοποιούνται σε αυτή την περίπτωση και για να εκπαιδεύσουν το μοντέλο χρειάζονται τόσο τις τιμές εισόδου όσο και την τιμή της εξόδου για κάθε είσοδο ανήκουν στην κατηγορία των αλγορίθμων εκπαίδευσης με επίβλεψη. Τυπικά παραδείγματα των αλγορίθμων αυτών τα οποία θα χρησιμοποιήσουμε είναι τα δέντρα απόφασης, τα νευρωνικά δίκτυα και ο Naïve Bayes. 

Η διαδιακασία της εξόρυξης δεδομένων περιλαμβάνει μια σειρά από βήματα τα οποία είναι απαραίτητο να γίνουν, τα οποία έχουν καθοριστεί από το πρότυπο CRISP-DM και αφορούν γενικότερα τον κύκλο ζωής ενός μοντέλου :

1) Domain Understanding (Κατανόηση του πεδίου έρευνας): Είναι η αρχική φάση η οποία περιλαμβάνει την κατανόηση των στόχων και των απαιτήσεων της εργασίας, οι οποίοι μετετρέπονται σε έναν ορισμό προβλήματος εξόρυξης δεδομένων, ενώ στην συνέχεια καταρτίζεται και ένα πλάνο προς επίτευξη των στόχων αυτών. Η φάση αυτή όσον αφορά την παρούσα εργασία έχει ήδη αναλυθεί σε προγενέστερα κεφάλαια.
2) Data Understanding – Data Collection (Κατανόηση και συλλογή δεδομένων): Τα δεδομένα τα οποία χρειάζονται για την ανάλυση μπορεί να είναι αποθηκευμένα σε πολλά διαφορετικά μέσα ή βάσεις δεδομένων και είναι αναγκαίο να συγκεντρωθούν και να οργανωθούν με κατάλληλο τρόπο ώστε να είναι εκμεταλλεύσιμα. Πολλές φορές αν δεν υπάρχουν ήδη έτοιμα σε κάποια αποθήκη δεδομένων (data warehouse) είναι πιθανό να χρειαστεί η κατασκευή της. Ακολουθεί η κατανόηση των δεδομένων η οποία περιλαμβάνει την εξοικείωση με τον τύπο των δεδομένων, τις τιμές τους και τι εκφράζουν αυτά. Επίσης, περιλαμβάνει την εύρεση ποιοτικών προβλημάτων τα οποία σχετίζονται με τα δεδομένα, την εύρεση κάποιων πρώτων συσχετισμών καθώς και την διατύπωση υποθέσεων σχετικά με πιθανές κρυμμένες πληροφορίες. Στην περίπτωσή μας τα δεδομένα τα οποία αφορούν τις παραμέτρους που θα χρησιμοποιηθούν για την πρόβλεψη είναι απλές αριθμητικές τιμές και η εξαρτημένη μεταβλητή που αποτελεί την διάγνωση μπορεί να έχει δύο τιμές : καλοήθεια (συμβολίζεται με 0) και κακοήθεια (συμβολίζεται με 1). Το τι αντιπροσωπεύει καθένα από τα χαρακτηριστικά εισόδου και τι αναμένεται να έχουμε ως αποτέλεσμα έχει ήδη αναλυθεί στην προηγούμενη παράγραφο, ενώ οι προϋποθέσεις που πρέπει να πληρούν τα δεδομένα, στην ουσία το σύνολο δεδομένων αναλύονται στην συνέχεια στην παράγραφο 4.5. Ακόμη, εκτός από την βάση δεδομένων χρησιμοποιούμε και μια αποθήκη δεδομένων η οποία περιέχει όλα τα δεδομένα της βάσης σε μη επεξεργασμένη μορφή. Η αποθήκη δεδομένων αυτή παρουσιάζει το πλεονέκτημα ότι εκτελεί σε πολύ μικρό χρόνο πολύπλοκες ερωτήσεις λόγω του αποδοτικού σχεδιασμού και της βελτιστοποίησής της που βασίστηκαν στην μορφή των ερωτήσεων οι οποίες χρησιμοποιούνται κατά κανόνα.
3) Data preparation (Προετοιμασία-προεπεξεργασία δεδομένων) : Η φάση αυτή καλύπτει όλες τις ενέργειες που πρέπει να γίνουν προκειμένου να προκύψει το τελικό σύνολο τιμών δεδομένων από τα αρχικά δεδομένα το οποίο και θα δοθεί στο μοντέλο. Είναι πιθανό να επαναληφθεί πολλές φορές προκειμένου να προκύψει ένα αξιόπιστο σύνολο και περιλαμβάνει περαιτέρω υποφάσεις επεξεργασίας όπως:
· Μετατροπή του τύπου των δεδομένων: μετατροπή ενός τύπου δεδομένων σε διαφορετική αναπαράσταση (πχ ένας ακέραιος σε κινητής υποδιαστολής ή μια λογική μεταβλητή σε ακέραιο αριθμό)

· Διακριτοποίηση συνεχών τιμών: οι τιμές οι οποίες είναι συνεχείς στρογγυλοποιούνται σε κάποιες κβαντισμένες τιμές οι οποίες ορίζονται βάσει του εύρους των τιμών

· Ομαδοποίηση: σε περιπτώσεις που υπάρχουν πολλές διακριτές τιμές για ένα χαρακτηριστικό, προκειμένου να ελαττωθεί η πολυπλοκότητα του μοντέλου αυτές ομαδοποιούνται σε σύνολα.
· Διαχείριση κενών τιμών: είναι πιθανό κάποια δεδομένα να λείπουν για διάφορους λόγους από τις εγραφές της αποθήκης δεδομένων. Αυτά πρέπει να συμπληρωθούν. Συνήθως συμπληρώνονται με την συχνότερη τιμή που παρατηρείται για το χαρακτηριστικό αυτό. Στην περίπτωσή μας έχουμε φροντίσει ώστε να μην υπάρχουν κενές τιμές στο σύνολο δεδομένων που θα δοθεί στο μοντέλο, αφού για κάθε εικόνα υπολογίζονται και ορίζονται όλες οι αναγκαίες τιμές.
· Αφαίρεση ακραίων τιμών: είναι πιθανό στο σύνολο δεδομένων να υπάρχουν κάποιες ακραίες τιμές οι οποίες μπορούν να αλλοιώσουν την εγκυρότητα των δεδομένων. Για το λόγο αυτό στο στάδιο αυτό της ανάλυσης εντοπίζονται αυτές οι τιμές και αφαιρούνται από το σύνολο, δηλαδή αν για κάποια περίπτωση η τιμή ενός χαρακτηριστικού επισημανθεί ως ακραία τιμή, η περίπτωση αυτή θα εξαιρεθεί από το σύνολο. Το στάδιο αυτό αναφέρεται και ως ανίχνευση ανωμαλιών (anomaly detection).
4) Μοντελοποίηση: είναι το κύριο στάδιο κατά το οποίο επιλέγουμε ποιο μοντέλο (στην ουσία ποιον αλγόριθμο εκπαίδευσης) θα χρησιμοποιήσουμε και καθορίζουμε τις παραμέτρους του αλγορίθμου προκειμένου να πετύχουμε το βελτιστο αποτέλεσμα. Είναι δυνατό κάποια μοντέλα να απαιτούν συγκεκριμένη μορφή των δεδομένων οπότε ίσως χρειαστεί η μετάβαση στο προηγούμενο στάδιο. Στην συνέχεια της παραγράφου αυτής θα αναλύσουμε με μεγαλύτερη ακρίβεια τα μοντέλα τα οποία θα χρησιμοποιήσουμε.
5) Εκτίμηση-Αποτίμηση: είναι το στάδιο κατά το οποίο γίνεται η εκτίμηση της αποτελεσματικότητας του μοντέλου και κατά πόσο πλέον αυτό είναι κατάλληλο για το πρόβλημα το οποίο καλούμαστε να επιλύσουμε. Ο έλεγχος γίνεται συνήθως παρέχοντας στο μοντέλο άγνωστα δεδομένα τα οποία δεν έχουν χρησιμοποιηθεί για την εκπαίδευση οι οποίες όμως έχουν ήδη κατηγοριοποιηθεί. Βάσει των αποτελεσμάτων που θα δόσει το μοντέλο εξάγεται το ποσοστό επιτυχίας και αποτυχίας το οποίο χαρακτηρίζει και το πόσο αποτελεσματικό είναι. Στο στάδιο αυτό όσον αφορά τις περιπτώσεις που τα αποτελέσματα δεν είναι ικανοποιητικά, γίνονται εμφανείς πιθανοί παράγοντες οι οποίοι δεν είχαν ληφθεί υπόψη στην αρχή της ανάλυσης, ώστε να επαναπροσδιοριστούν για να γίνουν οι κατάλληλες διορθώσεις.
6) Αξιοποίηση: αποτελεί το τελευταίο στάδιο της εξόρυξης δεδομένων και περιλαμβάνει την παρουσίαση των αποτελεσμάτων με τρόπο κατάλληλο, εκμεταλλεύσιμο και κατανοητό από τον τελικό χρήστη. Μπορεί να είναι είτε μια απλή αναφορά ή ένα διάγραμμα έως και μια επαναλαμβανόμενη διεργασία εξόρυξης δεδομένων.


Σημειώνεται ότι επειδή τα δεδομένα αυξάνονται με το χρόνο και αλλάζουν, προκύπτει η ανάγκη το μοντέλο να επανεκπαιδεύεται τακτικά και να επαναπροσδιορίζονται οι παράμετροί του ώστε να συμφωνούν με τα νέα δεδομένα. Με τον τρόπο αυτό το μοντέλο τείνει να ανταποκρίνεται με μεγαλύτερη ακρίβεια στην πραγματικότητα και να αυξάνει ή τουλάχιστον να διατηρεί το ποσοστό επιτυχίας του. Αυτό είναι κάτι το οποίο έχει ληφθεί υπόψη στον σχεδιασμό του συστήματος και μπορεί να πραγματοποιηθεί χρησιμοποιώντας ένα .dll αρχείο το οποίο θα εκτελείται κατά διαστήματα.
Για την μοντελοποίηση και ανάλυση των δεδομένων χρησιμοποιήσαμε τα λογισμικά πακέτα Microsoft Business Intelligence Studio 2005 που αποτελεί μέρος του SSIS (SQL Server Integration Services) και το SPSS Clementine 10, τα οποία παρέχουν τους παραπάνω αλγορίθμους  για την εκπαίδευση του κάθε μοντέλου καθώς και εργαλεία για την προεπεξεργασία των δεδομένων πριν την ανάλυση. Στην ανάλυση και την υλοποίηση θα χρησιμοποιηθούν περισσότερα του ενός μοντέλα προκειμένου να συγκρίνουμε την απόδοση και την διαγνωστική ικανότητα του καθενός, αλλά και για να δώσουμε στο τελικό σύστημα λήψης αποφάσεων μεγαλύτερη εγκυρότητα, αφού το αποτέλεσμα της διάγνωσης θα παρέχεται από διαφορετικές μεθόδους ανάλυσης.  
Οι αλγόριθμοι οι οποίοι χρησιμοποιούνται για την εξόρυξη δεδομένων παρουσιάζουν μεγάλη ευαισθησία ως προς τον αριθμό των χαρακτηριστικών που δίνονται ως είσοδοι. Ένας πολύ μεγάλος αριθμός χαρακτηριστικών εισόδου απαιτούν μεγάλο μέρος της μνήμης και του επεξεργαστή, ενώ δεν είναι όλα τα χαρακτηριστικά της ίδιας σημασίας όσον αφορά την ακρίβεια και την βαρύτητά τους στο αποτέλεσμα της πρόβλεψης. Για το λόγο αυτό κάθε φορά πριν την εφαρμογή του αλγορίθμου εκπαίδευσης λαμβάνει χώρα ένας άλλος αλγόριθμος επιλογής χαρακτηριστικών γνωστός και ως Feature Selection ο οποίος επιλέγει ένα υποσύνολο των χαρακτηριστικών τα οποία έχουν την μεγαλύτερη βαρύτητα ως προς το τελικό αποτέλεσμα προκειμένου να μειώνεται ο χρόνος επεξεργασίας χωρίς σημαντικές απώλειες στην ακρίβεια του μοντέλου, κάτι το οποίο έχει αναφερθεί και νωρίτερα και όριζεται από το πρότυπο CRISP-DM. Συνήθως χρησιμοποιούνται στατιστικές συναρτήσεις βασιζόμενες στην θεωρία του Bayes (Bayesian score ή entropy) οι οποίες υπολογίζουν την επίδραση κάθε χαρακτηριστικού εισόδου στην μεταβλητή εξόδου και στην συνέχεια επιλέγουν τα σημαντικότερα χαρακτηριστικά για την μοντελοποίηση [51]. Ειδικά για την περίπτωση του SPSS, μετα την επιλογή δίνεται στον χρήστη μια λίστα με τα χαρακτηριστικά και το ποσοστό βαρύτητάς τους, ενώ αναφέρεται και ποια από αυτά είναι σημαντικά, μέτριας σημασίας ή ασήμαντα. Στην περίπτωση όμως του Business Intelligence Studio η διαδικασία του Feature Selection είναι ενσωματωμένη στον αλγόριθμο εκπαίδευσης και γίνεται αυτόματα [50]. 
4.2.1 Νευρωνικό δίκτυο (ΝΝ) 

Ένα νευρωνικό δίκτυο είναι ένα απλό μοντέλο βασισμένο στον τρόπο λειτουργίας των νευρώνων του εγκεφάλου. Μαθηματικά μπορεί να περιγραφεί ως ένας κατευθυνόμενος γράφος με βάρη χωρίς κύκλους. Οι κόμβοι του, οι οποίοι είναι και οι μονάδες επεξεργασίας, ονομάζονται νευρώνες και μπορεί να είναι 3 ειδών: εισόδου, εξόδου και κρυφοί, ενώ κάθε ακμή συνδέει δύο κόμβους μεταξύ τους συσχετίζοντάς τους με ένα βάρος (η ακμή αντιπροσωπεύει το βάρος) και η κατεύθυνσή της υποδεικνύει την ροή των δεδομένων κατά την διαδικασία της πρόβλεψης . Στην ακόλουθη εικόνα φαίνεται η γενική μορφή ενός νεωρωνικού δικτύου και ενός νευρώνα [50]. 
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Νευρωνικό δίκτυο (αριστερά προς τα δεξιά): Γενική μορφή νευρωνικού δικτύου και νευρώνα
Οι κόμβοι εισόδου ανήκουν στο πρώτο επίπεδο του δικτύου και κάθε ένας από αυτούς αντιπροσωπεύει και μία μεταβλητή εισόδου. Στα επόμενα επίπεδα ανήκουν οι κρυφοί κόμβοι οι οποίοι μεταφέρουν τα δεδομένα από το επίπεδο εισόδου ή κάποιο προηγούμενο επίπεδο στο επόμενο, αφού πολλαπλασιάσουν κάθε τιμή που λαμβανουν με το βάρος της αντίστοιχης ακμής και εκτελέσουν συμπληρωματικούς υπολογισμούς. Οι εν λόγω κόμβοι είναι ιδιαίτερης σημασίας διότι καθιστούν το δίκτυο ικανό να εκπαιδευτεί σε μη γραμμικές σχέσεις. Οι κομβοι του επιπέδου εξόδου αντιστοιχούν στα χαρακτηριστικά τα οποία είναι τα ζητούμενα για να προβλεφθούν. Στην έξοδο κάθε κόμβου ενεργοποιείται η τιμή εξόδου μέσω κατάλληλης συνάρτησης. Η συνάρτηση ενεργοποίησης η οποία χρησιμοποιείται συνήθως είναι η σιγμοειδής και η υπερβολική εφαπτομένη tanh και δίνοται από τις παρακάτω εξισώσεις:
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Η δομή του δικτύου που περιγράφουμε αναφέρεται στο δίκτυο ευθείας ανατροφοδότησης στο οποίο η ροή των δεδομένων ακολουθεί μια συγκεκριμένη κατεύθυνση. Η διαδικασία της εκπαίδευσης ενός δικτύου συνίσταται στην εύρεση του βέλτιστου συνόλου βαρών για τις ακμές του δικτύου και μπορούν να γίνουν πολλές επαναλήψεις του αλγορίθμου μέχρι να βρεθεί το βέλτιστο σύνολο. Η διαδικασία σταματά όταν πληρείται μια συνθήκη τερματισμού ή όταν ο αλγόριθμος εκτελέσει έναν μέγιστο αριθμό επαναλήψεων. Για κάθε μια επανάληψη υπολογίζονται ανάλογα με τις τιμές του συνόλου εκπαίδευσης που δόθηκαν, τα βάρη για τις ακμές και στην συνέχεια υπολογίζεται το σφάλμα πρόβεψης το οποίο χρειάζεται για την επόμενη επανάληψη ώστε να γίνει καλύτερα η προσαρμογή των τιμών των βαρών στους επόμενους υπολογισμούς και να αυξηθεί η ικανότητα πρόβλεψης με ακρίβεια του δικτύου. Επειδή το σφάλμα ανατροφοδοτεί την επόμενη επανάληψη, η μέθοδος εκπαίδευσης χαρακτηρίζεται μέθοδος με οπισθοδιάδοση του σφάλματος (back propagation of error). Για την εκπαίδευση του μοντέλου χρησιμοποιήθηκαν και τα δύο λογισμικά περιβάλλοντα ανάλυσης. Η υλοποίηση κάθε μοντέλου και τα αποτελέσματα που προέκυψαν δίνονται στο επόμενο κεφάλαιο [50,51]. 
4.2.2 Decision Tree (DT)


Τα δέντρα απόφασης συνιστούν μοντέλα τα οπoία δίνουν την δυνατότητα της ανάπτυξης συστημάτων κατηγοριοποίησης τα οποία μπορούν να προβλέπουν και να κατηγοριοποιούν μελλοντικές καταστάσεις βασιζόμενα σε ένα σύνολο κανόνων απόφασης (decision rules). Η βασική ιδέα των δέντρων απόφασης είναι ο διαχωρισμός των δεδομένων αναδρομικά σε υποσύνολα ώστε κάθε ένα από αυτά να περιέχει ομοειδείς καταστάσεις της μεταβλητής της οποίας την τιμή θελουμε να προβλέψουμε. Σε κάθε σημείο στο οποίο το δέντρο διαχωρίζεται σε κλάδους, όλα τα χαρακτηριστικά εισόδου εκτιμώνται για να βρεθεί η επίδρασή τους στην μεταβλητή εξόδου, έτσι κάθε ένα μονοπάτι του δέντρου συνιστά και έναν κανόνα απόφασης. Στην ακόλουθη εικόνα φαίνεται η γενική μορφή ενός δέντρου απόφασης [51].
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Δέντρο απόφασης : Γενική μορφή ενός δέντρου απόφασης
Βασικά πλεονεκτήματα της μεθόδου αυτής είναι η ταχύτητα με την οποία κατασκευάζεται το δέντρο και η ευκολία στον τρόπο ερμηνείας τους καθώς η λογική με την οποία έχει κατασκευαστεί το δέντρο είναι εμφανής στο τελικό διάγραμμα. Ένα ακόμη σημαντικό πλεονέκτημα είναι ότι ο αλγόριθμος εκπαίδευσης λαμβάνει υπόψη του μόνο εκείνες τις μεταβλητές εισόδου οι οποίες είναι οι πιο βασικές και καθοριστικές για την εξαγωγή ακριβούς διάγνωσης, ενώ όλες οι υπόλοιπες αγνοούνται. Για την κατηγοριοποίηση και την κατάτμηση των δεδομένων του συνόλου εκπαιδευσης μπορούν να χρησιμοποιθούν πολλοί διαφορετικοί αλγόριθμοι οι οποίοι σε γενικές γραμμές βασίζονται στην ίδια ιδέα της εύρεσης εκείνης της μεταβλητής εισόδου που δίνει το βέλτιστο αποτέλεσμα πρόβλεψης ή κατάταξης αν θεωρηθεί ότι το σύνολο δεδομένων χωρίζεται σε υποσύνολα. Όπως και στην προηγούμενη έτσι και για αυτή την περίπτωση η διαδικασία εκπαίδευσης είναι αναδρομική και διαχωρίζει το αρχικό σύνολο σε υποσύνολα, ενώ σταματά όταν πλέον έχει κατασκευαστεί όλο το δέντρο απόφασης κάτι το οποίο καθορίζεται από κατάλληλα κριτήρια τερματισμού [51]. Οι διαφορετικοί αλγόριθμοι βάσει των οποίων γίνεται η κατασκευή του δέντρου που θα χρησιμοποιηθούν είναι οι ακόλουθοι:

· Classification and Regression Tree (C&RT): Η μέθοδος αυτή χρησιμοποιεί αναδρομική διαμέριση ώστε να διασπάσει το σύνολο που χρησιμοποιείται για την εκπαίδευση σε υποσύνολα ώστε σε κάθε επανάληψη να μεγιστοποιείται η ακεραιότητα ενός κόμβου του δέντρου. Ένας κόμβος θεωρείται ακέραιος όταν το 100% των περιπτώσεων που αντιστοιχούν σην μεταβλητή την οποία αναπαριστά ο κόμβος ανήκουν σε μια συγκεκριμένη κατηγορία από τις πιθανές που μπορούν να προκύψουν ως έξοδοι. Οι μεταβλητές εισόδου αλλά και η μεταβλητή την οποία ζητούμε να προβλέψουμε μπορούν να παίρνουν είτε συνεχείς είτε διακριτές τιμές αφού κάθε διαμέριση είναι δυαδική, δηλαδή δύο υποομάδες δημιουργούνται σε κάθε επανάληψη, άρα κάθε κόμβος του δέντρου θα έχει δύο παιδιά οπότε το δέντρο το οποίο θα προκύψει θα είναι δυαδικό.
· CHAID (Chi-squared Automatic Interaction Detector): Ο αλγόριθμος αυτός χρησιμοποιεί chi-square analysis για να υπολογίσει ποιά θα είναι η βέλτιση διαμέριση του συνόλου ή των υποσυνόλων σε κάθε επανάληψη. Το δέντρο το οποίο προκύπτει από την διαμέριση δεν είναι απαραίτητα δυαδικό, το οποίο σημαίνει ότι κάθε κόμβος μπορεί να έχει περισσότερα από δύο παιδιά, ενώ σε επίπεδο του συνόλου δεδομένων η ερμηνεία είναι ότι σε κάθε επανάληψη μπορεί να υπάρχουν περισσότερες από δύο βέλτιστες διαμερίσεις. Όμοια με τις προηγούμενες, έτσι και σε αυτή την περίπτωση οι μεταβλητές εισόδου και η μεταβλητή προς πρόβλεψη μπορούν να έχουν συνεχείς ή διακριτές τιμές. Υπάρχει , επίσης και μια βελτίωση του αλγορίθμου η exhaustive CHAID η οποία εξετάζει όλες τις πιθανές διαμερίσεις σε κάθε επανάληψη, αλλά είναι αρκετά πιο χρονοβόρα σε σχέση με την απλή υλοποίηση. 
· C5.0: Ο αλγόριθμος κατασκευάζει είτε ένα σύνολο κανόνων ή ένα δέντρο απόφασης. Η διαμέριση των συνόλων σε κάθε επανάληψη γίνεται βάσει εκείνης της μεταβλητής εισόδου η οποία έχει το μεγαλύτερο κέρδος ως προς την πληροφορία την οποία παρέχει. Η μεταβλητή εξόδου την οποία θα προβλέψουμε με το μοντέλο πρέπει για τον αλγόριθμο αυτό να παίρνει διακριτές τιμές. Το δέντρο το οποίο προκύπτει δεν είναι απαραίτητα δυαδικό, αφού μπορεί σε κάθε επανάληψη να προκύψουν περισσότερες των δύο διαμερίσεις [51]. 
4.2.3 Naïve Bayes (NB)


Ο αλγόριθμος αυτός βασιζεται στην εφαρμογή του θεωρήματος του Bayes κάνοντας χρήση συνδυασμού πιθανοτήτων υπό συνθήκηκαι μη βασιζόμενος σε υποθέσεις ισχυρής ανεξαρτησίας μεταξύ των ενδεχομένων τα οποία εξετάζει. Ο αλγόριθμος εκπαιδεύει το μοντέλο υπολογίζοντας τις αυτοσυσχετίσεις μεταξύ της μεταβλητής που θα προβλεφθεί και των μεταβλητών εισόδου και δίνει την δυνατότητα να δημιουργηθούν χωρίς μεγάλο υπολογιστικό κόστος μοντέλα τα οποία παρέχουν την δυνατότητα πρόβλεψης της τιμής κάποιας μεταβλητής. Λόγω της ακρίβειας του πιθανοτικού μοντέλου, οι ταξινομητές μπορούν να εκπαιδευτούν αποτελεσματικά χρησιμοποιώντας επιβλεπόμενη μάθηση, όπως γίνεται και για τα παραπάνω μοντέλα πρόβλεψης. Σε αρκετές πρακτικές εφαρμογές τα Νaïve Bayes μοντέλα χρησιμοποιούν το νόμο της μέγιστης πιθανοφάνειας χωρίς να λαμβάνουν υπόψη την θεωρία του Bayes. Ο μαθηματικός ορισμός του πιθανοτικού μοντέλου που διατυπώθηκε από τον Bayes εκφράζεται από τον ακόλουθο τύπο:
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Όπου C είναι η μεταβλητή της οποίας την τιμή ζητούμε να προβλέψουμε και Fi συμβολίζονται οι μεταβλητές τις οποίες έχουμε ως εισόδους. Το μοντέλο αυτό εκπαιδεύτηκε για την εργασία μας χρησιμοποιώντας το περιβάλλον Business Intelligence Studio [52].
4.3 Οργάνωση της βάσης δεδομένων και του συστήματος αρχείων

Προκειμένου οι πληροφορίες οι οποίες διαχειρίζονται από το σύστημα να είναι αποθηκευμένες με τρόπο αποδοτικό και σε εκμεταλλεύσιμη μορφή από τις επιμέρους εφαρμογές, επιλέγουμε να αποθηκεύσουμε όλα τα δεδομένα μας σε μία σχεσιακή βάση δεδομένων καθώς και αντίγραφα των εικόνων σε ειδικούς φακέλους στο σύστημα αρχείων.  

Ήδη έχουμε αναφέρει νωρίτερα ότι για το κομμάτι της επεξεργασίας εικόνας κατά το οποίο υπολογίζουμε τα χαρακτηριστικά για ένα σύνολο δεδομένων το οποίο θα χρησιμοποιηθεί για την εκπαίδευση του μοντέλου, έχουμε αποθηκεύσει τις εικόνες του αρχικού συνόλου δεδομένων κατά ειδικό τρόπο ώστε να είναι δυνατό να διαβαστούν από το MATLAB άμεσα αφού δεν καθίσταται δυνατό να διαβαστούν από την βάση δεδομένων. Ειδικότερα, έχουμε οργανώσει το σύνολο δεδομένων σε δύο φακέλους malignant και benign ανάλογα μα την παθολογία του κάθε όγκου, την οποία και γνωρίζουμε ήδη. Σε κάθε φάκελο είναι δυνατό να υπάρχουν εικόνες .bmp, .jpg και .gif αλλά κάθε μια έχει ξεχωριστό όνομα ανεξάρτητα από το πρότυπο βάσει του οποίου έχει κωδικοποιηθεί.
Ακόμη έχουμε δημιουργήσει δύο ειδικούς φακέλους οι οποίοι θα αποθηκεύουν όλες τις εικόνες που εισάγονται στο σύστημα. Ο ένας αποθηκεύει τις εικόνες που εισάγονται πριν σημειωθούν σε αυτές οι περιοχές ενδιαφέροντος (ROIs) και ο δεύτερος αποθηκεύει τις εικόνες μετά την επισήμανσή τους. Οι εικόνες αποθηκεύονται σε .bmp format και το όνομά τους είναι και το μοναδικό MID mammogram id το οποίο τις ταυτοποιεί μοναδικά.

Επειδή όμως το σύστημά μας είναι διαδικτυακό και σε αυτό εκτός από τις εικόνες αποθηκεύουμε τα αποτελέσματα από κάθε ανάλυση, καθώς και τα προσωπικά στοιχεία ασθενών και γιατρών, είναι αναγκαίο για λόγους ασφαλείας και σωστής διαχείρισης των δεδομένων, να χρησιμοποιήσουμε μια βάση δεδομένων για την αποθήκευση των πληροφοριών αυτών, η οποία έχει το ρόλο του κύριου τμήματος ααποθήκευσης και online επεξεργασίας των συναλλαγών που πραγματοποιούνται από τους χρήστες (On-Line Transaction Processing - OLAP). Η βάση δεδομένων χρησιμοποιείται και για την εκπαίδευση του μοντέλου, κάτι το οποίο επιταχύνει την διαδικασία αυτή , αφού οι υπολογισμοί των χαρακτηριστικών του συνόλου δεδομένων  το οποίο προϋπήρχε δεν χρειάζεται να επαναλαμβάνονται άσκοπα εάν υπάρχουν ήδη έτοιμοι από προηγούμενες φορές κατά τις οποίες εκπαιδεύτηκε το μοντέλο. Βασιστήκαμε στο σχεσιακό μοντέλο σχεδίασης αφού κάθε μια σχέση (πίνακας) της βάσης θα χρησιμοποιηθεί για λόγους αποθήκευσης των πληροφοριών χωρίς να υπάρχει περαιτέρω ανάγκη για πολύπλοκες λειτουργίες, ώστε να στραφούμε σε άλλα μοντέλα σχεδίασης. Ειδικά για την περίπτωση που θέλουμε να εκπαιδεύσουμε το μοντέλο όταν χρησιμοποιούμε το λογισμικό Microsoft Business Intelligence Studio 2005 είναι απαραίτητο να χρησιμοποιήσουμε έναν πίνακα βάσης δεδομένων. Το RDBMS το οποίο χρησιμοποιούμε είναι ο Microsoft SQL Server 2005 Enterprise Edition. Το σχεσιακό σχήμα του πίνακα της βάσης δεδομένων φαίνεται στην Εικόνα 13. Παραθέτουμε συνοπτικά τα δεδομένα που αποθηκεύονται σε κάθε ένα πεδίο των πινάκων της βάσης δεδομένων, καθώς και τον τρόπο με τον οποίο αυτά σχετίζονται μεταξύ τους.
Patients Table

Είναι ο πίνακας-σχέση ο οποίος αντιπροσωπεύει την οντότητα της ασθενούς και σε αυτόν αποθηκεύονται τα προσωπικά στοιχεία τα οποία αφορούν αποκλειστικά την ασθενή. Τα πεδία της σχέσης είναι τα ακόλουθα:
· PatientID: είναι το πρωτεύον κλειδί της σχέσης το οποίο ταυτοποιεί κατά μοναδικό τρόπο τον ασθενή στην βάση δεδομένων. Δεν είναι ο αριθμός κοινωνικής ασφάλισης του ασθενούς αλλά ένας μοναδικός αριθμός ο οποίος δίνεται από την βάση δεδομένων.

· FirstName: είναι το όνομα της ασθενούς (υποχρεωτικό πεδίο).
· LastName: είναι το επίθετο της ασθενούς (υποχρεωτικό πεδίο).
· Address: η διεύθυνση 

· Phone: τηλέφωνο

· UserID: είναι ο αριθμός που προσδιορίζει μονοσήμαντα τον θεράποντα ιατρό κάθε ασθενούς (υποχρεωτικό πεδίο). Είναι δυνατό ένας ιατρός να έχει πολλές ασθενείς.
Users


Είναι ο πίνακας των χρηστών της βάσης δεδομένων και του συστήματος. Περιλαμβάνει εκτός των διαχειριστών της βάσης και τους θεράποντες ιατρούς που χρησιμοποιούν το σύστημα και αποθηκεύει τα στοιχεία του προσωπικού λογαριασμού πρόσβασης καθενός στο σύστημα. Τα πεδία του είναι:

· UserID: είναι το πρωτεύον κλειδί της σχέσης το οποίο είναι μοναδικό για κάθε χρήστη και εκχωρείται από την βάση δεδομένων. Το πεδίο αυτό χρησιμοποιείται από τον πίνακα Patients Table.

· UserFullName: το πλήρες όνομα του χρήστη.
· UserName: Είναι το όνομα χρήστη το οποίο δίνει κάθε χρήστης προκειμένου να εισέλθει στο σύστημα (υποχρεωτικό πεδίο).
· Password: Είναι το συνθηματικό το οποίο δίνεται από τους χρήστες για την είσοδο στο σύστημα (υποχρεωτικό πεδίο). Προκειμένου να διασφαλιστεί η ασφαλής αποθήκευση του κωδικού πρόσβασης, από το RDBMS υποστηρίζονται αλγόριθμοι hashing, έτσι ώστε ο κωδικός να αποθηκεύεται σε μορφή μη αναγνώσιμη ή αποκωδικοποιήσιμη ακόμη και από τους διαχειριστές του συστήματος.
· Role: Είναι ο ρόλος κάθε χρήστη όσον αφορά τα δικαιώματα πρόσβασης στην βάση δεδομένων και καθορίζεται για κάθε έναν χρήστη από τους διαχειριστές του συστήματος. Μπορεί να έχει δύο τιμές: Administrator για τους διαχειριστές της βάσης δεδομένων και του συστήματος και την τιμή User για τους απλούς χρήστες του συστήματος οι οποίοι έχουν περιορισμένα δικαιώματα σε σχέση με τους διαχειριστές.
Features Table
Είναι ο πίνακας στον οποίο αποθηκεύονται οι τιμές των χαρακτηριστικών που υπολογίζονται για κάθε μαστογραφία καθώς και η διάγνωση που προέκυψε από την κατηγοριοποίηση, σχετίζεται δηλαδή με τα αποτελέσματα επεξεργασίας μιας εικόνας. Τα πεδία του είναι: 

· RowID: Είναι ο αριθμός ταυτότητας που δίνεται από την βάση δεδομένων σε κάθε γραμμή του πίνακα και βάσει αυτού ταυτοποιείται και κάθε μια είκονα μαστογραφίας στο σύστημα, δηλαδή το πρωτεύον κλειδί της σχέσης. Μία μαστογραφία μπορεί να συσχετισθεί αποκλειστικά και μόνο με μία σειρά αποτελεσμάτων και την αντίστοιχή της διάγνωση.
· Diagnosis: Είναι η διάγνωση που δόθηκε από το μοντέλο βάσει των χαρακτηριστικών που υπολογίστηκαν για την εν λόγω εικόνα (υποχρεωτικό πεδίο).

· 20 πεδία ένα για κάθε χαρακτηριστικό: οι τιμές τους είναι αυτές που προέκυψαν από την επεξεργασία της μαστογραφίας (υποχρεωτικά πεδία).

Mammo Table

Στον πίνακα αυτό αποθηκεύονται στοιχεία τα οποία σχετίζονται με την καθαυτό μαστογραφία ως εικόνα αλλά τα οποία δεν αφορούν την διάγνωση ή την επεξεργασία της εικόνας. Μέσω αυτού του πίνακα γίνεται και η συσχέτιση στην βάση δεδομένων των πινάκων Features Table και Patients Table, δηλαδή μιας ασθενούς με την διάγνωση για την εξέτασή της. Τα πεδία του είναι:

· RowID: είναι το κλειδί της σχέσης και είναι μοναδικό για κάθε γραμμή του πίνακα. Υπόκειται σε περιορισμό ξένου κλειδιού γιατί πρέπει να έχει την ίδια τιμή με το πρωτεύον κλειδί του πίνακα Features Table προκειμένου να προσδιορίζεται σε ποια μαστογραφία αντιστοιχούν τα αποτελέσματα του πίνακα Features Table του οποίου το ομώνυμο πεδίο είναι το ξένο κλειδί της σχέσης Mammo Table. Για κάθε μια γραμμή του ενός πίνακα αντιστοιχεί μια γραμμή ακριβώς στον άλλο, αυτή δηλαδή που έχει ίδια τιμή στο πεδίο RowID.  
· PatientID: είναι ο αριθμός που ταυτοποιεί τον ασθενή στην βάση δεδομένων και αναφέρεται στο ομώνυμο πεδίο του πίνακα Patients Table. Είναι προφανώς δυνατό πολλές διαφορετικές μαστογραφίες να αντιστοιχούν σε έναν ασθενή. 
· InitPath: επειδή οι εικόνες που εισάγονται αποθηκεύονται στο σύστημα αρχείων, επιλέξαμε στην βάση να μην αποθηκεύουμε μια ολόκληρη εικόνα σε μορφή binary, αλλά μόνο την θέση στην οποία βρίσκεται η εικόνα, δηλαδή μία συμβολοσειρά. Με τον τρόπο αυτό κερδίζουμε πολύ σε χωρητικότητα της βάσης δεδομένων. Το πεδίο αυτό αποθηκεύει την θέση στην οποία υπάρχει η εικόνα όπως εισήχθη στο σύστημα και πριν σημειωθεί σε αυτήν ο όγκος.

· SavePath: είναι η θέση στην οποία αποθηκεύεται η εικόνα αφού όμως σημειωθεί σε αυτή ο προς εξέταση όγκος.
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Εικόνα 13 : Το σχεσιακό σχήμα της βάσης δεδομένων της εφαρμογής στο οποίο φαίνονται οι πίνακες και εξαρτήσεις μεταξύ τους (ως προς τους περιορισμούς των κλειδιών).
4.4 Η διεπαφή με τον χρήστη (FEM)

Πρόκειται για το γραφικό περιβάλλον μέσω του οποίου ο χρήστης αλληλεπιδρά με την βάση δεδομένων, εισάγει τα στοιχεία προς επεξεργασία και παίρνει ως έξοδο τα αποτελέσματα της ανάλυσης που είναι οι τιμές των παραμέτρων που υπολογίστηκαν για τον όγκο καθώς και η διάγνωση. Επειδή η εφαρμογή αλληλεπιδρά άμεσα με την βάση δεδομένων και τρέχει σε κεντρικό εξυπηρετητή, οι διαδραστικές επιφάνειες (user interfaces) υλοποιήθηκαν με active server pages. Η υλοποίηση έγινε χρησιμοποιώντας το περιβάλλον Microsoft Visual Studio 2005 στην γλώσσα ASP σε πλατοφόρμα .NET, ενώ οι αλγόριθμοι έχουν γραφτεί χρησιμοποιώντας την γλώσσα C# η οποία υποστηρίζεται από το περιβάλλον. Ο εξυπηρετητής ο οποίος χρησιμοποιήθηκε για την εκτέλεση της εφαρμογής είναι ο IIS 6.0 . Με την ASP δημιουργούνται και ορίζονται τα συστατικά της φόρμας τα οποία συνιστούν είτε πεδία εισόδου είτε πεδία εξόδου της πληροφορίας, ενώ μέσω αυτής καθορίζεται και η εμφάνιση-μορφή της σελίδας, ενώ με τη C# γίνεται ο χειρισμός των συμβάντων τα οποία ενεργοποιούνται όταν αλλάξει η κατάσταση ενός στοιχείου της φόρμας. Η ιδιότητα των active server pages είναι ότι εκτελούνται στον εξυπηρετητή και μπορούν πολλοί διαφορετικοί χρήστες να έχουν ταυτόχρονα πρόσβαση μέσω ενός session ο καθένας το οποίο και προσδιορίζεται μοναδικά από ένα session id. Επίσης, πλεονεκτούν υπέρ των απλών html σελίδων διότι δεν χρειάζεται η σελίδα να αποθηκευτεί προσωρινά στο μηχάνημα του πελάτη, κάτι το οποίο δεν επιβαρύνει την σύνδεση του πελάτη, αφού όλα τα απαραίτητα δεδομένα αποθηκεύονται στο session ως session variables και δεν χρειάζεται να γίνει μεταφορά τους από τον client στον server. Η διεπαφή αποτελείται από 3 όψεις (views) :
· Login View: στην φόρμα αυτή που είναι και η πρώτη η οποία βλέπει ο χρήστης, εισάγει τα στοιχεία επιβεβαίωσης του λογαριασμού του username και password, ενώ δίνονται και κάποιες οδηγίες και υποδείξεις χρήσης σχετικά με την σελίδα. Αφού η διαδικασία εισόδου είναι επιτυχής ο χρήστης εισέρχεται την επόμενη όψη της εφαρμογής.
· Input Data View: Στην φόρμα αυτή εισάγονται τα στοιχεία του ασθενούς και αποστέλλεται στον διακομιστή η εικόνα της μαστογραφίας. Τα στοιχεία αποθηκεύονται στην βάση δεδομένων και ειδικά η εικόνα που υποβλήθηκε, αποθηκεύεται και σε ένα προκαθορισμένο folder όπου αποθηκεύονται όλες οι εικόνες που έχουν εισαχθεί πριν σημειωθεί ο όγκος ή οι όγκοι. Αφού υποβληθούν τα στοιχεία αυτά από τον θεράποντα ιατρό, στην ίδια όψη εμφανίζεται η εικόνα που εισήχθη, οπότε ο χρήστης τα σημεία του πολυγωνικού περιγράμματος για το μαρκάρισμα του όγκου. Ο χρήστης έχει την δυνατότητα να σβήσει το περίγραμμα για να το σχεδιάσει από την αρχή ή να ενώσει αυτοματοποιημένα το πέρας με την αρχή του περιγράμματος ώστε να εξασφαλιστεί ότι η καμπύλη του πολυγωνικού περιγράμματος θα είναι συνεχής και κλειστή ώστε να μην συμβούν σφάλματα κατά την επεξεργασία. Αφού έχει σχεδιάσει την καμπύλη με επιτυχία, η εικόνα σώζεται στην βάση δεδομένων και σε έναν φάκελο ο οποίος αποθηκεύει όλες τις εικόνες που έχουν εισαχθεί στο σύστημα μετά την επισήμανσή τους, όπως έχει αναφερθεί και στην παράγραφο 4.3 . 
·  Results View: Σε αυτή την όψη ο χρήστης, μπορεί να δει τα αποτελέσματα των υπολογισμών κάθε χαρακτηριστικού του όγκου καθώς και το αποτέλεσμα της διάγνωσης και της κατηγοριοποίησης που προέκυψε από το καθένα από τα τρία μοντέλα τα οποία χρησιμοποιήσαμε και έχουμε αναλύσει νωρίτερα. 
Όπως έχει αναφερθεί και νωρίτερα στην εισαγωγή του Κεφαλαίου 4, η διεπαφή με τον χρήστη είναι αυτή η οποία επικοινωνεί άμεσα με όλες τις υπόλοιπες οι οποίες καλούνται από αυτήν. Οι τρόποι με τους οποίους η διεπαφή μέσω C# επικοινωνεί και καλεί τις υπόλοιπες είναι οι ακόλουθοι:

· Batch file: Πρόκειται για ένα αρχείο κειμένου το οποίο μπορεί να εκτελείται αυτόματα μέσω της γραμμής εντολών και να καλεί με την σειρά του άλλες διεργασίες ή να εκτελεί εντολές ανάλογα με το περιεχόμενό του και με την χρήση για την οποία προορίζεται. Στην περίπτωσή μας χρησιμοποιούμε ένα τέτοιο αρχείο το οποίο γράφεται κατά την διάρκεια χρήσης της εφαρμογής προκειμένου να καλέσει ως διεργασία το εκτελέσιμο πρόγραμμα που κάνει την επεξεργασία της εικόνας που εισήχθη. Για κάθε ένα session δημιουργείται και ένα ξεχωριστό .bat αρχείο με όνομα το MID (mammogram id),  ώστε να είναι μοναδικό για κάθε εικόνα, το οποίο μόλις ολοκληρωθεί η εκτέλεση της εφαρμογής επεξεργασίας εικόνας διαγράφεται από το σύστημα αρχείων.
· DMX queries: DMX (Data Mining eXtensions) είναι η γλώσσα ερωτήσεων (query language) η οποία έχει οριστεί για την ενοποίηση των συναρτήσεων data mining με τις εφαρμογές χρήστη. Χρησιμοποιείται για την πρόσβαση στα μοντέλα εξόρυξης μέσω ερωτήσεων. Η σύνδεση μεταξύ των στρωμάτων δεδομένων (data layer) και της εφαρμογής (application layer) πραγματοποιείται μέσω βιβλιοθήκης η οποία εκτελεί όλες τις απαραίτητες ερωτήσεις (queries).
· ADO.NET: Είναι ένα σύνολο συστατικών λογισμικού τα οποία χρησιμοποιούνται για την πρόσβαση στα δεδομένα μιας σχεσιακής ή μη βάσης και γενικότερα για υπηρεσίες διαχίρισης δεδομένων και συνιστά μέρος της βιβλιοθήκης του .NET Framework. Η κλάση η οποία χρησιμοποιείται για την διαχείριση της βάσης δεδομένων μέσω της ASP σελίδας είναι η Data Provider, η οποία και παρέχει μεθόδους για την εισαγωγή, ανάγνωση, ανανέωση και διαγραφή των δεδομένων.
Στο τέλος της εργασίας δίνεται ένα απλό εγχειρίδιο χρήσης της εφαρμογής με εικόνες από την κάθε μία όψη από τις προαναφερθείσες.
4.5 Το σύνολο δεδομένων

Για να εκπαιδεύσουμε τα μοντέλα εξόρυξης γνώσης χρειαζόμαστε ένα αρχικό σύνολο δεδομένων από εικόνες μαστογραφίας για τις οποίες θα υπολογίσουμε τα χαρακτηριστικά που έχουμε ήδη αναλύσει. Προκειμένου η εκπαίδευση του συνόλου αυτού να είναι ακριβής και το ποσοστό επιτυχίας στην διάγνωση του μοντέλου να είναι υψηλό, πρέπει να αποτελείται από μεγάλο αριθμό εικόνων, αντιπροσωπευτικό για κάθε περίπτωση παθολογική ή μη καθώς και επιλεγμένο με προσοχή ώστε να ανταποκρίνεται στα γνωρίσματα του κάθε υποσυνόλου εικόνων: κακοήθεις και καλοήθεις περιπτώσεις. Επίσης, είναι αναγκαίο στις εικόνες αυτές που θα χρησιμοποιήσουμε να έχουν ήδη σημειωθεί οι περιοχές ενδιαφέροντος και να έχουν χαρακτηριστεί και διαγνωστεί, ώστε να έχουμε εγκυρότητα στα δεδομένα με τα οποία θα εκπαιδευτεί το μοντέλο. Κάτι άλλο πολύ σημαντικό είναι ο όγκος ή η περιοχή ενδιαφέροντος γενικά, να έχουν σημειωθεί καθαρά και να μην υπάρχουν επικαλύψεις της γραμμής του περιγράμματος με τμήματα της περιοχής ενδιαφέροντος ώστε να αποφεύγεται όσο το δυνατό απώλεια πληροφορίας. Επίσης, θα πρέπει το μέγεθος του όγκου να είναι τέτοιο ώστε να μπορεί να γίνει επαρκής υπολογισμός των γεωμετρικών χαρακτηριστικών του.

Οι εικόνες που χρησιμοποιήσαμε για το αρχικό σύνολο δεδομένων προέρχονται από την βάση δεδομένων μαστογραφιών του Πανεπιστημίου της Φλόριδα και έχουν ψηφιοποιηθεί από μαστογραφικές εικόνες οι οποίες λήφθησαν από γυναίκες όλων των ηλικιών για ένα μεγάλο χρονικό διάστημα ετών. Επάνω στις μαστογραφίες έχουν σημειωθεί με διαφορετικό χρώμα,αν είναι περισσότεροι από ένας σε κάθε εικόνα, οι προς εξέταση όγκοι και γενικότερα τα ευρήματα τα οποία ήταν ύποπτα. Για κάθε μία περίπτωση δίνονται οι όψεις CC και MLO, ενώ ακόμη καταγράφονται η ηλικία της ασθενούς, ένας ακέραιος αριθμός στην κλίμακα από 1 έως 5 ο οποίος χαρακτηρίζει την πυκνότητα του μαστού κατά αύξουσα κλίμακα, καθώς και ο τελικός χαρακτηρισμός του κάθε ευρήματος ως προς την μορφολογία του και η διάγνωση. Για το σύνολο δεδομένων της βάσης αυτής τα είδη της κατηγοριοποίησης ως προς την διάγνωση ήταν οι ακόλουθες: καλοήθεια (benign) και κακοήθεια (malignant). 
Στην εργασία μας αγνοήσαμε τον παράγοντα της πυκνότητας του μαστού και την ηλικία κάθε ασθενούς και εστιάσαμε αποκλειστικά στα γεωμετρικά χαρακτηριστικά και χαρακτηριστικά υφής του κάθε ευρήματος. Στο σύνολο δεδομένων εμπεριέχονται και εικόνες του ίδιου όγκου αλλά από διαφορετική λήψη (CC και MLO). Εξαιρέσαμε από το δείγμα ευρήματα των οποίων η περιοχή ενδιαφέροντος ήταν πάρα πολύ μικρή ώστε να μην μπορεί να γίνει σωστά επεξεργασία καθώς και εικόνες στις οποίες η περιοχή ενδιαφέροντος παρουσίαζε επικαλύψεις με την καμπύλη επισήμανσης. Φροντίσαμε παρόλα αυτά ο αριθμός του δείγματος να είναι ικανοποιητικά μεγάλος και επαρκής για την εκπαίδευση του μοντέλου, καθώς επίσης το πλήθος των δειγμάτων από κάθε μια κατηγορία (καλοήθεια ή κακοήθεια) να είναι σχεδόν ο ίδιος. Έτσι ο συνολικός αριθμός εικόνων που συμπεριλάβαμε στο αρχικό σύνολο δεδομένων ήταν 635 από τις οποίες 352 ήταν κακοήθεις περιπτώσεις και οι καλοήθεις ανέρχονταν σε 283.
Κεφάλαιο 5: Αποτελέσματα και συμπεράσματα

Στο παρόν κεφάλαιο δίνονται όλα τα στάδια της διαδικασίας της εξόρυξης δεδομένων που αφορούν το κομμάτι της εκπαίδευσης του μοντέλου καθώς και των απαραίτητων βημάτων προεπεξεργασίας. Όπως έχει αναφερθεί και στο προηγούμενο κεφάλαιο για το πρότυπο CRISP-DM το στάδιο της προεπεξεργασίας είναι απαραίτητο προκειμένου το τελικό σύνολο δεδομένων που θα χρησιμοποιηθεί για την εκπαίδευση να είναι απαλλαγμένο από ακραίες τιμές και σφάλματα τα οποία θα επηρεάσουν αρνητικά την προβλεπτική ικανότητα του μοντέλου. 
5.1 Αποτελέσματα και σύγκριση των επιμέρους μοντέλων

Όπως έχει αναφερθεί, πριν την μοντελοποίηση είναι αναγκαίο για λόγους αποδοτικότητας να γίνει η επιλογή των βέλτιστων χαρακτηριστικών (feature selection) που θα δοθούν στο μοντέλο ως είσοδοι. Για την περίπτωση του SPSS ακολουθεί το διάγραμμα του μοντέλου το οποίο κατασκευάστηκε για την επιλογή των βέλτιστων παραμέτρων καθώς και τα δέντρα απόφασης βάσει των οποίων θα συγκρίνουμε την αποτελεσματικότητα κάθε προσέγγισης: διατηρώντας όλα τα χαρακτηριστικά εισόδου ή κρατώντας μόνο τα πιο σημαντικά για την τελική πρόβλεψη. Για την διαδικασία feature selection χρειαζόμαστε ως είσοδο για το stream  τις τιμές που προέκυψαν από την επεξεργασία των εικόνων σε μορφή .CSV για το λόγο αυτό η έξοδος της εφαρμογής επεξεργασίας εικόνας ήταν αυτό το αρχείο η μορφή του οποίου είναι εκμεταλλεύσιμη από τις περισσότερες εφαρμογές στατιστικής ανάλυσης. O αλγόριθμος που χρησιμοποιήθηκε ήταν ο Pearson’s chi square, χωρίς περαιτέρω περιορισμούς στην στατιστική ανάλυση για την αποκοπή ή περιορισμό χαρακτηριστικών [51]. Ο γράφος για feature selection είναι ο ακόλουθος:

[image: image61.png]datasetesy e DIAGN

DIAGN

DIAGN




Feature Selection : Ο γράφος τον οποίο κατασκευάσαμε για την feature selection στο SPSS.
Ο κόμβος Type καθορίζει ποια χαρακτηριστικά θα δοθούν στον κόμβο ο οποίος θα κάνει την επιλογή των στοιχείων. Οι δύο κόμβοι CHAID αναπαριστούν το δέντρο απόφασης για κάθε περίπτωση : διατηρώντας όλα τα χαρακτηριστικά εισόδου (ο κόμβος που ξεκινά άμεσα από τον κόμβο Type) και διατηρώντας στην ανάλυση μόνο τα  σημαντικότερα χαρακτηριστικά. Το αποτέλεσμα της επιλογής των στοιχείων όπως προέκυψε για τα χαρακτηριστικά εισόδου ήταν ότι όλα τα χαρακτηριστικά εισόδου ήταν σημαντικά με ποσοστό σημασίας άνω του 99,5% εκτός από την παράμετρο Uniformity η οποία απορρίφθηκε από το σύνολο με ποσοστό σημασίας 31,3%. Τα 10 σημαντικότερα χαρακτηριστικά κατά φθίνουσα σειρά ήταν τα εξής: DBC, DM, Κυκλικότητα (Circularity), Ομαλότητα (Smoothness), Παράγοντας Fourier (Fourier Factor), Compactness, Τυπική απόκλιση (Standard Deviation), Μέση ακτινική γωνία (Mean Radial Angle), Κανονικοποιημένο μέσο μήκος (Normalized Mean Length), Εντροπία (Entropy). Συγκρίνοντας τα δέντρα απόφασης για κάθε μια περίπτωση παρατηρούμε ότι το CHAID tree για την περίπτωση που έχουμε μόνο τα 10 καλύτερα χαρακτηριστικά για την διάγνωση έχει λιγότερους κόμβους από το αντίστοιχο δέντρο του συνόλου των χαρακτηριστικών. Κάτι τέτοιο σημαίνει ότι χρειάζονται λιγότερες αποφάσεις για την τελική πρόβλεψη. Όμως ο αριθμός των κόμβων δεν διαφέρει σημαντικά : 30 κόμβοι για το δέντρο απόφασης όταν έχουμε τις 10 καλύτερες παραμέτρους και 31 κόμβοι για το δέντρο απόφασης στην περίπτωση που κρατήσουμε όλες τις παραμέτρους εισόδου (εκτός αυτής η οποία απορρίφθηκε). Αυτό σημαίνει ότι πιθανότατα να μην πετύχουμε σημαντική βελτίωση στην απόδοση των υπολογισμών αν κρατήσουμε μόνο τα 10 καλύτερα χαρακτηριστικά. Προκειμένου όμως να έχουμε έναν αντικειμενικό δείκτη για την σύγκριση κάθε μεθόδου ώστε να αποφασίσουμε για το πόσα χαρακτηριστικά θα κρατήσουμε εισάγεται μια τιμή από το ίδιο το λογισμικό η οποία ονομάζεται index και εκφράζει πόσες φορές περισσότερο σε σχέση με όλες τις μεταβλητές εισόδου είναι πιθανότερο να προβλέψουν το σωστό αποτέλεσμα οι μεταβλητές που αντιστοιχούν σε ένα μονοπάτι του δέντρου, ένα μεμονωμένο κόμβο ή ένα σύνολο κόμβων ανάλογα με το πώς θα επιλέξουμε να εμφανιστούν τα αποτελέσματα. Καλή απόδοση επιτυγχάνεται όταν τα ποσοστά αυτά ξεπερνούν το 100%. Στoν παρακάτω πίνακα φαίνονται τα αποτελέσματα για την καλύτερη περίπτωση πρόβλεψης για κάθε δέντρο όσον αφορά το σύνολο των καλοήθων περιπτώσεων και όσον αφορά το σύνολο των κακοήθων περιπτώσεων. 

	CHAID tree
	Κόμβοι
	Index
	Κατηγορία

	10 καλύτερα χαρακτηριστικά
	23,21,6,26
	214,93%
	Καλοήθεια

	
	19,17
	180,4%
	Κακοήθεια

	Όλα τα χαρακτηριστικά
	20,21,6,28
	221,28%
	Καλοήθεια

	
	29,18
	179,53%
	Κακοήθεια


Πίνακας 1 : Αποτελέσματα των CHAID trees για τα 10 καλύτερα και για όλα τα σημαντικά χαρακτηριστικά (τιμή Index).   

Παρατηρούμε από τα παραπάνω ότι οι διαφορές στο κέρδος είναι αρκετά μικρές, επομένως από πλευράς κέρδους και απόδοσης στους υπολογισμούς μπορούμε να χρησιμοποιήσουμε μόνο τα 10 καλύτερα χαρακτηριστικά χωρίς σημαντικές απώλειες. Κάτι το οποίο αξίζει να σημειωθεί είναι ότι ενώ θα περιμέναμε γενικά τα ποσοστά να είναι μεγαλύτερα για την περίπτωση που χρησιμοποιούμε όλα τα χαρακτηριστικά, διαπιστώνουμε ότι η ικανότητα πρόβλεψης όσον αφορά τις κακοήθεις περιπτώσεις παρουσιάζεται ελάχιστα μεγαλύτερη στην περίπτωση που χρησιμοποιούμε μόνο τα 10 καλύτερα χαρακτηριστικά. Αυτό σημαίνει ότι οι παράγοντες οι οποίοι αποκλείστηκαν από την ανάλυση είχαν αρνητική επίδραση στην προβλεπτική ικανότητα του μοντέλου κατά ένα πολύ μικρό ποσοστό. Ειδικά για κάθε κόμβο του δέντρου απόφασης για τα 10 καλύτερα χαρακτηριστικά τα ποσοστά πρόβλεψης στην περίπτωση καλοήθειας είναι: για τον κόμβο 26 (COMP με τιμές μικρότερες από 0,722) 93,258%, για τον κόμβο 23 (FF με τιμές μεγαλύτερες από 0,122) το ποσοστό είναι 100%, για τον κόμβο 21 (COMP με τιμές μικρότερες από 0,902) το ποσοστό είναι 100% και για τον κόμβο 6 (MRA με τιμές μικρότερες από 0,337) 100%. Για την πρόβλεψη κακοήθεων περιπτώσεων για τον κόμβο 19 (STD με τιμές μεγαλύτερες από 553) το ποσοστό επιτυχούς πρόβλεψης είναι 100% και για τον κόμβο 17 (STD με τιμές στο διάστημα (279,369]) το ποσοστό είναι και πάλι 100%. Για το δέντρο απόφασης όταν χρησιμοποιούνται όλα τα χαρακτηριστικά, στην περίπτωση πρόβλεψης καλοήθειας τα ποσοστά των κόμβων με την καλύτερη διάγνωση είναι: για τον κόμβο 6 όπως και προηγουμένως, για τον κόμβο 21 (SKEW με τιμές μικρότερες από 0,028) είναι 100%, για τον κόμβο 20 (COMP με τιμές μεγαλύτερες από 0,902) 100%, για τον κόμβο 28 (SPR με τιμές μεγαλύτερες από 0,017) το ποσοστό είναι 98,36%. Για την πρόβλεψη κακοήθειας τα αποτελέσματα είναι: για τον κόμβο 29 (NML με τιμές μικρότερες από 0,608) ποσοστό 100% και για τον κόμβο 18 (MEAN_PAR με τιμές μεγαλύτερες από 197) ποσοστό 98,46%. Οι συνδυασμοί όπως έχουν δοθεί και στην εικόνα παραπάνω είναι αυτοί οι οποίοι έχουν την μεγαλύτερη πιθανότητα να δώσουν ακριβή και σωστά αποτελέσματα για τις περιπτώσεις διάγνωσης καλοήθειας ή κακοήθειας. Σε γενικές γραμμές το συμπέρασμα είναι ότι στην μοντελοποίηση που θα ακολουθήσει στην συνέχεια μπορούμε να απορρίψουμε τις λιγότερο επιθυμητές παραμέτρους από την εκπαίδευση κάθε μοντέλου χωρίς να έχουμε σημαντική απώλεια στην ικανότητα πρόβλεψης. Παρόλα αυτά θα δοκιμάσουμε και για τις δύο περιπτώσεις την μοντελοποίηση για να μπορέσουμε να συγκρίνουμε την συνολική απόδοση για οποιαδήποτε επιλογή όσον αφορά τις μεταβλητές εισόδου.

Νευρωνικό δίκτυο (Neural Network)
SPSS Clementine
Ο γράφος που χρησιμοποιούμε για την εκπαίδευση του νευρωνικού δικτύου είναι αυτό το οποίο φαίνεται στην εικόνα. Παρατηρούμε ότι έχει ληφθεί υπόψη η διαδικασια της ανίχνευσης ακραίων τιμών (anomaly detection) και έχουν προστεθεί κατάλληλοι κόμβοι ώστε να ανιχνεύουν και να εξαιρούν από το τελικό σύνολο τις περιπτώσεις του συνόλου εκπαίδευσης που παρουσιάζουν ακραία συμπεριφορά.
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Εικόνα 14 : Γράφος για anomaly detection, για εκπαίδευση του νευρωνικού δικτύου και για εξαγωγή των αποτελεσμάτων.
Αφού προηγηθεί η ανίχνευση ακραίων τιμών, δημιουργούνται δύο μονοπάτια καθένα από τα οποία αντιστοιχεί στην εκπαίδευση ενός νευρωνικού δικτύου, ένα κρατώντας όλα τα χαρακτηριστικά (εκτός) για είσοδο και ένα δεύτερο στο οποίο κρατούνται μόνο τα 10 καλύτερα χαρακτηριστικά. Ο καθορισμός των χαρακτηριστικών τα οποία θα δοθούν ως είσοδοι όπως και της μεταβλητής η οποία θα είναι αυτή που θα προβλεφθεί από το μοντέλο γίνεται μέσω των κόμβων Type. Αφού ολοκληρωθεί η ανίχνευση ακραίων τιμών, το πλήθος των εγγραφών του συνόλου δεδομένων που απομένουν είναι συνολικά 619 από 635 που ήταν αρχικά. Το 90% των εγγραφών αυτών θα δοθεί για την εκπαίδευση του μοντέλου και το 10% θα χρησιμοποιηθεί για την εκτίμηση της ικανότητας διάγνωσής του. Η διαδικασία αυτή επαναλαμβάνεται 10 φορές συνολικά εναλλάσσοντας κυκλικά τις εγγραφές του συνόλου δεδομένων, αφού το έχουμε χωρίσει σε 10 ίσα μέρη καθένα από τα οποία αποτελείται από 62 εγγραφές. Η μέθοδος αυτή η οποία χρησιμοποιείται και για την εκτίμηση της προβλεπτικής ιακνότητας του μοντέλου είναι γνωστή ως επικύρωση με διασταύρωση 10 διαμερίσεων (10 fold cross validation). Ο αλγόριθμος μοντελοποίησης παραμετροποιείται ώστε να προλαμβάνει την υπερβολική εκπαίδευση του συνόλου (overtraining), δηλαδή να μην χρησιμοποιεί όλο το αρχικό σύνολο για εκπαίδευση και τις ίδιες εικόνες για εκτίμηση διότι τότε το μοντέλο θα παρουσιάζει ένα πολύ μεγάλο ποσοστό επιτυχίας το οποίο όμως δεν θα είναι ρεαλιστικό. Αυτό οφείλεται στο γεγονός ότι τα δεδομένα με τα οποία τροφοδοτείται για εκτίμηση, σε κάθε περίπτωση ταυτίζονται με τα δεδομένα εκπαίδευσης τα οποία είναι γνωστά. Οι κόμβοι των πινάκων αποτελούν τους κόμβους εξόδου οι οποίοι χρησιμοποιήθηκαν για τον υπολογισμό των περιπτώσεων λανθασμένης πρόβλεψης και του ποσοστού επιτυχίας του μοντέλου με το οποίο εκφράζεται και η προβλεπτική του ικανότητα. Επίσης χρησιμοποιώντας τους τριγωνικούς κόμβους όπως φαίνεται στην Εικόνα 14 σχεδιάζονται οι γραφικές παραστάσεις της ιδανικής απόδοσης του μοντέλου έναντι αυτής της οποίας έχει επιτευχθεί. Τα ποσοστά επιτυχίας για κάθε περίπτωση εκπαίδευσης δίνονται στον Πίνακα 2 και ακολουθούν οι γραφικές παραστάσεις της απόδοσης. Με FPR (false positive rate) και FNR (false negative rate) συμβολίζονται οι περιπτώσεις στις οποίες το αποτέλεσμα της πρόβλεψης ήταν λανθασμένο και προέβλεπε κακοήθεια ή καλοήθεια αντίστοιχα. Ειδικότερα :
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	Feature selection
	Ποσοστό επιτυχίας
	FPR
	FNR

	10 καλύτερα χαρακτηριστικά
	79,8%
	22,2%
	7,5%

	Όλα τα χαρακτηριστικά
	80,7%
	18,8%
	16,8%


Πίνακας 2 : Αποτελέσματα ακρίβειας, FPR, FNR για τα 10 καλύτερα και για όλα τα χαρακτηριστικά στην περίπτωση του νευρωνικού δικτύου.
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Εικόνα 15 : Γραφικές παραστάσεις απόδοσης (κέρδους) για τα 10 καλύτερα και για όλα τα χαρακτηριστικά στην περίπτωση του νευρωνικού δικτύου.  
Από τα παραπάνω αποτελέσματα γίνεται εμφανές ότι το ποσοστό επιτυχίας όσον αφορά την προβλεπτική ικανότητα του μοντέλου, διαφέρει ελάχιστα (1% περίπου) μεταξύ των δύο περιπτώσεων επιλογής των χαρακτηριστικών εισόδου. Όπως ήταν αναμενόμενο, έχουμε ελαφρώς καλύτερα αποτελέσματα στην περίπτωση της εκπαίδευσης με όλα τα σημαντικά χαρακτηριστικά σε σχέση με την περίπτωση για τα 10 καλύτερα χαρακτηριστικά. Επίσης, τα ποσοστά σφάλματος στις περιπτώσεις FP, FN διαφέρουν για κάθε ένα μοντέλο και ειδικά για την περίπτωση των FN παρατηρούνται χαμηλότερα σε σχέση με την περίπτωση των FP και στα δύο μοντέλα, ενώ το μοντέλο με όλα τα χαρακτηριστικά εισόδου παρουσιάζει καλύτερη ικανότητα (λιγότερα σφάλματα) στην πρόβλεψη κακοήθων περιπτώσεων. Στις γραφικές παραστάσεις η μπλε γραμμή συμβολίζει την ιδανική καμπύλη απόδοσης (κέρδους) και η κόκκινη συμβολίζει την απόδοση η οποία επιτεύχθηκε με το μοντέλο μας. Από τις γραφικές παραστάσεις προκύπτει ότι η απόδοση αποκλίνει αρκετά από την επιθυμητή και είναι σχεδόν η ίδια για τις δύο επιλογές με μικρή αυξητική τάση κατά διαστήματα για την περίπτωση που διατηρούνται όλες οι παράμετροι για την εκπαίδευση.
Business Intelligence Studio
Για την περίπτωση που χρησιμοποιούμε το λογισμικό αυτό, ο αλγόριθμος εκπαίδευσης ενσωματώνει τον αλγόριθμο feature selection και anomaly detection, οπότε και δεν συνιστούν ξεχωριστές διαδικασίες. Δεν δίνονται ενδιάμεσα αποτελέσματα παρά μόνο τα τελικά αποτελέσματα τα οποία αφορούν στην απόδοση του μοντέλου και τα σημαντικότερα χαρακτηριστικά, καθώς και σε κάποια μοτίβα τα οποία έχει υπολογιστεί ότι παρατηρούνται συχνά και συσχετίζουν τα χαρακτηριστικά μεταξύ τους. Στον Πίνακα 3 βλέπουμε τα αποτελέσματα για την ικανότητα πρόβλεψης του μοντέλου και τις τιμές των FPR, FNR, ενώ ακολουθεί και το διάγραμμα της ιδανικής απόδοσης του μοντέλου και αυτής η οποία τελικά επιτεύχθηκε. 
	Ποσοστό επιτυχίας
	FPR
	FNR

	76,1%
	27,3%
	21,1%


Πίνακας 3 : Ποσοστό ακρίβειας και FPR, FNR για την περίπτωση του νευρωνικού δικτύου με χρήση του Business Intelligence Studio.
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Εικόνα 16 : Γραφική παράσταση της ακρίβειας του νευρωνικού δικτύου για ποσοστό του συνολικού πληθυσμού του συνόλου δεδομένων.
Αυτό το οποίο παρατηρούμε είναι ότι το ποσοστό επιτυχούς πρόβλεψης είναι χαμηλότερο από αυτό το οποίο συνήθως θα αναμέναμε για ένα αξιόπιστο νευρωνικό δίκτυο ενώ το ίδιο ισχύει και για τα ποσοστά των FPR και FNR. Στο διάγραμμα με μπλε απεικονίζεται η ιδανική καμπύλη απόδοσης του νευρωνικού δικτύου και με ροζ η απόδοση που παρουσιάζει το μοντέλο μας, η οποία όμως κρίνεται ικανοποιητική αφού προσεγγίζει ικανοποιητικά την ιδανική (τα αποτελέσματα εκφράζονται σε ποσοστό του συνολικού αριθμού των στοιχείων του συνόλου δεδομένων). Στην περίπτωση του συγκεκριμένου αλγορίθμου αυτό το οποίο έχει ενδιαφέρον να εξετάσουμε είναι η συσχέτιση μεταξύ των τιμών κάθε χαρακτηριστικού και της πιθανότητας να τείνουν προς κάποια συγκεκριμένη διάγνωση. Για το νευρωνικό δίκτυο δίνουμε τα σημαντικότερα αποτελέσματα στην παρακάτω Εικόνα 17. 
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Εικόνα 17 : Τα σημαντικότερα αποτελέσματα τα οποία έχουν και την μεγαλύτερεη σημασία για την διάγνωση όσον αφορά το νευρωνικό δίκτυο.
Αυτό το οποίο συμπεραίνουμε από το παραπάνω διάγραμμα είναι ότι τα σημαντικότερα και πιο καθοριστικά χαρακτηριστικά για την διάγνωση είναι τα : Τυπική απόκλιση (Standard Deviation), Κυκλικότητα (Circularity), DBC, Εντροπία (Entropy), Στρέβλωση (Skewness), NSTD, DM, Compactness, Μέση τιμή (Mean Parameter) τα οποία φαίνονται στην πρώτη στήλη, ενώ στην δεύτερη στήλη φαίνονται τα διαστήματα τιμών οι οποίες τείνουν να δώσουν αποτέλεσμα αληθές (κακοήθεια) ή ψευδές (καλοήθεια) όπως φαίνεται στην τέταρτη και την τρίτη στήλη αντίστοιχα. Για παράδειγμα όπως φαίνεται στην πρώτη σειρά, για το χαρακτηριστικό Τυπική απόκλιση (Standard Deviation) και για το διάστημα τιμών του 634,49-1381,85 η τελική διάγνωση έχει παρατηρηθεί ότι τείνει προς την τιμή True (κακοήθεια).  
Δέντρα Απόφασης (Decision Trees)
SPSS Clementine

1) Δέντρα Κατηγοριοποίησης και Οπισθοδρόμησης (Classification And Regression - CART Trees)

Για την εκπαίδευση του μοντέλου με χρήση των δέντρων απόφασης χρησιμοποιούμε ένα αντίστοιχο γράφο όπως φαίνεται στην εικόνα με αυτό της προηγούμενης περίπτωσης στο οποίο εφαρμόζουμε και πάλι anomaly detection η οποία δίνει τα ίδια αποτελέσματα όπως ήταν αναμενόμενο αφού το αρχείο που δίνεται ως είσοδος στον γράφο είναι το ίδιο. Εκτός από τον πίνακα των ποσοστών επιτυχίας και τις γραφικές παραστάσεις της απόδοσης για κάθε περίπτωση, έχει ενδιαφέρον να εξετάσουμε και τα δέντρα απόφασης τα οποία προκύπτουν. 
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Εικόνα 18 : Γράφος για anomaly detection και εκπαίδευση του μοντέλου με τον αλγόριθμο για CART tree (δέντρο απόφασης) στο SPSS καθώς και για εξαγωγή αποτελεσμάτων.

Ο αλγόριθμος εκπαίδευσης έχει παραμετροποιηθεί να εκτελεί νέα επανάληψη όταν η μεταβολή στην ακεραιότητα είναι τουλάχιστον 0,003 , στοιχείο που τον καθιστά ιδιαίτερα ευαίσθητο και επομένως αναμένεται και μεγάλος αριθμός επαναλήψεων μεχρι να εκπαιδευτεί το μοντέλο ή να κατασκευαστεί το δέντρο απόφασης. Αν η παράμετρος αυτή πάρει μεγαλύτερες τιμές, το δέντρο το οποίο προκύπτει σε κάθε επαναληψη έχει λιγότερους διαχωρισμούς για κάθε απόφαση, αφού πλέον μικρές βελτιώσεις δεν λαμβάνονται υπόψη. Στην περίπτωση αυτή, τα αποτελέσματα του ten fold cross validation ήταν σταθερά. Τα αποτελέσματα τα οποία προέκυψαν και αφορούν το ποσοστό επιτυχίας του αλγορίθμου και την απόδοσή του για κάθε περίπτωση, παρουσιάζονται στον Πίνακα 4 και την Εικόνα 19.
	Feature selection
	Ποσοστό επιτυχίας
	FPR
	FNR

	10 καλύτερα χαρακτηριστικά
	79,8%
	26,0%
	15,6%

	Όλα τα χαρακτηριστικά
	79,9%
	17,2%
	22,3%


Πίνακας 4 : Ακρίβεια και ποσοστά FPR, FNR για τα 10 καλύτερα και για όλα τα χαρακτηριστικά στην περίπτωση του CART tree. 
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Εικόνα 19 : Γραφικές παραστάσεις απόδοσης για τα 10 καλύτερα και για όλα τα χαρακτηριστικά στην περίπτωση του CART tree και για κακοήθη διάγνωση. 

Από τον πίνακα των ποσοστών γίνεται άμεσα εμφανές ότι και στις δύο περιπτώσεις επιλογής παραμέτρων η ικανότητα εκτίμησης του μοντέλου είναι η ίδια. Ειδικά για την περίπτωση των FP μεγαλύτερο σφάλμα στην διάγνωση παρουσιάζει το μοντέλο που έχει εκπαιδευτεί με τα 10 καλύτερα χαρακτηριστικά, ενώ όσον αφορά τα FN αποτελέσματα το ποσοστό σφάλματος είναι μεγαλύτερο για το μοντέλο το οποίο λαμβάνει υπόψη μόνο τα 10 καλύτερα χαρακτηριστικά και αυτή η διαφορά είναι σημαντική σε σχέση με το άλλο μοντέλο ενώ ανέρχεται σε 7% περίπου. Αυτή η παρατήρηση θα χρησιμοποιηθεί για την τελική εκτίμηση της καταλληλότητας κάθε μοντέλου. Συγκρίνοντας μεταξύ τους τις γραφικές παραστάσεις της απόδοσης, παρατηρούμε ότι αποκλίνουν και οι δύο από την ιδανική (όχι σημαντικά όμως) , ενώ από την μεταξύ τους σύγκριση προκύπτει ότι καλύτερη συμπεριφορά παρουσιάζει αυτή η οποία αντιστοιχεί στο μοντέλο το οποίο λαμβάνει υπόψη μόνο τα 10 καλύτερα χαρακτηριστικά. Για να συγκρίνουμε τα αποτελέσματα των δέντρων απόφασης, εξετάζουμε τις τιμές του δείκτη index, όπως και στην περίπτωση της feature selection. 
	CART tree
	Κόμβοι
	Index
	Κατηγορία

	10 καλύτερα χαρακτηριστικά
	11
	206,13%
	Καλοήθεια

	
	26,4
	172,19%
	Κακοήθεια

	Όλα τα χαρακτηριστικά
	11
	206,13%
	Καλοήθεια

	
	4
	170,58%
	Κακοήθεια


Πίνακας 5 : Τιμές της παραμέτρου Index γαι τις δύο περιπτώσεις χαρακτηριστικών εισόδου στο μοντέλο CART tree. 

Όπως προέκυψε και από τις γραφικές παραστάσεις της απόδοσης, τα υψηλότερα ποσοστά για την προβλεπτική ικανότητα σε κάθε περίπτωση είναι ακριβώς ίσα όσον αφορά τις καλοήθεις περιπτώσεις και διαφέρουν κατά 1% περίπου υπέρ του μοντέλου το οποίο χρησιμοποιεί τις 10 καλύτερες παραμέτρους όσον αφορά την πρόβλεψη κακοηθειών. Επίσης, το μοντέλο παρουσιάζει μεγαλύτερη ικανότητα πρόβλεψης όσον αφορά τις καλοήθεις περιπτώσεις. Για το δέντρο απόφασης χρησιμοποιώντας τα 10 καλύτερα χαρακτηριστικά, ο κόμβος 11 ο οποίος αντιστοιχεί σε τιμές της παραμέτρου DBC μικρότερες από 7,816 η ικανότητα πρόβλεψής του για μια καλοήθεια υπολογίζεται σε 90,9%, ενώ για το ίδιο μοντέλο για τους κόμβους 26 (τιμές της MRA μεγαλύτερες από 0,443) και 4 (STD με τιμές μεγαλύτερες από 477,5) τα ποσοστά πρόβλεψης για κακοήθεια είναι αντίστοιχα 100% και 95,35%. Όσον αφορά το δέντρο απόφασης για το μοντέλο με όλα τα χαρακτηριστικά, για τον κόμβο 11 η παράμετρος, οι τιμές της και το ποσοστό επιτυχούς διάγνωσης καλοήθειας είναι το ίδιο με το μοντέλο που χρησιμοποιεί τα 10 χαρακτηριστικά όπως επίσης και για τον κόμβο 4. Επομένως, βάσει όλων των παραπάνω εφόσον χρησιμοποιηθεί CART tree, καλύτερα αποτελέσματα πρόβλεψης θα προκύψουν εάν χρησιμοποιηθούν μόνο τα 10 καλύτερα χαρακτηριστικά. 
Business Intelligence Studio
Όπως και στην προηγούμενη περίπτωση αλγορίθμου, έτσι κι εδώ ο αλγόριθμος εκπαίδευσης ενσωματώνει τις διαδικασίες feature selection και anomaly detection. Αφού πλέον έχει εκπαιδευτεί το μοντέλο, από την δομή του δέντρου καταλαβαίνουμε ποια είναι τα πιο σημαντικά για την πρόβλεψη χαρακτηριστικά καθώς και τις τιμές τους οι οποίες τείνουν να δώσουν κακοήθη ή καλοήθη διάγνωση. Το μοντέλο αυτό δεν δίνει σύνολο κανόνων ως έξοδο παρόλο που ο αλγόριθμος περιλαμβάνει την διαδικασία του association μεταξύ όλων των χαρακτηριστικών για την κατασκευή του τελικού δέντρου απόφασης [50]. Στον Πίνακα 6 βλέπουμε τα αποτελέσματα που προέκυψαν για την διαγνωστική ικανότητα του μοντέλου.   
	Ποσοστό επιτυχίας
	FPR
	FNR

	89,05%
	6,41%
	28,0%


Πίνακας 6 : Ποσοστά επιτυχίας, FPR, FNR για το δέντρο απόφασης με χρήση του Business Intelligence Studio.

Αυτό το οποίο αξίζει να παρατηρήσουμε είναι το υψηλό ποσοστό επιτυχίας, το οποίο είναι ιδιαίτερα ικανοποιητικό, ενώ τo ποσοστό σφαλμάτων είναι αρκετά υψηλό στην περίπτωση των FN, αλλά πολύ χαμηλό στην περίπτωση των FP. Στις παρακάτω εικόνες φαίνονται τα σημαντικότερα χαρακτηριστικά, η καμπύλη της απόδοσης (επιτυχούς πρόβλεψης) καθώς και το γράφημα του δέντρου απόφασης το οποίο κατασκευάστηκε για το μοντέλο.
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Εικόνα 20 : Τα σημαντικότερα χαρακτηριστικά- προβλέπτες της διάγνωσης για το δέντρο απόφασης.
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Εικόνα 21 : Καμπύλη ικανότητας εκτίμησης του δέντρου απόφασης για διάφορα ποσοστά του πληθυσμού του συνόλου δεδομένων.
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BIDTree : Ενδεικτική μορφή του δέντρου απόφασης του Business Intelligence Studio (εικονίζονται τα 3 πρώτα επίπεδα του δέντρου απόφασης από 10 συνολικά επίπεδα).

Από τα παραπάνω συμπεραίνουμε ότι τα σημαντικότερα χαρακτηριστικά είναι : DM, Κυκλικότητα (Circularity), Τυπική απόκλιση (Standard Deviation), Επιπεδότητα (Flatness), Στρέβλωση (Skewness), Μέση τιμή (Mean Param), DBC και Εντροπία (Entropy) τα οποία και συμμετέχουν στην διάγνωση και την κατασκευή του τελικού δέντρου απόφασης. Όσον αφορά το γράφημα απόδοσης, όπου με κόκκινο συμβολίζεται η καμπύλη διάγνωσης του μοντέλου και με μπλε η ιδανική καμπύλη την οποία θα έπρεπε να προσεγγίζει το μεγαλύτερο κομμάτι της, η καμπύλη απόδοσης παρατηρούμε ότι διατηρεί σταθερό και αύξον το ποσοστό επιτυχίας στην διάγνωση και το τελικό ποσοστό επιτυχούς πρόβλεψης είναι πολύ υψηλό. Στο δέντρο απόφασης κάθε μονοπάτι από την ρίζα (κόμβος All) έως τα φύλλα (τελικοί κόμβοι) δείχνει και κάθε έναν κανόνα ο οποίος εξάγεται και οδηγεί στο τελικό συμπέρασμα True (κακοήθεια) / False (καλοήθεια). Στην μπάρα που βρίσκεται στο κάτω μέρος κάθε κόμβου με κόκκινο συμβολίζονται οι καλοήθεις περιπτώσεις, με γαλάζιο συμβολίζονται οι κακοήθεις, ενώ το μήκος της μπάρας είναι ανάλογο της πιθανότητας η διάγνωση να είναι καλοήθης η κακοήθης αναφορικά με την τιμή της παραμέτρου όπως δίνεται σε κάθε κόμβο του δέντρου. Αυτό σημαίνει ότι για τιμές <0,7 της παραμέτρου Κυκλικότητας (Circularity), με δεδομένο ότι η τιμή της DM βρίσκεται στο διάστημα [13, 13.5), υπάρχει πολύ μεγάλη πιθανότητα η διάγνωση να είναι κακοήθης παρά καλοήθης (μεγαλύτερο τμήμα της μπάρας είναι γαλάζιο και το μικρότερο είναι κόκκινο). Για κάθε τιμή της Κυκλικότητας (Circularity) δεν αρκεί να σταματήσουμε εκεί τον κανόνα και να αποφανθούμε για την διάγνωση αλλά εξετάζουμε και τις τιμές των υπολοίπων παραμέτρων οπότε με κάποια πιθανότητα μπορούμε να αποφανθούμε ανάλογα με την τιμή της τελευταίας παραμέτρου (φύλλο) σε κάθε ένα μονοπάτι.
2) C5.0


Ο αλγόριθμος αυτός κατασκευάζει είτε ένα σύνολο επαγωγικών κανόνων (rule induction) βάσει των οποίων εξάγεται η τελική πρόβλεψη-διάγνωση, είτε ένα δέντρο απόφασης το οποίο είναι ισοδύναμο με τους κανόνες απόφασης. Σε αυτή την περίπτωση μοντελοποίησης η διαδικασία απόφασης γίνεται απόλυτα εμφανής αφού δίνονται ακριβώς οι παράμετροι και οι αντίστοιχες τιμές στις οποίες κάθε φορά θα πρέπει να βασιζόμαστε για την τελική πρόβλεψη υπό την μορφή if… then…else. Ο γράφος τον οποίο κατασκευάζουμε για την μοντελοποίηση ακολουθεί την ίδια λογική με τα προηγούμενα, αλλά σε αυτή την περιπτωση μπορούμε να δώσουμε παραμέτρους στον αλγόριθμο ώστε να κατασκευάσει είτε το δέντρο απόφασης είτε το σύνολο κανόνων. Στο δέντρο απόφασης το οποίο παράγεται δεν μπορεί να οριστεί η τιμή του δείκτη index όπως για το CHAID tree αλλά μόνο το ποσοστό εμπιστοσύνης για κάθε παράμετρο και τις τιμές της στο κάθε υποδέντρο στο οποίο παρουσιάζεται, δηλαδή ανάλογα με την σειρά την οποία εξετάζεται. Για την εκτίμηση της ακρίβειας του μοντέλου έχουμε επιλέξει στον αλγόριθμο εκπαίδευσης να ακολουθηθεί η μέθοδος επικύρωσης με διασταύρωση 10 διαμερίσεων  (10 fold cross validation). Στις εικόνες που ακολουθούν δίνονται το stream το οποίο κατασκευάστηκε, οι συγκριτικοί πίνακες για κάθε ένα από τα μοντέλα ανάλογα με την επιλογή των παραμέτρων που χρησιμοποιούνται ως είσοδοι και οι γραφικές παραστάσεις. 
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Εικόνα 22 : Γράφος για anomaly detection και για την εκπαίδευση του μοντέλου με τον αλγόριθμο C5.0 (δέντρο απόφασης).
	Feature selection
	Ποσοστό επιτυχίας
	FPR
	FNR

	10 καλύτερα χαρακτηριστικά
	83,7%
	27,1%
	7,8%

	Όλα τα χαρακτηριστικά
	86,9%
	21,2%
	6,6%


Πίνακας 7 : Αποτελέσματα ακρίβειας και FPR, FNR για το μοντέλο C5.0 
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Εικόνα 23 : Γραφικές παραστάσεις κέρδους για τα 10 καλύτερα και για όλα τα χαρακτηριστικά στην περίπτωση του μοντέλου C5.0 και για κακοήθη διάγνωση.
Βάσει των παραπάνω, προκύπτει ότι σε γενικές γραμμές το ποσοστό επιτυχούς διάγνωσης του μοντέλου C5.0 είναι ικανοποιητικά υψηλό με μικρή διαφορά να παρατηρείται αυτή τη φορά ανάμεσα στο μοντέλο το οποίο λαμβάνει υπόψη μόνο τις 10 καλύτερες παραμέτρους και σε αυτό που συνυπολογίζει όλες. Το τελευταίο υπερέχει όσον αφορά την ακρίβεια κατά 4% περίπου, ενώ παρουσιάζει και το χαμηλότερο ποσοστό λανθασμένων αποτελεσμάτων FP,NP. Κάτι ακόμη το οποίο αξίζει να σημειωθεί είναι ότι στην μοντελοποίηση με C5.0 παρατηρούνται σημαντικά μεγαλύτερα ποσοστά λανθασμένης διάγνωσης  καλοήθων περιπτώσεων ως κακοήθων (FP) σε σχέση με τα αποτελέσματα για FN. Οι γραφικές παραστάσεις δείχνουν να συγκλίνουν προς την μορφή της ιδανικής απόδοσης αλλά παρουσιάζουν διαφορά μεταξύ τους με την γραφική παράσταση στην περίπτωση που διατηρούνται όλα τα χαρακτηριστικά να έχει την καλύτερη απόδοση και να προσεγγίζει περισσότερο την ιδανική καμπύλη χωρίς να παρουσιάζει απότομη πτώση. Συγκρίνοντας τα δέντρα απόφασης τα οποία προέκυψαν παρατηρούμε ότι όπως ήταν αναμενόμενο το δέντρο στο οποίο λαμβάνονται υπόψη όλα τα χαρακτηριστικά παρουσιάζει πολύ μεγαλύτερη πολυπλοκότητα ως προς τον αριθμό των κόμβων και το βάθος του, κάτι το οποίο δικαιολογεί άμεσα και την σημαντικά μεγαλύτερη ικανότητά του ως προς την πρόβλεψη. Για την περίπτωση που το μοντέλο λαμβάνει υπόψη μόνο τα 10 καλύτερα χαρακτηριστικά τότε οι σημαντικές παράμετροι οι οποίες επιλέγονται από τον αλγόριθμο και συμμετέχουν στην εξαγωγή κανόνων είναι οι : Κυκλικότητα (Circularity), Παράγοντας Fourier (Fourier Factor), Μέση ακτινική γωνία (Mean Radial Angle), Κανονικοποιημένο μέσο ακτινικό μήκος (Normalized Mean Length), Ομαλότητα (Smoothness), ενώ για την περίπτωση του μοντέλου που λαμβάνει υπόψη όλα τα χαρακτηριστικά εκείνα τα οποία περιλαμβάνονται στην εξαγωγή κανόνων και θεωρούνται πιο σημαντικά από τον αλγόριθμο είναι τα : Κυκλικότητα (Circularity), Εντροπία (Entropy), Ομαλότητα (Smoothness), Παράγοντας Fourier (Fourier Factor), Μέση ακτινική γωνία (Mean Radial Angle), Κανονικοποιημένο μέσο ακτινικό μήκος (Normalized Mean Length), Compactness, MC3, DBC, Στρέβλωση (Skewness), Εκκεντρότητα (Eccentricity), Διασπορά (Spreadness).  
Naïve Bayes 

Νωρίτερα δόθηκε η θεωρία πάνω στην οποία στηρίζεται η εκπαίδευση του μοντέλου βάσει αυτού του αλγορίθμου και είναι σε γενικές γραμμές η θεωρία του Bayes. Τα αποτελέσματα που προκύπτουν από την εκπαίδευση και την εκτίμηση της επιτυχούς διάγνωσης του μοντέλου φαίνονται στην συνέχεια. Από την παρακάτω εικόνα βλέπουμε ότι τα σημαντικότερα χαρακτηριστικά τα οποία έχουν την μεγαλύτερη βαρύτητα για την διάγνωση είναι : DBC, DM, Τυπική απόκλιση (Standard Deviation), Στρέβλωση (Skewness), Εντροπία (Entropy), Επιπεδότητα (Flatness), Κυκλικότητα (Circularity), ενώ στον Πίνακα 8 φαίνονται τα αποτελέσματα για την ακρίβεια στην διάγνωση του μοντέλου, όπως επίσης και τα ποσοστά FPR, FNR. 
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Εικόνα 24 : Τα σημαντικότερα χαρακτηριστικά για την πρόβλεψη της διάγνωσης βάσει του μοντέλου Naïve Bayes. 

	Ποσοστό επιτυχίας
	FPR
	FNR

	74,7%
	22,3%
	27,6%


Πίνακας 8 : Ποσοστά επιτυχίας, FPR, FNR για το μοντέλο Naïve Bayes.

Η γενική παρατήρηση που προκύπτει είναι ότι όπως και στις προηγούμενες περιπτώσεις μοντέλων του ίδιου λογισμικού, το ποσοστό επιτυχίας είναι υψηλό ίσως όχι τόσο ικανοποιητικό όσο θα θέλαμε, ενώ και τα ποσοστά αποτυχίας στην διάγνωση FPR, FNR, είναι και αυτά υψηλά, κάτι το οποίο αποτελεί μειονέκτημα για το μοντέλο. Αυτό το οποίο έχει μεγάλη αξία σχετικά με το διάγραμμα το οποίο παρέχει το εν λόγω μοντέλο είναι η αναλυτική παράθεση της σχέσης μεταξύ των τιμών για κάθε χαρακτηριστικό εισόδου και της τελικής διάγνωσης, δηλαδή όπως και στα προηγούμενα μοντέλα κι εδώ δίνεται κατά πόσο συγκεκριμένα διαστήματα τιμών σχετίζονται με καλοήθη ή κακοήθη αποτελέσματα. Τα αποτελέσματα αυτά φαίνονται αναλυτικά στις παρακάτω εικόνες. 
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Εικόνα 25 : Αποτελέσματα συσχέτισης μεταξύ τιμών και χαρακτηριστικών όσον αφορά τη διάγνωση (πρώτο μέρος).
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Εικόνα 26 : Αποτελέσματα συσχέτισης μεταξύ τιμών και χαρακτηριστικών όσον αφορά τη διάγνωση (δεύτερο μέρος).
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Εικόνα 27 : Αποτελέσματα συσχέτισης μεταξύ τιμών και χαρακτηριστικών όσον αφορά τη διάγνωση (τρίτο μέρος).
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Εικόνα 28 : Αποτελέσματα συσχέτισης μεταξύ τιμών και χαρακτηριστικών όσον αφορά τη διάγνωση (τέταρτο μέρος).

Στα παραπάνω διαγράμματα βλέπουμε στην πρώτη στήλη το κάθε χαρακτηριστικό και στην δεύτερη τους συμβολισμούς με χρώμα κάθε περιοχής τιμών του χαρακτηριστικού. Στην τρίτη στήλη βλέπουμε σε σχέση με τον συνολικό πληθυσμό του συνόλου δεδομένων τι ποσοστό ανήκει στο κάθε διάστημα τιμών, ενώ στην τέταρτη και την πέμπτη στήλη βλέπουμε την ίδια αντιστοιχία αλλά αυτή τη φορά όσον αφορά τις κακοήθεις (True) και τις καλοήθεις (False) περιπτώσεις αντίστοιχα. Κάτι το οποίο αξίζει να παρατηρήσουμε σχετικά με την κατανομή των τιμών κάθε χαρακτηριστικού για τις περιπτώσεις καλοήθειας και κακοήθειας είναι ότι σε περίπου 7 χαρακτηριστικά, 6 από τα οποία είναι και τα σημαντικότερα χαρακτηριστικά τα οποία αναφέραμε νωρίτερα, διακρίνονται περισσότερα από ένα εύρη τιμών ή μεμονωμένες τιμές ώστε να υπάρχει διαφοροποίηση σχετικά με την παθολογία, οπότε μια συγκεκριμένη παθολογία να σχετίζεται και με συγκεκριμένο εύρος τιμών (χαρακτηριστικό παράδειγμα είναι η περίπτωση της Κυκλικότητας), αντί να υπάρχει ένα συγκεκριμένο εύρος το οποίο όμως συναντάται στον ίδιο βαθμό τόσο σε καλοήθεις όσο και σε κακοήθεις περιπτώσεις (χαρακτηριστικό παράδειγμα είναι η Ομαλότητα). Εκτός των παραπάνω, το μοντέλο μας δίνει ακόμη ένα διάγραμμα το οποίο και διαφοροποιείται από το διάγραμμα που μόλις δείξαμε στο γεγονός ότι το πρώτο δείχνει κατά απόλυτη τιμή επί του αρχικού συνόλου δεδομένων τις τιμές που αντιστοιχούν σε κάθε παθολογία, ενώ το ακόλουθο δείχνει την εμπιστοσύνη (πιθανοφάνεια) που αντιστοιχεί σε κάθε διάστημα τιμών ώστε να μας δώσει πληροφορίες για το ποιες τιμές μπορούμε να συναντήσουμε σε κάθε χαρακτηριστικό, ας πούμε πληροφορίες για το προφίλ κάθε χαρακτηριστικού. Αυτό το οποίο όμως δεν δίνεται είναι η προβλεπτική ικανότητα κάθε χαρακτηριστικού [50]. Το διάγραμμα αυτό φαίνεται στην παρακάτω εικόνα και αφορά εκείνα τα διαστήματα τιμών κάθε χαρακτηριστικόυ τα οποία όπως υπολογίστηκε από το μοντέλο παρουσιάζουν και την μεγαλύτερη πιθανοφάνεια, άρα και μεγαλύτερη διαγνωστική ικανότητα και ακρίβεια.
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Εικόνα 29 : Αποτελέσματα συσχέτισης μεταξύ τιμών και χαρακτηριστικών όσον αφορά τη διαγνωστική ικανότητα του Naïve Bayes μοντέλου.

5.2 Σχολιασμός των αποτελεσμάτων και συμπεράσματα

Συνοπτικά παραθέτουμε στον παρακάτω πίνακα για αντιπαραβολή τα αποτελέσματα της μοντελοποίησης τα οποία προέκυψαν και έχουν ήδη αναφερθεί στην προηγούμενη παράγραφο.
	
	Clementine
	Business Intelligence Studio

	
	ΝΝ(Acc)
	FPR
	FNR
	ΝΝ(Acc)
	FPR
	FNR

	10
	79,8%
	22,2%
	7,5%
	76,1%
	27,3%
	21,1%

	all
	80,7%
	18,8%
	16,8%
	-
	-
	-

	
	
	
	
	
	
	

	
	DT(Acc)
	FPR
	FNR
	DT(Acc)
	FPR
	FNR

	10
	79,8%
	26,0%
	15,6%
	89,05%
	6,41%
	28,0%

	all
	79,9%
	17,2%
	22,3%
	-
	-
	-

	
	
	
	
	
	
	

	
	C5.0(Acc)
	FPR
	FNR
	NB(Acc)
	FPR
	FNR

	10
	83,7%
	27,1%
	7,8%
	74,7%
	22,3%
	27,6%

	all
	86,9%
	21,2%
	6,6%
	-
	-
	-

	
	
	
	
	
	
	


Πίνακας 9 : Συγκεντρωτικά αποτελέσματα για όλα τα μοντέλα τα οποία κατασκευάστηκαν.
Από τον παραπάνω πίνακα, παρατηρούμε ότι τα καλύτερα αποτελέσματα όσον αφορά την ακρίβεια και τα ποσοστά FPR , FNR είναι αυτά τα οποία προκύπτουν από την μοντελοποίηση με τον αλγόριθμο που χρησιμοποιεί δέντρα απόφασης (Decision Trees) του Business Intelligence Studio. Τα αποτελέσματα συνδυάζουν υψηλό ποσοστό ακρίβειας και όσο το δυνατό χαμηλά ποσοστά σφαλμάτων στην εκτίμηση καλοηθειών ή κακοηθειών. Είναι προφανές ότι το μοντέλο αυτό παρουσιάζει και τα καλύτερα αποτελέσματα από τους υπόλοιπους αλγορίθμους του ίδιου στατιστικού πακέτου, με μικρή αύξηση σε σχέση με τα υπόλοιπα ως προς το ποσοστό των FNR. Όσον αφορά τους άλλους δύο αλγορίθμους του πακέτου, αυτό το οποίο έχουμε να σχολιάσουμε και προκύπτει από την σύγκρισή τους είναι ότι τα ποσοστά ακρίβειας τόσο για το νευρωνικό δίκτυο όσο και για το μοντέλο Naïve Bayes,  είναι σχεδόν ίσα και κυμαίνονται κατά μέσο όρο γύρω στο 75% το οποίο είναι αρκετά ικανοποιητικό ποσοστό. Εξετάζοντας και τα ποσοστά λάθους στην κατηγοριοποίηση παρατηρούμε ότι το νευρωνικό δίκτυο παρουσιάζει χαμηλότερα ποσοστά αποτυχίας σε σχέση με το Naïve Bayes, επομένως υπερτερεί ελαφρώς έναντι του τελευταίου. 

Συγκρίνοντας τα αποτελέσματα των αλγορίθμων μοντελοποίησης τα οποία προέκυψαν από την χρήση του Clementine, το καλύτερο αποτέλεσμα το οποίο προέκυψε όσον αφορά το ποσοστό επιτυχούς διάγνωσης αλλά και κατά το δυνατό χαμηλότερου σφάλματος στην κατηγοριοποίηση ήταν για την περίπτωση του μοντέλου που χρησιμοποιεί τον αλγόριθμο C5.0, ενώ ακολουθεί ο αλγόριθμος για νευρωνικό δίκτυο και τέλος ο αλγόριθμος του δέντρου απόφασης (CART). Γενικά, παρατηρούμε ακόμη ότι τα αποτελέσματα που προκύπτουν από το Business Intelligence Studio είναι χαμηλότερα από αυτά τα οποία προκύπτουν από το Clementine με μόνη εξαίρεση την περίπτωση του μοντέλου που χρησιμοποιεί δέντρο απόφασης. Επειδή οι αλγόριθμοι εκπαίδευσης του πρώτου πακέτου περιλαμβάνουν ήδη ενσωματωμένο τον αλγόριθμο feature selection και λαμβάνοντας υπόψη ότι τα καλύτερα αποτελέσματα έχουν προκύψει γενικά για την περίπτωση όπου χρησιμοποιούνται όλα τα χαρακτηριστικά στην μοντελοποίηση, μπορούμε να αιτιολογήσουμε το γεγονός ότι τα αποτελέσματα τα οποία δόθηκαν από το Clementine παρουσιάζουν σε γενικές γραμμές υψηλότερα ποσοστά επιτυχίας από εκείνα τα οποία προέκυψαν από το Business Intelligence Studio. Αυτό οφείλεται στο ότι αν και το Business Intelligence Studio ενσωματώνει τους αλγορίθμους για επιλογή των καλύτερων παραμέτρων και για ανίχνευση πιθανών ακραίων τιμών (anomaly detection), δεν εκτελούνται πάντα με την ίδια λογική και τα αποτελέσματα τα οποία δίνουν περιλαμβάνουν ελαφρώς διαφορετικές παραμέτρους είτε τις περισσότερες από αυτές είτε έναν πολύ μικρό αριθμό από αυτές. Επομένως, ελαττώνοντας για την περίπτωσή μας τον αριθμό των παραμέτρων (χαρακτηριστικά τα οποία χρησιμοποιούνται για την εκπαίδευση του μοντέλου) και κρατώντας λιγότερες από 19 (που είναι και οι εγκυρότερες βάσει του αλγορίθμου Feature Selection του Clementine), τα ποσοστά επιτυχίας παρουσιάζουν μείωση. 

Για την μέτρηση και την εκτίμηση της ακρίβειας ενός μοντέλου κατηγοριοποίησης χρησιμοποιούνται οι Receiver Operating Characteristic curves (ROC curves) οι οποίες είναι διδιάστατες γραφικές παραστάσεις που αναπαριστούν το ποσοστό TPR έναντι του ποσοστόυ FRP. Ανάλογα με την μορφή της καμπύλης το μοντέλο μπορεί να χαρακτηριστεί ως random classifier, reasonable classifier ή perfect classifier (ideal). Το πρώτο ειδος εκφράζεται με μια διαγώνια γραμμή η οποία χωρίζει το διάγραμμα σε δύο ίσα τμήματα και κάθε σημείο της εκφράζει ότι για κάθε περίπτωση θα ανιχνεύει τον μισό αριθμό καλοήθων περιπτώσεων και τις υπόλοιπες τις κατηγοριοποιεί ως κακοήθεις (ισοπίθανες περιπτώσεις), το οποίο όμως συνιστά τυχαίο τρόπο κατηγοριοποίησης και καθόλου αξιόπιστο. Η ιδανική γραφική παράσταση χαρακτηρίζεται από ποσοστό TPR 100% για κάθε τιμή FPR και αποτελεί το ιδανικό μοντέλο κατηγοριοποίησης, αφού σε κάθε περίπτωση ανιχνεύει όλες τις υπάρχουσες κακοήθεις περιπτώσεις ανεξάρτητα από τον αριθμό των καλοηθειών που μπορεί να υπάρχουν. Ενδεικτικό διάγραμμα για κάθε είδος καμπύλης φαίνεται στην παρακάτω εικόνα [53].

[image: image83.emf]
Εικόνα 30 : Χαρακτηριστικά είδη καμπυλών ROC (αριστερά προς τα δεξιά). α. Ιδανική καμπύλη β. Καμπύλη ρεαλιστικού μοντέλου με καλή απόδοση γ. Καμπύλη μοντέλου με μη ικανοποιητική απόδοση [apo to paper tou algo].
Κάθε γραφική παράσταση χωρίζεται σε 3 τμήματα: άνω και κάτω αριστερό τμήματα που βρίσκονται πάνω από την διαγώνιο και το κάτω τμήμα της διαγωνίου. Το κάτω αριστερά τμήμα είναι γνωστό και ως τμήμα συντηρητικής απόδοσης (conservative performance) και σε αυτό παρατηρούνται αρκετά FPR λάθη. Στην ακραία περίπτωση που εκφράζεται από το σημείο (0,0) όλες οι περιπτώσεις θα κατηγοριοποιηθούν ως καλοήθεις, ενώ δεν θα υπάρχουν TP ή FP περιπτώσεις. Το άνω δεξιά τμήμα της καμπύλης ονομάζεται τμήμα ελεύθερης απόδοσης (liberal performance), δείχνει υψηλά ποσοστά ανίχνευσης TP αλλά παρουσιάζει και σημαντικό αριθμό FP. Και σε αυτή την περίπτωση στο άνω δεξιά σημείο της αναπαράστασης (100,100) το οποίο θεωρείται ακραία περίπτωση, όλες οι περιπτώσεις κατηγοριοποιηθούν ως κακοήθεις. Θα ανιχνευθούν με επιτυχία όλες οι TP περιπτώσεις αλλά θα υπάρξει και μεγάλος αριθμός από FP διαγνώσεις. Όσον αφορά το τμήμα κάτω από την διαγώνιο, αυτό παρουσιάζει συμπεριφορά χειρότερη από το μοντέλο τυχαίας κατηγοριοποίησης και δίνει ως τελική διάγνωση ποσοστά FP μεγαλύτερα από TP. Το άνω αριστερά σημείο της γραφικής παράστασης (0,100) αποτελεί ένδειξη τέλειας κατηγοριοποίησης όπου ανιχνεύονται όλες οι κακοήθειες (TP=100%) χωρίς να υπάρχουν λάθος διαγνώσεις (FP=0%). Στην εικόνα που ακολουθεί φαίνονται ακριβώς τα ανωτέρω τμήματα και σημεία της γραφικής παράστασης [30]. 
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Εικόνα 31 : Διάγραμμα με τις χαρακτηριστικές περιοχές μιας καμπύλης ROC [54]. 
Αναλυτικά αποτελέσματα για την διάγνωση κάθε περίπτωσης που χρησιμοποιήθηκε για την εκτίμηση της ικανότητας πρόβλεψης κάθε μοντέλου είχαμε μόνο για τα μοντέλα τα οποία εκπαιδεύτηκαν με το Clementine, αλλά όχι με το Business Intelligence Studio. Για το λόγο αυτό μπορέσαμε να κατασκευάσουμε τις ROC curves μόνο για τα πρώτα. Για την κατασκευή των γραφικών παραστάσεων χρησιμοποιήσαμε τον παρακάτω προτεινόμενο αλγόριθμο [54] :
Είσοδοι:
D
σύνολο ελέγχου
p(i)
κατάταξη του ενδεχομένου i του συνόλου D, η οποία δείχνει την πιθανότητα ή εμπιστοσύνη ότι το ενδεχόμενο i είναι θετικό και είναι κανονικοποιημένη στο διάστημα [0,1]
P
το σύνολο των παρατηρηθέντων θετικών ενδεχομένων στο D, όπου P ( D
Ν
το σύνολο των παρατηρηθέντων αρνητικών ενδεχομένων στο D, όπου Ν ( D
for threshold = 1 to 0 by -0.01 do

FP ( 0


FN ( 0


for i ( D do


if p(i) ( threshold then



if i ( P then




TP = TP+1




else





FP = FP+1




endif



endif 


endfor 

tpr ( TP/#P


fpr ( FP/#N


Add point (tpr,fpr) to ROC curve

endfor 

Οι γραφικές παραστάσεις των ROC curves που προέκυψαν είναι οι παρακάτω:

[image: image85.png]TR %

ROC (Meural Network for top 10 features)

03

08

o7

08

05,

04

03

02

01

03

04

05
FPR%

08

o7




[image: image86.png]TR %

ROC (Meural Network for i important feaiures)

03

08

o7

08

05,

04

03

02

01

03

04

05
FPR%

08

o7





Εικόνα 32 : Καμπύλες ROC για το νευρωνικό δίκτυο του SPSS για τα 10 καλύτερα χαρακτηριστικά (αριστερά) και για όλα τα χαρακτηριστικά (δεξιά).
[image: image87.png]TR %

ROC (CART for top 10 features)

03

08

o7

08

05,

04

03

02

01

03

04

05
FPR%

08

o7




[image: image88.png]TR %

ROC (CART for alimportant features)

03

08

o7

08

05,

04

03

02

01

03

04

05
FPR%

08

o7





Εικόνα 33 : Καμπύλες ROC για το CART tree του SPSS για τα 10 καλύτερα χαρακτηριστικά (αριστερά) και για όλα τα χαρακτηριστικά (δεξιά).
[image: image89.png]TR %

ROC (€5.0fortop 10 features)

03

08

o7

08

05,

04

03

02

01

03

04

05
FPR%

08

o7




[image: image90.png]TR %

ROC (€5 0 for aimportant features)

03

08

o7

08

05,

04

03

02

01

03

04

05
FPR%

08

o7





Εικόνα 34 : Καμπύλες ROC για το δέντρο C5.0  του SPSS για τα 10 καλύτερα χαρακτηριστικά (αριστερά) και για όλα τα χαρακτηριστικά (δεξιά).
 Το συμπέρασμα το οποίο προκύπτει από τις παραπάνω ROC curves είναι ότι το λιγότερο επιθυμητό μοντέλο κατηγοριοποίησης είναι αυτό που προκύπτει από τον αλγόριθμο C5.0 για τα 10 καλύτερα χαρακτηριστικά, αφού η καμπύλη του προσεγγίζει αυτή ενός classifier χαμηλών δυνατοτήτων. Αν και το μοντέλο αυτό παρουσίασε το μεγαλύτερο ποσοστό ακρίβειας στην διάγνωση, εξίσου υψηλό ήταν και το ποσοστό FPR διαγνώσεων, υψηλότερο από το αντίστοιχο ποσοστό των άλλων μοντέλων. Η συμπεριφορά του εν λόγω μοντέλου βελτιώνεται όμως σημαντικά όταν στην εκπαίδευση συμμετέχουν όλα τα χαρακτηριστικά. Εκείνο το μοντέλο το οποίο παρουσιάζει καλύτερυ συμπεριφορά από όλα είναι αυτό του CART tree για όλα τα χαρακτηριστικά. Αν και τα χαμηλότερα αποτελέσματα ακρίβειας προέκυψαν για το μοντέλο αυτό, αυτό το οποίο είναι σημαντικό και φαίνεται από το διάγραμμα είναι ότι το ποσοστό FPR είναι χαμηλότερο από τα αντίστοιχα για άλλα μοντέλα για αυτό και ROC curve προσεγγίζει αυτή ενός πολύ καλού classifier. Ως γενικότερη παρατήρηση, μπορούμε να σημειώσουμε ότι τελικά για ένα μοντέλο αν και έχει μεγάλη σημασία η ακρίβεια στην διάγνωση συνολικά (ποσοστό επιτυχιών), ιδιαίτερα σημαντικό για την αξιοπιστία του είναι το ποσοστό FPR ή TPR.

Εκτός από τα τελικά αποτελέσματα που αφορούν την ακρίβεια και την προβλεπτική ικανότητα κάθε μοντέλου, παραθέτουμε και γενικές παρατηρήσεις οι οποίες σχετίζονται με τα χαρακτηριστικά τα οποία ανδεικνύονται ως σημαντικότερα από κάθε αλγόριθμο εκπαίδευσης. Για τον κάθε αλγόριθμο φαίνονται στον παρακάτω πίνακα. 
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Πίνακας 10 : Σύγκριση των μοντέλων του Business Intelligence Studio με την Feature Selection του SPSS ως προς το ποια χαρακτηριστικά θεωρούνται ως πιο σημαντικά για την διάγνωση.
Όπως συμπεραίνουμε από τον ανωτέρω πίνακα, εκείνα τα χαρακτηριστικά τα οποία εμφανίζονται και στα 4 μοντέλα, άρα και αυτά τα οποία με την μεγαλύτερη πιθανότητα είναι τα σημαντικότερα για την τελική διάγνωση, χωρίς να εξαιρείται η συμβολή των υπολοίπων η οποία όπως προαναφέρθηκε είναι ιδιαίτερα σημαντική για την ακρίβεια της διάγνωσης, είναι τα παρακάτω: 
· Κυκλικότητα (Circularity)
· DM
· Τυπική απόκλιση (Standard Deviation)
· DBC
· Εντροπία (Entropy)
και ακολουθούν εκείνα τα χαρακτηριστικά τα οποία εμφανίζονται σε 2 έως 3 μοντέλα ως σημαντικά :

· Στρέβλωση (Skewness)
· Επιπεδότητα (Flatness)
· Compactness
· Μέση τιμή (Mean parameter)

Αυτό το οποίο προκύπτει από την σύγκριση είναι ότι όπως αναμέναμε και αρχικά, πολύ καλή ικανότητα πρόβλεψης παρουσιάζει οι fractal παράμετροι DM και DBC, καθώς και η γεωμετρική παράμετρος που σχετίζεται με την τυπική απόκλιση των αποστάσεων κάθε σημείου της περιμέτρου του όγκου, δηλαδή η Κυκλικότητα (Circularity) και η Τυπική απόκλιση (Standard Deviation) η οποία εκφράζει πληροφορία για την υφή της εικόνας και ιδιαίτερα για την αντίθεση φωτεινότητας που παρατηρείται στην εικόνα. Σημαντική επίσης είναι και η συμβολή της παραμέτρου Εντροπίας (Entropy) η οποία εκφράζει την τυχαιότητα στην κατανομή της μάζας στον όγκο. Αυτό σημαίνει ότι βάσει του συνόλου δεδομένων το οποίο χρησιμοποιήθηκε για εκπαίδευση, τα μοντέλα έχουν εκπαιδευτεί ώστε να αναγνωρίζουν με ευκολία όγκους οι οποίοι παρουσιάζουν έντονη ανωμαλία στο περίγραμμα και απεικονίζονται πολύ πιο φωτεινοί από την περιβάλλουσα περιοχή (φόντο), δηλαδή όγκους οι οποίοι παρουσιάζουν τα χαρακτηριστικά γνωρίσματα των κακοηθειών. Ακολουθεί η παράμετρος της Στρέβλωσης (Skewness) η οποία εκφράζει την ανομοιομορφία στο περίγραμμα ενός όγκου. Επομένως, ιεραρχώντας ποιοτικά τα χαρακτηριστικά γνωρίσματα ενός κακοήθους όγκου έτσι όπως έχει εκπαιδευτεί το μοντέλο να τον αναγνωρίζει είναι κατά φθίνουσα σειρά : η ανωμαλία στο σχήμα, η έντονη αντίθεση (υψηλή πυκνότητα) σε σχέση με τον φόντο (λιπώδης ιστός) και η ανομοιομορφία στην κατανομή της μάζας στον όγκο. Κάτι το οποίο αξίζει να σημειωθεί είναι ότι στα πιο σημαντικά χαρακτηριστικά περιλαμβάνονται τόσο γεωμετρικά όσο και χαρακτηριστικά υφής και fractal analysis δίχως να παρατηρείται κάποια μεροληψία ή να δίνεται βαρύτητα σε κάποια συγκεκριμένη κατηγορία παραμέτρων.
5.3 Μελλοντικές εργασίες και περαιτέρω βελτιώσεις


Το παρόν σύστημα αναπτύχθηκε με σκοπό την αυτοματοποιημένη κατηγοριοποίηση όγκων από εικόνες ψηφιακής μαστογραφίας στις οποίες έχουν σημειωθεί από τον θεράποντα ιατρό οι περιοχές ενδιαφέροντος. Δύο ήταν οι βασικές εφαρμογές οι οποίες ήταν καθοριστικής σημασίας για το τελικό αποτέλεσμα : η εφαρμογή επεξεργασίας εικόνας και η εφαρμογή η οποία είναι υπεύθυνη για την εξόρυξη δεδομένων, δηλαδή το μοντέλο. Επίσης, το σύστημα έχει εγκατασταθεί και λειτουργεί σε μηχάνημα server, ενώ για την ανάπτυξή του έχουν χρησιμοποιηθεί τα περιβάλλοντα MATLAB, SPSS Clementine, Microsoft Visual Studio 2005, Microsoft SQL Server 2005, Microsoft Business Intelligence Studio και έχουν χρησιμοποιηθεί οι υπηρεσίες Internet Information Services 6.0. Οι βελτιώσεις ή οι επεκτάσεις καθώς και εναλλακτικές υλοποιήσεις οι οποίες μπορούν να γίνουν για κάθε μία από τις ανωτέρω εφαρμογές ακολουθούν στην συνέχεια :
· Βελτίωση του αλγορίθμου απομόνωσης του όγκου από την επισημασμένη περιοχή ενδιαφέροντος χρησιμοποιώντας διαφορετική τεχνική της επιλογής κατωφλίου βασιζόμενη στο ιστόγραμμα φωτεινότητας της εικόνας. Ακόμη η τεχνική της κατωφλίωσης μπορεί να αντικατασταθεί από ευφυέστερες μεθόδους κατάτμησης και ανίχνευσης αντικειμένων όπως είναι οι αλγόριθμοι ενεργών καμπυλών (Active Contours).
· Ορισμός νέου αλγορίθμου και συναρτήσεων (βιβλιοθήκης) επεξεργασίας εικόνας χωρίς την χρήση του πακέτου MATLAB, αλλά κάποιας γενικής γλώσσας προγραμματισμού, για την επίτευξη μεγαλύτερης ταχύτητας στους υπολογισμούς και ευελιξίας όσον αφορά την λειτουργικότητα και ενσωμάτωση της εφαρμογής σε ένα οποιοδήποτε σύστημα στο οποίο απαιτείται η εν λόγω επεξεργασία.

· Ορισμός και προσθήκη νέων γεωμετρικών και χαρακτηριστικών υφής καθώς και περαιτέρω στοιχεία fractal analysis τα οποία δίνουν εγκυρότερο αποτέλεσμα όσον αφορά τον χαρακτηρισμό κάθε όγκου ως προς την παθολογία του. Προσθήκη των χαρακτηριστικών της ηλικίας, γενετικής προδιάθεσης ή οικογενειακού ιστορικού, πυκνότητας μαστού και φυσικής κατάστασης ως παραμέτρων εισόδου για την εκπαίδευση του μοντέλου εξόρυξης.
· Χρήση διαφορετικών στατιστικών εργαλείων τα οποία υποστηρίζουν data mining αλγορίθμους και περισσότερα μοντέλα στατιστικής ανάλυσης. Σύγκριση των αποτελεσμάτων μεταξύ τους για την εύρεση της βέλτιστης δυνατής και καταλληλότερης μοντελοποίησης για την κατηγοριοποίηση όγκων. Χρήση συνδυασμού μοντέλων και τεχνικών εξόρυξης δεδομένων για ενίσχυση της τελικής πρόβλεψης. 

· Εναλλακτική υλοποίηση του συστήματος αυτού ώστε να μπορεί να λειτουργήσει και σε LINUX based servers με χρήση PHP και Mysql, με υποστήριξη του Clementine Server για την εξόρυξη δεδομένων. 
· Επιλογή μεγαλύτερου συνόλου δεδομένων για την εκπαίδευση του μοντέλου με εικόνες στις οποίες οι ήδη διαγνωσθείσες περιοχές ενδιαφέροντος χαρακτηρίζονται και ως υποκατηγορίες των δύο βασικών κατηγοριών καλοήθειας και κακοήθειας.
· Αντικατάσταση του σταδίου υπολογισμού των γεωμετρικών χαρακτηριστικών και χαρακτηριστικών υφής. Εναλλακτικά, θα χρησιμοποιηθούν ως πρότυπα σύγκρισης, όγκοι από μαστογραφίες των οποίων η παθολογία θα είναι γνωστή. Από κάθε νέα προς επεξεργασία μαστογραφία, ο όγκος που θα απομονώνεται θα συγκρίνεται με τα έτοιμα πρότυπα ώστε να εκτιμηθεί πόσο προσεγγίζει την μορφή καθενός και στην συνέχεια θα εκτιμάται η παθολογία του όγκου βάσει της παθολογίας του προτύπου.
Κεφάλαιο 6: Τεχνικά θέματα

Στο κεφάλαιο αυτό παρατίθενται τεχνικά ζητήματα τα οποία αφορούν την επιμέρους αρχιτεκτονική σχεδίαση του λογισμικού της εφαρμογής καθώς και την λειτουργία του. Επίσης, επειδή πρόκειται για μια εφαρμογή η οποία προσφέρει υπηρεσίες σε τελικούς χρήστες, κρίθηκε σκόπιμη η ανάπτυξη ενός εγχειριδίου αποσκοπώντας στην σωστή και εύκολη χρήση του συστήματος. 
6.1 Παραταξιακά και ακολουθιακά διαγράμματα

Τα παραταξιακά διαγράμματα παρουσιάζουν την σχετική διάταξη και παράταξη των υπομονάδων κατά την εκτέλεση και λειτουργία του συστήματος. Επίσης, δείχνουν σε ποιούς κόμβους και μηχανήματα τρέχουν οι διαφορετικές υπομονάδες του συστήματος. Στο παρακάτω παραταξιακό διάγραμμα φαίνεται η παραταξη και η επικοινωνία μεταξύ των μονάδων κατά την λειτουργία της απλής πρόσβασης στην σελίδα και καταχώρησης μιας μαστογραφίας. Οι υπομονάδες του συστήματος είναι οι : Image Analyzer, Classifier (είναι το μοντέλο εξόρυξης γνώσης το οποίο είναι υπεύθυνο για την κατηγοριοποίηση), Mammo Session (είναι το session το οποίο τρέχει στον server για κάθε νέα σύνδεση που γίνεται στην ιστοσελίδα), Mammo DB (η βάση δεδομένων του συστήματος) και Mammo House (είναι η αποθήκη δεδομένων με την οποία έχει εκπαιδευτεί το μοντέλο και με την οποία συνεργάζεται για την εξαγωγή των αποτελεσμάτων). Ακόμη βλέπουμε ότι υπάρχει και ο ASPXEnabledBrowser που είναι ο φυλλομετρητής του client μέσω του οποίου έχει πρόσβαση στο σύστημα. Προφανώς βρίσκεται σε διαφορετικό μηχάνημα αφού ο client και ο server είναι διαφορετικά μηχανήματα και ο client έχει πρόσβαση στο μηχάνημα του server προκειμένου να τρέξει από εκεί την υπηρεσία. Είναι ακόμη δυνατό η βάση δεδομένων και η αποθήκη δεδομένων να βρίσκονται σε διαφορετικό υπολογιστή από αυτόν στον οποίο βρίσκονται οι υπόλοιπες εφαρμογές οι οποίες ανήκουν στην υπομονάδα MammoDecisionSupprtApplication. 
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Εικόνα 35 :Παραταξιακό διάγραμμα του συστήματος για την λειτουργία της κατηγοριοποίησης μιας δοθείσας εικόνας από τον χρήστη.
Το παρακάτω παραταξιακό διάγραμμα δείχνει την παράταξη του συστήματος κατά την διαδικασία της εκπαίδευσης του μοντέλου, η οποία είναι ξεχωριστή από την παραπάνω διαδικασία της κατηγοριοποίησης στην οποία συμμετέχει και ο χρήστης. Παρατηρούμε ότι οι υπομονάδες του συστήματος είναι και πάλι η αποθήκη δεδομένων Mammohouse, Η βάση δεδομένων Mammograms και η MainDecisionSupportApplication η οποία περιλαμβάνει το μοντέλο (εδώ αναφέρεται ως NeuralNet, αλλά μπορεί να είναι καθένα από τα μοντέλα που χρησιμοποιήθηκαν) και την εφαρμογή επεξεργασίας εικόνας imageAnalyzer. Εν συντομία η εφαρμογή επεξεργασίας εικόνας αναλύει κάθε εικόνα που βρίσκεται στην βάση δεδομένων και αποτελεί το σύνολο δεδομένων και με τα αποτελέσματα της επεξεργασίας τροφοδοτεί το μοντέλο ώστε να γίνει η εκπαίδευση. 
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Εικόνα 36 : Παραταξιακό διάγραμμα του συστήματος για την λειτουργία της εκπαίδευσης ενός μοντέλου.

Τα ακολουθιακά διαγράμματα μας δείχνουν την ροή των μηνυμάτων και την ακολουθία των ενεργειών που λαμβάνουν χώρα στο σύστημα με το πέρασμα του χρόνου. Ο άξονας του χρόνου νοείται ότι είναι κατακόρυφος και αυξάνεται με φορά προς τα κάτω. Η οντότητα η οποία βρίσκεται δεξιά είναι η πιο ενεργή οντότητα (αυτή η οποία κατά κανόνα εκκινεί την επικοινωνία με μια άλλη στέλνοντας σήματα ή μηνύματα) και  αριστερά βρίσκεται η πιο παθητική οντότητα, η οποία κατά τον περισσότερο χρόνο λειτουργίας δέχεται μηνύματα ή σήματα από άλλες οντότητες. Στην αρχή του διαγράμματος φαίνεται η ακολουθία ενεργειών για την εκπαίδευση του μοντέλου και στην συνέχεια οι ενέργειες που λαμβάνουν χώρα κατά την έναρξη ενός session από έναν χρήστη για την υποβολή μιας μαστογραφίας και την κατηγοριοποίησή της από το σύστημα.
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Εικόνα 37 : Ακολουθιακό διάγραμμα για τις λειτουργίες εκπαίδευσης ενός μοντέλου (προηγείται χρονικά) και της κατηγοριοποίησης μιας εικόνας που δίνεται από τον χρήστη.
6.2 Εγχειρίδιο χρήσης της εφαρμογής

Το σύστημα υποστήριξης αποφάσεων είναι διαδικτυακά προσβάσιμο με την χρήση φυλλομετρητή (browser). Για την επίτευξη ασφάλειας προκειμένου να είναι δυνατή η πρόσβαση στην εφαρμογή, είναι απαραίτητο κάποιος χρήστης να δημιουργήσει έναν λογαριασμό ο οποίος θα περιλαμβάνει ένα όνομα χρήστη (Username) και έναν μυστικό, προσωπικό κωδικό πρόσβασης (Password). Για την μετάβαση στην ιστοσελίδα της εφαρμογής πληκτρολογούμε στην γραμμή διευθύνσεων του φυλλομετρητή (browser) την ηλεκτρονική διεύθυνση της εφαρμογής και βλέπουμε την παρακάτω αρχική σελίδα της εφαρμογής. Στην σελίδα αυτή δίνονται κάποιες αρχικές πληροφορίες για την λειτουργία και τον σκοπό της εφαρμογής καθώς και κάποιες ενδεικτικές εικόνες από τα αποτελέσματα που προκύπτουν από τα διάφορα στάδια της επεξεργασίας των μαστογραφιών. 
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Εικόνα 38 : Αρχική σελίδα της εφαρμογής με τα πεδία εισόδου.
Στα πεδία “Doctor ID” ,“Password” συμπληρώνουμε το προσωπικό όνομα χρήστη και τον μυστικό κωδικό πρόσβασης και πατάμε το κουμπι “Login” για να εισέλθουμε στην υπηρεσία, οπότε και βλέπουμε την ακόλουθη σελίδα στην οποία συμπληρώνουμε τα στοιχεία του ασθενούς και υποβάλλουμε την μαστογραφική εικόνα αφού επισημάνουμε σε αυτή την περιοχή ενδιαφέροντος η οποία περιλαμβάνει τον όγκο για τον οποίο θέλουμε να λάβουμε υποστήριξη απόφασης. 
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Εικόνα 39 : Φόρμα με τα στοιχεία ασθενούς και το πεδίο για υποβολή της μαστογραφίας.
Στα πεδία “First name” και “Last name” συμπληρώνουμε το όνομα και το επώνυμο του ασθενούς αντίστοιχα και στα πεδία “Mobile phone” και “Address” τον αριθμό κινητού τηλεφώνου (ή σταθερού σε περίπτωση που δεν υπάρχει το πρώτο) και την διεύθυνση κατοικίας, αντίστοιχα. Κάθε ασθενής υποχρεούται να έχει έναν μοναδικό προσωπικό αριθμό ασφάλισης ή τον προσωπικό του αριθμό ταυτότητας, κάτι το οποίο καθορίζεται από την πολιτική κοινωνικής ασφάλισης κάθε χώρας. Εφόσον για κάποιον ασθενή έχει καταχωρηθεί στο σύστημά μας τουλάχιστον μια μαστογραφία, τότε στο πεδίο “Patient SSN (already in system)” συμπληρώνουμε τον αριθμό αυτό ο οποίος και προσδιορίζει μοναδικά τον ασθενή, ενώ αφήνουμε κενό το πεδίο “Patient SSN (first time)”. Στην περίπτωση όμως που για πρώτη φορά θέλουμε να καταχωρήσουμε για κάποιον ασθενή μαστογραφία, τότε συμπληρώνουμε τον προσωπικό αριθμό ασφάλισης ή ταυτότητας στο πεδίο “Patient SSN (first time)” και αφήνουμε κενό το πεδίο “Patient SSN (already in system)”. Εφόσον έχουμε συμπληρώσει τα στοιχεία αυτά πατώντας το κουμπι “Browse”, από το παράθυρο το οποίο ανοίγει μεταβαίνουμε στον φάκελο όπου έχουμε αποθηκεύσει την εικόνα προς υποβολή, την επιλέγουμε και εφόσον έχει γίνει σωστά η επιλογή στο πεδίο “UPLOAD ORIGINAL MAMMOGRAM IMAGE” θα εμφανιστεί το πλήρες μονοπάτι στο οποίο βρίσκεται η εικόνα στον υπολογιστή μας. Για την υποβολή της μαστογραφίας στο σύστημα πατάμε το κουμπί “Upload mammogram” και στην οθόνη βλέπουμε την μαστογραφία την οποία έχουμε μόλις υποβάλει. Με το ποντίκι πατώντας επάνω στην μαστογραφία ορίζουμε τα σημεία του περιγράμματος της περιοχής ενδιαφέροντος. Κάθε φορά που γίνεται ένα απλό κλικ του ποντικιού (με το αριστερό πλήκτρο), ορίζεται και ένα σημείο επάνω στην εικόνα κι εφόσον έχουν οριστεί τουλάχιστον 2 διαφορετικά σημεία, είναι ορατό επάνω στην εικόνα και το περίγραμμα το οποίο έχει σχηματιστεί.
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Εικόνα 40 : Graphical component για επισήμανση της περιοχής ενδιαφέροντος με κατάλληλα κουμπιά για σβήσιμο ή κλείσιμο της καμπύλης και για υποβολή της τελικής εικόνας.
Σε περίπτωση λάθους στον σχεδιασμό του περιγράμματος, αυτό μπορεί να σβηστεί πατώντας το πλήκτρο “Erase Contour” και να σχεδιαστεί από την αρχή. Επειδή το περίγραμμα πρέπει να είναι κλειστό και χωρίς κενά προκειμένου να μην υπάρξει πρόβλημα κατά την επεξεργασία, πατώντας το κουμπί “Close Contour” αυτόματα ενώνεται το τελευταίο σημείο που επισημάνθηκε στην εικόνα με το πρώτο σημείο που επισημάνθηκε, οπότε εξασφαλίζεται έτσι ότι η γραμμή του περιγράμματος είναι κλειστή. Εφόσον το περίγραμμα έχει σχεδιαστεί σωστά και έχει σημειωθεί η επιθυμητή περιοχή ενδιαφέροντος, πατώντας το κουμπί “Submit” αποθηκεύεται στο σύστημα η εικόνα μετά την επισήμανση της περιοχής ενδιαφέροντος. Για την μετάβαση στην σελίδα ενεργοποίησης των μοντέλων εξόρυξης γνώσης πατάμε στον σύνδεσμο “Continue to DSS” και βλέπουμε την παρακάτω σελίδα. Πρώτα πατάμε το κουμπί “Compute classification features” και βλέπουμε τα αποτελέσματα από τον υπολογισμό των γεωμετρικών χαρακτηριστικών και των χαρακτηριστικών υφής για την μαστογραφία που υποβλήθηκε. Στην συνέχεια πατώντας το κουμπί “Show diagnosis” δίνονται τα αποτελέσματα κατηγοριοποίησης όπως προκύπτουν από τρία στατιστικά μοντέλα (Decision Tree, Neural Network, Naïve Bayes) και γα κάθε ένα μοντέλο δίνεται εκτός από το αποτέλεσμα και το ποσοστό εμπιστοσύνης του αποτελέσματος. Αποτέλεσμα True σημαίνει ότι ο όγκος έχει κατηγοριοποιηθεί από το μοντέλο ως κακοήθης, ενώ False σημαίνει ότι έχει κατηγοριοποιηθεί ως καλοήθεια. Για περαιτέρω διευκόλυνση και αποσαφήνιση της διάγνωσης, έχει προστεθεί το πεδίο “DIAGNOSIS” το οποίο βάσει των προηγούμενων αποτελεσμάτων, κάνει μια συνεκτίμηση με βάση ένα σύστημα ψήφου (voting system) και δίνει το τελικό αποτέλεσμα κατηγοριοποίησης έτσι όπως θα αποθηκευτεί και στο σύστημα.
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Εικόνα 41 : Πεδία εξόδου των τελικών αποτελεσμάτων με τις τιμές των γεωμετρικών χαρακτηριστικών και της διάγνωσης όπως προκύπτει από κάθε μοντέλο με την αντίστοιχη βεβαιότητα καθώς και η συνολική διάγνωση.
Για επιστροφή στην προηγούμενη σελίδα πατάμε στο σύνδεσμο “Back to mammogram retrieval”και για την αποσύνδεση από την ιστοσελίδα πατάμε στον σύνδεσμο “Logout”. Εάν για τον ίδιο ασθενή θέλουμε να υποβάλουμε περισσότερες από μία μαστογραφίες, τότε μεταβαίνουμε στην προηγούμενη σελίδα πατώντας τον σύνδεσμο που αναφέρθηκε και επαναλμβάνουμε την ίδια διαδικασία.
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