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Στον Μιχάλη και την Ελένη 
γιατί δεν μου είπαν αλλά μου έδειξαν.
Περίληψη
Η οπτική αναγνώριση χαρακτήρων είναι η αναπαράσταση από έναν Η/Υ, συνήθως σε μορφή ASCII, ενός αριθμού ή χαρακτήρα που απεικονίζεται σε κάποια εικόνα. Αποτελεί δε, το βασικό στοιχείο από τα τρία ενός συστήματος ταυτοποίησης οχημάτων με βάση την πινακίδα κυκλοφορίας του. Το πρώτο από τα άλλα δύο έχει να κάνει με την εύρεση της περιοχής της πινακίδας από την εικόνα του οχήματος και το δεύτερο με το διαχωρισμό των χαρακτήρων από την πινακίδα που έχει ήδη βρεθεί.
Διάφορες τεχνικές έχουν αναπτυχθεί για την υλοποίηση συστημάτων οπτικής αναγνώρισης χαρακτήρων στηριζόμενες σε νευρωνικά δίκτυα ή σε τεχνικές μηχανικής μάθησης. Προκειμένου να μπορέσουν αυτά τα συστήματα να είναι αποτελεσματικά χρειάζεται να περάσουν μία φάση εκπαίδευσης κατά την οποία επεξεργάζονται δεδομένα σαν αυτά που πρόκειται να κληθούν να αναγνωρίσουν. Κατόπιν, για να μπορέσουμε να αντιληφθούμε αν η εκπαίδευση είχε την ανάλογη επιτυχία έχουμε την φάση της επαλήθευσης και τέλος αυτή των δοκιμών. 
Στην παρούσα διπλωματική εργασία αναπτύχθηκαν 7 τέτοιες τεχνικές στο περιβάλλον προγραμματισμού Matlab. Αρχικά δημιουργήσαμε ένα σύνολο δεδομένων αποτελούμενο πάνω από 2500 χαρακτήρες τους οποίους αντλήσαμε από 400 φωτογραφίες, υπό διάφορες γωνίες λήψης, που αναπαριστούσαν οχήματα σε διάφορες συνθήκες φωτισμού και  καιρικών συνθηκών. 

Τα δεδομένα υπέστησαν επεξεργασία ώστε να αναπαρασταθούν σε κατάλληλη μορφή για να αποτελέσουν την είσοδο του συστήματός μας. Με βάση αυτά έγινε η εκπαίδευση και οι δοκιμές της κάθε μία τεχνικής και τα αποτελέσματα αποθηκεύτηκαν σε δύο τελικούς πίνακες, έναν για τους αριθμούς και έναν για τα γράμματα. Ο λόγος του διαχωρισμού αυτού είναι η πιο αποτελεσματική απόδοση του συστήματος, αφού αν τα δεδομένα μας ήταν ενιαία θα υπήρχαν αρκετές δυσκολίες δεδομένου ότι κάποια ζεύγη αριθμών και χαρακτήρων παρουσιάζουν σημαντικές ομοιότητες, όπως τα ζεύγη (Ι,1), (Ζ,2), (Β,8) και (Ο,0). 

Τέλος, στηριζόμενοι στους δύο πίνακες εξόδου διεξήχθησαν σημαντικά συμπεράσματα σχετικά με την απόδοση της κάθε τεχνικής, ενώ εφαρμόστηκε μια μέθοδος σχετικής ψηφοφορίας ώστε να αναδειχθεί κατά πόσο θα βελτιωνόταν η διαδικασία της αναγνώρισης σε περίπτωση συνεργασίας όλων των τεχνικών μαζίως ενιαίο σύστημα. Την μέθοδο αυτή τη συγκρίναμε με μία μέθοδο πλειοψηφικής ψηφοφορίας και είδαμε ότι υπερτερούσε.   
Λέξεις Κλειδιά: 
Νευρωνικά δίκτυα, τεχνικές μηχανικής μάθησης, οπτική αναγνώριση χαρακτήρων, σύστημα ταυτοποίησης οχημάτων με βάσει την πινακίδα κυκλοφορίας, μέθοδος διασταυρωμένης επικύρωσης <εξαίρεσε-ένα>, σχετική ψηφοφορία, πλειοψηφική ψηφοφορία.
Abstract

Optical Character Recognition (OCR) is the representation by a personal computer or some other machine, usually in ASCII format, of a number or character that is being shown in a picture. It is the vital part among other two of a license plate recognition system. The first of the remaining ones is responsible for plate detection and the last one for the license’s character segmentation.  

Several techniques have been developed for making OCR systems relied on neural networks and machine learning techniques. In order for these to be efficient and successful they have to get trained with some sort of data that are of the same kind as the data they are going to recognize. In order to realize if the training procedure was successful we have to apply another two methods: validation and test.


For the needs of our project we have developed seven OCR techniques in Matlab programming language. Initially we created a data set included of 2500 characters that came from 400 photos which were captured under several angles and were representing cars in various lighting and weather conditions.

In order for our data to be presented properly as inputs to our techniques we had to make them some processing. So relied on these data we did training, validation, test and we saved the outputs into two matrices, one for numbers and another for characters. The reason for this separation was to make our whole system more efficient since some numbers are morphologically very alike to some characters. Quite common cases are the following pairs: (Ι,1), (Ζ,2), (Β,8) and (Ο,0).

Finally, through observation of the two output matrices we came out with some important clues regarding the performance of each technique. Additionally we applied plurality voting method to our outputs in order to verify how much would the recognition phase been improved regarding the techniques’ combination. At the end, we compared plurality voting with majority voting to find out that the first one was slightly better. 
Key words:

Neural networks, machine learning techniques, optical character recognition, license plate recognition, leave one out evaluation method, plurality voting, majority voting.
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Κεφάλαιο 1.
Εισαγωγή - Βασικές  έννοιες
1.1) Οπτική Αναγνώριση Χαρακτήρων (Optical Character Recognition, OCR)
Η Οπτική Αναγνώριση Χαρακτήρων (Optical Character Recognition - OCR) είναι η μηχανική ή ηλεκτρονική μετατροπή μιας σαρωμένης εικόνας που αποτελείται από χειρόγραφο, δακτυλογραφημένο ή τυπωμένο κείμενο σε κωδικοποιημένο ώστε να αναγνωρίζεται απευθείας από έναν ηλεκτρονικό υπολογιστή όπως αναφέρεται στο [24]. Ουσιαστικά, η OCR τεχνολογία αναγνωρίζει χαρακτήρες από μία ‘πηγή’ εκμεταλλευόμενη τις οπτικές ιδιότητες του εξοπλισμού (κάμερα, σαρωτής κ.α.). Η τεχνική αυτή έχει σαν αποτέλεσμα τη βελτίωση της ακρίβειας όσον αφορά τη συλλογή των δεδομένων και τη μείωση του χρόνου συλλογής τους σε σχέση με τον ανθρώπινο παράγοντα. 

Παρόλο που η Οπτική Αναγνώριση Χαρακτήρων χρησιμοποιείται για εισαγωγή δεδομένων σε υψηλές ταχύτητες δεν ξεκίνησε από την βιομηχανία των υπολογιστών. Τα πρώτα της βήματα μπορούν να ανιχνευθούν το 1809 όταν απονεμήθηκαν τα πρώτα διπλώματα ευρεσιτεχνίας σε συσκευές οι οποίες προσέφεραν βοήθεια σε τυφλούς. Το 1912 ο Emmanuel Goldberg κατοχύρωσε με δίπλωμα ευρεσιτεχνίας μία συσκευή η οποία διάβαζε χαρακτήρες, τους μετέτρεπε σε πρότυπο τηλεγραφικό κωδικό και εν συνεχεία μετέδιδε μηνύματα τηλεγραφικά μέσω καλωδίων χωρίς την ανθρώπινη παρέμβαση. Το 1914 ο  Fournier D’Albe επινόησε μια OCR συσκευή η οποία αναπαρήγαγε ήχους και την ονόμασε optophone. Κάθε ήχος της αντιστοιχούσε σε ένα συγκεκριμένο γράμμα ή χαρακτήρα. Οπότε μαθαίνοντας για κάθε χαρακτήρα τον ήχο που του αντιστοιχούσε, άνθρωποι με προβλήματα όρασης ήταν σε θέση να διαβάσουν οποιοδήποτε τυπωμένο υλικό. Υλοποιήσεις για OCR συνεχίστηκαν τη δεκαετία του 1930 και έγιναν πιο σημαντικές με την έναρξη της βιομηχανίας υπολογιστών μια δεκαετία αργότερα σύμφωνα με το [25]. Στο παρακάτω σχήμα (Εικόνα 1.1, [26]) γίνεται παραστατικά αντιληπτό πως δουλεύει ένα σύστημα OCR. Δείχνει όλα τα στάδια από την αρχή που [image: image108.jpg]


γίνεται η αναγνώριση μέχρι το τελικό στάδιο που είναι η αποτύπωση του χαρακτήρα που αναγνωρίστηκε σε κώδικα ASCII συνήθως.

Εικόνα 1.1    (Δομή OCR συστήματος)
1.2)Εφαρμογές 

Η οπτική αναγνώριση χαρακτήρων βρίσκει πολλές εφαρμογές και χρήσεις  στις μέρες μας. Αναφέρουμε εν συνεχεία ορισμένες ενδεικτικά:


Αρχικά χρησιμοποιείται σε σαρωτές και γενικά σε συσκευές οι οποίες χρησιμοποιούν την τεχνική της σάρωσης για να εκτελέσουν μία συγκεκριμένη εργασία (ηλεκτρονικές εφαρμογές ανάγνωσης κειμένου κ.α.). Έγγραφα ή βιβλία σε έντυπη μορφή είναι δυνατόν να μετατραπούν σε ηλεκτρονικά αρχεία κειμένου, κάτι που παρουσιάζει πολλαπλά πλεονεκτήματα. Το βασικότερο είναι η αναζήτηση που μπορεί να κάνει ο αναγνώστης για οποιαδήποτε πληροφορία μέσα στο κείμενο, μια διαδικασία η οποία θα ήταν πολύ επίπονη αν το κείμενο δεν ήταν σε ηλεκτρονική μορφή. Ένα άλλο πλεονέκτημα είναι η επεξεργασία που μπορεί να υποστεί πλέον το κείμενο με ένα οποιοδήποτε πρόγραμμα επεξεργασίας κειμένου. Επίσης με την μετατροπή έντυπων αρχείων σε ηλεκτρονικά εξοικονομείται πολύς λειτουργικός χώρος γεγονός αρκετά σημαντικό σε εταιρείες οι οποίες χειρίζονται μεγάλο όγκο δεδομένων.   
Η οπτική αναγνώριση χαρακτήρων αποτελεί μια τεχνική η οποία χρησιμοποιείται σε διάφορα συστήματα μεταξύ των οποίων είναι και αυτά τα οποία είναι υπεύθυνα για την ταυτοποίηση οχημάτων μέσω της πινακίδας κυκλοφορίας τους. Εφαρμογές τέτοιων συστημάτων βρίσκουμε σε χώρους στάθμευσης, σε δρόμους ταχείας κυκλοφορίας για καταγραφή παραβάσεων, εντός πόλεως για καταγραφή παράβασης του ερυθρού σηματοδότη, σε σταθμούς διοδίων για αυτόματη καταγραφή παραβάσεων μη καταβολής χρημάτων ή αυτόματη χρέωση οχημάτων, σε ιδιωτικές εταιρίες για πρόσβαση οχημάτων εντός της επιχείρησης και γενικά σε οποιοδήποτε άλλο σύστημα απαιτεί την αναγνώριση κάποιου οχήματος.


Εν συνεχεία, υπάρχουν και κάποιες εφαρμογές για άτομα με ειδικές ανάγκες όπως προαναφέραμε για τους ανθρώπους με προβλήματα στην όραση οι οποίοι είναι σε θέση με ένα OCR σύστημα εκτός από το να ακούν τα περιεχόμενα ενός κειμένου να το επεξεργάζονται επιπροσθέτως με τη βοήθεια ενός πληκτρολογίου τύπου Braille.  
1.3) Σύστημα αναγνώρισης πινακίδων κυκλοφορίας (License Plate Recognition , LPR)
Σύστημα αναγνώρισης πινακίδων κυκλοφορίας ονομάζουμε μια μέθοδο επεξεργασίας εικόνων η οποία χρησιμοποιείται με σκοπό την ταυτοποίηση οχημάτων μέσω της πινακίδας κυκλοφορίας τους. Ακολούθως, θα αναφέρουμε κάποια χαρακτηριστικά παραδείγματα ώστε να γίνει πιο κατανοητή η χρησιμότητα της συγκεκριμένης τεχνολογίας. 
Ίσως το πιο ευρέως διαδεδομένο παράδειγμα είναι αυτό των χώρων στάθμευσης. Σε αυτή την περίπτωση υπάρχει ένα σύστημα με κάμερα στην είσοδο κι ένα στην έξοδο του σταθμού ώστε να γίνει εφικτή η χρέωση της παρεχόμενης υπηρεσίας, στην περίπτωση μας του χρόνου στάθμευσης. Η ταυτοποίηση είναι απαραίτητη ώστε να αναγνωρίζεται κάθε φορά αν το όχημα το οποίο εξέρχεται από το χώρο στάθμευσης έχει καταβάλλει το απαραίτητο ποσό για την υπηρεσία που του παρασχέθηκε. Μία άλλη δημοφιλής εφαρμογή είναι αυτή της αυτόματης καταγραφής παραβάσεων του Κ.Ο.Κ. σε δρόμους ταχείας κυκλοφορίας ή εθνικές οδούς.  

Ένα LPR σύστημα χρησιμοποιεί κάποια κάμερα και συνήθως υπέρυθρες, ώστε σε πρώτο στάδιο να πάρει μια φωτογραφία του οχήματος, είτε της μπροστινής είτε της πίσω όψης. Εν συνεχεία, ένα λογισμικό επεξεργασίας εικόνων αναλύει τη συγκεκριμένη φωτογραφία ώστε να απομονώσει αρχικά την πινακίδα κυκλοφορίας και ακολούθως με περεταίρω επεξεργασία, τον κάθε χαρακτήρα της πινακίδας ξεχωριστά ώστε να τον αποδώσει σε κωδικοποίηση ASCII που είναι και ουσιαστικά το τελικό στάδιο της ταυτοποίησης. Οι εικόνες που αναφέρονται στην εργασία [28] και αναλύουμε παρακάτω, μας βοηθούν περισσότερο να αντιληφθούμε τα βήματα που αναφέρθησαν νωρίτερα. 
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 Εικόνα 1.2 (Εικόνες οχημάτων)                                       Εικόνα 1.3 (Πινακίδες κυκλοφορίας)
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Εικόνα 1.4 (Περιοχή πινακίδας κυκλοφορίας)         Εικόνα 1.5 (Κατάτμηση χαρακτήρων)
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Εικόνα 1.6    (ASCII απόδοση πινακίδων κυκλοφορίας)
Στην εικόνα 1.2 βλέπουμε κάποιες φωτογραφίες όπου το σύστημα έβγαλε αρχικά στο πίσω μέρος κάποιων οχημάτων. Στην 1.3 το λογισμικό επεξεργασίας έχει απομονώσει τις πινακίδες των οχημάτων ώστε να αποδώσει μόνο την περιοχή όπου βρίσκονται οι χαρακτήρες (εικόνα 1.4). Λίγο πριν την αναγνώριση το λογισμικό απομονώνει κάθε χαρακτήρα ξεχωριστά (εικόνα 1.5) ώστε τελικά να τον αποδώσει σαν χαρακτήρα ASCII όπως βλέπουμε τελικά στην εικόνα 1.6. 
1.4) Νευρωνικά Δίκτυα 
Στο σημείο αυτό θα ήταν σκόπιμο να αναφέρουμε κάποιες εισαγωγικές έννοιες  για τα βιολογικά και τα Τεχνητά Νευρωνικά Δίκτυα (Artificial Neural Networks, ANN) ώστε να γίνει περισσότερο κατανοητός ο τρόπος μετάβασης από την ιατρική επιστήμη σε αυτή των υπολογιστών και να διευκρινιστούν πιο ξεκάθαρα κάποιες έννοιες που αναφέρονται τακτικά μέσα στο κείμενο.  
1.4.1) Βιολογικά Νευρωνικά Δίκτυα
Στην εικόνα 1.7 παραθέτουμε τη βιολογική μορφή ενός νευρώνα και τα μέρη από τα οποία αυτός αποτελείται, όπως αποδίδονται στο [30], καθώς και την αντιστοιχία του με έναν τεχνητό στην εικόνα 1.8.
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Εικόνα 1.7    (Βιολογικός Νευρώνας)
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Εικόνα 1.8    (Τεχνητός Νευρώνας)
Ο τομέας της ιατρικής που ασχολείται με τα νευρωνικά δίκτυα είναι κατά κύριο λόγο η νευρολογία. Ο ανθρώπινος εγκέφαλος αποτελείται από 100 δισεκατομμύρια νευρώνες σαν αυτόν που φαίνεται στην εικόνα 1.7. Αυτοί επικοινωνούν μεταξύ τους μέσω ηλεκτρικών σημάτων ενώ οι εσωτερικές τους συνδέσεις πραγματοποιούνται μέσω ηλεκτροχημικών ενώσεων οι οποίες καλούνται συνάψεις και βρίσκονται σε κλάδους του κυττάρου που ονομάζονται δενδρίτες. Κάθε νευρώνας δέχεται συνήθως χιλιάδες συνδέσεων από άλλους νευρώνες και γι’ αυτό λαμβάνει σταθερά ένα πλήθος από εισερχόμενα σήματα τα οποία τελικά φτάνουν στο κύτταρο. Στο σημείο αυτό προστίθενται με συγκεκριμένο τρόπο κι αν το αποτέλεσμα της διαδικασίας αυτής ξεπεράσει κάποιο κατώφλι τότε ο νευρώνας σαν απόκριση παράγει έναν παλμό τάσης. Η έξοδος αυτή μεταβιβάζεται στους άλλους νευρώνες μέσω μίας ίνας διακλάδωσης γνωστής ως “άξονας”.
1.4.2) Τεχνητά Νευρωνικά Δίκτυα (ΤΝΝ)
Ένα ΤΝΝ είναι ένα μαθηματικό μοντέλο για την επεξεργασία πληροφορίας που προσεγγίζει την υπολογιστική και αναπαραστατική δυνατότητα μέσω συνάψεων. Το μοντέλο είναι εμπνευσμένο από τα βιοηλεκτρικά δίκτυα που δημιουργούνται στον εγκέφαλο ανάμεσα στους νευρώνες (νευρικά κύτταρα) και στις συνάψεις (σημεία επαφής των νευρικών απολήξεων). Στο μαθηματικό μοντέλο των νευρωνικών δικτύων υπάρχουν κομβικά σημεία (nodes) στα οποία καταλήγουν συνδέσεις από άλλους κόμβους του δικτύου, στις οποίες συνήθως αποδίδεται κάποιο βάρος. 

Η μορφή του είναι ίδια με αυτή ενός δικτύου. Οι νευρώνες που προαναφέραμε είναι αντίστοιχοι των κόμβων οι οποίοι είναι συνδεδεμένοι μεταξύ τους. Επίσης υπάρχουν 2 ειδών, αυτοί της εισόδου, οι οποίοι συνδέουν τις εισόδους του δικτύου με τους υπολογιστικούς νευρώνες. Οι δεύτεροι, πολλαπλασιάζουν τις εισόδους τους με τα συνοπτικά βάρη και υπολογίζουν το άθροισμα του γινομένου το οποίο τοποθετούν σαν όρισμα στη συνάρτηση ενεργοποίησης (activation function), η οποία μπορεί να είναι γραμμική, βηματική, μη γραμμική ή στοχαστική.

 Στην εικόνα 1.9 παρακάτω ([29]) φαίνεται πώς θα μπορούσε να είναι το μαθηματικό αυτό μοντέλο που εν συντομία περιγράψαμε.
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Εικόνα 1.9    (Μαθηματικό μοντέλο ΑΝΝ)
Συνεπώς γίνεται αντιληπτό ότι η συνάρτηση ενεργοποίησης φ() δέχεται σαν όρισμα το παρακάτω άθροισμα:
[image: image8.png]



οπότε η έξοδος θα είναι: 

[image: image9.png]Ve = @(vy) (1.2)




Τέλος να αναφέρουμε κάποια πλεονεκτήματα και μειονεκτήματα των τεχνητών νευρωνικών δικτύων σύμφωνα με το [29].
Σχετικά με τα πλεονεκτήματα έχουμε:

· μπορούν να επιλύσουν θέματα όπου τα γραμμικά προγράμματα δεν μπορούν, 

· αν ένα στοιχείο ενός νευρωνικού δικτύου αποτύχει, τότε μπορεί συνολικά το νευρωνικό να συνεχίσει να λειτουργεί εξ αιτίας της παράλληλης φύσης του,

· το νευρωνικό δίκτυο εκπαιδεύεται, οπότε δεν χρειάζεται να αναπρογραμματιστεί

· και μπορεί να υλοποιηθεί για οποιαδήποτε εφαρμογή

βέβαια υπάρχουν και αρνητικά στοιχεία τα οποία ακολουθούν:

· τα μεγάλα νευρωνικά δίκτυα απαιτούν μεγάλη επεξεργαστική ισχύ κάτι που αποδείχθηκε και στα πλαίσια της διπλωματικής αυτής εργασίας

· πρέπει να προσομοιωθούν καθότι η αρχιτεκτονική τους διαφέρει από αυτή ενός επεξεργαστή

· και τέλος το στοιχείο της εκπαίδευσης μπορεί να θεωρηθεί και αρνητικό καθότι χρειάζεται απαραίτητα ώστε αυτό να λειτουργήσει
1.5) Περιγραφή και δομή της εργασίας
Το κύριο αντικείμενο της υπάρχουσας διπλωματικής εργασίας είναι η σύγκριση 7 τεχνητών νευρωνικών δικτύων ώστε να γίνει οπτική αναγνώριση χαρακτήρων. Με άλλα λόγια απομονώσαμε τους χαρακτήρες από τις πινακίδες κάποιων οχημάτων και με τις τεχνικές των νευρωνικών δικτύων αποδώσαμε τους χαρακτήρες αυτούς σε ASCII μορφή. Ουσιαστικά ασχοληθήκαμε με το τελικό από τα προηγούμενα στάδια που αναφέραμε (μεταξύ των εικόνων 1.5 και 1.6).
Στο κεφάλαιο 2 εμπεριέχεται η σχετική έρευνα που κάναμε στη βιβλιογραφία για τα στάδια του LPR συστήματος, στηριζόμενοι κυρίως σε πρόσφατες ανάλογες  δημοσιεύσεις. Πιο συγκεκριμένα, παρουσιάζονται σύγχρονες τεχνικές για την εξαγωγή αποτελεσμάτων και για τα 3 στάδια ενώ αναφέρονται και πληροφορίες σχετικά με την δομή και την αποτελεσματικότητά τους.

Στο κεφάλαιο 3 περιέχεται για κάθε μία τεχνική που χρησιμοποιήσαμε, η ανάλυση της θεωρίας βάσει της οποίας αυτή τεκμηριώθηκε μαθηματικά και εν συνεχεία αναπτύχθηκε αλγοριθμικά. 

Στο 4ο κεφάλαιο έχουμε την μεθοδολογία στην οποία βασιστήκαμε για το σύστημα που δημιουργήσαμε. Αποτελεί το συνδετικό κρίκο μεταξύ της θεωρίας και του προγραμματιστικού μέρους και μας δίνει με αρκετά κατανοητό τρόπο να αντιληφθούμε πως ακριβώς σκεφτήκαμε με τη βοήθεια κάποιων σχημάτων. 

Στο επόμενο κεφάλαιο (5ο) παρουσιάζουμε περιγραφικά και με τη βοήθεια ενός διαγράμματος ροής το προγραμματιστικό μέρος του συστήματός μας ώστε ο αναγνώστης να είναι σε θέση να αντιληφθεί το τεχνικό κομμάτι της εργασίας μας.
Στο κεφάλαιο 6 έχουμε τη σύγκριση των αποτελεσμάτων των τεχνικών που αναπτύξαμε καθώς και περιγραφή των δεδομένων εισόδου για την εξαγωγή τους.  Εκτός από την περιγραφή, υπάρχουν κάποιοι πίνακες, εικόνες και σχήματα ώστε να είναι κάποιος σε θέση άμεσα να αντιληφθεί την εφαρμογή του συστήματός μας, καθώς και τη διαφορά των τεχνικών σχετικά με την επίδοσή τους.

Στο τελευταίο κεφάλαιο παρουσιάζονται κάποια συμπεράσματα και αδυναμίες του προτεινόμενου συστήματος. Προτείνονται συνοπτικά ορισμένες λύσεις και κάποιοι τρόποι βελτίωσής τους, αντλούμενοι ιδέες από πρόσφατη έρευνα σε σχετική βιβλιογραφία.   
Κεφάλαιο 2.
Σχετικές Εργασίες

2.1) Ανάλυση Συστήματος Αναγνώρισης Πινακίδων Κυκλοφορίας

2.1.1) Γενικά


Αρχικά θα αναφέρουμε κάποια στοιχεία για το σύστημα αναγνώρισης πινακίδων κυκλοφορίας γνωστό στη διεθνή βιβλιογραφία και ως LPR σύστημα. Εν συνεχεία, θα παρουσιάσουμε συνοπτικά τις 2 πρώτες διαδικασίες του εν λόγω συστήματος ενώ θα σταθούμε και θα αναφέρουμε εκτενώς την τρίτη η οποία ασχολείται με την οπτική αναγνώριση των χαρακτήρων της πινακίδας κυκλοφορίας δεδομένου βέβαια oτι έχουν προηγηθεί και εκτελεστεί επιτυχώς οι άλλες δύο διαδικασίες του LPR συστήματος.


Ξεκινώντας την σχετική μας έρευνα θα ήταν σκόπιμο να παρουσιάζαμε την μορφή του συστήματος μας προκειμένου να γίνουν πιο κατανοητές οι διαδικασίες βάσει των οποίων αυτό δουλεύει. Στην πρώτη μας εικόνα (την αντλήσαμε από το [1]) παρατηρούμε τα στοιχεία από τα οποία αποτελείται ένα τυπικό LPR σύστημα.
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Εικόνα 2.1    (Σχηματική αναπαράσταση LPR)

Όπως βλέπουμε τα στοιχεία τα οποία το αποτελούν είναι μία κάμερα η οποία συνήθως κάνει χρήση και υπεριώδους ακτινοβολίας, ένα τυπωμένο κύκλωμα για την επικοινωνία και τη μεταφορά δεδομένων από την κάμερα στον Η/Υ, έναν Η/Υ και το  λογισμικό προκειμένου να γίνει εφικτή και όσον το δυνατό πιο αποδοτική η λειτουργία του συστήματος.


Ουσιαστικά το αντικείμενο της έρευνάς μας έχει να κάνει με τη διαδικασία του λογισμικού και τα στάδια από τα οποία αποτελείται με σκοπό να φέρει αποτελέσματα όσο το δυνατόν πιο αξιόπιστα σχετικά με την ταυτοποίηση του οχήματος.


Συνεπώς ξεκινώντας την περιγραφή μας είναι χρήσιμο να αναφέρουμε ότι το λογισμικό μας αποτελείται από 3 βασικά στάδια όπως αυτά αναφέρονται στο [2]. Είναι η ανίχνευση της πινακίδας κυκλοφορίας από μία εικόνα (plate localization), ο διαχωρισμός των χαρακτήρων που αποτελούν την πινακίδα (character segmentation) και τέλος η αναγνώριση των χαρακτήρων (Optical Character Recognition) από τον Η/Υ και η απόδοσή τους σαν ASCII χαρακτήρες. Το βασικό αντικείμενο της έρευνάς μας είναι κάποιοι αλγόριθμοι και γενικά τρόποι για το τρίτο στάδιο του συστήματος μας, την οπτική αναγνώριση χαρακτήρων χωρίς αυτό να σημαίνει ότι δεν παρουσιάζουμε συνοπτικά και τα άλλα 2 στάδια του λογισμικού του LPR. Αξίζει να σημειωθεί ότι το λογισμικό κάθε φορά επεξεργάζεται μία εικόνα από την οποία προσπαθεί να αντλήσει στοιχεία ώστε να προχωρήσει τελικά στην ταυτοποίηση του εκάστοτε οχήματος.

2.2)Τα στάδια του LPR 

2.2.1) Εντοπισμός της πινακίδας κυκλοφορίας από την εικόνα του οχήματος. 

Το πρώτο στάδιο του LPR είναι η εύρεση από το λογισμικό της τοποθεσίας της πινακίδας μέσα από στην εικόνα του οχήματος, η απομόνωσή της και η απόδοσή της σαν ξεχωριστή εικόνα. Προκειμένου να επιτευχθεί αυτή η διαδικασία γίνεται σε πρώτο στάδιο μία προεπεξεργασία της εικόνας. Κατόπιν, έχουμε διάφορες τεχνικές περαιτέρω επεξεργασίας όπως αυτές αναφέρονται στο [3] ανάλογα με το αν η εικόνα που έχει προκύψει από την προεπεξεργασία περιέχει μόνο άσπρο ή μαύρο χρώμα (“δυαδική”,binary), αποχρώσεις του γκρι (grayscale), ή είναι έγχρωμη (color image).

2.2.1.1) Δυαδικές Εικόνες (binary images).


Έχουν αναπτυχθεί διάφορες μέθοδοι οι οποίες εκμεταλλεύονται τη μορφολογία της εικόνας και διάφορα στατιστικά μεγέθη προκειμένου να βρεθεί η τοποθεσία της πινακίδας βασιζόμενες στο γεγονός ότι οι εναλλαγές στη φωτεινότητα είναι πιο συχνές και αξιοπρόσεχτες στο σημείο της πινακίδας από οποιοδήποτε άλλο μέρος της εικόνας ([3]).  


Μία άλλη τεχνική είναι η ανάλυση συνδεδεμένων στοιχείων (Connected Component Analysis-CCA). Σύμφωνα με αυτήν, το κάθε pixel αντιμετωπίζεται σαν ένα μέρος ενός μεγαλύτερου αντικειμένου, το οποίο αποτελείται από εικονοστοιχεία διασυνδεδεμένα σύμφωνα με την 4 ή 8-γειτονιά. . Συνεπώς η τεχνική σαρώνει την εικόνα και εν συνεχεία αποδίδει σε κάθε pixel μια τιμή (ετικέτα – label) ανάλογα με το αντικείμενο στο οποίο αυτό ανήκει όπως αναφέρεται στο [3].

Μία άλλη οπτική είναι η χρήση υβριδικού νευρωνικού δικτύου η οποία αναπτύσσεται στο [5]. Ουσιαστικά γίνεται εφαρμογή δύο τεχνικών για την ίδια μέθοδο προκειμένου το αποτέλεσμα να είναι πιο αξιόπιστο. Οπότε αρχικά τη διαδικασία αναλαμβάνει ένας αλγόριθμος γνωστός στη βιβλιογραφία ως (Χάρτης Πυκνοτήτων σταθμισμένος με βάρη) Weight Based Density Map (ο οποίος αναλύεται στο [6]). Ο αλγόριθμος αυτός στηρίζεται στο γεγονός ότι οι ακμές είναι πυκνότερες στην περιοχή όπου βρίσκεται η πινακίδα απ’ ότι στις άλλες περιοχές της εικόνας. Συνεπώς αφού αναγνωρίσει της ακμές με τη βοήθεια ενός φίλτρου Sobel, αποδίδει στα pixels διαφορετικά βάρη και ουσιαστικά μέσω μιας διαδικασίας καταλήγει στην απομόνωση υποψήφιων περιοχών της πινακίδας. Εν συνεχεία τη διαδικασία αναλαμβάνει ένα ανατροφοδοτούμενο (recurrent) νευρωνικό δίκτυο το οποίο δέχεται σαν είσοδο τις υποψήφιες περιοχές του προηγούμενου αλγόριθμου και αποδίδει την πιο πιθανή περιοχή όπου μπορεί να βρίσκεται η πινακίδα. Στην εικόνα 2.2 παρουσιάζουμε ένα σχήμα το οποίο κάνει πιο κατανοητή την όλη διαδικασία.
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Εικόνα 2.2    (Δομή ΝΝ με υβριδικό τμήμα)
Εν συνεχεία αναφ΄ρεται μία τεχνική βασιζόμενη σε αλγόριθμο σάρωσης [9]. Κατά τη διάρκεια που εφαρμόζεται στην εικόνα εξαλείφει το θόρυβο με αποτέλεσμα να μειώνεται ο χρόνος εκτέλεσης του αλγορίθμου. Βρίσκει αντικείμενα με κάθετες και οριζόντιες πλευρές και τα θέτει σαν ‘υποψήφια’ της περιοχής της πινακίδας. Βασίζεται μόνο σε αυτά τα οποία έχουν 4 πλευρές και προκειμένου να κάνει επιτυχώς την αναγνώριση της περιοχής της πινακίδας στηρίζεται στο γεγονός ότι αυτή έχει συγκεκριμένη αναλογία μήκους και πλάτους.
 2.2.1.2)Εικόνες  κλίμακας του γκρι (grayscale images).


Ξεκινώντας από τις τεχνολογίες που έχουν αναπτυχθεί για αυτού του είδους τις εικόνες υπάρχει μία ευρέως διαδεδομένη τεχνική που αναπτύσσεται στο [4] και η οποία εκμεταλλεύεται το γεγονός ότι σε φωτογραφίες αυτοκινήτων από τις οποίες θέλουμε να εξάγουμε την πινακίδα είναι λίγες οι κάθετες ακμές. Οπότε με τη βοήθεια φίλτρων Sobel ή Prewitt γίνεται η ανίχνευση τέτοιων ακμών δύο από τις οποίες αποτελούν και τις μικρές ακμές των πινακίδων κυκλοφορίας που θέλουμε να εντοπίσουμε. Εν συνεχεία η τεχνική κάνει χρήση φίλτρου seed-filling με σκοπό να απομονώσει ακόμη περισσότερο τις επιθυμητές ακμές. Τέλος από τις επικρατέστερες ακμές που έχουν προκύψει με δεδομένη την αναλογία πλάτους και μήκους της πινακίδας εντοπίζεται το σημείο που αυτή υπάρχει μέσα στην εικόνα.


Μία άλλη μέθοδος που παρουσιάζεται στο [7] κάνει χρήση φίλτρων Gabor αφού προηγουμένως έχει μικρύνει σε μέγεθος η αρχική εικόνα ώστε το φίλτρο να είναι πιο αποτελεσματικό. Μετά από δοκιμές προέκυψε ότι το ‘κάθετο’ φίλτρο Gabor (vertical Gabor filter) είναι το πιο κατάλληλο για την εύρεση της πινακίδας.  Εν συνεχεία εφαρμόζεται μία προσαρμοζόμενη τεχνική κατωφλίου (1xN Adaptive Threshold Method) και επαναφέρουμε την εικόνα στο πραγματικό της μέγεθος ώστε να εφαρμόσουμε την τελική διαδικασία της ετικετοποίησης συνδεδεμένων στοιχείων (Connected Component Labeling) (η οποία αναλύεται στο [8]) και να καταλήξουμε στην πιο πιθανή περιοχή της πινακίδας.


Εν συνεχεία θα παρουσιάσουμε μία τεχνική η οποία στηρίζεται σε κυλιόμενα ομόκεντρα παράθυρα (Sliding Concentric Windows,SCW) που αναλύεται στο [11]. Υπάρχουν δύο ομόκεντρα ορθογώνια παράθυρα, σαν αυτά που φαίνονται στην εικόνα 2.3, τα οποία σαρώνουν όλη την εικόνα και κάθε φορά υπολογίζονται κάποια στατιστικά μεγέθη όπως η τυπική απόκλιση και η μέση τιμή σχετικά με το αν η περιοχή όπου βρίσκονται τα δύο παράθυρα είναι πιθανή περιοχή της πινακίδας ή όχι.
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Εικόνα 2.3    (Βασική ιδέα της SCW μεθόδου)
Οπότε αν ο λόγος των μεγεθών αυτών στα δύο παράθυρα ξεπεράσει κάποιο κατώφλι το pixel που βρίσκεται στο κέντρο τους θεωρείται ότι βρίσκεται σε υποψήφια  περιοχή της ζητούμενης πινακίδας. Στην εικόνα 2.4 φαίνεται ο τρόπος με τον οποίο σαρώνεται η εικόνα που παίρνει σαν είσοδο το σύστημά μας. 
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Εικόνα 2.4    (Τρόπος σάρωσης της εικόνας για τον SCW)
Τελικά το αποτέλεσμα αυτής της τεχνικής είναι μία εικόνα η οποία περιέχει μόνο άσπρο και μαύρο χρώμα και με τη βοήθεια κάποιων πρόσθετων μεθόδων όπως τη CCA (Connected Component Analysis) και της δυαδικοποίησης Sauvola (Sauvola binarization method που αναλύεται στο [12]) επιτυγχάνει αποτέλεσμα εύρεσης της πινακίδας ίσο με 96.5% όπως αναφέρεται και στο [3].


Ο μετασχηματισμός κυματιδίων (Wavelet Transform) παρουσιάζεται στο [13] και έχει αναφερθεί σαν μέθοδος αναγνώρισης της περιοχής της πινακίδας. Η εικόνα χωρίζεται σε 4 περιοχές και ανάλογα με το αν αυτές περιέχουν υψηλές ή χαμηλές συχνότητες της αρχικής εικόνας χαρακτηρίζονται σαν LL,LH,HH,HL. Η περιοχή που μας ενδιαφέρει είναι η LH (χαμηλές, υψηλές συχνότητες) και εκεί βρίσκουμε μία γραμμή αναφοράς (reference line) η οποία έχει τη μέγιστη οριζόντια απόκλιση. Αυτή μας βοηθάει να κατασκευάσουμε μία ‘μάσκα’ προκειμένου να φιλτράρουμε την εικόνα μας, γεγονός που μειώνει και το χρόνο εύρεσης της επικρατέστερης περιοχής της πινακίδας. Τα ποσοστά επιτυχίας της μεθόδου έχουν αναφερθεί ότι είναι 92.4% με βασικό μειονέκτημά της ότι παραμένει αναξιόπιστη αν η απόσταση μεταξύ κάμερας και οχήματος είναι είτε πολύ μεγάλη είτε πολύ μικρή.

2.2.1.3) Εικόνες έγχρωμες (color images)

Μία μέθοδος η οποία εκμεταλλεύεται κάποιες ιδιότητες του χρώματος της εικόνας εισόδου αναφέρεται στο [10]. Από το RGB μοντέλο η συγκεκριμένη τεχνική κάνει μετατροπές στα HIS και YIQ μοντέλα. Από αυτά εξάγει κάποιες πληροφορίες συνδυαστικά με σκοπό να κάνει τελικά αναγνώριση της περιοχής της πινακίδας. 


Στη βιβλιογραφία παρουσιάζονται τεχνικές οι οποίες βασίζονται στην ασαφή λογική (fuzzy logic) όπως αναφέρεται στο [3]. Ο δημιουργός τους ορίζει κάποιους διαισθητικούς κανόνες με τη βοήθεια συναρτήσεων συμμετοχής (membership functions) ώστε να περιγράψει την πινακίδα που πρέπει να αναγνωριστεί. Εν συνεχεία χωρίζοντας την εικόνα σε επιμέρους μικρότερες, εξετάζει ποιες από αυτές τις περιοχές ικανοποιούν περισσότερο τους ορισθέντες κανόνες που έθεσε ώστε να τις ορίσει σαν ικανές περιοχές της πινακίδας.


Επιπρόσθετα από το [3] έχουμε και την επεξεργασία του ιστογράμματος της εικόνας ως τρόπο εύρεσης της περιοχής της πινακίδας. Οπότε έχουμε μία τεχνική η οποία με τη βοήθεια μιας διαδικασίας ολίσθησης μέσου όρου (mean-shift) για κατάτμηση της εικόνας με βάση τα χρώματά της είναι σε θέση να βρίσκει υποψήφιες περιοχές για την πινακίδα. Επίσης μέσω μιας στατιστικής ανάλυσης που έγινε στο [14] γνωστοποιήθηκε ότι οι πινακίδες συγκριτικά με όλα τα άλλα αντικείμενα που μπορεί να βρίσκονται σε μια εικόνα, συσσωρεύουν 3 μοναδικά χαρακτηριστικά ορθογωνιότητας (rectangularity), αναλογίας εικόνας (aspect ratio) και πυκνότητας ακμής (edge density). Τα χαρακτηριστικά αυτά με τη βοήθεια ενός ταξινομητή που χρησιμοποεί την απόσταση  Mahalanobis ([49]) συντελούν σε σημαντικό βαθμό στην εύρεση της επιθυμητής περιοχής. Στην εικόνα 2.5 βλέπουμε τα αποτελέσματα της συγκεκριμένης μεθόδου σε πραγματική εικόνα.
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Εικόνα 2.5     (Επιτυχής εύρεση πινακίδας κυκλοφορίας)
2.2.1.4) Ταξινομητές και νευρωνικά δίκτυα


Τεχνικές μηχανικής μάθησης με τη βοήθεια ταξινομητών καθώς και νευρωνικά δίκτυα έχουν χρησιμοποιηθεί για την εύρεση της περιοχής της πινακίδας στην εικόνα όπως αναφέρεται και στο [11]. Πιο συγκεκριμένα στο [23] αναλύεται ένας αποδοτικός αλγόριθμος για την βελτίωση της ακρίβειας ενός ταξινομητή, όπως ο perceptron, συνδυάζοντας κάποιες συναρτήσεις ταξινόμησης. Ουσιαστικά ο αλγόριθμος συνδυάζει κάποιους αδύναμους ταξινομητές (weak classifiers), οι οποίοι απαιτείται να είναι σωστοί μόνο κατά το 51% του χρόνου, με σκοπό να κατασκευάσει έναν “δυνατό” ταξινομητή.    


Επιπρόσθετα διάφορα νευρωνικά δίκτυα έχουν αναπτυχθεί για τον εντοπισμό της πινακίδας όπως έχει αναφερθεί στο [11] κάποια από τα οποία είναι νευρωνικά δίκτυα συζευγμένων παλμών (PCNN),  νευρωνικά δίκτυα χρονικής καθυστέρησης (TDNN), και διακριτού χρόνου κυτταρικά νευρωνικά δίκτυα (DTCNN). Τα PCNN με τη βοήθεια εικόνων παλμών δημιουργούν υποψήφιες περιοχές πινακίδας ενώ τα TDNN είναι ουσιαστικά πολυεπίπεδα νευρωνικά δίκτυα εμπρόσθιας τροφοδότησης (FFNN) των οποίων οι κρυμμένοι νευρώνες και αυτοί της εξόδου ανακατασκευάζονται  ανά κάποιο χρονικό διάστημα. Επίσης έχουν τη δυνατότητα να αναπαριστούν σχέσεις μεταξύ γεγονότων στο χρόνο και να τα χρησιμοποιούν σε συναλλαγές για την εξαγωγή βέλτιστων αποφάσεων.      

2.2.2) Κατάτμηση Χαρακτήρων (Character Segmentation)

Το δεύτερο στάδιο του αλγόριθμου ταυτοποίησης πινακίδων (LPR) είναι η απομόνωση των χαρακτήρων από την περιοχή της πινακίδας. Με άλλα λόγια ως είσοδο πλέον, για οποιαδήποτε τεχνική χρησιμοποιούμε, έχουμε την περιοχή όπου βρίσκεται η πινακίδα και ως έξοδο έχουμε εικόνες καθεμία από τις οποίες αποτελεί έναν ξεχωριστό χαρακτήρα. Όπως και στο προηγούμενο στάδιο έτσι κι εδώ έχουν αναπτυχθεί διάφορες τεχνικές ώστε να μπορεί ο κάθε χαρακτήρας να απομονωθεί εύστοχα σαν μια ξεχωριστή εικόνα, με σκοπό την περαιτέρω αναγνώρισή του που είναι και ο πρωταρχικός στόχος της εν λόγω διπλωματικής εργασίας.  

2.2.2.1) Δυαδικές Εικόνες 

Μία βασική μέθοδος εύρεσης των χαρακτήρων, η οποία έχει ευρέως χρησιμοποιηθεί στη βιβλιογραφία και αναφέρεται στο [3] είναι αυτή που εκμεταλλεύεται την οριζόντια και κάθετη προβολή των pixels της εικόνας. Στην διαδικασία αυτή παίρνει μέρος και η προαναφερθείσα τεχνική CCA (Connected Component Analysis), η οποία ετικετοποιεί  εικονοστοιχεία  με βάση την 4 ή 8-γειτονιά..

Μια άλλη τεχνική κάνει χρήση του ιστογράμματος προβολής ώστε να ψάξει για “φυσικά” σημεία κατάτμησης και να ενώσει τα αποσπάσματα τα οποία ανήκουν στον ίδιο χαρακτήρα. Με άλλα λόγια οι μαθηματικοί συντελεστές οι οποίοι συμβάλλουν στην ένωση των μερών του κάθε χαρακτήρα εκμεταλλεύονται την πληροφορία που προκύπτει από την κάθετη προβολή των pixels.

2.2.2.2) Εικόνες κλίμακας του γκρι

Τεχνικές οι οποίες στηρίζονται σε τοπικό και προσαρμοστικό κατώφλι έχουν αναπτυχθεί για την εξαγωγή των ανάλογων αποτελεσμάτων. Στις περισσότερες από αυτές τις μεθόδους η αρχική εικόνα διαιρείται σε mxn περιοχές και επιλέγεται μια τιμή κατωφλίου για την κάθε περιοχή ([3]). Ένα παράδειγμα χρήσης της συγκεκριμένης μεθόδου είναι η τεχνική δυαδικοποίησης του Otsu ([3]). Επιπρόσθετα έχουν αναπτυχθεί τεχνικές βελτιωμένης τοπικής δυαδικοποίησης οι οποίες χρησιμοποιούν διαφορετικό κατώφλι για κάθε περιοχή χαρακτήρα. Γι αυτό το λόγο οι θέσεις και το μέγεθος των ορθογωνίων που πιθανά περιέχουν χαρακτήρες σε μία περιοχή πινακίδας προσδιορίζονται κάνοντας χρήση των προβολών.

2.2.2.3) Ταξινομητές (Classifiers)


 Όπως βλέπουμε στο [3] Μαρκοβιανές αλυσίδες (Hidden Markov HMC) χρησιμοποιούνται για να μοντελοποιήσουν μια στοχαστική σχέση μεταξύ μιας εικόνας και της αντίστοιχης κατάτμησης χαρακτήρων. Επίσης από τους Franc και Hlavac έχει προταθεί μια μέθοδος για εικόνες πινακίδων μικρής ανάλυσης, όπου το πρόβλημα κατάτμησης εκφράζεται ως την μέγιστη εκ των υστέρων εκτίμηση ανάμεσα σε κάποιο αριθμό πιθανών κατατμήσεων. 

2.2.3) Οπτική Αναγνώριση Χαρακτήρων (Optical Character Recognition)

2.2.3.1) Ταίριασμα Προτύπων (Template Matching)


Η τεχνική αυτή στηρίζεται στον υπολογισμό των ομαλοποιημένων τιμών της ετεροσυσχέτισης για όλες τις ολισθήσεις κάθε προτύπου ενός χαρακτήρα ως προς ένα μέρος της εικόνας που περιέχει την πινακίδα όπως βλέπουμε στο [3]. Βέβαια θα πρέπει να αναφέρουμε ότι πάνω από το 90% του χρόνου επεξεργασίας δαπανάται για τον υπολογισμό των τιμών ετεροσυσχέτισης, γεγονός όμως που εξομαλύνεται λόγω του μικρού μεγέθους του μέρους της εικόνας που προαναφέραμε.

2.2.3.2) Ταξινομητές (Classifiers)

Πολλοί ερευνητές κάνουν χρήση δύο ειδών σχεδίων ταξινόμησης, των ταξινομητών πολλαπλών σταδίων ή του παράλληλου συνδυασμού πολλαπλών ταξινομητών. Στο [15] προτείνεται ένα υβριδικό σύστημα 2 σταδίων που συνδυάζει στατιστικές και κατασκευαστικές μεθόδους αναγνώρισης προκειμένου να παράγει πιο αξιόπιστα αποτελέσματα. Το εν λόγω σύστημα κάνει χρήση 4 στατιστικών ταξινομητών, οι οποίοι λειτουργούν ανεξάρτητα και τα αποτελέσματά τους συνδυάζονται με τη βοήθεια της μεθόδου Bayes. Με άλλα λόγια αν η έξοδος του πρώτου σταδίου (στατιστικό) εμπεριέχει χαρακτήρες που ανήκουν σε ταχθέντα σύνολα από παρόμοιους χαρακτήρες τότε το δεύτερο στάδιο (κατασκευαστικό) λειτουργεί σαν συμπλήρωμα του πρώτου. Εφόσον οι κατασκευαστικές ιδιότητές του εξασφαλισθούν τότε τροφοδοτούνται σε ένα ταξινομητή δέντρου αποφάσεων. Η επιτυχία της μεθόδου μετά από πολλαπλές δοκιμές έφτασε το 95.4%.

Εν συνεχεία, από το [17] θα παρουσιάσουμε μία συνδυαστική μέθοδο (υβριδική) η οποία κάνει χρήση της τεχνικής μηχανών διανυσμάτων υποστήριξης (SVM) την οποία όμως εμπλουτίζει με σκοπό να δώσει αποτελέσματα μεγαλύτερης ακρίβειας και επιτυχίας. Οι μέθοδοι εμπλουτισμού είναι οι κάτωθι: 

α) ο πρώτος αλγόριθμος γνωστός και ως «Αλγόριθμος Επιλογής Κλώνου» (CSA -Clonal Selection Algorithm), εμπνευσμένος στην περίπτωσή μας από την αλληλεπίδραση μεταξύ αντιγόνου και αντισώματος επεμβαίνει στην φάση εκπαίδευσης της SVM τεχνικής με τη δημιουργία κελιών μνήμης  τα οποία βασίζονται στην γραμματοσειρά από όπου προκύπτουν οι χαρακτήρες της πινακίδας.

β) και ο δεύτερος αλγόριθμος, ο οποίος καλείται «Αλγόριθμος Τεχνητού Σμήνους Ιχθύων» AFSA -Artificial Fish Swarm Algorithm) βασίζεται στον τρόπο με τον οποίο ένα σμήνος ψαριών αναζητεί, κυνηγάει και βρίσκει την τροφή του. Η συμπεριφορά του αλγόριθμου από τεχνικής απόψεως επεμβαίνει σε δύο φάσεις της συνολικής μεθόδου, η πρώτη είναι για βέλτιστη επιλογή κάποιων δεικτών κάνοντας χρήση την κελιών μνήμης της προηγούμενης φάσης και η δεύτερη είναι η επιλογή τιμών των ίδιων δεικτών αφού όμως γίνει η εκπαίδευση αυτή τη φορά με σκοπό να επιτευχθεί μεγαλύτερη ακρίβεια. Οι δείκτες που προαναφέραμε είναι σχετικοί με τις εξισώσεις από τις οποίες προκύπτουν οι εξισώσεις της SVM τεχνικής. 

Παρακάτω φαίνονται τα διαγράμματα ροής των 2 αλγορίθμων με σκοπό την πιο ολοκληρωμένη κατανόησή τους.
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Εικόνα 2.6 (CLONALG αλγόριθμος)
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Εικόνα 2.7 (AFSA αλγόριθμος)

Κατά την εξαγωγή των αποτελεσμάτων έγινε χρήση 3 συνόλων δεδομένων, ένα για την διαδικασία εκπαίδευσης και 2 για τις διαδικασίες δοκιμών ενώ θα πρέπει να αναφέρουμε ότι η μέθοδος αναγνώρισης εφαρμόστηκε ξεχωριστά σε χαρακτήρες και γράμματα. Τα αποτελέσματα σύμφωνα με το συγγραφέα ήταν κατά 20% καλύτερα από την συμβατική SVM τεχνική και από τα νευρωνικά δίκτυα που εκπαιδεύονται με την μέθοδο οπισθοδιάδοσης του  σφάλματος (BP -Back Propagation Neural Network).  

2.2.3.3) Τεχνητά Νευρωνικά Δίκτυα

Ένα καλό παράδειγμα νευρωνικού δικτύου που περιγράφεται στο [3] και έχει υλοποιηθεί στο [16] έχει αρχιτεκτονική ενός πολυεπίπεδου νευρωνικού δικτύου αισθητήρων (Perceptrons) με τοπολογία 24-15-36 (24 νευρώνες εισόδου, 15 κρυμμένους και 36 εξόδου). Στόχος του είναι η αναγνώριση 36 χαρακτήρων του λατινικού αλφάβητου. Οι νευρώνες εισόδου τροφοδοτήθηκαν με 24 χαρακτηριστικά που είχαν προέλθει από ένα DTC νευρωνικό δίκτυο και για να αναγνωρισθεί επιτυχώς κάποιος χαρακτήρας έπρεπε ο αντίστοιχος νευρώνας να εμφανίζει ποσοστό μεγαλύτερο του 85% ενώ όλοι οι άλλοι να είναι κάτω από 25%. Τέλος τα ποσοστά επιτυχίας του σε ένα δείγμα των 10,000 χαρακτήρων ανήλθαν σε 98.5%. 


Εν συνεχεία θα πούμε λίγα πράγματα για τα BP (Back Propagation) νευρωνικά δίκτυα και θα περιγράψουμε μία βελτιωμένη έκδοσή τους η οποία αναφέρεται αναλυτικά στο [18]. Ένα τυπικό BP νευρωνικό δίκτυο περιλαμβάνει 2 βασικές διαδικασίες. Αυτή, κατά την οποία γίνεται μετάδοση της πληροφορίας προς τα μπρος οπότε η εισερχόμενη πληροφορία υπολογίζεται σε κάθε στάδιο νευρώνων από την είσοδο μέχρι την έξοδο και η κατάσταση του κάθε επιπέδου του νευρωνικού μπορεί να επηρεάσει μόνο το αμέσως επόμενο στάδιο. Και τη δεύτερη κατά την οποία γίνεται αντίστροφη μετάδοση του λάθους, γεγονός το οποίο καθιστά δυνατή την μετάδοσή του (λάθους) από την έξοδο προς στην είσοδο ώστε να αλλάξουν κάποια στοιχεία στα διάφορα επίπεδα των νευρώνων και να επιτευχθεί κάποια συγκεκριμένη συμπεριφορά από το νευρωνικό δίκτυο. Παρακάτω φαίνονται κάποιες εικόνες οι οποίες αντλήθηκαν από το [19]  ώστε να γίνει πιο κατανοητή η λειτουργία του BPNN. 
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Εικόνα 2.8    (ΝΝ  που εκπαιδεύεται με την οπισθοδιάδοση του σφάλματος)
Αρχικά  συγκρίνεται η έξοδος y με την επιθυμητή έξοδο z και βρίσκεται η διαφορά τους δ. Εν συνεχεία υπολογίζεται η τοπική κλίση δi για κάθε νευρώνα ξεχωριστά κάνοντας χρήση του δ με τον τρόπο που φαίνεται ακολούθως.
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Εικόνα 2.9

Εφόσον υπολογιστεί ο συντελεστής λάθους για όλους τους νευρώνες επαναπροσδιορίζονται οι συντελεστές βάρους (w’) για κάθε νευρώνα όπως φαίνεται στην εικόνα 2.10.
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Εικόνα 2.10

Όπου f(e) είναι η συνάρτηση ενεργοποίησης (activation function)  του νευρωνικού δικτύου και η είναι μια παράμετρος η οποία επηρεάζει την ταχύτητα εκπαίδευσης του νευρωνικού δικτύου ενώ έχουν αναπτυχθεί διάφορες τεχνικές για τον υπολογισμό της όπως αναφέρεται στο [19].

Η βελτίωση του BPΝΝ που προαναφέραμε έγκειται κυρίως σε 3 σημεία τα οποία αναφέρονται ακολούθως.

· Η συνάρτηση ενεργοποίησης του ΒΡ νευρωνικού έχει τροποποιηθεί με τον ακόλουθο τρόπο ώστε να βελτιωθεί η ταχύτητα σύγκλισης του νευρωνικού δικτύου. Ο τύπος (1) είναι η συνάρτηση ενεργοποίησης ενός τυπικού BPNN ενώ ο τύπος (2) εκφράζει το τροποποιημένο μοντέλο με την προσθήκη της κλίσης s και του όφσετ σ. Οπότε κατά την μετάδοση του λάθους από την έξοδο προς την είσοδο οι δύο επιπρόσθετες μεταβλητές τροποποιούνται μαζί με τη μεταβλητή σφάλματος δ με αποτέλεσμα να βελτιώνεται η προσαρμοστική ικανότητα των νευρώνων καθώς και να αυξάνεται η ταχύτητα σύγκλισης του αλγορίθμου.     
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· Σχετικά με τον ρυθμό εκπαίδευσης του νευρωνικού, ο οποίος είναι υπεύθυνος για τη μεταβολή βάρους που προκαλείται στην κυκλική εκπαίδευση του νευρωνικού, η τροποποίηση έγκειται στο ότι το σύστημα ρυθμίζει την παράμετρο αυτή αυτόματα αντί να τοποθετείται από την αρχή κάποια σταθερή τιμή που θα προσέδιδε συγκεκριμένα χαρακτηριστικά στο σύστημα.

· Τέλος γίνεται επιλογή των αρχικών τιμών των βαρών (w) καθότι σε ένα μη γραμμικό σύστημα αυτή η επιλογή είναι αρκετά σημαντική αφού επηρεάζει το χρόνο σύγκλισης των διαδικασιών εκμάθησης και εκπαίδευσης. Ο συγγραφέας στο [18] αναφέρει ότι ιδανικές τιμές για τα αρχικά βάρη θα ήταν κάποιες τυχαίες στο διάστημα (-1,1).   


Επιπρόσθετα θα ήταν σκόπιμο να αναφέρουμε ότι υπήρξε κάποια διαδικασία ώστε να διαπιστωθεί ο καταλληλότερος ρυθμός σύγκλισης της τροποποιημένης μεθόδου ενώ για την εξαγωγή των αποτελεσμάτων εφαρμόσθηκαν 4 ίδια ΒΡ νευρωνικά δίκτυα για κάθε 9 χαρακτήρες σε σύνολο 36 χαρακτήρων όπως φαίνεται στην εικόνα 2.11. 
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Εικόνα 2.11    (Συνδυασμός BPNN για αναγνώριση κλάσεων)
Παρακάτω (εικόνα 2.12) φαίνονται τα αποτελέσματα της μεθόδου η οποία εφαρμόστηκε σε εικόνες χωρίς θόρυβο, σε εικόνες με 10% θόρυβο και σε εικόνες με 20% θόρυβο.
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Εικόνα 2.12

Κατόπιν θα παρουσιάσουμε μία νέα μέθοδο νευρωνικού δικτύου η οποία έχει αναπτυχθεί πλήρως στο [20]. Αυτό ονομάζεται GABP νευρωνικό δίκτυο και στηρίζεται σε ένα ΒΡ (Back Propagation) νευρωνικό δίκτυο και σε έναν γενετικό αλγόριθμο (Genetic Algorithm). Ουσιαστικά το νέο αυτό δίκτυο έχει την ίδια δομή με ένα ΒΡ νευρωνικό δίκτυο αλλά διαφορετική διαδικασία εκπαίδευσης. Γενικά ένας γενετικός αλγόριθμος βελτιώνει το BP νευρωνικό δίκτυο με τρεις τρόπους: βελτιστοποιεί τα βάρη του νευρωνικού δικτύου, την δομή του καθώς και τους κανόνες εκμάθησής του. 

Στην περίπτωσή μας εφαρμόζεται ο γενετικός αλγόριθμος (GA) κατά τη διαδικασία της εκπαίδευσης του νευρωνικού με σκοπό να δοθούν στα βάρη και την τιμή κατωφλίου ιδανικές τιμές ώστε να εξασφαλιστεί ότι το νευρωνικό μας δίκτυο θα εισέλθει στην περιοχή της βέλτιστης λύσης. Κατόπιν γίνεται χρήση της μεθόδου κλίσης ώστε η εκπαίδευση των βαρών να γίνει με ακρίβεια μέχρι το δίκτυό μας να συγκλίνει στην βέλτιστη ή αλλιώς στην υποβέλτιστη λύση.


Ουσιαστικά ο αλγόριθμος στηρίζεται σε μία συνάρτηση καταλληλότητας κατά την προσπάθεια εύρεσης της βέλτιστης λύσης, η οποία επηρεάζει την ταχύτητα σύγκλισης και την πιθανότητα αναζήτησης της συγκεκριμένης λύσης. Η συνάρτηση φαίνεται στον τύπο (2.2) που ακολουθεί.
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όπου το sol αναπαριστά οποιοδήποτε άτομο ενός πληθυσμού, το oi είναι η πραγματική τιμή του i-στου νευρώνα εξόδου, το yi είναι η επιθυμητή τιμή εξόδου του i-στου νευρώνα εξόδου και το Κ αναπαριστά το πλήθος των νευρώνων εξόδου.

Η τεχνική που αναλύουμε εφαρμόστηκε σε κινέζικες πινακίδες κυκλοφορίας, σαν αυτή της εικόνας 2.13, οπότε προκειμένου να φέρει πιο έγκυρα αποτελέσματα χρησιμοποιήθηκαν  3 ίδια GABP νευρωνικά δίκτυα ένα για τον κινέζικο χαρακτήρα κυκλοφορίας, ένα για το γράμμα που ακολουθεί κι ένα τρίτο υβριδικό νευρωνικό δίκτυο για τους χαρακτήρες και τα γράμματα που απομένουν. 
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         Εικόνα 2.13

Τέλος γίνεται εξαγωγή κάποιων σημαντικών, για την όλη διαδικασία, χαρακτηριστικών από τις εικόνες των χαρακτήρων τα οποία επιγραμματικά αναφέρουμε  ότι στη διεθνή βιβλιογραφία συναντώνται ως:  χαρακτηριστικό πλέγματος (mesh feature), χαρακτηριστικό στοιχείο κατεύθυνσης ευθείας (direction line element feature), χαρακτηριστικό ελαστικού πλέγματος (elastic mesh feature) και χαρακτηριστικό ροπής Zernike (Zernike moment feature). Επιπρόσθετα στην εικόνα 2.14 βλέπουμε και τη σύγκριση της μεθόδου που περιγράψαμε με ένα τυπικό BPΝΝ, όπου γίνεται αντιληπτό ότι υπερτερεί σε όλα τα σημεία στα οποία γίνεται η σύγκριση. 
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Εικόνα 2.14    (Σύγκριση αποτελεσμάτων GABP)
Εν συνεχεία, θα περιγράψουμε μία πρότυπη τεχνική η οποία παρουσιάζεται εκτενώς στο [21] και προτάθηκε για LPR σύστημα σε πινακίδες της Ισλαμικής Δημοκρατίας του Ιράν. Στηρίζεται σε ένα νευρωνικό δίκτυο 3 επιπέδων (τύπου Perceptron) το οποίο καλείται CICA-NN εξ’ αιτίας του γεγονότος ότι η διαδικασία εκπαίδευσής του στηρίζεται σε έναν Χαοτικό Ιμπεριαλιστικό Ανταγωνιστικό Αλγόριθμο (Chaotic Imperialist Competitive Algorithm). 

Όπως προαναφέραμε η συγκεκριμένη τεχνική αναπτύχθηκε για πινακίδες οι οποίες δεν έχουν τους καθιερωμένους τύπους χαρακτήρων όπως φαίνεται στην εικόνα 2.15 παρακάτω.
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Εικόνα 2.15    (Πινακίδες οχημάτων Ισλαμικής Δημοκρατίας του Ιράν)
Κατόπιν θα ήταν χρήσιμο να πούμε λίγα λόγια για τον CICA αλγόριθμο ξεκινώντας από το γεγονός ότι αυτός στηρίζεται σε μεθόδους βασισμένες στην κοινωνικοπολιτική εξέλιξη του ανθρώπου. Η βασική ιδέα είναι ότι ξεκινά με κάποιο αριθμό χωρών Ν και τις Νimp που θεωρεί καλύτερες τις χαρακτηρίζει σαν ιμπεριαλιστικές. Οι υπόλοιπες παραμένουν σαν αποικίες οι οποίες ανήκουν σε κάποια αυτοκρατορία της οποίας η ολική δύναμη είναι το άθροισμα της δικής της δύναμης και των δυνάμεων των αποικιών της. Εν συνεχεία η κάθε ιμπεριαλιστική χώρα παρασύρει την κάθε αποικία προς το μέρος της κάνοντας χρήση κάποιας συγκεκριμένης πολιτικής, η οποία φαίνεται στην εικόνα 2.16. Η συγκεκριμένη πολιτική προκαλεί τις χώρες να μετακινηθούν προς το ελάχιστα  

[image: image27.png]



Εικόνα 2.16    (CICA αλγόριθμος)
βέλτιστο σημείο τους. Παρακάτω φαίνονται και οι εξισώσεις (2.3, 2.4 και 2.5) της “πολιτικής” που αναλύουμε:

TCn=cost(imperialistn) + ξ mean{cost(colonies of empiren)}   (2.3)

όπου TCn είναι το συνολικό κόστος της n-ιοστης αυτοκρατορίας και το ξ είναι ένας θετικός αριθμός μικρότερος του 1.

X ~ U(0, β x d)    (2.4)

όπου Χ είναι μία τυχαία μεταβλητή με ομοιόμορφη κατανομή και εκφράζει την  απόσταση κατά την οποία η αποικία πλησιάζει την ιμπεριαλιστική χώρα με κατεύθυνση αυτή που φαίνεται στην εικόνα 2.16. Επίσης το β το θεωρούμε ίσο με 2 ενώ έχουμε ακόμη:

 θ~ U(-γ, γ)   (2.5)

με γ ίσο με π/4 για τη συγκεκριμένη περίπτωση. Η παράμετρος θ αποτελεί τη γωνία κατά την οποία έγινε η μετακίνηση της αποικίας με τρόπο χαοτικό κατά τη διαδικασία της αναζήτησης. 

Στην εικόνα 2.17 φαίνονται τρόποι με τους οποίους μπορεί η γωνία θ να ρυθμιστεί για τον CICA αλγόριθμο σύμφωνα με κάποιους χάρτες αναφοράς για μεταβλητές που υπακούν στη θεωρία του χάους. Η μεταβλητή α αποτελεί  παράμετρο ελέγχου ενώ κατά τη διαδικασία αναζήτησης η τιμή της μεταβλητής θ δεν επαναλαμβάνεται. 
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Εικόνα 2.17    (Τρόποι ρύθμισης CICA)
Τελικά κατά τη διαδικασία του ανταγωνισμού των ιμπεριαλιστικών χωρών οι πιο αδύναμες χάνουν την δύναμή τους και τις αποικίες τους. Οπότε σταδιακά αυτές οι αυτοκρατορίες καταρρέουν και στο τέλος επικρατεί αυτή με την περισσότερη δύναμη στην οποία καταλήγουν να ανήκουν και όλες οι αποικίες. 

Πιο συγκεκριμένα σχετικά με την τεχνική που περιγράφουμε αφού γίνει κάποια προεπεξεργασία στις εικόνες (Otsu binarization) των πινακίδων και ακολουθήσει η κατάτμηση βάσει ιστογράμματος (histogram technique), εξάγουμε κάποια χαρακτηριστικά τους ώστε να κάνουμε πιο αποτελεσματική την αναγνώρισή τους. 

Κατά τη διαδικασία αυτή (της αναγνώρισης) θεωρούμε τα βάρη του νευρωνικού δικτύου σαν τις μεταβλητές ενός προβλήματος βελτιστοποίησης ενώ το μέσο τετραγωνικό σφάλμα (Mean Square Error,MSE) χρησιμοποιείται σαν την συνάρτηση κόστους για τον αλγόριθμό μας και σκοπός είναι να ελαχιστοποιήσουμε τη συνάρτηση αυτή. Τελικά τα βάρη αρχικοποιούνται τυχαία και αποτελούν τον αρχικό πληθυσμό του αλγόριθμού μας κατά τη διαδικασία της βελτιστοποίησης.

Τα αποτελέσματα της μεθόδου η οποία έκανε χρήση 250 εικόνων για τη διαδικασία της εκπαίδευσης και 50 εικόνων με θόρυβο για τη διαδικασία των δοκιμών φαίνονται στις παρακάτω 2 εικόνες. Εκεί υπάρχει σύγκριση της μεθόδου που περιγράψαμε σε σχέση με ένα ΤΝΔ τύπου Σμήνους Σωματιδίων (PSO-NN-Particle Swarm Overview NN) και ένα ΤΝΔ που εκπαιδεύεται με Γενετικό Αλγόριθμο (GA-NN Genetic Algorithm-NN) ως προς το χρόνο εκπαίδευσης των νευρωνικών δικτύων (εικόνα 2.18) καθώς και ως προς το μέσο τετραγωνικό σφάλμα τους κατά τις διαδικασίες εκπαίδευσης και δοκιμών (εικόνα 2.19).
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Εικόνα 2.18    (Σύγκριση αποτελεσμάτων)
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Εικόνα 2.19    (Χρόνοι εκπαίδευσης)
Τέλος θα παρουσιάσουμε μια νέα τεχνική αναγνώρισης η οποία κάνει χρήση του ΤΝΔ τύπου διανύσματος κβαντισμού(Learning Vector Quantization)-LVQ-NN) και αναλύεται εκτενώς στο [22]. Αρχικά αναφέρουμε τη δομή του νευρωνικού δικτύου η οποία φαίνεται στην εικόνα 2.20. 
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Εικόνα 2.20    (LVQ Νευρωνικό Δίκτυο)
Αυτό αποτελείται από 3 επίπεδα, αυτό της εισόδου, το μεσαίο (ή επίπεδο ανταγωνισμού) και το τελευταίο της γραμμικής εξόδου. Όπως είναι ευδιάκριτο και από την εικόνα, κάθε κόμβος εισόδου συνδέεται με κάθε κόμβο από το μεσαίο επίπεδο (ανταγωνισμού) ενώ οι κόμβοι του 2ου επιπέδου συνδέονται μερικώς με αυτούς του 3ου. 


Το μεσαίο καθώς και το επίπεδο εξόδου του νευρωνικού δικτύου αποδίδουν δυαδικές τιμές. Στο μεσαίο στάδιο κάθε νευρώνας αποκτά ένα διάνυσμα αναφοράς ενώ κατά την εκπαίδευση του νευρωνικού δικτύου τα βάρη του τροποποιούνται προκειμένου το δίκτυό μας να γίνει πιο αποτελεσματικό. 


Η διαδικασία που ακολουθείται είναι η ακόλουθη. Όταν το δίκτυο δέχεται μία είσοδο τότε αυτή συγκρίνεται με τα διανύσματα αναφοράς του μεσαίου σταδίου και το σύνολο διανυσμάτων που παρουσιάζουν ομοιότητες με την είσοδο είναι και το επικρατέστερο το οποίο μεταδίδει στην έξοδο την τιμή 1 ενώ όλα τα άλλα δίνουν τιμές 0. Αντίστοιχα οι νευρώνες εξόδου οι οποίοι συνδέονται με τους αντίστοιχους κόμβους του 2ου σταδίου αποδίδουν την τιμή 1 ενώ οι υπόλοιποι την τιμή 0.


Η τεχνική η οποία στηρίχθηκε στο LVQ-NN εφαρμόστηκε σε κινέζικες πινακίδες κυκλοφορίας και έγινε χρήση 3 ίδιων δικτύων ώστε να αναγνωριστεί τμηματικά ο κινέζικος χαρακτήρας που βρίσκεται στην αρχή, εν συνεχεία οι αγγλικοί χαρακτήρες και τελικά οι εναπομείναντες χαρακτήρες. Η μορφή των δεδομένων που εισάγονταν ήταν εικόνες που περιείχαν μόνο άσπρες ή μαύρες αποχρώσεις σε διάσταση 14x18 pixels. Τέλος στην εικόνα που ακολουθεί (2.21) παρουσιάζονται αναλυτικά τα αποτελέσματα όπως δόθηκαν από τον δημιουργό της συγκεκριμένης τεχνικής.
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Εικόνα 2.21    (Τιμές απόδοσης LVQ-NN)
Κεφάλαιο 3.
Τεχνικές Μηχανικής Μάθησης (Machine Learning Techniques)

3.1) Νευρωνικά δίκτυα εμπρόσθιας τροφοδότησης (Feed Forward Neural Networks, FFNN)
Τα FFNN νευρωνικά δίκτυα προσπαθούν να μιμηθούν τη σύνδεση και τα χαρακτηριστικά εκμάθησης του ανθρώπινου εγκεφάλου. Ένα τυπικό τέτοιο νευρωνικό δίκτυο, όπως περιγράφεται από το Haykin (1999), περιέχει διάφορα στοιχεία τα οποία επεξεργάζονται πληροφορίες, καλούνται νευρώνες και συνδέονται μεταξύ τους με τρόπο τέτοιο ώστε να μην μπορεί να υπάρξει ανάμεσά τους κυκλική διαδρομή. Οι νευρώνες κατανέμονται σε 3 είδη επιπέδων, αυτό της εισόδου, ένα ή περισσότερα κρυμμένα ενδιάμεσα και αυτό της εξόδου. Οι συνδέσεις των νευρώνων ονομάζονται ‘συνάψεις’ και υπάρχουν μόνο μεταξύ νευρώνων διαδοχικών στρωμάτων. Στην εικόνα που ακολουθεί φαίνεται η δομή ενός τέτοιου δικτύου.
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Εικόνα 3.1  (Δομή FFNN)
Η έξοδος του kου νευρώνα μπορεί να υπολογισθεί πολλαπλασιάζοντας την είσοδο x με ένα διάνυσμα βάρους w, προσθέτοντας σ’ αυτό την πόλωση bk του νευρώνα και βάζοντας το αποτέλεσμα σαν όρισμα στην συνάρτηση ενεργοποίησης f όπως φαίνεται στον τύπο 3.1: 
[image: image34.png]Vi =f(w-x+b) (3.1)




H συνάρτηση ενεργοποίησης f μπορεί να είναι γραμμική ή μη, αλλά η συνήθης μορφή της είναι η σιγμοειδής παρακάτω:
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 όπου το β είναι μία παράμετρος κλίσης της σιγμοειδούς συνάρτησης. 

Συνήθως τα FFNN δίκτυα εκπαιδεύονται χρησιμοποιώντας τον δημοφιλή αλγόριθμο οπισθοδιάδοσης του σφάλματος σύμφωνα με τα [46],[47]. Ο αλγόριθμος αυτός στοχεύει στην ελαχιστοποίηση μιας συνάρτησης κόστους, που συνήθως ορίζεται ως το μέσο τετραγωνικό σφάλμα μεταξύ του δικτύου και της εξόδου, ρυθμίζοντας τα ‘βάρη’ των συνάψεων και τις πολώσεις των νευρώνων. Συνεπώς, το δίκτυο αναπαρίσταται με το σετ εκπαίδευσης, το οποίο αποτελείται από παραδείγματα διανυσμάτων εισόδου και τα αντίστοιχα διανύσματα εξόδου. Εν συνεχεία, η πληροφορία διαβιβάζεται από τον κόμβο εισόδου, διαμέσου των κρυμμένων νευρώνων, στους κόμβους εξόδου και υπολογίζεται το σφάλμα μεταξύ της επιθυμητής και πραγματικής απόκρισης του δικτύου. Κατόπιν το σήμα που περιέχει την πληροφορία για το σφάλμα αναμεταδίδεται και ρυθμίζει τα βάρη του δικτύου και τα σφάλματα. Η διαδικασία αυτή επαναλαμβάνεται για κάθε περίπτωση στο σετ της εκπαίδευσης ώστε όταν αυτό αναπαρασταθεί ολόκληρο στο δίκτυο να έχει ολοκληρωθεί μία εποχή. Προκειμένου να ολοκληρωθεί μια φάση εκπαίδευσης μπορεί να χρειαστούν αρκετές εποχές. Μία “διάσημη” εκδοχή του προηγούμενου αλγορίθμου είναι αυτός των Levenberg-Marquardt ([48]). Σκοπός του είναι η βελτίωση της ταχύτητας σύγκλισης και της αποδοτικότητας της εκπαίδευσης του δικτύου αφού ο αλγόριθμος είναι πολύ αποδοτικός στην λύση μη γραμμικών προβλημάτων ελαχίστων τετραγώνων όπως και στην περίπτωση της ελαχιστοποίησης της συνάρτησης κόστους του νευρωνικού δικτύου εμπρόσθιας τροφοδότησης. 

Κατά τη διάρκεια της εκπαίδευσης του ένα FFNN μπορεί να καταλήξει να προσαρμόσει τα βάρη του και τις πολώσεις προκειμένου να αναπαραστήσει μόνο τα δεδομένα της εκπαίδευσης και εξ αιτίας αυτού να χάσει την ικανότητα του να γενικεύσει σε καταστάσεις που δεν αναπαρίστανται κατά τη διάρκεια της εκπαίδευσης. Το φαινόμενο αυτό καλείται υπερπροσαρμογή (overfitting) ή υπερεκπαίδευση και μπορεί να αποφευχθεί χρησιμοποιώντας ένα ξεχωριστό σετ δεδομένων το οποίο καλείται σετ επαλήθευσης (validation set). Οι παράμετροι του νευρωνικού δικτύου εκτιμούνται με βάση το σετ εκπαίδευσης και η απόδοση του δικτύου αξιολογείται υπολογίζοντας το μέσο τετραγωνικό σφάλμα του σετ επαλήθευσης. Όταν η απόδοση του δικτύου επιδεινωθεί σημαίνει ότι κατά πάσα πιθανότητα έχει εμφανιστεί το φαινόμενο της υπερπροσαρμογής. Τότε η εκπαίδευση σταματά και οι παράμετροι της προηγούμενης εποχής αποθηκεύονται. Η φάση της εκπαίδευσης μπορεί να τερματιστεί αν η συνάρτηση κόστους φτάσει σε ένα ελάχιστο σημείο ή πετυχαίνοντας τον στόχο απόδοσης ή διακρίνοντας ότι το σετ επαλήθευσης αυξάνει το μέσο τετραγωνικό σφάλμα.   

Όταν η διάρκεια της εκπαίδευσης τελειώσει, ακολουθεί η φάση των δοκιμών. Κατά τη διάρκεια αυτής άγνωστα δεδομένα παρουσιάζονται στο δίκτυο προκειμένου να αξιολογηθεί η απόδοσή του. Τα δεδομένα αυτά περιλαμβάνουν το σετ δοκιμών το οποίο χωρίζεται σε σετ εκπαίδευσης και επαλήθευσης.
3.2)Πιθανοκρατικά Νευρωνικά Δίκτυα (Probabilistic Neural Network, PNN)
Τα PNN νευρωνικά δίκτυα προτάθηκαν το 1990 από τον Donald F. Specht, όπως αναλύεται και στο [32]. Ξεκινώντας από τη δομή μοιάζουν με νευρωνικά δίκτυα ανάστροφης μετάδοσης λάθους (Back Propagation Neural Networks) αποτελούμενα από 4 επίπεδα με βασική διαφορά από τα πρώτα ότι χρησιμοποιούν στατιστική συνάρτηση ενεργοποίησης (activation function) αντί της σιγμοειδούς (sigmoid) συνάρτησης (η οποία φαίνεται στο [33]). Στην εικόνα 3.2 γίνεται πιο αντιληπτή η μορφή του νευρωνικού που περιγράφουμε ενώ βλέπουμε και τα διάφορα επίπεδά του. 

[image: image36.emf]
Εικόνα 3.2  (Δομή PNN)
Αρχικά έχουμε το επίπεδο εισόδου όπου προωθεί τις ίδιες τιμές σε κάθε νευρώνα του επιπέδου προτύπων (pattern layer). Εν συνεχεία στο δεύτερο επίπεδο εφαρμόζεται σε κάθε είσοδο xi ένας συντελεστής βάρους wi και στο αποτέλεσμά τους (z) εφαρμόζεται μία μη γραμμική λειτουργία όπως φαίνεται και στην εικόνα 3.3. Στο σημείο αυτό γίνεται αντιληπτή η χρήση μη γραμμικής συνάρτησης ενεργοποίησης σαν την g(zi) που παρουσιάζεται παρακάτω. Επιπρόσθετα αν κανονικοποιήσουμε τα x και wi έχουμε τη συνάρτηση ενεργοποίησης ως: 
[image: image37.png]



Το επόμενο επίπεδο (summation units) προσθέτει τα αποτελέσματα από το επίπεδο προτύπων που αντιστοιχούν στην κατηγορία από την οποία επιλέχθηκε το πρότυπο εκπαίδευσης. Τέλος το επίπεδο εξόδου, οι λεπτομέρειες του οποίου φαίνονται στην εικόνα 3.4, παράγει μία δυαδική έξοδο ενώ η απόφαση για την έξοδο αυτή εξαρτάται από τις τιμές των βαρών που έχει η κάθε είσοδος στο τελευταίο επίπεδο του πιθανοκρατικού νευρωνικού δικτύου.     

[image: image38.emf]
Εικόνα 3.3     (Δεύτερο επίπεδο PNN)
[image: image39.emf]
Εικόνα 3.4    (Επίπεδο εξόδου PNN)
Η μεταβλητή C που φαίνεται στην εικόνα 24 είναι μια μεταβλητή βάρους η οποία είναι ίση με:  [image: image41.png]hBlBy Ay
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όπου hΑ , είναι  ο αριθμός των προτύπων εκπαίδευσης της κατηγορίας Α και αντίστοιχα hΒ , ο αριθμός των προτύπων εκπαίδευσης της κατηγορίας Β. Με άλλα λόγια το Ck είναι η αναλογία των a priori πιθανοτήτων διαιρεμένη με την αναλογία των δειγμάτων και πολλαπλασιαζόμενη με την αναλογία των απωλειών. 
Σχετικά με την διαδικασία εκπαίδευσης ενός PNN αυτή επιτυγχάνεται θέτοντας το διάνυσμα των βαρών wi σε κάποιο από τις μονάδες προτύπων του 2ου επιπέδου ίσο με κάθε ένα από τα x πρότυπα του σετ εκπαίδευσης και εν συνεχεία συνδέοντας τις εξόδους του 2ου επιπέδου στον αντίστοιχο νευρώνα του 3ου. Επίσης είναι αναγκαίο να υπάρχει ένας ξεχωριστός νευρώνας του 2ου επιπέδου για κάθε ένα πρότυπο εκπαίδευσης ενώ οι ίδιοι νευρώνες από το 2ο επίπεδο μπορούν να ομαδοποιηθούν και να συνδεθούν με διαφορετικούς νευρώνες από το 3ο επίπεδο με σκοπό να αποδώσουν επιπρόσθετα ζεύγη κατηγοριών και bits πληροφορίας στο διάνυσμα εξόδου.
Κατόπιν θα παραθέσουμε στην εικόνα 3.5 έναν πίνακα οποίος περιέχει ζεύγη συναρτήσεων βάρους και ενεργοποίησης και εν συνεχεία θα παραθέσουμε κάποια μειονεκτήματα και πλεονεκτήματα των εν λόγω νευρωνικών δικτύων. 
· Το βασικότερο προτέρημά τους έγκειται στην εκπαίδευση όπου είναι εκτός από εύκολη και άμεση καθιστώντας δυνατή τη χρήση ενός τέτοιου νευρωνικού δικτύου σε εφαρμογές πραγματικού χρόνου. Ένας πρόσθετος και σημαντικός λόγος είναι ότι ενώ κάποιο πρότυπο έχει παρατηρηθεί το δίκτυο μπορεί να ξεκινήσει να γενικεύει σε νέα πρότυπα οπότε καθώς επιπρόσθετα πρότυπα παρατηρούνται και αποθηκεύονται στο δίκτυο η διαδικασία της γενίκευσης θα βελτιωθεί και τα όρια αποφάσεων να γίνουν πιο πολύπλοκα.   
· Επιπρόσθετα το σχήμα των επιφανειών αποφάσεων μπορεί να γίνει όσο απλό ή πολύπλοκο απαιτείται κάνοντας κατάλληλη επιλογή της παραμέτρου εξομάλυνσης σ.
[image: image42.emf]
Εικόνα 3.5    (Συναρτήσεις βάρους και ενεργοποίησης)
· Αυτές οι επιφάνειες αποφάσεων είναι σε θέση να προσεγγίσουν το βέλτιστο κατά Bayes.
· Επίσης υπάρχει ανεκτικότητα σε κάποιο αριθμό εσφαλμένων δειγμάτων.

· Σποραδικά δείγματα είναι επαρκή για την απόδοση του δικτύου.

· Η παράμετρος σ μπορεί να μικρύνει καθώς αυξάνει η παράμετρος n χωρίς να απαιτείται επανεκπαίδευση.

·  Για στατιστικά στοιχεία μεταβλητού χρόνου τα παλιά πρότυπα μπορούν να αντικατασταθούν με νέα.
· Τέλος ένα πρακτικό πλεονέκτημα είναι ότι σε αντίθεση με άλλα νευρωνικά δίκτυα μπορεί να λειτουργήσει παράλληλα χωρίς να χρειάζεται ανατροφοδότηση από τους μεμονωμένους νευρώνες προς την είσοδο. Συνεπώς ένα σύστημα το οποίο θα χρειαζόταν χιλιάδες νευρώνες τόσους ώστε να δημιουργηθεί θέμα χωρητικότητας σε ένα ολοκληρωμένο κύκλωμα απαλλάσσεται από τους “διαδρόμους” ανατροφοδότησης.

Εν συνεχεία κάποια αρνητικά και με βάση το [31] θα μπορούσαν να είναι:
· Δεν είναι τόσο γενικευμένα ως προς τη χρήση όπως είναι τα νευρωνικά δίκτυα ανάστροφης μετάδοσης λάθους (Back Propagation) και
· Απαιτούν μεγάλη χωρητικότητα σε μνήμη από το μηχάνημα στο οποίο λειτουργούν.

 3.3)Ταξινομητές Κ-Πλησιέστερων Γειτόνων (K-Nearest Neighbor Classifiers, KNN)
Αυτού του είδους οι ταξινομητές στηρίζονται στον αλγόριθμο Κ-πλησιέστερων γειτόνων. Ουσιαστικά το σύστημα που στηρίζεται σε ένα τέτοιο νευρωνικό δίκτυο όταν δέχεται κάποια είσοδο αποφασίζει που θα την κατανείμει με βάση τα αποθηκευμένα δεδομένα που υπάρχουν στο σύστημα. Δηλαδή η απόφαση παίρνεται σε πρώτο χρόνο και στηρίζεται στον αριθμό Κ των πλησιέστερων στο σημείο εισόδου γειτόνων.

Όπως περιγράφεται στο [34] ο ΚΝΝ αλγόριθμος κάνει την παραδοχή ότι τα διάφορα πρότυπα μπορούν να αναπαρασταθούν στον n-διάστατο Ευκλείδειο χώρο Rn σαν σημεία με βάση κάποια χαρακτηριστικά που διαθέτουν. Ανάλογα τον αριθμό των χαρακτηριστικών αυτών ποικίλει και η τιμή της μεταβλητής n. Όταν παρουσιαστεί μία νέα είσοδος ανάλογα με κάποιες ιδιότητες όπου αυτή διαθέτει τοποθετείται σαν σημείο στον ίδιο χώρο που προαναφέραμε. Εν συνεχεία ανάλογα με την περιοχή στην οποία ανήκει το σημείο αυτό υπάρχουν γύρω του κάποια γειτονικά. Ο αλγόριθμος αυτός λαμβάνει υπόψη του τα γειτονικά αυτά σημεία ώστε να ταξινομήσει τη νέα είσοδο. Ανάλογα από τη μεταβλητή Κ ο αριθμός των σημείων που λαμβάνονται υπόψη ποικίλει. 

Στην εικόνα 36 (έχει προκύψει από το [35]) που ακολουθεί γίνεται πιο κατανοητή η προαναφερθείσα διαδικασία.
[image: image43.emf]
Εικόνα 3.6    (Αλγόριθμος Κ - πλησιέστερων γειτόνων)
Εδώ βλέπουμε να απεικονίζεται με αστεράκι η νέα είσοδος στο σύστημά μας ενώ με μπλε κ μαύρο σημεία με συγκεκριμένα χαρακτηριστικά. Στην περίπτωση αυτή το Κ=11 οπότε για την ταξινόμηση ενός νέου σημείου λαμβάνονται υπόψη τα 11 γειτονικά στο αστεράκι σημεία. Ο κύκλος οριοθετεί το χώρο όπου περιέχονται τα σημεία αυτά οπότε κατατάσσουμε το νέο μας σημείο στην κλάση όπου ανήκουν τα μπλε σημεία εφόσον υπερτερούν μέσα στον οριοθετημένο από τον κύκλο χώρο. 

Στο σημείο αυτό θα ‘ταν σκόπιμο να αναφέρουμε ότι σαν μέθοδο εύρεσης των κοντινότερων γειτονικών σημείων θεωρούμε την ευκλείδεια απόσταση η οποία δίνεται από τον τύπο (3.4) (όπως έχει αποδοθεί στο [36]) που ακολουθεί και είναι μεταξύ των διανυσμάτων προτύπων [image: image45.png]x, x'
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όπου:             [image: image48.png]M(x,x") =
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Βέβαια υπάρχει η δυνατότητα αντ’ αυτού να γίνει χρήση και της απόστασης Mahalanobis η οποία μεταξύ δύο διανυσμάτων [image: image50.png]


 με την ίδια κατανομή και πίνακα συνδιακύμανσης S φαίνεται στον τύπο (3.7):
[image: image51.png]d(%3) =JE-9Ts1GE-7) (37)




Ακόμη, όπως προκείπτει από το [37], αν θέλουμε να κάνουμε ταξινόμηση κειμένου χρησιμοποιούμε την απόσταση Hamming η οποία αναφέρεται σαν τον αριθμό των συμβόλων που είναι διαφορετικά σε 2 ίδιες συμβολοσειρές. 
3.4) Μηχανές Διανυσμάτων Υποστήριξης (Support Vector Machines)
Η SVM τεχνική έχει προταθεί από τον Vapnik σύμφωνα με το [45] και έχει βρει επιτυχώς εφαρμογή σε πολλά προβλήματα ταξινόμησης στη βιβλιογραφία. Η συγκεκριμένη τεχνική  διαχωρίζει 2 τάξεις δεδομένων χρησιμοποιώντας ένα υπερεπίπεδο το οποίο καθορίζεται από διανύσματα υποστήριξης, τα οποία αποτελούν μέρος του σετ δεδομένων. 

Πιο συγκεκριμένα έστω ότι το I είναι ένα σετ δεδομένων εισόδου, τα οποία αποτελούνται από δεδομένα xi που ανήκουν σε 2 γραμμικώς διαχωρισμένες κλάσεις και yi είναι οι αντίστοιχες ετικέτες των κλάσεων (y[image: image53.png]


{-1,1}). Στόχος του SVM είναι να διαχωρίσει τις 2 κλάσεις χρησιμοποιώντας το ακόλουθο υπερεπίπεδο: 
[image: image54.png]f(x) =w-x+b (3.8)




Αν f(xi)>0 τότε η είσοδος xi ανήκει στην πρώτη κλάση, αλλιώς ανήκει στην δεύτερη. Σωστή ταξινόμηση επιτυγχάνεται αν ισχύει  η ανίσωση: 
[image: image55.png]v  f(x) =y, (w-x; +b) =0 (3.9)




Ωστόσο είναι άπειρος ο αριθμός των υπερεπιπέδων που μπορούν να διαχωρίσουν τις 2 κλάσεις. Το βέλτιστο υπερεπίπεδο, το οποίο τυπικά καλείται βέλτιστο υπερεπίπεδο διαχωρισμού (Optimal Separating Hyperplane, OSH) είναι αυτό που μεγιστοποιεί το περιθώριο μεταξύ 2 κλάσεων και βρίσκεται στην μέση του περιθωρίου αυτού εισαπέχοντας από αυτές. Ο όρος ‘περιθώριο’ (margin) αναφέρεται στο άθροισμα των αποστάσεων d των δεδομένων εκείνων που βρίσκονται πιο κοντά στη γραμμή και τα οποία αποτελούν τα διανύσματα υποστήριξης.

Έχει αποδειχθεί ([45]) ότι  το μέγιστο περιθώριο μπορεί να υπολογιστεί ελαχιστοποιώντας την ακόλουθη συνάρτηση: 
[image: image56.png]min{(3) Wi} 3.10)




υπό τον περιορισμό:
[image: image57.png]y;- (w-x, +b) = 0vt (3.11)




 
Αυτό είναι ένα πρόβλημα τετραγωνικού προγραμματισμού (QP) το οποίο μπορεί να λυθεί με τη βοήθεια διάφορων τεχνικών όπως για παράδειγμα οι πολλαπλασιαστές Lagrange.

Ωστόσο, τα δεδομένα στα περισσότερα πραγματικά προβλήματα δεν είναι γραμμικώς διαχωρίσιμα. Η προαναφερθείσα τεχνική μπορεί να γενικευθεί ώστε να χειρισθεί μη γραμμικώς διαχωρίσιμα δεδομένα εισόδου αλλά με το κόστος να γίνει αποδεκτός ένας αριθμός από  εσφαλμένες ταξινομήσεις. Στην περίπτωση αυτή η συνάρτηση (3.10) γίνεται ίση με:
[image: image58.png]mln{(%) liwli?+ CZ 5,} (3.12)




υπό τον περιορισμό πάλι να ισχύει η ανίσωση: 
[image: image59.png]y;- (w-x, +b) =21 - &Vt (3.13)




όπου ξt είναι το σφάλμα του περιθωρίου της χαλαρής μεταβλητής (slack variable margin) και μετράει την έκταση με την οποία ένα σημείο αποτυγχάνει να έχει περιθώριο γ.
Το σφάλμα ξt ορίζεται όπως φαίνεται παρακάτω: 
[image: image60.png]§e = (3. f(x),y) = max(0,y — v, - f(x,)) (3.14)




όπου γ είναι το μήκος του περιθωρίου.

Η παράμετρος C είναι μία σταθερά η οποία καθορίζει το trade-off μεταξύ της ακρίβειας του δικτύου στο σετ εκπαίδευσης και του πλάτους του περιθωρίου.

Προκειμένου να βελτιώσει την αποδοτικότητά του, η SVM τεχνική μετασχηματίζει τα δεδομένα σε ένα διάστημα χαρακτηριστικών υψηλότερης διάστασης πριν προσπαθήσει να τα διαχωρίσει με τη χρήση ενός γραμμικού διαχωριστή. Εν συνεχεία χρησιμοποιεί μια συνάρτηση πυρήνα φ η οποία πρέπει να ικανοποιεί τις συνθήκες του Mercer ώστε να είναι έγκυρη. Οι ακόλουθες συναρτήσεις πυρήνα είναι ανάμεσα στις πιο δημοφιλείς:
· [image: image62.png]o(xyx;) =x;- % (3.15)



 γραμμικός πυρήνας 
· [image: image64.png]o(xyx;) = (x;-x;+ )" (3.16)



 πολυωνυμικός πυρήνας

· [image: image66.png]tan(a-x;-x;+b) (3.17)




 πολλαπλών perceptron πυρήνων με παραμέτρους: [image: image68.png]a<O0xarb>0




· [image: image70.png]lsimsl”
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  ακτινικής βάσης πυρήνα (Gaussian)
3.5) Τεχνική πιθανοτικής συστοιχίας απλοποιημένης ασαφούς θεωρίας αυτό-οργανούμενων μονάδων προσαρμοστικού συντονισμού (Probabilistic ensemble simplified fuzzy ARTMAP, PESFAM)
Η τεχνική PESFAM συνδυάζει έναν αριθμό απλοποιημένων fuzzy ARTMAP (SFAM) στοιχείων με μεθόδους σχετικής ψηφοφορίας (plurality voting) βασισμένες σε ευρήματα των Lin, Yacoub, Burns & Simske που παρουσιάζονται στο [48].

Η προσαρμοστική θεωρία αντήχησης έχει εισαχθεί στην βιβλιογραφία από τον Grossberg τη δεκαετία του ‘70. Η ασαφής ARTMAP τεχνική αναπτύχθηκε από τους Carpenter, Grossberg, Markuzon, Reynolds & Rosen το 1992 και είναι το τελευταίο μέλος από αυτές της οικογένειας των ART τεχνικών  και μπορεί να διαχειριστεί δυαδικά και αναλογικά δεδομένα με ένα τρόπο επίβλεψης και ασάφειας, σε αντίθεση με το πρώτο ART module, ART1 από τους Carpenter και Grossberg, το 1987 το οποίο δέχονταν μόνο δυαδικά δεδομένα και έκανε χρήση εκπαίδευσης χωρίς επίβλεψη.

Όμως η αυθεντική ασαφής ARTMAP αρχιτεκτονική είναι πολύπλοκη και πλεονάζουσα. Για το σκοπό αυτό ο Kasuba  το 1993 προτείνει μία πιο γρήγορη τεχνική η οποία καλείται απλοποιημένη ασαφής ARTMAP. Αυτό που κάνει είναι να μειώνει το υπολογιστικό πλεόνασμα και τον πλεονασμό της αρχιτεκτονικής του αυθεντικού ARTMAP δικτύου.

Ένα δίκτυο SFAM αποτελείται από τρία επίπεδα, τα οποία φαίνονται στην εικόνα 3.7 ([43])  και είναι το επίπεδο εισόδου,  αυτό της εξόδου και το επίπεδο ταξινόμησης.
[image: image71.emf]
Εικόνα 3.7    (Δομή SFAM δικτύου)
Ο αλγόριθμος της SFAM τεχνικής μπορεί να συνοψιστεί όπως φαίνεται παρακάτω:

1. 1. Έστω ότι το α είναι το διάνυσμα εισόδου που αποτελείται από d συνιστώσες οι οποίες είναι, α=(α1,α2,…,αd). Το πρώτο βήμα του SFAM αλγορίθμου είναι η εύρεση του συμπληρώματος του α, δηλαδή:  [image: image73.png]a'=1-a (3.19)



     Αν υποθέσουμε ότι κάθε συνιστώσα αi παριστάνει ένα συγκεκριμένο χαρακτηριστικό του α, τότε αυτό θα απουσιάζει από το συμπληρωματικό του. Η προηγούμενη εξίσωση (3.19) είναι έγκυρη αν όλα τα δεδομένα εισόδου στην ασαφή λογική αντλούν τιμές από το διάστημα [0, 1]. Οπότε η συμπληρωματική κωδικοποιημένη είσοδος Ι στο SFAM δίκτυο μπορεί να παρασταθεί όπως ακολούθως: 
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2. Κάθε είσοδος Ι χρησιμοποιείται ώστε να ενεργοποιήσει κάθε κόμβο εξόδου Ο. Η ενεργοποίηση Tj του  jου κόμβου, η οποία έχει αντίστοιχο βάρος wj, δίνεται από την παρακάτω εξίσωση: 
[image: image75.png]



Η παράμετρος άλφα α αντιστοιχεί σε μία μικρή τιμή κοντά στο μηδέν, π.χ. α=10-6. Ο κόμβος εξόδου J με την μέγιστη τιμή ενεργοποίησης ορίζεται σαν τον νικητή,
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Αν περισσότερα από ένα Tj είναι μέγιστα, επιλέγεται ο κόμβος εξόδου με το μικρότερο δείκτη.

3. Το αποτέλεσμα από τη συνάρτηση ταιριάσματος (match function) υπολογίζεται και συγκρίνεται με την παράμετρο επιτήρησης (vigilance) ρ ώστε να διαμορφώσει το κριτήριο ταιριάσματος, το οποίο είναι:  
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Η προαναφερθείσα συνάρτηση (3.23) προσδιορίζει αν υπάρχει ή όχι η απήχηση μεταξύ της τρέχουσας εισόδου και του κόμβου εξόδου. Ο όρος ‘απήχηση’ δηλώνει ότι η τρέχουσα είσοδος αντιστοιχεί στην νικήτρια κατηγορία εξόδου, ενώ ταυτόχρονα ταιριάζει τον κόμβο εξόδου τόσο καλά ώστε να κωδικοποιηθεί στον κόμβο αυτό. Η απήχηση εμφανίζεται όταν το κριτήριο ταιριάσματος ισχύει και στην περίπτωση αυτή το βάρος του κόμβου εξόδου ενημερώνεται ώστε να ‘μάθει’ την είσοδο Ι. Αφ’ ετέρου, αν η συνάρτηση ταιριάσματος έχει μικρότερη τιμή συγκριτικά με την παράμετρο επιτήρησης και εμφανίζεται επαναφορά αναντιστοιχίας (mismatch reset). Η κατάσταση αυτή υποδηλώνει ότι ο επικρατέστερος κόμβος (νικητής) δεν συναντά την απαραίτητη λεπτομέρεια (granularity) που αναπαρίσταται από την παράμετρο επιτήρησης και γι’ αυτό τα βάρη του δεν πρέπει να ρυθμιστούν αλλά αντί αυτού ένας νέος κόμβος εξόδου πρέπει να δημιουργηθεί για την είσοδο I.
4. Το βάρος wj του επικρατέστερου κόμβου J κάθε φορά βρίσκεται κάνοντας χρήση της παρακάτω εξίσωσης εκμάθησης: 
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Η παράμετρος εκμάθησης β παίρνει τιμές στο διάστημα (0,1]. 
Το δίκτυο SFAM αν και είναι αποτελεσματικό, υπάρχει περίπτωση να παρουσιάσει ένα σοβαρό μειονέκτημα: είναι ισχυρά εξαρτώμενο από τη σειρά  της παρουσίασης των προτύπων κατά τη διάρκεια της εκπαίδευσής του.
Προκειμένου αυτό να ξεπεραστεί, οι Loo & Rao το 2005 πρότειναν τον  ταξινομητή πιθανοτικής συστοιχίας SFAM (PESFAM). Σύμφωνα με το μοντέλο αυτό, πολλαπλά SFAM δίκτυα εκπαιδεύονται κάνοντας χρήση διαφορετικής ακολουθίας αναπαράστασης δεδομένων το κάθε ένα. Τα αποτελέσματά τους ακολουθούν μια στρατηγική ψηφοφορίας, η οποία ονομάζεται  σχετική ψηφοφορία (probabilistic plurality voting), ώστε να ενισχυθεί η γενική απόδοση του συστήματος. Με άλλα λόγια είναι μία μέθοδος που συνδυάζει τα αποτελέσματα από ένα σύνολο ταξινομητών. Ουσιαστικά η ψηφοφορία αυτή γίνεται με σκοπό να αμβλυνθούν οι περιορισμοί του κάθε ενός από αυτά τα δίκτυα ξεχωριστά. Στην παρακάτω εικόνα (προέκυψε από το [43]) βλέπουμε την δομή ενός PESFAM δικτύου αποτελούμενο από Ν ανεξάρτητα SFAM δίκτυα.
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Εικόνα 3.8    (Δομή PESFAM δικτύου)
Κεφάλαιο 4.
Ανάλυση Μεθοδολογίας

4.1) Γενικά
Ο στόχος του συστήματός μας είναι η αναγνώριση των χαρακτήρων που έχουν προκύψει από την πινακίδα ενός οχήματος. Η διαδικασία ενώ ήταν ίδια εφαρμόστηκε ξεχωριστά για αριθμούς και γράμματα. Τα στάδια τα οποία ακολουθήσαμε είναι δύο. Σε πρώτη φάση η επεξεργασία της εικόνας με σκοπό την εξαγωγή των χαρακτήρων της πινακίδας σαν ξεχωριστές και μεμονωμένες εικόνες και κατόπιν η αναγνώριση των εικόνων αυτών από τον υπολογιστή με τη βοήθεια τεχνικών μηχανικής μάθησης. Η μεθοδολογία φαίνεται στην παρακάτω εικόνα.
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Εικόνα 4.1    (Δομή συστήματος)
Πρώτα εισέρχονται τα δεδομένα στο σύστημά μας και αφού υποστούν επεξεργασία κατατάσσονται σε πίνακες ανάλογα αν είναι αριθμοί ή γράμματα. Μετά, κάθε τεχνική ξεχωριστά δέχεται τα ίδια ακριβώς δεδομένα και αποδίδει ένα αποτέλεσμα ανάλογα με την κλάση στην οποία κατάταξε τον κάθε χαρακτήρα. Η μέθοδος αξιολόγησης της κάθε τεχνικής γίνεται με βάσει τη μέθοδο διασταυρωμένης επικύρωσης «εξαίρεσε-ένα» (Leave One Out Cross Validation, LOOCV) που περιγράφεται παρακάτω. Τέλος, υπάρχει μία τεχνική σχετικής πλειοψηφίας η οποία αποδίδει ένα τελικό αποτέλεσμα με βάση τις επιμέρους εξόδους της κάθε τεχνικής μηχανικής μάθησης.   
4.2) Επεξεργασία εικόνας
Το αρχικό στάδιο της μεθοδολογίας είναι η επεξεργασία μιας εικόνας αυτοκινήτου, έγχρωμης ή κλίμακας του γκρι, με τελικό σκοπό την απομόνωση των χαρακτήρων της πινακίδας. Από κάθε μία από τις αρχικές εικόνες των αυτοκινήτων με τη βοήθεια ενός προγράμματος επεξεργασίας εικόνων προέκυπταν 7 νέες εικόνες όπου αναπαριστούσαν από έναν χαρακτήρα της πινακίδας. Εν συνεχεία, η κάθε μία τέτοια εικόνα με περαιτέρω επεξεργασία μετατρέπεται σε έναν πίνακα ώστε να αποτελέσει είσοδο για την κάθε τεχνική μηχανικής μάθησης που ακολουθεί.   

4.3) Τεχνικές Μηχανικής Μάθησης   
4.3.1) Πιθανοκρατικό Νευρωνικό Δίκτυο (PNN)
Στο σύστημά μας το δίκτυο αποτελείται από 2 επίπεδα σύμφωνα με το [38]. Το πρώτο ονομάζεται επίπεδο ακτινικής βάσης (Radial Basis Layer) ενώ το δεύτερο ανταγωνιστικό (Competitive Layer) όπως φαίνεται και στην εικόνα 4.1. Όταν εισέρχεται κάποια είσοδος στο δίκτυο, τότε στο πρώτο επίπεδο υπολογίζονται οι αποστάσεις μεταξύ του διανύσματος εισόδου και των διανυσμάτων εισόδου εκπαίδευσης και παράγεται ένα νέο διάνυσμα το οποίο υποδηλώνει πόσο κοντά είναι η είσοδος σε κάποιο διάνυσμα εισόδου εκπαίδευσης. 
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Εικόνα 4.1    (Αρχιτεκτονική  PNN)
Στο δεύτερο επίπεδο αθροίζονται για κάθε κλάση εισόδου τα στοιχεία από τα διάφορα διανύσματα και προκύπτει ένα νέο διάνυσμα που περιέχει σαν στοιχεία διάφορες τιμές πιθανοτήτων. Τέλος μία συνάρτηση “ανταγωνισμού” με βάση τις μέγιστες τιμές αυτών των πιθανοτήτων τίθεται υπεύθυνη να αποδώσει την τιμή 1 στην αντίστοιχη κλάση και μηδέν στις υπόλοιπες. 
4.3.2) Νευρωνικό Δίκτυο Εμπρόσθιας Τροφοδότησης (FFNN)

4.3.2.1)  Εκπαίδευση με βάση τον αλγόριθμο Levenberg-Marquardt (LM) 

Πρόκειται για ένα νευρωνικό δίκτυο διάταξης 3 επιπέδων με 10 νευρώνες στην περίπτωση αναγνώρισης των αριθμών και 14 νευρώνες στην περίπτωση της αναγνώρισης των γραμμάτων όπως προκύπτει και από το [39]. Η μορφή του είναι σαν αυτή της εικόνας 4.2 με τη διαφορά ότι η συγκεκριμένη είναι απλουστευμένη όσον αφορά τα δεδομένα και τις παραμέτρους του δικτύου. Γενικότερα στο πρώτο στάδιο έχουμε το διάνυσμα εισόδου αποτελούμενο από R στοιχεία όπου στην  περίπτωσή μας είναι ο αριθμός των δεδομένων που έχουμε για τους αριθμούς και αντίστοιχα για τα γράμματα. Εν συνεχεία στο κρυφό επίπεδο έχουμε το S σαν τον αριθμό των νευρώνων που υπάρχουν στα 2 επίπεδα και τέλος υπάρχει και η πόλωση b (bias), που είναι μία σταθερή τιμή ανεξάρτητη από την τιμή του βάρους, και προστίθεται σε κάθε ένα από τα επίπεδα 2 και 3 ξεχωριστά. Επιπρόσθετα το δίκτυο διαθέτει σιγμοειδή συνάρτηση μεταφοράς κατά το δεύτερο επίπεδο ενώ στο τρίτο η συνάρτηση είναι γραμμική. 
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Εικόνα 4.2    (Αρχιτεκτονική  FFNN)
Η εκπαίδευση του συγκεκριμένου δικτύου είναι βασισμένη στον Levenberg-Marquardt (LM) αλγόριθμο οπισθοδιάδοσης του σφάλματος, ο οποίος ανήκει στις μεθόδους μάθησης με επίβλεψη και ένα από τα βασικά προτερήματά του είναι η ταχύτητα. Ουσιαστικά ενημερώνει τις μεταβλητές βαρών και πόλωσης σύμφωνα με την LM βελτιστοποίηση. Με άλλα λόγια ο αλγόριθμος LM μπορεί να προσεγγίσει δευτέρας τάξης ταχύτητα εκπαίδευσης χωρίς να χρειάζεται να υπολογίσει τον Εσσιανό πίνακα (Hessian matrix, [40]) που περιέχει δευτέρου βαθμού μερικές παραγώγους. Η προσέγγιση αυτή γίνεται με τη βοήθεια του Ιακωβιανού (Jacobian) πίνακα ο οποίος περιέχει πρώτου βαθμού μερικές παραγώγους των σφαλμάτων του δικτύου σε σχέση με τα βάρη και τις πολώσεις. Επιπρόσθετα ο Ιακωβιανός πίνακας υπολογίζεται με μία συνήθη τεχνική ανάστροφης μετάδοσης λάθους σύμφωνα με το [41].  
Η διαδικασία της εκπαίδευσης σταματάει όταν καλυφθεί κάποια από τις κάτωθι  προϋποθέσεις:
· Επιτευχθεί ο μέγιστος αριθμός εποχών που έχουμε ορίσει ως 1000.
· Το μέσο τετραγωνικό σφάλμα, που αποτελεί και δείκτη απόδοσης του δικτύου, ελαχιστοποιηθεί στο 10-40
· Αν το σύστημά μας υπερβεί τον υποβαλλόμενο αριθμό εποχών, που είναι ίσος με 6, κατά τον οποίο δεν υπάρχει βελτίωση ή υπάρχει στασιμότητα στη διαδικασία της εκπαίδευσης του νευρωνικού δικτύου.

4.3.2.2) “Αυτοματοποιημένη ομαλοποίηση”
Στην περίπτωση αυτή έχουμε ίδιου τύπου και διάταξης νευρωνικό δίκτυο με το προηγούμενο με την διαφορά ότι έχουμε εφαρμόσει μία ελαφρά τροποποιημένη μέθοδο όσον αφορά  την διαδικασία της εκπαίδευσης. Η βασική μέθοδος παραμένει βασισμένη στην βελτιστοποίηση Levenberg-Marquardt εφαρμόζοντας όμως μία αυτοματοποιημένη ρύθμιση παραμέτρων και καλείται ρύθμιση κατά Bayes. 
Λεπτομερέστερα οι παραμέτρους των βαρών και των πολώσεων θεωρούνται τυχαίες μεταβλητές με συγκεκριμένη κατανομή. Οι ρυθμιστικές παράμετροι σχετίζονται με τις άγνωστες διακυμάνσεις που είναι συναφείς με τις κατανομές ενώ εκτιμώνται με τη χρήση στατιστικών μεθόδων. Επιπρόσθετα ο συγκεκριμένος αλγόριθμος είναι σε θέση να γνωρίζει ποιες παράμετροι αξιοποιούνται αποτελεσματικά από το δίκτυο και να κάνει χρήση μόνο αυτών ανεξάρτητα από το πόσες αυτό θα διαθέτει. Το γεγονός αυτό μπορεί να αποτελέσει και κριτήριο ώστε να σταματήσει η διαδικασία της εκπαίδευσης σε περίπτωση που ένας ικανοποιητικός αριθμός παραμέτρων συγκλίνουν ενώ οι εναλλακτικές προϋποθέσεις είναι ίδιες με αυτές του προηγούμενου αλγόριθμου εκπαίδευσης.

4.3.3) Ταξινομητής Κ-Πλησιέστερων γειτόνων (ΚΝΝ)
Με τη συγκεκριμένη μέθοδο κάνουμε ταξινόμηση των δεδομένων μας με τη βοήθεια του αλγόριθμου Κ πλησιέστερων γειτόνων. Στην περίπτωσή μας το Κ=1 και η κοντινότερη απόσταση που χρησιμοποιήθηκε για την ταξινόμηση ήταν η Ευκλείδεια. Ουσιαστικά η μέθοδος παίρνει κάθε φορά τα νέα δεδομένα που δέχεται το σύστημα και τα συγκρίνει με δεδομένα από την ομάδα της εκπαίδευσής του. Ανάλογα με το ποια από αυτά είναι πιο κοντά στα ήδη υπάρχοντα δεδομένα τα κατατάσσει σε συγκεκριμένη κατηγορία.

4.3.4)  Μηχανές Διανυσμάτων Υποστήριξης
4.3.4.1) Μη γραμμική περίπτωση
Στηριζόμενοι στο [35] θα περιγράψουμε τη μέθοδο στην οποία βασίστηκε η συγκεκριμένη μηχανή αναζήτησης που εφαρμόσαμε. Αρχικά παρουσιάζουμε στην εικόνα 4.3 μία αρχιτεκτονική στην οποία φαίνονται οι συναρτήσεις πυρήνα (kernel functions) K(xi,xj) σε ένα SVM μοντέλο. 
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Εικόνα 4.3    (Αρχιτεκτονική SVM)
Η περίπτωση μας είναι μη γραμμική οπότε έχουμε έναν μετασχηματισμό από ένα επίπεδο χαρακτηριστικών σε ένα άλλο k διαστάσεων σύμφωνα με τον παρακάτω τύπο: 

x ∈ Rι _→ y ∈ Rk      (4.1)
Ο λόγος ύπαρξης αυτού του μετασχηματισμού είναι να μεταβούμε από μία κατάσταση μη επιλύσιμη από ένα SVM σε μία άλλη αντιμετωπίσιμη κι αφού λυθεί εκεί το πρόβλημα μπορούμε να επιστρέψουμε στην αρχική κατάσταση προκειμένου να παρουσιάσουμε τη λύση. Χαρακτηριστικό είναι το παράδειγμα στην εικόνα 4.4 που ακολουθεί.
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Εικόνα 4.4    (Συνάρτηση αντιστοίχισης)
Αντιλαμβανόμαστε ότι δεν υπάρχει κάποιο υπερεπίπεδο εύκολα προσδιορίσιμο στο χώρο εισόδου σε αντίθεση με τον επόμενο χώρο όπου ο τρόπος αναπαράστασης των δεδομένων αλλάζει με αποτέλεσμα να είναι πλέον δυνατή η εύρεση ενός υπερεπιπέδου το οποίο να διαχωρίζει τις 2 κλάσεις. Κατόπιν με την ίδια αντιστοιχία επιστρέφουμε στο αρχικό χώρο με την επιθυμητή λύση όπως αυτή της εικόνας 4.5.
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Εικόνα 4.5    (Μη γραμμικό διάνυσμα υποστήριξης)
Ο τρόπος για να μεταβούμε από τον ένα χώρο στον άλλο προκειμένου να αναπτύξουμε εκεί τα διανύσματα υποστήριξης είναι οι συναρτήσεις πυρήνα (kernel functions). Αυτό προκύπτει με βάση το θεώρημα Mercer σύμφωνα με το οποίο αν έχουμε ένα διάνυσμα: 
x ∈ Ri και Φ() μια συνάρτηση απεικόνισης αυτού στο χώρο Hilbert  x ↦ Φ(x) ∈ H τότε το εσωτερικό γινόμενο της Φ() (αναπαρίσταται με [image: image86.png]


) είναι ίσο με την συνάρτηση πυρήνα σύμφωνα με τον τύπο που ακολουθεί:
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αρκεί η Κ() να ακολουθεί τους κάτωθι περιορισμούς στο χώρο C υποσύνολο του Ri: 
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για κάθε g(x), [image: image90.png]x€CCR'



 τέτοια ώστε να ισχύει 
[image: image91.png]f 9(x)%dx < 4o (44)




στο χώρο C.

Στη δική μας την περίπτωση η συνάρτηση πυρήνα είναι αυτή της ακτινικής βάσης (Gaussian) που φαίνεται στον τύπο 4.5.
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4.3.2.2) Ένας εναντίον ενός (One Vs One)
Δεδομένου ότι το σύστημά μας έπρεπε να αναγνωρίσει 10 είτε 14 κλάσεις ανάλογα αν επρόκειτο για αριθμούς ή γράμματα εφαρμόσαμε 2 γνωστές μεθόδους για SVM πολλαπλής κατηγοριοποίησης (multi-class) όπως αναφέρονται και στο [42]. Η πρώτη από αυτές ονομάζεται ένας εναντίον ενός (OVO) και κάνει χρήση Μ(Μ-1)/2 δυαδικών ταξινομητών όπου Μ είναι ο συνολικός αριθμός των κλάσεων που θέλουμε να αναγνωρίσουμε. Ο αριθμός είναι τέτοιος γιατί φτιάχνεται ένας τέτοιος ταξινομητής για κάθε ζευγάρι διαφορετικών κλάσεων. 
Κατά τη διάρκεια της εκπαίδευσης ο κάθε ταξινομητής κατατάσσει τα παραδείγματα σε κλάσεις βάζοντας θετικές ή αρνητικές ψήφους στις κλάσεις ανάλογα με το ποια παραδείγματα αντιστοιχούν στις ανάλογες κλάσεις. Κατά τη διάρκεια της δοκιμής σε κάθε νέα είσοδο ελέγχονται τα ζευγάρια των κλάσεων και ανάλογα με το ποια είσοδος ταιριάζει στην ανάλογη κλάση αυτή παίρνει θετική ψήφο ενώ η άλλη που ανήκει στο ζευγάρι βαθμολογείται αρνητικά. Στο τέλος η κλάση με τις περισσότερες ψήφους είναι η σωστή ώστε να ταξινομηθεί η συγκεκριμένη είσοδος.      
4.3.4.3)  Ένας εναντίον όλων (One Vs All)
Η δεύτερη μέθοδος καλείται ένας εναντίον όλων (OVA) και κατασκευάζει Μ δυαδικούς ταξινομητές. Κάθε ένας από αυτούς έχει μια συνάρτηση εξόδου ρi η οποία κατά τη διάρκεια της εκπαίδευσης για κάθε είσοδο αποδίδει θετική τιμή στην κλάση που αυτή ανήκει και αρνητική σε όλες τις άλλες κλάσεις. Οπότε όταν έχουμε μια νέα είσοδο αυτή κατατάσσεται στην κλάση με την μεγαλύτερη τιμή.   
 4.3.5) Τεχνική πιθανοτικής συστοιχίας απλοποιημένης ασαφούς θεωρίας αυτό-οργανούμενων μονάδων προσαρμοστικού συντονισμού (Probabilistic ensemble simplified fuzzy ARTMAP, PESFAM)
Σχετικά με την PESFAM τεχνική δημιουργήσαμε αρχικά το δίκτυο με μέγιστο αριθμό εποχών 50 και με παράμετρο επιτήρησης ρ = 0.5. Εν συνεχεία το εκπαιδεύσαμε με βάσει κάθε φορά του πίνακα των δεδομένων εκπαίδευσης και τέλος εφαρμόσαμε ταξινόμηση στηριζόμενοι στην εκπαίδευση που είχε ήδη γίνει. Συνολικά δημιουργήσαμε 5 ανεξάρτητους ταξινομητές από τους οποίους κρατήσαμε τους 3 καλύτερους προκειμένου να εφαρμοστεί σε αυτούς η μέθοδος της ψηφοφορίας σχετικής πλειοψηφίας ώστε να έχουμε την τελική εξαγωγή αποτελέσματος. 
4.4) Μέθοδος διασταυρωμένης επικύρωσης «Eεξαίρεσε-Ένα»
Εκτελούμε κάθε μία από τις 7 τεχνικές ξεχωριστά αντλώντας κάθε φορά ένα από τα στοιχεία εισόδου για επαλήθευση και τα άλλα για εκπαίδευση. Την διαδικασία αυτή την εφαρμόζουμε μέχρι όλα τα στοιχεία που εισάγουμε να περάσουν από την διαδικασία της επαλήθευσης. Η μέθοδος χαρακτηρίζεται ως την πιο αμερόληπτη όσον αφορά τα αποτελέσματα που εξάγει αλλά παρουσιάζει μεγάλο υπολογιστικό κόστος.   
4.5) Μέθοδος σχετικής και μέθοδος πλειοψηφικής  ψηφοφορίας (Plurality Voting, Majority Voting) 
Εφόσον η κάθε τεχνική μηχανικής μάθησης έχει εξάγει ένα αποτέλεσμα για την κάθε είσοδο ξεχωριστά προκειμένου να δούμε τη συνολική επίδοση ενός συστήματός που θα είχε την κάθε μία από τις τεχνικές σαν στοιχείο του εφαρμόσαμε μία μέθοδο σχετικής ψηφοφορίας. Με άλλα λόγια από τις 7 ξεχωριστές εξόδους που είχαμε για κάθε μία είσοδο θεωρήσαμε σαν το τελικό αποτέλεσμα του συστήματος αυτό που εμφανίζεται  τις περισσότερες φορές ανάμεσά τους. Εν συνεχεία σε περίπτωση που το αποτέλεσμα αυτό ήταν το ίδιο με την είσοδο τότε θεωρήσαμε την έξοδο επιτυχή αλλιώς αποτυχημένη. Με τον τρόπο αυτό προέκυψαν οι 2 συνολικές επιδόσεις του συστήματος που φαίνονται στο κεφάλαιο 6. 
Επίσης επειδή θέλαμε να δούμε κατά πόσο η μέθοδος αυτή είναι αποτελεσματική αναπτύξαμε και την μέθοδο της πλειοψηφικής ψηφοφορίας και τις συγκρίναμε. Σύμφωνα με τη δεύτερη ορίζαμε σαν έξοδο του συστήματός μας αυτή που κατείχε την πλειοψηφία ανάμεσα στα αποτελέσματα των τεχνικών ξεχωριστά. Με άλλα λόγια θεωρούσαμε ότι το σύστημά μας είχε επιτυχές αποτέλεσμα αν περισσότερες από 3 κλάσεις έκαναν σωστή πρόβλεψη.    

Κεφάλαιο 5.
 Περιγραφή συστήματος
5.1)Λογισμικό 
Το λογισμικό που χρησιμοποιήθηκε για την εκπόνηση της παρούσας διπλωματικής εργασίας είναι τα Photoshop CS3 extended της εταιρίας Adobe Systems και MATLAB R2009b της εταιρίας MathWorks. Το πρώτο χρησιμοποιήθηκε για την επεξεργασία εικόνων ώστε από τις φωτογραφίες των αυτοκινήτων να απομονωθούν οι περιοχές των πινακίδων και από αυτές ο κάθε χαρακτήρας τους με τη μορφή εικόνας. Εν συνεχεία κάποια περαιτέρω επεξεργασία της κάθε εικόνας όπως και η υλοποίηση του συστήματός μας έγινε με τη χρήση του Matlab. 
5.2) Ανάλυση Συστήματος 
5.2.1)Δομή Συστήματος 
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Στην παρακάτω εικόνα βλέπουμε ξανά τη βασική δομή του συστήματός μας έχοντας πλέον εισάγει τα αρχεία τα οποία χρησιμοποιήθηκαν με σκοπό να γίνει πιο 
Εικόνα 5.1    (Διάγραμμα ροής συστήματος)
κατανοητή η διαδικασία κατασκευής του.
Στηριζόμενοι στο παραπάνω σχήμα θα περιγράψουμε στο κεφάλαιο αυτό το τεχνικό κομμάτι της εργασίας ώστε να γίνει πιο κατανοητή η διαδικασία της υλοποίησης υπό το πρίσμα του τεχνικού της μέρους. Συνεπώς θα επεξηγηθεί με κάποιες λεπτομέρειες το κάθε αρχείο του Matlab που συμμετείχε στο σύστημά μας. Επιπρόσθετα να αναφέρουμε ότι επειδή η διαδικασία αναγνώρισης εφαρμοζόταν ξεχωριστά σε  χαρακτήρες και αριθμούς τα παραπάνω αρχεία χρησιμοποιούνταν 2 φορές ελαφρώς όμως παραλλαγμένα αφού ο αριθμός των χαρακτήρων δεν είναι ίδιος με αυτό των γραμμάτων ενώ διαφοροποιείται και ο αριθμός των κλάσεων που έπρεπε κάθε φορά να αναγνωρισθεί οπότε υπήρχε μια μικρή παραμετροποίηση των τεχνικών που εφαρμόστηκαν. Παρ’ όλα αυτά η μεθοδολογία που περιγράψαμε παραπάνω παραμένει η ίδια για τις 2 περιπτώσεις.

5.2.2) Επεξεργασία εικόνων 
Οι αρχικές εικόνες στις οποίες γινόταν η επεξεργασία με τη βοήθεια του Photoshop ήταν τύπου JPEG (jpg) είτε ασπρόμαυρες είτε έγχρωμες, διαστάσεων 1792x1312 ή 1024x768 ή 800x600 ή 640x480. Κάθε μία από αυτές τεμαχίστηκε με σκοπό να προκύψουν 7 νέες εικόνες τύπου high quality JPEG. Οι διαστάσεις τους ποικίλουν ανάλογα από την απόσταση που είχε η κάμερα από το αυτοκίνητο. Με άλλα λόγια αν η λήψη ήταν κοντινή ο χαρακτήρας της πινακίδας στην εικόνα ήταν μεγαλύτερος απ’ ό,τι σε κάποια όπου είχε γίνει λήψη από μακρύτερη απόσταση. Εν συνεχεία, κάθε εικόνα από αυτές υφίσταται επεξεργασία από την ρουτίνα του Matlab με το όνομα “image_processing.m”. 

Με τη βοήθεια αυτού του αρχείου αποκτάται το  JPEG αρχείο της κάθε εικόνας ενός χαρακτήρα. Κατόπιν, η εικόνα μετατρέπεταιε σε κλίμακας του γκρι και αφού της αλλάζει η διάστασή  της (μικραίνει γίνεται δυαδική. Οπότε ουσιαστικά ο κάθε χαρακτήρας στη συνέχεια καταλήγει να είναι ένας πίνακας διαστάσεων 7x5 με στοιχεία το μηδέν ή το ένα. Εν συνεχεία προκειμένου να κατασκευάσουμε έναν ενιαίο πίνακα για να αποτελέσει την είσοδο της κάθε τεχνικής ξεχωριστά μετατρέψαμε τον κάθε 7x5 πίνακα σε έναν πίνακα γραμμή (1x35) και σαν πρώτο στοιχείο στον ενιαίο αυτό πίνακα τοποθετήσαμε το χαρακτήρα που αναπαριστούσε. Συνεπώς τελικός πίνακας των αριθμών (εικόνα 5.2) που κατασκευάσαμε είχε διάσταση 1459x36 όπου η πρώτη παράμετρος είναι το σύνολο όλων των χαρακτήρων των αριθμών που χρησιμοποιήσαμε ενώ είχαμε 36 στήλες καθότι η πρώτη (α1,1…α1459,1) περιείχε τον αριθμό που αναπαριστούσε ο εκάστοτε πίνακας γραμμή (1x35) που ακολουθούσε από το 2ο στοιχείο μέχρι το τέλος του πίνακα (για παράδειγμα α2,2…α2,36 ). 
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Εικόνα 5.2    (Πίνακας δεδομένων αριθμών)
Αντίστοιχα στην εικόνα 5.3 φαίνεται ο πίνακας εισόδου για τα γράμματα. Στο σύνολό του αποτελείται από 1188 γραμμές και 36 στήλες και είναι ορισμένος όπως και προηγουμένως στην πρώτη στήλη να είναι η πραγματική τιμή του χαρακτήρα που περιγράφεται στις στήλες 2 έως 36.
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Εικόνα 5.3    (Πίνακας δεδομένων γραμμάτων)
Ουσιαστικά οι 2 αυτοί πίνακες είναι η έξοδος του αρχείου που περιγράψαμε. Η διαδικασία κατά την οποία ο κάθε πίνακας 7x5 γινόταν 1x35 ήταν να βάλουμε στον δεύτερο πίνακα την κάθε γραμμή του πρώτου με αύξουσα σειρά στήλης δίπλα στην προηγούμενή της. Συνεπώς η δεύτερη γραμμή τοποθετήθηκε δίπλα στην πρώτη, η τρίτη δίπλα στην δεύτερη και ου το καθεξής.
5.2.3) Τεχνικές Μηχανικής Μάθησης

5.2.3.1) Μέθοδος  διασταυρωμένης επικύρωσης «εξαίρεσε-ένα» (LOOCV)
Προκειμένου να εφαρμόσουμε τα δεδομένα μας σε κάθε τεχνική έπρεπε να διαφοροποιήσουμε τον πίνακα εισόδου που βρισκόταν σε ένα από τα αρχεία δεδομένων total_characters.mat ή total_numbers.mat και ονομαζόταν array_chars ή array_nums (διαστάσεων 1188x36 και 1459x36) ανάλογα αν η διαδικασία γινόταν για τα γράμματα ή τους αριθμούς. Συνεπώς σύμφωνα με τη μέθοδο  διασταυρωμένης επικύρωσης «εξαίρεσε-ένα» δημιουργήσαμε έναν πίνακα TrainData[] διαστάσεων 1458x35 για την εκπαίδευση. Οι διαστάσεις αυτές οφείλονται στο γεγονός ότι έλειπε κάθε φορά από τον πίνακα εισόδου μία γραμμή για δοκιμή ενώ η πρώτη στήλη που περιείχε τις πραγματικές τιμές των στοιχείων που επρόκειτο να αναγνωριστούν υπήρχε σε έναν άλλο πίνακα που ονομάστηκε TrainGroups[] διαστάσεων 1458x1. Επίσης είχαμε έναν πίνακα TrainGroupsPos[] που περιείχε τις θέσεις των κλάσεων  που  θα έπρεπε να αναγνωριστούν για τις δοκιμές και είχε διαστάσεις 1458x10 εφόσον στην περίπτωση των αριθμών ο συνολικός αριθμός των κλάσεων είναι 10. Τέλος, ο πίνακας TestSet[] διαστάσεων 1x35 περιείχε έναν από τους χαρακτήρες που χρησιμοποιούνταν κάθε φορά για δοκιμή και ο πίνακας TestSetPos[] τις θέσεις των κλάσεων δοκιμής.
Το αρχείο που χρησιμοποιήθηκε ονομάστηκε “leave_one_out.m” και αφού κατασκεύαζε τους παραπάνω πίνακες και όριζε ποιος από τις γραμμές του αρχικού πίνακα θα είναι κάθε φορά ο πίνακας δοκιμών, καλούσε την κάθε τεχνική μηχανικής μάθησης ξεχωριστά ώστε να επιτευχθεί η διαδικασία της αναγνώρισης για κάθε έναν χαρακτήρα τη φορά. Το αποτέλεσμα αυτό αποθηκευόταν σε έναν πίνακα resultsLOOCV διαστάσεων 1459x8 ή 1188x8 αφού είχαμε 7 τεχνικές μηχανικής μάθησης και στην πρώτη στήλη την πραγματική τιμή την οποία θέλαμε στο τέλος να συγκρίνουμε με την έξοδο της κάθε τεχνικής ώστε να αντλήσουμε αποτελέσματα σχετικά με την απόδοση των επιμέρους τεχνικών αλλά και του συνολικού συστήματος μέσω της μεθόδου σχετικής ψηφοφορίας.
5.3.2.1) PNN
Το πιθανοκρατικό νευρωνικό μας δίκτυο δημιουργήθηκε από το αρχείο pnn.m. Οι βασικές συναρτήσεις που χρησιμοποιήθηκαν ήταν τρείς: 

· newpnn(): που παίρνει σαν ορίσματα τον πίνακα εκπαίδευσης, τον πίνακα των θέσεων της κλάσης δοκιμών καθώς και μία τιμή που ορίζει την έκταση της συνάρτησης ακτινικής βάσης (Radial Basis Function, RBF) και στην περίπτωση μας ήταν 0.5. Σαν έξοδο κατασκευάζει ένα πιθανοκρατικό νευρωνικό δίκτυο
· sim(): έπαιρνε σαν ορίσματα το νευρωνικό δίκτυο και τον πίνακα δοκιμών και είχε σαν έξοδο το αποτέλεσμα της αναγνώρισης

· vec2ind(): είχε σαν όρισμα το αποτέλεσμα της sim() και το απέδιδε σε μορφή τέτοια ώστε να συγκριθεί με την πραγματική τιμή του χαρακτήρα 
5.3.2.2) ΚΝΝ

Η μέθοδος ταξινόμησης Κ κοντινότερων γειτόνων δημιουργήθηκε από το αρχείο knn.m και είχαμε μία βασική συνάρτηση την:
· knnclassify(): σαν ορίσματα έπαιρνε τους πίνακες δοκιμών, εκπαίδευσης και πραγματικής τιμής, τον αριθμό Κ, τον τρόπο που θα υπολογίζονταν οι αποστάσεις από τα γειτονικά σημεία καθώς και με ποια βάση θα γινόταν η ταξινόμηση. Σαν έξοδο είχαμε το αποτέλεσμα της αναγνώρισης. Σχετικά με τις τιμές των ορισμάτων θέσαμε το Κ=1, την απόσταση σαν ευκλείδεια και σαν τρόπο ταξινόμησης την κοντινότερη απόσταση.   
5.3.2.3) FFNN 
Για το συγκεκριμένο νευρωνικό δίκτυο εφαρμόσαμε 2 διαδικασίες εκπαίδευσης. Τα αποτελέσματα τους κατά τη διαδικασία της εκτέλεσης ήταν διαφορετικά οπότε τα αναφέρουμε σαν 2 σχεδόν ξεχωριστές τεχνικές. Παρόλα αυτά επειδή τεχνικά έχουν ελάχιστες διαφορές και χρησιμοποιούν τις ίδιες βασικές συναρτήσεις με διαφορετικά όμως ορίσματα θα περιγράψουμε την μία από τις 2 και για την άλλη θα παραθέσουμε απλά τα σημεία διαφοροποίησης.   

5.3.2.3.1) Εκπαίδευση ‘trainlm’
Το αρχείο για το νευρωνικό δίκτυο εμπρόσθιας τροφοδότησης με την πρώτη μέθοδο εκπαίδευσης είναι το ffnnlm.m. Περιέχει τις κάτωθι βασικές συναρτήσεις:
· newff(): Είναι η συνάρτηση που δημιουργεί ένα νευρωνικό δίκτυο εμπρόσθιας τροφοδότησης και δέχεται σαν παραμέτρους τον πίνακα εκπαίδευσης, τον πίνακα των θέσεων των κλάσεων εκπαίδευσης, τον αριθμό των κλάσεων που θέλουμε να αναγνωριστούν, την μέθοδο εκπαίδευσης καθώς και αρκετά ακόμη ώστε να παραμετροποιηθεί πλήρως η συγκεκριμένη τεχνική. Στην περίπτωσή μας οι κλάσεις ήταν 10 ή 14 ανάλογα αν επρόκειτο για αριθμούς ή γράμματα ενώ  η διαδικασία της εκπαίδευσης ορίζονταν με την παράμετρο ‘trainlm’ η οποία στηρίζεται στην βελτιστοποίηση Levenberg-Marquardt.
· train(): Η συγκεκριμένη συνάρτηση δέχεται σαν όρισμα το προηγούμενο δίκτυο και αναλαμβάνει να το εκπαιδεύσει ανάλογα τις παραμέτρους που έχουν προηγουμένως ορισθεί
· sim(): Δέχεται σαν εισόδους το εκπαιδευόμενο δίκτυο και τον πίνακα δοκιμών και αποδίδει το αποτέλεσμα της αναγνώρισης.

5.3.2.3.2) Εκπαίδευση ‘ trainbr’
Το αρχείο ffnn_br.m δημιουργεί το προαναφερθέν νευρωνικό δίκτυο και περιέχει τις ίδιες βασικές συναρτήσεις. Η βασική διαφορά του με πριν είναι κατά την διαδικασία δημιουργίας του νευρωνικού δικτύου με τη βοήθεια της newff() όπου η βασική παράμετρος εκπαίδευσης είναι η ‘trainbr’. Σύμφωνα με αυτή η εκπαίδευση στηρίζεται και πάλι στην βελτιστοποίηση Levenberg-Marquardt αλλά με την προσθήκη σ’ αυτή της ρύθμισης κατά Bayes.
5.3.2.4) Μηχανές Διανυσμάτων Υποστήριξης Πολλαπλών Κατηγοριών  (Multiclass SVM)
5.3.2.4.1) Ένας εναντίον Όλων
Το όνομα του αρχείου που κάνει την αναγνώριση μέσω της ΜΔΥ με την μέθοδο ένας εναντίον όλων είναι το svm_1vsAll.m. Οι 2 τεχνικές ΜΔΥ που αναπτύξαμε στηρίχθηκαν στο toolbox που αναφέρεται στο [44]. Παρακάτω φαίνονται οι βασικές συναρτήσεις που αυτό χρησιμοποιεί:
· svmmulticlassoneagainstall(): Αναλαμβάνει τη διαδικασία της εκπαίδευσης και δέχεται σαν ορίσματα τους πίνακες εκπαίδευσης, τον πίνακα στήλη με τις πραγματικές τιμές των στοιχείων, τον αριθμό των κλάσεων (10 ή 14) και κάποιες άλλες παραμέτρους όπως την συνάρτηση πυρήνα όπου χρησιμοποιήσαμε τη συνάρτηση του Gauss όπως έχει αναφερθεί παραπάνω. Οι βασικές συναρτήσεις για να γίνει όλη αυτή η διαδικασία είναι η svmclass() και  monqp() οι οποίες αναλαμβάνουν την ταξινόμηση των στοιχείων με κάποια ΜΔΥ με τη βοήθεια του αλγόριθμου τετραγωνικού προγραμματισμού (quadratic programming algorithm). 
· svmmultival(): Δέχεται σαν είσοδο τους πίνακες δοκιμών και το αποτέλεσμα της εκπαίδευσης για να αποδώσει σαν έξοδο την προβλεφθείσα κλάση. Αντίστοιχα με πριν η συγκεκριμένη συνάρτηση καλεί εσωτερικά άλλες 2 συναρτήσεις τις svmkernel() και svmval() οι οποίες κατά αντιστοιχία υπολογίζουν το εσωτερικό γινόμενο δύο διανυσμάτων με βάση την συνάρτηση πυρήνα και κάνουν πρόβλεψη κάποιας ΜΔΥ με τη βοήθεια της συνάρτηση πυρήνα.

5.3.2.4.1) Ένας εναντίον Ενός
Το αρχείο που χρησιμοποιήσαμε είναι το svm_1vs1.m. Δεδομένου ότι οι δύο μέθοδοι παρουσιάζουν ομοιότητες οι συναρτήσεις που καλούνται εσωτερικά αυτών που θα αναφέρουμε παρακάτω εκτελούν κάποιες βασικές λειτουργίες και γι’ αυτό χρησιμοποιήθηκαν οι ίδιες. Οι βασικές 2 ακολουθούν:
· svmmulticlassoneagainstone(): Αντίστοιχα με πριν η συγκεκριμένη συνάρτηση αναλαμβάνει την εκπαίδευση και γι αυτό σαν ορίσματα δέχεται εκτός των άλλων παραμέτρων τον πίνακα εκπαίδευσης, αυτού που περιέχει τις πραγματικές τιμές των κλάσεων και τη συνάρτηση του Gauss σαν συνάρτηση πυρήνα. Η έξοδός της χρησιμοποιείται σαν είσοδος στην επόμενη συνάρτηση ενώ εσωτερικά της καλεί τις svmclass() που στο εσωτερικό της καλεί την monqp(). 
· svmmultivaloneagainstone(): Με ορίσματα εκτός των άλλων, τον πίνακα δοκιμών και το αποτέλεσμα της εκπαίδευσης αποδίδει τη προβλεφθείσα κλάση. Σε κάποιο σημείο στο εσωτερικό της καλεί την συνάρτηση svmval() η οποία με τη σειρά της εκτός των άλλων ενεργειών που επιτελεί καλεί την svmkernel().
5.3.2.5)  PESFAM
Το αρχείο που χρησιμοποιήσαμε είναι το pesfam.m. που περιείχε 4 βασικές συναρτήσεις οι οποίες είναι:
· create_network(): Είναι η συνάρτηση που δημιουργεί ένα SFAM νευρωνικό δίκτυο και δέχεται σαν όρισμα το μέγεθος του πίνακα εκπαίδευσης καθώς και κάποιες άλλες παραμέτρους όπως το πλήθος των εποχών του δικτύου. 
· shuffleMat(): Παίρνει σαν όρισμα τον πίνακα εκπαίδευσης και ουσιαστικά αναδιατάσσει τα στοιχεία του με τυχαίο τρόπο.

· train(): Σαν είσοδο βάζουμε τους πίνακες εκπαίδευσης και πραγματικής τιμής των κλάσεων και είναι υπεύθυνη να εκπαιδεύσει το δίκτυο που έχουμε δημιουργήσει παραπάνω. 
· classify(): Έχοντας σαν ορίσματα τον πίνακα δοκιμών, το εκπαιδευόμενο νευρωνικό δίκτυο και τον πίνακα θέσεων της κλάσης δοκιμής δίνει σαν αποτέλεσμα την πρόβλεψη της ταξινόμησης του στοιχείου εισόδου. 
5.2.4) Σχετική ψηφοφορία
Η διαδικασία αυτή προγραμματιστικά δεν ήταν πολύπλοκη εφόσον το Matlab περιέχει την συνάρτηση mode() η οποία αν την καλέσεις με όρισμα ένα διάνυσμα επιστρέφει το στοιχείο που εμφανίζεται τις περισσότερες φορές μέσα στο διάνυσμα αυτό. Οπότε τοποθετώντας κάθε φορά σε ένα διάνυσμα τις 7 τιμές των αποτελεσμάτων των τεχνικών μας μπορούσαμε να έχουμε υλοποιημένη τη μέθοδο σχετικής ψηφοφορίας. 
Κεφάλαιο 6.
Πειραματικά αποτελέσματα

6.1) Δεδομένα εισόδου 
Προκειμένου να εκπαιδεύσουμε τις τεχνικές μηχανικής μάθησης χρησιμοποιήσαμε πάνω από 400 φωτογραφίες από τις πίσω όψεις αυτοκινήτων ώστε να είναι ευδιάκριτη η πινακίδα κυκλοφορίας τους. Μετά από επεξεργασία αυτών των εικόνων είχαμε στη διάθεσή μας πάνω από 2800 χαρακτήρες κάποιοι όμως από τους οποίους ήταν σε πολύ άσχημη ποιότητα οπτικά γεγονός που κατέστησε αδύνατη την χρήση τους. Οπότε τελικά καταλήξαμε με 1188 χαρακτήρες γραμμάτων και 1459 χαρακτήρες αριθμών. Το γεγονός ότι οι αριθμοί είναι περισσότεροι από τα γράμματα οφείλεται στο γεγονός ότι οι ελληνικές πινακίδες διαθέτουν 4 αριθμούς και 3 γράμματα η καθεμία. Επιπρόσθετα η διαδικασία της αναγνώρισης έγινε ξεχωριστά για αριθμούς και  γράμματα ώστε να έχουμε πολύ καλύτερα και αξιόπιστα αποτελέσματα αφού κάποια γράμματα είναι σχεδόν ταυτόσημα μορφολογικά με κάποιους αριθμούς. Για παράδειγμα το 1 με το Ι θα ήταν δύσκολο να γίνουν ευδιάκριτα από το σύστημα αν η ποιότητα της εικόνας δεν εμπεριείχε αρκετή λεπτομέρεια.   

6.2) Πίνακες και εικόνες
Στο σημείο αυτό θα εξηγήσουμε με περισσότερες πλέον λεπτομέρειες και με οπτικά παραδείγματα τα όσα αναφέρθησαν παραπάνω σχετικά με την επεξεργασία και αναπαράσταση των δεδομένων μας. Σκοπός μας είναι να γίνει πιο ολοκληρωμένη και κατανοητή η σχετική διαδικασία.
Πρώτα βλέπουμε κάποια παραδείγματα αρχικών εικόνων (6.1 και 6.2) οχημάτων στις οποίες  έγινε επεξεργασία στο Photoshop για να προκύψουν μικρότερες εικόνες (6.3 και 6.6) αποτελούμενες κάθε μία από έναν χαρακτήρα είτε αυτός ήταν γράμμα είτε αριθμός και ακολουθούν αμέσως μετά από τις αρχικές.
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Εικόνα 6.1 (Παράδειγμα ασπρόμαυρης εικόνας οχήματος)
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Εικόνα 6.2 (Παράδειγμα έγχρωμης εικόνας οχήματος)
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Εικόνα 6.3    (Εικόνες μεμονωμένων χαρακτήρων)
Στην παραπάνω εικόνα βλέπουμε πως ήταν αρχικά οι χαρακτήρες των γραμμάτων πριν γίνει  οποιαδήποτε επεξεργασία στο Matlab. Παρατηρούμε ότι κάποιοι χαρακτήρες είναι πιο ευδιάκριτοι από άλλους καθώς παίρναμε δεδομένα από 2 κάμερες και σε διαφορετικές συνθήκες φωτισμού. Εν συνεχεία φαίνονται τα στάδια επεξεργασίας του κάθε γράμματος στο Matlab.
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Εικόνα 6.4 (Στάδια επεξεργασίας της εικόνας χαρακτήρα)
Αρχικά έχουμε την ‘απομόνωση’ ενός χαρακτήρα γράμματος όπου στη συνέχεια η εικόνα του γίνεται ασπρόμαυρη, το μέγεθός της αναπροσαρμόζεται σε διάσταση 7x5 και στο τέλος γίνεται ‘δυαδική’ οπότε παρακάτω έχουμε τον πίνακα που αντιστοιχεί σε αυτή. Το τελικό στάδιο ώστε ο συγκεκριμένος χαρακτήρας να γίνει μέρος του τελικού πίνακα εισόδου δεδομένων των νευρωνικών δικτύων είναι να τον μετατρέψουμε σε πίνακα γραμμή απλά τοποθετώντας την κάθε γραμμή κάθε φορά δίπλα στην προηγούμενη της με σκοπό όλα τα στοιχεία να καταλήξουν στην πρώτη γραμμή και να δημιουργηθεί ένας πίνακας 1x35 όπως έχει περιγραφεί στο προηγούμενο κεφάλαιο.
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Εικόνα 6.5    (Δυαδική αναπαράσταση του χαρακτήρα Ε)
Κατόπιν βλέπουμε την αρχική μορφή των αριθμών όπως αυτοί ήταν, μετά την επεξεργασία του Photoshop και πριν τους εισάγουμε στο Matlab, στο ίδιο στάδιο με την εικόνα 6.3 των γραμμάτων.
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Εικόνα 6.6    (Εικόνες μεμονωμένων αριθμών)
Ακολούθως βλέπουμε αναλυτικά τα στάδια επεξεργασίας ενός αριθμού στο Matlab τα οποία είναι τα ίδια που προαναφέραμε και για τους χαρακτήρες. 
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Εικόνα 6.7    (Στάδια επεξεργασίας της εικόνας αριθμού)
Ουσιαστικά μετατρέψαμε την έγχρωμη εικόνα σε εικόνα κλίμακας του γκρι, της αλλάξαμε μέγεθος και εν συνεχεία την κάναμε δυαδική ώστε να την ανάγουμε στον πίνακα που φαίνεται παρακάτω σαν την τελική μορφή του πριν αναχθεί σε πίνακα διάνυσμα και τοποθετηθεί σε κάποια γραμμή του τελικού πίνακα εισόδου δεδομένων των νευρωνικών μας δικτύων.
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Εικόνα 6.8    (Δυαδική αναπαράσταση του αριθμού 3)
6.3) Αποτελέσματα
Για να διαπιστώσουμε τις επιδόσεις του συστήματός μας αποθηκεύσαμε σε έναν πίνακα όλα τα αποτελέσματα των τεχνικών που εφαρμόσαμε και στην πρώτη στήλη του παρέμειναν οι πραγματικές τιμές των κλάσεων. Με τον τρόπο αυτό είχαμε τη δυνατότητα να διαχειριστούμε τα δεδομένα αυτά ώστε να προκύψουν οι επιδόσεις των τεχνικών ξεχωριστά αλλά και μέσω της σχετικής ψηφοφορίας να μπορέσουμε να δούμε τη γενική επίδοση ενός συστήματος που θα χρησιμοποιούσε όλες αυτές τις τεχνικές μαζί. 
Παρακάτω στην εικόνα 6.9 βλέπουμε τις επιδόσεις των τεχνικών μας με δεδομένο ότι η είσοδός τους ήταν ο πίνακας εισόδου των γραμμάτων.
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Εικόνα 6.9    (Αποτελέσματα για αναγνώριση γραμμάτων)
Τα χειρότερα αποτελέσματα παρουσιάστηκαν από το νευρωνικό δίκτυο εμπρόσθιας τροφοδότησης με την trainlm  μέθοδο εκπαίδευσης ενώ όταν εφαρμόσαμε τη ρύθμιση κατά Bayes (trainbr) υπήρξε βελτίωση. Την καλύτερη επίδοση έχουν οι ΜΔΥ ένας εναντίον όλων. 

Κατά αντιστοιχία ακολουθεί ο πίνακας επιδόσεων όταν σαν είσοδο είχαμε τον πίνακα με τους αριθμούς. Όπως βλέπουμε στην εικόνα 6.10 τα αποτελέσματά μας παρουσιάζουν σημαντική βελτίωση γεγονός που ίσως να οφείλεται στο μεγαλύτερο σετ δεδομένων, στο γεγονός ότι οι αριθμοί γενικά παρουσιάζουν μορφολογικά περισσότερες διαφοροποιήσεις μεταξύ τους οπότε είναι πιο εύκολο να αναγνωρισθούν και στο ότι ο αριθμός των κλάσεων ήταν λιγότερος (10 αντί για 14).    
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Εικόνα 6.10    (Αποτελέσματα για αναγνώριση αριθμών)
Όπως είναι φανερό τα αποτελέσματα εδώ είναι πολύ πιο ενθαρρυντικά καθώς υπήρξε τεχνική η οποία είχε σχεδόν απόλυτη επιτυχία ενώ και ο μέσος όρος τους είναι πάνω από 98%. 

Επιπλέον καθότι το υπολογιστικό κόστος είναι αρκετά σημαντικό θα ήταν χρήσιμο να παραθέσουμε στην εικόνα 6.11 έναν πίνακα με τους μέσους χρόνους εκτέλεσης (σε δευτερόλεπτα) της κάθε τεχνικής για ένα κύκλο εκπαίδευσης και αναγνώρισης. Ο πίνακας αυτός αναδεικνύει πόσος χρόνος χρειάζεται σε κάθε τεχνική ώστε να εκπαιδευτεί και να αναγνωρίσει έναν χαρακτήρα. Δεδομένου ότι για τον χρόνο εκτέλεσης θα πρέπει να είναι γνωστά και κάποια από τα χαρακτηριστικά του υπολογιστή στον οποίο αυτή έγινε, θα πρέπει να αναφερθεί ότι για τα πειράματα χρησιμοποιήθηκε Η/Υ με επεξεργαστή Intel i7 4 πυρήνων, συχνότητα λειτουργίας 3.06GHz , μέγιστη συχνότητα 3.33GHz και μνήμη 6GB ram τύπου DDR3.
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Εικόνα 6.11    (Χρόνοι εκτέλεσης για εκπαίδευση και ένα διάνυσμα εισόδου)
Τέλος, αναφέρουμε τα αποτελέσματα της σχετικής ψηφοφορίας η οποία εφαρμόστηκε σε κάθε διάνυσμα που είχε σαν στοιχεία την πρόβλεψη της κλάσης της κάθε τεχνικής. Για την περίπτωση των αριθμών το ποσοστό επιτυχίας ανέρχεται στο 99.73%. Συνεπώς αν λάβουμε υπόψη μας τα επιμέρους αποτελέσματα βλέπουμε την προφανή βελτίωση στην πρόβλεψη με τη συνεργασία των μεθόδων, ενώ αξιοσημείωτο είναι το γεγονός ότι το συνολικό αποτέλεσμα δεν επηρεάστηκε από την επίδοση ορισμένων τεχνικών η οποία ανέρχεται κάτω από 98%. Το γεγονός αυτό βέβαια είναι λογικό καθότι είναι σχετικά απίθανο οι τεχνικές να αποτύχουν στα ίδια ακριβώς σημεία. Για την περίπτωση των γραμμάτων, το συνολικό αποτέλεσμα ανέρχεται στο 98.15% το οποίο είναι και πάλι αισθητά μεγαλύτερο από τα επιμέρους αποτελέσματα η πλειοψηφία των οποίων είναι κοντά στο 95%. Αντίστοιχα τα αποτελέσματα της πλειοψηφικής ψηφοφορίας ήταν ελαφρά χειρότερα και ανέρχονται σε 97.9% για τα γράμματα και 99.59% για τους αριθμούς. Η μικρή αυτή διαφορά οφείλεται στο γεγονός ότι σε λίγες περιπτώσεις η σχετική ψηφοφορία απέδιδε σωστό αποτέλεσμα στηριζόμενη σε λιγότερες από 4 κλάσεις. Στην παρακάτω εικόνα παραθέτουμε τις αναφερθείσες τιμές ώστε να είναι πιο ευδιάκριτη η διαφορά τους.
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Εικόνα 6.12    (Σύγκριση μεθόδων ψηφοφορίας)
Επίλογος – Μελλοντικές Εργασίες
Το σύστημα το οποίο αναπτύξαμε έδωσε αρκετά ενθαρρυντικά αποτελέσματα σε σχέση με τα δεδομένα που διαθέταμε. Όμως, επιδέχεται βελτιώσεων σε 2 κυρίως τομείς. Ο πρώτος έχει να κάνει με το χρόνο εκτέλεσής του, γεγονός στο οποίο συμβάλει αρνητικά το matlab, ενώο δεύτερος είναι σχετικός με τη  διαδικασία της εκπαίδευσης. 
Σχετικά με την ταχύτητα θα μπορούσε η ανάπτυξη να γίνει με τη βοήθεια κάποιας γλώσσας προγραμματισμού όπως η C ή C++ ώστε να μειωθούν σημαντικά οι χρόνοι εκτέλεσης του συστήματος και να είναι πιο αποτελεσματικό για μεγαλύτερα σύνολα δεδομένων. Επίσης υπάρχει η δυνατότητα να γίνει εκτελέσιμο αρχείο ο ίδιος ο κώδικας matlab μέσω κάποιου εξωτερικού compiler και να προκύψουν κάποια αρχεία header, .lib και dlls. Με τον τρόπο αυτό υπάρχει η δυνατότητα σημαντικής βελτίωσης της ταχύτητας των τεχνικών μας.  
Εκτός όμως από την προσπάθεια βελτιστοποίησης του τρόπου εκτέλεσης του κώδικά μας, βελτιώσεις μπορούν να γίνουν και στον ίδιο τον κώδικα. Υπάρχουν, σύμφωνα και με τη βιβλιογραφία, κάποιοι αρκετά βελτιωμένοι αλγόριθμοι εκπαίδευσης νευρωνικών δικτύων ή γενικά τεχνικών μηχανικής μάθησης. Ορισμένοι από αυτούς αναφέρονται και στη σχετική βιβλιογραφία στο κεφάλαιο 2. Με τον τρόπο αυτό θα υπήρχε η δυνατότητα για βελτίωση, ίσως και σε σημαντικό βαθμό της αξιοπιστίας και της αποτελεσματικότητας των συγκεκριμένων τεχνικών ακόμη κι αν οι εικόνες εμπεριείχαν και μεγαλύτερο ποσοστό θορύβου. 

Επιπρόσθετα, μπορεί να βελτιωθεί και η αρχιτεκτονική του υπάρχοντος συστήματος. Μία απλή προσέγγιση σε αυτό θα ήταν να γίνει αρχικά ένας έλεγχος με τις συγκεκριμένες τεχνικές σχετικά με το ποιοι χαρακτήρες λόγω όμοιων μορφολογικών χαρακτηριστικών οδηγούν το σύστημα σε λανθασμένα αποτελέσματα. Από τα συμπεράσματα που θα προέκυπταν θα κατασκευάζονταν ένα σύστημα το οποίο για συγκεκριμένες κλάσεις θα μπορούσε να είχε μια υβριδική προσέγγιση με 2 διαφορετικές τεχνικές αναγνώρισης μόνο για τις κλάσεις αυτές.    
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