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Περίληψη

Στην παρούσα διπλωµατική εργασία σχεδιάζεται και αναπτύσσεται ένα σύστηµα λήψης
και διαχείρισης εικόνων σε κινητές συσκευές µε εφαρµογές Βαθιάς Μάθησης. Πιο συγκε-
κριµένα, το σύστηµα εκτελεί αναγνώριση εικόνας σε πραγµατικό χρόνο από την κάµερα µιας
κινητής συσκευής χρησιµοποιώντας ϐαθιά νευρωνικά δίκτυα. Στην ουσία πρόκειται για µια
απλή, «έξυπνη» εφαρµογή κάµερας (AI camera app) σε λειτουργικό σύστηµα Android.

Η ενσωµάτωση της Βαθιάς Μάθησης στις κινητές συσκευές δεν είναι εύκολη διαδικασία
καθώς οι διαθέσιµοι υπολογιστικοί πόροι είναι περιορισµένοι, ενώ οι απαιτήσεις των µο-
ντέλων Βαθιάς Μάθησης υψηλές. Αν αναλογιστεί κανείς ότι µια εφαρµογή κάµερας είναι
επίσης απαιτητική µιας και συσχετίζεται άµεσα µε το υλικό της συσκευής, τότε η παράλληλη
χρησιµοποίηση της κάµερας και του συστήµατος αναγνώρισης ίσως µεταβάλλει τη συµπε-
ϱιφορά ή µειώσει την απόδοση ενός εκ των δύο. Εποµένως, απαιτείται η σχεδίαση ενός
συστήµατος µε την κατάλληλη αρχιτεκτονική, η οποία ϑα δίνει τη δυνατότητα διερεύνησης
όλων των Ϲητηµάτων απόδοσης και αξιολόγησης που ϑα προκύψουν.

Στο πρώτο Κεφάλαιο της εργασίας παρουσιάζεται το ϑεωρητικό υπόβαθρο, στο δεύτερο
περιγράφονται οι τεχνολογίες που αξιοποιήθηκαν, στο τρίτο περιγράφεται η αρχιτεκτονική -
διαστρωµάτωση του ολοκληρωµένου συστήµατος, στο τέταρτο αναλύονται τα ϐασικά δοµικά
στοιχεία και οι λειτουργίες της Android εφαρµογής, στο πέµπτο αναφέρονται ϐασικά στοιχεία
για την ανάπτυξη του συστήµατος, όπως κλάσεις και µοντέλα, στο έκτο παρουσιάζονται
οι µετρήσεις χρόνου και µνήµης, ενώ στο έβδοµο και τελευταίο Κεφάλαιο αναλύονται τα
συµπεράσµατα, η συνεισφορά της διπλωµατικής εργασίας και οι µελλοντικές επεκτάσεις
της.

Λέξεις Κλειδιά

Βαθιά Μάθηση, Κινητές Συσκευές, Συνελικτικά Νευρωνικά ∆ίκτυα, Αναγνώριση Εικόνας,
Κατηγοριοποίηση, Android, Εφαρµογή Κάµερας, TensorFlow Lite, Αρχιτεκτονική
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Abstract

In this diploma thesis, a system for capturing and managing images on mobile devices
with Deep Learning applications is designed and developed. More specifically, the system
performs real-time image recognition from the camera of a mobile device using deep neural
networks. It is essentially a simple, "smart" camera application developed on the Android
system.

Integrating Deep Learning into mobile devices is not an easy process as the available
computing resources are limited and the requirements of Deep Learning models are high.
If one considers that a camera application is also demanding since it includes device
hardware in the foreground, then the parallel use of the camera and the recognition
system may change the behavior or reduce the performance of one of the two. Therefore,
it is necessary to design a system with the appropriate architecture, which will enable the
investigation of all performance and evaluation issues that will arise.

The first Chapter of the work presents the theoretical background, the second de-
scribes the technologies used, the third describes the architecture - stratification of the
integrated system, the fourth analyzes the basic structural elements and functions of
the Android application, the fifth describes basic elements about the development of the
system, such as classes and models, in the sixth Chapter the measurements of time
and memory are presented, while in the seventh and last Chapter the conclusions, the
contribution of the diploma thesis and its future extensions are analyzed.

Keywords

Deep Learning, Mobile Devices, Convolutional Neural Networks, Image Recognition,
Categorization, Android, Camera Application, TensorFlow Lite, Architecture
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Αντί Προλόγου

Η διπλωµατική εργασία εκπονήθηκε κατά το ακαδηµαϊκό έτος 2019-2020, κατά το οποίο
ήµουν τελειόφοιτος ϕοιτητής στη Σχολή Ηλεκτρολόγων Μηχανικών και Μηχανικών Υπολογι-
στών του Εθνικού Μετσόβιου Πολυτεχνείου. Μέσα από αυτή γνώρισα έναν πολύ «ϕρέσκο» και
ανερχόµενο επιστηµονικό κλάδο, τη Μηχανική Μάθηση για Κινητές Συσκευές, ο οποίος µου
τράβηξε από την πρώτη στιγµή το ενδιαφέρον και µε τον οποίο ϑα συνεχίσω να ασχολούµαι
κατά τις διδακτορικές µου σπουδές.

Ζούµε σε µια εποχή όπου σχεδόν όλοι οι επιστήµονες επιθυµούν να εντάξουν την Τεχνη-
τή Νοηµοσύνη στις ερευνητικές δραστηριότητές τους. Το κίνητρο πίσω από αυτό το τεράστιο
ενδιαφέρον δεν είναι άλλο από το γεγονός ότι η Μηχανική και η Βαθιά Μάθηση τα τελευταία
χρόνια έχουν επιφέρει εκπληκτικά αποτελέσµατα σε πολυάριθµα προβλήµατα. Το µυστικό
της Μηχανικής Μάθησης είναι η δυνατότητά της να εντοπίζει συσχετίσεις µεταξύ των δια-
ϑέσιµων δεδοµένων, ενώ η Βαθιά Μάθηση µπορεί να µαθαίνει καλά και να αναπαριστά τον
κόσµο σαν µια ιεραρχία από έννοιες, στην οποία κάθε έννοια ορίζεται µέσα από τη σχέση
της µε απλούστερες έννοιες.

Τα τελευταία τρία µε τέσσερα χρόνια η Μηχανική Μάθηση έχει κάνει τα πρώτα της σηµα-
ντικά ϐήµατα προς τις κινητές συσκευές σκοπεύοντας να έρθει πιο κοντά στον απλό χρήστη.
Τα δεδοµένα που παράγει καθηµερινά µια κινητή συσκευή αντικατοπτρίζουν τις συνήθειες,
τη συµπεριφορά και τις προτιµήσεις των χρηστών, γεγονός που τα καθιστά σηµαντικά και
κατάλληλα για τις εφαρµογές της Μηχανικής Μάθησης. Πολλοί αναφέρουν ότι το επόµενο
µεγάλο ϐήµα είναι η µεταφορά της Μηχανικής Μάθησης από τους υπολογιστές στις κινητές
συσκευές και συµφωνώ. Η προσαρµογή σε αυτό το νέο περιβάλλον, ωστόσο, έχει αρκετές
δυσκολίες και προκλήσεις.
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Κεφάλαιο 1

Εισαγωγή

Σ το πρώτο Κεφάλαιο παρουσιάζεται το ϑεωρητικό υπόβαθρο που ϑα πρέπει να έχει
κανείς ώστε να µπορέσει να παρακολουθήσει την πορεία της εργασίας. Στις παρακάτω

Ενότητες αναλύονται οι ϐασικές έννοιες που σχετίζονται µε την εργασία, ξεκινώντας από πιο
τις πιο γενικές και καταλήγοντας στις πιο ειδικές.

1.1 Βαθιά Μάθηση

Η Βαθιά Μάθηση (Deep Learning) είναι υποκατηγορία της Μηχανικής Μάθησης (Ma-
chine Learning) και γεννήθηκε από την επιθυµία των ερευνητών να λύσουν απλά προβλήµα-
τα που ο άνθρωπος λύνει διαισθητικά ή αυτόµατα, χρησιµοποιώντας Τεχνητή Νοηµοσύνη
(Artificial Intelligence). Τέτοια προβλήµατα περιλαµβάνουν την αναγνώριση ήχων ή την α-
ναγνώριση προσώπων σε µια εικόνα. Οι αλγόριθµοι που χρησιµοποιούνται στην Μηχανική
Μάθηση είναι απλοί και γι΄ αυτό συνήθως δεν µπορούν να διαχειριστούν ακατέργαστα δεδο-
µένα (raw data), οπότε για να λειτουργήσουν αποτελεσµατικά απαιτούν από τον ερευνητή
να εξάγει τα κατάλληλα χαρακτηριστικά (hand-designed features). Σε πολλά προβλήµατα
ωστόσο, δεν είναι εύκολο να ϐρεθεί ποια είναι τα χαρακτηριστικά ή ποια από αυτά είναι
κατάλληλα. Με τη Βαθιά Μάθηση, ο ερευνητής δεν χρειάζεται να εξάγει χαρακτηριστικά,
αφού πλέον αυτό γίνεται από τα µοντέλα ϐαθιάς µάθησης, τα οποία δέχονται ως είσοδο α-
πευθείας τα ακατέργαστα δεδοµένα [1]. Αυτή η διαφορά ϕαίνεται καθαρά στο Σχήµα 1.1 [2]
της επόµενης σελίδας.

Ο όρος «ϐαθιά» προέρχεται από το γεγονός ότι οι αρχιτεκτονικές που χρησιµοποιούνται
έχουν πολλαπλά επίπεδα, µε το καθένα να µετασχηµατίζει τα δεδοµένα εισόδου του σε µια
ελαφρώς πιο αφηρηµένη και ταυτόχρονα πιο σύνθετη αναπαράσταση [3]. Αυτό σηµαίνει ότι
οι µηχανές µαθαίνουν από εµπειρία και ϐλέπουν τον κόσµο σαν µια ιεραρχία από έννοιες,
στην οποία κάθε έννοια ορίζεται µέσα από τη σχέση της µε απλούστερες έννοιες [1]. Για
παράδειγµα, στην επεξεργασία εικόνας, τα χαµηλότερα επίπεδα µπορεί να αναγνωρίζουν
ακµές ή γωνίες, ενώ τα υψηλότερα έννοιες πιο κοντά στον άνθρωπο όπως ψηφία, γράµµατα
ή πρόσωπα.

Τα περισσότερα µοντέλα ϐαθιάς µάθησης ϐασίζονται σε τεχνητά νευρωνικά δίκτυα (ar-
tificial neural networks - ANNs). Ο όρος αυτός προέκυψε από το γεγονός ότι τα αρχικά
µοντέλα σχεδιάστηκαν µε σκοπό να µιµούνται τον τρόπο µε τον οποίο γίνεται ή πιθανώς
γίνεται η µάθηση σε έναν εγκέφαλο. Σήµερα, η νευροεπιστήµη ϑεωρείται σηµαντική πηγή
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Κεφάλαιο 1. Εισαγωγή

Σχήµα 1.1: ∆ιαφορά µεταξύ Μηχανικής και Βαθιάς Μάθησης

έµπνευσης για τη Βαθιά Μάθηση, αλλά δεν είναι πια ο κυρίαρχος οδηγός [1].
∆ύο πολύ δηµοφιλείς αρχιτεκτονικές ϐαθιών νευρωνικών δικτύων που χρησιµοποιούνται

ευρέως είναι (α) τα Συνελικτικά Νευρωνικά ∆ίκτυα (Convolutional Neural Networks - CNNs),
τα οποία είναι κατάλληλα για την επεξεργασία πληροφορίας που µπορεί να αναπαρασταθεί
σε µορφή πλέγµατος, όπως είναι για παράδειγµα το δισδιάστατο πλέγµα µιας εικόνας (ϐλ.
Ενότητα 1.3) και (ϐ) τα Αναδροµικά Νευρωνικά ∆ίκτυα (Recurrent Neural Networks - RNNs),
τα οποία µπορούν να επεξεργαστούν αποτελεσµατικά ακολουθιακά δεδοµένα, όπως είναι ο
ήχος ή ένα κείµενο.

Τα ϐαθιά νευρωνικά δίκτυα υπάρχουν ως ϑεωρητικά µοντέλα από τη δεκαετία του 1980.
Ωστόσο εκείνη την εποχή δεν µπορούσαν να εφαρµοστούν πρακτικά λόγω έλλειψης:

(αʹ) υπολογιστικών πόρων, καθώς ο αριθµός των παραµέτρων που πρέπει να υπολογίζονται
σε κάθε ϐήµα εκπαίδευσης είναι πολύ µεγάλος και

(ϐʹ) κατάλληλων (µεγάλων) συνόλων δεδοµένων, καθώς ο όγκος των δεδοµένων µε ετικέτα
που απαιτούνται για την εκπαίδευση ενός ϐαθιού δικτύου ώστε να έχει ικανοποιητικά
αποτελέσµατα είναι αρκετά µεγάλος [4].

Τα ϐαθιά νευρωνικά δίκτυα ήρθαν πάλι στο προσκήνιο αρχικά από τον Geoffrey Hinton το
2006, όπου και γεννήθηκε ο όρος «Deep Learning» και στη συνέχεια από το 2012 και µετά,
όταν πια έγινε δυνατή η εκπαίδευση ϐαθιών νευρωνικών δικτύων ακόµα και από απλούς
τελικούς χρήστες χάρη (α) στην ανάπτυξη του hardware και συγκεκριµένα των επιταχυντών
και (ϐ) στην δηµιουργία µεγαλύτερων συνόλων δεδοµένων µε ετικέτα.

Οι επιταχυντές (accelerators) είναι υπολογιστικές µονάδες που επιτρέπουν την εκτέλεση
µαζικά παράλληλου υπολογισµού, σαν αυτόν που απαιτείται για την εκπαίδευση νευρωνικών
δικτύων µε µεγάλο αριθµό κρυφών επιπέδων και νευρώνων. Οι πιο γνωστοί επιταχυντές είναι
οι Μονάδες Επεξεργασίας Γραφικών (Graphics Processing Units - GPUs). Οι µονάδες αυτές,
όπως ϕαίνεται και από το όνοµά τους, αρχικά σχεδιάστηκαν για την απεικόνιση γραφικών,

22



1.2 Σύνολα δεδοµένων

ωστόσο η αρχιτεκτονική τους έχει πολλά χαρακτηριστικά που τις κάνει καταλληλότερες για
την εκπαίδευση ϐαθιών νευρωνικών δικτύων από µια CPU. Το 2016 η Google άρχισε να
αναπτύσσει µονάδες ειδικά για την επεξεργασία πολυεπίπεδων πινάκων (τανυστών), οι οποίες
αποκαλούνται Μονάδες Επεξεργασίας Τανυστών (Tensor Processing Units - TPUs) και οι
οποίες έχουν καταφέρει πολύ χαµηλούς χρόνους εκπαίδευσης.

Οι εφαρµογές της Βαθιάς Μάθησης αφορούν αναγνώριση αντικειµένων σε εικόνες, ανα-
γνώριση ϕωνής, επεξεργασία ϕυσικής γλώσσας, ανάλυση συναισθήµατος, επεξεργασία ια-
τρικών εικόνων, συστήµατα συστάσεων, αυτόνοµα αυτοκίνητα, οικονοµικές προβλέψεις κ.ά.
΄Ολες οι παραπάνω εφαρµογές σήµερα είναι εξαιρετικά κερδοφόρες και πολλές κορυφαίες
εταιρείες τεχνολογίας όπως είναι η Google, η Amazon, η NVIDIA, η Facebook [5], η Apple, η
Netflix, η IBM κ.ά. χρησιµοποιούν τη Βαθιά Μάθηση στα προϊόντα ή και τις υπηρεσίες τους
[1].

1.2 Σύνολα δεδοµένων

Τα σύνολα δεδοµένων (datasets) είναι αναπόσπαστο κοµµάτι της Βαθιάς Μάθησης διότι
η ίδια η µάθηση ξεκινά ϐρίσκοντας τα σωστά δεδοµένα και κάνοντας εξάσκηση και πειρα-
µατισµούς πάνω σε αυτά. Με το πέρασµα του χρόνου τα σύνολα δεδοµένων γίνονται όλο και
µεγαλύτερα λόγω της ψηφιοποίησης της κοινωνίας. Σήµερα µπορούν να ϐρεθούν σύνολα
δεδοµένων µε πάνω από ένα δισεκατοµµύριο δείγµατα µε ετικέτα. Η εποχή των «Μεγάλων
∆εδοµένων» (Big Data) έχει δώσει τη δυνατότητα στους αλγορίθµους Βαθιάς Μάθησης να
γενικεύουν πιο εύκολα σε νέα - άγνωστα δεδοµένα [1]. Ωστόσο, παρά τη διευκόλυνση που
έφεραν τα µεγάλα σύνολα δεδοµένων, πολλοί ερευνητές έχουν στρέψει το ενδιαφέρον τους
στην µελέτη προβληµάτων µε λίγα διαθέσιµα δεδοµένα χρησιµοποιώντας τεχνικές όπως η
Μεταφορά Μάθησης (Transfer Learning).

Σε ερευνητικό και ακαδηµαϊκό επίπεδο, υπάρχει ένας µεγάλος αριθµός από διαθέσιµα
σύνολα δεδοµένων. Τα πιο γνωστά ανά ερευνητικό πεδίο παρατίθενται παρακάτω:

• Εικόνες : MNIST, CIFAR, ImageNet

• Φυσική Γλώσσα: IMDB Reviews, Sentiment140, WordNet

• ΄Ηχος - Οµιλία : Free Spoken Digit Dataset, Free Music Archive (FMA)

1.3 Συνελικτικά Νευρωνικά ∆ίκτυα

Τα Συνελικτικά Νευρωνικά ∆ίκτυα (Convolutional Neural Networks - CNNs ή ConvNets)
είναι ένα εξειδικευµένο είδος ϐαθιών νευρωνικών δικτύων που επεξεργάζονται δεδοµένα τα
οποία µπορούν να αναπαρασταθούν σε µορφή πλέγµατος. Αυτό τα καθιστά κατάλληλα για
αναγνώριση εικόνων αλλά και για γενικότερα προβλήµατα ΄Ορασης Υπολογιστών (Computer
Vision). Η ονοµασία τους προέρχεται από το γεγονός ότι ένα ή περισσότερα από τα επίπεδά
τους ϐασίζονται στην πράξη της συνέλιξης, η οποία είναι και η κύρια λειτουργία τους [1].

Η συνέλιξη δύο συναρτήσεων συνεχούς χρόνου f και g συµβολίζεται µε f ∗ g και ορίζεται
µαθηµατικά από τον ακόλουθο τύπο:
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Κεφάλαιο 1. Εισαγωγή

(f ∗ g)(t) =
∫ ∞
−∞

f (τ)g(t − τ)dτ

Συνήθως η συνάρτηση f αναφέρεται ως η είσοδος (input) της συνέλιξης και η συνάρτηση g
ως ο πυρήνας (kernel) ή το ϕίλτρο (filter) αυτής. Στην περίπτωση µιας δισδιάστατης εικόνας I,
έχουµε δισδιάστατη συνέλιξη µε τον επίσης δισδιάστατο πυρήνα K, η οποία ορίζεται ανάλογα
ως εξής :

(I ∗ K)(i, j) =
∑
m

∑
n

I(m, n)K(i −m, j − n)

΄Ενα παράδειγµα υπολογισµού δισδιάστατης συνέλιξης ϕαίνεται στο Σχήµα 1.2. Τα ε-
πίπεδα που χρησιµοποιούνται σε ένα συνελικτικό νευρωνικό δίκτυο αναλύονται παρακάτω.

Σχήµα 1.2: Παράδειγµα δισδιάστατης συνέλιξης

Συνελικτικό Επίπεδο

Το συνελικτικό επίπεδο (convolutional layer) είναι το ϐασικό δοµικό στοιχείο ενός συνε-
λικτικού νευρωνικού δικτύου καθώς επιτελεί το σηµαντικότερο και µεγαλύτερο υπολογιστικό
µέρος. Οι παράµετροι ενός τέτοιου επιπέδου αποτελούνται από ένα σύνολο ϕίλτρων, τα ο-
ποία είναι µικρά σε µέγεθος σε σχέση µε την είσοδο και τα οποία το δίκτυο µαθαίνει κατά
την εκπαίδευση. Καθώς τα ϕίλτρα συνελλίσονται µε την εικόνα εισόδου παράγονται οι λε-
γόµενοι χάρτες ενεργοποίησης (activation maps) ή χάρτες χαρακτηριστικών (feature maps),
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1.3 Συνελικτικά Νευρωνικά ∆ίκτυα

που περιέχουν είτε χαµηλού είτε υψηλού επιπέδου χαρακτηριστικά [6]. ΄Ετσι, ο κάθε νευ-
ϱώνας εξόδου συνδέεται µε µια µικρή περιοχή της εικόνας εισόδου, η οποία ονοµάζεται
τοπικό δεκτικό πεδίο (local receptive field) του νευρώνα. Κάθε ϕίλτρο εντοπίζει και από ένα
διαφορετικό χαρακτηριστικό [7].

Οι παράµετροι που καθορίζουν το µέγεθος εξόδου ενός συνελικτικού επιπέδου είναι :

1. Το πλήθος των ϕίλτρων, που ισούται µε το πλήθος των διαφορετικών χαρακτηριστικών
που ϑα εντοπιστούν.

2. Το µέγεθος των ϕίλτρων, των οποίων το σχήµα συνήθως είναι τετράγωνο.

3. Ο ϐηµατισµός (stride) µε τον οποίο ϑα ολισθαίνουν τα ϕίλτρα πάνω στην εικόνα. Συ-
νήθεις τιµές είναι 1 ή 2 pixels.

4. Το πλήθος των µηδενικων παραγεµίσµατος (zero-padding) γύρω από το σύνορο της
εικόνας. Αυτή η ενέργεια ϐοηθάει στην διατήρηση των διαστάσεων της εικόνας στην
έξοδο του επιπέδου [6].

Οι παραπάνω παράµετροι συνήθως αποκαλούνται υπερπαράµετροι του επιπέδου επειδή
δεν µαθαίνονται κατά την εκπαίδευση αλλά επιλέγονται από τον σχεδιαστή του δικτύου µε
τεχνικές ϐελτιστοποίησης.

Στα συνελικτικά επίπεδα χρησιµοποιείται επίσης το σχήµα διαµοιρασµού των παρα-
µέτρων (parameter sharing), το οποίο πηγάζει από την υπόθεση ότι αν ένα χαρακτηριστικό
ϐρεθεί σε µια συγκεκριµένη ϑέση, τότε είναι χρήσιµο το ίδιο χαρακτηριστικό να αναζητηθεί
και σε όλες τις υπόλοιπες ϑέσεις [6]. ΄Ετσι, οι παράµετροι κάθε ϕίλτρου είναι οι ίδιες για τον
υπολογισµό οποιουδήποτε από τους νευρώνες εξόδου. Η χρήση του παραπάνω σχήµατος
µειώνει αρκετά τις απαιτήσεις µνήµης.

Τέλος, αξίζει να αναφερθεί ότι η δισδιάστατη συνέλιξη µπορεί να γραφεί και ως κλασικός
πολλαπλασιασµός πινάκων χρησιµοποιώντας έναν πίνακα Toeplitz. Λόγω του µικρού µε-
γέθους των ϕίλτρων ένας τέτοιος πίνακας Toeplitz είναι αραιός, καθιστώντας τον υπολογισµό
της συνέλιξης γρήγορο και αποδοτικό [1].

Επίπεδο Συγκέντρωσης

Η λειτουργία ενός επιπέδου συγκέντρωσης (pooling layer) είναι να συµπυκνώνει χωρικά
κάθε χάρτη διατηρώντας παράλληλα τα χαρακτηριστικά του. Αυτό γίνεται αντικαθιστώντας
µικρές περιοχές νευρώνων µε µια στατιστική τιµή που υπολογίζεται από τις τιµές των νευ-
ϱώνων αυτής της περιοχής. ∆ηµοφιλείς συναρτήσεις είναι :

• Η µέγιστη συγκέντρωση (max pooling), που επιστρέφει τη µέγιστη τιµή από µια τετρα-
γωνική γειτονιά.

• Η µέση συγκέντρωση (average pooling), που επιστρέφει τον µέσο όρο των τιµών µιας
τετραγωνικής γειτονιάς.

• Η L2 συγκέντρωση (L2-norm pooling), που επιστρέφει την τετραγωνική ϱίζα του αθρο-
ίσµατος των τετραγώνων των τιµών µιας τετραγωνικής γειτονιάς [1].
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Επίπεδο Κανονικοποίησης

Πολλοί διαφορετικοί τύποι επιπέδων κανονικοποίησης (normalization layer) έχουν προ-
ταθεί, όµως τις περισσότερες ϕορές η συνεισφορά τους στην απόδοση έχει αποδειχθεί ότι
είναι ελάχιστη [6]. Τα εν λόγω επίπεδα συνήθως εφαρµόζουν έναν µετασχηµατισµό στις ε-
νεργοποιήσεις ώστε ο µέσος όρος των τιµών τους να διατηρείται κοντά στο 0 και η τυπική
απόκλιση κοντά στο 1.

Συναρτήσεις Ενεργοποίησης

Κάθε συνάρτηση ενεργοποίησης (activation function) ή µη-γραµµικότητα (non-linearity)
δέχεται έναν αριθµό και εκτελεί µια σταθερή µη-γραµµική µαθηµατική πράξη σε αυτόν. Η
µη-γραµµικότητα είναι απαραίτητη σε ένα πρόβληµα κατηγοριοποίησης διότι είναι αδύνατο
οι κλάσεις ενός προβλήµατος να εξαρτώνται γραµµικά από τα δεδοµένα. Οι πιο γνωστές
συναρτήσεις ενεργοποίησης είναι :

1. Η σιγµοειδής (sigmoid) µε συνάρτηση σ(x) = 1/(1 + e−x ).

2. Η ReLU (Rectified Linear Unit) µε συνάρτηση f (x) = max(0, x).

3. Η υπερβολική εφαπτοµένη µε συνάρτηση tanh(x) = 2σ(2x) − 1 [6].

Πλήρως Συνδεδεµένο Επίπεδο

Στο τέλος ενός συνελικτικού δικτύου υπάρχουν ένα η περισσότερα πλήρως συνδεδεµένα
(fully-connected) επίπεδα, των οποίων σκοπός είναι να εξάγουν την τελική πρόβλεψη για
την ετικέτα της εικόνας εισόδου. Το πρώτο πλήρως συνδεδεµένο επίπεδο µετασχηµατίζει
τα χαρακτηριστικά που έχουν εντοπιστεί σε ένα ενιαίο διάνυσµα, ενώ το τελευταίο που έχει
µήκος όσες είναι και οι κλάσεις του προβλήµατος, εξάγει τις πιθανότητες για την κάθε κλάση.
Τα πλήρως συνδεδεµένα επίπεδα πλην του τελευταίου συνήθως ακολουθούνται από κάποια
συνάρτηση ενεργοποίησης.

1.3.1 Αρχιτεκτονικές

Η κλασική µορφή αρχιτεκτονικής ενός συνελικτικού νευρωνικού δικτύου περιλαµβάνει
µερικά συνελικτικά επίπεδα µε κάποια συνάρτηση ενεργοποίησης ακολουθούµενα από ε-
πίπεδα συγκέντρωσης, τα οποία επαναλαµβάνονται µέχρι το µέγεθος της εικόνας να γίνει
µικρό. Από εκεί και µετά εισάγονται τα πλήρως συνδεδεµένα επίπεδα µε το τελευταίο να
δίνει τις προβλέψεις ανά κλάση. Με την πάροδο του χρόνου όµως, η αρχιτεκτονική των
συνελικτικών δικτύων έγινε πιο περίπλοκη, ειδικά µε την εισαγωγή νέων µονάδων, όπως για
παράδειγµα των residual blocks η των depthwise convolution blocks. Παρακάτω αναφέρο-
νται οι πιο γνωστές αρχιτεκτονικές συνελικτικών δικτύων:

1. LeNet (1998, Yann LeCun et al.) [8]

2. AlexNet (2012, Alex Krizhevsky) [9]

3. GoogLeNet (2014, Christian Szegedy et al.) [10]
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4. VGG (2015, Karen Simonyan και Andrew Zisserman) [11]

5. Inception-v3 (2015, Christian Szegedy et al.) [12]

6. ResNet (2015, Kaiming He et al.) [13]

7. Xception (2017, François Chollet) [14]

8. ResNext (2017, Saining Xie et al.) [15]

Νέα µοντέλα που εµφανίστηκαν από το 2017 και µετά ϐασίζονται σε συνδυασµούς των
δοµικών στοιχείων των µοντέλων που αναφέρθηκαν παραπάνω. Κατά τη στιγµή συγγραφής
της παρούσας διπλωµατικής, στην κορυφή του πίνακα κατάταξης κατηγοριοποίησης εικόνων
του συνόλου δεδοµένων ImageNet ϐρίσκονται τα EfficientNets (2020, Mingxing Tan και
Quoc V. Le) [16] και παραλλαγές τους.

Η γενική τάση µέχρι και το 2016 ήταν να δηµιουργούνται όλο και µεγαλύτερα συνελικτι-
κά δίκτυα για όλο και υψηλότερη απόδοση, ενώ παράλληλα εκείνη την περίοδο ξεκίνησαν οι
πρώτες δοκιµές για την εισαγωγή της Βαθιάς Μάθησης σε συσκευές αιχµής (edge devices)
και κινητές συσκευές (mobile devices). Ωστόσο, τα δίκτυα που υπήρχαν ήταν τεράστια σε
σχέση µε τις περιορισµένες δυνατότητες τέτοιων συσκευών, οπότε δηµιουργήθηκε η ανάγκη
για πιο ελαφριά (lightweight) δίκτυα µε πρώτα να εµφανίζονται το SqueezeNet (2016, For-
rest N. Iandola et al.) [17] και τα MobileNets (2017, Andrew G. Howard et al.) [18], τα
οποία και επικράτησαν.

1.4 Βαθιά Μάθηση σε Κινητές Συσκευές

Πολλοί ερευνητές προσπαθούν τα τελευταία χρόνια να γεφυρώσουν το χάσµα που έχει
δηµιουργηθεί µεταξύ της έρευνας πάνω στην Βαθιά Μάθηση και πρακτικών εφαρµογών για
τον τελικό χρήστη, ο οποίος συνήθως ϐρίσκεται µπροστά από ένα πρόγραµµα περιήγησης
ιστού (web browser) ή ένα κινητό τηλέφωνο (smartphone) [19].

Λόγω της συνεχώς αυξανόµενης αλληλεπίδρασης των χρηστών µε τις κινητές συσκευ-
ές, ένας µεγάλος όγκος δεδοµένων σχετικά µε τη συµπεριφορά, τις προτιµήσεις και τις
συνήθειες των χρηστών συλλέγεται καθηµερινά. Αν και αυτά τα δεδοµένα αποτελούν σηµα-
ντικούς πόρους για τη Βαθιά Μάθηση, υπάρχουν πολλές προκλήσεις στην ενσωµάτωσή της
σε κινητές συσκευές, όπως είναι οι περιορισµένες δυνατότητες - πόροι των κινητών συσκευών,
οι υψηλές απαιτήσεις των ϐαθιών νευρωνικών δικτύων ή ϑέµατα απορρήτου και ασφάλειας
[20].

Η ενσωµάτωση της Βαθιάς Μάθησης σε κινητές συσκευές µπορεί να διαχωριστεί σε δύο
ϐασικές διεργασίες, την εκπαίδευση (training) και τη συµπερασµατολογία (inference). Γε-
νικά, κατά την εκπαίδευση, ένα µεγάλο σύνολο δεδοµένων χρησιµοποιείται για την προ-
σαρµογή των ϐαρών του δικτύου, συνήθως µέσω αλγορίθµων κατάβασης κλίσης (gradient
descent), ενώ κατά τη συµπερασµατολογία Ϲητάµε από ένα ήδη εκπαιδευµένο δίκτυο να
εξάγει µια ετικέτα ή να κάνει µια πρόβλεψη από άγνωστα δεδοµένα [20].
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1.4.1 Εκπαίδευση

Η εκπαίδευση ενός ϐαθιού νευρωνικού δικτύου µε έως και εκατοντάδες εκατοµµύρια πα-
ϱαµέτρους γίνεται συνήθως σε κέντρα δεδοµένων υπολογιστικού νέφους (cloud data centers)
ή χρησιµοποιώντας υπολογιστές υψηλών αποδόσεων (high-performance computers). Σε µια
κινητή συσκευή η εκπαίδευση δεν είναι εφικτή διότι υπερβαίνει κατά πολύ τόσο τη διαθέσι-
µη µνήµη όσο και την υπολογιστική ισχύ της. Για αυτόν τον λόγο, συνήθως η εκπαίδευση
του δικτύου γίνεται πριν την ενσωµάτωση του σε κάποια εφαρµογή κινητής συσκευής. Αν
παρ΄ όλα αυτά είναι απαραίτητο η εκπαίδευση να γίνει µε δεδοµένα που παράγονται από
την κινητή συσκευή, τότε ϑα πρέπει αυτά να αποστέλνονται κάθε ϕορά σε κάποιον απο-
µακρυσµένο διακοµιστή νέφους (cloud server). Οι λύσεις που έχουν προταθεί είναι (α) η
κατανεµηµένη εκπαίδευση (distributed training), (ϐ) η οµοσπονδιακή εκπαίδευση (feder-
ated training) και (γ) µέθοδοι εκπαίδευσης µε στόχο την προστασία της ιδιωτικότητας των
δεδοµένων του χρήστη (privacy-preserving training) [20].

1.4.2 Συµπερασµατολογία

Σε αντίθεση µε την εκπαίδευση, η συµπερασµατολογία απαιτεί λιγότερους πόρους και
άρα είναι εφικτό να εκτελεστεί σε µια κινητή συσκευή, ωστόσο, µπορεί να καταλάβει σηµα-
ντικό ποσοστό από την ενέργεια, την ισχύ και τη µνήµη της συσκευής. Λόγω αυτού, αντί
της εκτέλεσης τοπικά (on-device) µπορεί να επιλεγεί και η εκτέλεση σε κάποιον διακοµιστή
νέφους (on-cloud) [20].

Σε αυτή την περίπτωση, το εκπαιδευµένο δίκτυο ϐρίσκεται σε έναν αποµακρυσµένο δια-
κοµιστή και παρέχεται µια διεπαφή (interface) για την επικοινωνία του µε τη συσκευή µέσω
του διαδικτύου. Ο χρήστης στέλνει τα δεδοµένα στον διακοµιστή, αυτός εκτελεί τη συµπε-
ϱασµατολογία και επιστρέφει το αποτέλεσµα στην εφαρµογή. Τα πλεονεκτήµατα αυτού του
τρόπου είναι ότι (α) η εφαρµογή παραµένει απλή, (ϐ) ο χρόνος και το κόστος ανάπτυξης
µειώνονται δραµατικά και (γ) το νευρωνικό δίκτυο που ϐρίσκεται στον διακοµιστή µπορεί
να τροποποιηθεί ανεξάρτητα από την εφαρµογή. Από την άλλη προκύπτουν τρία σοβαρά
προβλήµατα:

1. Η απαίτηση για συνεχή σύνδεση στο διαδίκτυο.

2. Η παραβίαση της ιδιωτικότητας του χρήστη, η οποία µπορεί να προκύψει κατά την
ανταλλαγή των δεδοµένων του µε τον αποµακρυσµένο διακοµιστή.

3. Η επιπρόσθετη χρονική καθυστέρηση και η ενδεχόµενη αναξιοπιστία του διαύλου ε-
πικοινωνίας, οι οποίες µπορεί να έχουν καταστροφικές συνέπειες σε εφαρµογές πραγ-
µατικού χρόνου (real-time) [20].

Οι παραπάνω τρεις λόγοι είναι σοβαροί και έχουν κάνει τους ερευνητές να στρέψουν
το ενδιαφέρον τους κυρίως στην τοπική εκτέλεση, όπου τα εκπαιδευµένα ϐάρη του δικτύου
ϐρίσκονται στην εφαρµογή και δεν υπάρχει καµία αλληλεπίδραση µε άλλες συσκευές. Οι πιο
γνωστές πλατφόρµες που χρησιµοποιούνται σήµερα για συµπερασµατολογία στην συσκευή
(on-device inference) είναι οι :

• Tensorflow Lite από τη Google
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• Caffe2 από το Facebook

• Core ML από την Apple

• Snapdragon neural processing SDK από την Qualcomm

• Mobile AI Compute Engine (MACE) από την Xiaomi

Με την τοπική εκτέλεση τα τρία ϐασικά προβλήµατα της εκτέλεσης σε διακοµιστή νέφους
εξαλείφονται, όµως όπως αναφέρθηκε και παραπάνω µπορεί να εξαντληθεί σηµαντικό ποσο-
στό από τους πόρους της κινητής συσκευής [20]. Επίσης, συνήθως τα µοντέλα που προορίζο-
νται για κινητές συσκευές έχουν χαµηλότερη ορθότητα (accuracy). Αν ϑέλαµε να κάνουµε
µια γενική σύγκριση των δύο µεθόδων, ϑα προέκυπτε ο Πίνακας 1.1.

Αξιοπιστία Ιδιωτικότητα Ορθότητα

On-cloud Χαµηλή Χαµηλή Υψηλή
On-device Υψηλή Υψηλή Χαµηλή

Πίνακας 1.1: Σύγκριση της on-cloud και on-device εκτέλεσης

Για την αποφυγή κατασπατάλησης µεγάλου ποσοστού πόρων κατά την τοπική εκτέλεση
(α) άρχισε να χρησιµοποιείται υλικό όπως είναι οι GPUs ή οι DSPs ώστε να εκτελούνται
ορισµένες λειτουργίες πιο αποτελεσµατικά από ό,τι σε µια CPU γενικότερου σκοπού (hard-
ware acceleration) και (ϐ) αναπτύχθηκαν αρκετοί τρόποι προσαρµογής και µέθοδοι ϐελτι-
στοποίησης των ϐαθιών νευρωνικών δικτύων. Αυτοί οι δύο τρόποι αναλύονται περισσότερο
ακολούθως. ΄Ενα εργαλείο που χρησιµοποιείται για την µέτρηση της απόδοσης κινητών συ-
σκευών σε διάφορα Deep Learning tasks είναι το AI Benchmark [21], ενώ ενδιαφέροντα
συµπεράσµατα εξάγονται και από το Embench [22] σχετικά µε το ποια µοντέλα ευδοκιµούν
κάτω από ποιες πλατφόρµες, προσδιορίζοντας τα σηµεία συµφόρησης (bottlenecks) και τις
πηγές αναποτελεσµατικότητας τους.

Hardware acceleration

Η επιλογή της υπολογιστικής µονάδας που ϑα αναλάβει να εκτελέσει τη συµπερασµατο-
λογία εξαρτάται από πολλούς παράγοντες, όπως είναι η απόδοση, το µέγεθος, το ϐάρος, το
κόστος ανάπτυξης ή η ενέργεια που αυτή καταναλώνει.

Στην αρχή χρησιµοποιήθηκαν κατά κόρον οι CPUs και οι GPUs επειδή είναι ευέλικτες
και διαθέσιµες σε κάθε κινητή συσκευή, οπότε δεν ήταν αναγκαία η κατασκευή κάποιου
πρόσθετου υλικού. Αν αξιοποιηθούν πολυπύρηνες CPUs και γίνει εκµετάλλευση πολλαπλών
νηµάτων (threads) για παράλληλους υπολογισµούς, τότε η απόδοσή τους είναι ικανοποι-
ητική µερικές ϕορές. Οι GPUs είναι από τη ϕύση τους κατασκευασµένες για παράλληλη
επεξεργασία και επαναλαµβανόµενους υπολογισµούς, οπότε συνήθως προτιµώνται για τη
συµπερασµατολογία ϐαθιών νευρωνικών δικτύων.

Ωστόσο, οι παραπάνω υπολογιστικές µονάδες δεν κατασκευάστηκαν για αυτόν τον σκοπό
και συνήθως χρησιµοποιούνται από την κινητή συσκευή για άλλες λειτουργίες, οπότε η
συµπερασµατολογία είναι επιπρόσθετος ϕόρτος. Για αυτόν τον λόγο τα τελευταία χρόνια
έχουν αναπτυχθεί ιδιαίτερα οι NPUs (Neural Processing Units), οι οποίες έγκεινται στα
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ASICs (Application-Specific Integrated Circuits) και οι οποίες µπορούν να έχουν µικρότερα
µέγεθος, ϐάρος και κατανάλωση ενέργειας, όµως µεγαλύτερο χρόνο κατασκευής. Από το
2017 και µετά, όλοι οι µεγάλοι κατασκευαστές ολοκληρωµένων κυκλωµάτων (chips) για
κινητές συσκευές ενσωµατώνουν σε αυτά NPUs αφιερωµένες στην Μηχανική Μάθηση.

Κάπου στην µέση των CPUs και των ASICs ϐρίσκονται τα FPGAs, τα οποία µπορούν
να επαναπρογραµµατιστούν από υλικολογισµικό για την εκτέλεση διαφόρων συγκεκριµένων
λειτουργιών αποδοτικά. Τα πιο σύγχρονα FPGAs τείνουν στην SoC (System on a Chip)
προσέγγιση µε σκοπό να ενσωµατώσουν λειτουργίες επεξεργασίας, επικοινωνίας και µνήµης
σε ένα µοναδικό ολοκληρωµένο κύκλωµα.

Αν συγκρίνουµε όλες τις παραπάνω µονάδες, ϑα δούµε ότι οι CPUs και GPUs είναι πιο
ευέλικτες και µπορούν να υποστηρίξουν υπολογιστικά έντονα µοντέλα, όµως είναι λιγότερο
αποδοτικές σε ϑέµατα ενέργειας και ϕυσικών χαρακτηριστικών. Τα ASICs έχουν πολύ χα-
µηλή κατανάλωση ενέργειας όµως η ανάπτυξή τους είναι αρκετά χρονοβόρα και τα FPGAs
ϐρίσκονται κάπου στην µέση. Στο Σχήµα 1.3 ϕαίνεται ένα πρόχειρο διάγραµµα των επιδόσε-
ων των τεσσάρων αρχιτεκτονικών [23]. Ο όρος SWAP αναφέρεται στο µέγεθος (size), το ϐάρος
(weight), την επιφάνεια (area) και την κατανάλωση ενέργειας (power) κάθε αρχιτεκτονικής.

Σχήµα 1.3: Απόδοση λειτουργίας των τεσσάρων αρχιτεκτονικών υλικού

Βελτιστοποίηση

Εκτός από την πρόοδο στο υλικό, παράλληλα έχει γίνει και σηµαντική πρόοδος στο λογι-
σµικό µε την έννοια µεθόδων ϐελτιστοποίησης ϐαθιών νευρωνικών δικτύων. Η πιο σηµαντική
είναι η κβαντοποίηση (quantization) που αφορά την ακρίβεια ή ισοδύναµα τον αριθµό των
bits µε τα οποία ϑέλουµε να αναπαραστήσουµε τα ϐάρη ενός εκπαιδευµένου δικτύου. Η
προκαθορισµένη τιµή για τα ϐαθιά νευρωνικά δίκτυα συνήθως είναι τα 32 bits για αριθµούς
κινητής υποδιαστολής, όµως ϕαίνεται ότι µπορούν να λειτουργήσουν και µε λιγότερα, όπως
για παράδειγµα µε ακέραιους αριθµούς των 8 bits, µε µειωµένη ωστόσο ακρίβεια. Τα πλε-
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ονεκτήµατα της κβαντοποίησης είναι ότι η αριθµητική µε λιγότερα bits είναι πιο γρήγορη,
οι απαιτήσεις µνήµης και αποθήκευσης µειώνονται δραµατικά, λιγότερα bits σηµαίνουν ότι
τα περισσότερα ϐάρη µπορούν να αποθηκευθούν στις ίδιες κρυφές µνήµες - καταχωρητές,
µειώνοντας έτσι τη συχνότητα πρόσβασης στη µνήµη.

Το παραπάνω λειτουργεί διότι τα ϐαθιά δίκτυα, εφόσον εκπαιδευτούν, είναι σχετικά ε-
ύρωστα σε ϑόρυβο ή µικρές διαταραχές και επίσης τα ϐάρη στην έξοδο ενός συγκεκριµένου
δικτύου ϐρίσκονται σε ένα σχετικά µικρό εύρος τιµών, το οποίο µάλιστα µπορεί να προβλε-
ϕθεί. Αν τελικά η κβαντοποίηση γίνει σωστά, τότε η απώλεια ορθότητας ϑα είναι πολύ µικρή
ή και ελάχιστη αν το δίκτυο εκπαιδευτεί ξανά ώστε να προσαρµοστεί στην κβαντοποίηση [24].

1.5 Αντικείµενο ∆ιπλωµατικής Εργασίας

Αντικείµενο της διπλωµατικής εργασίας είναι η διερεύνηση του τρόπου µε τον οποίο η
κάµερα µιας κινητής συσκευής και ένα µοντέλο Βαθιάς Μάθησης για αναγνώριση εικόνας
σε πραγµατικό χρόνο µπορούν να ϐρίσκονται σε ταυτόχρονη χρήση. Πιο συγκεκριµένα,
µελετάται η περίπτωση κατά την οποία η συµπερασµατολογία του µοντέλου γίνεται τοπικά
(on-device) και οι εικόνες που αυτό αναγνωρίζει δεν είναι άλλες παρά καρέ (frames) από την
κάµερα.

Το παραπάνω γίνεται χρησιµοποιώντας µια Android εφαρµογή, η οποία σχεδιάστηκε και
αναπτύχθηκε στα πλαίσια της εργασίας. Αυτή τη στιγµή, το λειτουργικό σύστηµα Android
καταλαµβάνει µερίδιο που ανέρχεται στο 74.43 % της παγκόσµιας αγοράς [25], οπότε τα
αποτελέσµατα που προκύπτουν από αυτή την εργασία αντιπροσωπεύουν ένα µεγάλο ποσοστό
χρηστών.

Μέσα από την εφαρµογή καταµετράται η απόδοση του ολοκληρωµένου συστήµατος κάµε-
ϱας - αναγνώρισης και στη συνέχεια εξάγονται τα απαραίτητα συµπεράσµατα. Η εργασία
στοχεύει σε µια συγκριτική προτυποποίηση (benchmarking) του συστήµατος στα πλαίσια
διαφορετικών µοντέλων Βαθιάς Μάθησης, διαφορετικών κινητών συσκευών και διαφορετι-
κών επεξεργαστών.
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Κεφάλαιο 2

Τεχνολογίες

Σ το δεύτερο Κεφάλαιο περιγράφονται οι τεχνολογίες - τα εργαλεία που αξιοποιήθη-
καν στα πλαίσια της εργασίας, από το λειτουργικό σύστηµα της εφαρµογής µέχρι το

περιβάλλον ανάπτυξης αυτής.

2.1 Android

Το Android είναι ένα λειτουργικό σύστηµα ανοιχτού-κώδικα (open-source) ϐασισµένο
στον πυρήνα του Linux και σχεδιασµένο για να τρέχει σε κινητές συσκευές. Κάθε εταιρε-
ία κινητών συσκευών που χρησιµοποιεί το Android µπορεί να το τροποποιήσει και να το
προσαρµόσει στις δικές της συσκευές.

Η αρχή έγινε το 2005 όταν η Google αποφάσισε να αγοράσει την αρχική εταιρεία An-
droid Inc και να χρησιµοποιήσει τον πυρήνα Linux ως ϐάση. Η πρώτη δηµόσια παρουσίαση
του λειτουργικού συστήµατος για προγραµµατιστές έγινε τον Νοέµβριο του 2007 µαζί µε την
ανακοίνωση της ίδρυσης της Open Handset Alliance, µιας κοινοπραξίας πολλών εταιριών τη-
λεπικοινωνίας, εταιριών λογισµικού καθώς και κατασκευής υλικού, η οποία ϑα αναλάµβανε
από εκεί και έπειτα την ανάπτυξη του λογισµικού.

Κάθε χρόνο η Google αναβαθµίζει το Android ϐγάζοντας νέες εκδόσεις µε ϐελτιώσεις και
νέες δυνατότητες. Τον Απρίλιο του 2009 µαζί µε την κυκλοφορία της έκδοσης 1.5, ξεκίνησε
και η παράδοση ονοµασίας των εκδόσεων µε γλυκά ή επιδόρπια (π.χ. Cupcake, Eclair,
Gingerbread, KitKat, Marshmallow, Pie), η οποία παρέµεινε µέχρι τον Σεπτέµβριο του 2019,
όπου η Google αποφάσισε να ανανεώσει ϱιζικά τη µάρκα Android. ΄Ετσι, η επόµενη έκδοση,
δηλαδή η έκδοση Q, έγινε γνωστή απλά ως Android 10. Η πιο πρόσφατη έκδοση είναι η
Android 11 που κυκλοφόρησε τον Σεπτέµβριο του 2020. Σήµερα, το Android είναι το πιο
δηµοφιλές λειτουργικό σύστηµα κινητών συσκευών παγκοσµίως µε µοναδικό ανταγωνιστή
το λειτουργικό σύστηµα iOS της Apple [26].

2.2 Android Studio

Το Android Studio είναι το επίσηµο Ολοκληρωµένο Προγραµµατιστικό Περιβάλλον (In-
tegrated Development Environment - IDE) για την ανάπτυξη Android εφαρµογών και είναι
ϐασισµένο στο IntelliJ IDEA [27]. Ανακοινώθηκε τον Μάιο του 2013 στο Google I/O και η
πρώτη έκδοση κυκλοφόρησε τον ∆εκέµβριο του 2014. Μεταξύ άλλων, προσφέρει στον προ-
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γραµµατιστή τη δυνατότητα ανάπτυξης εφαρµογών για κάθε συσκευή Android, έναν γρήγορο
και µε πολλά χαρακτηριστικά εξοµοιωτή, εκτενή εργαλεία δοκιµών και µέτρησης απόδοσης
και διασύνδεση µε το Github για εύκολη µεταφορά και αποθήκευση του κώδικα [28]. Πα-
ϱαδοσιακά, η γλώσσα προγραµµατισµού που χρησιµοποιούνταν στο Android Studio ήταν η
Java, όµως από τον Μάιο του 2019, προτεινόµενη γλώσσα άρχισε να είναι η Kotlin.

2.3 Java

Η Java είναι µια σύγχρονη, ισχυρή, αντικειµενοστραφής γλώσσα προγραµµατισµού γενι-
κού σκοπού. Σε αντίθεση µε άλλες γλώσσες, ο µεταγλωττιστής της Java µετατρέπει τον κώδι-
κα σε bytecode, το οποίο στην συνέχεια διερµηνεύεται από το Java Runtime Environment
(JRE) ή τη Java Virtual Machine (JVM), τα οποία δρουν σαν ένας εικονικός υπολογιστής
που µεταφράζει το bytecode σε κάθε υπολογιστή. Αποτέλεσµα είναι ο κώδικας να µπορεί να
γράφεται µε τον ίδιο τρόπο για πολλές πλατφόρµες (write once, run anywhere) [29].

Η ανάπτυξη της Java ξεκίνησε µε την ονοµασία Oak το 1991 από τη Sun Microsys-
tems, ενώ το 1995 έλαβε την επίσηµη ονοµασία της. Το πρωταρχικό κίνητρο ήταν η ανάγκη
για µια γλώσσα ανεξάρτητη πλατφόρµας, η οποία ϑα µπορούσε να χρησιµοποιηθεί για τη
δηµιουργία λογισµικού για διάφορες ηλεκτρονικές συσκευές, όπως τοστιέρες, ϕούρνους µι-
κροκυµάτων ή τηλεχειριστήρια. Το πρόβληµα ήταν ότι εκείνη την εποχή οι περισσότερες
γλώσσες προγραµµατισµού ήταν σχεδιασµένες να µεταγλωττίζονται σε γλώσσα µηχανής που
στόχευε σε έναν συγκεκριµένο τύπο CPU, οπότε έπρεπε η κάθε συσκευή να έχει τον δικό της
µεταγλωττιστή. ΄Οµως, οι µεταγλωττιστές είναι ακριβοί και η κατασκευή τους χρονοβόρα, άρα
τελικά η λύση που προτάθηκε ήταν η δηµιουργία µια ϕορητής, ανεξάρτητης πλατφόρµας
γλώσσας, η οποία ϑα δηµιουργούσε κώδικα ο οποίος ϑα έτρεχε σε µια πληθώρα από CPUs.

Παρ΄ όλα αυτά, η οµάδα που εργαζόταν για την ανάπτυξη της Java άλλαξε γρήγορα
κατεύθυνση διότι εκείνη την εποχή άρχισε να αναπτύσσεται παράλληλα και ο Παγκόσµιος
Ιστός (World Wide Web), ο οποίος είχε επίσης ανάγκη από ϕορητά προγράµµατα. Μέσα
από αυτή την αλλαγή κατεύθυνσης, η Java έπλασε τη σηµερινή µορφή του ∆ιαδικτύου τόσο
από πλευράς πελάτη (client), όσο και από πλευράς εξυπηρετητή (server). Πολλοί ϑα έλεγαν
ότι ο τρόπος λειτουργίας της Java ήταν επαναστατικός και ότι γενικά στην Επιστήµη των
Υπολογιστών, λίγες τεχνολογίες είχαν το αντίκτυπο που είχε η Java [30].

Τον Νοέµβριο του 2006 ένα µεγάλο µέρος της Java ξεκίνησε να διατίθεται ως λογισµι-
κό ανοιχτού κώδικα, ενώ µέχρι τον Μάιο του 2007 αυτή η διεργασία είχε ολοκληρωθεί για
ολόκληρο τον κώδικα πυρήνα της Java. Το 2009 η Oracle αγόρασε τη Sun Microsystems
και για πολλά χρόνια η Java ήταν η πιο δηµοφιλής και πιο χρησιµοποιούµενη γλώσσα προ-
γραµµατισµού µέχρι το 2015 όπου άρχισε να αυξάνεται σε δηµοσιότητα η γλώσσα Python,
η οποία σήµερα έχει αντικαταστήσει τη Java σε δηµοτικότητα [31]. Σήµερα η Java χρησι-
µοποιείται σε εφαρµογές κινητών συσκευών, ιστού, επιτραπέζιων υπολογιστών, παιχνιδιών,
επιχειρήσεων, σε κατανεµηµένες εφαρµογές, εφαρµογές νέφους, κ.α. Νέες εκδόσεις κυ-
κλοφορούν κάθε Μάρτιο και Σεπτέµβριο, µε την πιο πρόσφατη να είναι η Java SE 15 που
κυκλοφόρησε τον Σεπτέµβριο του 2020.
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2.4 TensorFlow Lite

Το TensorFlow Lite είναι µια ολοκληρωµένη, ανεξάρτητη πλατφόρµας, έτοιµη για προ-
ϊόντα και ανοιχτού κώδικα δοµή Βαθιάς Μάθησης (Deep Learning framework) που δίνει τη
δυνατότητα σε εκπαιδευµένα µοντέλα TensorFlow να ενσωµατωθούν αποτελεσµατικά σε συ-
σκευές αιχµής, όπως είναι οι κινητές συσκευές ή οι µικροελεγκτές, για συµπερασµατολογία
στην συσκευή (on-device) ή στην αιχµή (at the edge).

Τα ϐασικά συστατικά του TensorFlow Lite είναι δύο:

1. Ο TensorFlow Lite converter, του οποίου η κύρια λειτουργία είναι να µετατρέπει τα
TensorFlow µοντέλα σε FlatBuffers µειώνοντας το µέγεθός τους χωρίς να µειώνεται
παράλληλα και η ορθότητά τους. Ταυτόχρονα ο converter µπορεί να εισάγει ϐελτιστο-
ποιήσεις, όπως είναι η κβαντοποίηση ή το κλάδεµα (pruning) των παραµέτρων ώστε να
µειωθεί περαιτέρω το µέγεθος ή και ο χρόνος εκτέλεσης.

2. Ο TensorFlow Lite interpreter, ο οποίος αναλαµβάνει την εκτέλεση των light-weight
µοντέλων που παράγει ο converter σε πολλούς και διαφορετικούς τύπους υλικού. Για
να µειωθεί περαιτέρω ο χρόνος εκτέλεσης, ο interpreter µπορεί να χρησιµοποιήσει
«εκπροσώπους» (delegates), οι οποίοι αποστέλλουν µέρη από το δίκτυο σε κάποιον
επιταχυντή, όπως είναι οι GPUs ή οι NPUs για υψηλότερη απόδοση [32] [33].
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Κεφάλαιο 3

Αρχιτεκτονική Εφαρµογής

Σ το τρίτο Κεφάλαιο περιγράφεται η αρχιτεκτονική - διαστρωµάτωση του ολοκληρωµένου
συστήµατός και αναλύονται τα χαρακτηριστικά και οι δυνατότητες των επιµέρους επι-

πέδων, αλλά και η διασύνδεση µεταξύ τους.

3.1 Γενικές αρχές

Τα ϐασικά χαρακτηριστικά που έπρεπε να ληφθούν υπόψη κατά τη σχεδίαση του συ-
στήµατος ήταν δύο: η ανεξαρτησία από τη συσκευή (device independence) και η ανεξαρτησία
από το µοντέλο (model independence).

Η ανεξαρτησία από τη συσκευή είναι ένα σχετικά πρόσφατο χαρακτηριστικό των συστη-
µάτων που παλιότερα δεν υπήρχε στην Επιστήµη των Υπολογιστών καθώς για πολλές δεκα-
ετίες τα προγράµµατα ήταν αρκετά εξαρτώµενα από τη συσκευή ή το λειτουργικό σύστηµα
στο οποίο έτρεχαν. Στην δική µας περίπτωση, αυτό το χαρακτηριστικό σχετίζεται κυρίως µε
την έκδοση Android των κινητών συσκευών και µε το υλικό τους.

Με την κυκλοφορία νέων εκδόσεων κάθε χρόνο, το Android αναβαθµίζεται και οι εφαρ-
µογές οφείλουν να προσαρµόζονται στις αλλαγές ώστε να λειτουργούν σωστά σε όλες τις
συσκευές. Αυτή τη στιγµή παγκοσµίως το 33.29% των Android χρηστών χρησιµοποιεί την
έκδοση 10, το 26.09% την έκδοση 9 (Pie), το 10.96% την έκδοση 8.1 (Oreo), ενώ το 7.41%
χρησιµοποιεί ακόµη την έκδοση 6.0 (Marshmallow) [34].

Το Android σαν λειτουργικό σύστηµα χρησιµοποιείται από πολλούς και διαφορετικούς
κατασκευαστές µε αποτέλεσµα κάθε κινητή συσκευή Android να έχει διαφορετικά τεχνικά
χαρακτηριστικά όπως κάµερες, οθόνες, CPUs, GPUs, NPUs κ.α. Το σύστηµα πρέπει να λαµ-
ϐάνει υπόψη τα χαρακτηριστικά της εκάστοτε συσκευής και να προσαρµόζει την εφαρµογή
σε αυτά.

Η ανεξαρτησία από το µοντέλο αναφέρεται στη δυνατότητα του συστήµατος να λειτουργεί
σωστά µε µια πληθώρα από µοντέλα Βαθιάς Μάθησης ή ακόµη και χωρίς, όπου ϕυσικά τότε
ϑα λείπει από την εφαρµογή η λειτουργία της αναγνώρισης σε πραγµατικό χρόνο, όµως όλες
οι άλλες λειτουργίες ϑα υπάρχουν.

Με ϐάση τα παραπάνω, κρίθηκε απαραίτητος ο διαχωρισµός του συστήµατος σε δύο
επίπεδα - στρώµατα: το Ανεξάρτητο Υπηρεσίας Επίπεδο (Service Independent Layer - SIL)
και το Επίπεδο Σύγκλισης (Convergence Layer - CL), τα οποία αναλύονται παρακάτω.
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3.2 Το Ανεξάρτητο Υπηρεσίας Επίπεδο (SIL)

Το SIL είναι το πρώτο επίπεδο που αλληλεπιδρά µε τον χρήστη και παρέχει την κυ-
ϱίως λειτουργικότητα του συστήµατος ανεξάρτητα από την κινητή συσκευή και το µοντέλο,
παρέχοντας µε αυτόν τον τρόπο αρθρωτότητα (modularity), ευελιξία (flexibility) και συντηρη-
σιµότητα (maintainability). ΄Ετσι, το σύστηµα έχει µια σπονδυλωτή δοµή και µπορεί εύκολα
να διαχωριστεί σε διακριτά µέρη, τα οποία είναι αρκετά ανεξάρτητα µεταξύ τους.

3.3 Το Επίπεδο Σύγκλισης (CL)

Το CL λαµβάνει στην συνέχεια υπόψη του τόσο τα χαρακτηριστικά της συσκευής όσο
και τα χαρακτηριστικά του µοντέλου και πραγµατοποιεί τις απαραίτητες προσαρµογές. Για
αυτό, µπορεί να διαιρεθεί σε δύο υποεπίπεδα, το Επίπεδο Προσαρµογής Αρχιτεκτονικής
Βαθιάς Μάθησης (Deep Learning Architecture Convergence Layer - DLACL) και το Επίπεδο
Προσαρµογής Κινητής Συσκευής (Mobile Device Convergence Layer - MDCL). Οι λειτουργίες
του πρώτου εξαρτώνται από το εκάστοτε µοντέλο, ενώ οι λειτουργίες του δεύτερου από την
εκάστοτε συσκευή.

Ολοκληρωµένη αρχιτεκτονική

Στο Σχήµα 3.1 ϕαίνεται ολόκληρη η διαστρωµάτωση του συστήµατος. Για λόγους α-
πλότητας και οµοιοµορφίας, το MDCL ϑα αναφέρεται και ως Layer 1 (L1), το DLACL ως
Layer 2 (L2) και το SIL ως Layer 3 (L3).

user

mobile
device

SIL

DLACL

MDCL

CLa

L3

L2

L1 b

Σχήµα 3.1: ∆ιαστρωµάτωση συστήµατος
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3.3 Το Επίπεδο Σύγκλισης (CL)

΄Οπως είναι εµφανές, η ύπαρξη του 2ου επιπέδου δεν είναι υποχρεωτική, καθώς όπως
αναφέρθηκε το σύστηµα ϑα πρέπει να µπορεί να λειτουργεί και χωρίς αυτό. Το middleware
a προσφέρει λειτουργίες οι οποίες είναι απαραίτητες είτε το σύστηµα εκτελεί αναγνώριση είτε
όχι, ενώ το middleware b µπορεί να προσφέρει επιπλέον λειτουργίες µε ϐάση το υλικό εκµε-
ταλλευόµενο το αποτέλεσµα της αναγνώρισης. Μια πιο αναλυτική σχεδίαση του συστήµατος
περιγράφεται στο Κεφάλαιο 4.

Η αρχιτεκτονική του συστήµατος είναι σπονδυλωτή, όπως ήταν επιθυµητό, κι αυτό ϕα-
ίνεται καλύτερα στο Σχήµα 3.2, στο οποίο εξετάζουµε την περίπτωση πολλών διαφορετικών
µοντέλων και συσκευών. Το L3 παρέχει λειτουργίες για οποιαδήποτε µοντέλο και συσκευή,
το L2 για συγκεκριµένο µοντέλο αλλά για πολλές συσκευές και το L1 για συγκεκριµένο
µοντέλο και συγκεκριµένη συσκευή. Το L2 ϕυσικά µπορεί είτε να υπάρχει, είτε όχι.

...

... ... ......

L3

L2

L1

Σχήµα 3.2: Αρχιτεκτονική συστήµατος στην περίπτωση πολλών µοντέλων και συσκευών
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Κεφάλαιο 4

Αναλυτική Σχεδίαση

Σ το τέταρτο Κεφάλαιο αναλύονται τα ϐασικά δοµικά στοιχεία της Android εφαρµογής
και συγκεκριµένα ποια είναι τα χαρακτηριστικά τους, πώς συνδέονται µεταξύ τους,

πως το ένα εξαρτάται από το άλλο και πώς εµπίπτουν στην αρχιτεκτονική του προηγούµενου
Κεφαλαίου. Επίσης, περιγράφονται οι λειτουργίες που προσφέρει η εφαρµογή στον χρήστη
και παρατίθενται στιγµιότυπα από την οθόνη της.

4.1 Περιγραφή εφαρµογής

Η εφαρµογή, όπως αναφέρθηκε και παραπάνω, είναι µια «έξυπνη» κάµερα, η οποία
αναγνωρίζει σε πραγµατικό χρόνο οτιδήποτε ϐρίσκεται µπροστά από τον κεντρικό ϕακό της
κινητής συσκευής. Τα κύρια συστατικά στοιχεία της εφαρµογής είναι δύο: η κάµερα και ο
ταξινοµητής.

4.1.1 Κάµερα

Για τη δηµιουργία της κάµερας χρησιµοποιήθηκε το Camera2 API, το οποίο παρου-
σιάστηκε µαζί µε την έκδοση 5.0 (Lollipop) του Android τον Νοέµβριο του 2014. Στόχος
του συγκεκριµένου API ήταν να προσφέρει στους προγραµµατιστές προηγµένες χρήσεις της
κάµερας, όπως είναι ο έλεγχος της έκθεσης, η χειροκίνητη εστίαση ή η λήψη ϕωτογραφιών
σε µορφή RAW. Ωστόσο, παρά τα πλεονεκτήµατα, πρόκειται για ένα αρκετά περίπλοκο και
εκ πρώτης όψης δυσνόητο API, ειδικά σε σύγκριση µε το παλιό Camera API που χρησιµο-
ποιούνταν µέχρι τότε, καθώς το νέο έφερε µαζί του δεκάδες κλάσεις, νέες έννοιες και µια
σωλήνωση (pipeline) µε πολλές ασύγχρονες κλήσεις (callbacks) που προκαλούν σύγχυση.
Εκτός από αυτά, οποιοδήποτε API σχετίζεται άµεσα µε το υλικό είναι απαιτητικό.

Αξίζει να αναφερθεί ότι η δυνατότητα εκτέλεσης του Camera2 API σε κάθε συσκευή
εξαρτάται αποκλειστικά από τον κατασκευαστή. Αυτό σηµαίνει πως δεν υπάρχει εγγύηση
ότι το συγκεκριµένο API µπορεί να χρησιµοποιηθεί σε όλες τις συσκευές µε έκδοση Android
5.0 και πάνω. Για αυτόν τον λόγο κάθε συσκευή µπορεί να χρησιµοποιεί το Camera2 API
σε 4 επίπεδα: το LEGACY, που υποστηρίζει µόνο τις λειτουργίες του παλιού Camera API, το
LIMITED, το οποίο υποστηρίζει κάποιες απλές λειτουργίες, το FULL που υποστηρίζει όλες
τις καθιερωµένες λειτουργίες του νέου API και το LEVEL 3, στο οποίο προστίθενται επιπλέον
λειτουργίες, όπως είναι η λήψη ϕωτογραφιών σε µορφή RAW [35].
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΄Οταν ένας χρήστης ανοίγει µια Android εφαρµογή, δηµιουργείται µια νέα διεργασία
Linux µαζί µε το κεντρικό νήµα εκτέλεσης (main - execution thread), το οποίο είναι υπε-
ύθυνο για οτιδήποτε συµβαίνει στην οθόνη, γι΄ αυτό συχνά αναφέρεται και ως User Interface
ή UI thread. ΄Ολα τα κοµµάτια κώδικα που πρέπει να εκτελεστούν στο main thread τοποθε-
τούνται πρώτα στην ουρά µηνυµάτων αυτού. Στην περίπτωση που αυτή η ουρά µηνυµάτων
περιέχει διεργασίες οι οποίες είναι είτε πάρα πολλές είτε πολύ χρονοβόρες για να εκτελεστο-
ύν στο main thread, ϑα πρέπει να χρησιµοποιούνται άλλα νήµατα που ονοµάζονται νήµατα
εργάτη (worker threads), ώστε να µην επηρεάζεται η οµαλή απόδοση και η ταχεία απόκριση
στις εισόδους του χρήστη [36].

Με ϐάση τα παραπάνω και επειδή οι λειτουργίες του Camera2 API είναι χρονοβόρες, χρη-
σιµοποιούµε στην εφαρµογή ένα worker thread, το οποίο ονοµάζουµε background thread
και το οποίο αναλαµβάνει όλες τις λειτουργίες της κάµερας, καθώς και όλες τις λειτουργίες
του συστήµατος αναγνώρισης όπως ϑα περιγραφεί παρακάτω.

Είναι λογικό ότι η ανάπτυξη µιας εφαρµογής κάµερας εξαρτάται από την κινητή συ-
σκευή, δηλαδή από χαρακτηριστικά όπως είναι ο τύπος του αισθητήρα ή των αισθητήρων,
οι διαθέσιµες διαστάσεις λήψης ϕωτογραφιών ή ϐίντεο από τους αισθητήρες, η ύπαρξη η µη
ϕλας, το µέγιστο ποσοστό µεγέθυνσης (zoom), κ.α. ΄Ολες αυτές οι πληροφορίες που είναι
διαφορετικές από συσκευή σε συσκευή παρέχονται από το middleware a του L1 προς το L3,
το οποίο τελικά αναπτύσσει την κάµερα για την εκάστοτε συσκευή (ϐλ. Σχήµα 3.1).

4.1.2 Ταξινοµητής

Ο ταξινοµητής (classifier) ανήκει στο L2, ένα επίπεδο εντελώς ανεξάρτητο, αφού δεν
απαιτείται καµία ανταλλαγή πληροφορίας ούτε από την κάµερα, ούτε και από τη συσκευή.
Στην αρχιτεκτονική του Σχήµατος 3.1 ωστόσο, παρατηρείται και το middleware b, το οποίο
αν και δεν αξιοποιείται στην παρούσα εργασία, ενσωµατώθηκε ως επέκταση - µελλοντική
εργασία. Η ιδέα είναι ότι σε µια πιο ολοκληρωµένη εφαρµογή τα χαρακτηριστικά του pipeline
της κάµερας ϑα ϐελτιστοποιούνται µε ϐάση το αποτέλεσµα της αναγνώρισης (ϐλ. Ενότητα
7.2).

Για την ανάπτυξη του ταξινοµητή χρησιµοποιήθηκε το TensorFlow Lite. Μαζί µε τη δη-
µιουργία του background thread, δηµιουργείται και ο Interpreter για το εκάστοτε µοντέλο
Βαθιάς Μάθησης, στον οποίο πρέπει επίσης να προσδιοριστεί πού ϑα εκτελείται η συµπερα-
σµατολογία. Οι επιλογές είναι τρεις : η CPU, η GPU ή κάποιος άλλος επιταχυντής (DSP ή
NPU).

Με την πρώτη επιλογή δίνεται επίσης η δυνατότητα καθορισµού του αριθµού των παράλ-
ληλων νηµάτων (threads) τα οποία ϑα χρησιµοποιηθούν από τη CPU. Η δεύτερη επιλογή
απαιτεί τα ϐάρη των µοντέλων που χρησιµοποιούνται να είναι κινητής υποδιαστολής (float-
ing point), δηλαδή να αναπαριστώνται από 32 bits, άρα δεν µπορεί να χρησιµοποιηθεί για
κβαντισµένα µοντέλα. Η τρίτη επιλογή σηµαίνει χρήση του NNAPI (Neural Networks API),
ενός API γραµµένου σε γλώσσα C και σχεδιασµένου για την αποδοτική εκτέλεση των υπο-
λογιστικά απαιτητικών λειτουργιών της Μηχανικής Μάθησης σε συσκευές Android. Το εν
λόγω API είναι διαθέσιµο σε συσκευές µε έκδοση Android 8.1 και πάνω, οπότε ϑα πρέπει
το σύστηµα να εκτελεί τον κατάλληλο έλεγχο πριν επιχειρήσει να το χρησιµοποιήσει. Αν και
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κανείς ϑα περίµενε ότι οι επιδόσεις κατά τη χρήση του NNAPI είναι ϑεαµατικές, αυτό δεν
συµβαίνει πάντα διότι κάθε κινητή συσκευή Android δεν έχει τον ίδιο DSP ή την ίδια NPU και
είναι δύσκολο ένα µοντέλο να καταφέρει να ϐελτιστοποιηθεί για όλους τους διαφορετικούς
επιταχυντές που κυκλοφορούν ;;.

4.1.3 Στάδια αναγνώρισης

Η διαδικασία ή το pipeline της αναγνώρισης µπορεί να διασπαστεί σε τέσσερα στάδια, τα
οποία περιγράφονται ακολούθως.

1. Η προετοιµασία της εικόνας από τον αισθητήρα της κάµερας

Τα περισσότερα, αν όχι όλα, συνελικτικά νευρωνικά δίκτυα έχουν περιορισµούς ως προς
τις διαστάσεις των εικόνων εισόδου που δέχονται. Οι διαστάσεις αυτές είναι πολύ µικρότερες
από τις διαστάσεις στις οποίες αποθηκεύεται συνήθως µια ϕωτογραφία, οπότε είναι απαρα-
ίτητη µια προ-επεξεργασία της εικόνας που µας παρέχει ο αισθητήρας της κάµερας.

Πιο συγκεκριµένα, τα περισσότερα συνελικτικά δίκτυα, όπως και αυτά που χρησιµοποιο-
ύνται σε αυτήν την εργασία, δέχονται τετράγωνες εικόνες. Αντίθετα, οι εικόνες που παράγουν
οι κινητές συσκευές έχουν σχήµα ορθογώνιου παραλληλόγραµµου. Σε αυτή την εργασία ε-
ξετάζονται δύο τρόποι προσαρµογής : η περικοπή (cropping) και η κλιµάκωση (scaling). Το
µειονέκτηµα της πρώτης µεθόδου είναι ότι ενδεχοµένως χάνουµε πληροφορία για το αντικε-
ίµενο προς αναγνώριση καθώς απορρίπτουµε τα pixels που ϐρίσκονται εκτός του κεντρικού
τετραγώνου της εικόνας, ενώ της δεύτερης είναι ότι το αντικείµενο παραµορφώνεται και άρα
µπορεί να χάσει εντελώς τη µορφή του µε αποτέλεσµα η αναγνώριση να είναι ανεπιτυχής.
Το Σχήµα 4.1 δείχνει ένα παράδειγµα εφαρµογής των δύο τεχνικών. Στην Ενότητα 6.3
αξιολογούµε και τις δύο τεχνικές σε τρεις διαφορετικές αναλογίες (ratios) ϕωτογραφιών.

Αρχική
εικόνα

Εικόνα μετά
την περικοπή

Εικόνα μετά την
κλιμάκωση

Σχήµα 4.1: Οι τεχνικές περικοπής και κλιµάκωσης της εικόνας εισόδου
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2. Οι ενέργειες που εκτελούνται πριν τη συµπερασµατολογία

Αφορούν τη µετατροπή της τετράγωνης εικόνας του προηγούµενου σταδίου από τη µορ-
ϕή ARGB_8888 που παρέχει ο αισθητήρας στην µορφή ByteBuffer. Στην αρχική µορφή, το
κάθε pixel της εικόνας αποθηκεύεται σε 4 bytes µε αποτέλεσµα κάθε ένα από τα τέσσερα
κανάλια (RGB και A για τη διαφάνεια) να αποθηκεύεται µε ακρίβεια 8 bits. Η τελική µορφή
επιτρέπει πολύ γρήγορη και αποδοτική τυχαία πρόσβαση στα δυαδικά δεδοµένα κυρίως επει-
δή εξαλείφει την ανάγκη για αντιγραφή των δεδοµένων σε κάποιον άλλον προσωρινό buffer.
Γενικά προτιµάται σε περιπτώσεις όπου απαιτείται να γίνουν γρήγορα εγγενείς λειτουργίες
εισόδου / εξόδου χαµηλού επιπέδου (low-level I/O).

3. Η εκτέλεση της συµπερασµατολογίας

Η εκτέλεση της συµπερασµατολογίας από τον Interpreter είναι η σηµαντικότερη και
συνήθως η πιο χρονοβόρα εργασία. Το συνελικτικό δίκτυο δέχεται ως είσοδο τον ByteBuffer
εισόδου από το προηγούµενο στάδιο και επιστρέφει ένα διάνυσµα εξόδου µε τις πιθανότητες
κάθε κλάσης.

4. Οι ενέργειες που εκτελούνται µετά τη συµπερασµατολογία

Το διάνυσµα πιθανοτήτων από το τρίτο στάδιο επεξεργάζεται ώστε να παραχθεί το επιθυ-
µητό αποτέλεσµα. Στην δική µας περίπτωση, στον χρήστη εµφανίζεται µόνο η κλάση µε την
υψηλότερη πιθανότητα, γι΄ αυτό ψάχνουµε στο διάνυσµα εξόδου την υψηλότερη πιθανότητα
και στην συνέχεια την αντιστοιχίζουµε µε το όνοµα της κλάσης της. Η επιλογή της εµφάνισης
ενός µόνο αποτελέσµατος στον χρήστη µειώνει και τον συνολικό χρόνο του τέταρτου σταδίου,
καθώς διαφορετικά το διάνυσµα των πιθανοτήτων ϑα έπρεπε πρώτα να ταξινοµηθεί.

4.1.4 Ενσωµάτωση του ταξινοµητή στην κάµερα

Για να µην επηρεάζει ο ταξινοµητής τις λειτουργίες της κάµερας, η αναγνώριση γίνεται
παράλληλα µε αυτές. Κάθε ϕορά που ο ταξινοµητής ξεκινά την αναγνώριση µιας νέας
εικόνας, παίρνει ως είσοδο το frame που δείχνει εκείνη τη στιγµή η προεπισκόπηση της
κάµερας. Επίσης, για να ξεκινήσει η αναγνώριση µιας νέας εικόνας, πρέπει αρχικά να έχει
τελειώσει η προηγούµενη µιας και αυτή η διεργασία πραγµατοποιείται στο ίδιο νήµα.

Η συχνότητα ή ο ϱυθµός µε τον οποίο ο αισθητήρας της κάµερας παρέχει νέες εικόνες είτε
για καταγραφή ϐίντεο είτε στην δική µας περίπτωση για την προεπισκόπηση της κάµερας
ονοµάζεται frame rate και µετριέται σε FPS (frames per second). Μια καλή τιµή για οµαλή
κίνηση στο ανθρώπινο µάτι είναι τα 24-30 FPS, µε οτιδήποτε µικρότερο να κάνει την κίνηση
ασταθή και µε εµφανείς «διακοπές». Κάποιες κινητές συσκευές σήµερα χρησιµοποιούν 60
FPS για ακόµα περισσότερο οµαλή κίνηση.

Η συχνότητα µε την οποία το σύστηµα ϑα εκτελεί αναγνώριση είναι µια παράµετρος που
έπρεπε να ϱυθµιστεί. Στο ένα άκρο, η αναγνώριση κάθε frame, δηλαδή 30 ή 60 εικόνων το
δευτερόλεπτο είναι άσκοπη διότι είναι πολύ πιθανό όλες αυτές οι εικόνες να απεικονίζουν το
ίδιο ακριβώς αντικείµενο και άρα τα περισσότερα αποτελέσµατα αναγνώρισης να είναι περιτ-
τά. Εκτός από αυτό, η υπερβολικά συχνή χρήση του ταξινοµητή οδηγεί σε κατασπατάληση
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των υπολογιστικών πόρων µε αποτέλεσµα η συσκευή να υπερθερµαίνεται ή ακόµη και να µην
αποκρίνεται στον χρήστη. Στο άλλο άκρο, αν η συχνότητα αναγνώρισης γίνει πολύ αραιή,
όπως για παράδειγµα 1 frame κάθε 4 δευτερόλεπτα (0.25 FPS), τότε το αποτέλεσµα της ανα-
γνώρισης ϑα είναι επίσης περιττό καθώς πιθανότατα ϑα αναφέρεται σε κάποια προηγούµενη
σκηνή ή αντικείµενο.

Ο χρόνος αναγνώρισης, δηλαδή ο χρόνος που παρέρχεται από τη στιγµή που το σύστηµα
δέχεται ως είσοδο µια εικόνα µέχρι τη στιγµή που ϑα επιστρέψει µια ετικέτα παρουσιάζει
µικρές διακυµάνσεις λόγω διαφόρων παραγόντων όπως π.χ. άλλες εφαρµογές που µπορεί
να τρέχουν ταυτόχρονα στην συσκευή. Εποµένως, ο ϱυθµός αναγνώρισης (recognition rate)
δεν µπορεί να καθοριστεί επακριβώς, δηλαδή ορίζοντας ανά πόσα καρέ ϑα εκκινούµε το
σύστηµα αναγνώρισης.

Παρ΄ όλα αυτά η συχνότητα µπορεί να προσαρµοστεί µέσω της εισαγωγής µιας χρονικής
καθυστέρησης µεταξύ διαδοχικών αναγνωρίσεων. Μετά από µετρήσεις, η καθυστέρηση αυτή
ορίστηκε στο 1 δευτερόλεπτο και εξυπηρετεί ένα ευρύ ϕάσµα µοντέλων, όπως και συσκευών.
Το Σχήµα 4.2 δείχνει τη σύνδεση του ταξινοµητή µε την κάµερα µε ϐάση την παραπάνω
ανάλυση. Με πράσινο χρώµα σηµειώνεται ο χρόνος προβολής του κάθε frame στην προεπι-
σκόπηση, µε πορτοκαλί τα frames τα οποία τελικά ϑα ταξινοµηθούν, µε κόκκινο ο χρόνος
αναγνώρισης, µε γαλάζιο η καθυστέρηση του ενός δευτερολέπτου και µε καφέ ο συνολικός
χρόνος αναγνώρισης, ο οποίος καθορίζει και τον αντίστοιχο συνολικό ϱυθµό:

recognition rate =
1

(x + 1000)ms

...

...

Κάμερα

Αναγνώριση

1/frame rate

x ms x ms

...

1000 ms

...

...

...

1/recognition rate

Σχήµα 4.2: Ενσωµάτωση του ταξινοµητή στην κάµερα

4.2 Λειτουργίες

Η αρχική και κύρια οθόνη της εφαρµογής ϕαίνεται στο Σχήµα 4.3 της επόµενης σελίδας.
Εκτός από την κύρια λειτουργικότητα της κάµερας, η οποία είναι να δείχνει ό,τι ϐρίσκεται
µπροστά από τον ϕακό και να αποθηκεύει ϕωτογραφίες, προστέθηκαν και άλλες λειτουργίες
ώστε να ενισχυθεί η ευελιξία και η ευρωστία του συστήµατος. Αυτές είναι (α) η χρήση flash,
(ϐ) η δυνατότητα αλλαγής της αναλογίας (ratio) της προεπισκόπησης και (γ) το zoom.
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Σχήµα 4.3: Κύρια οθόνη

Flash

Κατά την αρχική ϱύθµιση της κάµερας, πρέπει να ελεγχθεί αν η συσκευή διαθέτει flash
και στην περίπτωση που διαθέτει, το αντίστοιχο κουµπί να γίνει ορατό. Εφόσον υπάρχει
flash, είναι σίγουρο ότι υποστηρίζονται οι τρεις παρακάτω κύριες λειτουργίες του.

• SINGLE: Το flash ενεργοποιείται µόνο κατά τη λήψη ϕωτογραφίας.

• OFF: Το flash είναι συνεχώς απενεργοποιηµένο.

• TORCH: Το flash είναι συνεχώς ενεργοποιηµένο (σαν ϕακός).

Εκτός από αυτές, κάποιες συσκευές υποστηρίζουν και άλλες δύο λειτουργίες του flash
που σχετίζονται µε την αυτόµατη έκθεση (auto-exposure), οπότε πριν αυτές χρησιµοποιηθο-
ύν ϑα πρέπει να γίνει ο κατάλληλος έλεγχος.

• AUTO: Το flash ενεργοποιείται µόνο κατά τη λήψη ϕωτογραφίας σε συνθήκες χαµηλού
ϕωτισµού.

• AUTO_REDEYE: Σαν τη λειτουργία AUTO, αλλά µε αυτόµατη µείωση των κόκκινων
µατιών.

Τελικά, ο µέγιστος αριθµός λειτουργιών είναι πέντε µε τις τρεις από αυτές να υποστη-
ϱίζονται από κάθε συσκευή. Στα Σχήµατα 4.4 και 4.5 της επόµενης σελίδας ϕαίνονται τα
εικονίδια που χρησιµοποιούνται για κάθε λειτουργία και ένα παράδειγµα χρήσης της λει-
τουργίας TORCH αντίστοιχα.
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AUTO AUTO_REDEYE SINGLE OFF TORCH

Σχήµα 4.4: Εικονίδια για τις λειτουργίες του flash

Σχήµα 4.5: Παράδειγµα χρήσης της λειτουργίας TORCH

Ratios

Κάθε αισθητήρας έχει προκαθορισµένα µεγέθη όσον αφορά στην προεπισκόπηση της
κάµερας και στην αποθήκευση ϕωτογραφιών. Αυτές οι λίστες µεγεθών µπορεί να είναι οι
ίδιες ή να διαφέρουν από συσκευή σε συσκευή. Από αυτά τα µεγέθη, µπορούν εύκολα
να υπολογιστούν οι υποστηριζόµενες αναλογίες (ratios). Στην εφαρµογή, αποφασίστηκε
να υπάρχουν µέχρι τέσσερις διαφορετικές αναλογίες, εφόσον αυτές υποστηρίζονται από τη
συσκευή. Αυτές είναι οι 16:9, 4:3, 1:1 και η αναλογία της οθόνης, η οποία ονοµάστηκε
FULL, εφόσον δεν συµπίπτει µε κάποια από τις προηγούµενες. Κατά την αρχική ϱύθµιση,
η προεπισκόπηση της κάµερας επιλέγεται να έχει την αναλογία FULL και στην συνέχεια
ελέγχεται αν ο αισθητήρας υποστηρίζει και τις άλλες τρεις αναλογίες. Αν η αναλογία FULL
ταυτίζεται µε κάποια από τις άλλες τρεις, τότε ο έλεγχος προφανώς παραλείπεται.

Για παράδειγµα, αν µια συσκευή έχει αναλογία οθόνης 16:9 και υποστηρίζει επιπλέον
µόνο την αναλογία 4:3, τότε ϑα είναι διαθέσιµες µόνο αυτές οι δύο αναλογίες. Στα Σχήµατα
4.6 και 4.7 των επόµενων σελίδων ϕαίνονται οι οθόνες για διαφορετικές αναλογίες προεπι-
σκόπησης σε µια συσκευή µε αναλογία οθόνης 20:9 και τα εικονίδια που χρησιµοποιούνται
για κάθε αναλογία αντίστοιχα.

47



Κεφάλαιο 4. Αναλυτική Σχεδίαση

Σχήµα 4.6: Οθόνες της εφαρµογής µε διαφορετικές αναλογίες

48



4.2 Λειτουργίες

Σχήµα 4.7: Εικονίδια για τις διαφορετικές αναλογίες

Zoom

Το zoom πραγµατοποιείται µε τη µέθοδο pinch-to-zoom, για την οποία χρειάζονται δύο
δάχτυλα στην οθόνη της συσκευής. Για τη µεγέθυνση της προεπισκόπησης (zoom in) τα δύο
δάχτυλα πρέπει να µετακινηθούν προς αντίθετη κατεύθυνση, ενώ για τη σµίκρυνση (zoom
out) τα δάχτυλα πρέπει να µετακινηθούν προς την ίδια κατεύθυνση. ΄Οταν κάποια ενέρ-
γεια από τις παραπάνω συµβαίνει, εµφανίζεται στην οθόνη του χρήστη µια µπάρα προόδου
(progress bar) που τον ενηµερώνει για το τρέχον ποσοστό µεγέθυνσης. Στην αρχική κατάστα-
ση η προεπισκόπηση ϐρίσκεται σε ποσοστό 1x, ενώ µπορεί να ϕτάσει µέχρι και το µέγιστο
ποσοστό µεγέθυνσης που υποστηρίζει ο κάθε αισθητήρας, για παράδειγµα 8x. Στο Σχήµα
4.8 ϕαίνεται ένα παράδειγµα µεγέθυνσης.

Σχήµα 4.8: Παράδειγµα µεγέθυνσης
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Κεφάλαιο 5

Ανάπτυξη

Σ το πέµπτο Κεφάλαιο αναφέρονται ϐασικά στοιχεία γύρω από την ανάπτυξη του συ-
στήµατος, δηλαδή µεταφράζεται η ανάλυση που έγινε στο προηγούµενο Κεφάλαιο σε

Java κλάσεις και παρουσιάζονται οι λεπτοµέρειες για τα µοντέλα Βαθιάς Μάθησης και τις
κινητές συσκευές που χρησιµοποιήθηκαν.

5.1 Κλάσεις

Η εφαρµογή απαρτίζεται από τρεις Java κλάσεις, οι οποίες αντιστοιχούν στα τρία ε-
πίπεδα της αρχιτεκτονικής του συστήµατος. Η περιγραφή που παρατίθεται παρακάτω είναι
συνοπτική µε τον κώδικα καθαυτό να παραλείπεται διότι δεν αποτελεί το ϐασικό µέρος ε-
στίασης. Κάθε ενδιαφερόµενος µπορεί να αναζητήσει ολόκληρο το project της εφαρµογής
µε τον κώδικα, τους πόρους, τις ϱυθµίσεις και ένα demo APK στο Github [37].

5.1.1 CameraActivity

Η CameraActivity αντιστοιχεί στο L1, δηλαδή στο Ανεξάρτητο Υπηρεσίας Επίπεδο που
ασχολείται κυρίως µε την ανάπτυξη και τις λειτουργίες της κάµερας και αποτελεί την κύρια
δραστηριότητα (main activity) της εφαρµογής.

Οι δραστηριότητες (activities) είναι ένας από τους τέσσερις ϐασικούς τύπους δοµικών
στοιχείων (components) µιας Android εφαρµογής. Κάθε τύπος εξυπηρετεί έναν ξεχωριστό
σκοπό και έχει έναν ξεχωριστό κύκλο Ϲωής που καθορίζει τον τρόπο δηµιουργίας και κα-
ταστροφής του κάθε στοιχείου [38]. Για τη µετάβαση µεταξύ των σταδίων του κύκλου Ϲωής
µιας δραστηριότητας υπάρχει ένα σύνολο από έξι ϐασικές κλήσεις (callbacks): onCreate(),
onStart(), onResume(), onPause(), onStop() και onDestroy(). Το σύστηµα καλεί κάθε µια
από αυτές τις µεθόδους καθώς η δραστηριότητα εισέρχεται σε µια νέα κατάσταση [39]. Για
παράδειγµα, όταν µια δραστηριότητα δηµιουργείται, καλείται η onCreate(), η οποία είναι
και η πρώτη µέθοδος που υλοποιείται συνήθως από τους προγραµµατιστές.

Μια δραστηριότητα είναι το σηµείο εισόδου για την αλληλεπίδραση του χρήστη µε την
εφαρµογή και αντιπροσωπεύει µια οθόνη της [38]. Η κύρια δραστηριότητα είναι η πρώτη
οθόνη που εµφανίζεται στον χρήστη όταν αυτός ανοίγει την εφαρµογή. Στην δική µας πε-
ϱίπτωση, µια οθόνη ήταν επαρκής, οπότε η κύρια δραστηριότητα είναι και η µοναδική.
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5.1.2 MDSpecs

Η συγκεκριµένη κλάση αντιστοιχεί στο L3, δηλαδή στο Επίπεδο Προσαρµογής Κινητής
Συσκευής. ΄Οπως αναφέρει και το όνοµά της, παρέχει όλες τις πληροφορίες σχετικά µε την
κινητή συσκευή.

Η συγκεκριµένη κλάση εξυπηρετεί και ως ViewModel της κύριας δραστηριότητας Cam-
eraActivity. ViewModel είναι µια κλάση σχεδιασµένη για να αποθηκεύει και να διαχειρίζεται
δεδοµένα που σχετίζονται µε το UI µε συνειδητό τρόπο ως προς τον κύκλο Ϲωής µιας δραστη-
ϱιότητας. Αυτό σηµαίνει ότι δεδοµένα που απαιτούνται στην κύρια δραστηριότητα µπορούν
να επιβιώσουν σε αλλαγές της διαµόρφωσης του UI, όπου συνήθως απαιτείται η επανεκ-
κίνηση της δραστηριότητας και η διαγραφή όλων των δεδοµένων της [40]. Στην δική µας
περίπτωση, αλλαγή στο UI έχουµε κάθε ϕορά που αλλάζει η αναλογία της προεπισκόπησης
της κάµερας, όπου η κύρια δραστηριότητα διαγράφεται και δηµιουργείται από την αρχή.
Στην κλάση MDSpecs υπάρχει µια µεταβλητή που παρακολουθεί την τρέχουσα αναλογία
και παρέχει τη νέα κατά την αναδηµιουργία της δραστηριότητας, καθώς και µια µεταβλητή
που παρακολουθεί την τρέχουσα λειτουργία του flash.

5.1.3 Classifier

Η τρίτη κλάση αντιστοιχεί στο L2, δηλαδή στο Επίπεδο Προσαρµογής Αρχιτεκτονικής
Βαθιάς Μάθησης. Κατά τη δηµιουργία ενός αντικειµένου τύπου Classifier, δηµιουργείται
και ο Interpeter για το µοντέλο Βαθιάς Μάθησης που έχει επιλεγεί. Στον κατασκευαστή
(constructor) της κλάσης προσδιορίζονται το µοντέλο και οι παράµετροι αυτού, καθώς και
οι παράµετροι που σχετίζονται µε το υλικό που ϑα χρησιµοποιηθεί για την εκτέλεση της
συµπερασµατολογίας.

Η ϐασική µέθοδος αυτής της κλάσης είναι η Classifier#classify(Bitmap bitmap), η ο-
ποία δέχεται ως όρισµα την εικόνα που προκύπτει από το στάδιο 1 της διαδικασίας ανα-
γνώρισης σε µορφή Bitmap και εκτελεί τα υπόλοιπα 3 στάδια της αναγνώρισης. Το δε-
ύτερο στάδιο εκτελεί η µέθοδος Classifier#convertBitmapToByteBuffer(Bitmap bitmap), το
τρίτο η µέθοδος Interpreter#run(Object input, Object output) και το τέταρτο είτε η Clas-
sifier#getTopResultByte(byte[][] labelProbArray) για κβαντισµένα µοντέλα, είτε η Classi-
fier#getTopResultFloat(float[][] labelProbArray) για floating point µοντέλα, οι οποίες επι-
στρέφουν την πιο πιθανή κλάση.

Στην περίπτωση όπου το αντικείµενο προς αναγνώριση δεν υπάρχει στις κλάσεις µε τις
οποίες έχει εκπαιδευτεί το µοντέλο, αναµένεται ότι η µεγαλύτερη πιθανότητα ϑα είναι πολύ
µικρή, οπότε προτού επιλεγεί η πιο πιθανή κλάση, ελέγχεται αν η πιθανότητα της ξεπερνά
ένα κατώφλι. Αυτό το κατώφλι είναι διαφορετικό για κάθε µοντέλο και στα µοντέλα που
δοκιµάστηκαν σε αυτή την εργασία κυµαίνεται µεταξύ 10-30 %.

5.2 Μοντέλα

Για τη διερεύνηση της ευρωστίας του συστήµατος επιλέχτηκαν τέσσερις γνωστές και δια-
ϕορετικές αρχιτεκτονικές συνελικτικών δικτύων: τα κλασικά MobileNetV2 [41], το ResNetV2
[42], το InceptionV3 [42] και τα πιο πρόσφατα EfficientNets στην lite εκδοχή τους [43].
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5.3 Συσκευές

Συνολικά επιλέχτηκαν δέκα µοντέλα τα οποία ϕαίνονται στον Πίνακα 5.1 ταξινοµηµένα σε
αύξουσα σειρά Top-1 ορθότητας (accuracy), η οποία υποδηλώνει το ποσοστό των δειγµάτων
για τα οποία η πιο πιθανή κλάση είναι και η σωστή. Αντίστοιχα, η Top-5 ορθότητα υποδη-
λώνει το ποσοστό των δειγµάτων για τα οποία η σωστή κλάση ϐρίσκεται στις 5 πιο πιθανές
κλάσεις. Παρουσιάζεται επίσης το πλήθος των παραµέτρων κάθε δικτύου, από το οποίο
προκύπτει και το µέγεθος αυτού, ανάλογα µε το αν το δίκτυο είναι κβαντισµένο ή όχι.

Α/Α Μοντέλο
Μέγεθος Top-1 Top-5 Αριθµός

Μέγεθος
εισόδου Ορθότητα Ορθότητα παραµέτρων

1 MobileNetV2 1.0 224x224 70.8% 89.9% 3.47 M 3.309 MBquantized
2 MobileNetV2 1.0 224x224 71.8% 91.0% 3.47 M 13.237 MB

3 EfficientNetLite0 224x224 74.4% N/A 4.7 M 4.482 MBquantized
4 MobileNetV2 1.4 224x224 75.0% 92.5% 6.06 M 23.117 MB
5 EfficientNetLite0 224x224 75.1% 92.3% 4.7 M 17.929 MB
6 ResNetV2 101 299x299 76.8% 93.6% 44.5 M 169.754 MB

7 InceptionV3 299x299 77.5% 93.7% 23.9 M 22.793 MBquantized
8 InceptionV3 299x299 77.9% 93.8% 23.9 M 91.171 MB

9 EfficientNetLite4 300x300 80.2% N/A 13.0 M 12.398 MBquantized
10 EfficientNetLite4 300x300 81.5% 95.6% 13.0 M 49.591 MB

Πίνακας 5.1: Τα µοντέλα που χρησιµοποιήθηκαν για την αξιολόγηση του συστήµατος

΄Ολα τα µοντέλα είναι προεκπαιδευµένα στο σύνολο δεδοµένων ImageNet, το οποίο απο-
τελείται από περισσότερες από 14 εκατοµµύρια εικόνες και περιέχει περισσότερες από 20
χιλιάδες κατηγορίες. Ωστόσο, για την εκπαίδευση συνελικτικών δικτύων χρησιµοποιείται ένα
υποσύνολο των 1000 κατηγοριών.

Τα πέντε πρώτα µοντέλα είναι πιο «ελαφριά» σε σχέση µε τα πέντε τελευταία καθώς έχουν
µικρότερο αριθµό παραµέτρων και δέχονται εικόνες εισόδου µε µικρότερο µέγεθος. Σε
τέσσερα µοντέλα έχει συµπεριληφθεί τόσο η floating point, όσο και η κβαντισµένη εκδοχή
τους. Βλέπουµε ότι το µέγεθος των κβαντισµένων µοντέλων είναι περίπου 4 ϕορές µικρότερο,
ενώ η ορθότητα τους έχει µειωθεί κατά ένα µικρό ποσοστό.

5.3 Συσκευές

Τα παραπάνω µοντέλα αξιολογήθηκαν σε δύο κινητές συσκευές Android των οποίων τα
ϐασικότερα χαρακτηριστικά ϕαίνονται στον Πίνακα 5.2. Οι δύο συσκευές είναι αρκετά δια-
ϕορετικές µεταξύ τους καθώς η µια είναι πιο παλιά, ενώ η άλλη ϕετινή. Αυτό µας ϐοηθάει
πολύ στο να ερευνήσουµε την ευελιξία του συστήµατος µας ως προς διαφορετικές συσκευές
και αναµένουµε ενδιαφέροντα αποτελέσµατα και συγκρίσεις µεταξύ τους. Για λόγους α-
πλότητας και διευκόλυνσης, η Sony συσκευή ϑα αναφέρεται ως συσκευή Α και η Samsung
ως συσκευή Β.
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Μοντέλο Sony Xperia C5 Ultra (Α) Samsung Galaxy A71 (Β)

Κυκλοφορία 2015, Αύγουστος 2020, Ιανουάριος
System on Chip (SoC) MediaTek MT6752 Qualcomm Snapdragon 730

CPU
8x 1.69 GHz 2x 2.2 GHz Kryo 470 Gold
ARM Cortex-A53 6x 1.8 GHz Kryo 470 Silver

GPU 2x 700 MHz ARM Mali-T760 Qualcomm Adreno 618
Συνολική RAM 2 GB, 800 MHz 6 GB, 1866 MHz

΄Εκδοση Android 6.0 (API level 23) 10 (API level 29)
Back Facing Camera

LEGACY LEVEL_3
Hardware Level

Πίνακας 5.2: Χαρακτηριστικά συσκευών

Παρατηρώντας τα παραπάνω χαρακτηριστικά, αναµένουµε ότι η συσκευή Β ϑα έχει υ-
ψηλότερες αποδόσεις από τη συσκευή Α διότι διαθέτει πιο σύγχρονες CPU και GPU και
περισσότερη µνήµη RAM. Επίσης, η συσκευή Β υποστηρίζει το NNAPI µιας και λειτουργεί
µε την έκδοση Android 10, η οποία είναι νεότερη από την 8.1, καθώς και επιπρόσθετες
λειτουργίες κάµερας σε αντίθεση µε τη συσκευή Α, η οποία υποστηρίζει µόνο ϐασικές λει-
τουργίες από το παλιό Camera API.

54



Κεφάλαιο 6

Αξιολόγηση

Τ ο κεφάλαιο της αξιολόγησης µαζί µε τα γενικά συµπεράσµατα που αναλύονται στο
Κεφάλαιο 7 είναι δύο από τα πιο σηµαντικά σηµεία της διπλωµατικής εργασίας. Πα-

ϱακάτω παρουσιάζονται οι µετρικές που χρησιµοποιήθηκαν για την αξιολόγηση της απόδο-
σης, οι µετρήσεις χρόνου και µνήµης, καθώς και η εξέταση των µεθόδων περικοπής και
κλιµάκωσης για την προετοιµασία της εικόνας προς αναγνώριση.

6.1 Μετρικές

Η απόδοση του κάθε µοντέλου ϐασίστηκε σε µετρήσεις που έγιναν σχετικά µε (α) τον
χρόνο εκτέλεσης (latency) τόσο της συµπερασµατολογίας όσο και των υπόλοιπων τριών στα-
δίων του pipeline αναγνώρισης και (ϐ) τη χρήση µνήµης της εφαρµογής όσο το σύστηµα
λειτουργεί. Οι µετρικές που χρησιµοποιήθηκαν για το latency είναι πέντε :

1. Minimum: Η ελάχιστη τιµή όλων των µετρήσεων.

2. Maximum: Η µέγιστη τιµή όλων των µετρήσεων.

3. Mean: Η µέση τιµή όλων των µετρήσεων.

4. Median: Η τιµή που χωρίζει το ταξινοµηµένο σύνολο των µετρήσεων στην µέση.

5. 90th percentile: Η τιµή κάτω από την οποία ϐρίσκεται το 90% των µετρήσεων.

6.2 Μετρήσεις

Οι µετρήσεις για τον χρόνο πραγµατοποιήθηκαν αποµονώνοντας τα επιθυµητά κοµµάτια
κώδικα µε τη µέθοδο System#currentTimeMillis() της Java, η οποία επιστρέφει την τρέχουσα
ώρα σε milliseconds. Ο χρόνος που παρήλθε προκύπτει αφαιρώντας τον αρχικό χρόνο από
τον τελικό. Πριν ξεκινήσουν οι µετρήσεις, έπρεπε να καθοριστούν :

• Ο αριθµός των warm-up runs, δηλαδή το πλήθος των αναγνωρίσεων µέχρι η συσκευή
να προσαρµοστεί στις λειτουργίες της εφαρµογής. Παρατηρήθηκε ότι µετά τα 10-15
πρώτα runs οι χρόνοι ήταν πιο σταθεροί, οπότε επιλέχτηκε η τιµή 15.
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• Ο αριθµός των συνολικών (total) runs (µετά το πέρας των warm-up), ώστε να προ-
κύψουν οι µετρικές που αναφέρθηκαν παραπάνω. Αυτή η παράµετρος επιλέχτηκε
200 διότι ϕάνηκε ότι δεν υπάρχει σηµαντική διαφορά στα αποτελέσµατα µε περισσότε-
ϱα runs.

6.2.1 Pipeline αναγνώρισης

΄Οπως αναφέρθηκε και στην Υποενότητα 4.1.4, ο χρόνος αναγνώρισης παρουσιάζει δια-
κυµάνσεις, οπότε για να έχουµε µια καλύτερη εικόνα, καλό ϑα ήταν να είναι γνωστή η
κατανοµή αυτού του χρόνου στα 4 στάδια που απαρτίζουν το pipeline της αναγνώρισης. Στον
Πίνακα 6.1 έχουν συγκεντρωθεί οι χρόνοι σε ms των 5 µετρικών για τα στάδια 1 (προετοιµα-
σία εικόνας από τον αισθητήρα), 2 (ενέργειες πριν τη συµπερασµατολογία) και 4 (ενέργειες
µετά τη συµπερασµατολογία). Το στάδιο 3 αναλύεται ξεχωριστά παρακάτω. Μικρό µέγεθος
εικόνας σηµαίνει 224x224, ενώ µεγάλο σηµαίνει 299x299 ή 300x300.

Πρέπει να αναφερθεί ότι οι µετρήσεις έγιναν ϑεωρώντας τη χειρότερη δυνατή περίπτωση
(worst-case scenario). Αυτό σηµαίνει ότι στο στάδιο 1 εφαρµόστηκε η µέθοδος περικοπής και
όχι η µέθοδο κλιµάκωσης, καθώς η πρώτη είναι πιο χρονοβόρα, ενώ στο στάδιο 4 ταξινοµούµε
τον πίνακα των πιθανοτήτων, αντί να κάνουµε αναζήτηση για τη µέγιστη πιθανότητα.

Στάδιο
Μέγεθος

Συσκευή Επεξεργαστής Min Max Mean Median
90th

εικόνας percentile

1

Μικρό

Α CPU 9 33 15.8 14-16 22-24

Β
CPU 5 47 17.7 14-18 22-30
GPU 6 46 19.2 16-20 26-31

NNAPI 7 78 16.8 13-18 20-27

Μεγάλο

Α CPU 15 44 24.3 22-26 29-34

Β
CPU 5 54 23.6 19-26 29-38
GPU 6 45 21.9 21-22 30-32

NNAPI 7 76 23.6 19-25 31-36

2

Μικρό

Α CPU 26 78 39.9 33-41 49-56

Β
CPU 3 42 15.1 11-18 15-26
GPU 6 33 18.1 17-18 24-25

NNAPI 4 36 15.2 10-18 17-27

Μεγάλο

Α CPU 46 95 62.9 51-72 64-81

Β
CPU 4 48 21.5 17-25 22-33
GPU 8 66 23.6 22-23 30-32

NNAPI 5 41 20.8 18-24 24-31

4

Α CPU 2 9 3.1 3 3-4
Οποιοδή-

Β
CPU 0 8 0,8 0-1 1-2

ποτε GPU 0 24 3.0 1-4 1-13
NNAPI 0 13 2.0 1-3 1-5

Πίνακας 6.1: Latency για τα στάδια 1, 2 και 4

Ο χρόνος προετοιµασίας (στάδιο 1) εξαρτάται από το µέγεθος της εικόνας εισόδου διότι
όσο πιο µεγάλο είναι το frame που παρέχει η προεπισκόπηση της κάµερας, τόσο µεγαλύτερος
είναι και ο χρόνος ανάκτησης. ∆εν παρατηρείται κάποια σηµαντική διαφορά στον χρόνο
µεταξύ των δύο συσκευών, ούτε και µεταξύ των διάφορων επεξεργαστών.

Ο χρόνος για την εκτέλεση των λειτουργιών πριν τη συµπερασµατολογία (στάδιο 2) ϕα-
ίνεται να εξαρτάται σηµαντικά τόσο από το µέγεθος της εικόνας όσο και από τη συσκευή.
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΄Οσο µεγαλύτερη είναι η εικόνα, τόσο περισσότερα pixels χρειάζεται να διασπαστούν στα
τρία κανάλια RGB και να αποθηκευτούν στον ByteBuffer. Στην συσκευή Α παρατηρείται
ο τριπλάσιος χρόνος από αυτόν στην συσκευή Β κι αυτό ίσως οφείλεται στο γεγονός ότι η
µετατροπή που λαµβάνει χώρα σε αυτό το στάδιο είναι low-level και άρα η CPU έχει σηµα-
ντικό ϱόλο. Σχετικά µε τους επεξεργαστές, παρατηρείται ότι µε τη χρήση της GPU ο χρόνος
αυξάνεται λίγο.

Ο χρόνος για την εκτέλεση των λειτουργιών µετά τη συµπερασµατολογία (στάδιο 3) δεν
εξαρτάται από το µέγεθος της εικόνας εισόδου, µιας και η κύρια λειτουργία του είναι η
διαχείριση των πιθανοτήτων εξόδου, το πλήθος των οποίων είναι σταθερό για κάθε µέγεθος
εισόδου. Φαίνεται όµως ότι αυτός ο χρόνος τριπλασιάζεται στην CPU της συσκευής Α σε
σύγκριση µε τη CPU της συσκευής Β. Επίσης, παρατηρείται αύξηση του χρόνου µε τη χρήση
του NNAPI και ακόµα µεγαλύτερη µε χρήση της GPU.

6.2.2 Συµπερασµατολογία

Το latency του τρίτου (3) σταδίου καθώς και το συνολικό (Total) latency και των τεσ-
σάρων σταδίων αποτελούν τις πιο σηµαντικές µετρήσεις. Αναλυτικοί πίνακες µε τις εν λόγω
µετρήσεις για κάθε µοντέλο, συσκευή και επεξεργαστή παρατίθενται στο Παράρτηµα Αʹ. Στον
Πίνακα 6.2 παρακάτω έχουν συγκεντρωθεί οι καλύτεροι χρόνοι για κάθε µοντέλο µε ϐάση τη
µετρική 90th percentile. Οι µετρικές Mean και Median εξάγουν παρόµοια συµπεράσµατα.
Τις δύο µετρήσεις συνοδεύουν ο επεξεργαστής στον οποίο παρατηρήθηκαν οι συγκεκριµένοι
χρόνοι, καθώς και το ποσοστό που καταλαµβάνει η συµπερασµατολογία σε ολόκληρο το
pipeline αναγνώρισης.

Α/Α Μοντέλο
Συσκευή Α Συσκευή Β

Επεξεργαστής 3 T % Επεξεργαστής 3 T %

1 MobileNetV2 1.0 CPU (2) 94 157 59.9 NNAPI 11 54 20.4quantized
2 MobileNetV2 1.0 CPU (3) 120 194 61.9 GPU 22 71 31.0

3 EfficientNetLite0 CPU (2) 117 183 63.9 CPU (2) 41 78 52.6quantized
4 MobileNetV2 1.4 CPU (4) 189 249 75.9 GPU 26 77 33.8
5 EfficientNetLite0 CPU (3) 155 223 69.5 GPU 21 75 28.0
6 ResNetV2 101 - - - - CPU (4) 709 766 92.6

7 InceptionV3 CPU (3) 534 619 86.3 NNAPI 116 173 67.1quantized
8 InceptionV3 - - - - NNAPI 222 279 79.6

9 EfficientNetLite4 CPU (3) 346 431 80.3 CPU (2) 98 145 67.6quantized
10 EfficientNetLite4 CPU (2) 785 890 88.2 NNAPI 166 226 73.5

Πίνακας 6.2: Latency για το στάδιο 3 και ολικό latency

΄Οπως παρατηρείται, στην πιο παλιά συσκευή (Α) για όλες τις καλύτερες µετρήσεις χρησι-
µοποιείται η CPU επειδή από τη µια το NNAPI δεν είναι διαθέσιµο και από την άλλη η χρήση
της GPU στα floating point µοντέλα, αν και είχε καλύτερη απόδοση, οδηγούσε σε «διακοπές»
στην προεπισκόπηση της κάµερας µε αποτέλεσµα µη οµαλή κίνηση. Στην πιο νέα συσκευή
Β, η χρήση της GPU στα floating point µοντέλα έδινε πάντα τον καλύτερο χρόνο, όµως στα
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πιο «ϐαριά» µοντέλα, δηλαδή στα µοντέλα 6, 8 και 10 οδηγούσε επίσης σε «διακοπές» στην
προεπισκόπηση.

Οι µετρήσεις που λείπουν για τα µοντέλα 6 και 8 στην συσκευή Α υποδηλώνουν ότι τα
µοντέλα αυτά είναι ακατάλληλα για τη συγκεκριµένη συσκευή, καθώς υπήρχαν «διακοπές»
ακόµη και µε τη χρήση της CPU. Αξίζει, τέλος, να αναφερθεί ότι κατά την εκτέλεση της
εφαρµογής στην συσκευή Α µε οποιοδήποτε από τα µοντέλα, η συσκευή υπερθερµαινόταν,
µε τη ϑερµότητα να είναι αρκετά αισθητή στην παλάµη µε χρήση των πιο «ϐαριών» µοντέλων.

6.2.3 Χρήση µνήµης

Ο Πίνακας 6.3 είναι συνέχεια του Πίνακα 6.2, οπότε αναφέρεται επίσης στους καλύτε-
ϱους χρόνους. ∆είχνει τη χρησιµοποίηση της µνήµης RAM (memory footprint) κατά τη
διάρκεια που η εφαρµογή αυτή εκτελείται στην αντίστοιχη συσκευή. Η εν λόγω µέτρηση
έγινε χρησιµοποιώντας τον Profiler του Android Studio και παρέµενε σταθερή καθ΄ όλη τη
διάρκεια εκτέλεσης.

Α/Α Μοντέλο
Συσκευή Α Συσκευή Β

Επεξεργαστής Μνήµη Επεξεργαστής Μνήµη

1
MobileNetV2 1.0

CPU (2) 80 MB NNAPI 120 MB
quantized

2 MobileNetV2 1.0 CPU (3) 98 MB GPU 210 MB

3
EfficientNetLite0

CPU (2) 84 MB CPU (2) 125 MB
quantized

4 MobileNetV2 1.4 CPU (4) 110 MB GPU 240 MB
5 EfficientNetLite0 CPU (3) 101 MB GPU 210 MB
6 ResNetV2 101 - - CPU (4) 330 MB

7
InceptionV3

CPU (3) 115 MB NNAPI 140 MB
quantized

8 InceptionV3 - - NNAPI 208 MB

9
EfficientNetLite4

CPU (3) 100 MB CPU (2) 135 MB
quantized

10 EfficientNetLite4 CPU (2) 150 MB NNAPI 173 MB

Πίνακας 6.3: Χρήση µνήµης

Στις περιπτώσεις των µοντέλων 3 και 9, όπου και οι δύο συσκευές τα πηγαίνουν καλύτερα
µε τη χρήση της CPU, παρατηρούµε ότι στη συσκευή Β χρησιµοποιείται λίγο περισσότερη
µνήµη, γεγονός το οποίο ίσως οφείλεται στην µεγαλύτερη οθόνη που διαθέτει η συσκευή Β.
Στις περιπτώσεις όπου στη συσκευή Β χρησιµοποιείται το NNAPI, παρατηρούµε παρόµοια
συµπεριφορά µε ίσως µικρότερες αυξήσεις. Τέλος, στις περιπτώσεις χρήσης GPU, η µνήµη
αυξάνεται πολύ, κάτι που δεν είναι επιθυµητό.

Αποτελέσµατα

Για τα πρώτα πέντε «ελαφριά» µοντέλα µε µέγεθος εισόδου 224x224 ϑα µπορούσαµε να
πούµε ότι για έναν καλό συµβιβασµό µεταξύ ορθότητας και latency:

• Στην συσκευή Α, καλύτερο µοντέλο ϕαίνεται να είναι το κβαντισµένο EfficientNetLite0
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µε χρήση της CPU και 2 νηµάτων. Εκτός από το γεγονός ότι το συγκεκριµένο µοντέλο
παρουσιάζει πολύ καλό latency, χρησιµοποιεί και λίγα νήµατα σε σύγκριση µε τα
υπόλοιπα µοντέλα.

• Στην συσκευή Β, προτιµάται το EfficientNetLite0 στην GPU. Γενικά όπου µπορούµε
να χρησιµοποιήσουµε τη GPU χωρίς η προεπισκόπηση να «κολλάει», τα floating point
µοντέλα προτιµώνται.

Για τα υπόλοιπα πέντε µοντέλα µε µέγεθος εισόδου 299x299 ή 300x300, τόσο για τη
συσκευή Α όσο και για τη Β, καλύτερο ϕαίνεται να είναι το κβαντισµένο µοντέλο Efficient-
NetLite4 στην CPU µε 2 και 3 νήµατα αντίστοιχα.

6.3 Περικοπή ή Κλιµάκωση;

Για να συγκριθούν οι δύο µέθοδοι προσαρµογής της εικόνας του αισθητήρα που περι-
γράφηκαν στην Υποενότητα 4.1.3, δηµιουργήθηκαν τρία µικρά σύνολα δεδοµένων των 35
εικόνων µε ϕωτογραφίες οικιακών αντικειµένων. Οι αναλογίες των εικόνων στα τρία αυτά
σύνολα ήταν 20:9, 16:9 και 4:3. Στην συνέχεια, αυτές οι εικόνες ταξινοµήθηκαν δύο ϕορές
µε το κβαντισµένο MobileNetV2 1.0, την πρώτη ϕορά εφαρµόζοντας περικοπή και τη δεύτερη
κλιµάκωση. Η έξοδος της αναγνώρισης κάθε εικόνας ήταν οι τρεις πιο πιθανές κατηγορίες
µαζί µε την πιθανότητα ή πεποίθηση (confidence) του νευρωνικού για κάθε µια.

Στον Πίνακα 6.4 έχουν αρχικά υπολογιστεί οι Top-1 και Top-3 ορθότητες. Η στήλη
«Κοινά» δείχνει πόσα από τα 35 αντικείµενα ταξινοµήθηκαν σωστά από κοινού, δηλαδή και
µε τις δύο µεθόδους και η στήλη «Μεγαλύτερη πεποίθηση» δείχνει τα ποσοστά των κοινών
σωστών κατηγοριοποιήσεων στις οποίες η κάθε µέθοδος είχε τη µεγαλύτερη πεποίθηση.

Αναλογία Μέθοδος
Top-1 Top-3

Κοινά
Μεγαλύτερη

Ορθότητα Ορθότητα πεποίθηση

20:9
Περικοπή 82.8 % 97.1 %

17/35
52.9 % (9/17)

Κλιµάκωση 60.0 % 74.3 % 35.3 % (6/17)

16:9
Περικοπή 65.7 % 85.7 %

18/35
66.7 % (12/18)

Κλιµάκωση 65.7 % 85.7 % 27.8 % (5/18)

4:3
Περικοπή 71.2 % 82.8 %

21/35
38.1 % (8/21)

Κλιµάκωση 68.6 % 85.7 % 57.1 % (12/21)

Πίνακας 6.4: Αποτελέσµατα σύγκρισης των µεθόδων περικοπής και κλιµάκωσης

΄Οπως ϕαίνεται από τις παραπάνω µετρήσεις, στις αναλογίες 20:9 και 16:9 ϑα πρέπει να
προτιµηθεί η µέθοδος περικοπής, ενώ στην αναλογία 4:3 η µέθοδος της κλιµάκωσης. Αυτό το
αποτέλεσµα είναι αναµενόµενο, λογικό και µπορεί να γενικευτεί, καθώς στις πιο µακρόστε-
νες εικόνες, η κλιµάκωση αλλοιώνει τις διαστάσεις του αντικειµένου, οπότε η αναγνώριση
αποτυγχάνει, ενώ στις εικόνες µε διαστάσεις πιο κοντά στο τετράγωνο, η κλιµάκωση µετα-
ϐάλλει ελάχιστα τις διαστάσεις της εικόνας και άρα ο κίνδυνος να απορριφθούν σηµαντικά
pixels της εικόνας µε την περικοπή είναι µεγαλύτερος.
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Κεφάλαιο 7

Επίλογος

Σ το τελευταίο Κεφάλαιο αναλύονται τα συµπεράσµατα, η συνεισφορά της διπλωµατικής
εργασίας αλλά και οι τελικές παρατηρήσεις - σηµειώσεις. Ο Επίλογος κλείνει µε την

αναφορά κατευθύνσεων προς τις οποίες ϑα µπορούσε να επεκταθεί στο µέλλον η διπλωµατική
εργασία.

7.1 Συµπεράσµατα

΄Οπως ϕάνηκε ιδιαίτερα στο Κεφάλαιο 5, δεν δόθηκε ιδιαίτερη έµφαση στην εφαρµογή
καθαυτή αλλά στην λειτουργικότητά της. Ο σκοπός ανάπτυξης της εφαρµογής ήταν κυρίως η
χρήση της ως ένα εργαλείο που ϑα έδινε τη δυνατότητα να πραγµατοποιηθούν οι µετρήσεις,
ώστε να συγκριθούν τα µοντέλα και οι συσκευές.

Τα τρία µοντέλα που ξεχώρισαν στην Ενότητα 6.2 συνοψίζονται στον Πίνακα 7.1. ΄Οπως
ήταν αναµενόµενο, ϐλέπουµε ότι κανένα µοντέλο δεν είναι τέλειο και ότι υπάρχουν σχέσεις
αλληλεξάρτησης (trade-offs) µεταξύ τους. Για παράδειγµα, αν ενδιαφέρει µόνο η ορθότητα,
τότε προτείνεται το κβαντισµένο EfficientNetLite4, ενώ αν εδιαφέρει το µέγεθος του µοντέλου,
τότε το κβαντισµένο EfficientNetLite0 είναι µονόδροµος. Ωστόσο, ακόµα κι αν επιζητούµε
την καλύτερη ορθότητα, µπορεί τα 431 ms του συνολικού χρόνου αναγνώρισης στην συσκευή
Α να µην είναι αποδεκτά. Αν έπρεπε να επιλέξουµε ένα µοντέλο που να ικανοποιεί σε κάποιο
ϐαθµό όλα τα κριτήρια, τότε αυτό ϑα ήταν το κβαντισµένο EfficientNetLite0 µε χρήση της
CPU και 2 νηµάτων, το οποίο µας παρέχει και µεγαλύτερη ασφάλεια από τα υπόλοιπα.

Α/Α Μοντέλο
Top-1

Μέγεθος
Συσκευή Α Συσκευή Β

Ορθότητα Ολικό Μνήµη Ολικό Μνήµη

3 EfficientNetLite0
quantized 74.4 % 4.482 MB 183 84 MB 78 125 MB

5 EfficientNetLite0 75.1 % 17.929 MB 223 101 MB 75 210 MB

9 EfficientNetLite4
quantized 80.2 % 12.398 MB 431 100 MB 145 135 MB

Πίνακας 7.1: Τα ϐέλτιστα µοντέλα

Μια ακόµη σηµαντική διαπίστωση αποτελεί η δυνατότητα της Βαθιάς Μάθησης να ει-
σχωρήσει ακόµη και σε πιο παλαιές συσκευές, οι οποίες δεν έχουν ισχυρούς επεξεργαστές
ή επιταχυντές και όταν κατασκευάστηκαν δεν υπήρχαν καν σκέψεις για την υποστήριξη
τέτοιου είδους εφαρµογών. Συγκεκριµένα, όπως αναφέρθηκε στα αποτελέσµατα της Υποε-
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νότητας 6.2.2, η συσκευή Α αδυνατεί να εκτελέσει τα πιο «ϐαριά» µοντέλα δίχως η εφαρµογή
να «κολλάει» και άρα τα µόνα µοντέλα που µπορεί να εκτελέσει είναι είτε σχεδιασµένα εξ
αρχής µε σκοπό το να είναι «ελαφριά» (MobileNetV2, EfficientNetLite0) ή είναι κβαντισµένα.
Εποµένως, οι πιο πρόσφατες τεχνικές σχεδίασης «ελαφριών» δικτύων, καθώς και οι µέθο-
δοι κβαντισµού είναι αποφασιστικοί παράγοντες πίσω από την εισχώρηση µοντέλων Βαθιάς
Μάθησης ακόµη και σε παλαιότερες συσκευές.

Αξίζει να σηµειωθεί ότι τα αποτελέσµατα που προβάλλονται στην παρούσα εργασία αφο-
ϱούν αποκλειστικά αυτή, δηλαδή για παράδειγµα οι χρόνοι που µετρήθηκαν για το inference
latency αφορούν την εκτέλεση της συµπερασµατολογίας σε µια εφαρµογή στην οποία χρη-
σιµοποιείται παράλληλα και η κάµερα της συσκευής. Οι µετρήσεις ϑα ήταν διαφορετικές σε
οποιαδήποτε άλλη περίπτωση ή εφαρµογή. Από τους αναλυτικούς πίνακες του Παραρτήµα-
τος Αʹ επιβεβαιώνεται τα ακόλουθα:

• Η χρήση του NNAPI δεν έχει πάντα τα καλύτερα αποτελέσµατα. Για παράδειγµα,
στα κβαντισµένα EfficientNet το NNAPI έχει τους χειρότερους χρόνους, ενώ στα ίδια
floating point µοντέλα έχει πολύ καλές επιδόσεις. Αυτό σηµαίνει ότι τα κβαντισµένα
EfficientNet δεν είναι ϐελτιστοποιηµένα είτε για τον επιταχυντή της συγκεκριµένης
συσκευής στην οποία αξιολογήθηκαν, είτε γενικότερα για κανέναν επιταχυντή.

• Η χρήση της GPU για τη συµπερασµατολογία έχει τα καλύτερα αποτελέσµατα και στις
δύο συσκευές. Ωστόσο, στη συγκεκριµένη εφαρµογή τη GPU απασχολεί και η κάµερα,
οπότε σε κάποια µοντέλα αυτή η ταυτόχρονη χρήση επηρεάζει την προεπισκόπηση της
κάµερας, οπότε η κάµερα ϑέτει έναν επιπλέον περιορισµό στην ενσωµάτωση µοντέλων
Βαθιάς Μάθησης σε κινητές συσκευές.

• ΄Οσον αφορά στη χρησιµοποίηση της µνήµης, παρατηρείται αρχικά ότι αυτή παραµένει
σταθερή σε οποιονδήποτε αριθµό νηµάτων. Συγκρίνοντας τις τρεις επιλογές επεξεργα-
στών, ϐλέπουµε ότι στο ίδιο µοντέλο, µε τη χρήση του NNAPI χρησιµοποιείται λιγότερη
µνήµη από την περίπτωση χρήσης της CPU, ενώ µε τη χρήση της GPU η µνήµη σχεδόν
διπλασιάζεται σε σχέση µε αυτή που χρησιµοποιείται µε τη CPU. Εποµένως, εκτός από
τις «διακοπές» που µπορεί να προκαλεί στην προεπισκόπηση, η µεγάλη χρήση µνήµης
είναι ακόµη ένα στοιχείο που αποθαρρύνει την επιλογή τους. Βέβαια, η χρησιµοπο-
ίηση της µνήµης είναι ένα σχετικό µέγεθος, δηλαδή εξαρτάται τόσο από την συσκευή,
όσο και από τον έλεγχο που έχει ο προγραµµατιστής στους πόρους αυτής.

Συµπερασµατικά, ϑα λέγαµε ότι η επιλογή της µονάδας επεξεργασίας εξαρτάται και
από την πλατφόρµα, αλλά και από τις απαιτήσεις απόδοσης της εφαρµογής και τον ϐαθµό
ελέγχου των πόρων από τον προγραµµατιστή.

7.2 Μελλοντική εργασία

Το σύστηµα που αναπτύχθηκε στα πλαίσια της διπλωµατικής εργασίας µπορεί να ϐελ-
τιωθεί και να επεκταθεί περαιτέρω, µε προσθήκες ή δοκιµάζοντας κάποιες παραλλαγές των
ϐασικών δοµικών στοιχείων της τουλάχιστον ως προς πέντε κατευθύνσεις, οι οποίες παρου-
σιάζονται παρακάτω.
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Προσαρµογή παραµέτρων κάµερας

΄Οπως αναφέρθηκε και στην Υποενότητα 4.1.2, το αποτέλεσµα της αναγνώρισης µπορεί
να αξιοποιηθεί περαιτέρω µε την έννοια ϐελτιστοποίησης των παραµέτρων της κάµερας. Για
παράδειγµα, αν µπροστά από την κάµερα ϐρίσκεται κάποιο ϕαγητό, ϑέλουµε πιο Ϲωηρά
χρώµατα ή σε συνθήκες χαµηλού ϕωτισµού ϑέλουµε υψηλή ϕωτεινότητα. Η αρχιτεκτονική
του συστήµατος επιτρέπει την συγκεκριµένη επέκταση, λόγω του σχεδιασµού της.

Μηχανισµός Επιλογής Μοντέλου και Προσαρµογής Παραµέτρων

Από την αξιολόγηση των δέκα µοντέλων ϕάνηκε ότι πολλά από αυτά δεν έχουν τη δυ-
νατότητα να υποστηριχθούν από όλες τις συσκευές και επίσης δεν αποδίδουν όλα καλά µε
την ίδια διαµόρφωση, δηλαδή επεξεργαστή ή/και αριθµό νηµάτων (ϐλ. Πίνακα 6.2). Στην
περίπτωση που η εφαρµογή έβγαινε στην αγορά και προσέγγιζε πολλούς χρήστες και άρα
πολλές συσκευές, ο από πριν καθορισµός του µοντέλου και του επεξεργαστή τον οποίο ϑα
χρησιµοποιήσει το µοντέλο σίγουρα δεν είναι µια καλή τακτική. ΄Ηδη από τις µετρήσεις στο
πλαίσιο της παρούσας διπλωµατικής εργασίας µε δύο µόνο συσκευές, είδαµε πόσο διαφο-
ϱετικά συµπεριφέρονται τα µοντέλα.

Για τον παραπάνω λόγο προτείνεται η ενσωµάτωση δύο µοντέλων στην εφαρµογή, ενός
πιο «ελαφριού» κι ενός πιο «ϐαριού» και η ανάπτυξη ενός ανεξάρτητου στοιχείου (component)
- µηχανισµού, ο οποίος κάθε ϕορά που η εφαρµογή ϑα εγκαθίσταται σε µια νέα συσκευ-
ή, ϑα εκτελεί µια σειρά από δοκιµές αναγνώρισης σε ένα µικρό σύνολο εικόνων, ώστε να
αποφασίσει ποιο από τα δύο µοντέλα είναι πιο κατάλληλο καθώς και σε ποια διαµόρφωση.

Μοντέλα

΄Ολα τα µοντέλα που χρησιµοποιήθηκαν στην παρούσα εργασία ήταν συνελικτικά νευ-
ϱωνικά δίκτυα (CNNs), τα οποία είχαν εκπαιδευτεί στην διεργασία (task) της αναγνώρισης
εικόνας, δηλαδή στο να δέχονται ως είσοδο µια εικόνα και να έχουν ως έξοδο µια ετικέτα από
τις κλάσεις στις οποίες έχουν εκπαιδευτεί. Τι ϑα συµβεί ωστόσο αν σε µια εικόνα υπάρχουν
δύο ή περισσότερα αντικείµενα; Αυτό ίσως συµβαίνει στις περισσότερες περιπτώσεις, οπότε σε
µια πρακτική εφαρµογή, τα µοντέλα αναγνώρισης δεν είναι και τόσο κατάλληλα. Ευτυχώς η
δύναµη των συνελικτικών νευρωνικών δικτύων δεν σταµατά εκεί. Στην ΄Οραση Υπολογιστών,
εκτός από την αναγνώριση - ταξινόµηση εικόνων, υπάρχουν κι άλλα tasks στα οποία τα
συνελικτικά δίκτυα τα πηγαίνουν αρκετά καλά, όπως:

• Η ανίχνευση - εντοπισµός αντικειµένων σε εικόνες (object detection), που έχει εφαρ-
µοσθεί ευρέως σε παρακολούθηση ϐίντεο (surveilance), αυτόνοµα αυτοκίνητα (self-
driving cars), κ.α. Με αυτή την τεχνική, µπορεί να εντοπιστεί η παρουσία ενός α-
ντικειµένου σε µια εικόνα και να σχεδιαστεί ένα πλαίσιο γύρω από αυτό. Κάποιες
γνωστές αρχιτεκτονικές που χρησιµοποιούνται για ανίχνευση αντικειµένων είναι το R-
CNN και οι εξελίξεις του (Fast R-CNN, Faster R-CNN, Mask R-CNN), το SSD (Single
Shot MultiBox Defender) και το YOLO (You Only Look Once) [44] [45].
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Σχήµα 7.1: Ανίχνευση αντικειµένων

• Η κατάτµηση εικόνων (segmentation), ένα πιο περίπλοκο task, κατά το οποίο η εικόνα
πρέπει να διαιρεθεί σε πολλαπλά τµήµατα ή µε άλλα λόγια κάθε pixel της εικόνας
πρέπει να συσχετιστεί µε κάποιον τύπο αντικειµένου. Οι εφαρµογές της κατάτµησης
περιλαµβάνουν αυτόνοµα αυτοκίνητα, συστήµατα ελέγχου κυκλοφορίας, εντοπισµός
αντικειµένων σε δορυφορικές εικόνες, η ανίχνευση καρκινικών κυττάρων, κ.α. Γνωστές
αρχιτεκτονικές δικτύων για αυτό το task είναι το U-Net, το FastFCN, το Gated-SCNN,
το Gated-SCNN και το DeepLab [46] [47] [48].

Σχήµα 7.2: Κατάτµηση

• Η εκτίµηση πόζας - στάσης (pose estimation), η οποία στοχεύει στην αντιστοίχη-
ση των pixels ενός ανθρώπου σε µια εικόνα στην τρισδιάστατη επιφάνεια του αν-
ϑρώπινου σώµατος µε εφαρµογές επαυξηµένης πραγµατικότητας (augmented reality
- AR), αλληλεπίδρασης ανθρώπου-υπολογιστή (human-computer interaction - HCI)
κ.α. Κάποιες από τις αρχιτεκτονικές που χρησιµοποιούνται είναι το DensePose, το
OpenPose, το AlphaPose και το DeepPose [49] [50].
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7.2 Μελλοντική εργασία

Σχήµα 7.3: Εκτίµηση πόζας

Εκτός από τα συνελικτικά δίκτυα, τα τελευταία χρόνια έχουν προσεγγίσει την ΄Οραση
Υπολογιστών και τα αναδροµικά δίκτυα (RNNs). Τα RNNs παραδοσιακά είναι κατάλληλα
για την επεξεργασία ακολουθιακών δεδοµένων, όπως είναι ο λόγος, προφορικός ή γραπτός.
Ωστόσο, ακολουθία είναι και ένα ϐίντεο, δηλαδή ένα σύνολο από εικόνες. Πολλοί επιστήµο-
νες έχουν στραφεί στην ανάπτυξη µοντέλων που συνδυάζουν συνελικτικά και αναδροµικά
δίκτυα και αυτό ίσως είναι το επόµενο ϐήµα για την ΄Οραση Υπολογιστών. Οι εφαρµογές που
έχουν προκύψει αφορούν την αυτόµατη περιγραφή εικόνων (image captioning), την εξαγωγή
συναισθήµατος από ϐίντεο, κ.α. [51]

Gallery

Την «έξυπνη» κάµερα ϑα µπορούσε να πλαισιώσει ένα γκαλερί (gallery), στο οποίο ϑα
αποθηκεύονται οι ϕωτογραφίες του χρήστη µαζί µε την ετικέτα τους µε στόχο την αναζήτηση
εικόνων µε ϐάση το περιεχόµενο, ή και τη δηµιουργία κολάζ ή συλλογών. Η κάµερα δεν
ϑα είναι η µόνη πηγή ϕωτογραφιών για το gallery, αλλά ο χρήστης ϑα µπορεί να εισάγει
ϕωτογραφίες και από άλλες πηγές, όπως για παράδειγµα εικόνες που έχει ήδη στην συσκευή
του από άλλες εφαρµογές. Η κατηγοριοποίηση αυτών τον εικόνων δεν είναι απαραίτητο
να γίνεται online, δηλαδή µε την αλληλεπίδραση του χρήστη, οπότε το µοντέλο που ϑα
εκτελεί αυτή την κατηγοριοποίηση ϑα έχει διαφορετικά χαρακτηριστικά από αυτό ή αυτά
που εκτελούν την αναγνώριση σε πραγµατικό χρόνο. Με µια πρώτη σκέψη, ένα κατάλληλο
δίκτυο για την εφαρµογή πραγµατικού χρόνου ϑα εκτελεί ανίχνευση αντικειµένων, ενώ για
το gallery ϑα ταίριαζε ένα µοντέλο που ϑα εξάγει µια λεκτική περιγραφή για την κάθε εικόνα.

Κατηγορίες

΄Οπως αναφέρθηκε και προηγουµένως, τα µοντέλα που χρησιµοποιήθηκαν έχουν προ-
εκπαιδευτεί στο σύνολο δεδοµένων ImageNet, οπότε µπορούν να αναγνωρίσουν µέχρι 1000
αντικείµενα. Σε πραγµατικές εφαρµογές, πολλά από αυτά τα αντικείµενα εµφανίζονται
σπάνια ή ακόµη και ποτέ µπροστά από τον ϕακό µιας κινητής συσκευής, οπότε οι αντίστοιχες
κλάσεις «περισσεύουν» και το νευρωνικό δίκτυο δεν χρησιµοποιείται στο µέγιστο.
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Αντί λοιπόν για ένα τέτοιο νευρωνικό, ϑα µπορούσε να εκπαιδευτεί ένας αριθµός από
νευρωνικά δίκτυα, τα οποία ϑα ειδικεύονται σε µια συγκεκριµένη κατηγορία αντικειµένων,
όπως για παράδειγµα οικιακά αντικείµενα, Ϲώα, ϕυτά, αντικείµενα εκτός σπιτιού, ϕαγητά,
κ.α. Με αυτόν τον τρόπο, η ορθότητα ϑα αυξηθεί και ο χρήστης ϑα µπορεί να εναλλάσσει
µεταξύ των νευρωνικών ανάλογα µε την κατηγορία που τον ενδιαφέρει κάθε ϕορά.
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Παράρτηµα Αʹ

Αναλυτικοί Πίνακες Μετρήσεων

Π αρακάτω οι παρατίθενται αναλυτικοί πίνακες µετρήσεων του σταδίου 3 του pipeline
αναγνώρισης, του ολικού latency (Total) και της χρήσης µνήµης. Τα πράσινα κελιά

δείχνουν τους καλύτερους χρόνους για τις µετρικές Mean, Median και 90th percentile,
τα κίτρινα τους καλύτερους χρόνους των οποίων όµως η διαµόρφωση προκαλεί «διακοπές»
στην οµαλή προεπισκόπηση και τα κόκκινα τις αντίστοιχες απαγορευτικές διαµορφώσεις.
Τα χαρακτηριστικά των δέκα µοντέλων και τα χαρακτηριστικά των δύο συσκευών Α και Β
παρουσιάστηκαν στους Πίνακες 5.1 και 5.2 αντίστοιχα.

Αʹ.1 Συσκευή Α

MobileNetV2 1.0 quantized

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 114 156 195 258 127.2 182.1 122 175 146 211

80 MB
CPU (2) 62 104 147 207 80.0 136.4 78 136 94 157
CPU (3) 45 86 177 243 72.9 129.9 66 119 119 182
CPU (4) 35 75 198 255 76.4 137.5 51 118 162 211
CPU (5) 31 72 197 259 96.4 155.1 77 140 174 229

Πίνακας Αʹ.1: MobileNetV2 1.0 quantized - Συσκευή Α

MobileNetV2 1.0

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 190 240 257 330 206.3 271.2 200 267 225 302

98 MB
CPU (2) 109 157 163 249 127.8 191.2 131 191 144 216
CPU (3) 82 131 167 245 104.6 168.4 103 165 120 194
CPU (4) 69 118 226 285 113.8 177.2 92 156 201 264
CPU (5) 63 112 228 298 125.1 190.2 113 188 207 266

Πίνακας Αʹ.2: MobileNetV2 1.0 - Συσκευή Α
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MobileNetV2 1.4

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 326 380 384 437 348.8 408.0 351 409 359 423

110 MB
CPU (2) 182 231 281 345 200.7 257.9 194 252 222 287
CPU (3) 137 188 203 276 161.8 221.3 156 220 189 253
CPU (4) 115 165 260 320 145.6 205.5 139 199 189 249
CPU (5) 106 155 258 342 155.6 218.7 134 196 232 295

Πίνακας Αʹ.3: MobileNetV2 1.4 - Συσκευή Α

EfficientNet Lite0 quantized

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 151 194 209 277 167.9 225.6 160 223 190 254

84 MB
CPU (2) 82 123 138 204 99.7 156.2 100 152 117 183
CPU (3) 59 103 193 247 87.9 145.1 81 135 129 197
CPU (4) 45 87 206 274 90.1 146.0 65 123 177 225
CPU (5) 41 82 205 261 100.9 158.5 95 160 173 223

Πίνακας Αʹ.4: EfficientNet Lite0 quantized - Συσκευή Α

EfficientNet Lite0

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 243 296 306 372 260.4 319.9 259 318 272 339

101 MBCPU (2) 135 184 207 269 155.8 217.8 149 218 174 242
CPU (3) 107 157 201 267 132.4 192.1 134 192 155 223
CPU (4) 88 138 239 296 128.0 188.6 114 176 202 267

Πίνακας Αʹ.5: EfficientNet Lite0 - Συσκευή Α

InceptionV3 quantized

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 1315 1381 1387 1488 1359.4 1440.4 1362 1440 1376 1462

115 MBCPU (2) 700 776 762 847 729.3 810.0 727 811 746 828
CPU (3) 503 572 559 644 519.9 602.9 517 603 534 619
CPU (4) 398 466 475 567 418.6 500.5 409 498 454 531

Πίνακας Αʹ.6: InceptionV3 quantized - Συσκευή Α
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Αʹ.2 Συσκευή Β

EfficientNet Lite4 quantized

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 838 908 904 991 864.4 943.1 865 943 880 964

100 MBCPU (2) 436 505 486 579 459.4 540.6 454 540 477 560
CPU (3) 310 379 371 460 328.1 411.3 323 412 346 431
CPU (4) 238 307 352 424 262.2 346.8 252 345 289 373

Πίνακας Αʹ.7: EfficientNet Lite4 quantized - Συσκευή Α

EfficientNet Lite4

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 1372 1457 1457 1552 1419.8 1513.9 1423 1515 1437 1535
150 MBCPU (2) 758 847 851 939 775.6 873.6 774 872 785 890

CPU (3) 556 638 631 748 578.0 681.2 574 681 601 701

Πίνακας Αʹ.8: EfficientNet Lite4 - Συσκευή Α

Αʹ.2 Συσκευή Β

MobileNetV2 1.0 quantized

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 16 39 60 96 37.3 70.3 38 70 46 83

128 MB
CPU (2) 12 25 61 97 28.9 63.8 28 64 35 76
CPU (3) 24 60 87 132 49.5 83.6 49 81 61 100
CPU (4) 19 45 84 125 57.4 92.7 59 93 69 111
CPU (5) 16 39 60 96 37.3 70.3 38 70 46 83
NNAPI 7 26 15 64 8.9 44.2 8 44 11 54 120 MB

Πίνακας Αʹ.9: MobileNetV2 1.0 quantized - Συσκευή Β
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MobileNetV2 1.0

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 39 57 109 148 66.1 104.4 66 105 82 128

137 MBCPU (2) 32 57 76 113 44.2 81.3 44 81 50 92
CPU (3) 46 79 85 127 66.0 104.1 66 103 74 117
CPU (4) 42 78 95 144 69.3 107.6 70 107 82 123
NNAPI 21 44 59 127 26.9 68.8 25 69 33 81 127 MB
GPU 16 41 29 81 19.4 60.5 19 60 22 71 210 MB

Πίνακας Αʹ.10: MobileNetV2 1.0 - Συσκευή Β

MobileNetV2 1.4

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 65 89 130 180 101.3 139.8 109 144 122 167

153 MBCPU (2) 47 78 102 143 62.9 101.9 62 99 73 118
CPU (3) 64 97 100 152 83.1 124.6 83 124 92 137
CPU (4) 66 96 108 154 84.8 124.6 84 124 96 139
NNAPI 32 56 52 108 37.3 80.1 37 80 41 88 136 MB
GPU 20 43 34 87 23.2 63.9 23 63 26 77 240 MB

Πίνακας Αʹ.11: MobileNetV2 1.4 - Συσκευή Β

EfficientNet Lite0 quantized

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 22 45 65 112 47.5 80.6 48 80 56 96

125 MBCPU (2) 14 39 58 100 33.5 67.3 33 66 41 78
CPU (3) 35 61 84 135 60.6 95.7 60 95 72 112
CPU (4) 33 60 92 132 64.6 99.8 65 99 78 119
NNAPI 346 368 396 444 375.5 407.2 375 406 388 422 132 MB

Πίνακας Αʹ.12: EfficientNet Lite0 quantized - Συσκευή Β
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Αʹ.2 Συσκευή Β

EfficientNet Lite0

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 48 77 110 162 78.4 119.2 77 118 97 143

140 MBCPU (2) 33 57 76 125 52.3 91.0 52 89 62 107
CPU (3) 63 83 106 153 78.1 118.8 78 118 87 133
CPU (4) 56 80 107 164 79.5 121.3 79 122 90 137
NNAPI 27 53 42 105 31.2 69.0 30 68 36 79 132 MB
GPU 16 37 29 88 18.5 63.0 18 63 21 75 210 MB

Πίνακας Αʹ.13: EfficientNet Lite0 - Συσκευή Β

InceptionV3 quantized

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 135 159 222 287 169.4 214.7 158 203 209 262

155 MBCPU (2) 90 117 191 222 111.2 151.0 109 149 126 170
CPU (3) 97 137 141 209 119.6 166.1 120 165 131 184
CPU (4) 97 127 153 209 118.0 165.1 118 165 129 182
NNAPI 85 117 126 186 103.2 152.1 103 151 116 173 140 MB

Πίνακας Αʹ.14: InceptionV3 quantized - Συσκευή Β

InceptionV3

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 494 523 611 648 509.1 553.0 506 550 520 568

262 MBCPU (2) 305 336 478 521 323.1 373.6 318 369 342 394
CPU (3) 308 343 473 518 336.2 386.9 333 386 356 409
CPU (4) 296 344 365 430 331.8 385.2 331 386 348 407
NNAPI 198 230 236 304 210.3 264.0 208 264 222 279 208 MB
GPU 132 173 156 235 138.1 194.3 136 194 146 205 400 MB

Πίνακας Αʹ.15: InceptionV3 - Συσκευή Β
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ResnetV2 101

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 1070 1110 1331 1376 1220.2 1269.4 1293 1339 1303 1360

330 MB
CPU (2) 645 691 1960 2015 758.0 807.5 756 804 791 838
CPU (3) 671 724 830 870 744.8 792.6 744 792 772 821
CPU (4) 653 699 764 817 686.7 738.2 685 737 709 766
CPU (5) 596 635 735 768 638.6 690.7 635 688 665 722
NNAPI 2460 2495 2959 3015 2801.7 2853.3 2817 2869 2890 2941 300 MB
GPU 434 474 464 535 449.1 503.6 449 503 455 521 565 MB

Πίνακας Αʹ.16: ResnetV2 101 - Συσκευή Β

EfficientNet Lite4 quantized

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 110 134 166 228 139.0 183.9 136 180 160 214

135 MBCPU (2) 68 94 166 193 88.3 130.7 87 128 98 145
CPU (3) 121 161 186 229 142.1 185.8 141 183 153 201
CPU (4) 116 145 170 222 143.0 191.0 143 191 156 207
NNAPI 2306 2338 2348 2406 2330.0 2376.2 2330 2377 2339 2393 170 MB

Πίνακας Αʹ.17: EfficientNet Lite4 quantized - Συσκευή Β

EfficientNet Lite4

Επεξεργαστής
Min Max Mean Median

90th
Χρήση

percentile
µνήµης

3 T 3 T 3 T 3 T 3 T

CPU (1) 257 285 348 425 275.2 330.0 271 324 280 344

190 MBCPU (2) 253 279 348 425 276.0 329.9 271 324 281 346
CPU (3) 215 246 326 385 245.9 297.5 245 295 255 316
CPU (4) 227 273 278 328 245.5 298.3 245 296 256 316
NNAPI 142 168 182 247 156.0 209.0 156 207 166 226 173 MB
GPU 92 120 119 191 98.7 153.6 98 152 104 170 325 MB

Πίνακας Αʹ.18: EfficientNet Lite4 - Συσκευή Β
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ϐλ. ϐλέπε
κ. κύριος, κυρία
κ.α. και άλλα
π.χ. παραδείγµατος χάρη
AI Artificial Intelligence
ANN artificial neural network
API Application Programming Interface
AR augmented reality
ASIC Application-Specific Integrated Circuit
CL Convergence Layer
CNN Convolutional Neural Network
CPU Central Processing Unit
DLACL Deep Learning Architecture Convergence Layer
DSP Digital Signal Processor
FPGA Field Programmable Gate Array
FPS frames per second
GPU Graphics Processing Unit
IDE Integrated Development Environment
I/O input/outpout
JRE Java Runtime Environment
JVM Java Virtual Machine
MDCL Mobile Device Convergence Layer
ms millisecond
NNAPI Neural Networks API
NPU Neural Processing Unit
RAM random-access memory
ReLU rectified linear unit
RNN Recurrent Neural Network
SIL Service Independent Layer
SoC System on a Chip
TPU Tensor Processing Unit
UI user interface
YOLO You Only Look Once
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Απόδοση ξενόγλωσσων όρων

Απόδοση Ξενόγλωσσος όρος
ακατέργαστος raw
Αναδροµικά Νευρωνικά ∆ίκτυα Recurrent Neural Networks
αναλογία ratio
ανεξαρτησία independence
Ανίχνευση Αντικειµένων Object Detection
αποµακρυσµένος διακοµιστής νέφους cloud server
αρθρωτότητα modularity
αυτόµατη έκθεση auto-exposure
Αυτόµατη Περιγραφή Εικόνων Image Captioning
αυτόνοµο αυτοκίνητο self-driving car
Βαθιά Μάθηση Deep Learning
ϐάρος weight
ϐηµατισµός stride
γκαλερί gallery
δεδοµένα data
διάµεσος median
∆ιεπαφή Προγραµµατισµού Εφαρµογών Application Programming Interface
∆ιεπαφή Χρήστη User Interface
διεργασία task
διερµηνέας interpreter
δοµικό στοιχείο component
δοµή framework
δραστηριότητα activity
εκατοστηµόριο percentile
εκπαίδευση training
εκπρόσωπος delegate
Εκτίµηση Πόζας Pose Estimation
ελαφρύ light-weight
ελάχιστο minimum
ενέργεια power
επαυξηµένη πραγµατικότητα augmented reality
επίπεδο level
επιταχυντής accelerator
επιφάνεια area
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εφαρµογή application
είσοδος input
ετικέτα label
ευελιξία flexibility
κάµερα camera
κανονικοποίηση normalization
καρέ frame
κατάβαση κλίσης gradient descent
κατανεµηµένος distributed
κατασκευαστής constructor
Κατάτµηση Εικόνων Image Segmentation
κβαντοποίηση quantization
κέντρα δεδοµένων υπολογιστικού νέφους cloud data centers
Κεντρική Μονάδα Επεξεργασίας Central Processing Unit
κεντρικό νήµα εκτέλεσης main execution thread
κλήση callback
κλιµάκωση scaling
κινητή συσκευή mobile device
κινητή υποδιαστολή floating point
κινητό τηλέφωνο smartphone
κλάδεµα pruning
µε στόχο την προστασία της ιδιωτικότητας privacy-preserving
µέγεθος size
µεγέθυνση zoom
µέγιστο maximum
µεσισµικό middleware
µέσος mean
µετατροπέας converter
Μεταφορά Μάθησης Transfer Learning
µη-γραµµικότητα non-linearity
µηδενικά παραγεµίσµατος zero-padding
Μηχανική Μάθηση Machine Learning
Μονάδα Επεξεργασίας Γραφικών Graphics Processing Unit
Μονάδα Επεξεργασίας Νευρώνων Neural Processing Unit
Μονάδα Επεξεργασίας Τανυστών Tensor Processing Unit
µοντέλο model
µπάρα προόδου progress bar
νήµα thread
νήµα εργάτη worker thread
ολοκληρωµένο κύκλωµα chip
Ολοκληρωµένο Κύκλωµα Συγκεκριµένης Application-Specific Integrated

Εφαρµογής Circuit
Ολοκληρωµένο Προγραµµατιστικό Integrated Development
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Περιβάλλον Environment
οπίσθιος back facing
ορθότητα accuracy
παρακολούθηση surveilance
πελάτης client
πεποίθηση confidence
περικοπή cropping
πλήρως συνδεδεµένο fully-connected
πραγµατικού χρόνου real-time
πρόγραµµα περιήγησης ιστού web browser
πυρήνας kernel
σιγµοειδής sigmoid
συµπερασµατολογία inference
στρώµα layer
συνάρτηση ενεργοποίησης activation function
Συνελικτικά Νευρωνικά ∆ίκτυα Convolutional Neural Networks
συνέλιξη convolution
συντηρησιµότητα maintainability
συσκευή στην άκρη του δικτύου edge device
Συστοιχία Επιτόπια Προγραµµατιζόµενων Field-Programmable Gate Array

Πυλών
σχεδιασµένο µε το χέρι hand-designed
σχέση αλληλεξάρτησης trade-off
σχήµα διαµοιρασµού παραµέτρων parameter sharing
συγκέντρωση pooling
συνολικός total
σύνολο δεδοµένων dataset
σωλήνωση pipeline
ταξινοµητής classifier
Τεχνητή Νοηµοσύνη Artificial Intelligence
τεχνητό νευρωνικό δίκτυο artificial neural network
τοπικό δεκτικό πεδίο local receptive field
υλικό hardware
υπολογιστής υψηλών αποδόσεων high-performance computer
ϕλας flash
ϕίλτρο filter
χαµηλού επιπέδου low-level
χαρακτηριστικό feature
χάρτης map
χειρότερη δυνατή περίπτωση worst-case scenario
χιλιοστό του δευτερολέπτου millisecond
χρόνος εκτέλεσης latency
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