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Περίληψη

Τα τελευταία χρόνια το cloud computing είναι ένας από τους πιο επιδραστικούς κλάδους
της επιστήµης των υπολογιστών. Οι cloud υπηρεσίες γίνονται ολοένα και πιο δηµοφιλείς
και ο ϕόρτος εργασίας των παρόχων συνεχώς και αυξάνεται. Γι΄ αυτό τον λόγο, η διαχείριση
των πόρων τείνει να γίνεται επιτακτική ανάγκη. Η αποτελεσµατική διαχείριση πόρων έτσι
ώστε να καλύπτονται οι ανάγκες τόσο των παρόχων όσο και των πελατών αποτελεί κυρίαρχο
Ϲήτηµα στον ερευνητικό τοµέα. ΄Εχουν αναπτυχθεί διαφορετικές τεχνικές για να λυθεί αυτό
το Ϲήτηµα. Στην παρούσα διπλωµατική, ασχοληθήκαµε µε τον συνδυασµό δύο τεχνικών για
την δυναµική αυτοµατοποίηση των πόρων. Η πρώτη αφορά την πρόβλεψη χρονοσειρών ϕόρ-
του εργασίας. Σε αυτόν τον τοµέα, υλοποιήσαµε έξι διαφορετικά µοντέλα για την πρόβλεψη
χρονοσειρών (ARIMA, Prophet, LSTM, GRU, CNN, Autoencoders), τα οποία συγκρίναµε µε
τρεις µετρικές σφαλµάτων (µέσο τετραγωνικό σφάλµα, ϱίζα του µέσου τετραγωνικού σφάλ-
µατος και µέσο απόλυτο σφάλµα). Με µικρή διαφορά, καλύτερο αποδείχτηκε το LSTM.
Η δεύτερη αφορά την αυτοµατοποιηµένη διαχείριση πόρων µε χρήση ενός πράκτορα ϐαθι-
άς ενισχυτικής µάθησης. Υλοποιήσαµε και πειραµατιστήκαµε µε δύο διαφορετικές µορφές
χρονοσειρών (ένα απλό ηµίτονο και µια πιο περίπλοκη χρονοσειρά) και µε δύο διαφορετικής
µορφής συναρτήσεις επιβράβευσης. Σε κάθε περίπτωση, ο πράκτορας µας λειτουργούσε αρ-
κετά ικανοποιητικά. Στη συνέχεια, συνδυάσαµε τις παραπάνω τεχνικές. Σχεδιάσαµε, λοιπόν,
ένα νέο σύστηµα το οποίο ϐασίζεται στον πράκτορα της ϐαθιάς ενισχυτικής µάθησης αλλά
ταυτόχρονα λαµβάνει µια έξτρα πληροφορία για την µελλοντική κατάσταση του περιβάλλο-
ντος µέσω του µοντέλου πρόβλεψης, ώστε να αποφασίσει ποια δράση ϑα πραγµατοποιήσει.
Συγκρίναµε το νέο µας µοντέλο µε τον απλό πράκτορα ϐαθιάς ενισχυτικής µάθησης και
συµπεράναµε ότι αντιλαµβάνεται πιο γρήγορα τις αλλαγές του ϕόρτου εργασίας και δρα πιο
άµεσα. Αυτό είναι κάτι που περιµέναµε δεδοµένου ότι, πλέον, ο πράκτορας µας για να πάρει
µια απόφαση λαµβάνει υπόψη του τόσο την τωρινή κατάσταση όσο και µια πρόβλεψη για
την µελλοντική κατάσταση του συστήµατος. Τέλος, εξετάσαµε και αναφέρουµε µελλοντικές
επεκτάσεις του συστήµατος µας, ώστε να γίνει ακόµα πιο αποδοτικό.

Λέξεις Κλειδιά

Ελαστικότητα, Υπολογιστικό Νέφος, ∆ιαχείριση Πόρων, Πρόβλεψη χρονοσειρών, ARIMA,
Prophet, Μηχανική Μάθηση, Αναδροµικά Νευρωνικά ∆ίκτυα, LSTM, GRU, Συνελικτικά
Νευρωνικά ∆ίκτυα, Αυτοκωδικοποιητές, Βαθιά ενισχυτική µάθηση
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Abstract

In recent years, cloud computing has been one of the most influential areas of compu-
ter science. Cloud services are becoming more and more popular and the workload of
providers is constantly increasing. For this reason, resource management tends to beco-
me an imperative. Effective resource management to meet the needs of both providers and
customers is a major issue in the research sector. Different techniques have been develo-
ped to resolve this issue. In this thesis, we dealt with the combination of two techniques
for dynamic resource automation. The first concerns the workload time-series prediction.
In this area, we implemented six different time-series prediction models (ARIMA, Prophet,
LSTM, GRU, CNN, Autoencoders), which we compared with three error metrics (mean
squared error, root mean squared error and mean absolute error). With a little difference,
LSTM proved to be the best. The second concerns the automated resource management
using a deep reinforcement learning agent. We implemented and experimented with two
different time-series types (a simple sine and a more complex time-series) and with two
different forms of reward functions. In any case, our agent worked quite satisfactorily.
Then, we combined the above techniques. So, we designed a new system that relies on
the deep reinforcement learning agent, but, at the same time, receives extra information
about the future state of the environment through the prediction model, to decide what
action to take. We compared our new system with the simple deep reinforcement learning
agent and concluded that it perceives workload changes faster and acts more directly.
This is something we have been waiting for since, now, our agent to make a decision
takes into account both the current state and a forecast for the future state of the system.
Finally, we examined and report future extensions of our system to make it even more
efficient.

Keywords

Elasticity, Cloud Computing, Resource Management, Time-Series Prediction, ARIMA,
Prophet, Machine Learning, Recurrent Neural Networks, LSTM, GRU, Convolutional Neu-
ral Networks, AutoEncoders, Deep Reinforcement Learning
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Κεφάλαιο 1

Εισαγωγή

Τα υπολογιστικά νέφη χρησιµοποιούνται όλο και περισσότερο την τελευταία δεκαετία.
Μεγάλες επιχειρήσεις όπως η Google, Amazon, IBM και η Microsoft προσφέρουν

Cloud υπηρεσίες και οι πελάτες τους αυξάνονται συνεχώς. Τι είναι, όµως, το cloud περι-
ϐάλλον ; ΄Ολοι µας έχουµε χρησιµοποιήσει της υπηρεσίες της Google όπως το Google Docs
για να γράψουµε ένα έγγραφο ή το Google Drive για να αποθηκεύσουµε τα αρχεία µας.
Αυτές οι υπηρεσίες δεν λειτουργούν µε υπολογιστικούς πόρους του δικού µας µηχανήµα-
τος, αλλά µέσω του διαδικτύου δεσµεύουν αποµακρυσµένους υπολογιστικούς πόρους τους
οποίους µας διαθέτουν για να υλοποιήσουµε την εργασία που ϑέλουµε. Πολλές επιχειρήσεις
επιλέγουν την χρησιµοποίση cloud υπηρεσιών, για να υλοποιήσουν τις εργασίες τους, για
πολυάριθµους λόγους. Ο πρώτος λόγος είναι ότι δεν χρειάζεται να επενδύσουν σε αγορά
υπερσύγχρονου και ακριβού εξοπλισµού για την εκτέλεση απαιτητικών εργασιών. Λόγω του
τεράστιου µεγέθους των δεδοµένων και την χρονική και χωρική πολυπλοκότητα των σύγχρο-
νων συστηµάτων, πολλές εργασίες χρειάζονται υπερσύγχρονους επεξεργαστές, επιταχυντές
και µεγάλη χωρική ικανότητα για να καταφέρουν να διαχειριστούν την δουλειά τους. Κάτι
τέτοιο µπορεί να οδηγήσει τις επιχειρήσεις να χρειάζεται να σπαταλήσουν µεγάλο µέρος του
τζίρου τους για υπολογιστικά συστήµατα, κάτι που µπορούν να αποφύγουν ¨ενοικιάζοντας¨
εικονικά µηχανήµατα από Cloud υπηρεσίες. ΄Ενας δεύτερος λόγος είναι ότι εκτός από τα
έξοδα που απαιτούνται για την απόκτηση εξοπλισµού, απαλάσσονται και από το κόστος συ-
ντήρησης και λειτουργίας µεγάλων υπολογιστικών συστηµάτων, το οποίο αναλαµβάνουν οι
εταιρείες ή οργανισµοί που διαθέτουν τους υπολογιστικούς πόρους προς µίσθωση.

Ας σκεφτούµε, όµως, και την πλευρά των επιχειρήσεων που προσφέρουν αυτούς τους
πόρους. ΄Ενα µεγάλο πρόβληµα που αντιµετωπίζουν είναι η διαχείριση των υπολογιστικών
πόρων αποδοτικά, ώστε αφενώς να µην δυσαρεστήσουν τους πελάτες τους, αφετέρου να έχουν
όσο το δυνατόν περισσότερα έσοδα. Μια απλή σκέψη είναι να γίνεται µια στατική κατανοµή
πόρων, έτσι ώστε να υπάρχει ένας συγκεκριµένος αριθµός από µηχανήµατα, µε συγκε-
κριµένα χαρακτηριστικά µνήµης, αποθηκευτικού χώρου κτλ. Αυτό αντιµετωπίζει αρκετές
δυσκολίες κυρίως γιατί το περιβάλλον cloud έχει διαφορετικό εισερχόµενο ϕόρτο εργασίας
ανάλογα µε το έτος, τον µήνα, την ηµέρα της εβδοµάδας και την ώρα. Λόγω διαφορετικών
µοτίβων πρόσβασης, η στατική κατανοµή αντιµετωπίζει πρόβληµα ταλάντωσης κατά τη χρήση
πόρων. Κατά συνέπεια, αρκετές cloud υπηρεσίες παρέχουν άλλους τρόπους για να διαχει-
ϱίζονται τους πόρους δυναµικά. Αυτή η δυναµική διαχείριση πόρων ορίζει µια νέα έννοια στα
cloud περιβάλλοντα, την έννοια της ελαστικότητας. Οι πόροι µπορούν να αποκτηθούν ή να
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Κεφάλαιο 1. Εισαγωγή

απελευθερωθούν σύµφωνα µε την απαίτηση χρήσης της εφαρµογής. Οι πάροχοι υπηρεσιών
cloud όπως το Google App Engine και το AWS EC2 παρέχουν τη δυνατότητα ελαστικότητας,
η οποία ϑα µπορούσε να αυξήσει τη χρήση πόρων και να ϐελτιώσει την ποιότητα των υπη-
ϱεσιών (QoS) για τους χρήστες. Χάρη στην ελαστική ιδιότητα των υπολογιστικών νεφών, η
ποσότητα των δεσµευµένων πόρων µπορεί να αυξοµειώνεται δυναµικά. Η αυτοµατοποίηση
αυτής της διαδικασίας είναι µια πρόκληση που ερευνάται ιδιαίτερα τα τελευταία χρόνια.

1.1 Αντικείµενο της διπλωµατικής

Αντικείµενο της διπλωµατικής είναι η αυτοµατοποιηµένη διαχείριση πόρων σε ελαστικά
περιβάλλοντα υπολογιστικών νεφών. Το πρόβληµα της διαχείρισης πόρων σε περιβάλλοντα
υπολογιστικών νεφών απασχολεί την ερευνητική κοινότητα εδώ και αρκετά χρόνια, λόγω
της πολυπλοκότητάς του. Είναι εξαιρετικά δύσκολο να αυτοµατοποιηθεί η διαδικασία κλι-
µάκωσης έτσι ώστε να αποδοθεί η ακριβής ποσότητα πόρων για να παρέχεται η απαιτούµενη
ποιότητα υπηρεσιών (QoS). Ο πάροχος πρέπει να διαχειρίζεται τους πόρους του µε τέτοιον
τρόπο ώστε να αποφεύγει την υπερβολική αλλά και την ανεπαρκή παροχή (over-provisioning,
under-provisioning).

Υπάρχουν δύο είδη αυτόµατης κλιµάκωσης: η αντιδραστική (reactive) κατανοµή πόρων,
η οποία ξεκινά όταν προκύπτει η ανάγκη για ανακατανοµή, και η προληπτική (provision)
κατανοµή πόρων, η οποία προγραµµατίζεται πριν από την ανάγκη. Απαιτείται µια ισχυρή
προσέγγιση για την εξισορρόπηση της αντιστάθµισης για τη συµφωνία επιπέδου εξυπηρέτη-
σης πελατών και τη σχέση κόστους - αποτελεσµατικότητας. Η δυσκολία που αντιµετωπίζουν
οι reactive τεχνικές είναι ότι δεν µπορούν να διαχειριστούν µεγάλες αλλαγές στο ϕόρτο ερ-
γασίας άµεσα. Αυτό έχει ως αποτέλεσµα, οι πελάτες να µένουν στην αναµονή µέχρι να
ολοκληρωθεί η κλιµάκωση και τελικά να έχουν αρνητική εικόνα για τον πάροχο. Αντίθετα,
οι προληπτικοί µηχανισµοί µπορούν να ξεκινήσουν να κάνουν ανακατανοµή πόρων πριν
χρειαστεί έτσι ώστε οι πόροι να είναι άµεσα διαθέσιµοι την ώρα που έχουν προβλέψει αύξηση
του ϕόρτου εργασίας. Μην ξεχνάµε όµως ότι το µέλλον κάποιες ϕορές είναι απρόβλεπτο και
µπορεί να µην ακολουθήσει το µοτίβο που έχει υπολογίσει το µοντέλο πρόβλεψης.

1.2 Συνεισφορά (Σχεδιασµός - Υλοποίηση - Πειραµατική αξιο-

λόγηση)

Οι πιο δηµοφιλείς τρόποι για αυτόµατη κλιµάκωση είναι : η κλιµάκωση µε ϐάση ένα
συγκεκριµένο όριο (threshold-based), µοντέλα ουράς (queuing models), µεθόδους πρόβλε-
ψης χρονοσειρών (time-series forecasting) και ενισχυτική µάθηση (reinforcement learning).
Στην παρούσα διπλωµατική, συνδυάζουµε την τεχνική της πρόβλεψης χρονοσειρών µε την
ϐαθιά ενισχυτική µάθηση. Πιο συγκεκριµένα:

• Εξετάσαµε το πρόβληµα πρόβλεψης χρονοσειρών ϕόρτου εργασίας µε περιοδική συ-
µπεριφορά.

• Υλοποιήσαµε και αξιολογήσαµε διάφορα state-of-art µοντέλα πρόβλεψης χρονοσειρών.
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1.3 Οργάνωση του τόµου

• Υλοποιήσαµε και αξιολογήσαµε ένα σύστηµα ϐασισµένο σε ϐαθιά ενισχυτική µάθηση
για την αυτοµατοποιηµένη διαχείριση πόρων.

• Σχεδιάσαµε και υλοποιήσαµε ένα νέο σύστηµα ϐασισµένο σε ϐαθιά ενισχυτική µάθηση
το οποίο χρησιµοποιεί τις παραπάνω µεθόδους πρόβλεψης.

• Αποδείξαµε πειραµατικά ότι έχει καλύτερη συµπεριφορά από υπάρχουσες λύσεις.

1.3 Οργάνωση του τόµου

Η εργασία αυτή είναι οργανωµένη σε έξι κεφάλαια : Στο Κεφάλαιο 2 δίνεται το ϑεωρητικό
υπόβαθρο. Αρχικά περιγράφονται ϐασικές έννοεις των υπολογιστικών νεφών, στην συνέχεια,
µαθηµατικοποιηµένες τεχνικές πρόβλεψης χρονοσειρών και τέλος οι ϐασικές έννοεις της
µηχανικής µάθησης µε ιδιαίτερη ϐάση στα νευρωνικά δίκτυα που χρησιµοποιούνται στην
πρόβλεψη χρονοσειρών και την ενισχυτική µάθηση. Στο Κεφάλαιο 3 περιγράφονται οι σχε-
τικές µε το ϑέµα εργασίες. Στο Κεφάλαιο 4 παρουσιάζεται η ανάλυση, η σχεδίαση και η
υλοποιήση του συστήµατος, δηλαδή η περιγραφή των υποσυστηµάτων και των εφαρµογών
του. Η περιγραφή της υλοποίησης του συστήµατος και τα προγραµµατιστικά εργαλεία. Στο
Κεφάλαιο 5 παρουσιάζεται ο έλεγχος καλής λειτουργίας του συστήµατος αρχικά του υπο-
συστήµατος πρόβλεψης χρονοσειρών, στην συνέχεια του υποσυστήµατος ϐαθιάς ενισχυτικής
µάθησης και τέλος το υβριδικό σύστηµα. Τέλος στο Κεφάλαιο 6 δίνεται η συνολική αξιο-
λόγηση του υβριδικού συστήµατος, καθώς και µελλοντικές επεκτάσεις.
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Κεφάλαιο 2

Θεωρητικό υπόβαθρο

Στο κεφάλαιο αυτό παρουσιάζονται αναλυτικά οι ϐασικές τεχνολογίες που έχουν σχέση
µε την εργασία αυτή. Πιο συγκρεκριµένα, αναλύονται οι ϐασικές εννοιες για τα

περιβάλλοντα υπολογιστικών νεφών, οι τεχνικές πρόβλεψης χρονοσειρών, τόσο µε στατιστικά
µοντέλα, όσο και µε χρήση µηχανικής µάθησης και οι ϐασικές έννοεις της ενισχυτικής και
ϐαθιάς ενισχυτικής µάθησης.

2.1 Cloud Computing

Είτε λέγεται cloud computing είτε on-demand computing, software as a service ή Inter-
net as a platform, το κοινό στοιχείο είναι µια µετατόπιση στη γεωγραφία του υπολογισµού.
΄Οταν δηµιουργείται ένα υπολογιστικό ϕύλλο µε την υπηρεσία Google Docs, τα κύρια στοι-
χεία του λογισµικού ϐρίσκονται σε αόρατους υπολογιστές, όπου είναι άγνωστοι, πιθανώς
διασκορπισµένοι σε όλες τις ηπείρους[1].
Το cloud computing χωρίζεται σε τρεις µεγάλες κατηγορίες υπηρεσιών :

• Infrastructure as a service (IaaS) είναι µια υπηρεσία υπολογιστικού νέφους στην
οποία ένας προµηθευτής παρέχει στους χρήστες πρόσβαση σε υπολογιστικούς πόρους
όπως διακοµιστές, αποθήκευση και δικτύωση. Οι οργανισµοί χρησιµοποιούν τις δικές
τους πλατφόρµες και εφαρµογές µέσα στην υποδοµή ενός παρόχου υπηρεσιών.

• Platform as a service (PaaS) είναι µια υπηρεσία υπολογιστικού νέφους που παρέχει
στους χρήστες ένα περιβάλλον cloud στο οποίο µπορούν να αναπτύξουν, να διαχειρι-
στούν και να παραδώσουν εφαρµογές. Εκτός από την αποθήκευση και άλλους πόρους
υπολογιστών, οι χρήστες µπορούν να χρησιµοποιήσουν µια σειρά από προεγκατεστη-
µένα εργαλεία για να αναπτύξουν, να προσαρµόσουν και να δοκιµάσουν τις δικές τους
εφαρµογές.

• Software as a service (SaaS) είναι µια υπηρεσία υπολογιστικού νέφους που παρέχει
στους χρήστες πρόσβαση σε λογισµικό που ϐασίζεται σε cloud ενός προµηθευτή. Οι
χρήστες δεν εγκαθιστούν εφαρµογές στις τοπικές τους συσκευές. Αντ άυτού, οι εφαρ-
µογές ϐρίσκονται σε ένα αποµακρυσµένο δίκτυο cloud στο οποίο έχετε πρόσβαση µέσω
του διαδικτύου ή ενός API. Μέσω της εφαρµογής, οι χρήστες µπορούν να αποθηκεύουν
και να αναλύουν δεδοµένα και να συνεργάζονται σε έργα.
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Cloud Elasticity

Η ελαστικότητα (elasticity) είναι ο ϐαθµός στον οποίο ένα σύστηµα είναι σε ϑέση να
προσαρµοστεί στις αλλαγές του ϕόρτου εργασίας (workload) µε την παροχή και την απόσυρ-
ση πόρων µε αυτόνοµο τρόπο, έτσι ώστε σε κάθε χρονική στιγµή οι διαθέσιµοι πόροι να
ταιριάζουν µε την τρέχουσα Ϲήτηση όσο το δυνατόν πιο στενά[2].

Οφέλη της ελαστικότητας

Ο στόχος της παροχής πόρων είναι ο εντοπισµός και η παροχή των κατάλληλων πόρων
στους κατάλληλους ϕόρτους εργασίας εγκαίρως, έτσι ώστε οι εφαρµογές να µπορούν να
χρησιµοποιούν αποτελεσµατικά τους πόρους. Με άλλα λόγια, το ποσό των πόρων ϑα πρέπει
να είναι ελάχιστο για ένα ϕόρτο εργασίας να διατηρεί ένα επιθυµητό επίπεδο ποιότητας
υπηρεσίας ή να µεγιστοποιεί την απόδοση (ή να ελαχιστοποιεί το χρόνο ολοκλήρωσης του
ϕόρτου εργασίας) ενός ϕόρτου εργασίας. Για καλύτερη παροχή πόρων, απαιτείται καλύτερη
χαρτογράφηση πόρων εργασίας. Ο στόχος της παροχής πόρων είναι να ανιχνεύσει τον πιο
προσαρµοστικό και ικανό ϕόρτο εργασίας που υποστηρίζει τον προγραµµατισµό πολλαπλών
ϕόρτων εργασίας, ώστε να είναι αρκετά ικανός να ικανοποιεί διαφορετικές απαιτήσεις QoS
όπως CPU utilization, διαθεσιµότητα, αξιοπιστία, ασφάλεια κ.λπ. Εποµένως, η παροχή
πόρων λαµβάνει υπόψη τον χρόνο εκτέλεσης κάθε ξεχωριστού ϕόρτου εργασίας, αλλά το
πιο σηµαντικό, η συνολική απόδοση ϐασίζεται επίσης στον τύπο ϕόρτου εργασίας, δηλαδή
ετερογενείς (διαφορετικές απαιτήσεις QoS) και οµοιογενείς (παρόµοιες απαιτήσεις QoS) [3].

Η ελαστικότητα[4] στοχεύει στο να ταιριάξει το ποσό των πόρων που διατίθενται σε µια
υπηρεσία µε το ποσό των πόρων που πραγµατικά χρειάζεται, αποφεύγοντας την υπερβολική
παροχή ή την υποεκτίµηση.

• Η υπερβολική παροχή (over-provisioning), δηλαδή η κατανοµή περισσότερων πόρων
από ό,τι απαιτείται, ϑα πρέπει να αποφεύγεται, καθώς ο πάροχος υπηρεσιών πρέπει
συχνά να πληρώνει για τους πόρους που διατίθενται στην υπηρεσία. Για παράδειγµα,
µια εξαιρετικά µεγάλη εικονική µηχανή του Amazon Elastic Compute Cloud Μ4
κοστίζει 0,239 $ / ώρα. Εάν µια υπηρεσία έχει εκχωρήσει δύο εικονικές µηχανές όταν
απαιτείται µόνο µία, ο πάροχος υπηρεσιών σπαταλά 2.095 $ κάθε χρόνο. Εποµένως,
τα έξοδα του παρόχου υπηρεσιών είναι υψηλότερα από το ϐέλτιστο και το κέρδος τους
µειώνεται.

• Η ανεπαρκής παροχή (under-provisioning), δηλαδή η κατανοµή λιγότερων πόρων
από ό, τι απαιτείται, πρέπει να αποφευχθεί, διαφορετικά η υπηρεσία δεν µπορεί να
εξυπηρετήσει τους χρήστες της µε µια καλή υπηρεσία. Στο παραπάνω παράδειγµα, η
ανεπαρκής παροχή του ιστότοπου µπορεί να τον κάνει να ϕαίνεται αργό ή απρόσιτο. Οι
χρήστες του ∆ιαδικτύου σταµατούν τελικά να έχουν πρόσβαση σε αυτό, έτσι, ο πάροχος
υπηρεσιών χάνει πελάτες. Μακροπρόθεσµα, το εισόδηµα του παρόχου ϑα µειωθεί,
γεγονός που µειώνει επίσης το κέρδος τους.
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2.2 Τεχνικές προβλέψεων χρονοσειρών

Auto-scaling

Οι µηχανισµοί Auto-scaling µπορούν να χωριστούν σε δύο κατηγορίες, τους proactive
και τους reactive[5].

1. Οι reactive µηχανισµοί παρακολουθούν συνεχώς το σύστηµα και ενεργοποιούν µια
συγκεκριµένη δράση κλιµάκωσης όταν πληρούται µια συγκεκριµένη κατάσταση (π.χ.
παροχή ή αφαίρεση ενός δεδοµένου αριθµού πόρων όταν µια συγκεκριµένη µέτρηση
είναι υψηλότερη ή χαµηλότερη από ένα συγκεκριµένο όριο). Το κύριο πρόβληµα µε
τους reactive µηχανισµούς είναι ότι ο χρόνος αντίδρασης (ο χρόνος που έχει παρέλθει
από την ανίχνευση της κατάστασης σκανδάλης έως ότου οι πόροι είναι έτοιµοι για
χρήση) µπορεί να είναι ανεπαρκής για να αποφευχθεί η υπερφόρτωση του συστήµατος.
Επιπλέον, αυτοί οι µηχανισµοί µπορούν να προκαλέσουν αστάθεια του συστήµατος
λόγω της συνεχούς διακύµανσης των κατανεµηµένων πόρων.

2. Οι proactive (ή predicted) µηχανισµοί προσπαθούν να προβλέψουν την ποσότητα των
πόρων που απαιτούνται κατά την επόµενη χρονική περίοδο, µε ϐάση στατιστικά ή µα-
ϑηµατικά µοντέλα παρατηρούµενων ϕόρτων εργασίας και µετρήσεων συστήµατος είτε
τεχνικές ενισχυτικής µάθησης είτε µεθόδους ϐασισµένες σε ουρές (Queuing Network).

2.2 Τεχνικές προβλέψεων χρονοσειρών

2.2.1 Εισαγωγή στις χρονοσειρές

Η ανάλυση και η πρόβλεψη χρονοσειρών είναι ένα αντικείµενο µελέτης που αποκτά όλο
και µεγαλύτερη δυναµική και συγκεντρώνει την αυξανόµενη προσοχή της επιστηµονικής κοι-
νότητας σε πολλούς και διαφορετικούς τοµείς, όπως την επεξεργασία σήµατος, την πρόγνωση
καιρού, την σεισµική πρόβλεψη, το ηλεκτροεγκεφαλογράφηµα αλλά και την πρόβλεψη των
µελλοντικών τιµών Ϲήτησης των υπολογιστικών πόρων.

Χρονοσειρά (Time-series)

Με τον όρο χρονοσειρά ή χρονολογική σειρά ορίζουµε µια ακολουθία που λαµβάνεται
σε διαδοχικά ισαπέχουσες χρονικές στιγµές xt : t = 0,1,2, .., όπου κάθε xt εκφράζει κατά
την χρονική στιγµή t, την κατάσταση ενός συστήµατος το οποίο εξελίσσεται στο χρόνο. Τα
διαστήµατα µεταξύ δύο χρονικών στιγµών µπορεί να είναι ωριαία, ηµερήσια, µηνιαία, ετήσια
ή οποιασδήποτε άλλης χρονικής συχνότητας.

Οι χρονοσειρές µπορούν να αποσυντεθούν σε τέσσερα στοιχεία, καθένα από τα οποία
εκφράζει µια συγκεκριµένη πτυχή της κίνησης των τιµών των χρονοσειρών. Τα τέσσερα αυτά
ποιοτικά χαρακτηριστικά είναι τα εξής[6]:

1. Τάση (Trend), η οποία περιγράφει την κίνηση κατά µήκος του όρου. Αποτελεί µια
µακροπρόθεσµη αύξηση ή µείωση του επιπέδου των τιµών.

2. Εποχιακές παραλλαγές (Seasonal variations), οι οποίες αντιπροσωπεύουν εποχιακές
αλλαγές.
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3. Κυκλικές διακυµάνσεις (Cyclical fluctuations), οι οποίες αντιστοιχούν σε περιοδι-
κές αλλά όχι εποχιακές διακυµάνσεις, δηλαδή οι τιµές αυξοµειώνονται, αλλά όχι σε
σταθερές περιόδους.

4. Ακανόνιστες παραλλαγές (Irregular variations), οι οποίες είναι άλλες τυχαίες πηγές
παραλλαγών της σειράς.

∆εν είναι απαραίτητο µία χρονοσειρά να αποτελείται και από τα τέσσερα παραπάνω χαρα-
κτηριστικά. Για παράδειγµα, υπάρχουν χρονοσειρές που είναι απόλυτα τυχαίες και αυτές τις
ονοµάζουµε λευκό ϑόρυβο (white noise) και είναι στάσιµες.

Στασιµότητα (Stationarity)
Μια χρονοσειρά yt ϑεωρείται στάσιµη (stationary), όταν για κάθε s, της κατανοµής

(yt , ..., yt+s) δεν επηρεάζεται από το χρόνο t. Εποµένως, µια χρονοσειρά που περιέχει τάση,
εποχιακές παραλλαγές ή/και κυκλικές διακυµάνσεις δεν είναι στάσιµη, ενώ µια χρονοσειρά
που περιέχει µόνο ϑόρυβο ϑεωρείται στάσιµη, αφού δεν σχετίζεται µε τον χρόνο.

Αυτοσυσχέτιση (Autocorrelation)
΄Οπως η συσχέτιση µετρά την γραµµική σχέση µεταξύ δύο µεταβλητών, η αυτοσυσχέτιση

µετρά τη γραµµική σχέση µεταξύ των καθυστερηµένων τιµών (lagged values) µιας χρονο-
σειράς. Το διάγραµµα αυτοσυσχέτισης χρησιµοποιείται για να προσδιορίσει πόσο τυχαίο
είναι ένα σύνολο δεδοµένων. Στην περίπτωση τυχαίων δεδοµένων, οι τιµές αυτοσυσχέτισης
πλησιάζουν το µηδέν για όλες τις τιµές µε καθυστέρηση στο χρόνο, διαφορετικά, µία ή πε-
ϱισσότερες τιµές αυτοσυσχέτισης πλησιάζουν το 1 ή το 1. Στην πλοκή αυτοσυσχέτισης, ο
οριζόντιος άξονας αντιπροσωπεύει τις χρονικές καθυστερήσεις. Οι τιµές στον κατακόρυφο
άξονα υπολογίζονται χρησιµοποιώντας τον συντελεστή αυτοσυσχέτισης [7]

Rh =
Ch
C0

όπου Ch είναι η συνάρτηση αυτοδιακύµανσης (auto-covariance function) η οποία ορίζεται
ώς :

Ch =
1
N

N∑
t=1

(Xt − X̄ )(Xt+τ − X̄ ),

όπου Ν είναι ο αριθµός των δειγµάτων, X̄ είναι ο µέσος των δειγµάτων Xt , t = 1...N και τ η
χρονική καθυστέρηση (time lag).

C0 =
1
N

N∑
t=1

(Xt − X̄ )2

.

Μερική αυτοσυσχέτιση (Partial autocorrelation)
Η µερική αυτοσυσχέτιση [7] στο τ είναι η αυτοσυσχέτιση µεταξύ Xt και Xt−τ που υπολο-

γίζεται µόνο από την καθυστέρηση των παραπάνω τ-1.

Επιπλέον, είναι σηµαντικό να αναφερθεί οτι υπάρχουν πολλά διαφορετικά κίνητρα για
τα οποία αναλύουµε τις χρονοσειρές. Στο πλαίσιο της στατιστικής, της οικονοµετρίας, της
ποσοτικής χρηµατοδότησης, της σεισµολογίας, της µετεωρολογίας και της γεωφυσικής, ο
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πρωταρχικός στόχος της ανάλυσης χρονοσειρών είναι η πρόβλεψη. Στο πλαίσιο της επεξερ-
γασίας σήµατος, της µηχανικής ελέγχου και της µηχανικής επικοινωνίας χρησιµοποιείται
για την ανίχνευση και εκτίµηση σηµάτων, ενώ στο πλαίσιο της εξόρυξης δεδοµένων, της α-
ναγνώρισης προτύπων και της µηχανικής µάθησης η ανάλυση των χρονοσειρών µπορεί να
χρησιµοποιηθεί για την οµαδοποίηση (clustering), για την ταξινόµηση, για την ανίχνευση α-
νωµαλιών (anomaly detection) καθώς και την πρόβλεψη (prediction)) πρόγνωση (forecasting)
µελλοντικών καταστάσεων.

Η πρόβλεψη χρονοσειρών αποτελεί ένα µέρος µελέτης της στατιστικής και των πιθανο-
τήτων και έχει αναπτυχθεί ένας µεγάλος αριθµός από στατιστικά µοντέλα. Επιπρόσθετα,
αλγόριθµοι και µοντέλα µηχανικής µάθησης έχει αποδειχτεί ότι µπορούν να χρησιµοποιη-
ϑουν για την προβλεψη χρονοσειρών παρόλο που ο αρχικός σκοπός δηµιουργίας τους µπορεί
να µην ήταν αυτός. Στην συνέχεια, παρατίθονται και αναλύονται τα µοντέλα που χρησιµο-
ποιήθηκαν και στο πειραµατικό µέρος της ∆ιπλωµατικής εργασίας.

2.2.2 Box-Jenkins Μοντέλα -ARIMA

Ο Box-Jenkins πρότεινε µια οµάδα στατιστικών µοντέλων που είναι ευρέως γνωστά για
την πρόβλεψη χρονοσειρών. Το πιο δηµοφιλές µοντέλο είναι ϐασισµένο στην αυτοπαλιν-
δρόµηση (autoregression) AR, στην ολοκλήρωση (integration) I και στον κινητό µέσο όρο
(moving average) MA[8]. ∆ηµιουργήθηκε και χρησιµοποείται για πρόβλεψη µίας χρονοσει-
ϱάς (univariate time-series forecasting), αλλά υπάρχουν και επεκτάσεις για την πρόβλεψη
πολλαπλών χρονοσειρών (multivariate time-series forecasting). Τα ϐασικά µοντέλα που
δηµιουργήθηκαν από τον Box-Jenkins είναι τα εξής :

• AutoRegressive (AR(p)) Model: Σε αυτό το µοντέλο, η έξοδος του yt είναι γραµµικά
εξαρτώµενη από τις προηγούµενες p τιµές της χρονοσειράς (yt−1, .., yt−p) και κάποιον
λευκό ϑόρυβο et . Εποµένως, το autoregressive µοντέλο p-τάξης AR(p) υπολογίζει την
επόµενη κατάσταση/έξοδο ως[9]: yt = a1yt−1+a2yt−2+...+apyt−p+et , όπου et : λευκός
ϑόρυβος και (a1, a2, ..., ap): οι παράµετροι του παραδείγµατος που εκπαιδεύονται α-
νάλογα µε την χρονοσειρά. Η τάξη p που περιγράφει καλύτερα µία χρονοσειρά µπορεί
να ϐρεθεί µέσω του διαγράµµατος µερικής αυτοσυσχέτισης. Πιο συγκεκριµένα, προ-
τίνεται η τιµή το διάγραµµα µερικής αυτοσυσχέτισης πέφτει κάτω από το σηµαντικό
επίπεδο σε τ = p + 1 [7]. Επίσης, εάν το διάγραµµα αυτοσυσχέτισης παρουσιάζει τιµές
κοντά στο µηδέν καταλαβαίνουµε ότι η συνάρτηση δεν παρουσιάζει περιοδικότητα και
είναι µόνο λευκός ϑόρυβος et .

• Moving Average (MA(q)) Model: Θεωρώντας µια τυχαία διαδικασία et µε µηδενικό
µέσο όρο και διακύµανση σ2, η έξοδος yt του µοντέλου κινητού µέσου q-τάξης µπορεί
να γραφεί ως[9]: yt = et + b1et−1 + b2et−2 + ... + bqet−q, όπου (b1, b2, ..., bq): οι
παράµετροι του παραδείγµατος που εκπαιδεύονται ανάλογα µε την χρονοσειρά. Από
το διάγραµµα µερικής αυτοσυσχέτισης συµπεραίνουµε ότι ο αριθµός καθυστερήσεων
πριν οι τιµές αυτοσυσχέτισης µειωθούν κάτω από το σηµαντικό επίπεδο ορίζουν την
τιµή του χ για το κινούµενο µέσο όρο[7].

• AutoRegressive Moving Average (ARMA(p,q)) Model: Το µοντέλο ARMA εκτελεί τις
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δύο παραπάνω στατιστικές διαδικασίες. Συµπερασµατικά, η έξοδος yt του µοντέλου
(p,q)-τάξης περιγράφεται µε την εξής εξίσωση: yt = a1yt−1 +a2yt−2 + ...+apyt−p + et +

b1et−1+b2et−2+...+bqet−q, όπου et : λευκός ϑόρυβος και (a1, a2, ..., ap), (b1, b2, ..., bq):
οι παράµετροι των µοντέλων AR, MA αντίστοιχα.

• AutoRegressive Integrated Moving Average (ARIMA(p,d,q)) Model: Σαν εξέλιξη
των παραπάνω µοντέλων που απαιτούν οι χρονοσειρές να είναι στάσιµες, δηµιουρ-
γήθηκε το µοντέλο ARIMA. Η διαφορά µε τα προηγούµενα είναι ο όρος Ι που δηλώνει
την διαφόριση της χρονοσειράς d ϕορές µέχρι να γίνει στάσιµη. Η έξοδος yt του µο-
ντέλου (p,d,q)-τάξης περιγράφεται µε την εξής εξίσωση: y(d)

t = a1y
(d)
t−1 + a2y

(d)
t−2 + ... +

apy
(d)
t−p + et + b1et−1 + b2et−2 + ... + bqet−q

• Seasonal AutoRegressive Integrated Moving Average (SARIMA(p,d,q)(P,D,Q)S)

Model: Για να λαµβάνεται υπόψη και η εποχικότητα (seasonality) δηµιουργήθηκε
αυτή η επέκταση. Οι επιπλέον παράµετροι του µοντέλου ορίζουν την εποχικότητα.
Πιο συγκεκριµένα, P: το πλήθος των εποχικών autoregressive όρων, D: το πλήθος των
εποχιακών διαφορίσεων και Q: το πλήθος των εποχικών όρων κινητού µέσου και S: ο
αριθµός των χρονικών ϐηµάτων στη χρονική περίοδο µιας εποχής.

Επιπρόσθετα, υπάρχουν τα αντίστοιχα µοντέλα µε κατάληξη -X (exogenous) (όπως το ARI-
MAX, ARMAX) στα οποία λαµβάνονται υπόψη τα εξωτερικά χαρακτηριστικά της χρονοσειράς
καθώς και τα µοντέλα µε πρόθεµα V- (Vector) (όπως το VARIMA, VARIMAX) που χρησιµο-
ποιούνται για (multivariate time-series forecasting).

Το δύσκολο µέρος αυτών των µοντέλων είναι να ϐρεθούν οι κατάλληλες τιµές για τις
παραµέτρους τους ώστε το µοντέλο να προσαρµόζεται, όσο καλύτερα γίνεται, στην κάθε
χρονοσειρά. Εξ΄ αιτίας αυτού του προβλήµατος έχουν δηµιουργηθεί µοντέλα που κάνουν
αναζήτηση των πιο αποδοτικών υπερπαραµέτρων (hyperparameter tuning), όπως το µοντέλο
auto-arima[10].

2.2.3 Facebook Prophet

Το µοντέλο αυτό σχεδιάστηκε από την Facebook[11] στις αρχές του 2017 και είναι δια-
ϑέσιµο open-source σε python[12] και σε R[13]. Η µέθοδος που προτείνανε αποσυνθέτει
την χρονοσειρά σε τρία ϐασικά χαρακτηριστικά την τάση (trend), εποχικότητα (seasona-
lity) και διακοπές (holidays). Εποµένως, η χρονοσειρά µπορεί να περιγραφτεί ως εξής :
y(t) = g(t)+s(t)+h(t)+et , όπου η g(t) αναπαριστά το trend που είναι µη-περιοδικές αλλαγές
της χρονοσειράς, η s(t) αναπαριστά τις περιοδικές αλλαγές (ηµερήσια, εβδοµαδιαία ή/και
ετήσια εποχικότητα), η h(t) αναπαριστά την επίδραση των διακοπών οι οποίες επιδρούν στην
χρονοσειρά µε ακανόνιστο τρόπο και et αναπαριστά τυχόν ιδιοσυγκρασιακές αλλαγές που δεν
καλύπτονται από το µοντέλο. ΄Οσον αφορά τον επιπλέον όρο των διακοπών που δεν υπήρχε
στο µοντέλο ARIMA, δινεται η δυνατότητα να οριστούν οι περίοδοι που µία χρονοσειρά µπο-
ϱεί να αναπτύξει ανωµαλίες (outliers) για µία µέρα ή για µικρό χρονικό διάστηµα, οι οποίες
είναι εύκολο να προβλεφθούν. Για παράδειγµα, η περίοδος χριστουγεννιάτικων διακοπών
σε ένα περιβάλλον υπολογιστικών νεφών που χρησιµοποιούν οι ϕοιτητές ενός τµήµατος ίσως
επιδράσει αρνητικά στο workload γιατί οι ϕοιτητές ϑα είναι σε µια κατάσταση ξεκούρασης,
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ενώ η περίοδος πριν ή µετά την εξεταστική που οι ϕοιτητές παραδίδουν εργασίες (και αυτή η
περίοδος είναι τις ίδιες µέρες κάθε χρόνο) ϑα έχουν προβλεπόµενα υψηλότερο από το συνη-
ϑισµένο workload. Το κύριο χαρακτηριστικό του µοντέλου είναι ότι είναι αυτοµατοποιηµένο
και έχουν οριστεί κάποιοι ¨αναλυτές¨ που εκπαιδεύονται και αναλύουν τα αποτελέσµατα και
διαµορφώνουν κατάλληλα τις τελικές προβλέψεις του µοντέλου.

Εικόνα 2.1: Τρόπος λειτουργίας του Prophet

Το µοντέλο έχει παρόµοια χαρακτηριστικά µε το Generalized additive model (GAM), µια
κατηγορία µοντέλων παλινδρόµησης (regression models) µε δυνητικά µη γραµµικά smoo-
thers που εφαρµόζονται στους regressors. Εδώ χρησιµοποιείται µόνο ο χρόνος ως regressor
αλλά πιθανώς πολλές γραµµικές και µη γραµµικές συναρτήσεις του χρόνου ως components.
Η µοντελοποίηση εποχικότητας ως πρόσθετο συστατικό είναι η ίδια προσέγγιση µε την εκ-
ϑετική εξοµάλυνση. Η πολλαπλή εποχικότητα, µπορεί να επιτευχθεί µέσω λογαριθµικού
µετασχηµατισµού (log transformation). Το µοντέλο για να υπολογίσει την τάση χρησιµο-
ποιεί σηµεία ελέγχου checkpoints S που επιλέγονται αυτόµατα µέσω του αναλυτή του. Πιο
συγκεκριµένα, τα χαρακτηριστικά του υπολογίζονται µε τους παρακάτω τρόπους :

1. Η τάση υπολογίζεται µε δύο τρόπους, ένα κορεσµένο µοντέλο ανάπτυξης (saturating
growth model), και ένα µερικά γραµµικο µοντέλο (piecewise linear model).

(αʹ) Το saturating growth model µέσω σηµείων ελέγχου checkpoints S sj = 1, ..., S,
υπολογίζει την τάση µέ την συνάρτηση:

g(t) =
C(t)

1 + exp(−(k + a(t)Tδ)(t − (m + a(t)Tγ))
, oπoυ

• C(t)): η δεδοµένη χωρητικότητα (carrying capacity),

• δ: ένα διάνυσµα προσαρµογών τιµών (a vector of rate adjustments) δ ∈ RS

• a: aj(t) =
1 t > sj,

0 otherwise.
,

• k + a(t)Tδ: ο ϱυθµός ανάπτυξης ((growth rate) σε κάθε checkpoint,
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• m: µια παράµετρος µετατόπισης offset parameter, πρέπει επίσης να προ-
σαρµοστεί για να συνδέσει τα τελικά σηµεία των τµηµάτων,

• γj = (sj−m−
∑
i<j γi)(1−

k+
∑
l<j δl

k+
∑
l≤j δl

), για την σωστή προσαρµογή των checkpoints.

(ϐʹ) Το piecewise linear model µέσω σηµείων ελέγχου checkpoints S sj = 1, ..., S,
υπολογίζει την τάση µέ την συνάρτηση:

g(t) = (k + a(t)Tδ)t + (m + a(t)Tγ), oπoυ

k, m, δ όπως ορίστηκαν και στο παραπάνω µοντέλο, όµως το γj = sjδj, για να γίνει
η συνάρτηση συνεχής.

2. Η εποχικότητα ορίζεται µέσω των σειρών Fourier:

s(t) =
N∑
n=1

(ancos(
2πnt
P

) + bnsin(
2πnt
P

))

Ανάλογα πόσα seasonality υπάρχουν στην χρονοσειρά τόσες σειρές Fourier προστίθο-
νται στο s(t).

3. Οι διακοπές και τα events που εµπεριέχονται ορίζονται σε έναν πινακα Z (t) και α-
ντιστοιχίζονται µε χώρες προέλευσης. Ο χρήστης είτε µπορεί να ορίσει µία χώρα και
να συµπεριλάβει στο µοντέλο του τις διακοπές που ϐρίσκονται στον πίνακα Z (t), είτε
να ορίσει έναν δικό του πίνακα που ορίζει τις ηµεροµηνίες που ϑέλει. Ο τύπος των
διακοπών, λοιπόν, είναι :

h(t) = Z (t)κ, oπoυ

κ: ακολουθεί κανονική κατανοµή µε µηδενική µέση τιµή και διασπορά v2

Είναι, επίσης, σηµαντικό να αναφερθεί ότι παρουσιάζονται πλεονεκτήµατα έναντι του µο-
ντέλου ARIMA, τα οποία είναι τα εξής[11]:

• Ευελιξία : Το µοντέλο προσαρµόζεται µε ευκολία στη εποχικότητα σε πολλές διαφορε-
τικές περιόδους. Επίσης, µπορούµε να αφήσουµε τον αναλυτή να κάνει διαφορετικές
παραδοχές σχετικά µε τις τάσεις.

• Σε αντίθεση µε τα µοντέλα ARIMA, οι µετρήσεις δεν χρειάζεται να είναι συνεχόµενες
καθώς µπορεί να διαχειριστεί και τα διαστήµατα που οι τιµές λείπουν (missing values).

• Η εκπαίδευση είναι πολύ γρήγορη.

• Το µοντέλο πρόβλεψης έχει εύκολα ερµηνεύσιµες παραµέτρους που µπορούν να αλ-
λάξουν από τον αναλυτή για να επιβάλουν υποθέσεις στην πρόβλεψη. Επιπλέον, οι
αναλυτές συνήθως έχουν εµπειρία µε την παλινδρόµηση και είναι εύκολα σε ϑέση να
επεκτείνουν το µοντέλο ώστε να συµπεριλάβει νέα στοιχεία.

Οι αναλυτές παίζουν σπουδαίο ϱόλο στην πρόβλεψη χρονοσειρών διότι ϐοηθούν το µοντέλο
να γίνει πιο αυτοµατοποιηµένο. Συγκρίνουν τα αποτελέσµατα του prophet µε τα baseline
µοντέλα και αν υπάρχουν µεγάλες διαφορές προσαρµόζουν την τάση ή την εποχικότητα αν
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Εικόνα 2.2: Παράδειγµα ανάλυσης χρονοσειράς µε το Facebook Prophet

χρειάζεται. Επιπλέον, αν υπάρχουνε µεγάλα σφάλµατα αφαιρούν τους outliers καθώς και
κατανοούν αν υπάρχει µεγάλη διαφορά στην µορφή των δεδοµένων και ϕτιάχνουν νέα che-
ckpoints και κατευθύνουν το µοντέλο να συµπεριφερθεί διαφορετικά απο πριν χωρίζοντας
το πρόβληµα σε δύο µέρη. Υπάρχουν περιπτώσες που δεν µπορούν να διορθωθούν εύκολα,
αλλά τα περισσότερα από τα Ϲητήµατα που έχει εξεταστεί το µοντέλο µπορούν να διορθωθούν
καθορίζοντας checkpoints και αφαιρώντας τους outliers. ΄Ενα επιπλέον χαρακτηριστικό του
µοντέλου είναι ότι µπορείς να προσθέσεις και άλλες χρονοσειρές οι οποίες έχουν αλληλεξάρ-
τηση µε την χρονοσειρά που µελετάς, ως extra regressors.

2.3 Μηχανική µάθηση

Η µηχανική µάθηση είναι ένας κλάδος της επιστήµης υπολογιστών που είναι υποσύνολο
της τεχνητής νοηµοσύνης. Το 1959, ο ΄Αρθουρ Σάµουελ ορίζει τη µηχανική µάθηση ως ¨Πεδίο
µελέτης που δίνει στους υπολογιστές την ικανότητα να µαθαίνουν, χωρίς να έχουν ϱητά
προγραµµατιστεί¨. Στην συνέχεια, ο Tom M. Mitchell πρότεινε έναν πιο επίσηµο ορισµό που
χρησιµοποιείται ευρέως : ¨ ΄Ενα πρόγραµµα υπολογιστή λέγεται ότι µαθαίνει από εµπειρία
Ε ως προς µια κλάση εργασιών Τ και ένα µέτρο επίδοσης Π, αν η επίδοσή του σε εργασίες
της κλάσης Τ, όπως αποτιµάται από το µέτρο Ρ, ϐελτιώνεται µε την εµπειρία Ε¨.

Πέρα από τα µοντέλα που ϐασίζονται στην στατιστική ανάλυση και αποσύνθεση χρο-
νοσειρών, µελέτες έχουν δείξει ότι η µηχανική µάθηση µπορεί να ανταπεξέλθει ισάξια και
κάποιες ϕορές καλύτερα στην πρόβλεψη µελλοντικών καταστάσεων. Το ϐασικότερο πλε-
ονέκτηµα που έχουν τα νευρωνικά δίκτυα είναι ότι µπορούν να εκπαιδευτούν εύκολα σε
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µη-γραµµικά µοντέλα. Επιπλέον, µέσω της µηχανικής µάθησης έχει αποδειχθεί οτι µπορεί
να γίνει αυτοµατοποιηµένη διαχείριση πόρων σε υπολογιστικά περιβάλλοντα.

2.3.1 Είδη Μηχανικής Μάθησης

• Επιβλεπόµενη Μάθηση (Supervised Learning): Ο αλγόριθµος εκπαιδεύεται µέσω
ενός συνόλου από παραδείγµατα όπου γνωρίζουµε για κάθε είσοδο την επιθυµητή
έξοδο κατασκευάζοντας µία συνάρτηση που τα συσχετίζει. Στόχος είναι η γενίκευση της
συνάρτησης αυτής για εισόδους µε άγνωστη έξοδο. Τα προβλήµατα που µελετούνται
µε αυτό το είδος είναι προβλήµατα ταξινόµησης (Classification) και παλινδρόµησης
(Regression).

• Μη επιβλεπόµενη Μάθηση (Unsupervised Learning): Ο αλγόριθµος εκπαιδεύεται µε
unlabeled δεδοµένα µε σκοπό να ϐρει κοινά χαρακτηριστικά µεταξύ τους. Τα κύρια
προβλήµατα που µελετούνται µε µη επιβλεπόµενη µάθηση είναι η συσταδοποίηση
(Clustering) και η µείωση διαστατικότητας (Dimensionality Reduction).

• Ενισχυτική Μάθηση (Reinforcement Learning): Η λειτουργία της διαφέρει από τις
προηγούµενες και ϑεωρείται ότι είναι αυτή που προσεγγίζει περισσότερο τον ανθρώπινο
εγκέφαλο. Η µάθηση ϐασίζεται στην αλληλεπίδραση του υποκειµένου µε το περιβάλ-
λον του αναπτύσσοντας εµπειρία των κινήσεων του. Αναπτύσσει στρατηγικές ώστε να
καταφέρει να επιτύχει τους στόχους του µέσω εµπειρίας από τα λάθη του έχοντας,
ως στόχο την µεγιστοποίηση του ϐραβείου του (reward). Χρησιµοποιείται κυρίως σε
προβλήµατα σχεδιασµού όπως ο έλεγχος κίνησης ϱοµπότ καθώς και παιχνίδια στρα-
τηγικής.

2.3.2 Τεχνητά Νευρωνικά ∆ίκτυα

Τα τεχνητά νευρωνικά δίκτυα δηµιουργήθηκαν για να προσοµοιάσουν την λειτουργία
των ανθρώπινων εγκεφάλων. Αναµφίβολα, ο εγκέφαλος είναι το πιο µυστήριο όργανο του
σώµατός µας και αυτό που έχουµε δυσκολευτεί περισσότερο να αποκρυπτογραφήσουµε. Το
ϐασικό µέρος της λειτουργίας του εξαρτάται από τους νευρώνες. Κάθε νευρώνας συνδέεται
µε χιλιάδες άλλους νευρώνες και ανταλλάσει µηνύµατα µε αυτούς µέσω διαφόρων ισχύων
συνάψεων. ΄Οσο πιο πολλά µαθαίνουµε οι συνάψεις των συγκεκριµένων νευρώνων που
συµµετείχαν στην εκµάθηση ενισχύονται. ΄Ενας νευρώνας έχει δύο καταστάσεις. Μία κατά
την οποία στέλνει έναν παλµό, και µία που δεν στέλνει σήµα. Κάθε νευρώνας έχει αρκετές
συνάψεις διαφορετικής ισχύος (ϐάρη) ως εισόδους και µία έξοδο που εξαρτάται από τις
εισόδους. ΄Ενας νευρώνας είναι µια πολύ µικρή υπολογιστική µονάδα, τόσο σε µέγεθος όσο
και σε ικανότητα υπολογισµών.

Το µοντέλο ενός τεχνητού νευρώνα (Perceptron) που αποτελεί την ϐάση για την σχεδίαση
µιας µεγάλης οικογένειας νευρωνικών δικτύων δοµείται µε τρία ϐασικά στοιχεία[14]:

1. ΄Ενα σύνολο συνάψεων (ή διασυνδέσεων), κάθε µία εκ των οποίων χαρακτηρίζεται από
το δικό του ϐάρος ή δύναµη που συµβολίζουµε συνήθως µε το γράµµα w. Ανόµοια µε
το ϐάρος µίας σύναψης στον ανθρώπινο εγκέφαλο, το ϐάρος ενός τεχνητού νευρώνα
µπορεί να λαµβάνει τόσο αρνητικές όσο και ϑετικές τιµές.
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Εικόνα 2.3: Νευρώνας

2. ΄Εναν αθροιστή για την άθροιση των σηµάτων εισόδου, σταθµισµένων από τα αντίστοιχα
συναπτικά ϐάρη του νευρώνα.

3. Μια συνάρτηση ενεργοποίησης ϕ (activation function) για τον περιορισµό του πλάτους
του σήυµατος εξόδου ενός νευρώνα.

Επιπρόσθετα, κάποια νευρωνικά δίκτυα περιέχουν και µια εξωτερικά εφαρµοζόµενη πόλωση
bk η οποία προκαλεί ϑετική ή αρνητική προκατάληψη (bias) στο αποτέλεσµα της συνάρτη-
σης ενεργοποίησης.

Εικόνα 2.4: Τεχνητός νευρώνας

΄Ενας απλός τεχνητός νευρώνας µε µαθηµατικούς όρους µπορεί να περιγραφεί από το α-
κόλουθο Ϲεύγος εξισώσεων[14].

uk =
m∑
j=1

wkjxj

,
yk = φ(uk + bk)

Οι συναρτήσεις ενεργοποίησης ορίζουν την έξοδο ενός νευρώνα. Κάποιες από τις πιο
συναρτήσεις που χρησιµοποιούνται πιο συχνά είναι οι ακόλουθες :

• Sigmoid Function: g(x) = 1
1+e−x
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• Hyperbolic Tangent Function (tanh): g(x) = ex−e−x

ex+e−x

• Rectified Linear Function (ReLU): g(x) =
0 x < 0,
x x ≥ 0.

• Softmax Function: g(x)i = exi∑K
j=1 e

xj , µε x ένα διάνυσµα µε µέγεθος Κ ίσο µε τον αριθµό
εισόδων.

2.3.3 Βαθιά Μάθηση (Deep Learning)

Η ϐαθιά µάθηση (Deep Learning) είναι ένα υποπεδίο της µηχανικής µάθησης που επι-
χειρεί να µάθει υψηλού επιπέδου άντληση δεδοµένων χρησιµοποιώντας ένα πλήθος από δια-
ϕορετικές αρχιτεκτονικές. Πρόκειται για µια αναδυόµενη προσέγγιση και έχει εφαρµοστεί
ευρέως σε παραδοσιακούς τοµείς τεχνητής νοηµοσύνης. Υπάρχουν κυρίως τρεις σηµαντικοί
λόγοι για την άνθηση της ϐαθιάς µάθησης σήµερα: οι δραµατικά αυξηµένες δυνατότητες
επεξεργασίας τσιπ (π.χ. µονάδες GPU), το σηµαντικά µειωµένο κόστος του υλικού υπολογι-
στών και οι σηµαντικές εξελίξεις στους αλγόριθµους µηχανικής µάθησης[15]. ΄Ενα σήµα από
τη στιγµή της εισόδου σε ένα ϐαθιά νευρωνικό δίκτυο δέχεται πολλούς µετασχηµατισµούς
µέχρι την έξοδο. Ο αριθµός των µετασχηµατισµών, ουσιαστικά, καθορίζεται από τον αριθµό
των κρυφών επιπέδων (hidden layers),όπως ϕαίνεται και στην Εικόνα 2.5, µε τα οποία είναι
δοµηµένος ένας Deep Learning αλγόριθµος.

Εικόνα 2.5: Ορισµός του Κρυφού Επιπέδου

2.3.4 Συναρτήση Κόστους (Loss Function)

Ο ϱόλος της συνάρτησης κόστους/µετρικής σφάλµατος είναι να συγκρίνει τις τιµές εξόδου
ενός τεχνητού νευρωνικού δικτύου µε τις αναµενόµενες (πραγµατικές) τιµές που έχουν ορι-
στεί κατά την εκπαίδευση. Η επιλογή της συνάρτησης κόστους είναι σηµαντική γιατί καθο-
ϱίζει και πόσο αποδοτική είναι η εκπαίδευση του δικτύου. Οι πιο διαδεδοµένες συναρτήσεις
κόστους είναι οι εξής :

• Mean Squared Error: Χρησιµοποείται κυρίως στα προβλήµατα παλινδρόµησης. Υ-
πολογίζει το µέσο τετραγωνικό σφάλµα µεταξύ των προβλέψεων και των πραγµατικών
τιµών.

MSE =
1
n

n∑
i=1

(Yi − Ŷi)
2
,
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όπου Yi πραγµατικές τιµές και Ŷi οι προβλέψεις του µοντέλου την δεδοµένη στιγµή.

• Root Mean Squared Error: Υπολογίζει την ϱίζα του MSE. Χρησιµοποείται περισσότερο
γιατί έτσι το σφάλµα έχει πιο ϱεαλιστική τιµή, µιας και το MSE υπολογίζει τον µέσο
όρο των τεταγώνων,

RMSE =

√√
1
n

n∑
i=1

(Yi − Ŷi)
2
,

όπου Yi πραγµατικές τιµές και Ŷi οι προβλέψεις του µοντέλου την δεδοµένη στιγµή.

• Mean Absolute Error: Χρησιµοποιείται και αυτή για προβλήµατα παλινδρόµησης
όµως πιο σπάνια σε σχέση µε την Mean Squared Error. Θυµίζει την Mean Squa-
red Error όµως αυτή η συνάρτηση υπολογίζει το µέσο όρο της απόλυτης τιµής των
σφαλµάτων.

MAE =
1
n

n∑
i=1
|Yi − Ŷi |,

όπου Yi πραγµατικές τιµές και Ŷi οι προβλέψεις.

• Cross-Entropy Loss: Χρησιµοποιείται κυρίως σε προβλήµατα ταξινόµησης. Συγκρίνει
τις πιθανοτικές κατανοµές των προβλέψεων και των πραγµατικών τιµών. ΄Οταν οι δύο
κατανοµές αποκλίνουν το σφάλµα αυξάνεται, ενώ όταν ταυτίζονται το σφάλµα τείνει στο
µηδέν.

CrossEntropy(P, Q) = −
∑

P(x)log(Q(x)),

όπου P(x) η κατανοµή των πραγµατικών τιµών και Q(x) η κατανοµή των προβλεπόµε-
νων τιµών.

2.3.5 Αλγόριθµος Κατάβασης Κλίσης (Gradient descent)

Ο Gradient descent είναι ένας από τους πιο δηµοφιλείς αλγόριθµους για την πραγ-
µατοποίηση ϐελτιστοποίησης και µακράν ο πιο κοινός τρόπος ϐελτιστοποίησης νευρωνικών
δικτύων. Ταυτόχρονα, κάθε state-of-the-art ϐιβλιοθήκη Deep Learning περιλαµβάνει υ-
λοποιήσεις διαφόρων αλγορίθµων για τη ϐελτιστοποίηση της κατάβασης κλίσης. Αυτοί οι
αλγόριθµοι, ωστόσο, χρησιµοποιούνται συχνά ως ϐελτιστοποιητές µαύρου κουτιού, καθώς
είναι δύσκολο να ϐρεθούν πρακτικές εξηγήσεις για τα πλεονεκτήµατα και τις αδυναµίες
τους.

΄Ενα νευρωνικό δίκτυο για να αξιολογήσει την εκµάθηση των παραµέτρων του ποσο-
τικοποιεί το σφάλµα του σε κάθε ϐήµα εκπαίδευσης. Συγκεκριµένα, µετράει µέσω µιας
συνάρτησης κόστους την διαφορά µεταξύ της εκτιµώµενης τιµής του νευρωνικού και της
πραγµατικής τιµής. Ο αλγόριθµος Gradient descent προσπαθεί να ϐελτιστοποιήσει τις πα-
ϱαµέτρους του δικτύου µέσω της ελαχιστοποίησης της συνάρτησης κόστους J(θ). Για να
υλοποιηθεί η ελαχιστοποίηση υπολογίζεται η κλίση της συνάρτησης, ώστε να µπορούµε να
αποφασίσουµε σε ποια κατεύθυνση πρέπει να κινηθούµε. Το πρόβληµα που εµφανίζεται µε
την εκµάθηση µέσω του αλγορίθµου Gradient descent είναι ότι ο αλγόριθµος σταµατάει στα
τοπικά ελάχιστα στις µη-κυρτές καµπύλες και δεν ϐρίσκει την ϐέλτιστη λύση (ολικό ελάχι-
στο).
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Εικόνα 2.6: Gradient descent calculation

Εικόνα 2.7: Gradient descent on non-convex example

Υπάρχουν τρία ήδη αλγορίθµων Gradient descent τα οποία διαφέρουν ως προς το πόσα δεδο-
µένα χρησιµοποιούµε για τον υπολογισµό της διαβάθµισης της αντικειµενικής συνάρτησης[16].

1. Batch Gradient Descent:

Αυτή είναι η πιο παραδοσιακή υλοποίηση του αλγορίθµου. Υπολογίζει την κλίση της
συνάρτησης κόστους σε όλο το σύνολο δεδοµένων εκπαίδευσης.

ϑ = ϑ − η∇ϑJ(ϑ)

∆εδοµένου ότι πρέπει να υπολογίσουµε τις διαβαθµίσεις για ολόκληρο το σύνολο δεδο-
µένων για να εκτελέσουµε µόνο µία ενηµέρωση, αυτή η εκδοχή µπορεί να είναι πολύ
αργή και δυσδιάκριτη για σύνολα δεδοµένων που δεν χωρά στη µνήµη. Η σύγκλιση
επηρεάζεται από τον ϐαθµό εκµάθησης η (learning rate) που καθορίζει πόσο µεγάλο
άλµα κάνουµε. Με αυτήν την µέθοδο είναι εγγυηµένο ότι ϑα συγκλίνει σε ολικό ελάχι-
στο για κυρτές επιφάνειες και σε τοπικό ελάχιστο για µη-κυρτές.

2. Stochastic Gradient Descent:

Ο Stochastic Gradient Descent (SGD) σε αντίθεση µια την πρώτη ενηµέρωση παρα-
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µέτρων για κάθε δείγµα εκπαίδευσης x(i) και ετικέτα y(i):

ϑ = ϑ − η∇ϑJ(ϑ; x(i); y(i))

Η Batch Gradient Descent εκτελεί περιττούς υπολογισµούς για µεγάλα σύνολα δε-
δοµένων, καθώς υπολογίζει τις κλίσεις για παρόµοια παραδείγµατα πριν από κάθε
ενηµέρωση παραµέτρων. Η SGD καταργεί αυτήν την απόλυση εκτελώντας µία ενη-
µέρωση κάθε ϕορά. Είναι λοιπόν συνήθως πολύ πιο γρήγορο και µπορεί επίσης να
χρησιµοποιηθεί για µάθηση ταυτόχρονα (online). Αυτή η µέθοδος µπορεί να προσπε-
ϱάσει κάποια τοπικά ελάχιστα, αν και έχει αποδειχτεί ότι για µικρό ϐαθµό εκµάθησης
έχει ίδια συµπεριφορά µε τον Batch Gradient Descent.

3. Mini-Batch Gradient Descent:

Ο Mini-Batch Gradient Descent είναι τελικά η καλύτερη εκδοχή των δύο προηγούµε-
νων. Εκτελεί µια ενηµέρωση για κάθε µίνι-παρτίδα n παραδειγµάτων εκπαίδευσης.

ϑ = ϑ − η∇ϑJ(ϑ; x(i : i + n); y(i : i + n))

Με αυτόν τον τρόπο, µειώνονται οι πιθανότητες για σύγκλιση σε τοπικό ελάχιστο και
γι΄ αυτό τον χρησιµοποιούν οι περισσότερες ϐιβλιοθήκες deep learning.

Το πρόβληµα που εµφανίζεται µε αυτόν τον αλγόριθµο είναι ότι εαν η κλίση µηδενιστεί
δεν µπορούν να ανανεωθούν οι παράµετροι του. Αυτό το πρόβληµα ονοµάζεται εξαφάνιση
παραγώγου (vanishing gradient).

2.3.6 Αλγόριθµος Οπισθοδιάδοσης Σφάλµατος (Backpropagation)

Η εκπαίδευση ενός νευρωνικού δικτύου χρησιµοποιεί τον αλγόριθµο οπισθοδροµικής
διάδοσης (backpropagation). Συγκεκριµένα, πραγµατοποιούνται δύο ϕάσεις[14]:

1. Στην πρώτη ϕάση όπου εξελίσσεται προς τα εµπρός, τα συναπτικά ϐάρη του δικτύου
είναι σταθερά και το σήµα εισόδου διαδίδεται διαµέσου των επιπέδων του δικτύου προς
την έξοδο.

2. Στην δεύτερη ϕάση υπολογίζεται το σφάλµα συγκρίνοντας το επιθυµητό αποτέλεσµα
µε το αποτέλεσµα που έχει παραχθεί στην πρώτη ϕάση, το σφάλµα αυτό διαδίδεται
µε αντίθετη κατεύθυνση, επίπεδο προς επίπεδο, µέχρι την είσοδο, προσαρµόζοντας
ταυτόχρονα τα συναπτά ϐάρη του δικτύου.

2.3.7 Αναδροµικά Νευρωνικά ∆ίκτυα (Recurrent Neural Networks)

Τα Αναδροµικά Νευρωνικά ∆ίκτυα είναι σχεδιασµένα µε τέτοιον τρόπο ώστε να απο-
ϑηκεύουν και να επεξεργάζονται ιστορική πληροφορία. Γι΄ αυτόν τον λόγο είναι και τα πιο
κατάλληλα για τις χρονοσειρές κάθε είδους. Τα προβλήµατα που χρησιµοποιούν αναδροµικά
νευρωνικά δίκτυα στην υλοποίηση τους είναι κυριως η αναγνώριση ϕωνής (speech recogni-
tion), η µετάφραση (translation) , η δηµιουργία λεζάντας µίας εικόνας (image captioning),
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Εικόνα 2.8: Backpropagation

η µεταφορά από ϐίντεο σε κείµενο (video-to-text), τα αυτοµατοποιηµένα µηχανήµατα απα-
ντήσεων (chatbots), και την πρόβλεψη χρονοσειρών (time-series forecasting).

Εικόνα 2.9: Αρχιτεκτονική των αναδροµικών νευρωνικών δικτύων

Η αρχιτεκτονική των αναδροµικών δικτύων ϐασίζεται στην σύνδεση προηγούµενων ει-
σόδων µε την τρέχουσα είσοδο του νευρωνικού δικτύου µέσω των κρυµµένων επιπέδων του.
Με αυτόν τον τρόπο, το τεχνητό νευρωνικό δίκτυο αποκτά µίας µορφής µνήµη και έχει την
αντίληψη του χρόνου γι΄ αυτό και χρησιµοποιείται σε χρονοεξαρτώµενα προβλήµατα. Πιο
ϕορµαλιστικά, ένα RNN ενός επιπέδου που την χρονική στιγµή t δέχεται είσοδο xt παράγει
την έξοδο yt µε την εξίσωση:

yt = f (xt , yt−1 = f (xt , f (xt−1, yt−2)) = ... = f (xt , f (xt−1, ..., f (x1, y0)))

Γενικότερα:
yt = φ(Wxt + Uyt−1 + b),

όπου:

• φ: συνάρτηση ενεργοποίησης,

• W : διανύσµατα ϐαρών που επιδρούν στην είσοδο xt ,

• U : διάνυσµα ϐαρών που επιδρά στην έξοδο της προηγούµενης χρονικής στιγµής yt−1

• b : διάνυσµα πόλωσης
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Το πρόβληµα που αντιµετωπίζεται στα RNN είναι ότι δεν µπορούν να εκπαιδευτούν µέσω
του αλγορίθµου gradient descent λόγω του vanishing gradient. Στην εκπαίδευση µέσω του
backpropagation, εάν το αποτέλεσµα του προηγούµενου στρώµατος στο τρέχον στρώµα είναι
µικρό, τότε η τιµή κλίσης ϑα είναι µικρή. Εάν η κλίση του προηγούµενου στρώµατος είναι
µικρότερη, τότε η κλίση του τρέχοντος στρώµατος ϑα είναι ακόµη µικρότερη. Αυτό κάνει τις
κλίσεις να συρρικνώνονται εκθετικά καθώς προχωράµε πίσω. Μικρότερη κλίση σηµαίνει ότι
δεν ϑα επηρεάσει την ενηµέρωση ϐάρους. Λόγω αυτού, το δίκτυο δεν µαθαίνει το αποτέλεσµα
των προηγούµενων εισόδων. ΄Ετσι, προκαλείται το πρόβληµα της ϐραχυπρόθεσµης µνήµης
(short-term memory problem). Για να λυθεί αυτό το πρόβληµα δηµιουργήθηκαν δύο α-
ναδροµικά µοντέλα που ϑα παρουσιάσουµε στην συνέχεια το Long Short-Temp Memory
(LSTM) και το Gated Recurrent Units (GRU).

2.3.8 Long Short-Term Memory (LSTM)

Οι Sepp Hochreiter, Jϋrgen Schmidhuber πρότειναν το 1997 την αρχιτεκτονική του
LSTM[17] ώστε να αντιµετωπίσουν το πρόβληµα του vanishing gradient των RNNs. ΄Ε-
να LSTM ακολουθεί την ϐασική αρχιτεκτονική των αναδροµικών νευρωνικών δικτύων προ-
σθέτοντας εσωτερικούς µηχανισµούς-πύλες (gated cells). Πιο συγκεκριµένα οι πύλες που
χρησιµοποιούνται είναι οι ακόλουθες :

Εικόνα 2.10: LSTM unit

1. Forget Gate:
ft = σ(Wf [ht−1, xt] + bf )

Το πρώτο ϐήµα του LSTM unit είναι να αποφασίσει ποια κοµµάτια της πληροφορίας
ϑα ΄ξεχάσει΄. Λαµβάνει σαν είσοδο την έξοδο της προηγούµενης κατάστασης ht−1 και
την είσοδο xt και επιστρέφει µία τιµή µεταξύ του 0 και του 1 για κάθε cell state Ct−1.

2. Input Gate:
it = σ(Wi[ht−1, xt] + bi)

Ĉt = tanh(WC[ht−1, xt] + bC)
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Το επόµενο ϐήµα είναι να αποφασίσει ποια νέα πληροφορία ϑα αποθηκευτεί στο cell
state. Αυτό γίνεται µε δύο ϐήµατα: αρχικά, αποφασίζει ποιες τιµές ϑα ανανεωθούν (it )
και στην συνέχεια δηµιουργεί τον πίνακα Ĉt που ϑα αποθηκευτεί στο cell state.

3. Cell state update:
Ct = ft ∗ Ct−1 + it ∗ Ĉt

Τώρα ϑα γίνει η ανανέωση του cell state απο Ct−1 σε Ct λαµβάνοντας υπόψη τα προη-
γούµενα.

4. Output Gate:
ot = σ(Wo[ht−1, xt] + bo)

Σε αυτό το ϐήµα αποφασίζεται ποια µέρη του cell state ϑα λάβουν µέρος στην έξοδο
του νευρώνα.

5. Hidden State:
ht = ot ∗ tanh(Ct)

Τέλος, υπολογίζεται η έξοδος µέσω της συνάρτησης ενεργοποίησης tanh και το απο-
τέλεσµα της προηγούµενης πύλης.

΄Οπως κάθε νευρωνικό έχει ϐάρη τα οποία εκπαιδεύονται. Αυτά είναι τα Wf ,Wi ,Wc,Wo που
αναφέρονται παραπάνω. Τα συνολικά των LSTMs καταλήγουν να είναι πολυάριθµα όσο αυ-
ξάνονται τα κρυµµένα επίπεδα του. Παρόλα αυτά λόγω της πύλης forget gate δεν υπάρχει το
πρόβληµα µε το vanishing gradient που σηµαίνει ότι το LSTM µπορεί να µάθει εργασίες που
απαιτούν µνήµη από γεγονότα που συνέβησαν χιλιάδες ή ακόµα και εκατοµµύρια χρονικά
ϐήµατα (time steps) νωρίτερα.

2.3.9 Gated Recurrent Units (GRU)

Το 2014 προτάθηκε από τον Kyunghyun Cho και την οµάδα του[18] µία άλλη αρχι-
τεκτονική αναδροµικών νευρωνικών δικτύων. Το µοντέλο τους ϐασίζεται στο LSTM, επειδή
και αυτό έχει πύλες που διαχειρίζεται την πληροφορία σε κάθε νευρώνα, όµως δεν έχουν
ξεχωριστά κελιά για να αποθηκεύουν το cell state. Επίσης, οι πύλες τους είναι λιγότερες,
µιας και λείπει η πύλη output gate και η forget gate, τις οποίες αντικαθιστα η πύλη update
gate.

Πιο αναλυτικά η διαδικασία που χρησιµοποιεί το GRU είναι οι παρακάτω:

1. Update Gate:
zt = σ(Ws[ht−1, xt])

Αποφασίζει εάν η κατάσταση του κελιού πρέπει να ενηµερωθεί µε την υποψήφια κα-
τάσταση (τρέχουσα τιµή ενεργοποίησης) ή όχι.

2. Reset Gate:
rt = σ(Wr[ht−1, xt])

χρησιµοποιείται για να αποφασίσει εάν η προηγούµενη κατάσταση κελιού είναι σηµα-
ντική ή όχι. Η πύλη αυτή δεν χρησιµοποιείται στην απλή µορφη του GRU.
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Εικόνα 2.11: LSTM vs GRU

3. Candidate Activation:
ĥt = tanh(W [rt ∗ ht−1, xt])

Εκτελείται η συνάρτηση ενεργοποίησης tanh.

4. Output:
ht = (1 − zt) ∗ ht−1 + zt ∗ ĥt

Η τελική κατάσταση κελιού εξαρτάται από την update gate. Μπορεί ή όχι να ενηµε-
ϱωθεί µε την candidate activation. Αφαιρεί κάποιο περιεχόµενο από την τελευταία
κατάσταση του κελιού και γράφει κάποιο νέο περιεχόµενο.

Μετά από πειράµατα έχει ϕανεί ότι το GRU τις περισσότερες ϕορές είναι ισάξιο µε το
LSTM. ∆εδοµένου όµως του γεγονότος ότι το GRU έχει λιγότερες παραµέτρους και δεν έχει
το cell state, προτιµάται λόγω χαµηλότερης χρήσης της µνήµης και γιατί εκπαιδεύεται πιο
γρήγορα.

2.3.10 Multilayer Perceptron

Η πιο γνωστή µορφή νευρωνικών δικτύων είναι τα Perceptrons. Η σύνδεση µεταξύ δύο
ή περισσοτέρων Perceptrons δηµιουργεί µια συνάρτηση που έχει την δυνατότητα να λύσει
µη γραµµικά διαχωρίσιµα προβλήµατα (όπως το πρόβληµα XOR). Στα ϐαθιά νευρωνικά
δίκτυα συχνά χρησιµοποιούνται πλήρως συνδεδεµένα Perceptrons. Χωρίζονται σε επίπεδα
layers και κάθε επίπεδο συνδέεται πλήρως µε το αµέσως επόµενο. Αυτή η αρχιτεκτονική
λέγεται Multi-layer Perceptron ή MLP. ΄Ενα MLP αποτελείται από τουλάχιστον τρία επίπεδα
κόµβων: ένα επίπεδο εισόδου, ένα κρυφό επίπεδο και ένα επίπεδο εξόδου. Εκτός από τους
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κόµβους εισόδου, κάθε κόµβος είναι ένας νευρώνας που χρησιµοποιεί µια συνάρτηση µη
γραµµικής ενεργοποίησης. Το MLP χρησιµοποιεί τον αλγόριθµο backpropagation (2.3.6)
για εκπαίδευση. Τα πολλαπλά επίπεδα και η µη γραµµική ενεργοποίηση διακρίνουν το MLP
από ένα απλό γραµµικό perceptron. ΄Ενα παράδειγµα MLP είναι αυτό που απεικονίζεται
στην Εικόνα 2.5.

2.3.11 Συνελικτικά Νευρωνικά ∆ίκτυα (Convolutional Neural Networks)

Τα συνελικτικά νευρωνικά δίκτυα (CNN ή ConvNet) είναι µια ειδική κατηγορία νευρω-
νικών δικτύων τα οποία χρησιµοποιούνται κυρίως στην ανάλυση/κατηγοριοποίηση εικόνων
και ϐίντεο. Ωστόσο, συνελικτικά δίκτυα έχουν χρησιµοποιηθεί και στην ανάλυση και πρόβλε-
ψη χρονοσειρών[19][20]. Η αρχιτεκτονική τους παροµοιάζεται µε τα MLP(2.3.10) όµως, όπως
λέει και το όνοµα τους χρησιµοποιούν την µαθηµατική πράξη της συνέλιξης.

Κάθε επίπεδο συνέλιξης χρησιµοποιεί ένα σύνολο από ϕίλτρα, τα οποία ¨σαρώνουν¨ κατά
πλάτος και κατά ύψος τον πίνακα εισόδου, µε χρήση της µαθηµατικής πράξης της συνέλιξης.
΄Ετσι εντοπίζονται συγκεκριµένα χαρακτηριστικά ή µοτίβα που παρουσιάζονται στα δεδοµένα
εισόδου. Ο νέος πίνακας που δηµιουργείται ονοµάζεται χάρτης χαρακτηριστικών (feature
map).

Εικόνα 2.12: Παράδειγµα συνέλιξης

΄Ενα συνελικτικό επίπεδο αποτελείται από τα παρακάτω χαρακτηριστικά:

1. Μέγεθος ϕίλτρου-kernel size: Ορίζει το µέγεθος του convolutional filter, όπως ϕαίνεται
και στην Εικόνα 2.12.

2. Αριθµός ϕίλτρων-filters : Ορίζει το πλήθος των ϕίλτρων που ϑα χρησιµοποιηθούν για
την εξαγωγή χαρακτηριστικών.

3. Βήµα-stride: Ρυθµίζει το ϐήµα µετακίνησης του ϕίλτρου. ΄Οσο µεγαλύτερο το ϐήµα
τόσο µικρότερη η διάσταση εξόδου.

4. Γέµισµα περιθωρίου-padding: Ορίζει το µέγεθος του γεµίσµατος γύρω από τις άκρες
της εισόδου.
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Το µέγεθος της εξόδου ενός συνελικτικού επιπέδου καθορίζεται από όλα τα παραπάνω χα-
ϱακτηριστικά µε ϐάση την σχέση:

N + 2P − F
S

+ 1, όπου:

• Ν = ∆ιαστάσεις εισόδου

• P = Γέµισµα περιθωρίου (padding)

• F = ∆ιαστάσεις ϕίλτρου

• S = Βήµα (stride)

Τα συνελικτικά δίκτυα, τις περισσότερες ϕορές, µετά από το συνελεκτικό επίπεδο κάνουν
µια υποδειγµατοληψία του υπολογισµού. Αυτή την διαδικασία ονοµάζουµε pooling. Τα
pooling layers µειώνουν τις διαστάσεις των δεδοµένων συγκεντρώνοντας τις εξόδους των νευ-
ϱώνων σε οµάδες κρατώντας τα πιο σηµαντικά χαρακτηριστικά. Το local pooling κάνει µικρές
οµαδοποιήσεις, συνήθως 2 x 2. Αντίθετα, το global pooling επιδρά σε όλους τους νευρώνες
του convolutional layer. Η τεχνική του pooling, υπολογίζει τη µέγιστη τιµή (max pooling) ή
τον µέσο όρο (average pooling) των τιµών του πίνακα. Η µείωση των διαστάσεων οδηγεί σε
λιγότερους υπολογισµούς και µειώνει σε µεγάλο ϐαθµό την πιθανότητα υπερεκπαίδευσης
του µοντέλου. Ωστόσο, πρέπει να είµαστε προσεκτικοί µε την χρήση τους, γιατί µπορεί να
χαθεί σηµαντική πληροφορία, όταν τα προσθέτουµε αλόγιστα.

Το τελευταίο στάδιο ενός συνελικτικού δικτύου αποτελείται από το πλήρως συνδεδεµένο
επίπεδο (fully-connected layer). Σε αυτό το στάδιο, αφού έχουν συλλεχθεί τα σηµαντικά
χαρακτηριστικά της εισόδου, συνδυάζονται έτσι ώστε να υπολογιστεί η τελική έξοδος.

Στην περίπτωση µας, δίνοντας µια χρονοσειρά σαν είσοδο υπολογίζεται η συνέλιξη α-
νάλογα µε τα χαρακτηριστικά του πρώτου σταδίου (convolutional layer). ΄Ετσι, λαµβάνουµε
τα πιθανά µοτίβα που εµφανίζονται στην χρονοσειρά. Στην συνέχεια, κρατάµε την πιο ση-
µαντική πληροφορία µέσω του δεύτερου σταδίου (pooling layer) και στο τέλος υπολογίζουµε
την πρόβλεψη µας µέσω του fully-connected layer.

2.3.12 Αυτοκωδικοποιητής (Autoencoder)

Ο Αυτοκωδικοποιητής (Autoencoder) είναι ένα τεχνητό νευρωνικό δίκτυο το οποίο έχει
ίδια είσοδο και έξοδο. Στην ουσία, προσπαθεί να µάθει την είσοδο έτσι ώστε να την παράγει
στην έξοδο. Χρησιµοποιείται κυρίως σε προβλήµατα µείωσης διαστάσεων (dimensionality
reduce), information retrieval tasks[21] και data denoising. Ωστόσο, γίνεται αναφορά στους
αποκωδικοποιητές και σε προβλήµατα πρόβλεψης χρονοσειρών[22],[23],[24],[25] καθώς και
σε προβλήµατα anomaly detection[26].

Single Autoencoder

΄Ενας απλός αυτοκωδικοποιητής (single autoencoder) αποτελείται από µια διαδοχικά
συνδεδεµένη διάταξη τριών επιπέδων όπως ϕαίνεται και στην εικόνα 2.13:

1. το στρώµα εισόδου (Input layer)
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2. το κρυφό στρώµα (Hidden layer)

3. το στρώµα εξόδου (ή ανακατασκευή) (Output layer)

Εικόνα 2.13: Single autoencoder

Ο στόχος της εκπαίδευσης του single autoencoder είναι να ελαχιστοποιηθεί το σφάλµα µε-
ταξύ του διανύσµατος εισόδου και του διανύσµατος ανακατασκευής. Το πρώτο ϐήµα της
εµπρόσθιας διάδοσης του single AE είναι η αντιστοίχηση της εισόδου στο κρυφό στρώµα
(µειώνοντας την διαστατικότητα), ενώ το δεύτερο ϐήµα είναι η ανακασκευή της εισόδου χαρ-
τογραφώντας τον κρυφό στρώµα στο στρώµα εξόδου ή ανακατασκευής. Τα δύο ϐήµατα
µπορούν να διατυπωθούν ως εξής[22]:

a(x) = f (W1x + b1)

x ′ = f (W2a(x) + b2)

όπου x ∈ Rk διάνυσµα εισόδου και x ′ ∈ Rk διάνυσµα ανακατασκευής, a(x) το κρυφό
επίπεδο, W1,W2 τα ϐάρη του κρυφού επιπέδου και της ανακατασκευής και b1, b2 τα bias
αντίστοιχα.

Stacked autoencoder

Ο stacked autoencoder είναι µια ιεραρχηµένη στοίβα από single autoencoders. Η διαδι-
κασία εκπαίδευσης µοντέλου περιλαµβάνει άπληστη εκπαίδευση σε επίπεδο στρώµατος για
την ελαχιστοποίηση του σφάλµατος µεταξύ των διανυσµάτων εισόδου και εξόδου. Το επόµε-
νο επίπεδο του autoencoder είναι το κρυφό στρώµα του προηγούµενου, µε καθένα από τα
επίπεδα να εκπαιδεύεται από αλγόριθµο καθόδου κλίσης χρησιµοποιώντας µια συνάρτηση
ϐελτιστοποίησης. Για την πρόβλεψη χρονοσειρών χρησιµοποιούνται κυρίως LSTM-SAE αλ-
λά έχουν προταθεί και υβριδικά µοντέλα όπως µοντέλα µε encoder συνελεκτικό νευρωνικό
δίκτυο (Convolutional Neural Network) και decoder LSTM[19].
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2.3.13 Ενισχυτική Μάθηση (Reinforcement Learning)

Η ενισχυτική µάθηση είναι ένας κλάδος της µηχανικής µάθησης που ϐασίζεται στην αλ-
ληλεπίδραση ενός πράκτορα (agent) µε ένα περιβάλλον (environment), µέσω συγκεκριµένων
δράσεων (actions) που πραγµατοποιεί. Οι ενέργειες αυτές µεταβάλουν την κατάσταση (state)
αποδίδοντας µία ανταµοιβή (reward), όπως ϕαίνεται στην Εικόνα 2.14. Πιο συγκεκριµένα,
τα κύρια στοιχεία του reinforcement learning είναι τα ακόλουθα[27]:

1. Environment: Αποτελεί οποιοδήποτε σύστηµα ανάλογα µε το πρόβληµα (όπως οικο-
νοµικά και τεχνικά συστήµατα). Εξαρτάται από τα ιστορικά στοιχεία και τα actions
που εκτελούνται µέσω του agent. Σε κάθε αλληλεπίδραση, στέλνει ένα reward Rt στον
agent που χρησιµεύει ως κριτήριο αξιολόγησης για τη δράση του agent στην τελευταία
κατάσταση του συστήµατος. Η κατάσταση (state) st του συστήµατος µπορεί να είναι
διακριτή ή συνεχής.

2. Agent: Λειτουργεί ως ελεγκτής του συστήµατος. Μπορεί τουλάχιστον να παρατηρήσει
εν µέρει την κατάσταση του συστήµατος λαµβάνοντας observations xt . Χρησιµοποι-
ώντας αυτές, αλληλεπιδρά µε το environment εκτελώντας actions και µε αντάλλαγµα
ανακτώντας reward Rt+1, τις οποίες µπορεί να χρησιµοποιήσει για να ϐελτιώσει την
πολιτική της.

3. Action: Το action επηρεάζει την ανάπτυξη του environment. Ουσιαστικά αναπα-
ϱιστούν την επιλεγµένη αλλαγή στο state του συστήµατος. Τα actions µπορούν να
περιοριστούν ανάλογα µε το είδος του προβλήµατος. Παραδείγµατα από actions ε-
ίναι η αγορά ή η πώληση προϊόντος ή στην περίπτωση µας η αυξηση ή η µείωση από
resources.

4. Policy: Η αντιστοίχιση από το κάθε state του συστήµατος σε κάθε action γίνεται µε
ϐάση µίας πολιτικής (policy) π. Ακολουθώντας µια πολιτική σχηµατίζεται µια ακολου-
ϑία ενεργειών και αντικατροπτίζει τη συµπεριφορά του agent σε µια δεδοµένη στιγµή.
Για τις περισσότερες εφαρµογές κάποιος ενδιαφέρεται να ελέγξει ένα σύστηµα για µια
συγκεκριµένη χρονική περίοδο και όχι απλά για την επόµενη στιγµή. Εποµένως, α-
ντί για ϐελτιστοποίηση ενός ϐήµατος, κάποιος προσπαθεί να καθορίσει µια ϐέλτιστη
πολιτική σε σχέση µε έναν δεδοµένο συνολικό στόχο, ανάλογα µε τη reward function.

5. Reward: Η reward function καθορίζει τον συνολικό στόχο του συστήµατος. Απεικο-
νίζει την άµεση ανταµοιβή που λαµβάνει ο agent για την εκτέλεση του συγκεκριµένου
action στο δεδοµένο state συστήµατος. Το µοντέλο ϐάση και της πολιτικής κοιτάζει την
µακροπρόθεσµα καλύτερη ανταµοιβή και όχι αυτή που την επόµενη στιγµή ϑα ϕέρει
το καλύτερο αποτέλεσµα και στην συνέχεια µπορεί να έχει πολύ µικρότερες τιµές.

Exploration/Exploitation

Το δίληµµα της "εξερεύνησης - εκµετάλλευσης". ΄Οταν ο πράκτορας ξεκινά να αλλη-
λεπιδρά µε το περιβάλλον δε γνωρίζει τίποτα για αυτό και κατά συνέπεια δρα στην τύχη.
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Εικόνα 2.14: Agent-Environment

Καθώς όµως συνεχίζεται αυτή η διαδικασία αρχίζει και συσσωρεύει κάποια γνώση για το
περιβάλλον και την οποία είναι σε ϑέση να εκµεταλλευτεί ώστε να λάβει τις αποφάσεις του.
Σε ποιο ϐαθµό όµως µπορεί να εκµεταλλεύεται την υφιστάµενη γνώση και σε ποιο συνεχίζει
την εξερεύνηση·[28]

• Από τη µία η άµεση εκµετάλλευση µπορεί να οδηγήσει σε µη ϐέλτιστες αποφάσεις
καθώς είναι πιθανόν να υπάρχουν καταστάσεις του περιβάλλοντος που δεν έχουµε
εξερευνήσει ακόµα και οι οποίες να οδηγούν σε καλύτερα αποτελέσµατα.

• Από την άλλη η συνέχιση της εξερεύνησης σηµαίνει πως ϑυσιάζουµε ένα ποσό αντα-
µοιβής που µπορούµε άµεσα να λάβουµε.

2.3.14 Μαρκοβιανή ∆ιαδικασία Αποφάσεων (Markov Decision Process)

Η Μαρκοβιανή διαδικασία αποφάσεων (MDP) αποτελεί την µαθηµατική ϐάση στα περισ-
σότερα ϑεωρητικά προβλήµατα RL. Μία MDP ορίζεται ως ένα σύνολο (S, A, P, R, γ) όπου:

• S ένα πεπερασµένο σύνολο από states,

• A ένα πεπερασµένο σύνολο από actions,

• P η πιθανότητα µε δεδοµένο state s, action a την χρονική στιγµη t να µεταβεί στο state
s’ Pr(st+1 = s′|st = s, at = a),

• R η ανταµοιβή που λαµβάνεται µετά από την αλλαγή κατάστασης από st σε st+1 εξάιτίας
του action a Rs = E[Rt+1|st = s, at = a],

• γ ένας παράγοντας έκπτωσης (discount factor) όπου γ ∈ [0,1]

Στη ϑεωρία πιθανοτήτων και στην στατιστική, ο όρος Markov property αναφέρεται στην
ιδιότητα µιας στοχαστικής διαδικασίας χωρίς µνήµη (“Future is Independent of the past
given the present”[29]), η οποία ορίζεται ως :

Pr(st+1|s1, s2, ..., st) = Pr(st+1|st)

όπου Pr(s1, s2, ..., st) > 0
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Εικόνα 2.15: Παράδειγµα MDP

Ο στόχος του MDP για συνεχή προβλήµατα (episodic and continuous tasks) είναι να
µεγιστοποιήσει την ανταµοιβή:

Gt = Rt+1 + γRt+2 + γ
2Rt+3 + ... =

∞∑
k=0

γkRt+k+1

Στην συνέχεια, αναφέρονται κάποιες σηµαντικές συναρτήσεις του MDP[29].

Συνάρτηση πολιτικής (Policy Function)

Η συνάρτηση πολιτικής είναι µια πιθανοτική κατανοµή στα actions a ∈ A για κάθε state
s ∈ S. Εάν ένας πράκτορας την στιγµή t ακολουθεί την πολιτική π(a|s) είναι η πιθανότητα
ότι ο πράκτορας να αναλάβει δράση a στο συγκεκριµένο χρονικό ϐήµα t.

π(s|a) = P[At = a|St = s]

Συνάρτηση κατάστασης-τιµής (State-Value Function)

Η συνάρτηση κατάστασης-τιµής ϐρίσκει την τιµή σε µία κατάσταση. Η τιµή σε µία
κατάσταση s, όταν ο πράκτορας ακολουθεί µια πολιτική π, ορίζεται ως Vπ(s). είναι η ανα-
µενόµενη επιστροφή ξεκινώντας από το ς και ακολουθώντας µια πολιτική π για τις επόµενες
καταστάσεις, µέχρι να ϕτάσουµε στην κατάσταση τερµατισµού. Μπορούµε να το διατυπώσου-
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µε ως:
Vπ(s) = Eπ[Gt |St = s]

Χρησιµοποιώντας την συνάρτηση Bellman µπορούµε να ϐρούµε την ϐέλτιστη συνάρτηση
κατάστασης-τιµής V ∗π (s) η οποία είναι :

Vπ(s) = Eπ[Rt+1 + γVπ(st+1)|St = s]

Συνάρτηση κατάστασης-δράσης (State-Action value Function or Q-Function)

Αυτή η συνάρτηση καθορίζει το πόσο καλό είναι για τον πράκτορα να αναλάβει δράση a
σε µια κατάσταση s µε πολιτική π. Μπορούµε να το διατυπώσουµε ως:

Qπ(s, a) = Eπ[Gt |St = s, At = a]

΄Οµοια µε πριν, µέσω της συνάρτησης Bellman µπορούµε να ϐρούµε την ϐέλτιστη συνάρτηση
κατάστασης-δράσης Q∗π(s) η οποία είναι :

Qπ(s, a) = Eπ[Rt+1 + γQπ(st+1, at+1)|St = s, At = a]

2.3.15 Μάθηση Χρονικών ∆ιαφορών (Temporal Difference Learning)

Ο Richard S. Sutton το 1988 εισήγαγε το Temporal Difference Learning - TD[30]. Είναι
µια προσέγγιση για να µάθουµε πώς να προβλέψουµε µια ποσότητα που εξαρτάται από τις
µελλοντικές τιµές ενός δεδοµένου σήµατος. Το όνοµα TD προέρχεται από τη χρήση αλλαγών
ή διαφορών, σε προβλέψεις για διαδοχικά χρονικά ϐήµατα για την προώθηση της µαθησια-
κής διαδικασίας. Η πρόβλεψη σε οποιοδήποτε δεδοµένο χρονικό ϐήµα ενηµερώνεται για
να την ϕέρει πιο κοντά στην πρόβλεψη της ίδιας ποσότητας στο επόµενο ϐήµα. Είναι µια
εποπτευόµενη µαθησιακή διαδικασία στην οποία το εκπαιδευτικό σήµα για µια πρόβλεψη
είναι µια µελλοντική πρόβλεψη. Οι αλγόριθµοι TD χρησιµοποιούνται συχνά στην εκµάθηση
ενίσχυσης για να προβλέψουν ένα µέτρο του συνολικού ποσού ανταµοιβής που αναµένε-
ται στο µέλλον, αλλά µπορούν επίσης να χρησιµοποιηθούν για την πρόβλεψη και άλλων
ποσοτήτων. ΄Εχουν επίσης αναπτυχθεί αλγόριθµοι συνεχούς χρόνου TD[31].

Η απλή µορφή το TD συµβολίζεται ως TD(0) και υπολογίζει το state-value V µε τον
παρακάτω τρόπο:

V (St) = V (St) + α[Rt+1 + γV (St+1) − V (St)]

όπου α: learning rate, που καθορίζει σε ποιο ϐαθµό λαµβάνουµε υπόψιν τις νέες ανανεώσεις,
γ: discount factor

Το TD χρησιµοποιεί την εξίσωση ϐελτιστοποίησης Bellman για να εκτιµήσει την τιµή και,
στη συνέχεια, ενηµερώνει την εκτιµώµενη τιµή µε την τιµή-στόχο.

2.3.16 ε-greedy Policy

Η πολιτική αυτή έχει ϕτιαχτεί για να ξεπεραστεί το δίληµµα exploration/exploitation και
χρησιµοποιείται συνήθως στο Q-Learning. Με αυτήν την τεχνική σε κάθε ϐήµα ο αλγόριθµος
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µε µια πιθανότητα ε λαµβάνει αποφάσεις τυχαία, ενώ διαφορετικά δρα άπληστα επιλέγοντας
το action που εκτιµά ότι προσφέρει µεγαλύτερο reward[28].

2.3.17 Q-Learning

Ο αλγόριθµος Q-Learning[32] είναι ο πιο γνωστός αλγόριθµος reinforcement learning.
Μπορούµε να πούµε ότι είναι µια µορφή ασύγχρονου δυναµικού προγραµµατισµού. Χρη-
σιµοποιεί την µέθοδο µάθησης χρονικών διαφορών (temporal difference learning) και την
ε-greedy policy. Αναλυτικά ο αλγόριθµος ϕαίνεται παρακάτω (Αλγόριθµος 2.1).

Αλγοριθµος 2.1: Αλγόριθµος Q-Learning

Αρχικοποίησε τον πίνακα Q µε µηδενικά
for episode=1, to M do

Πάρε το current state από το environment st
for t=1, T do

Με πιθανότητα ε διάλεξε ένα τυχαίο action at
αλλιώς επέλεξε at = maxaQ∗(st , a)
Εκτέλεσε το action at και υπολόγισε το reward rt και το next state st+1
Εκτέλεσε τον κανόνα:
Q(st , at) = Q(st , at) + α[rt + γmaxaQ(st+1, at) − Q(st , at)]
Θέσε st = st+1

end for
end for

Πρέπει να σηµειωθεί ότι ο αλγόριθµος υποθέτει ένα πεπερασµένο πλήθος καταστάσε-
ων για την αναπαράσταση του περιβάλλοντος, οι οποίες αναπαρίσταται µε έναν πίνακα στη
µνήµη. Γίνεται εύκολα αντιληπτό ότι κάτι τέτοιο είναι αδύνατο για µεγάλο αριθµό κατα-
στάσεων. Επιπλέον, η συγκεκριµένη λογική δεν εκµεταλλεύεται τις δυνατότητες γενίκευσης
που υπάρχουν, επιχειρώντας µια σηµειακή εκτίµηση της κάθε κατάστασης. Στην συνέχεια,
ϑα παρουσιαστεί µια νέα µορφή του αλγορίθµου µε χρήση νευρωνικών δικτύων.

2.3.18 Βαθιά Ενισχυτική Μάθηση

Λόγω των περιορισµών που εµφανίζονται στον αλγόριθµο Q-learning σχετικά µε την µε-
γάλη µνήµη που χρειάζεται και τον µεγάλο χρόνο για να εξερευνήσει όλες τις καταστάσεις, η
DeepMind το 2013[33] πρότεινε µια νέα µορφή του αλγορίθµου µε χρήση τεχνητών νευρω-
νικών δικτύων. Ο νέος αλγόριθµος ϕτιάχτηκε αρχικά για τα παιχνίδια Atari 2600 τα οποία
δεν µπορούσαν να υλοποιηθούν µε απλό Q-learning λόγω του πλήθους των πιθανών κατα-
στάσεων τους στο χώρο. Το Deep Q-Learning, υλοποιεί την Q-value function µε χρήση ενός
νευρωνικού δικτύου αντί για έναν πίνακα περασµένων καταστάσεων, όπως ϕαίνεται και στην
Εικόνα 2.16. Στην περίπτωση των Atari 2600 χρησιµοποιήθηκαν συνελικτικά νευρωνικά
δίκτυα (λόγω των εικόνων που λάµβανε σαν είσοδο), αλλά γενικά µπορούµε να χρησιµοποι-
ήσουµε κάθε είδος νευρωνικού δικτύου (όπως MLP ή αναδροµικά δίκτυα).

Πιο αναλυτικά, τα στάδια που υλοποιούνται µε χρήση deep Q-learning networks- DQN
είναι τα εξής :
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Εικόνα 2.16: Q-Learning vs Deep Q-Learning

1. ΄Ολες οι προηγούµενες καταστάσεις αποθηκεύονται στην µνήµη ή σε έναν buffer

2. Το επόµενο action ορίζεται µε ϐάση το µεγαλύτερο output του Q-network

3. Η συνάρτηση σφάλµατος (loss function) είναι συνήθως η mean squared error η οποία
συγκρίνει το predicted Q-value και το target Q-value Q∗. Αυτό είναι ένα ϐασικό
πρόβληµα παλινδρόµησης. Ωστόσο, δεν γνωρίζουµε το target ή actual value εδώ µιας
και ασχολούµαστε µε πρόβληµα reinforcement learning. Χρησιµοποιούµε, λοιπόν,
την Q-value update equation που προέρχεται από την Bellman equation ως εξής :

Q∗(st , at) = Q∗(st , at) + α[Rt+1 + γmaxaQ
∗(st+1, a) − Q∗(st , at)]

Επιπλέον, γίνεται χρήση και της τεχνικής του experience replay, όπου έχουµε έναν
replay memory και από αυτόν επιλέγουµε mini batches µε τα οποία εκπαιδεύουµε το νευ-
ϱωνικό δίκτυο. Χρησιµοποιούµε δηλαδή τον αλγόριθµο Mini-Batch Gradient Descent που
αναφέραµε παραπάνω. Ο πλήρης αλγόριθµος παρουσιάζεται στον Αλγόριθµο 2.2
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Αλγοριθµος 2.2: Αλγόριθµος Deep Q-Learning

Αρχικοποίησε το νευρωνικό Q-network µε τυχαία ϐάρη ϑ
Αρχικοποίησε την replay memory D µε µέγεθος N
for episode=1, to M do

Πάρε το current state από το environment st
for t=1, T do

Με πιθανότητα ε διάλεξε ένα τυχαίο action at
αλλιώς επέλεξε at = maxaQ∗(st , a; θ)
Εκτέλεσε το action at και υπολόγισε το reward rt και το next state st+1
Αποθήκευσε στην µνήµη το transition (st , at , rt , st+1)
Θέσε st = st+1
∆ιαλέγουµε random minibatch of k transitions (sj, aj, rj, sj+1) από το D

Θέσε yt =
rj for terminal states,
rj + γmaxa′Q∗(sj+1, a′; θ) for non terminal states.

Εκτέλεσε το gradient descent step on (yj − Q(sj, aj; θ))2

end for
end for
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Κεφάλαιο 3

Σχετικές εργασίες

Στο κεφάλαιο αυτό αρχικά γίνεται µια περιγραφή των σχετικών εργασιών µε ϐάση την
πρόβλεψη χρονοσειρών και την ελαστικότητα στα υπολογιστικά νέφη.

Η δυναµική χρονοδροµολόγηση πόρων έχει ερευνηθεί από την σκοπιά της πρόβλεψης του
ϕόρτου εργασίας σε πραγµατικό χρόνο. Παρουσιάζουµε, λοιπόν, κάποιες τεχνικές που εφαρ-
µόστηκαν είτε σε χρονοσειρές ϕόρτου εργασίας είτε σε άλλα προβλήµατα για την πρόβλεψη
χρονοσειρών.

Βασικά µοντέλα πρόβλεψης που χρησιµοποιούνται για το ϕόρτο εργασίας σε υπολογιστι-
κά περιβάλλοντα υλοποιούνται εδώ [9] και εφαρµόζονται σε πραγµατικά δεδοµένα (Google
cluster data, Intel Netbatch logs). Πιο συγκεκριµένα, υλοποιούνται τα µοντέλα: Αυτοπαλιν-
δροµικό µοντέλο πρώτης τάξης, Μοντέλο κινητού µέσου όρου πρώτης τάξης, Απλή εκθετική
εξοµάλυνση, ∆ιπλή εκθετική εξοµάλυνση, Μέθοδος ETS, Αυτοµατοποιηµένη µέθοδος ARI-
MA και η Μέθοδος αυτοπαλινδρόµησης νευρικού δικτύου (ένα πλήρως συνδεδεµένο τριών
επιπέδων νευρωνικό δίκτυο). Για να υπολογιστεί η ακρίβεια των µοντέλων εφαρµόστηκαν µε
δύο τρόπους. Στον πρώτο τρόπο (out-of-sample forecasting), εκπαιδεύονται τα µοντέλα µε
ιστορικά στοιχεία και προβλέπουµε τις επόµενες καταστάσεις µε ϐάση αυτά. Αντίθετα, ο δε-
ύτερο τρόπο (rolling forecast origin cross-validation) ϐασίζεται στην τεχνική του κυλιόµενου
παραθύρου, όπου τα µοντέλα εκπαιδεύονται µε τα τελευταία k στοιχεία, υπολογίζονται τα
υπόλοιπα h και µετακινεί το παράθυρο. Παρατηρήθηκε ότι µε λίγα µόνο ιστορικά δεδοµένα
(10 µε 15 τιµές) τα µοντέλα ϐγάζουν αρκετά ακριβή αποτελέσµατα, κυρίως για δύο ή τρεις
περιόδους στο µέλλον.

Επιπλέον, µια µελέτη πρόβλεψης ηλιακής ενέργειας [24] πρότεινε µια µορφή αυτοκω-
δικοποιητή τον οποίο ονόµασε Auto-LSTM που αποτελείται από έναν Autoencoder και ένα
LSTM το οποίο είχε καλύτερα αποτελέσµατα από το MLP, LSTM, Deep Belief Network.

Το 2018 δηµοσιεύτηκε µία άλλη έρευνα για την πρόβλεψη χρονοσειρών για τη ϕωτο-
ϐολταϊκή ηλιακή ενέργεια και το ϕορτίο ηλεκτρικής ενέργειας για την επόµενη µέρα[34].
Συγκρίθηκαν τρία διαφορετικά µοντέλα νευρωνικών δικτύων (συνελικτικά νευρωνικά δίκτυα-
CNN, multilayer perceptron και LSTM). Τα αποτελέσµατα απέδειξαν ότι το CNN και το
Multilayer perceptron είχαν καλύτερα αποτελέσµατα από το LSTM.

Επιπρόσθετα, το ϑέµα πρόβλεψης χρονοσειρών µε δεδοµένα τιµών bitcoin αναλύθηκε µε
χρήση των µοντέλων ARIMA και Facebook Prophet[35]. Αποδείχθηκε ότι το Prophet υπερ-
τερεί κατά πολύ από το ARIMA. Στην συνέχεια, µια άλλη έρευνα της πρόβλεψης χρονοσειρών
[36] σε δεδοµένα τιµών του bitcoin έδειξε ότι το GRU έχει καλύτερη επίδοση από το LSTM,
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όµως το ARIMA είχε ακόµα καλύτερα αποτελέσµατα τόσο από άποψη ακρίβειας όσο και από
άποψη χρόνου.

΄Αλλη µια πρόσφατη έρευνα του αφορά πρόβλεψη ϕόρτου εργασίας χρονοσειρών σε συ-
στήµατα αποθήκευσης προτείνει το CrystalLP[37], µια µέθοδο ϐαθιάς µάθησης. Αναλυ-
τικότερα, για την πρόβλεψη χρησιµοποιεί αναδροµικά δίκτυα µακράς-ϐραχείας µνήµης
- LSTM και τα συνδυάζει µε επεξεργασία δεδοµένων. Τα στάδια υλοποιήσης του Cry-
stalLP είναι : αρχικά, η συλλογή δεδοµένων για τον ϕόρτο εργασίας, η προ-επεξεργασία
των δεδοµένων (οµαλοποίηση των δεδοµένων), η πρόβλεψη µε ϐάση των LSTMs και η µέτα-
επεξεργασία των δεδοµένων. Η πρόβλεψη γίνεται µε ϐήµα 1 τιµή, χρησιµοποιώντας ένα
κυλιόµενο παράθυρο. Το µοντέλο συγκρίθηκε µε το ARIMA, SVR και το απλό-RNN και
αποδείχθηκε ότι έχει καλύτερη απόδοση.

Επίσης, η αυτοµατοποιηµένη διαχείριση πόρων έχει ερευνηθεί και µε την χρήση της
ελαστικότητας και της ενισχυτικής µάθησης.

Ο Tiramola [38] είναι µία υπηρεσία που χρησιµοποιείται για να αυξοµειώνει αυτόµατα
το µέγεθος των υπολογιστικών συστάδων σε περιβάλλοντα υπολογιστικών νεφών. Ο Tira-
mola σχεδιάστηκε για να διαχειρίζεται αυτόµατα και σε πραγµατικό χρόνο την αύξηση ή
την µείωση των υπολογιστικών πόρων, σε NoSQL συστάδες, ανάλογα µε τις προδιαγραφές
και τις απαιτήσεις του εκάστοτε χρήστη. Η λήψη αποφάσεων σχετικά µε τις προτεινόµενες
ενέργειες γίνεται µοντελοποιώντας τη συστάδα ως µια µαρκοβιανή διαδικασία αποφάσεων
που προσδιορίζει συνεχώς την πιο επωφελής δράση ανάλογα µε την συνάρτηση επιβράβευ-
σης που ορίζει ο χρήστης. Το πρόβληµα µε αυτήν την υλοποίηση ήταν ότι στις µαρκοβιανές
διαδικασίες ο χώρος καταστάσεων είναι διακριτές τιµές και οι παράµετροι εισόδου είναι συ-
νεχείς µεταβλητές. Αυτό οδηγεί σε έναν πολύ µεγάλο χώρο καταστάσεων που είναι δύσκολο
να διαχειριστεί η υπηρεσία.

Με ϐάση την αρχιτεκτονική του Tiramola έγιναν περαιτέρω έρευνες ώστε να ϐρεθεί µια
πιο αποδοτική τεχνική λήψης αποφάσεων. Το 2017[39] προτάθηκε ένα άλλο σύστηµα απο-
ϕάσεων που ϐασίζεται σε µια προσαρµοσµένη µορφή ενισχυτικής µάθησης. Η προσέγγιση
αυτή προτείνει έναν αλγόριθµο που µοντελοποιεί το περιβάλλον σαν µια µαρκοβιανή διαδι-
κασία και χρησιµοποιεί δέντρα αποφάσεων χωρίζοντας δυναµικά τον χώρο κατάστασης όταν
χρειάζεται, σύµφωνα µε τις οδηγίες της συµπεριφοράς του συστήµατος. Με αυτόν τον τρόπο
µπορεί να γενικεύσει τις καταστάσεις του περιβάλλοντος ώστε να λειτουργεί για µεγαλύτερο
χώρου καταστάσεων σε σχέση µε την αρχική υλοποίηση.

Εν συνεχεία των παραπάνω, το 2018 προτάθηκε το DERP[40], το οποίο είναι µια πρω-
τοποριακή υπηρεσία δυναµικής διαχείρισης υπολογιστικών πόρων µε χρήση ϐαθιάς ενι-
σχυτικής µάθησης. Λαµβάνοντας υπόψιν τον αλγόριθµο ϐαθιάς ενισχυτικής µάθησης που
παρουσίασε η DeepMind[33] δηµιουργήθηκαν τρεις διαφορετικοί πράκτορες (Single Deep
Q-Learning, Full Deep Q-Learning, Double Deep Q-Learning) που αναλάβαναν την λήψη
αποφάσεων στο περιβάλλον των υπολογιστικών νεφών. Αποδείχτηκε ότι αυτή η τεχνική ήταν
περισσότερο αποδοτική από τις προηγούµενες.

Μια ακόµα προσέγγιση µε ενισχυτική µάθηση είναι αυτή [41], η οποία δηµιουργεί έναν
κατανεµµηµένο ελεγκτή ενισχυτικής µάθησης που διαχειρίζεται αποδοτικότερα τους πόρους.
Συγκεκριµένα είναι σε ϑέση όχι µόνο να αυξήσει τους πόρους πιο γρήγορα για να καλύψει
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την αυξανόµενη Ϲήτηση αλλά και να τους µειώσει ωστε να ελαχιστοποιθεί η πλεονάζουσα
χρήση πόρων και ο διακοµιστής να εξοικονοµήσει τρέχον κόστος.

Τέλος, προτάθηκε ένα σύστηµα[42] που χρησιµοποίησε τον πράκτορα ϐαθιάς ενισχυτικής
µάθησης σε συνδυασµό µε έναν ελεγκτή για να µπορέσει να ϐελτιστοποιήσει την κατανάλωση
ενέργειας και την εκτέλεση εργασιών έχοντας εµφανή καλύτερες επιδόσεις σε σύγκριση µε τον
ϐασικό αλγόριθµο Deep Q-Learning. ΄Ετσι κατανοούµε ότι ο πράκτορας ϐαθιάς ενισχυτικής
µάθησης µπορεί να συνδυαστεί µε διαφορετικές τεχνικές και δηµιουργήσει πιο αποδοτικά
αποτελέσµατα.
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Περιγραφή, Σχεδίαση και Υλοποίηση

Στο κεφάλαιο αυτό παρουσιάζεται η µελέτη που έγινε για την υλοποίηση του συστήµατος.
Αρχικά, περιγράφεται η αρχιτεκτονική του συστήµατος και γίνεται ο διαχωρισµός

του στα επιµέρους υποσυστήµατα. Στην συνέχεια, αναφέρεται ο τρόπος υλοποίησης του
συστήµατος.

4.1 Αρχιτεκτονική συστήµατος

Το περιβάλλον λειτουργίας του προβλήµατος µας αποτελείται από ένα πλήθος παρα-
µέτρων περιβάλλοντος οι οποίοι σχετίζονται τόσο µε τα εσωτερικά χαρακτηριστικά της συ-
στάδας της cloud υπηρεσία µας όσο και µε εξωτερικούς παράγοντες όπως είναι εισερχόµενος
ϕόρτος εργασίας. ∆εδοµένου ότι ο εξωτερικός παράγοντας του ϕόρτου εργασίας δεν έχει
κάποια άµεση σχέση µε τις σταθερές παραµέτρους της υπηρεσίας µας όπως το συνολικό
capacity ή την συνολική CPU που διατείθονται από το cloud cluster και εξαρτάται µόνο από
την συµπεριφορά των πελατών, µπορούµε να ϑεωρήσουµε το ϕόρτο εργασίας σαν µια χρονο-
σειρά. Υπάρχουν πολλές παρόµοιες προσεγγίσεις σε αυτό το πρόβληµα που έχουν αποδείξει
ότι ο ϕόρτος εργασίας ακολουθεί κάποια µοτίβα σε χρονικές περιόδους και µπορεί έτσι να
προβλεφθεί η επόµενη κατάσταση του µε µοντέλα πρόβλεψης χρονοσειρών.

Πιο συγκεκριµένα, λοιπόν, το σύστηµα µας ϐασίζεται σε δύο υποσυστήµατα. Το ένα είναι
η πρόβλεψη χρονοσειρών το οποίο χρησιµοποιούµε για να προβλέψουµε την κατάσταση του
cloud περιβάλλοντός µας και το άλλο είναι η δυναµική διαχείριση πόρων µε χρήση ενισχυτι-
κής µάθησης, ώστε να προσθέτουµε ή να αφαιρούµε πόρους ανάλογα µε την κατάσταση µας.
∆εδοµένου ότι έχουµε µία µελλοντική κατάσταση από το πρώτο υποσύστηµα, η δυναµική
διαχείριση πόρων έχει µία επιπλέον πληροφορία για το περιβάλλον του προβλήµατος ώστε να
αποτρέψει κάποιο scaling που δεν χρειάζεται να γίνει ή να προβλέψει από πριν µια µελλο-
ντική αύξηση ή µείωση των πόρων ώστε να καλυφθούν οι ανάγκες των πελατών γρηγορότερα
και µε λιγότερο κόστος.

4.1.1 Υποσύστηµα Πρόβλεψης Χρονοσειράς

Αρχικά, τα δύο υποσυστήµατα µπορούν να µελετηθούν ξεχωριστά. Σχετικά µε την πρόβλε-
ψη χρονοσειρών υλοποιήθηκαν τα εξής µοντέλα:

• ARIMA
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• Prophet

• LSTM

• GRU

• CNN

• AutoEncoder-LSTM

Στόχος τους είναι να µας δώσουν πληροφορίες για την µελλοντική κατάσταση του cloud
περιβάλλοντος µας, η οποία εξαρτάται από εξωγενείς παράγοντες.

4.1.2 Υποσύστηµα ∆υναµικής ∆ιαχείρισης Πόρων

Σχετικά µε το σύστηµα δυναµικής διαχείρισης πόρων υλοποιήθηκε ένα σύστηµα ϐαθιάς
ενισχυτικής µάθησης που ακολουθεί το αλγόριθµο Deep Q-Learning Network όπως ορίστηκε
και στο Κεφάλαιο 2 (Αλγόριθµος 2.2).
Οι µεταβλητές που ορίζουν το περιβάλλον του συστήµατος είναι οι εξής :

• Συνολικό workload

• Συνολικό capacity

• Ποσοστό χρησιµοποίησης της CPU

• Ποσοστό των read loads

• Ποσοστό της ελεύθερης RAM

• Το storage capacity του cluster

• Αριθµός δεσµευµένων CPU

• Αριθµός δεσµευµένων (VMs)

• Τα Ι/Ο events σε κάθε cluster

΄Εχει ήδη αποδειχτεί ότι ένα σύστηµα µε όλες τις παραπάνω µεταβλητές µπορεί να λει-
τουργήσει αποδοτικά στην σχετική ϐιβλιογραφία (DERP [40]).

4.2 Σχεδίαση Προτεινόµενου Συστήµατος

Το προτεινόµενο σύστηµα είναι ένας συνδυασµός των δύο παραπάνω συστηµάτων. Α-
ϕού ϐρούµε τον predictor που είναι πιο αποδοτικός στα ιστορικά δεδοµένα του cloud πε-
ϱιβάλλοντός µας, τον χρησιµοποιούµε στο υποσύστηµα δυναµικής διαχείρισης πόρων. Πιο
συγκεκριµένα, στις µεταβλητές περιβάλλοντος πλέον µπορούµε να προσθέσουµε και την
πρόβλεψη του predictor για την επόµενη κατάσταση των µετρικών του περιβάλλοντος την ο-
ποία ϑα χρησιµοποιήσουµε για τον υπολογισµό της συνάρτησης Q-value. Η νέα κατάσταση
state διαµορφώνεται µε τα εξής χαρακτηριστικά:
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4.3 Υλοποίηση Συστήµατος

• Τις µετρικές την δεδοµένη στιγµή

• Τις µετρικές από την πρόβλεψη του predictor για την εποµένη χρονική στιγµή

• Αριθµός των πόρων (VMs) που είναι δεσµευµένα εκείνη την στιγµή.

Ο νέος αλγόριθµος που προτείνεται, λοιπόν, είναι ο Αλγόριθµος 2.2 µε διαφοροποίηση στις
µεταβλητές του state όπου παίρνει πληροφορία και για την επόµενη κατάσταση µέσω του
predictor. Το σύστηµα µας λειτουργεί µε την αρχιτεκτονική που απεικονίζεται στην Εικόνα
4.1.

Σχήµα 4.1: Αρχιτεκτονική προτεινόµενου συστήµατος

4.3 Υλοποίηση Συστήµατος

Το σύστηµα υλοποιήθηκε σε Python 3.7.4, χρησιµοποιώντας τις ϐιβλιοθήκες :

• statsmodels.tsa για τα µοντέλα ARIMA,

• fbprophet για το Prophet,

• google tensorflow για τα νευρωνικά δίκτυα,

• sklearn για τον υπολογισµό των µετρικών αξιολόγησης των predictors,

• numpy για χρήση πινάκων και

• matplotlib.pyplot για απεικόνιση των δεδοµένων
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Κεφάλαιο 5

Πειραµατική Αξιολόγηση

Στο κεφάλαιο αυτό γίνεται ο έλεγχος καλής λειτουργίας του συστήµατος.

5.1 Πλαίσιο Πειραµατικής Αξιολόγησης

Η αξιολόγηση του συστήµατος µας έγινε µε έναν αριθµό από προσοµοιώσεις στο εικονι-
κό περιβάλλον Google Colab[43]. Σε πρώτη ϕάση, αναζητήσαµε στο διαδίκτυο πραγµατικά
δεδοµένα από ϕόρτο εργασίας σε συστάδες υπολογιστικών νεφών, αλλά δεν καταφέραµε να
ϐρούµε κάποια ϐάση δεδοµένων που ϑα µπορούσαµε να χρησιµοποιήσουµε στο πείραµα
µας. ΄Ετσι, αποφασίσαµε να ϕτιάξουµε µια συνθετική χρονοσειρά ϕόρτου εργασίας που να
προσοµοιάζει µια πραγµατική χρονοσειρά, έχοντας αρκετές τυχαίες αυξοµειώσεις στην ε-
ποχικότητα των δεδοµένων της. Την µορφή της χρονοσειράς παρουσιάζουµε στο Κεφάλαιο
5.2. Στην συνέχεια, υλοποιήσαµε έξι διαφορετικά µοντέλα πρόβλεψης χρονοσειρών. Τα δύο
από αυτά ϐασίζονται στην στατιστική ανάλυση των χρονοσειρών, χωρίζοντας τες σε επιµέρους
χαρακτηριστικά και τα υπόλοιπα είναι µορφές τεχνητών νευρωνικών δικτύων που έχει απο-
δειχτεί ότι µπορούν να προβλέψουν χρονοσειρές. Στα στατιστικά µοντέλα υλοποιήσαµε δύο
τρόπους πρόβλεψης. Μία που εκπαιδεύει τα µοντέλα σε συγκεκριµένα ιστορικά στοιχεία
και προβλέπει τις Κ επόµενες στιγµές και µία που λαµβάνει υπόψη µόνο τις τελευταίες Ν
µετρήσεις και υπολογίζει την αµέσως επόµενη. Τα νευρωνικά δίκτυα µε την σειρά τους υ-
λοποιήθηκαν όλα µε τον ίδιο τρόπο. Τα µοντέλα λαµβάνουν σαν είσοδο τις τελευταίες Κ=24
τιµές της χρονοσειράς και προβλέπουν την αµέσως επόµενη τιµή του ϕόρτου εργασίας. Στο
επόµενο ϐήµα, αξιολογήσαµε αυτά τα µοντέλα µε ϐάση κάποιες µετρικές (MSE, RMSE,
MAE) που αναφέραµε και στο ϑεωρητικό υπόβαθρο (Κεφάλαιο 2.3.4) και επιλέξαµε το πιο
ακριβές µοντέλο πρόβλεψης που ϑα χρησιµοποιήσουµε και στο τελικό µας σύστηµα.

Η επόµενη ϕάση των προσοµοιώσεων µας ϐασίζεται στην υλοποίηση ϐαθιάς ενισχυτι-
κής µάθησης για την δυναµική διαχείριση υπολογιστικών πόρων. ∆εδοµένου ότι είναι ήδη
αποδεδειγµένο ότι ένα σύστηµα µε ϐαθιά ενισχυτική µάθηση µπορεί να λειτουργήσει αποτε-
λεσµατικά µε µεγάλο πλήθος παραµέτρων περιβάλλοντος (από το DERP[40]), αποφασίσαµε
στις προσοµοιώσεις µας να κρατήσουµε µόνο τις µεταβλητές του ϕόρτου εργασίας και του
αριθµού των ενεργών εικονικών µηχανών (VMs). Πειραµατιστήκαµε µε διαφορετικές µορφές
ϕόρτου εργασίας (µία µε µια απλή ηµιτονοειδής κυµατοµορφή και µε ένα µέρος της συνθετι-
κής χρονοσειράς µας) και δύο διαφορετικής µορφής συναρτήσεις επιβράβευσης. Αποδείξαµε
ότι το σύστηµα µας λειτουργεί αποδοτικά σε όλες τις παραπάνω περιπτώσεις και είναι στην

∆ιπλωµατική Εργασία 57



Κεφάλαιο 5. Πειραµατική Αξιολόγηση

ευχέρεια του χρήστη να αποφασίσει ποια συνάρτηση επιβράβευσης ϑα χρησιµοποιήσει α-
νάλογα µε το ποια ϑεωρεί οτι καλύπτει καλύτερα τις απαιτήσεις του.

Στο τέλος, υλοποιήσαµε το προτεινόµενο µας σύστηµα, το οποίο συνδυάζει τις δύο πα-
ϱαπάνω τεχνικές. Το σύστηµα µας ϐασίζεται και αυτό στην ϐαθιά ενισχυτική µάθηση όµως
διαφοροποιείται από αυτήν γιατί για να λάβει µία απόφαση δεν του αρκεί µόνο η µέτρηση
της τιµής του ϕόρτου εργασίας και των ενεργών εικονικών µηχανών αλλά και η πρόβλεψη της
επόµενης κατάστασης που λαµβάνεται από το µοντέλο πρόβλεψης µας. Με αυτόν τον τρόπο,
ϑέλουµε να δούµε αν το σύστηµα µας µπορεί να προλάβει κάποια αυξοµείωση του ϕόρτου
εργασίας που δεν µπορεί προβλέψει η απλή ϐαθιά ενισχυτική µάθηση και να προσαρµοστεί
γρηγορότερα στις αλλαγές. Για να αξιολογήσουµε την απόδοση του συγκρίναµε το σύστηµα
που λειτουργεί µόνο µε την ϐαθιά µηχανική µάθηση µε το προτεινόµενο υβριδικό σύστηµα
µας (µε τις ίδιες υπερπαραµέτρους και συναρτήση επιβράβευσης) και αναλύσαµε τις µικρές,
αλλά σηµαντικές διαφοροποιήσεις τους.

5.2 Μορφή χρονοσειράς ϕόρτου εργασίας

Οι χρονοσειρές που χρησιµοποιούµε είναι ένα ηµίτονο για την απλή µορφή και µία πιο
περίπλοκη µορφή η οποία παρουσιάζει πολλαπλές µορφές εποχιακότητας, µία γραµµική α-
νοδική τάση καθώς επίσης προστέθηκε και λευκός ϑόρυβος.Αναλυτικότερα, το συγκεκριµένο
συνθετικό dataset απεικονίζει τις µετρήσεις του ϕόρτου εργασίας ανά ώρα. Ακολουθεί µια
εποχιακότητα τόσο ως προς τις ηµέρες, τις εβδοµάδες και τα χρόνια. Θεωρήσαµε δηλαδή
ότι :

• Κάθε µέρα υπάρχει ένα ηµιτονοειδές µοτίβο µε σταθερή περίοδο (24 ώρες) και τυχαίου
πλάτους κορυφής, το οποίο είναι διαφορετικό για [0,12] και για [12,24] ώρες.

• Κάθε εβδοµάδα υπάρχει ένα γκαουσιανό µοτίβο µε σταθερή περίοδο (7 ηµέρες) και
τυχαίο ύψος, διαφορετικό για κάθε εβδοµάδα.

• Κάθε χρόνο υπάρχει ενα γκαουσιανό µοτίβο µε σταθερή περίοδο (1 χρόνου) και τυχαίου
υψους, διαφορετικό για κάθε χρόνο.

• Μία γραµµική ανοδική τάση καθ΄ όλη την διάρκεια.

• ΄Εναν λευκό ϑόρυβο.

Η συνολική χρονοσειρά, λοιπόν, προέκυψε από την πρόσθεση όλων των παραπάνω χα-
ϱακτηριστικών. Το συνολικό διάγραµµα για τρία χρόνια διαµορφώνεται όπως ϕαίνεται και
στην Εικόνα 5.1. Τέλος, για να απεικονιστεί καλύτερα η χρονοσειρά παρουσιάζουµε στην
Εικόνα 5.2 ένα δείγµα 1000 ωρών.

Είναι ξεκάθαρο ότι η χρονοσειρά αυτή δεν είναι εύκολο να αναλυθεί και να προβλεφθεί
µε ευκολία. Ο πρώτος µας στόχος, εποµένως, είναι να ϐρούµε ένα αποδοτικό µοντέλο που
να µπορεί να προβλέψει αυτού του είδους τις χρονοσειρές.
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Εικόνα 5.1: Τελικό διάγραµµα χρονοσειράς ϕόρτου εργασίας

Εικόνα 5.2: Εστιασµένο διάγραµµα χρονοσειράς σε περίοδο 1000 ωρών

5.3 Αποτελέσµατα Πρόβλεψης χρονοσειρών

Για την πρόβλεψη της χρονοσειρά χρησιµοποιήσαµε τα µοντέλα που αναφέραµε στην
προηγούµενη ενότητα. Σε αυτήν την ενότητα ϑα παρουσιαστούν αναλυτικά όλα τα χαρακτη-
ϱιστικά των µοντέλων και τα αποτελέσµατά τους.

Η χρονοσειρά αποτελείται από τρία έτη. Την χωρίσαµε σε δύο κοµµάτια, το train που
αποτελεί τα πρώτα 2,5 χρόνια και το test που αποτελεί το άλλον µισό χρόνο. Τα µοντέλα µας
ϑα προσπαθήσουν να προβλέψουν το test set παίρνοντας πληροφορίες από το training set.

∆ιπλωµατική Εργασία 59



Κεφάλαιο 5. Πειραµατική Αξιολόγηση

5.3.1 ARIMA

∆εδοµένου ότι η χρονοσειρά που µελετάµε στην ουσία δεν έχει κάποιο σταθερό seasona-
lity µιας και το πλάτος κάθε µοτίβου είναι τυχαίο και δεν είναι στάσιµη, αφού παρουσιάζει
και τάση, τα µοντέλα ARIMA είναι δύσκολο να µπορέσουν να την αναλύσουν. Γενικά, τα µο-
ντέλα ARIMA µπορούν να προβλέψουν το µέλλον µιας χρονοσειράς µακροπρόθεσµα. Αυτό
όµως γίνεται όταν η χρονοσειρά πληροί τις προυποθέσεις των µοντέλων ώστε να µπορεί να
αναλυθεί σε τρεις συνιστώσεις που αναφέραµε στο ϑεωρητικό µέρος (τάση, εποχικότητα και
ανωµαλίες).

Αρχικά, δοκιµάστηκαν τα µοντέλα ARIMA - Box-Jenkins τα οποία εκπαιδεύτηκαν µε το
training set και προέβλεψαν τον επόµενο µισό χρόνο. Οι υπερπαράµετροι που δοκιµάσαµε
ήταν οι συνδυασµοί p=[1,2,4,12,24], d=[1], q=[0,1,2]. Το αποτελέσµα του καλύτερου µο-
ντέλου ϕαίνεται στην Εικόνα 5.3 καθώς και οι µετρικές αξιολόγησης των δύο από τα µοντέλα
που δοκιµάστηκαν.

Εικόνα 5.3: Fit ARIMA (1,1,0) one time Μπλε: η πραγµατική χρονοσειρά, Κόκκινο : η πρόβλε-
ψη

MSE RMSE MAE

ARIMA (1,1,0) 398.162 19.954 17.705
ARIMA (24,1,0) 793.098 28.162 25.937

Τα αποτελέσµατα των µοντέλων δεν είναι ενθαρρυντικά, αλλά το περιµέναµε για αυτού του
είδους την χρονοσειρά που περιέχει πολύ µεγάλο ϑόρυβο και δυσδιάκριτη περιοδικότητα.

Μια άλλη τεχνική που έχει αποδειχτεί ότι ϐγάζει πολύ καλά αποτελέσµατα είναι το rolling
forecasting. Σε αυτήν την τεχνική το µοντέλο εκπαιδεύεται συνεχώς λαµβάνοντας υπόψιν την
αµέσως προηγούµενη πληροφορία. Με αυτήν την τεχνική προβλέπουµε το άµεσο µέλλον µε
ϐάση το άµεσο παρελθόν. Πειραµατιστήκαµε µε µέγεθος buffer = [1 ηµέρα, 2ηµέρες, 1
εβδοµάδα, 2 εβδοµάδες]. Στην περίπτωση µας καλύτερα αποτελέσµατα πήραµε κρατώντας
τις τελευταίες 2 ϐδοµάδες σε έναν buffer και δοκιµάσαµε τα µοντέλα που αναφέραµε και
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παραπάνω, τα οποία είχαν πολύ καλές επιδόσεις. Οι µετρικές για τα τρία καλύτερα µοντέλα
ϕαίνονται στην συνέχεια, καθώς και η Εικόνα 5.4 δείχνει το αποτέλεσµα του καλύτερου
µοντέλου.

Εικόνα 5.4: ARIMA (1,1,0) rolling forecasting Μπλε: η πραγµατική χρονοσειρά, Κόκκινο : η
πρόβλεψη

MSE RMSE MAE

ARIMA (1,1,0) 3.175 1.782 1.395
ARIMA (2,1,0) 3.411 1.847 1.451
ARIMA (4,1,0) 3.482 1.866 1.455

Φαίνεται ότι η τεχνική αυτή είναι πολύ αποδοτική και έχει προταθεί και για το workload
prediction[7].

5.3.2 Prophet

Αντίστοιχα µε τα ARIMA µοντέλα δοκιµάσαµε τις δύο διαφορετικές τεχνικές και για το
Prophet.

Με την πρώτη τεχνική, δηλαδή εκπαιδεύοντας το µοντέλο µε τα δεδοµένα των 2,5 χρόνων
και κάνοντας forecast τον επόµενο µισό, όπως ϕαίνεται και στην Εικόνα 5.5 προσπαθεί
να πλησιάσει την πραγµατική χρονοσειρά αλλά δεν µπορεί να καταλάβει τις αλλαγές των
κορυφών γι΄ αυτό και έχει ένα σταθερό πλάτος, πιθανώς κοντά στην µέση τιµή των τυχαίων
κορυφών. Μπορούµε να συµπεράνουµε ότι τα αποτελέσµατα µπορεί να µην είναι τόσο
αποτελεσµατικά αλλά πλησιάζουν τις πραγµατικές τιµές σε αντίθεση µε τα µοντέλα ARIMA
που τραβούσαν απλά µια ευθεία γραµµή.

Εφαρµόσαµε, στην συνέχεια, την τεχνική του rolling forecasting στο prophet έχοντας
αποθηκεύσει στον buffer τις τιµές του προηγούµενου µήνα. Τα αποτελέσµατα ϕαίνονται
στην Εικόνα 5.6.
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Εικόνα 5.5: Fit Prophet one time Μπλε: η πραγµατική χρονοσειρά, Κόκκινο : η πρόβλεψη

Εικόνα 5.6: Prophet rolling forecasting Μπλε: η πραγµατική χρονοσειρά, Κόκκινο : η πρόβλε-
ψη

Prophet MSE RMSE MAE

one time fitting 156.925 12.527 10.347
rolling forecasting 4.368 2.09 1.645
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Στην συνέχεια, δοκιµάσαµε διάφορα µοντέλα τεχνητών νευρωνικών δικτύων. Η εκπα-
ίδευση των τεχνητών νευρωνικών δικτύων είναι συγκεκριµένη. Εκπαιδεύονται στο training
set σε ένα σύνολο από εποχές και εξετάζεται η αποτελεσµατικότητα τους στο test set. Αυτός
ο διαχωρισµός γίνεται γιατί τα νευρωνικά δίκτυα όταν εκπαιδεύονται σε συγκεκριµένα δε-
δοµένα για πολλές εποχές τείνουν να υπερπροσαρµόζονται σε αυτά και να µην µπορούν να
ϐγάλουν σωστά αποτέλεσµατα σε δεδοµένα που δεν έχουν ξαναντικρίσει. Επιπλέον, κατά την
περίοδο της εκπαίδευσης, χωρίσαµε το train set σε train-validation µε ποσοστό 80%-20%,
έτσι ώστε σε κάθε εποχή να παρακολουθούµε το επίπεδο της υπερεκπαίδευσης. Εαν το train
loss µειώνεται και το validation loss αυξάνεται καταλαβαίνουµε ξεκάθαρα ότι το µοντέλο µας
αρχίζει να υπερεκπαιδεύεται.

5.3.3 LSTM

Το µοντέλο LSTM που ϐρέθηκε να έχει καλύτερες επιδόσεις αποτελείται από τα εξής
στοιχεία :

• LSTM layer µε 24 units, relu activation function και µέγεθος εισόδου = (24,1)

• Dense layer µε 1 unit και relu activation function

Πιο συγκεκριµένα, παίρνει σαν είσοδο τις προηγούµενες 24 τιµές και επιστρέφει την
πρόβλεψη του για την επόµενη τιµή του workload. Η εκπαίδευση έγινε µε τις υπερπαρα-
µέτρους :

• batch size 128

• epochs 25

• optimizer Adam

• loss function MSE

Τα αποτελέσµατα του test set ϕαίνονται στην Εικόνα 5.7 και οι µετρικές στο παρακάτω
πινακάκι.

MSE RMSE MAE

LSTM 2.907 1.705 1.335
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Εικόνα 5.7: Test LSTM Μπλε: η πραγµατική χρονοσειρά, Κόκκινο : η πρόβλεψη, Κίτρινο : τα
πρώτα 24 σηµεία

5.3.4 GRU

Αντίστοιχα µε τα LSTM, έχουµε το µοντέλο GRU:

• GRU layer µε 24 units, relu activation function και µέγεθος εισόδου = (24,1)

• Dense layer µε 1 unit και relu activation function

• batch size 128

• epochs 20

• optimizer Adam

• loss function MSE

Το GRU µοντέλο εκπαιδεύεται σε λιγότερες εποχές από το LSTM επειδή παρατηρήθηκε
αύξηση στο validation loss το οποίο µας οδηγεί στο συµπέρασµα ότι το µοντέλο αρχίζει
να υπερεκπαιδεύεται. Αυτό ήταν αναµενόµενο γιατί όπως αναφέραµε και στο ϑεωρητικό
υπόβαθρο το GRU περιέχει λιγότερα ϐάρη σε σχέση µε το LSTM. Τα αποτελέσµατα του
ϕαινονται στην Εικόνα 5.8.

MSE RMSE MAE

GRU 3.179 1.783 1.380
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Εικόνα 5.8: Test GRU Μπλε: η πραγµατική χρονοσειρά, Κόκκινο : η πρόβλεψη, Κίτρινο : τα
πρώτα 24 σηµεία

5.3.5 CNN

Το CNN που ήταν πιο αποδοτικό στην χρονοσειρά µας αποτελείται από τα παρακάτω
επίπεδα:

• Conv1D filters:64, kernel size:2, strides:1, activation:relu

• MaxPooling1D pool size:2

• Flatten

• Dense units:50, activation:relu

• Dense units:1, activation:relu

Και τις υπερπαραµέτρους :

• batch size 64

• epochs 80

• optimizer Adam

• loss function MSE

MSE RMSE MAE

CNN 3.659 1.913 1.483
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Εικόνα 5.9: Test CNN Μπλε: η πραγµατική χρονοσειρά, Κόκκινο : η πρόβλεψη, Κίτρινο : τα
πρώτα 24 σηµεία

5.3.6 Autoencoder-LSTM

Για τον Autoencoder-LSTM χρησιµοποιήθηκε ένας Autoencoder (που επιλέξαµε να απο-
τελείται απο 3 LSTM για κωδικοποίηση και 3 για αποκωδικοποίηση) και στην συνέχεια, ένα ε-
πιπλέον LSTM για να κάνει την πρόβλεψη µαζί µε ένα Dense layer για την έξοδο. Τα units του
autoencoder δοκιµάστηκαν σε διαφορετικές τιµές ([126,64,32],[96,48,24],[48,24,12],[24,12,6]
για κάθε ένα LSTM του κωδικοποιητή και αποκωδικοποιητή αντίστοιχα). Η περίπτωση που
παρουσίασε τα καλύτερα αποτελέσµατα αποτελείται από τα παρακάτω επίπεδα:

• LSTM layer units=48, και µέγεθος εισόδου = (24,1) Encoder1

• LSTM layer units=24 Encoder2

• LSTM layer units=12 Encoder3

• RepeatVector n=24 Bottleneck layer

• LSTM layer units=12 Decoder1

• LSTM layer units=24 Decoder2

• LSTM layer units=48 Decoder3

• LSTM layer units=28 LSTM predictor

• Dense layer µε 1 unit και relu activation function

Οι υπερπαράµετροι που εκπαιδεύτηκε το σύστηµα είναι οι εξής :

• batch size 128

• epochs 150
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• optimizer Adam

• loss function MSE

Εικόνα 5.10: Test Autoencoder-LSTM Μπλε: η πραγµατική χρονοσειρά, Κόκκινο : η πρόβλε-
ψη, Κίτρινο : τα πρώτα 24 σηµεία

MSE RMSE MAE

AE-LSTM 6.14 2.478 1.597

5.3.7 Σύγκριση µεθόδων

Αν εξαιρέσουµε τις αρχικές µετρήσεις των στατιστικών µοντέλων που προβλέπουν µακρο-
πρόθεσµα, οι οποίες απέτυχαν, όλες οι άλλες µέθοδοι έχουν ιδιαίτερα καλά αποτελέσµατα
προβλέποντας µε µεγάλη ακρίβεια την επόµενη τιµή της χρονοσειράς. Τα συγκεντρωτικά
αποτελέσµατα τους ϐρίσκονται στην Εικόνα5.11.

Εικόνα 5.11: Σύγκριση µεθόδων µε mse, rmse, mae

Στην δική µας χρονοσειρά, που είναι ιδιαίτερα περίπλοκη, καλύτερη επίδοση έχει το
LSTM το οποίο και ϑα χρησιµοποιήσουµε και στο προτεινόµενο σύστηµα µας. Τα επόµε-
να µοντέλα που έχουν πολύ καλά αποτελέσµατα είναι τα ARIMA, GRU µε µικρή διαφορά
και µετέπειτα το CNN, Prophet, AutoEncoder-LSTM. Αυτό που παρατηρούµε είναι ότι ο
AutoEncoder-LSTM δεν µπορεί να προσαρµοστεί στην τάση της χρονοσειράς. Παρουσιάζει
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ένα ανώτατο όριο πρόβλεψης το οποίο λόγω της τάσης του test set το ξεπερνάει και δηµιουρ-
γούνται σφάλµατα. Γι΄ αυτό το λόγο ϕαίνεται να έχει χειρότερα αποτέλεσµατα. Τα µοντέλα
ARIMA, LSTM είναι τα πιο δηµοφιλή στην πρόβλεψη χρονοσειρών και αποδείξανε και σε
αυτήν την περίπτωση περίπλοκης χρονοσειράς ότι λειτουργούν εξαιρετικά.

Προτείνεται, ωστόσο, να δοκιµαστούν όλοι οι παραπάνω µέθοδοι για την εκάστοτε χρο-
νοσειρά του cloud περιβάλλοντος που ϑέλουµε να εφαρµόσουµε το προτεινόµενο σύστηµα.
Αφού υλοποιηθούν όλες οι µέθοδοι πρόβλεψης, να επιλεχτεί ο predictor µε τα καλύτερα
αποτελέσµατα. Σίγουρα, κάθε χρονοσειρά έχει τα δικά της ιδιαίτερα χαρακτηριστικά και α-
νάλογα µε αυτά ϑα αποδειχθεί κάποιο µοντέλο πιο ακριβές σε σχέση µε τα υπόλοιπα. Τέλος,
στην επιλογή του predictor πρέπει να λάβουµε υπόψιν µας τον χρόνο που κάνει κάθε µο-
ντέλο για να προβλέψει την επόµενη τιµή. Στην περίπτωση των στατιστικών µοντέλων, γίνεται
εκπαίδευση των µοντέλων on-time και αυτό πιθανόν να παίρνει περισσότερο χρόνο από την
πρόβλεψη ενός νευρωνικού που έχει ήδη εκπαιδευτεί. Ο χρόνος πρόβλεψης εξαρτάται άµεσα
µε το πόσα ιστορικά δεδοµένα χρειάζεται το κάθε µοντέλο για να λειτουργήσει αποδοτικά.
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5.4 Αποτελέσµατα ∆υναµικής ∆ιαχείρισης Πόρων µε χρήση DQN

Το σύστηµα που χρησιµοποιήσαµε προσοµοιάζει σε µεγάλο ϐαθµό το DERP [40]. Στην
δική µας υλοποίηση για την απλοποίηση του προβλήµατος σε πρώτη ϕάση ασχοληθήκαµε
µόνο µε το workload και τον αριθµό των δεσµευµένων πόρων, ώστε να δούµε αν έχουµε
καλύτερες αποδόσεις αρχικά µε µία χρονοµεταβαλλόµενη µεταβλητή και στην συνέχεια το
πρόβληµα µπορεί να γενικευτεί και µε όλες τις υπόλοιπες.

Το νευρωνικό που υπολογίζει τα Q-values είναι 3-layer fully connected µε Dense layers.
Το καθένα αποτελείται από 64, 128, 256 νευρώνες αντίστοιχα και από µια relu activation
function. ∆ιαλέξαµε να πειραµατιστούµε µε το ίδιο νευρωνικό του DERP [40] µιας και ήταν
αποδεδειγµένο ότι είναι αποδοτικό, ώστε να συγκρίνουµε τα αποτελέσµατα µας µε το προτει-
νόµενο µας σύστηµα. Είναι σηµαντικό να σηµειωθεί ότι ενθαρρύνουµε να χρησιµοποιηθούν
και διαφορετικής µορφής νευρωνικά δίκτυα τα οποία πιθανώς να έχουν και καλύτερα απο-
τελέσµατα από το δοκιµασµένο. Το νευρωνικό εκπαιδεύεται µε την µέθοδο των mini batches
χρησιµοποιώντας την τεχνική του experience replay και το ε-policy ώστε να αντιµετωπιστεί
το δίληµµα exploration/exploitation.

Οι πιθανές ενέργειες (actions) του συστήµατος είναι τρεις :

1. να προστεθεί ένα VM

2. να αφαιρεθεί ένα VM

3. να παραµείνει ο ίδιος αριθµός από VMs

Οι υπερπαράµετροι που χρησιµοποιήθηκαν για την εκπαίδευση του Deep Reinforcement
Learning είναι οι παρακάτω:

• Μέγεθος µνήµης 2000

• Mini-batch size 128

• Episodes 200

• Pre-training steps 1000

• Training steps 250 (για κάθε episode)

• Testing steps 1000

• Algorithm Simple DQN

• Learning rate 0.0001

• Discount factor 0.95

• Optimizer RMSprop

• Epsilon = [start : 1, end : 0.01, decay : 0.05]
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Σηµαντικό ϱόλο για το σύστηµα δυναµικής διαχείρισης έχει η συνάρτηση που υπολογίζει
το ϐραβείο (reward). Ανάλογα µε τον τρόπο που ϑέλουµε να διαχειριστούµε το περιβάλλον
µας υλοποιούµε και την reward function. Σίγουρα σπουδαίος παράγοντας είναι η χω-
ϱητικότητα του περιβάλλοντος. Πρέπει να ϐρεθεί µία συνάρτηση επιβράβευσης που δίνει
µεγαλύτερο ϐραβείο όταν εκµεταλλευται ολόκληρο τον διαθέσιµο χώρο και να αυξάνει ή να
µειώνει τον αριθµό των εικονικών µηχανών ανάλογα µε το ϕόρτο εργασίας.

Σε πρώτη ϕάση για να δούµε αν λειτουργεί σωστά το σύστηµα µας δοκιµάσαµε τα παρα-
κάτω χαρακτηριστικά που προσοµοιάζουν το DERP (ίδιας µορφής συνάρτηση επιβράβευσης
και ϕόρτος εργασίας) προσαρµοσµένα στα δικά µας δεδοµένα.

• capacity(t) = 8 ∗ vms(t)

• load(t) = 50 + 50sin( 2πt
250 )

• r(t) = min(capacity(t + 1), load(t + 1)) − 3 ∗ vms(t + 1)

• ∆ιαθέσιµα VMs: 1-20

Το αποτέλεσµα ϕαίνεται στην Εικόνα 5.12.

Εικόνα 5.12: Πείραµα για το RL component µε load: σταθερό ηµίτονο

Στην συνέχεια, εκπαιδεύσαµε το σύστηµα µε ένα διάστηµα 250 τιµών, µε 200 επεισόδια
της συνθετικής χρονοσειράς που αναφέραµε παραπάνω, το τεστάραµε σε ένα τυχαίο διάστηµα
1000 τιµών και λάβαµε την παρακάτω Εικόνα 5.13.
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Εικόνα 5.13: Πείραµα για το RL component µε load: synthetic dataset

Τέλος, σκεφτήκαµε ότι για να εκµεταλλεύονται αποδοτικά τον διαθέσιµο χώρο των εικο-
νικών µηχανών ϑα µπορούµε να χρησιµοποιήσουµε και άλλου είδους συνάρτηση επιβράβευ-
σης. Η συνάρτηση επιβράβευσης που προτείνουµε έχει την µορφή γκαουσιανής συνάρτησης
και ορίζεται ως :

r(t) = αexp(−
(load(t + 1) − capacity(t + 1))2

2(σ(t))2 )

µε:

• α: σταθερή τιµή που διαλέγει ο χρήστης ανάλογα µε το πόση ϐαρύτητα ϑέλει να δώσει
στην επιλογή του load να είναι κοντά στο capacity και

• σ: η τιµή που καθορίζει πόσο απόλυτος είναι ο χρήστης στην επιλογή του (µπορεί να
είναι είτε µια σταθερή τιµή, είτε να εξαρτάται από το load, capacity).

Πιο συγκεκριµένα, αυτή η συνάρτηση µεγιστοποιεί την επιβράβευση όταν το load είναι κοντά
µε το capacity και την µειώνει ανάλογα µε το πόσο του έχει υποδείξει ο χρήστης µέσω του σ.
΄Οσο µικρότερο είναι το σ τόσο πιο απότοµα µειώνεται η επιβράβευση. Μια τέτοια συνάρτηση
µπορεί να χρησιµοποιηθεί από έναν πάροχο που ϑέλει να µεγιστοποιήσει την πιθανότητα το
load να είναι κοντά µε το capacity που έχει ορίσει.
Η προσοµοίωση που υλοποιήσαµε χρησιµοποιούσε την r(t) που ορίσαµε παραπάνω µε

• σ(t) = �
load(t+1)−capacity(t+1) ,

• capacity(t) = 5vms(t),

• α=β=10 και

• load(t) = 50 + 50sin( 2πt
250 )

Το αποτέλεσµα ϕαίνεται στην Εικόνα 5.14.

∆ιπλωµατική Εργασία 71



Κεφάλαιο 5. Πειραµατική Αξιολόγηση

Εικόνα 5.14: Πείραµα για το RL component µε load: σταθερό ηµίτονο και γκαουσιανή συνάρ-
τηση επιβράβευσης

Τέλος, µία προσοµοίωση µε τα ίδια στοιχεία µε παραπάνω αλλά µε load µέρος της συν-
ϑετικής χρονοσειράς Εικόνα 5.15.

Εικόνα 5.15: Πείραµα για το RL component µε load: synthetic dataset και γκαουσιανή
συνάρτηση επιβράβευσης

Με τα αποτελέσµατα που ϕαίνονται στις Εικόνες 5.12, 5.13, 5.14, 5.15 µπορούµε να
συµπεράνουµε ότι το σύστηµα µας προσαρµόζεται αρκετά καλά τόσο σε σταθερές χρονοσειρές
load όσο και σε πιο περίπλοκες και µε τις δύο µορφές συναρτήσεων επιβράβευσης.
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5.5 Αποτελέσµατα Προτεινόµενου Συστήµατος

΄Επειτα, δεδοµένης της καλής λειτουργίας του συστήµατος αποφασίσαµε να το εξελίξου-
µε χρησιµοποιώντας το προτεινόµενο σύστηµα µας µε τον συνδυασµό των δύο παραπάνω
µεθόδων µηχανικής µάθησης.

Το προτεινόµενο σύστηµά µας, όπως προαναφέραµε, αποτελείται από το σύστηµα δυνα-
µικής διαχείρισης πόρων µε χρήση ενισχυτικής µάθησης που δοκιµάσαµε παραπάνω προ-
σθέτοντας στις µεταβλητές περιβάλλοντος και τις τιµές των µετρικών που (στο πείραµα µας
την τιµή του load) που προβλέπει ο καλύτερος predictor (LSTM).

∆εδοµένου ότι το load µας ακολουθεί την λογική της συνθετικής χρονοσειράς µας, εκ-
παιδεύσαµε εξωτερικά το LSTM µας µε µια τέτοιου είδους χρονοσειρά. Μετά, το προσθέσαµε
στο σύστηµα µας, ώστε σε κάθε χρονική στιγµή όπου υπολογίζονται οι µετρικές του πε-
ϱιβάλλοντος µας να το καλούµε δίνοντας του σαν είσοδο τις τελευταίες 24 τιµές του load
(συµπεραλαµβανοµένου και της τωρινής τιµής) και να µας δίνει την πρόβλεψη του για την
επόµενη κατάσταση και να την προσθέτουµε στο state µας.

Το συνολικό µας σύστηµα το εκπαιδεύσαµε σε 250 training steps της συνθετικής χρονο-
σειράς µας, για 200 επεισόδια, µε µνήµη µεγέθους 2000 και mini batch size 128. Η συνάρ-
τηση reward που χρησιµοποιήσαµε ήταν η r(t) = min(αvms(t+1), load(t+1))−�∗vms(t+1),
α=4, ϐ=2 και είχαµε το αποτέλεσµα που ϕαίνεται στην Εικόνα 5.16.
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Εικόνα 5.16: Πείραµα για το RL component + predictor µε load: synthetic dataset

Παρατηρούµε ότι το µοντέλο µας έχει και αυτό πολύ καλές επιδόσεις. Για να έχουµε
µια ολοκληροµένη άποψη σχετικά µε το αν το µοντέλο µας υπερτερεί σε σχέση µε το προη-
γούµενο που δεν χρησιµοποιούσε τον predictor τρέξαµε µε τα ίδια ακριβώς δεδοµένα, τις
ίδιες υπερπαραµέτρους και reward function και το προηγούµενο σύστηµα. Το αποτέλεσµα
ϕαίνεται στην Εικόνα 5.17
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Εικόνα 5.17: Πείραµα για το DERP µε load: synthetic dataset

Το πρώτο πράγµα που παρατηρούµε είναι ότι η συνολική ανταµοιβή στο σύστηµα µε την
πρόβλεψη χρονοσειράς είναι µεγαλύτερη από το σύστηµα που χρησιµοποιεί µόνο ενισχυτική
µάθηση. Αυτό µας δείχνει ότι το προτεινόµενο σύστηµα επέλεξε πιο αποδοτικά τον αριθµό
των υπολογιστικών πόρων που ϑα έπρεπε να χρησιµοποιηθούν. Σε κοινό διάγραµµα τα
αποτελέσµατα µας είναι στην Εικόνα 5.18.
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Εικόνα 5.18: Συνδυασµός δύο µεθόδων. Μπλε : DERP και Πράσινο : Προτεινόµενο σύστηµα

Με πρώτη µατιά, παρατηρούµε ότι υπάρχουν αρκετές οµοιότητες στα δύο αποτελέσµατα,
όµως είναι εµφανές ότι το σύστηµα µε την πρόβλεψη έχει πιο γρήγορη ανταπόκριση στις
αλλαγές του ϕόρτου εργασίας. Ας δούµε όµως λεπτοµερώς τις διαφορές των δύο συστηµάτων.
Στις Εικόνες 5.19 (500-600 test steps), 5.20 (600-700 test steps) ϕαίνεται πιο καθαρά η
διαφορά στην λειτουργία των δύο συστηµάτων.
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Εικόνα 5.19: Εστίαση στα 500-600 test steps. Μπλε : DERP και Πράσινο : Προτεινόµενο
σύστηµα

Εικόνα 5.20: Εστίαση στα 600-700 test steps. Μπλε : DERP και Πράσινο : Προτεινόµενο
σύστηµα

Αφού µελετήσουµε τις δύο εικόνες, µπορούµε να καταλάβουµε ότι ο predictor ϐοήθησε
το περιβάλλον διαχείρισης να είναι πιο οικονοµικό (δεδοµένου ότι σε µεγάλες µειώσεις του
load ανταποκρίθηκε άµεσα µειώνοντας τους πόρους) και πιο κοντά στις ανάγκες των πελα-
τών (αυξάνοντας real time τους πόρους, όταν το load αυξάνεται πολύ). Αναµέναµε µια τέτοια
απόδοση γιατί το σύστηµα µας εκτός από την πληροφορία της χρονικής στιγµής t που λαµ-
ϐάνεται στο απλό σύστηµα ενισχυτικής µάθησης, λαµβάνει και µια πρόβλεψη για την χρονική
στιγµή t+1. Σίγουρα η πρόβλεψη µας δεν είναι απόλυτα ακριβής, όµως είναι αρκετά κοντά
στις πραγµατικές τιµές της χρονοσειράς και προβλέπει πιο γρήγορα κάποια αύξηση ή µείωση
του ϕόρτου εργασίας. Με αυτόν τον τρόπο, επιτυγχάνουµε γρηγορότερη προσαρµογή στις
αλλαγές του περιβάλλοντος. ΄Ετσι, γλυτώνουµε επιπλέον έξοδα των υπηρεσιών των υπολο-
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γιστικών νεφών, µειώνοντας τις περιπτώσεις υπερ-πρόβλεψης και ικανοποιούµε πιο άµεσα
τους πελάτες, µειώνοντας τις περιπτώσεις υπο-πρόβλεψης. Επεκτάσεις του συστήµατος µας
για ακόµα καλύτερα αποτελέσµατα παρουσιάζονται στο Κεφάλαιο 6.2.
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Κεφάλαιο 6

Επίλογος

Στο κεφάλαιο αυτό παρουσιάζονται τα συµπεράσµατα και η αξιόγηση του συστήµατος
µας και κάποιες προτάσεις για µελλοντικές επεκτάσεις.

6.1 Συµπεράσµατα

Σε αυτήν την εργασία προτείνουµε µια νέα µορφή συστήµατος διαχείρισης υπολογιστι-
κών πόρων που συνδυάζει δύο προυπάρχουσες τεχνικές. Υπάρχουν πολλές υπηρεσίες που
ϐασίζουν την κλιµάκωση του cloud περιβάλλοντος τους στην πρόβλεψη του ϕόρτους εργασίας
τους µε ϐάση ιστορικά δεδοµένα και άλλες οι οποίες χρησιµοποιούν τεχνικές ενισχυτικής
µάθησης όπως µαρκοβιανές διαδικασίες, τεχνικές Q-Learning και ϐαθιάς ενισχυτικής µάθη-
σης µε χρήση της ελαστικότητας του περιβάλλοντος. Εµείς υλοποιήσαµε ένα µοντέλο που
λαµβάνει πληροφορία και από τις δύο αυτές τεχνικές για να αποφασίσει την επόµενη κίνηση
του. Ουσιαστικά, το µοντέλο µας ϐασίζεται σε έναν πράκτορα ϐαθιάς ενισχυτικής µάθησης
που εκτός από τα δεδοµένα της κατάστασης του συστήµατος λαµβάνει και µία επιπλέον πλη-
ϱοφορία για ένα χρονικό ϐήµα παραπάνω (µε χρήση ενός µοντέλου πρόβλεψης χρονοσειρών
που έχουµε ήδη εκπαιδεύσει µε ιστορικά δεδοµένα). Αναλυτικά, το σύστηµα µας έχει τα
παρακάτω πλεονεκτήµατα:

• Ο πράκτορας έχει περισσότερα δεδοµένα για το περιβάλλον (παρελθόν, παρόν, µέλλον)
του και έτσι έχει την δυνατότητα να αποφασίζει πιο αποδοτικά την ενέργεια του.

• Η πρόταση µας ϐελτιώνει την αποδοτικότητα του DERP σε ϐαθµό που είναι σηµαντικό
για τα περιβάλλοντα υπολογιστικών νεφών. Ακόµα και αν η συµπεριφορά τους ϕαίνεται
να µοιάζει στο µεγαλύτερο ϐαθµό, το σύστηµα µας προσαρµόζεται άµεσα στις αλλαγές
του ϕόρτου εργασίας (αφού τις έχει προβλέψει σε προηγούµενο χρόνο), σε αντίθεση,
µε την υλοποίηση που προσοµοιάζει το DERP που αργεί κατά δύο-τέσσερα ϐήµατα να
καταλάβει την αλλαγή.

• Το σύστηµα µας µπορεί να λειτουργήσει αποδοτικά για περίπλοκες χρονοσειρές ϕόρ-
του εργασίας, που αναπτύσουν συχνές αυξοµειώσεις και ϑόρυβο κάτι που δείχνει ότι
µπορεί να προσαρµοστεί σε οποιαδήποτε είδους χρονοσειρά ϕόρτου εργασίας.

• ∆εν χρειάζεται µεγάλη χρήση µνήµης για την υλοποίηση του, δεδοµένου ότι χρησιµο-
ποιεί νευρωνικά δίκτυα, το µόνο που χρειάζεται είναι η αποθήκευση των ϐαρών του
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κάθε νευρωνικού δικτύου.

Συµπερασµατικά, το σύστηµα µας λαµβάνει υπόψιν τις απαιτήσεις του πελάτη και του
κατόχου του περιβάλλοντος υπολογιστικών νεφών και εκτελεί την όσο το δυνατόν καλύτερη
δράση (action).

6.2 Μελλοντικές Επεκτάσεις

Το σύστηµα που αναπτύχθηκε στα πλαίσια αυτής της διπλωµατικής εργασίας ϑα µπο-
ϱούσε να ϐελτιωθεί και να επεκταθεί περαιτέρω, τουλάχιστον ως προς πέντε κατευθύνσεις.
Συγκεκριµένα, αναφέρονται τα ακόλουθα:

• Βελτίωση της µορφής των µοντέλων πρόβλεψης ώστε να υπολογίζουν δύο ή παραπάνω
χρονικές στιγµές στο µέλλον. Με αυτόν τον τρόπο, το σύστηµα ϑα έχει ακόµα µεγαλύτε-
ϱη πληροφορία για το µέλλον και ϑα µπορεί να αυτοµατοποιηθεί ακοµά περισσότερο
προβλέποντας µελλοντικές αυξοµειώσεις του ϕόρτου εργασίας πιο έγκαιρα. Ωστόσο,
όσο αποµακρυνόµαστε από την τωρινή χρονική στιγµή, τόσο το ποσοστό σφάλµατος
της πρόβλεψης αυξάνεται. Γι΄ αυτόν τον λόγο, ϑα προτείναµε να υπολογίζονται το πολύ
πέντε επόµενες στιγµές, ώστε το σύστηµα να µην καταλήξει να λειτουργεί µε χρήση
εσφαλµένων προβλέψεων.

• Αύξηση των παραµέτρων του περιβάλλοντος του συστήµατος. ΄Εχοντας ως γνώµονα την
προγενέστερη έρευνα (DERP) το σύστηµα ϑα µπορούσε να λειτουργήσει µε παραπάνω
από µια χρονοσειρές. Μελετώντας τις επιπλέον χρονοσειρές, όπως την χρησιµοποίηση
CPU, RAM, την χωρητικότητα ή οποιαδήποτε άλλη µεταβλητή, ϑα µπορούσαµε να
προσθέσουµε έναν κατάλληλο predictor για κάθε µία ή να συγκεκτρώσουµε όλες τις
χρονοσειρές και να τις διαχειριστούµε σαν ένα πρόβληµα multivariate time-series
forecasting. Στην συνέχεια, ο στόχος είναι να ϐρεθεί κάποιο άλλο ϐέλτιστο µοντέλο
να αντικαταστήσει τον predictor µας. Με έναν multivariate time-series predictor, για
κάθε χρονική στιγµή, ϑα έχουµε µια πρόβλεψη για την τιµή όλων των µεταβλητών
περιβάλλοντος, χρησιµοποιώντας κάποιες εξαρτήσεις µεταξύ τους.

• Βελτίωση του µοντέλου ϐαθιάς ενισχυτικής µάθησης χρησιµοποιώντας Double Deep
Q-Learning ή Dueling Deep Q-Learning τα οποία γενικά έχουν αποδειχτεί ότι έχουν
καλύτερες επιδόσεις από το Simple Deep Q-Learning.

• Βελτίωση του τρόπου εκπαίδευσης του predictor. Στην υλοποίηση µας το µοντέλο
πρόβλεψης εκπαιδεύεται σε ένα µέρος ιστορικών δεδοµένων πριν προσθεθεί στον πράκτο-
ϱα ενισχυτικής µάθησης. Σε µία άλλη υλοποίηση ϑα µπορούσαµε την ώρα που εκ-
παιδεύουµε το µοντέλο ενισχυτικής µάθησης µε τυχαίες κινήσεις να γίνεται και η
εκπαίδευση του µοντέλου πρόβλεψης. Με αυτόν τον τρόπο, ϐέβαια, πρέπει να προ-
σέξουµε καλά και το δίληµµα exploration-exploitation έτσι ώστε ο πράκτορας µας να
µην µάθει µε χρήση λανθασµένων προβλέψεων.

• Αύξηση των προτεινόµενων κινήσεων του πράκτορα. Οι ενέργειες που µπορεί να κάνει
ο πράκτορας µας είναι τρείς, αύξηση ή µείωση των υπολογιστικών πόρων κατά ένα
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και η παραµονή στην ίδια κατάσταση. Θα µπορούσαµε να έχουµε την δυνατότητα να
αυξάνουµε ή να µειώνουµε µεγαλύτερο αριθµό υπολογιστικών πόρων όταν λαµβάνουµε
µια πολύ µεγάλη αυξοµείωση του ϕόρτου εργασίας.
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