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Περίληψη

Τ α Συστήµατα Υποστήριξης Κλινικών Αποφάσεων ή Clinical Decision Support Sys-
tems (CDSS) είναι ολοκληρωµένα συστήµατα ανάλυσης και ανάπτυξης, σχεδιασµένα

για να διευκολύνουν τη λήψη αποφάσεων που αφορά την υγειονοµική περίθαλψη ασθενών.
Συνδυάζουν τρέχουσες πληροφορίες των ασθενών µε εκείνες προηγούµενων διαγνώσεων και
ϑεραπειών. Η αποθήκευση τους γίνεται σε ϐάση δεδοµένων µε σκοπό να παρέχουν ανα-
τροφοδότηση ή συστάσεις που ϑα ϐοηθήσουν στη διαδικασία λήψης αποφάσεων στο χώρο
της περίθαλψης. Στην κατηγορία αυτή ανήκει και το ερευνητικό έργο Destiny, στόχος του
οποίου είναι η ανάπτυξη ενός αυτόνοµου συστήµατος διάγνωσης του Καρκίνου των Ωοθηκών
(ΚΩ) που ϑα συνδυάζει πληροφορίες από την εξαγωγή ϱαδιολογικών χαρακτηριστικών µέσω
Μαγνητικής Τοµογραφίας (ΜΤ) µε τα γονιδιώµατα και το οποίο ϑα επιτρέπει την αυτόµατη
κατηγοριοποίηση της επικινδυνότητας των περιοχών του όγκου των ωοθηκών σε τρεις κατη-
γορίες (µικρή, µέση, µεγάλη). Τα δεδοµένα που χρησιµοποιήθηκαν στην εργασία, προήλθαν
από ασθενείς του τµήµατος Γυναικολογικής Ογκολογίας της Α’ Μαιευτικής Γυναικολογικής
Κλινικής Εθνικού και Καποδιστριακού Πανεπιστηµίου Αθηνών (ΕΚΠΑ), του Νοσοκοµείου Α-
λεξάνδρα ενώ η συλλογή και κλινική επεξεργασία τους πραγµατοποιήθηκε στο Α’ Εργαστήριο
Ακτινολογίας της Ιατρικής Σχολής του ΕΚΠΑ, το οποίο στεγάζεται στο Αρεταίειο Νοσοκοµείο.
Για τα πειράµατα έγινε χρήση ενός συστήµατος απεικόνισης µαγνητικού συντονισµού (ΑΜΣ),
κλειστού τύπου µε στατικό µαγνητικό πεδίο H0.

Στόχος της παρούσας διπλωµατικής εργασίας είναι η ανάπτυξη ενός εργαλείου που (α) ϑα
εξάγει ϱαδιολογικά χαρακτηριστικά ως δυνητικούς ϐιοδείκτες (ϐ) ϑα επιλέγει-ελαχιστοποιεί
τα χαρακτηριστικά εκείνα που ταξινοµούν ϐέλτιστα τα δεδοµένα στις προαναφερθείσες τρεις
κατηγορίες στην ϐάση αλγορίθµων επιλογής χαρακτηριστικών. Τα δεδοµένα που χρησι-
µοποιούνται ως είσοδος στο εργαλείο έχουν προκύψει σε πρότερο στάδιο του έργου και
συνίστατο στις προβολές ϕωτεινοτήτων των τριών περιοχών του όγκου αποκλειστικά. Καθότι
το εν εξελίξει έργο δεν έχει ολοκληρωθεί προκύπτουν συνεχώς νέα δεδοµένα, ωστόσο στη
τρέχουσα διπλωµατική εργασία έχουν χρησιµοποιηθεί δεδοµένα έξι ασθενών. Η χρήση των
αλγορίθµων επιλογής και ταξινόµησης χαρακτηριστικών έγινε συνδυαστικά καθότι η ϕύση
της εργασίας είναι διερευνητική και αφορά την στατιστική,υπολογιστική επαλήθευση των
ορίων των περιοχών των κλινικών πειραµάτων. Επιλέχθηκαν οι συνδυασµοί εκείνοι που
παρέχουν τα πιο αποδοτικά και εύρωστα αποτελέσµατα συσχέτισης των περιοχών µε τους
αντίστοιχους ϐιοδείκτες. Τέλος ϐάσει των συµπερασµάτων καθώς και των περιορισµών της
ϕύσης των δεδοµένων και της υπολογιστικής διαδικασίας έγιναν προτάσεις για µελλοντική
έρευνα.
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Περίληψη
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Abstract

Clinical Decision Support Systems (CDSS) are integrated analysis and deployment
systems designed to facilitate decision-making in patient health care. They com-

bine information about the current patients with information about past diagnoses and
treatments stored in a database to provide feedback or recommendations that will aid in
decision-making process at the point of care. This category includes the research project
Destiny, which aims to develop an autonomous system for the diagnosis of Ovarian Can-
cer (OC). Destiny combines information from the extraction of radiomic features by MRI
with the genomes, allowing the automatic categorization of the risk of ovarian tumor ar-
eas into three categories (small, medium, high). The data used in this study came from
patients of the Department of Gynecological Oncology of the 1st Obstetrics and Gyne-
cology Clinic of the National and Kapodistrian University of Athens (EKPA), Alexandra
Hospital. Simultaneously, their collection and clinical processing took place in the 1st
Laboratory of Radiology, which is housed in Aretaio Hospital. A closed-type magnetic
resonance imaging (AMS) imaging system with a static magnetic field H0 was used for the
experiments.

This diploma thesis aims to develop a tool that (a) will extract radiomic features as
potential biomarkers (b) will select-minimize those features that optimally classify the data
into the above three categories based on feature selection algorithms. This input data was
obtained at an earlier stage of the project and consisted of the brightness projections of the
three areas of the volume exclusively. As the ongoing project is not completed, new data
are continually emerging; however, in the current diploma thesis, the data comes from
six patients. s, the nature of this project, is exploratory; a combined formula of feature
selection and classification algorithms were used for the statistical and computational
verification of the boundaries of the areas of clinical experiments. Those combinations
that provide the most efficient and robust results which associate the regions with the
respective biomarkers were selected. Finally, suggestions were made for future research
based on the conclusions as well as the limitations of the nature of the data and the
computational process in total.

Keywords

tumor of the ovary, radiomics, bio-markers discovery, feature selection/reduction,
machine learning, neural networks, classification, MRI, pyradiomics, scikit-learn
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Κεφάλαιο 1

Εισαγωγή

Τ α Συστήµατα Υποστήριξης Κλινικών Αποφάσεων χρησιµοποιούνται ευρέως σε πολλές
εφαρµογές της ιατρικής µε σκοπό την υποβοήθηση της διαγνωστικής διαδικασίας,

όπως αυτή πραγµατοποιείται κατά περίπτωση από το εξειδικευµένο ιατρικό προσωπικό. Με
ϐάση επιλεγµένα χαρακτηριστικά των εκάστοτε δεδοµένων (απεικονιστικών και µη) και κα-
τάλληλης διαδικασίας εκπαίδευσης τα συστήµατα αυτά είναι σε ϑέση να κατηγοριοποιούν
µε καλή ακρίβεια τα δείγµατα εισόδου σε δύο ή περισσότερες κατηγορίες [1]. ΄Ενα τυπικό
πλήρες Σύστηµα Υποστήριξης Κλινικών Αποφάσεων αποτελείται από τρία υποσυστήµατα σε
σειριακή διάταξη:

• Τη µονάδα Εξαγωγής Χαρακτηριστικών - Feature Extraction

• Τη µονάδα Επιλογής Χαρακτηριστικών - Feature Selection

• Τη µονάδα Κατηγοριοποίησης - Classification

Η µονάδα Εξαγωγής Χαρακτηριστικών δηµιουργεί το αρχικό διάνυσµα χαρακτηριστικών
εισόδου το οποίο περιγράφει τα δείγµατα εισόδου (patterns). Η µονάδα Επιλογής Χαρακτη-
ϱιστικών δηµιουργεί το τελικό διάνυσµα χαρακτηριστικών, αποµακρύνοντας από το αρχικό
τα περιττά χαρακτηριστικά. Το διάνυσµα αυτό χρησιµοποιείται ως είσοδος στη µονάδα κατη-
γοριοποίησης. Η µονάδα Κατηγοριοποίησης πραγµατοποιεί τον διαχωρισµό των δεδοµένων
εισόδου στις κατηγορίες εξόδου.

Οι πιο κρίσιµες παράµετροι για τον ποιοτικό σχεδιασµό ενός Συστήµατος Υποστήριξης
Κλινικών Αποφάσεων είναι το αν είναι εκ των προτέρων γνωστές ή όχι οι κατηγορίες εξόδου
των δειγµάτων, το πλήθος των κατηγοριών εξόδου, το πλήθος των διαθέσιµων δειγµάτων
εισόδου, το πλήθος των χαρακτηριστικών εισόδου, η ποιότητα των χαρακτηριστικών εισόδου
και εκπροσώπησης κάθε κατηγορίας εξόδου στο διαθέσιµο δείγµα [2].

Στην περίπτωση του έργου οι κατηγορίες ϑα είναι εκ των προτέρων γνωστές καθώς κα-
ϑορίζονται από την ανάλυση εξειδικευµένου ιατρικού προσωπικού. Ο ακριβής αριθµός των
κατηγοριών εξόδου δεν είναι γνωστός σε αυτή τη ϕάση του έργου και εξαρτάται από τη διαίρε-
ση σε στάδια της νόσου που ϑα προκύψει κατά την έρευνα. Ωστόσο, στην ελάχιστη περίπτωση
είναι δύο: Υγιής και Ασθενής.

Αντίστοιχα, το πλήθος των διαθέσιµων δειγµάτων και το ποσοστό εκπροσώπησης κάθε κα-
τηγορίας εξόδου στο διαθέσιµο δείγµα δεν είναι γνωστά, και εξαρτώνται από το αποτέλεσµα
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της έρευνας που ϑα πραγµατοποιηθεί σε προηγούµενα στάδια του έργου. Τα χαρακτηριστι-
κά εισόδου αποτελούνται από µετρήσιµες ποσότητες οι οποίες εξάγονται, άµεσα ή έµµεσα,
από τα υπό επεξεργασία δεδοµένα (τρισδιάστατα απεικονιστικά δεδοµένα στην περίπτωση
του έργου). Στην περίπτωση της επεξεργασίας ιατρικών εικόνων, η εξαγωγή των χαρακτη-
ϱιστικών αυτών γίνεται δυνατή µέσω της εφαρµογής αλγορίθµων ευθυγράµµισης, σύντηξης
και τµηµατοποίησης, έτσι ώστε να αποµονωθούν οι επιθυµητές περιοχές ενδιαφέροντος και
να αναλυθούν κατάλληλα.

Η γενική δοµή του προτεινόµενου συστήµατος περιγράφεται από το διάγραµµα της Ει-
κόνας 1.1

Εικόνα 1.1: Γενική δοµή Συστήµατος Υποστήριξης Κλινικών Αποφάσεων Destiny.

1.1 Σκοπός ∆ιπλωµατικής Εργασίας

Στα πλαίσια της παρούσας διπλωµατικής εργασίας αναπτύχθηκε ένα καινοτόµο Σύστη-
µα Υποστήριξης Κλινικών Αποφάσεων το οποίο περιλαµβάνει και τα τρία προαναφερθέντα
υποσυστήµατα. Στην υλοποίηση έγινε χρήση ϐιβλιοθηκών και εργαλείων τα οποία χρησιµο-
ποιούνται κατά κόρον από την επιστηµονική κοινότητα και αποτελούν αιχµή των σύγχρονων
ερευνητικών προσεγγίσεων. ∆οκιµάσαµε πληθώρα µοντέλων και αλγορίθµων ιδίως στις µο-
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1.2 ∆ιάρθρωση της ∆ιπλωµατικής Εργασίας

νάδες επιλογής χαρακτηριστικών και κατηγοριοποίησης, ενώ διερευνήθηκαν διεξοδικά πα-
ϱάµετροι των µοντέλων του συστήµατος και επιλέχθηκαν εκείνες οι οποίες ϐελτιστοποιούν
την απόδοση του.

1.2 ∆ιάρθρωση της ∆ιπλωµατικής Εργασίας

Η εργασία αυτή είναι οργανωµένη σε επτά κεφάλαια : Στο Κεφάλαιο 2, δίνεται το ιατρο-
/βιολογικό ϑεωρητικό υπόβαθρο των δεδοµένων που σχετίζονται µε τον καρκίνο των ωοθηκών.
Αρχικά παρουσιάζονται τα κλινικά και γενετικά χαρακτηριστικά της νόσου και εν συνεχεία
η εξέλιξη της καθώς και κλινικές τεχνικές διάγνωσης. Στο Κεφάλαιο 3, δίδονται οι ϐασικές
ϑεωρητικές αρχές της ϱαδιωµικής πάνω στις οποίες ϐασίζεται και η υπολογιστική ανάπτυξη
του έργου. Στο Κεφάλαιο 4, γίνεται µία επισκόπηση της ϑεωρίας της µηχανικής µάθησης,
επικεντρώνοντας στην λειτουργία των µοντέλων τα οποία χρησιµοποιήθηκαν στην παρούσα
εργασία. Στο Κεφάλαιο 5, παρουσιάζεται η πειραµατική διαδικασία που ακολουθήθηκε συ-
νολικά στο έργο και αναλύεται η σχεδίαση του συστήµατος υποστήριξης αποφάσεων, δηλαδή
η περιγραφή των υποσυστηµάτων και των εφαρµογών του. Η περιγραφή της υλοποίησης
του συστήµατος,αφορά την ανάλυση των ϐασικών αλγορίθµων καθώς και λεπτοµέρειες σχε-
τικά µε τις πλατφόρµες και τα προγραµµατιστικά εργαλεία που χρησιµοποιήθηκαν. Στο
Κεφάλαιο 6, παρουσιάζεται ο έλεγχος της λειτουργίας του συστήµατος µε ϐάση τα αποτε-
λέσµατα µιας σειράς υπολογιστικών πειραµάτων. Τέλος στο Κεφάλαιο 7, διατυπώνονται τα
συµπεράσµατα τα οποία προέκυψαν από τις παραπάνω προσοµοιώσεις, περιορισµοί τόσο
της ϕύσης των δεδοµένων όσο και της υπολογιστικής διαδικασίας, καθώς και µελλοντικές
επεκτάσεις.
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Κεφάλαιο 2

Ιατρο/Βιολογικά ∆εδοµένα του Καρκίνου των

Ωοθηκών

Ο καρκίνος των ωοθηκών είναι ένας κακοήθης όγκος που προσβάλλει τη µία ή και
τις δύο ωοθήκες. Υπάρχουν δύο τύποι : (α) ο επιθηλιακός καρκίνος των ωοθηκών,

που είναι ο πιο συχνός και οφείλεται στη µη ϕυσιολογική ανάπτυξη και αναπαραγωγή των
επιθηλιακών κυττάρων που ϐρίσκονται στην επιφάνεια της ωοθήκης και (ϐ) ο µη επιθηλια-
κός καρκίνος των ωοθηκών, που µπορεί να αναπτυχθεί από τα γεννητικά αναπαραγωγικά
κύτταρα ή από τα στρωµατικά κύτταρα του συνδετικού ιστού, γύρω από την ωοθήκη [3].

2.1 Κλινικά και Γενετικά Χαρακτηριστικά του Καρκίνου των

Ωοθηκών

Ο καρκίνος των ωοθηκών (ΚΩ) κατατάσσεται στην 7η ϑέση ως προς το σύνολο των καρ-
κίνων που διαγιγνώσκονται στις γυναίκες [4] και αποτελεί τον τέταρτο πιο ϑανατηφόρο καρ-
κίνο στον γυναικείο πληθυσµό [5]. Ο κίνδυνος να αναπτύξει καρκίνο µια γυναίκα κατά τη
διάρκεια της Ϲωή της (estimated lifetime risk) κυµαίνεται από 1 στις 54 έως 1 στις 70, ενώ
η πιθανότητα να πεθάνει από τη νόσο είναι 1 στις 100 [3]. Οι ασθενείς τυπικά προσέρχονται
σε προχωρηµένο στάδιο µε τον 5-ετη σχετικό δείκτη επιβίωσης να κυµαίνεται µεταξύ του
30%–40% σε διεθνές επίπεδο, µε ελάχιστη ϐελτίωση (2%–4%) τις τελευταίες δεκαετίες [6],
κάτι το οποίο αποτελεί σηµαντικό κοινωνικό-οικονοµικό πρόβληµα.

Ο καρκίνος των ωοθηκών ϑεωρείται ένας «σιωπηρός» καρκίνος. Ο επιθηλιακός καρκίνος
των ωοθηκών παρουσιάζεται µε ευρύ ϕάσµα µη ειδικών συµπτωµάτων. Στα αρχικά στάδια
στερείται πρακτικά κλινικής συµπτωµατολογίας. Κατά την πρόοδο της νόσου τα συµπτώµατα
συνήθως συνίστανται σε πυελικό άλγος, µετεωρισµό/διάταση της κοιλίας, πιεστικά ϕαινόµε-
να από την ουροδόχο κύστη (π.χ. έπειξη για ούρηση) και το παχύ έντερο (δυσκοιλιότη-
τα), διάρροια, κολπική αιµορραγία, δυσπεψία, ανορεξία, γαστροοισοφαγική παλινδρόµηση,
δύσπνοια, εύκολη κόπωση, κακουχία και απώλεια ϐάρους. Παρανεοπλασµατικά σύνδροµα
µπορεί να οδηγήσουν σε διάφορες κλινικές εκδηλώσεις, όπως για παράδειγµα ϑρόµβωση
των κάτω άκρων. Ευρήµατα στην κλινική εξέταση είναι ασυνήθη στα αρχικά στάδια της
νόσου. Ασθενείς σε προχωρηµένο στάδιο µπορεί να παρουσιάσουν ψηλαφητή πυελική ή
ενδοκοιλιακή µάζα, ϐατραχοειδή κοιλία (λόγω ασκίτη), πλευριτική συλλογή, ή σηµεία ειλε-
ού λόγω εντερικής απόφραξης. Η παρουσία οιδήµατος στα κάτω άκρα, συνήθως απότοκη
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ϕλεβοθρόµβωσης, δεν είναι σπάνια. Επίσης, µπορεί να παρουσιαστούν ψηλαφητές λεµφα-
δενικές διογκώσεις στις ϐουβωνικές, µασχαλιαίες ή υπερκλείδιες χώρες [4]. Η συντριπτική
πλειοψηφία των κακοήθων νεοπλασµάτων της ωοθήκης (70%) ανήκουν στην κατηγορία του
ορώδους ΚΩ υψηλού ϐαθµού κακοήθειας (high-grade serous ovarian carcinoma - (HG-
SOC)), ο οποίος ανήκει στους επιθηλιακού τύπου καρκίνους που, στην πλειονότητα των
περιπτώσεων, ξεκινούν από το επιθήλιο των κροσσών των σαλπίγγων (serous tubal intraep-
ithelial carcinoma theory - (STIC)) [7]. Τυπικά, η ϑεραπευτική αντιµετώπιση συνίσταται
σε κυτταροµειωτική χειρουργική, ακολουθούµενη από χηµειοθεραπεία µε πλατίνα και τα-
ξάνη. Ωστόσο, το ποσοστό υποτροπής παραµένει υψηλό (70%) εντός 3 ετών από την αρχική
διάγνωση. Η σηµαντική µοριακή ετερογένεια του αρχικού όγκου ϑεωρείται πλέον η πιο
πιθανή εξήγηση για την αντίσταση στη ϑεραπεία [8].

Στους επιθηλιακούς όγκους των ωοθηκών εντοπίζεται ένα ευρύ ϕάσµα γενετικών ϐλαβών,
που αφορούν ως επί το πλείστον γονίδια, τα πρωτεϊνικά παράγωγα των οποίων µετέχουν στη
διαδικασία επιδιόρθωσης του DNA µέσω οµόλογου ανασυνδυασµού. Τα γονίδια BRCA1 και
BRCA2 διαδραµατίζουν κεντρικό ϱόλο στη διαδικασία αυτή της επιδιόρθωσης του DNA, ενώ
οι κληρονοµικές µεταλλάξεις της γαµετικής σειράς στα γονίδια αυτά προδιαθέτουν στον καρ-
κίνο των ωοθηκών. Σύµφωνα µε τα µέχρι τώρα δεδοµένα και ανάλογα µε τον τρόπο επιλογής
των ασθενών, υπολογίζεται ότι το 10−25% αυτών ϕέρουν γαµετικές παθογόνους παραλλαγές
στα γονίδια BRCA1 και BRCA2, ενώ ένα επιπλέον 5− 10% ϕέρει σωµατικές µεταλλάξεις στα
γονίδια αυτά. Ιδιαίτερο ενδιαφέρον παρουσιάζει το γεγονός ότι οι όγκοι που αναπτύσσουν οι
ασθενείς που ϕέρουν τόσο γαµετικές, όσο και επίκτητες (σωµατικές) µεταλλάξεις στα γονίδια
BRCA1 και BRCA2 και ενδεχοµένως και σε άλλα γονίδια, επιδεικνύουν ιδιαίτερη ευαισθη-
σία σε ϕάρµακα που ονοµάζονται αναστολείς της πολυµεράσης της πολυαδενοφωσφορικής
ϱιβόζης (polyADP-ribose polymerase - (PARP)), δεδοµένης της απώλειας λειτουργίας της
επιδιόρθωσης του DNA µέσω οµόλογου ανασυνδυασµού [9, 10].

Με ϐάση τα παραπάνω, η διάγνωση του γονιδιακού προφίλ των ωοθηκικών όγκων έχει
κεφαλαιώδη σηµασία για την κλινική διαχείριση της νόσου, καθώς οι ασθενείς µε µεταλ-
λάξεις στα γονίδια του οµόλογου ανασυνδυασµού, για παράδειγµα, µπορούν να ωφεληθούν
από νεότερες στοχευµένες ϑεραπείες, όπως οι αναστολείς PARP και να επιδείξουν καλύτερη
ανταπόκριση και επιβίωση [11].

2.2 Σταδιοποίηση-Εξέλιξη της Νόσου

Η σταδιοποίηση κατά FIGO (Federation International of Gynecology and Obstetrics)
παραµένει ο ισχυρότερος προγνωστικός δείκτης της πορείας της νόσου [12]. Αν και η στα-
διοποίηση είναι χειρουργική, η προεγχειρητική εκτίµηση µε τις νεώτερες απεικονιστικές
µεθόδους είναι σηµαντική καθώς χαρτογραφεί την έκταση της νόσου και καθοδηγεί την
χειρουργική προσπέλαση. Η λήψη ϐιοψίας για ιστολογική επιβεβαίωση της νόσου είναι α-
παραίτητη. Σε περιπτώσεις που η χειρουργική επέµβαση δεν είναι δυνατή (π.χ. ασθενείς
αυξηµένου περιεγχειρητικού κινδύνου), ϑα πρέπει να λαµβάνονται ϐιοψίες υπό απεικονι-
στική καθοδήγηση ή λαπαροσκοπικά. Τα στάδια κατά FIGO σε ασθενείς µε υψηλόβαθµο
επιθηλιακό καρκίνο ωοθηκών παρουσιάζονται αδρά (Σχ.2.1). Το ίδιο σύστηµα σταδιοποίη-
σης εφαρµόζεται και στις περιπτώσεις πρωτοπαθούς καρκίνου σάλπιγγας και πρωτοπαθούς
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Σχήµα 2.1: Ταξινόµηση κατά Figo για Καρκίνο Ωοθηκών

καρκίνου του περιτοναίου.

2.3 Τεχνικές ∆ιάγνωσης του Καρκίνου Ωοθηκών

Εκτός της κλινικής εξέτασης, ως µέθοδος ϱουτίνας για την διάγνωση του καρκίνου των
ωοθηκών χρησιµοποιείται η µέτρηση του καρκινικού ϐιοδείκτη CA 125 . Ωστόσο, η αξία
του CA 125 στην ανίχνευση του πρώιµου διηθητικού καρκίνου των ωοθηκών αµφισβητείται
καθώς αυξάνει µόνο στο 50% των ασθενών µε νόσο σταδίου Ι κατά FIGO. Σε ασθενείς µε
προχωρηµένη νόσο, το CA 125 είναι αυξηµένο στο 85% περίπου των ασθενών. Επίσης, ο
συγκεκριµένος δείκτης δεν είναι ειδικός για τον καρκίνο των ωοθηκών και µπορεί να αυξηθεί
και σε άλλους καρκίνους (π.χ. µαστού, πνεύµονα, παχέος εντέρου, παγκρέατος) αλλά και
σε καλοήθεις νόσους (π.χ. ενδοµητρίωση, ϱήξη ωχρού σωµατίου ή πυελική ϕλεγµονή).
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Το υπερηχοτοµογράφηµα κοιλίας είναι συνήθως η πρώτη απεικονιστική µέθοδος, η ο-
ποία συστήνεται σε γυναίκες µε υποψία καρκίνου ωοθηκών. Το διακολπικό υπερηχοτοµο-
γράφηµα προσφέρει εξαιρετική απεικόνιση των ωοθηκών και ϐοηθά στη διαφορική διάγνωση
καλοήθων από κακοήθεις νόσους. Η ευαισθησία του υπερηχοτοµογραφήµατος στη διάγνωση
είναι πολύ υψηλή (88-100%), ωστόσο ποικίλει αρκετά η ειδικότητα (39-87%) Στην περίπτω-
ση κακοήθειας, το υπερηχοτοµογράφηµα έχει σηµαντικούς τεχνικούς περιορισµούς στην
ανάδειξη της έκτασης και, κατ’ επέκταση, στη σταδιοποίηση της νόσου. Οι περιορισµοί του
υπερηχοτοµογραφήµατος αφορούν κυρίως στο σωµατότυπο της εξεταζόµενης (παχυσαρκία),
την παρουσία εντερικού περισταλτισµού και στην εµπειρία του εξεταστή.

Επί του παρόντος, απεικονιστική εξέταση εκλογής για την διερεύνηση της έκτασης της
νόσου και τον χειρουργικό σχεδιασµό είναι η Υπολογιστική Τοµογραφία (ΥΤ). Η ΥΤ είναι
ευρέως διαθέσιµη και επιπλέον προσφέρει καλύτερη χωρική διακριτική ικανότητα από το
υπερηχοτοµογράφηµα, κάτι που ϐοηθάει στην ανίχνευση των περιτοναϊκών µεταστάσεων οι
οποίες είναι πολύ συχνές κατά τη διάγνωση της νόσου. Η διαγνωστική ακρίβεια της µεθόδου
ποικίλει από 70-90% για όλα τα στάδια της νόσου [13, 14]. Αρχικά η Μαγνητική Τοµογρα-
ϕία (ΜΤ) χρησιµοποιήθηκε συµπληρωµατικά της Υπολογιστικής Τοµογραφίας, κυρίως λόγω
περιορισµών που αφορούσαν στο κόστος και τη χρονική διάρκεια της εξέτασης, σε αλλοιώσεις
που η τελευταία δεν µπορούσε να χαρακτηρίσει. Ωστόσο, τα τελευταία χρόνια, ιδιαίτερα λόγω
της εισαγωγής λειτουργικών τεχνικών (ακολουθία µοριακής διάχυσης, Diffusion Weighted
Imaging-DWI) έχει ολοένα και πιο ουσιαστικό ϱόλο στην διάγνωση, τη σταδιοποίηση και την
παρακολούθηση των ασθενών µε καρκίνο ωοθηκών. Η ΜΤ έχει εξίσου υψηλή ευαισθησία στο
χαρακτηρισµό των ωοθηκικών ϐλαβών (96.6%) και πολύ µεγαλύτερη ειδικότητα (39.5% ένα-
ντι 83.7%) συγκριτικά µε το υπερηχοτοµογράφηµα. Η συνολική διαγνωστική ακρίβεια της
µεθόδου ποικίλει από 78-88% και είναι παρόµοια µε εκείνη της Υπολογιστικής Τοµογρα-
ϕίας [14, 15], γεγονός που την καθιστά αξιόπιστη µέθοδο για την εκτίµηση του ωοθηκικού
καρκίνου.

2.4 Καταγραφή Τεχνικών/Ευρηµάτων από τη Γενετική Ανάλυ-

ση του Καρκίνου των Ωοθηκών

Η γονιδιακή ανάλυση ϑα πραγµατοποιηθεί µε τη µέθοδο µαζικής παράλληλης αλληλο-
ύχισης (Next Generation Sequencing - (NGS)), τόσο για την ανάλυση των δειγµάτων γενω-
µικού DNA, όσο και του DNA που ϑα εξαχθεί από τους όγκους, στοχεύοντας στην µαζική
ανάλυση πολλών γονιδίων συγχρόνως. Πιο συγκεκριµένα, στο ειδικό γονιδιακό πάνελ που α-
ϕορά την ανάλυση των δειγµάτων γενωµικού DNA ϑα αναλυθούν 94 γονίδια, µεταλλάξεις των
οποίων προδιαθέτουν στον καρκίνο. Αναλυτικά τα γονίδια αυτά συνοψίζονται στην (Σχ.2.2).

Στην περίπτωση των ωοθηκικών όγκων, ϑα επιστρατευτεί ένα εκτεταµένο πάνελ γονιδίων,
µέσω του οποίου δύναται να ταυτοποιηθούν µεταλλάξεις σε τουλάχιστον 50 γονίδια, τα οποία
παίζουν σηµαντικό ϱόλο στη διάγνωση και πρόγνωση, αλλά προσφέρουν και σηµαντικές πλη-
ϱοφορίες για το ϑεραπευτικό σχεδιασµό στη κλινική διαχείριση των ασθενών. Στην (Σχ.4.1)
απεικονίζονται τα γονίδια προς ανάλυση.

Συνοπτικά, για τη διαδικασία της επόµενης γενιάς αλληλούχισης, αρχικά αποµονώνεται
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Σχήµα 2.2: Αναλυτική λίστα των γονιδίων που ϑα αναλυθούν µέσω ΝΓΣ για την ανίχνευση
γαµετικών µεταλλάξεων.

Σχήµα 2.3: Αναλυτική λίστα των γονιδίων που ϑα αναλυθούν µέσω ΝΓΣ για την ανίχνευση
ενδο-ογκικών µεταλλάξεων.

γενωµικό ή καρκινικό DNA και ϑρυµµατίζεται σε µικρότερα τµήµατα ενζυµικά µε στόχο
την δηµιουργία ϐιβλιοθηκών µε Ϲευγαρωµένα άκρα. ΄Οσον αφορά τη διαχείριση των µονι-
µοποιηµένων ιστών, αρχικά ϑα αξιολογείται το ποσοστό των καρκινικών κυττάρων, καθώς
και το ποσοστό νέκρωσης. Το εξαγόµενο DNA πολλαπλασιάζεται επιλεκτικά µε ϐάση τις
αλληλουχίες-στόχους που έχουν επιλεγεί, οι οποίες συµπεριλαµβάνουν κατά το ελάχιστο,
την πλήρη κωδικοποιούσα αλληλουχία των γονιδίων που έχουν επιλεγεί. Οι γονιδιωµατικές
ϐιβλιοθήκες που δηµιουργούνται επεξεργάζονται στον αναλυτή επόµενης γενεάς Illumina
MiSeq, ενώ η ϐιοπληροφορική ανάλυση πραγµατοποιείται µε δύο ανεξάρτητα λογισµικά,
το εµπορικά διαθέσιµο, αλλά και το ειδικά ανεπτυγµένο in-house λογισµικό. Το ϐάθος α-
νάγνωσης (coverage) είναι κατά το ελάχιστο 100x για > 99% των εξονίων που αναλύονται
και ο µέσος όρος ανάγνωσης εξονίων ανά δείγµα είναι > 500x. Κατά την αξιολόγηση και
για λόγους ακριβείας το κατώφλι συχνότητας παραλλαγµένου αλληλοµόρφου (variant allele
frequency) τέθηκε στο 5%. ΄Ολα τα ευρήµατα που ϑα προκύψουν, ϑα ταυτοποιηθούν µε
ανεξάρτητη µέθοδο (αλληλούχιση κατά Sanger, MLPA, Real-Time PCR).

2.5 Περιπτώσεις Χρήσης και Κριτήρια Επιλογής του ∆είγµατος

– Χρηστών

΄Οπως τονίστηκε και στις παραπάνω ενότητες, ο καρκίνος ωοθηκών είναι µια γονιδιακά
ποικιλόµορφη νόσος και αυτή η γονιδιακή ετερογένεια έχει συσχετιστεί µε την αντίσταση
στη ϑεραπεία µε πλατίνα [7, 16]. Επιπρόσθετα, ετερογένεια στο γονιδίωµα απεικονίζεται και
µεταξύ του πρωτοπαθούς όγκου και των περιτοναϊκών µεταστατικών εναποθέσεων. Τα τελευ-
ταία χρόνια γίνεται προσπάθεια συσχέτισης των απεικονιστικών χαρακτηριστικών (ποιοτικών
ή ποσοτικών) του πρωτοπαθούς όγκου σε ασθενείς µε καρκίνο ωοθηκών µε την πρόγνωση
και την ανταπόκριση αυτών των ασθενών στη ϑεραπεία.
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Σε µελέτη που πραγµατοποιήθηκε από τους Sala και συνεργάτες, σε ασθενείς µε καρκίνο
ωοθηκών που υπεβλήθησαν σε ΜΤ, ϕαίνεται ότι υπάρχει ϕαινοτυπική ετερογένεια µεταξύ του
πρωτοπαθούς ωοθηκικού όγκου και της µεταστατικής περιτοναϊκής νόσου κατά τη διάγνωση,
κάτι το οποίο για πρώτη ϕορά διαπιστώνεται µε την απεικόνιση. Συγκεκριµένα σε δείγµα 22
ασθενών, οι συγγραφείς ϐρήκαν στατιστικά σηµαντικές διαφορές στις τιµές του ϕαινοµενικού
συντελεστής διάχυσης (ADC) µεταξύ του πρωτοπαθούς όγκου, του επιπλοϊκού «κέικ» και
των περιτοναϊκών εναποθέσεων, ευρήµατα που υποδηλώνουν ότι το προφίλ διαχυσιµότητας
(diffusivity) µπορεί να εξαρτάται από τη εντόπιση της νόσου [17].

Επίσης, συγκεκριµένα απεικονιστικά (ποιοτικά) χαρακτηριστικά και πρότυπα ανάπτυ-
ξης του όγκου στην Υπολογιστική Τοµογραφία ϕαίνεται να συσχετίζονται µε συγκεκριµένα
ϐιολογικά χαρακτηριστικά του καρκίνου των ωοθηκών και κατ’επέκταση µε την πρόγνωση
αυτών των ασθενών. Σε µελέτη που πραγµατοποιήθηκε από τους Vargas και συνεργάτες
η διάχυτη περιτοναϊκή νόσος και ειδικότερα η δεσµοπλαστική αντίδραση στο µεσεντέριο
(tethering) συσχετίστηκε µε τον µεσεγχυµατογενή υπότυπο CLOVAR, ο οποίος εµφανίζει
και τη µεγαλύτερη αντίσταση στη ϑεραπεία µε πλατίνα (63%) [18]. Πρόσφατα, οι Nougaret
και συνεργάτες συσχέτισαν το διάχυτο πρότυπο περιτοναϊκής ανάπτυξης του καρκίνου των
ωοθηκών, την παρουσία νόσου στο µεσεντέριο και την παρουσία παθολογικών πρόσθιων
διαφραγµατικών λεµφαδένων µε την απουσία µετάλλαξης BRCA, η οποία αποτελεί πτω-
χό προγνωστικό δείκτη ανταπόκρισης των ασθενών στη ϑεραπεία. Σε αντίθεση, το οζώδες
πρότυπο περιτοναϊκής καρκινωµάτωσης και η παρουσία νόσου στον ηπατογαστρικό σύνδε-
σµο ϕαίνεται να συσχετίζεται µε την παρουσία µετάλλαξης BRCA και πιθανά µε λιγότερο
επιθετική συµπεριφορά της νόσου [19]. Ωστόσο, ανάλυση των ποιοτικών απεικονιστικών χα-
ϱακτηριστικών και ειδικότερα αυτών της Υπολογιστικής Τοµογραφίας, χαρακτηρίζεται από
χαµηλή συµφωνία µεταξύ των διαφόρων εξεταστών (low interobserver reproducibility), κάτι
που δυνητικά περιορίζει τη χρήση τους.

Τα τελευταία χρόνια υπάρχει προσπάθεια να συσχετιστούν ποσοτικά χαρακτηριστικά υ-
ϕής του όγκου (texture), µε την πρόγνωση των ασθενών µε καρκίνο ωοθηκών, ανεξάρτητα
από το γονιδιακό CLOVAR προφίλ. ΄Ετσι, ασθενείς µε λιγότερες διαφορές (inter-site dis-
similarities) στα χαρακτηριστικά υφής εντός του ίδιου όγκου(inter-site similarity entropy,
similarity level cluster shade, inter-site similarity level cluster prominence and variance)
ϕαίνεται να έχουν καλύτερη πρόγνωση ανεξάρτητα από το γονιδιακό CLOVAR προφίλ τους.
Αντίθετα ασθενείς µε περισσότερες διαφορές (inter-site dissimilarities) στα χαρακτηριστι-
κά υφής εντός του ίδιου όγκου έχουν χειρότερη πρόγνωση, ανεξάρτητα από το γονιδιακό
CLOVAR προφίλ [20].

Επίσης, συγκεκριµένα ϱαδιολογικά χαρακτηριστικά (radiomics) που προέκυψαν από την
Υπολογιστική Τοµογραφία και σχετίζονται µε το µέγεθος της ωοθηκικής µάζας (compact-
ness1 below median), την τυχαιότητα (randomness, GrayLevelCooccurrenceMatrix250/0-
1InformationMeasureCorr2 below the median) και την ανοµοιογένεια (GrayLevelCoocurren
ceMatrix25/-333-1InverseVariance above the median) συσχετίστηκαν µε µεγαλύτερο κίν-
δυνο υπολειπόµενης νόσου κατά το χειρουργείο. Στην ίδια µελέτη προτείνεται ένα συνδυα-
στικό µοντέλο κλινικών χαρακτηριστικών και χαρακτηριστικών υφής το οποίο ϕαίνεται να
έχει καλύτερα αποτελέσµατα από ένα αµιγώς κλινικό µοντέλο για να προβλέψει την πρόοδο
της νόσου εντός 12 µηνών [21].
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Τα ως άνω αποτελέσµατα ενισχύουν την υπόθεση ότι τα επόµενα χρόνια τα χαρακτηριστι-
κά υφής (texture analysis) του όγκου, τα οποία είναι πιο αντικειµενικά από τα µορφολογικά
(ποιοτικά) χαρακτηριστικά του όγκου, µπορεί να χρησιµοποιηθούν ως ϐιοδείκτες για την ε-
πιλογή της καταλληλότερης ϑεραπείας των ασθενών µε καρκίνο ωοθηκών. Προϋπόθεση είναι
να λυθούν ϑέµατα που αφορούν την συστηµατικοποιηµένη (standardized) και οµοιόµορφη
(uniform) µέτρηση αυτών των παραµέτρων, τον µεγάλο όγκο δεδοµένων που προκύπτουν
από τις µετρήσεις και ειδικότερα για τον καρκίνο των ωοθηκών, λόγω του µεγάλου ϕορτίου
νόσου, τη χρονοβόρα διαδικασία χειροκίνητης (manual) κατάτµησης (segmentation) των δε-
δοµένων που αφορούν στο σύνολο του όγκου. Η ανάπτυξη αυτοµατοποιηµένων συστηµάτων
µετα-επεξεργασίας των δεδοµένων, ϑα ϐοηθήσει στην εξαγωγή της µέγιστης χρήσιµης πλη-
ϱοφορίας από τις εικόνες και ενδεχοµένως να ϐοηθήσει ουσιαστικά στην αναγνώριση αυτών
των όγκων που ϑα ανταποκριθούν στη ϑεραπεία. Επί του παρόντος, ένα τέτοιο πρόγραµµα
έχει εφαρµοστεί πιλοτικά µόνο στον καρκίνο του ορθού [22].
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Κεφάλαιο 3

Εξαγωγή Ποσοτικών Πληροφοριών από Ιατρικές

Εικόνες (Radiomics)

Τ α ϱαδιολογικά χαρακτηριστικά στοχεύουν στην εξαγωγή ποσοτικών παραµέτρων α-
πό δεδοµένα ιατρικής απεικόνισης που αποκτήθηκαν µε συστηµατικό τρόπο, επι-

τρέποντας έτσι την ανάλυση των δεδοµένων αυτών µε χαµηλό κόστος. Τα περισσότερα από
τα χαρακτηριστικά αυτά αντιπροσωπεύουν την ετερογενετικότητα της υποκείµενης εικόνας
(όγκος). Στις κλασικές ϱαδιολογικές προσεγγίσεις που ϐασίζονται στα χαρακτηριστικά, τα
ϱαδιολογικά χαρακτηριστικά που εξάγονται είναι προκαθορισµένα και υπολογίζονται από
µια εικόνα που έχει τµηµατοποιηθεί χειροκίνητα ή ηµι-αυτοµατοποιηµένα. Αντίθετα, στα
ϱαδιολογικά χαρακτηριστικά που ϐασίζονται σε τεχνικές ϐαθιάς µάθησης ακολουθείται δια-
ϕορετική προσέγγιση για την εξαγωγή των ποσοτικών παραµέτρων. Συγκεκριµένα,τα εν λόγω
χαρακτηριστικά δεν είναι προκαθορισµένα, αλλά αναγνωρίζονται και παράγονται µε την ε-
ϕαρµογή υπολογιστικών µοντέλων στα υποκείµενα δεδοµένα. Επιπλέον, η τµηµατοποίηση
των εικόνων δεν είναι απαραίτητη, ωστόσο, συχνά η χρήση τµηµατοποιηµένης εικόνας ϐελ-
τιώνει την απόδοση του µοντέλου. Αν και η αξία των περισσότερων ϱαδιολογικών µοντέλων
στο κλινικό περιβάλλον δεν είναι αποδεδειγµένη, κατά την διαδικασία εξαγωγής χαρακτη-
ϱιστικών εφαρµόζονται πλήρεις ή ηµι-αυτοµατοποιηµένες µέθοδοι (προηγµένη στατιστική,
µηχανική µάθηση) που µπορούν ως εκ τούτου να οδηγήσουν σε εύρωστα, αναπαράξιµα και
αξιόπιστα αποτελέσµατα σε σύγκριση µε την εξαρτώµενη από τον κλινικό ιατρό ερµηνεία των
δεδοµένων απεικόνισης [23].

3.1 Ραδιολογικά Χαρακτηριστικά ως ∆υνητικοί Βιοδείκτες

Για τον υπολογισµό των ϱαδιολογικών χαρακτηριστικά, είναι απαραίτητη η χειροκίνητη ή
ηµι-αυτόµατη τµηµατοποίηση της περιοχής ενδιαφέροντος (ROI) ή του όγκου ενδιαφέροντος
(VOI). Συνήθως, για την ϱαδιολογική ανάλυση χρησιµοποιείται η ϐελτίωση της αντίθεσης
του τµήµατος ανίχνευσης του όγκου στη µαγνητική τοµογραφία. Ωστόσο, συµπεριλαµβα-
νοµένων των πληροφοριών που περιέχονται στη Ϲώνη διήθησης της ϐλάβης, λαµβάνοντας
επίσης υπόψη τυχόν ανωµαλίες του σήµατος στις σταθµισµένες Τ2 εικόνες ή στην αντίστρο-
ϕη ανάκτηση εξασθενηµένου υγρού (FLAIR), οι εικόνες MRI παρέχουν µια πιο ϱεαλιστική
απεικόνιση ολόκληρου του όγκου. Παράλληλα, επιτρέπουν την διεξαγωγή ϱαδιολογικής
ανάλυσης σε µεγαλύτερα τµήµατα του όγκου, κωδικοποιώντας ενδεχοµένως περισσότερες
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πληροφορίες, που σε οδηγούν σε καλύτερα επίπεδα διάγνωσης. Παρα τον µικρό αριθµό
µελετών που χρησιµοποιούν εικόνες PET για ϱαδιολογική ανάλυση, η συνδυασµένη ανάλυ-
ση PET και MRI εικόνων ϕαίνεται πως κωδικοποιεί περισσότερες διαγνωστικές πληροφορίες
[24] και µπορεί να αποκτήσει κλινική σηµασία. Μέθοδοι από το πεδίο της µηχανικής µάθη-
σης όπως η ανάλυση χαρακτηριστικών υφής ή η χρήση τεχνικών ϐαθιάς µάθησης είναι ήδη
διαθέσιµες και ϐρίσκονται υπό διερεύνηση για υιοθέτηση ϱουτινών µε κλινικές εφαρµογές
[25].

΄Οπως αναφέρθηκε παραπάνω, τα ϱαδιολογικά χαρακτηριστικά συνίστανται στην εξαγωγή
ποσοτικών χαρακτηριστικών από ιατρικές εικόνες. Κατά συνέπεια, προκειµένου να επιτύχου-
µε υψηλή αναπαραξιµότητα και καθολικότητα των αποτελεσµάτων, οι εικόνες πρέπει να υ-
ποβληθούν σε ορισµένα ϐήµατα προεπεξεργασίας πριν την εξαγωγή των χαρακτηριστικών.
Η παρεµβολή (interpolation) σε διάταξη ισοτροπικών ογκοστοιχείων (voxel spacing) είναι
ένα από τα πρώτα ϐήµατα προεπεξεργασίας των εικόνων, που επιτρέπει καλύτερη σύγκριση
των ετερογενών, απεικονιστικών δεδοµένων των οποίων η διαχείριση γίνεται δυνητικά από
πολλούς οργανισµούς/ιδρύµατα. Επιπλέον, ο υπολογισµός των ϱαδιολογικών χαρακτηρι-
στικών, ιδίως των χαρακτηριστικών υφής, απαιτεί περιστροφικά αµετάβλητα ογκοστοιχεία. Η
χρήση παρεµβολής καλύπτει την απαίτηση αυτή. Οι εικόνες µπορούν είτε να υπερδειγµατο-
ληπτηθούν όπου καθώς εισάγονται τεχνητές πληροφορίες µπορεί να αυξηθεί ο ϑόρυβος της
εικόνας, είτε να υποδειγµατοληπτηθούν που µπορεί να οδηγήσει σε απώλεια πληροφοριών.
Κατά συνέπεια, προς το παρόν δεν υπάρχει σαφής σύσταση για οποιαδήποτε από τις δύο
διαδικασίες [26].

Η διακριτοποίηση ή η ποσοτικοποίηση της έντασης της εικόνας έχει ιδιαίτερη σηµασία
ώστε η εξαγωγή χαρακτηριστικών να γίνει µε κατανοητό τρόπο [26]. ∆ύο µέθοδοι διακριτοπο-
ίησης των εικόνων χρησιµοποιούνται ευρέως. Η πρώτη µέθοδος αφορά την διακριτοποίηση
της έντασης της εικόνας σε έναν καθορισµένο αριθµό διαστηµάτων (fixed number of bins),
ο οποίος επιτρέπει την άµεση σύγκριση των τιµών των χαρακτηριστικών µεταξύ διαφορετι-
κών ασθενών ενώ παράλληλα κανονικοποιεί εν µέρει την εικόνα. Η λειτουργία αυτή είναι
ιδιαίτερα σηµαντική για απεικονιστικές διαδικασίες όπως η δοµική µαγνητική τοµογραφία
(structural MRI) που απαντώνται συνήθως σε αυθαίρετες µονάδες. Αξίζει να αναφερθεί πως
δεν συσχετίζεται η προκύπτουσα ένταση µε εκείνη της αρχικής εικόνας. Στην δεύτερη µέθο-
δο χρησιµοποιείται διάστηµα σταθερού µεγέθους, όπου κάθε νέο διάστηµα ανατίθεται σε
διαφορετική τιµή έντασης µε ορισµένο εύρος. Στην προκειµένη περίπτωση των δοµικών
µαγνητικών τοµογραφιών η µέθοδος αυτή δεν συνίσταται. Ωστόσο, καθώς διατηρείται η
σχέση µε την αρχική κλίµακα της έντασης, το ορισµένο εύρος του διαστήµατος διακριτοπο-
ίησης µπορεί να ϕανεί ιδιαίτερα χρήσιµο σε άλλες απεικονιστικές µεθόδους όπως το PET.
Αναµφίβολα, η διακριτοποίηση της εικόνας έχει ουσιαστικό αντίκτυπο στα εξαγόµενα ϱα-
διολογικά χαρακτηριστικά και ως εκ τούτου και στην αναπαραξιµότητα των αποτελεσµάτων
[26]. Η κανονικοποίηση της έντασης της εικόνας εξασφαλίζει καλύτερη συγκρισιµότητα
των αποτελεσµάτων µεταξύ διαφορετικών σαρωτών, πρωτοκόλλων και ασθενών. Οι συνήθεις
χρησιµοποιούµενες διαδικασίες είναι η κανονικοποίηση white stripe [27] και η z-score κα-
νονικοποίηση [28]. ΄Αλλα τυπικά στάδια προεπεξεργασίας περιλαµβάνουν µεταξύ άλλων, τη
χωρική εξοµάλυνση(spatial smoothing), τη µείωση ϑορύβου (noise reduction), τη χωρική
δειγµατοληψία (spatial sampling) και τυχόν διορθώσεις της ανοµοιογένειας του µαγνητικού
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πεδίου της µαγνητικής τοµογραφίας.
Μετά την προεπεξεργασία και τµηµατοποίηση της εικόνας µπορούν να υπολογιστούν

τα ϱαδιολογικά χαρακτηριστικά, τα περισσότερα εκ των οποίων αντικατοπτρίζουν την ετερο-
γένεια του όγκου. ∆εδοµένου ότι τα εν λόγω χαρακτηριστικά είναι µαθηµατικά προκαθορι-
σµένα και ϐασισµένα σε τεράστιο αριθµό ελαφρώς τροποποιηµένων µαθηµατικών ορισµών,
ένας µεγάλος αριθµός ϱαδιολογικών χαρακτηριστικών µπορούν να εξαχθούν από ιατρικές
εικόνες. Τα χαρακτηριστικά αυτά διακρίνονται συνήθως σε 4 κύριες υποοµάδες οι οποίες
είναι :

3.1.1 Χαρακτηριστικά σχήµατος (Shape features)

Ποσοτικοποιούν τις γεωµετρικές σχέσεις και ιδιότητες των τµηµατοποιηµένων αλλοιώσεων
όπως η περίµετρος (perimeter), η επιφάνεια πλέγµατος (mesh surface), µέγιστη διάµετρος
(maximum diameter), σφαιρικότητα(sphericity) κ.α [29].

Θεωρούµε:

• Np τον αριθµό των περιλαµβανοµένων εικονοστοιχείων (pixels) της περιοχής ενδιαφέρο-
ντος (ROI),

• Nf τον αριθµό των γραµµών που καθορίζουν την περιφέρεια(περίµετρο) του πλέγµατος,

• A την επιφάνεια του πλέγµατος σε mm2,

• P την περίµετρο του πλέγµατος σε mm.

Με ϐάση τους άνωθεν συντελεστές υπολογίζονται τα εν λόγω χαρακτηριστικά. Ενδεικτικά,
σε σύνολο 10, ορισµένα από τα οποία είναι :

1. Επιφάνεια Πλέγµατος.

A =

Nf∑
i=1

Ai (3.1)

΄Οπου το Οiαi και το Οiϐi είναι οι ακµές του iου τριγώνου στο πλέγµα, όπως σχηµατίζο-
νται από τις κορυφές αi , ϐi της περιµέτρου και της αρχής των αξόνων Ο.

Για τον υπολογισµό της επιφάνειας, υπολογίζεται πρώτα η προσηµασµένη επιφάνεια
Αi κάθε τριγώνου στο πλέγµα. Το συνολικό εµβαδόν προκύπτει στη συνέχεια λαµ-
ϐάνοντας το άθροισµα όλων των υπολογιζόµενων υποπεριοχών (3.1), όπου το πρόσηµο
εξασφαλίζει την ορθή συµπερίληψη της επιφάνειας, καθώς η περιοχή των τριγώνων µε
αρνητικό πρόσηµο που ϐρίσκονται εκτός της περιοχής ενδιαφέροντος (ROI) ακυρώνει
την πλεονασµατική περιοχή των τρίγωνων που ϐρίσκονται εν µέρει εντός και εν µέρει
εκτός της περιοχής ενδιαφέροντος (ROI).

2. Περίµετρος.

Pi =
√

(αi − ϐi)2 (3.2)

P =

Nf∑
i=1

Pi (3.3)
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΄Οπου, το αi και το ϐi είναι κορυφές της γραµµής iτη της περιµέτρου του πλέγµατος.

Για τον υπολογισµό της περιµέτρου, υπολογίζουµε πρώτα την περίµετρο Ai της κάθε
γραµµής της περιφέρειας του πλέγµατος (3.2). Η συνολική περίµετρος προκύπτει
αθροίζοντας όλες τις υπολογισµένες υποπεριοχές (3.3) [30].

3. Μέγιστο µήκος άξονα.

major axis = 4
√
λmajor (3.4)

Το χαρακτηριστικό αυτό αποδίδει το µήκος του µεγαλύτερου άξονα που περικλείε-
ται από την ελλειψοειδή περιοχή ενδιαφέροντος (ROI) και υπολογίζεται µε ϐάση την
µεγαλύτερη κύρια συνιστώσα λmajor .

Η ανάλυση κύριων συνιστωσών (principal component analysis - PCA) πραγµατοποιε-
ίται κάνοντας χρήση των ϕυσικών συνιστωσών των κέντρων των pixels όπως ορίζονται
από την περιοχή ενδιαφέροντος (ROI). Συνεπώς λαµβάνει υπόψη τις αποστάσεις αλλά
όχι το σχήµα του πλέγµατος.

3.1.2 Χαρακτηριστικά ϐάσει ιστογράµµατος ή πρώτης τάξης χαρακτηριστι-

κά (Histogram-based features or first-order statistics)

Η κατανοµή των τιµών της έντασης της εικόνας εντός των τµηµατοποιηµένων αλλοιώσεων
αντιπροσωπεύεται συνήθως από τα ιστογράµµατα. Από τα ιστογράµµατα, µπορούν να υπολο-
γιστούν ποσοτικά χαρακτηριστικά που δεν λαµβάνουν υπόψη χωρικό προσανατολισµό ή την
σχέση των ογκοστοιχείων όπως η µέση τιµή(mean), η ενέργεια(energy), η εντροπία(entropy),
η λοξότητα(skewness) ή κύρτωση(kurtosis) [31].

Θεωρούµε:

• το σύνολο X των Np περιλαµβανοµένων ογκοστοιχείων (voxels) της περιοχής ενδιαφέρο-
ντος (ROI),

• το πρώτης τάξης ιστόγραµµα P(i) του X µε Ng διακριτά επίπεδα έντασης,

• το κανονικοποιηµένο πρώτης τάξης ιστόγραµµα p(i) που ισούται µε P(i)
Np

.

Με ϐάση τους άνωθεν συντελεστές υπολογίζονται τα εν λόγω χαρακτηριστικά. Ενδεικτικά,
σε σύνολο 19, ορισµένα από τα οποία είναι :

1. Μέση Τιµή.

Mean =
1
Np

Np∑
i=1

X(i) (3.5)

Η µέση τιµή των γκρι επιπέδων της έντασης εντός της περιοχής ενδιαφέροντος (ROI)
της εικόνας X.

2. Ενέργεια.

Energy =

Np∑
i=1

(X(i) + c)2 (3.6)

΄Οπου η µεταβλητή c είναι αυθαίρετη και εξαρτάται απο το voxelArrayShift το οποίο µε-
τατοπίζει τις εντάσεις για να αποτρέψει τυχόν αρνητικές τιµές του X. Αυτό εξασφαλίζει
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ότι τα voxels µε την χαµηλότερη τιµή του γκρι συνεισφέρουν ελάχιστα στην συνολική
ενέργεια εν αντιθέσει µε τα voxels που λαµβάνουν τιµές του γκρι εγγύτερα στο 0.

Η ενέργεια είναι το µέτρο του µεγέθους των τιµών των voxels σε µια εικόνα. Μεγαλύτε-
ϱες τιµές συνεπάγονται σε µεγαλύτερο άθροισµα των τετραγώνων αυτών των τιµών.

3. Εντροπία.

Entropy = −

Ng∑
i=1

p(i) log2
(
p(i) + ϸ

) (3.7)

Εδώ, το ϸ είναι ένας αυθαίρετα µικρός ϑετικός αριθµός ≈ 2.2 × 10−16.

Η εντροπία καθορίζει την αβεβαιότητα / τυχαιότητα στις τιµές της εικόνας, υπολογίζει
δηλαδή τον µέσο όρο των πληροφοριών που απαιτούνται για την κωδικοποίηση των
τιµών της εικόνας.

4. Λοξότητα (Ασυµµετρία).

Skewness =
µ3

σ3 =

1
Np

∑Np
i=1 (X(i) − X̄ )3(√

1
Np

∑Np
i=1 (X(i) − X̄ )2

)3 (3.8)

΄Οπου, το µ3 είναι η 3η κεντρική ϱοπή.

Η λοξότητα υπολογίζει την ασυµµετρία της κατανοµής των τιµών της εικόνας X γύρω
από τη µέση τιµή. Θετική λοξότητα σηµαίνει ότι η καµπύλη εκτείνεται περισσότερο
προς τα δεξιά της µέσης τιµής ενώ αρνητική λοξότητα σηµαίνει µεγαλύτερη έκταση της
καµπύλης προς τα αριστερά της µέσης τιµής.

5. Κύρτωση.

Kurtosis =
µ4

σ4 =

1
Np

∑Np
i=1 (X(i) − X̄ )4(

1
Np

∑Np
i=1 (X(i) − X̄ )2

)2 (3.9)

΄Οπου, το µ4 είναι η 4η κεντρική ϱοπή.

Η κύρτωση είναι µέτρο της οξύτητας της κορυφής της κατανοµής τιµών της περιοχής
ενδιαφέροντος (ROI) της εικόνας X. Υψηλότερες τιµές κύρτωσης υποδηλώνουν ότι η
µάζα της κατανοµής συγκεντρώνεται γύρω από την ουρά και όχι γύρω από τη µέση
τιµή. Χαµηλότερες τιµές κύρτωσης υποδηλώνουν το αντίστροφο , ότι δηλαδή η µάζα
της κατανοµής συγκεντρώνεται γύρω από µία κορυφή κοντά στην µέση τιµή.

3.1.3 Χαρακτηριστικά υφής ή στατιστικά δεύτερης τάξης (Textural features

or second-order statistics)

Τα χαρακτηριστικά υφής αντιπροσωπεύουν τη στατιστική σχέση µεταξύ των επίπεδων
της έντασης γειτονικών εικονοστοιχείων (pixels) ή ογκοστοιχείων (voxels) ή οµάδων pixels ή
voxels εντός της τµηµατοποιηµένης ϐλάβης και συνεπώς, ποσοτικοποιούν την ετερογένεια
της εικόνας. Τα χαρακτηριστικά υφής δεν εξάγονται απευθείας από τις εικόνες αλλά µέσω
διαφόρων αναλυτικών πίνακων που ήδη κωδικοποιούν συγκεκριµένες χωρικές σχέσεις µε-
ταξύ των pixels ή voxels στη τµηµατοποιηµένη ϐλάβη. Οι πίνακες που χρησιµοποιούνται
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πιο συχνά για τον υπολογισµό των χαρακτηριστικών υφής είναι η µήτρα µήκους διαδροµής
επιπέδων του γκρι (Gray Level Run Length Matrix - GLRLM), που κωδικοποιεί το εύρος των
οµοιογενών διαδροµών για κάθε ένταση της εικόνας [30], η µήτρα γειτνίασης της διαφοράς
των επιπέδων του γκρι (Neighbouring Gray Tone Difference Matrix - NGTDM), που αντιστοι-
χεί στη διαφορά των επιπέδων έντασης µεταξύ ενός voxel και των γειτονικών του voxels στις
τρεις διαστάσεις [32], η µήτρα συνεµφάνισης επιπέδων του γκρι (Gray Level Co-occurrence
Matrix - GLCM) [33], που αντιπροσωπεύει τη συχνότητα εµφάνισης δύο επιπέδων έντασης
σε γειτονικά pixel ή voxels σε µια συγκεκριµένη απόσταση κατά µήκος µιας σταθερής κατε-
ύθυνσης, η µήτρα µεγέθους Ϲωνών των επιπέδων του γκρι (Gray Level Size Zone - GLSZM), η
οποία ποσοτικοποιεί τον αριθµό των συνδεδεµένων voxels που έχουν κοινή ένταση επιπέδων
του γκρι [34] και η µήτρα εξάρτησης των επιπέδων του γκρι (Gray Level Dependence Matrix
- GLDM) , η οποία ποσοτικοποιεί τον αριθµό των συνδεδεµένων voxels εντός µιας απόστασης
δ τα οποία εξαρτώνται από το κεντρικό voxel [35].

• Ηµήτρα συν-εµφάνισης επιπέδων του γκρι (Gray Level Co-occurrence Matrix - GLCM),
µεγέθους Ng ×Ng, περιγράφει την από κοινού συνάρτηση πιθανότητας δεύτερης τάξης
second-order joint probability function του τµήµατος εκείνου της εικόνας όπως κα-
ϑορίζεται από την µάσκα και ορίζεται ως P(i, j|δ, θ). Το (i, j)στο στοιχείο της µήτρας
αναπαριστά τον αριθµό των ϕορών που ο συνδυασµός των επιπέδων i και j εµφανίζεται
σε δύο εικονοστοιχεία στην εικόνα, που διαχωρίζονται µε απόσταση δ εικονοστοιχείων
σε κάθε κατεύθυνση κατά µήκος της γωνίας θ, ενώ Ng είναι ο αριθµός των διακριτών
επιπέδων έντασης του γκρι.

Ως δισδιάστατο παράδειγµα, ϑεωρούµε το ακόλουθο πλέγµα Ι που αντιπροσωπεύει µια
εικόνα 5x5, µε 5 διακριτά επίπεδα του γκρι :

Ι =



1 2 5 2 3
3 2 1 3 1
1 3 5 5 2
1 1 1 1 2
1 2 4 3 5


(3.10)

Για απόσταση δ = 1 και γωνία θ = 0◦ (οριζόντιο επίπεδο, δηλαδή ογκοστοιχεία (vox-
els) προς τα αριστερά και δεξιά από το κεντρικό ογκοστοιχείο (voxel), λαµβάνεται η
ακόλουθη συµµετρική µήτρα:

P =



6 4 3 0 0
4 0 2 1 3
3 2 0 1 2
0 1 1 0 0
0 3 2 0 2


(3.11)

Θεωρούµε:

– το ϸ ως µία αυθαίρετα µικρή ϑετική σταθερά (≈ 2.2 × 10−16),
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– P(i, j) την µήτρα συν-εµφάνισης για αυθαίρετο δ και θ,

– p(i, j) την κανονικοποιηµένη µήτρα συν-εµφάνισης που ισούται µε P(i,j)∑
P(i,j) ,

– Ng τον αριθµό των διακριτών επιπέδων έντασης του γκρι της εικόνας,

– px (i) =
∑Ng
j=1 P τις κατά γραµµή περιθωριακές πιθανότητες,

– py(j) =
∑Ng
i=1 P τις κατά στήλη περιθωριακές πιθανότητες,

– µx την µέση τιµή της έντασης των επιπέδων του γκρι px που ισούται µε µx =
Ng∑
i=1

px (i)i,

– µy την µέση τιµή της έντασης των επιπέδων του γκρι py που ισούται µε µy =
Ng∑
j=1

py(j)j,

– σx την τυπική απόκλιση του px ,

– σy την τυπική απόκλιση του py,

– px+y(k) =
∑Ng
i=1

∑Ng
j=1 p(i, j), όπου i + j = k, και k = 2,3, . . . ,2Ng,

– px−y(k) =
∑Ng
i=1

∑Ng
j=1 p(i, j), όπου |i − j| = k, και k = 0,1, . . . , Ng − 1,

– HX = −
∑Ng
i=1 px (i) log2

(
px (i) + ϸ

)
την εντροπία του px ,

– HY = −
∑Ng
j=1 py(j) log2

(
py(j) + ϸ

)
την εντροπία του py,

– HXY = −
∑Ng
i=1

∑Ng
j=1 p(i, j) log2

(
p(i, j) + ϸ

)
την εντροπία του p(i, j),

– HXY1 = −
∑Ng
i=1

∑Ng
j=1 p(i, j) log2

(
px (i)py(j) + ϸ

)
,

– HXY2 = −
∑Ng
i=1

∑Ng
j=1 px (i)py(j) log2

(
px (i)py(j) + ϸ

)
.

Με ϐάση τους άνωθεν συντελεστές υπολογίζονται τα εν λόγω χαρακτηριστικά. Ενδεικτι-
κά, σε σύνολο 24, ορισµένα από τα οποία είναι :

1. Αυτοσυσχέτιση (Autocorrelation).

autocorrelation =

Ng∑
i=1

Ng∑
j=1

p(i, j)ij (3.12)

Η αυτοσυσχέτιση αποτελεί µέτρο του µεγέθους της λεπτότητας και της τραχύτητας
της υφής. ΄Οσο υψηλότερη είναι η τιµή της τόσο περισσότερα Ϲεύγη µε υψηλά
επίπεδα του γκρι παρουσιάζει η υφής της εικόνας.

2. Τάση ∆έσµης (Cluster Tendency).

cluster tendency =

Ng∑
i=1

Ng∑
j=1

(
i + j − µx − µy

)2p(i, j) (3.13)

Η τάση δέσµης αποτελεί µέτρο οµαδοποίησης ογκοστοιχείων (voxels) µε πα-
ϱόµοιες τιµές επιπέδων του γκρι.
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3. ∆ιαφορά ∆ιακύµανσης (Difference Variance).

difference variance =

Ng−1∑
k=0

(k − DA)2px−y(k) (3.14)

Η διαφορά διακύµανσης είναι ένα µέτρο της ετερογένειας που τοποθετεί υψηλότε-
ϱα ϐάρη σε διαφορετικά Ϲεύγη επιπέδων έντασης που αποκλίνουν περισσότερο
από την µέση τιµή.

4. Οµοιογένεια 1 (Homogeneity 1).

homogeneity 1 =

Ng∑
i=1

Ng∑
j=1

p(i, j)
1 + |i − j|

(3.15)

Η οµοιογένεια 1 είναι ένα µέτρο της οµοιότητας στις τιµές έντασης για γειτονικά
ογκοστοιχεία (voxels). Είναι ένα µέτρο τοπικής οµοιογένειας που αυξάνεται µε
λιγότερη αντίθεση στο παράθυρο.

5. Αντίστροφη ∆ιαφορά (Inverse Difference (ID)).

inverse variance =

Ng−1∑
k=1

px−y(k)
k2

(3.16)

Η αντίστροφη διαφορά είναι ένα άλλο µέτρο της τοπικής οµοιογένειας µιας ει-
κόνας. Με περισσότερο οµοιόµορφα επίπεδα του γκρί, ο παρονοµαστής παρα-
µένει χαµηλός, µε αποτέλεσµα συνολική τιµή υψηλότερη.

6. ΄Αθροισµα Εντροπίας (Sum Entropy).

sum entropy =

2Ng∑
k=2

px+y(k) log2
(
px+y(k) + ϸ

) (3.17)

Το άθροισµα εντροπίας είναι το άθροισµα γειτονικών τιµών διαφοράς της έντασης
µίας εικόνας.

• Η µήτρα µήκους διαδροµής επιπέδων του γκρι (Gray Level Run Length Matrix -
GLRLM) ποσοτικοποιεί τις διαδροµές των επιπέδων του γκρι, οι οποίες ορίζονται ως
το µήκος (αριθµός) εικονοστοιχείων (pixels), συνεχόµενων εικονοστοιχείων, που έχουν
την ίδια τιµή επιπέδου του γκρι. Σε µία µήτρα µήκους διαδροµής επιπέδων του γκρι
P(i, j|θ), το (i, j)στο στοίχειο περιγράφει τον αριθµό των διαδροµών µε επίπεδο του γκρί i
και µήκος j που συναντάται στην περιοχή ενδιαφέροντος (ROI) κατά µήκος της γωνίας
θ.

Ως δισδιάστατο παράδειγµα, ϑεωρούµε το ακόλουθο πλέγµα Ι που αντιπροσωπεύει µια
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εικόνα 5x5, µε 5 διακριτά επίπεδα του γκρι :

Ι =



5 2 5 4 4
3 3 3 1 3
2 1 1 1 3
4 2 2 2 3
3 5 3 3 2


(3.18)

Η µήτρα µήκους διαδροµής επιπέδων του γκρι (Gray Level Run Length Matrix -
GLRLM) για γωνία θ = 0, όπου 0 µοίρες είναι ο οριζόντιος άξονας, προκύπτει :

P =



1 0 1 0 0
3 0 1 0 0
4 1 1 0 0
1 1 0 0 0
3 0 0 0 0


(3.19)

Θεωρούµε:

– Ng τον αριθµό των διακριτών επιπέδων εντάσης του γκρι της εικόνας,

– Nr τον αριθµό των διακριτών µηκών των διαδροµών της εικόνας,

– Np τον αριθµό των διακριτών ογκοστοιχείων (voxels) της εικόνας,

– Nr(θ) τον αριθµό των διαδροµών κατα µήκος των γωνιών θ της εικόνας, ο οποίος
ισούται µε

∑Ng
i=1

∑Nr
j=1 P(i, j|θ) και 1 ≤ Nr(θ) ≤ Np

– P(i, j|θ) την µήτρα µήκους διαδροµών για αυθαίρετη κατεύθυνση θ,

– p(i, j|θ) την κανονικοποιηµένη µήτρα µήκους διαδροµών, η οποία ορίζεται ως :
p(i, j|θ) = P(i,j|θ)

Nr (θ)

Με ϐάση τους άνωθεν συντελεστές υπολογίζονται τα εν λόγω χαρακτηριστικά. Ενδεικτι-
κά, σε σύνολο 24, ορισµένα από τα οποία είναι :

1. ΄Εµφαση Μικρού Μήκους (Short Run Emphasis (SRE).

SRE =

∑Ng
i=1

∑Nr
j=1

P(i,j|θ)
j2

Nr(θ)
(3.20)

Η έµφαση µικρού µήκους αποτελεί µέτρο της κατανοµής των διαδροµών µικρού
µήκους. Μεγαλύτερες τιµές είναι ενδεικτικές διαδροµών µικρότερου µήκους και
πιο λεπτές υφές.

2. ΜηΟµοιοµορφία των Επιπέδων του Γκρι (Gray Level Non-Uniformity (GLN)).

GLN =

∑Ng
i=1

(∑Nr
j=1 P(i, j|θ)

)2
Nr(θ)

(
i + j − µx − µy

)2p(i, j) (3.21)
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Η µη οµοιοµορφία των επιπέδων του γκρι µετρά την οµοιότητα των τιµών των
επιπέδων του γκρι στην εικόνα, όπου µια χαµηλότερη τιµή µη οµοιοµορφίας
συσχετίζεται µε µεγαλύτερη οµοιότητα στις τιµές έντασης.

3. ∆ιακύµανσης ∆ιαδροµής (Run Variance (RV)).

RV =

Ng∑
i=1

Nr∑
j=1

p(i, j|θ)(j − µ)2 (3.22)

Η διακύµανσης διαδροµής είναι ένα µέτρο της διακύµανσης των διαδροµών ως
προς το µήκος τους.

4. ΄Εµφαση Μικρών ∆ιαδροµών Χαµηλών Επιπέδων του Γκρι (Short Run Low

Gray Level Emphasis (SRLGLE)).

SRLGLE =

∑Ng
i=1

∑Nr
j=1

P(i,j|θ)
i2j2

Nr(θ)
(3.23)

Η έµφαση µικρών διαδροµών χαµηλών επιπέδων του γκρι µετρά την συνδυασµένη
κατανοµή διαδροµών µικρότερου µήκους µε χαµηλότερες τιµές επιπέδων του
γκρι.

• Η µήτρα µεγέθους Ϲωνών των επιπέδων του γκρι (Gray Level Size Zone - GLSZM)
ποσοτικοποιεί τις Ϲώνες επιπέδων του γκρι σε µία εικόνα. Μία Ϲώνη επιπέδου του
γκρι ορίζεται ως ο αριθµός των συνδεδεµένων ογκοστοιχείων voxels που έχουν κοινή
ένταση επιπέδου του γκρι. ΄Ενα ογκοστοιχείο ϑεωρείται συνδεδεµένο αν η απόσταση
είναι 1 σύµφωνα µε την νόρµα απείρου (infinity norm). Σε µία µήτρα µεγέθους Ϲωνών
των επιπέδων του γκρι P(i, j) το (i, j)στο στοιχείο ισούται µε τον αριθµό των Ϲωνών µε i
επίπεδο του γκρι και µέγεθος j που εµφανίζονται στην περιοχή ενδιαφέροντος (ROI).
Σε αντίθεση µε την µήτρα συν-εµφάνισης επιπέδων του γκρι και την µήτρα µήκους
διαδροµής επιπέδων του γκρι, η µήτρα µεγέθους Ϲωνών των επιπέδων του γκρι είναι
ανεξάρτητη της περιστροφής, εποµένως απαιτείται ο υπολογισµός µόνο µίας µήτρας
για όλες τις κατευθύνσεις της περιοχής ενδιαφέροντος.

Ως δισδιάστατο παράδειγµα, ϑεωρούµε το ακόλουθο πλέγµα Ι που αντιπροσωπεύει µια
εικόνα 5x5, µε 5 διακριτά επίπεδα του γκρι :

Ι =



5 2 5 4 4
3 3 3 1 3
2 1 1 1 3
4 2 2 2 3
3 5 3 3 2


(3.24)
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Η παραγόµενη µήτρα µεγέθους Ϲωνών των επιπέδων του γκρι είναι :

P =



0 0 0 1 0
1 0 0 0 1
1 0 1 0 1
1 1 0 0 0
3 0 0 0 0


(3.25)

Θεωρούµε:

– Ng τον αριθµό των διακριτών τιµών έντασης της εικόνας,

– Ns τον αριθµό των διακριτών µεγεθών των Ϲωνών της εικόνας,

– Nz τον αριθµό των Ϲωνών εντός της περιοχής ενδιαφέροντος της εικόνας, που
ισούται µε

∑Ng
i=1

∑Ns
j=1 P(i, j) και 1 ≤ Nz ≤ Np,

– P(i, j) την µήτρα µεγέθους Ϲωνών,

– p(i, j) την κανονικοποιηµένη µήτρα µεγέθους Ϲωνών, η οποία ορίζεται ως p(i, j) =
P(i,j)
Nz

Με ϐάση τους άνωθεν συντελεστές υπολογίζονται τα εν λόγω χαρακτηριστικά. Ενδεικτι-
κά, σε σύνολο 16, ορισµένα από τα οποία είναι :

1. ΄Εµφαση Μικρής Περιοχής (Small Area Emphasis (SAE).

SAE =

∑Ng
i=1

∑Ns
j=1

P(i,j)
j2

Nz
(3.26)

Η έµφαση µικρής περιοχής αποτελεί ένα µέτρο της κατανοµής των Ϲωνών µικρού
µεγέθους. Μεγαλύτερες τιµές είναι ενδεικτικές για περισσότερες Ϲώνες µικρότε-
ϱου µεγέθους και για πιο λεπτές υφές.

2. Μη Οµοιοµορφία του Μεγέθους των Ζωνών (Size-Zone Non-Uniformity

(SZN)).

SZN =

∑Ns
j=1

(∑Ng
i=1 P(i, j)

)2
Nz

(3.27)

Η µη οµοιοµορφία του µεγέθους των Ϲωνών µετρά τη µεταβλητότητα του µεγέθους
των όγκων Ϲώνης στην εικόνα. Χαµηλότερη τιµή δείχνει περισσότερη οµοιογένεια
στα µεγέθη των όγκων Ϲώνης.

3. ∆ιακύµανσης Ζώνης (Zone Variance (ZV)).

ZV =

Ng∑
i=1

Ns∑
j=1

p(i, j)(j − µ)2 (3.28)

΄Οπου, µ =
Ng∑
i=1

Ns∑
j=1

p(i, j)j.

Η διακύµανσης Ϲώνης µέτρα την διακύµανση του µεγέθους των όγκων των Ϲωνών.
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4. Ποσοστό Ζώνης (Zone Percentage (ZP)).

ZP =
Nz
Np

(3.29)

Το ποσοστό Ϲώνης µετρά την τραχύτητα της υφής λαµβάνοντας το λόγο του αριθ-
µού των Ϲωνών προς τον αριθµού των ογκοστοιχείων στην περιοχή ενδιαφέροντος.

• Η µήτρα γειτνίασης της διαφοράς των επιπέδων του γκρι (Neighbouring Gray Tone
Difference Matrix - NGTDM) ποσοτικοποιεί διαφορά µεταξύ µίας τιµής του γκρι και της
µέση τιµής των τιµών του γκρι ενός ογκοστοιχείου και των γειτονικών του ογκοστοιχείων
στις τρεις διαστάσεις εντός απόστασης δ. Το άθροισµα της απόλυτης διαφοράς στο i
επίπεδο του γκρι αποθηκεύεται στην µήτρα.

Θεωρούµε Xgl το σύνολο των τµηµατοποιηµένων ογκοστοιχείων και xgl(jx , jy, jz) ∈ Xgl

το επίπεδο του γκρι ενός ογκοστοιχείου στην ϑέση (jx , jy, jz), τότε η µέση τιµή επιπέδου
του γκρι της γειτονιάς είναι :

Āi = Ā(jx , jy, jz)

=
1
W

δ∑
kx=−δ

δ∑
ky=−δ

δ∑
kz=−δ

xgl(jx + kx , jy + ky, jz + kz),

όπου (kx , ky, kz) , (0,0,0) και xgl(jx + kx , jy + ky, jz + kz) ∈ Xgl

(3.30)

΄Οπου, το W είναι ο αριθµός των ογκοστοιχείων της γειτονίας που ανήκουν επίσης στο
Xgl .

Ως δισδιάστατο παράδειγµα, ϑεωρούµε το ακόλουθο πλέγµα Ι που αντιπροσωπεύει µια
εικόνα 4x4, µε 5 διακριτά επίπεδα του γκρι, χωρίς ογκοστοιχεία µε επίπεδο του γκρι
4:

Ι =


1 2 5 2
3 5 1 3
1 3 5 5
3 1 1 1

 (3.31)

Προκύπτει η ακόλουθη µήτρα γειτνίασης της διαφοράς των επιπέδων του γκρι :

i ni pi si

1 6 0.375 13.35
2 2 0.125 2.00
3 4 0.25 2.63
4 0 0.00 0.00
5 4 0.25 10.075

(3.32)

΄Εξι εικονοστοιχεία έχουν επίπεδο του γκρι 1, οπότε :

s1 = |1 − 10/3| + |1 − 30/8| + |1 − 15/5| + |1 − 13/5| + |1 − 15/5| + |1 − 11/3| = 13.35

∆ύο εικονοστοιχεία έχουν επίπεδο του γκρι 2, οπότε :

42 ∆ιπλωµατική Εργασία



3.1 Ραδιολογικά Χαρακτηριστικά ως ∆υνητικοί Βιοδείκτες

s2 = |2 − 15/5| + |2 − 15/5| = 2

Αντίστοιχα για τα επίπεδα του γκρι 3 και 5 ισχύει :

s3 = |3 − 12/5| + |3 − 18/5| + |3 − 20/8| + |3 − 5/3| = 3.03

s5 = |5 − 14/5| + |5 − 18/5| + |5 − 20/8| + |5 − 11/5| = 10.075

Θεωρούµε:

– ni τον αριθµό των ογκοστοιχείων στο Xgl µε επίπεδο του γκρι i,

– Nv,p τον συνολικό αριθµό των ογκοστοιχείων στο Xgl , ο οποίος ισούται µε
∑
ni

(δηλαδή, τον αριθµό των ογκοστοιχείων µε έγκυρη περιοχή τουλάχιστον ένα γε-
ίτονα),

Ισχύει Nv,p ≤ Np, όπου Np είναι ο συνολικός αριθµός των ογκοστοιχείων στην
περιοχή ενδιαφέροντος.

– pi τον αριθµό της πιθανότητας ενός επιπέδου του γκρι που ισούται µε ni/Nv

– si =


∑ni |i − Āi | για ni , 0

0 για ni = 0
το άθροισµα των απολύτων διαφορών του i επι-

πέδου του γκρι,

– Ng τον αριθµό των διακριτών τιµών του γκρι της εικόνας,

– Ng,p τον αριθµό των επιπέδων του γκρι όπου pi , 0.

Με ϐάση τους άνωθεν συντελεστές υπολογίζονται τα εν λόγω χαρακτηριστικά. Ενδεικτι-
κά, σε σύνολο 5, αυτά είναι :

1. Τραχύτητα (Coarseness).

Coarseness =
1∑Ng

i=1 pisi
(3.33)

Η τραχύτητα είναι ένα µέτρο της µέσης διαφοράς µεταξύ του κεντρικού ογκοστοι-
χείου και της γειτονιάς του και αποτελεί ένδειξη του χωρικού ϱυθµού µεταβολής.
Υψηλότερη τιµή της τραχύτητας δείχνει χαµηλότερο ϱυθµό χωρικής µεταβολής
και τοπικά πιο οµοιόµορφη υφή.

Το sum
Ng
i=1pisi συγκλίνει πιθανώς στο 0 (σε περίπτωση εντελώς οµοιογενούς ει-

κόνας).

Σε αυτήν την περίπτωση, επιστρέφεται µια αυθαίρετη τιµή: 106.

2. Αντίθεση (Contrast).

Contrast =

 1
Ng,p(Ng,p − 1)

Ng∑
i=1

Ng∑
j=1

pipj(i − j)2


 1
Nv,p

Ng∑
i=1

si

 , όπου pi , 0, pj , 0‘

(3.34)
Η αντίθεση είναι ένα µέτρο της αλλαγής της χωρικής έντασης, αλλά εξαρτάται
επίσης από το συνολικό δυναµικό εύρος του επιπέδου του γκρι. Η αντίθεση είναι
υψηλή όταν τόσο το δυναµικό εύρος όσο και ο ϱυθµός χωρικής µεταβολής (spatial
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change rate) είναι υψηλοί, δηλαδή µια εικόνα µε µεγάλη εµβέλεια των επιπέδων
του γκρί, µε µεγάλες αλλαγές µεταξύ των ογκοστοιχείων και της γειτονιάς τους.

Σε περίπτωση εντελώς οµοιογενούς εικόνας, spatialchangerate που ϑα σήµαινε
διαίρεση µε 0, επιστρέφεται αυθαίρετα η τιµή 0.

3. Απασχολησιµότητα (Busyness).

Busyness =

∑Ng
i=1 pisi∑Ng

i=1
∑Ng
j=1 |ipi − jpj |

, ωηερε pi , 0, pj , 0 (3.35)

Η απασχολησιµότητα µετρά την αλλαγή από ένα εικονοστοιχείο στο γείτονά του.
Υψηλή τιµή απασχολησιµότητας δείχνει µια «απασχοληµένη» εικόνα, δηλαδή µια
εικόνα µε γρήγορες αλλαγές έντασης µεταξύ του εικονοστοιχείου και της γειτονιάς
του.

Ν.Β. Εάν Ng,p = 1, τότε η busyness = 0
0 . Εάν συµβεί αυτό, επιστρέφεται 0, καθώς

αφορά µια πλήρως οµοιογενή περιοχή.

4. Πολυπλοκότητα (Complexity).

Complexity =
1
Nv,p

Ng∑
i=1

Ng∑
j=1
|i − j|

pisi + pjsj
pi + pj

, όπου pi , 0, pj , 0 (3.36)

Μια εικόνα ϑεωρείται περίπλοκη όταν υπάρχουν πολλά πρωτόγονα στοιχεία στην
εικόνα, δηλαδή η εικόνα δεν είναι οµοιόµορφη και υπάρχουν πολλές γρήγορες
αλλαγές στην ένταση του επιπέδου του γκρι.

5. ∆ύναµη (Strength).

Strength =

∑Ng
i=1

∑Ng
j=1 (pi + pj)(i − j)2∑Ng

i=1 si
, όπου pi , 0, pj , 0 (3.37)

Η δύναµη είναι ένα µέτρο των πρωτόγονων στοιχείων µιας εικόνας. Η τιµή της
είναι υψηλή όταν τα πρωτόγονα στοιχεία ορίζονται εύκολα και είναι ορατά, δηλαδή
µια εικόνα µε αργή αλλαγή στην ένταση αλλά πιο µεγάλες χονδροειδείς διαφορές
στις εντάσεις του επιπέδου του γκρι.

Το άθροισµα
∑Ng
i=1 si δυνητικά δίδει στο 0 (σε περίπτωση πλήρως οµοιογενούς

εικόνας). Εάν συµβεί αυτό, επιστρέφεται 0.

• Η µήτρα εξάρτησης των επιπέδων του γκρι (Gray Level Dependence Matrix - GLDM)
ποσοτικοποιεί τις εξαρτήσεις των επιπέδων του γκρι σε µια εικόνα. Η εξάρτηση των
επιπέδων του γκρι ορίζεται ως ο αριθµός των συνδεδεµένων ογκοστοιχείων σε απόσταση
δ που εξαρτώνται από το κεντρικό ογκοστοιχείο. ΄Ενα γειτονικό ογκοστοιχείο µε j
επίπεδο του γκρι ϑεωρείται εξαρτώµενο από το κεντρικό ογκοστοιχείο µε i επίπεδο του
γκρι, αν |i − j| ≤ α. Σε µία µήτρα εξάρτησης των επιπέδων του γκρι P(i, j) το (i, j)sto

στοιχείο περιγράφει τον αριθµό των ϕορών ενός ογκοστοιχείου µε επίπεδο του γκρι i
µε j εξαρτώµενα ογκοστοιχεία στη γειτονιά του που εµφανίζεται στην εικόνα.
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3.1 Ραδιολογικά Χαρακτηριστικά ως ∆υνητικοί Βιοδείκτες

Ως δισδιάστατο παράδειγµα, ϑεωρούµε το ακόλουθο πλέγµα Ι που αντιπροσωπεύει µια
εικόνα 5x5, µε 5 διακριτά επίπεδα του γκρι :

Ι =



5 2 5 4 4
3 3 3 1 3
2 1 1 1 3
4 2 2 2 3
3 5 3 3 2


(3.38)

Για α = 0 και δ = 1 η µήτρα εξάρτησης των επιπέδων του γκρι γίνεται :

P =



0 1 2 1
1 2 3 0
1 4 4 0
1 2 0 0
3 0 0 0


(3.39)

Θεωρούµε:

– Ng τον αριθµό των διακριτών τιµών εντάσης της εικόνας,

– Nd τον αριθµό των διακριτών µεγεθών εξάρτησης της εικόνας,

– Nz τον αριθµό των Ϲωνών εξάρτησης της εικόνας, που ισούται µε
∑Ng
i=1

∑Nd
j=1 P(i, j),

– P(i, j) την µήτρα εξάρτησης,

– p(i, j) την κανονικοποιηµένη µήτρα εξάρτησης, η οποία ορίζεται ως p(i, j) = P(i,j)
Nz

Με ϐάση τους άνωθεν συντελεστές υπολογίζονται τα εν λόγω χαρακτηριστικά. Ενδεικτι-
κά, σε σύνολο 14, ορισµένα από τα οποία είναι :

1. ΄Εµφαση Μεγάλης Εξάρτησης ( Large Dependence Emphasis (LDE).

LDE =

∑Ng
i=1

∑Nd
j=1 P(i, j)j2

Nz
(3.40)

Η έµφαση µεγάλης εξάρτησης αποτελεί ένα µέτρο της κατανοµής των µεγάλων
εξαρτήσεων. Μεγαλύτερη τιµή είναι ενδεικτική µεγαλύτερης εξάρτησης και πιο
οµοιογενών υφών.

2. Μη Οµοιοµορφίας Εξάρτησης (Dependence Non-Uniformity (DN)).

DN =

∑Nd
j=1

(∑Ng
i=1 P(i, j)

)2
Nz

(3.41)

Η µη οµοιοµορφία εξάρτησης µετρά την οµοιότητα της εξάρτησης σε όλη την
εικόνα. Χαµηλότερη τιµή δείχνει περισσότερη οµοιογένεια µεταξύ των εξαρτήσεων
στην εικόνα.
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3. Εντροπία Εξάρτησης (Dependence Entropy (DE)).

DependenceEntropy = −

Ng∑
i=1

Nd∑
j=1

p(i, j) log2(p(i, j) + ϸ) (3.42)

4. ΄Εµφαση Μεγάλης Εξάρτησης Υψηλών Επιπέδων του Γκρι (Large Depen-

dence High Gray Level Emphasis (LDHGLE)).

LDHGLE =

∑Ng
i=1

∑Nd
j=1 P(i, j)i2j2

Nz
(3.43)

Η έµφαση µεγάλης εξάρτησης υψηλών επιπέδων του γκρι µετρά την συνδυασµένη
κατανοµή της µεγάλης εξάρτησης των υψηλότερων τιµών των επιπέδων του γκρι.

3.1.4 Χαρακτηριστικά στατιστικών υψηλότερης τάξης (Higher-order statis-

tics features)

Οι τρεις προηγούµενες υπο-οµάδες χαρακτηριστικών συνήθως υπολογίζονται στην προ-
επεξεργασµένη αρχική εικόνα χωρίς την προσθήκη ϕίλτρων. Τα χαρακτηριστικά στατιστικών
υψηλότερης τάξης υπολογίζονται µε την εφαρµογή συγκεκριµένων µαθηµατικών µετασχηµα-
τισµών ή ϕίλτρων που δίνουν έµφαση σε ορισµένες πτυχές της τµηµατοποιηµένης αλλοίωσης
όπως επαναλαµβανόµενα µοτίβα, άκρα, κλίσεις προσανατολισµένες ϐάσει ιστογράµµατος
ή τοπικά δυαδικά µοτίβα. Οι τυπικοί µαθηµατικοί µετασχηµατισµοί που χρησιµοποιούνται
για την εξαγωγή στατιστικών στοιχείων υψηλότερης τάξης είναι οι µετασχηµατισµοί κυµατίου
(Wavelet transforms) ή Fourier transforms, η µορφοκλασµατική ανάλυση (fractal analysis),
το συναρτησοειδές του Minkowski (Minkowski functionals) και ο Λαπλασιανός µετασχηµα-
τισµός µε ϕίλτρο Γκάους (Laplacian transform of Gaussian-filtered images -Laplacian of
Gaussian-) [36].

Συνοπτικά, µε την διαδικασία αυτή µπορεί να υπολογιστεί ένας µεγάλος αριθµός χαρα-
κτηριστικών από µία µόνο τµηµατοποιηµένη ϐλάβη. Πλέον, το πρόβληµα µετατρέπεται σε
αναζήτηση των παραµέτρων εκείνων που σχετίζονται µε το υπό διερεύνηση κλινικό πρόβληµα
και διακρίνονται από τις αλυσιτελείς και περιττές. Η επιλογή χαρακτηριστικών έχει µεγάλη
σηµασία για τη δηµιουργία ενός αξιόπιστου µοντέλου πρόγνωσης ή πρόβλεψης της ϕύσης
της τµηµατοποιηµένης ϐλάβης που ϑα ϐασίζεται στα υπολογισθέντα χαρακτηριστικά, ειδι-
κά εάν ο αριθµός των διαθέσιµων δεδοµένων είναι περιορισµένος. Η διαδικασία επιλογής
χαρακτηριστικών χρησιµοποιεί προηγµένες στατιστικές µεθόδους για τον προσδιορισµό ενός
υποσυνόλου χαρακτηριστικών που ϑα δεν ϑα περιλαµβάνει τα περιττά, σταθερά, διπλότυπα,
αλυσιτελή και υπερ-συσχετιζόµενα χαρακτηριστικά [21].

3.2 Ραδιολογικά Χαρακτηριστικά - Τεχνικές Βαθιάς Μάθησης

Η ϐαθιά µάθηση (deep learning) περιγράφει γενικά τη διαδικασία εφαρµογής αρχι-
τεκτονικών ϐαθέων νευρωνικών δικτύων και την χρήση συγκεκριµένων τύπων αλγορίθµων
µηχανικής µάθησης για την επίλυση προβληµάτων. Αρχικά, η ϐάση των προηγµένων αρχι-
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τεκτονικών αυτών είναι τα τεχνητά νευρωνικά δίκτυα (artificial neural networks), τα οποία
είναι εµπνευσµένα από την αρχή λειτουργίας που διέπει το οπτικό σύστηµα του ανθρώπου.
Προσθέτοντας λοιπόν, επιπλέον στρώµατα κρυφών νευρώνων πέρα από τα στρώµατα εισόδου
και εξόδου των τεχνητών νευρωνικών δικτύων προστέθηκε ένα νέο επίπεδο πολυπλοκότητας
που επιτρέπει την ϐαθιά µάθηση. Τα ϱαδιολογικά χαρακτηριστικά στη ϐάση τεχνικών ϐα-
ϑιάς µάθησης είναι το αποτέλεσµα αυτόµατης αναγνώρισης και εξαγωγής χαρακτηριστικών
υψηλών διαστάσεων από τις εικόνες εισόδου. Οι χρησιµοποιούµενες εικόνες έχουν υπο-
στεί κλιµάκωση και αφαίρεση ποικίλων επιπέδων, µε αποτέλεσµα την δηµιουργία ιδιαίτερα
χρήσιµων µοντέλων για την αναγνώριση προτύπων ή την ταξινόµηση µη γραµµικών δεδο-
µένων υψηλών διαστάσεων [37]. Η χρησιµότητα των µεθόδων ϐαθιάς µάθησης για την αυ-
τοµατοποιηµένη αναγνώριση και τµηµατοποίηση καρκινικών αλλοιώσεων στην ϑεραπευτική
ακτινολογία έχει δηµοσιευθεί από αρκετές µελέτες [38].

Η ϱοή εργασίας της εν λόγω µεθόδου διαφέρει από την αντίστοιχη που περιγράφηκε πα-
ϱαπάνω και αφορά τα ϱαδιολογικά χαρακτηριστικά στην ϐάση των χαρακτηριστικών. Στην
προκειµένη περίπτωση, αντί των µαθηµατικά προκαθορισµένων χαρακτηριστικών, γίνεται
χρήση νευρωνικών δικτύων µε διάφορες αρχιτεκτονικές, όπως τα συνελικτικά νευρωνικά
δίκτυα (convolutional neural networks - CNNs) ή οι αυτόµατοι κωδικοποιητές που χρησιµο-
ποιούνται για την παραγωγή και την αναγνώριση των σηµαντικότερων χαρακτηριστικών από
τα δεδοµένα εισόδου. Συγκεκριµένα, τα δίκτυα αυτόµατης κωδικοποίησης, τα οποία αποτε-
λούν µια ειδική εκδοχή µη επιβλεπόµενων συνελικτικών νευρωνικών δικτύων, στοχεύουν στη
συµπίεση του περιεχοµένου της εικόνας και στη απεικόνιση του σε ένα σχετικά ϐραχύ αλλά
αντιπροσωπευτικό διάνυσµα χαρακτηριστικών [39]. Σε γενικές γραµµές, η µέθοδος χρησιµο-
ποιεί ένα αλληλοδιαδοχικό σύστηµα νευρωνικών δικτύων µονής στρώσης (cascaded system
of single-layer neural networks) που εκπαιδεύονται να εντοπίζουν συσχετιζόµενες δοµές
που οδηγούν στην ταξινόµηση των δεδοµένων απεικόνισης [40]. ΄Επειτα εφαρµόζονται πε-
ϱαιτέρω συνδυασµοί από τα εξαχθέντα διανύσµατα χαρακτηριστικών για να δηµιουργήσουν
νέα χαρακτηριστικά µε υψηλότερο επίπεδο αφαίρεσης. Στο τελικό στάδιο, τα αναγνωρισµένα
χαρακτηριστικά µπορούν να χρησιµοποιηθούν από το ίδιο το νευρικό δίκτυο, ή εγκαταλε-
ίποντας το δίκτυο να υποβληθούν στη διαδικασία δηµιουργίας µοντέλων παρόµοια µε εκείνη
της πρώτης κατηγορίας ϱαδιολογικών χαρακτηριστικών. Οι προσεγγίσεις αυτές αφορούν την
χρήση συµβατικών µεθόδων µηχανικής µάθησης για την ταξινόµηση των χαρακτηριστικών,
όπως δέντρα αποφάσεων (decision trees), µοντέλα παλινδρόµησης (regression models) ή µη-
χανές διανυσµάτων υποστήριξης (support vector machines) κ.α. Αξίζει να σηµειωθεί, ότι ενώ
η πρώτη κατηγορία ϱαδιολογικών χαρακτηριστικών (feature-based features) απαιτεί πάντα
ως είσοδο τµηµατοποιηµένες εικόνες, στην περίπτωση της ϐαθιά µάθησης, ειδικά των CNNs,
η χρήση µη-τµηµατοποιηµένων εικόνων είναι δυνατή.

∆εδοµένου ότι τα χαρακτηριστικά παράγονται και εξάγονται άµεσα από τα υποκείµε-
να δεδοµένα καθώς και ένα υποσύνολο των πιο αποδοτικών εξάγεται αυτόµατα, η ανάγκη
για επακόλουθη επιλογή χαρακτηριστικών είναι σπάνια. Ωστόσο, προκειµένου να µειωθεί
ο κίνδυνος υπερβολική προσαρµογής (overfitting risk) στα δεδοµένα εκπαίδευσης, γίνεται
χρήση τεχνικών κανονικοποίησης και αποβολής ϐαρών σύνδεσης που προέκυψαν κατά την
εκπαίδευση. ΄Ενας ϐασικός περιορισµός των τεχνικών αυτών είναι η υψηλή συσχέτιση µετα-
ξύ των χαρακτηριστικών και των δεδοµένων εισόδου, καθώς τα χαρακτηριστικά παράγονται
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από τα δεδοµένα αυτά. Εποµένως, σε αντίθεση µε την προηγούµενη κατηγορία ϱαδιολο-
γικών χαρακτηριστικών, απαιτούνται µεγάλα σύνολα δεδοµένων για τον προσδιορισµό ενός
ϐέλτιστου και εύρωστου υποσυνόλου χαρακτηριστικών. Ωστόσο, ο περιορισµός µπορεί να
ξεπεραστεί εν µέρει, αν χρησιµοποιήσουµε µια τεχνική µηχανικής µάθησης που ονοµάζεται
µάθηση µε µεταφορά (transfer learning). Στη µάθηση µε µεταφορά, χρησιµοποιείται ένα
νευρωνικό δίκτυο που έχει ήδη προ-εκπαιδευτεί για διαφορετικό, αλλά στενά συνδεδεµένο
σκοπό [41].Συνεπώς, τόσο ο όγκος των δεδοµένων που απαιτούνται για τον προσδιορισµό ενός
ϐέλτιστου υποσυνόλου χαρακτηριστικών όσο και η υπολογιστική απαίτηση είναι µειωµένα.

3.3 Παραδοχή

Στα πλαίσια της παρούσας διπλωµατικής µελετήθηκαν τα χαρακτηριστικά που εξήχθη-
σαν από εικόνες καρκίνου των ωοθηκών. Μετά από ενδελεχή αναζήτηση στην πρόσφατη αλλά
και παλαιότερη ϐιβλιογραφία η συντριπτική πλειονότητα των µελετών εστιάζει στην εξαγωγή
ϱαδιολογικών χαρακτηριστικών στην ϐάση χαρακτηριστικών (feature-based features). Για
τον λόγο αυτό, στα πλαίσια µιας πιο µεθοδικής προσέγγισης, καθ ότι η ϕύση της εργασίας
είναι αµιγώς διερευνητική και δεν ϐασίζεται σε ήδη υπάρχουσα άµεσα συνδεδεµένη εργασία
προτιµήθηκε η µονοµερής εξαγωγή χαρακτηριστικών, αυτών δηλαδή της πρώτης κατηγο-
ϱίας. Συγκεκριµένα χρησιµοποιήθηκαν εργαλεία ελεύθερου λογισµικού (π.χ pyradiomics)
µε έγκυρη και τεκµηριωµένη λειτουργία ενώ η αναζήτηση των χαρακτηριστικών υπήρξε εξα-
ντλητική µε περισσότερα από 1200 χαρακτηριστικά να προκύπτουν για κάθε εικόνα εισόδου.
Για λόγους πληρότητας και αντικειµενικότητας παρατίθενται και οι δύο κατηγορίες εξαγωγής
χαρακτηριστικών µε την δεύτερη να αποτελεί πιθανό µελλοντικό ερευνητικό αντικείµενο.
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Κεφάλαιο 4

Μηχανική Μάθηση

4.1 Εισαγωγή

Η Μηχανική Μάθηση (Machine Learning) αποτελεί υποκλάδο της Τεχνητής Νοηµο-
σύνης (Artificial Intelligence), που ασχολείται µε την κατασκευή µοντέλων που υλο-

ποιούν συγκεκριµένους αλγόριθµους και χρησιµοποιούν πειραµατικά δεδοµένα µε σκοπό
την εξαγωγή χρήσιµων προβλέψεων ή συµπερασµάτων. Σκοπός των µοντέλών αυτά να απο-
κτήσουν την ικανότητα να ϐελτιώνουν την απόδοσή τους όταν λαµβάνουν επιπλέον δεδοµένα
χωρίς τον εκ νέου προγραµµατισµό τους. Ο Mitchell [42] έχει δώσει τον εξής ορισµό για την
µηχανική µάθηση:

«΄Ενα πρόγραµµα υπολογιστή λέµε ότι µαθαίνει από την εµπειρία Ε ως προς κάποια κλάση

εργασιών Τ και µέτρο απόδοσης Ρ, αν η απόδοσή του σε εργασίες από το Τ, όπως µετριέται από

το Ρ, ϐελτιώνεται µέσω της εµπειρίας Ε.»

Η διαδικασία εκπαίδευσης ξεκινά µε την τροφοδότηση του µοντέλου µε δεδοµένα, συ-
νήθως αριθµητικά από τα οποία δηµιουργούνται διανύσµατα (∆ιανύσµατα Χαρακτηριστικών
- Feature Vectors) µε τα οποία τροφοδοτούνται κατάλληλοι αλγόριθµοι. Στο τέλος της δια-
δικασίας χρησιµοποιούνται µετρικές για τον υπολογισµό της αξιοπιστίας και της ευρωστίας
του κάθε µοντέλου.

Οι αλγόριθµοι µηχανικής µάθησης χωρίζονται σε τρεις µεγάλες κατηγορίες :

• Επιβλεπόµενη Μάθηση - Supervised Learning,

• Μη Επιβλεπόµενη Μάθηση - Unsupervised Learning,

• και Ενισχυτική Μάθηση - Reinforcement Learning.

4.1.1 Επιβλεπόµενη Μάθηση

Η επιβλεπόµενη µάθηση (Supervised learning) περιλαµβάνει κάθε εργασία στην οπο-
ία ο αλγόριθµος έχει πρόσβαση σε τιµές εισόδου και εξόδου. Οι τιµές εισόδου ορίζονται
ως οι εξωτερικές πληροφορίες που επιτρέπεται να χρησιµοποιεί ο αλγόριθµος, όπως τιµές
χαρακτηριστικών και µετα-δεδοµένα, ενώ οι τιµές εξόδου, είναι οι συγκεκριµένες ετικέτες
του χαρακτηριστικού κλάσης. Αυτό σηµαίνει ότι η δοµή των δεδοµένων είναι ήδη γνωστή
και ο στόχος αυτών των προγραµµάτων είναι η εκχώρηση νέων δεδοµένων στις σωστές τάξεις
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ή κατηγορίες. Στην παρούσα διπλωµατική χρησιµοποιήθηκαν αλγόριθµοι εποπτευόµενης
µάθησης [43]. Μερικά παραδείγµατα αλγορίθµων εποπτευόµενης µάθησης:

• Γραµµικά Μοντέλα - Linear Models,

• Μοντέλα Συνόλων - Ensemble models,

• Μηχανές ∆ιανυσµάτων Υποστήριξης - Support Vector Machines (SVM),

• Πολυεπίπεδα Νευρωνικά ∆ίκτυα - Multilayer Perceptrons (MLP),

• ∆ένδρα Αποφάσεων - Decision Trees.

4.1.2 Μη Επιβλεπόµενη Μάθηση

Η µη επιβλεπόµενη µάθηση περιλαµβάνει όλες τις διαδικασίες που δεν έχουν πρόσβα-
ση σε τιµές εξόδου και εποµένως προσπαθούν να ϐρουν δοµές εντός των δεδοµένων δη-
µιουργώντας τάξεις µόνοι τους [43]. Μερικά παραδείγµατα αλγορίθµων µη εποπτευόµενης
µάθησης: k-means (Clustering) και Νευρωνικά ∆ίκτυα (Neural Networks)

4.1.3 Ενισχυτική Μάθηση

Η ενισχυτική µάθηση διαφέρει από τις προηγούµενες κατηγορίες, καθώς εστιάζει στη
λήψη ϐέλτιστων αποφάσεων. Τα µοντέλα ενισχυτικής µάθησης περιέχουν έναν πράκτορα
(agent), ο οποίος αλληλεπιδρά µε ένα περιβάλλον (environment). Ο πράκτορας λαµβάνει
κάποια παρατήρηση (observation) από το περιβάλλον, εκτελεί µια ενέργεια και, στη συ-
νέχεια, λαµβάνει µια ανταµοιβή (reward) από το περιβάλλον. Αυτή η διαδικασία συνεχίζεται
επαναληπτικά. Η συµπεριφορά του πράκτορα διέπεται από µια πολιτική (policy), η οποία
είναι µια συνάρτηση που αντιστοιχίζει τις παρατηρήσεις του περιβάλλοντος σε ενέργειες. Ο
στόχος του αλγορίθµου ενίσχυσης της µάθησης είναι να παράγει µια καλή πολιτική [44].

4.2 Ταξινοµητές Μηχανικής Μάθησης

Η ταξινόµηση στη µηχανική µάθηση και στη στατιστική είναι µια επιβλεπόµενη µαθη-
σιακή προσέγγιση στην οποία ο αλγόριθµος µαθαίνει από τα δεδοµένα που του δίνονται και
κάνει νέες παρατηρήσεις ή ταξινοµήσεις. Προβλέπει την κλάση ή κατηγορία για µια µετα-
ϐλητή εισόδου από τα στοιχεία δεδοµένων και χρησιµοποιείται καλύτερα όταν η έξοδος έχει
πεπερασµένες και διακριτές τιµές. Στόχος της διαδικασίας είναι να προσδιοριστεί σε ποια
κατηγορία ϑα ανήκουν τα νέα δεδοµένα. Ο ταξινοµητής, σε αυτήν την περίπτωση, χρειάζεται
εκπαιδευτικά δεδοµένα για να κατανοήσει πώς οι δεδοµένες µεταβλητές εισόδου σχετίζονται
µε την τάξη. Στα πλαίσια της διπλωµατικής εργασίας χρειάστηκε να χρησιµοποιηθούν αλ-
γόριθµοι ταξινόµησης προκειµένου να κατηγοριοποιηθούν οι καρκινικές ϐλάβες(όγκοι) που
απεικονίζονται στις εικόνες µαγνητικού τοµογράφου σε τρεις κατηγορίες :

• Περιοχή Χαµηλής Επικινδυνότητας 0,

• Περιοχή Μέσης Επικινδυνότητας 1,

• Περιοχή Υψηλής Επικινδυνότητας 2.
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4.2.1 Γραµµικά Μοντέλα - Linear Models

Τα ακόλουθα είναι ένα σύνολο µεθόδων που προορίζονται για παλινδρόµηση (regression)
στις οποίες η τιµή - στόχος αναµένεται να είναι γραµµικός συνδυασµός των χαρακτηριστικών.
Στη µαθηµατική σηµειογραφία, εάν ŷ είναι η προβλεπόµενη τιµή:

ŷ(w, x) = w0 +w1x1 + ... +wpxp (4.1)

Για τους σκοπούς της ταξινόµησης χρησιµοποιήσουµε γενικευµένα γραµµικά µοντέλα, όπως
η Λογιστική Παλινδρόµηση (Logistic regression).

Λογιστική Παλινδρόµηση (Logistic regression)

Η Λογιστική Παλινδρόµηση είναι µια στατιστική µέθοδος που µπορεί να χρησιµοποιηθεί
για ταξινόµηση δυο ή περισσότερων κλάσεων. Ο ταξινοµητής αυτός είναι ένα γραµµικό µο-
ντέλο ταξινόµησης που ϐασίζεται στην λογιστική συνάρτηση (logistic function). Ως πρόβληµα
ϐελτιστοποίησης, η λογιστική παλινδρόµηση µε ποινή ελαχιστοποιεί την ακόλουθη συνάρ-
τηση κόστους (λογαριθµική πιθανοφάνεια):

− logL(b, y) = −
1
N

 N∑
i=0

yi log(ŷi) + (1 − yi) log(1 − ŷi)

 − R(b, γ)

 , (4.2)

όπου

R(b, γ) =

 γ
2 ||beta||22 : ΄l2΄ ποινή
γ ||�||1 : ΄l1΄ ποινή

(4.3)

Για λόγους πληρότητας ϑα αναφερθούν κάποιες ϐασικές µεταβλητές αυτού του αλγο-
ϱίθµου. Η παράµετρος C σχετίζεται µε την αντίστροφη τιµή της ισχύος οµαλοποίησης των
δεδοµένων. Μικρότερες τιµές της οδηγούν σε ισχυρότερη οµαλοποίηση. Μέσω της µεταβλη-
τής ’solver’ ορίζεται ο αλγόριθµος που ϑα χρησιµοποιηθεί για την επίλυση του προβλήµατος
ϐελτιστοποίησης. Οι τιµές που µπορεί να έχει η µεταβλητή ’solver’ είναι ’newton-cg’, ’lbfgs’,
’liblinear’, ’sag’ και ’saga’. Ο ’liblinear’ είναι καλή επιλογή για µικρά σύνολα δεδοµένων. Ο
’sag’ και ’saga’ είναι γρηγορότεροι για µεγάλα σύνολα δεδοµένων. Οι ’newton-cg’, ’lbfgs’,
’sag’ και ’saga’ µπορούν να χειριστούν ποινή L2 ή καθόλου ποινή (όπου η ποινή, όπως
και προηγουµένως, αναφέρεται σε λανθασµένες ταξινοµήσεις). Η ϱύθµιση της παραµέτρου
multi_class σε πολυωνυµική µε αυτούς τους επιλυτές εκπαιδεύει ένα πραγµατικό µοντέλο
πολυωνυµικής λογιστικής παλινδρόµησης, το οποίο σηµαίνει ότι οι εκτιµήσεις πιθανότητας
ϑα ϐαθµονοµηθούν καλύτερα από την προεπιλεγµένη ϱύθµιση ’one-vs-rest’ [45]. Ακόµα
µια σηµαντική µεταβλητή αποτελεί η ’max_iter’, όπου µέσω της τιµής αυτής της παραµέτρου
καθορίζεται ο µέγιστος αριθµός επαναλήψεων για σύγκλιση των επιλυτών (καθώς η επίλυση
γίνεται µε επαναληπτικούς αλγορίθµους αφού το πρόβληµα δεν επιλύεται αλγεβρικά).

4.2.2 Μοντέλα Συνόλων - Ensemble models

Στόχος των µοντέλων συνόλων είναι να συνδυάσουν τις προβλέψεις αρκετών ϐασικών
εκτιµητών που έχουν κατασκευαστεί µε έναν δεδοµένο αλγόριθµο εκµάθησης προκειµένου
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Σχήµα 4.1: Μοντέλα Συνόλων

να ϐελτιωθεί η γενικευσιµότητα / ευρωστία έναντι ενός µόνο εκτιµητή. ∆ιακρίνονται συνήθως
δύο οικογένειες µεθόδων συνόλου:

Στις µεθόδους µέσου όρου, η ϐασική αρχή είναι να δηµιουργηθούν διάφοροι εκτι-
µητές ανεξάρτητα και στη συνέχεια να µετρηθούν οι προβλέψεις τους. Κατά µέσο όρο, ο
συνδυασµένος εκτιµητής είναι συνήθως καλύτερος από οποιονδήποτε απλό εκτιµητή ϐάσης,
επειδή η διακύµανση του είναι µειωµένη. Παραδείγµατα συνιστούν οι µέθοδοι bagging, τα
δάση τυχαίων δέντρων κ.α.

Στις µεθόδους ενίσχυσης, αντίθετα, οι ϐασικοί εκτιµητές κατασκευάζονται διαδοχικά
µε σκοπό κάποιος εξ αυτών να προσπαθεί να µειώσει την προκατάληψη του συνδυασµένου
εκτιµητή. Το κίνητρο είναι ο συνδυασµός αρκετών αδύναµων µοντέλων για την δηµιουρ-
γία ενός ισχυρού συνόλου. Παραδείγµατα συνιστούν ο αλγόριθµος AdaBoost καθώς και ο
αλγόριθµος Ενίσχυσης Σύστασης ∆ένδρων (Gradient Tree Boosting).

AdaBoost

Ο ταξινοµητής AdaBoost ϐασίζεται, για την παραγωγή της τελικής πρόβλεψης, στην ιδέα
της δηµιουργίας ενός κανόνα υψηλής ακρίβειας πρόβλεψης συνδυάζοντας πολλούς σχετικά
αδύναµους και ανακριβείς κανόνες, όπως αυτούς που δηµιουργούνται από µικρά δέντρα
αποφάσεων, που προέκυψαν από επανειληµµένα τροποποιηµένες εκδόσεις των δεδοµένων
[46]. Πρακτικά γίνονται πολλαπλές εκτελέσεις ενός αλγορίθµου ταξινόµησης ϱυθµίζοντας
κάθε ϕορά τις παραµέτρους του. Για να παραχθεί η τελική πρόβλεψη, οι προβλέψεις από
όλους τους συνδυασµούς οµαδοποιούνται µε ϐάρη (µε ειδικό ϐάρος για την κάθε επανάλη-
ψη) [47]. Για κάθε διαδοχική επανάληψη µέσα στο µοντέλο, τα ϐάρη του δείγµατος επα-
ναπροσδιορίζονται ανάλογα µε την επιτυχία ή την αποτυχία της ταξινόµησης. Τα ϐάρη των
εσφαλµένα ταξινοµηµένων περιπτώσεων ϱυθµίζονται έτσι ώστε οι επόµενοι ταξινοµητές να
εστιάζουν περισσότερο σε δύσκολες περιπτώσεις.

Ο µέγιστος αριθµός εκτιµητών στους οποίους τερµατίζεται η ενίσχυση µπορεί να προσ-
διοριστεί, αν είναι επιθυµητό. Σε περίπτωση τέλειας τοποθέτησης, η διαδικασία της µάθησης
διακόπτεται νωρίτερα. Ως «εκτιµητής ϐάσης» ορίζεται ο αλγόριθµος ταξινόµησης που χρησι-
µοποιείται κατά την εκτέλεση του ταξινοµητή AdaBoost.
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Bagging

Στους αλγορίθµους συνόλων, οι µέθοδοι bagging σχηµατίζουν µια κατηγορία αλγορίθµων
που δηµιουργούν πολλές εµφανίσεις ενός εκτιµητή µαύρου κουτιού (black-box estimator)
σε τυχαία υποσύνολα του αρχικού σετ εκπαίδευσης και στη συνέχεια συγκεντρώνουν τις
µεµονωµένες προβλέψεις τους για να σχηµατίσουν µια τελική πρόβλεψη. Αυτές οι µέθοδοι
χρησιµοποιούνται ως τρόπος µείωσης της διακύµανσης ενός ϐασικού εκτιµητή (π.χ. ενός
δέντρου αποφάσεων), εισάγοντας τυχαιοποίηση στη διαδικασία κατασκευής του και στη συ-
νέχεια δηµιουργώντας ένα σύνολο από αυτό. Σε πολλές περιπτώσεις, οι µέθοδοι συσκευασίας
αποτελούν έναν πολύ απλό τρόπο ϐελτίωσης σε σχέση µε ένα µόνο µοντέλο, χωρίς να απαι-
τείται η προσαρµογή του ϐασικού αλγορίθµου ϐάσης. Οι µέθοδοι bagging λειτουργούν
καλύτερα µε ισχυρά και πολύπλοκα µοντέλα (π.χ., πλήρως αναπτυγµένα δέντρα αποφάσε-
ων) καθώς παρέχουν έναν τρόπο για τη µείωση της υπερβολικής προσαρµογής του µοντέλου,
σε αντίθεση µε τις µεθόδους ενίσχυσης που συνήθως λειτουργούν καλύτερα µε αδύναµα
µοντέλα (π.χ., ϱηχά δέντρα αποφάσεων).

Υπάρχουν διάφορες εκδοχές µεθόδων bagging , οι οποίες διαφέρουν ως επί το πλείστον
µεταξύ τους µε τον τρόπο που σχεδιάζουν τυχαία υποσύνολα του σετ εκπαίδευσης. Για
παράδειγµα:

• ΄Οταν τυχαία υποσύνολα του συνόλου δεδοµένων σχεδιάζονται ως τυχαία υποσύνολα
των δειγµάτων, τότε αυτός ο αλγόριθµος είναι γνωστός ως (Pasting) [48].

• ΄Οταν τα δείγµατα λαµβάνονται µε αντικατάσταση, τότε η µέθοδος είναι γνωστή ως
Bagging [49].

• ΄Οταν τυχαία υποσύνολα του συνόλου δεδοµένων σχεδιάζονται ως τυχαία υποσύνολα
των χαρακτηριστικών, τότε η µέθοδος είναι γνωστή ως Τυχαία Υποσύνολα (Random
Subspaces) [50].

• Τέλος, όταν οι εκτιµητές ϐάσης ϐασίζονται σε υποσύνολα τόσο δειγµάτων όσο και χα-
ϱακτηριστικών, τότε η µέθοδος είναι γνωστή ως Τυχαία Τµήµατα (Random Patches)
[51].

Τυχαία ∆άση (Random Forest)

Τα Τυχαία ∆άση (Random Forest) είναι ένας συνδυασµός δέντρων πρόβλεψης (tree pre-
dictors), όπως είναι τα δέντρα απόφασης, όπου κάθε δέντρο εξαρτάται από τις τιµές ενός
τυχαίου διανύσµατος, ανεξάρτητου από τα υπόλοιπα διανύσµατα αλλά µε την ίδια κατανοµή
τιµών µε αυτά [52]. Η τυχαιότητα στα δάση παράγει δέντρα απόφασης µε ελαφρώς απο-
συνδεδεµένα σφάλµατα πρόβλεψης αντιµετωπίζοντας το πρόβληµα ότι τα δέντρα απόφασης
εµφανίζουν συνήθως µεγάλη διακύµανση και τείνουν να έχουν προβλήµατα υπερπροσαρµο-
γής (over-fitting). ΄Ενα τυχαίο δάσος ταιριάζει έναν αριθµό ταξινοµητών δέντρων απόφασης
στα δεδοµένα και χρησιµοποιεί τον µέσο όρο για τη ϐελτίωση της ακρίβειας πρόβλεψης και
να ελέγξει το over-fitting.

Ο αριθµός των δέντρων του δάσους και το µέγιστο ϐάθος κάθε δέντρου συνιστούν ϱυθ-
µιζόµενες παράµετροι από τον χρήστη. Το µέγιστο ϐάθος του δέντρου µπορεί να οριστεί
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ως κανένα (’one’) ή ως ένας ακέραιος αριθµός. Ειδικά για την πρώτη περίπτωση, οι κόµβοι
επεκτείνονται έως ότου όλα τα ϕύλλα είναι «καθαρά» (δηλαδή όταν κάθε ένα αντιστοιχεί σε
µία µόνο κλάση) ή έως ότου όλα τα ϕύλλα περιέχουν λιγότερα από τον ελάχιστο αριθµό
δειγµάτων που απαιτείται για τον διαχωρισµό ενός εσωτερικού κόµβου, όπου τα δείγµατα
είναι οι παρατηρήσεις (άτοµα) και κόµβοι είναι σηµεία διαχωρισµού των παρατηρήσεων σε
υποσύνολα ϐάσει της τιµής ενός χαρακτηριστικού.

4.2.3 Μηχανές ∆ιανυσµάτων Υποστήριξης - (Support Vector Machines (SVM))

Οι Μηχανές ∆ιανυσµάτων Υποστήριξης είναι µια χρήσιµη τεχνική για την ταξινόµηση
δεδοµένων. Παρά την ϕαινοµενική ευκολία στην χρήση των Νευρωνικών ∆ικτύων, ωστόσο,
µερικές ϕορές οδηγούµαστε σε µη ικανοποιητικά αποτελέσµατα [53]. Μια εργασία ταξι-
νόµησης συνήθως περιλαµβάνει την εκπαίδευση και τη δοκιµή δεδοµένων που αποτελούνται
από ορισµένες παρουσίες δεδοµένων [54]. Κάθε παρουσία στο σύνολο εκπαίδευσης περι-
έχει µία τιµή στόχου και πολλά χαρακτηριστικά. Ο στόχος του SVM είναι να παράγει ένα
µοντέλο που προβλέπει την τιµή-στόχο (target value) των παρουσιών δεδοµένων στο σύνολο
δοκιµών που δίνεται µόνο στα χαρακτηριστικά [55]. Αποτελούν υπολογιστικούς αλγορίθ-
µους που κατασκευάζουν ένα υπερεπίπεδο σε άπειρο διαστατικό χώρο. Τα SVM µπορούν
να χρησιµοποιηθούν για ταξινόµηση, παλινδρόµηση ή άλλες εργασίες. ∆ιαισθητικά, ένας
διαχωρισµός µεταξύ δύο γραµµικά διαχωρίσιµων τάξεων επιτυγχάνεται από οποιοδήποτε υ-
περεπίπεδο που δεν παρέχει κακή ταξινόµηση σε όλα τα σηµεία δεδοµένων οποιασδήποτε
από τις ϑεωρούµενες κατηγορίες, δηλαδή, όλα τα σηµεία που ανήκουν στην κατηγορία Α
επισηµαίνονται ως +1, για παράδειγµα, και όλα τα σηµεία που ανήκουν στην κατηγορία Β
ϕέρουν την ένδειξη -1 [56].

Υπάρχουν πολλά υπερεπίπεδα που µπορούν να ταξινοµήσουν το ίδιο σύνολο δεδοµένων
όπως ϕαίνεται στο (Σχ.4.2) παρακάτω. Οι Μηχανές ∆ιανυσµάτων Υποστήριξης είναι µια
προσέγγιση όπου ο στόχος είναι να ϐρεθεί το καλύτερο υπερεπίπεδο διαχωρισµού, δηλαδή
το υπερεπίπεδο που παρέχει την υψηλότερη απόσταση περιθωρίου µεταξύ των πλησιέστε-
ϱων σηµείων των δύο κατηγοριών (ονοµάζεται λειτουργικό περιθώριο). Αυτή η προσέγγιση,
γενικά, εγγυάται ότι όσο µεγαλύτερο είναι το περιθώριο τόσο χαµηλότερο είναι το σφάλµα
γενίκευσης του ταξινοµητή. Εάν υπάρχει τέτοιο υπερεπίπεδο, είναι σαφές ότι παρέχει το
καλύτερο όριο διαχωρισµού µεταξύ των δύο κατηγοριών και είναι γνωστό ως υπερεπίπεδο
µέγιστου περιθωρίου και ένας τέτοιος γραµµικός ταξινοµητής είναι γνωστός ως ταξινοµητής
µέγιστου περιθωρίου.

Μαθηµατική ∆ιατύπωση

∆ιαθέτοντας l δείγµατα εκπαίδευσης {xi , yi}, i = 1, · · · , l , όπου κάθε δείγµα έχει d
εισόδους (xi ∈ Rd ), και µία κλάση(ετικέτα) που λαµβάνει µία ή δύο τιµές (yi ∈ {−1,1}). Τα
υπερεπίπεδα στο Rd παραµετροποιούνται από ένα διάνυσµα (ω), και µία σταθερά (b), όπως
ορίζονται στην εξίσωση:

w · x + b = 0 (4.4)
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Σχήµα 4.2: Υπερεπίπεδα διαχωρισµού. Πλήθος υπερεπιπέδων διαχωρισµού µε διαφορετικό
λειτουργικό περιθώριο το καθένα.

(Το ω είναι ένα ορθογώνιο ως προς το υπερεπίπεδο διάνυσµα.) ∆οθέντος του υπερεπιπέδου
(ω,b) που διαχωρίζει τα δεδοµένα, προκύπτει η συνάρτηση:

f (x) = sign(w · x + b) (4.5)

που διαχωρίζει -δυνητικά- σωστά τα δεδοµένα. Ωστόσο το δοθέν υπερεπίπεδο που αναπα-
ϱίσταται από το (ω,β) εκφράζεται εξίσου από όλα τα Ϲεύγη {λw, λb} για λ ∈ R+. Ορίζουµε
το κανονικό υπερεπίπεδο ως εκείνο που διαχωρίζει τα δεδοµένα από το υπερεπίπεδο µε α-
πόσταση τουλάχιστον ίση µε ακριβώς 1. Συνεπώς για ορισµένο υπερεπίπεδο, η κλιµάκωση
(το λ) είναι έµµεσα ορισµένη 1. Θεωρούµε οπότε τις ακόλουθες συνθήκες :

xi · w + b ≥ +1 όταν yi = +1 (4.6)

xi · w + b ≤ −1 όταν yi = −1 (4.7)

ή πιο συνοπτικά:

yi(xi · w + b) ≥ 1 ∀i (4.8)

Τα υπερεπίπεδα αυτά έχουν µια «λειτουργική απόσταση»≥ 1 (στην πράξη η τιµή της είναι
≥ 1), η οποία δεν ϑα ϑα πρέπει να συγχέεται µε την «γεωµετρική απόσταση» ή την «Ευ-
κλείδια απόσταση». Για ορισµένο υπερεπίπεδο (ω,b), όλα τα Ϲεύγη {λw, λb} καθορίζουν το
ακριβώς ίδιο υπερεπίπεδο, αλλά κάθε Ϲεύγος έχει την δική του «λειτουργική απόσταση» για
δεδοµένο σηµείο. Για να αποκτήσουµε την γεωµετρική απόσταση από το υπερεπίπεδο προς
το ορισµένο σηµείο, πρέπει αρχικά να κανονικοποιήσουµε το πλάτος ω. Η απόσταση αυτή
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Σχήµα 4.3: Υπερεπίπεδα διαχωρισµού. Αναπαράσταση µεγιστοποίησης της γεωµετρικής α-
πόστασης µεταξύ εγγύτερων σηµείων των κλάσεων και υπερεπιπέδου.

είναι :

d
(
(w, b) , xi

)
=
yi(xi · w + b)
‖ w ‖

≥
1
‖ w ‖

(4.9)

∆ιαισθητικά επιθυµούµε να µεγιστοποιηθεί η γεωµετρική απόσταση µεταξύ του υπερε-
πιπέδου µε τα εγγύτερα σηµεία του συνόλου δεδοµένων.

4.2.4 Πολυεπίπεδα Νευρωνικά ∆ίκτυα (Multilayer Perceptrons (MLP))

Τα Πολυεπίπεδα Νευρωνικά ∆ίκτυα είναι ένας ταξινοµητής πολλαπλών επιπέδων που
ϐασίζεται στον αλγόριθµο Perceptron. Το νευρωνικό δίκτυο Perceptron είναι παρόµοιο µε
τα µοντέρνα νευρωνικά δίκτυα, µε την διαφορά ότι έχει µόνο ένα κρυφό στρώµα µε ϱυθ-
µιζόµενα ϐάρη και κατώφλια µεταξύ των στρωµάτων εισόδου και εξόδου όπως ϕαίνεται και
στο (Σχ.4.4) [57]. Τα MLP ανήκουν στον κλάδο των εµπρόσθιας τροφοδότησης (feedforward)
τεχνητών νευρωνικών δικτύων [47]. Η ϐιβλιοθήκη scikit-learn παρέχει τον ταξινοµητή MLP-
Classifier για δίκτυα MLP. Ο MLPClassifier εκπαιδεύεται επαναληπτικά αφού σε κάθε ϐήµα
του χρόνου υπολογίζονται οι µερικοί παράγωγοι της συνάρτησης απώλειας σε σχέση µε τις
παραµέτρους του µοντέλου για την ενηµέρωση αυτών. Το µοντέλο αυτό ϐελτιστοποιεί την συ-
νάρτηση της λογαριθµικής απώλειας (log-loss function) ή της στοχαστικής κλίσης καθόδου
(stochastic gradient descent) ανάλογα µε τον επιλυτή που έχει οριστεί από το χρήστη (αν
είναι ο ’lbfgs’ συµβαίνει το πρώτο ενδεχόµενο, ενώ αν είναι ο ’sgd’ ή ο ’adam’ το δεύτερο).
Πολύ σηµαντικό ϱόλο στην λειτουργία και στην επίδοση του MLP έχουν οι παράµετροι που
χρησιµοποιούνται για την εκπαίδευσή του.
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Σχήµα 4.4: ∆οµή ενός ταξινοµητή MLP.

Μαθηµατική ∆ιατύπωση

∆ίνεται ένα σύνολο δειγµάτων εκπαίδευσης (x1, y1), (x2, y2), . . . , (xn, yn) που xi ∈ Rn και
yi ∈ {0,1}, είναι ένα κρυφό στρώµα ενός κρυφού νευρώνα MLP που «µαθαίνει» τη συνάρτηση
f (x) = W2g(W T

1 x+b1)+b2 όπουW1 ∈ Rm καιW2, b1, b2 ∈ R είναι παράµετροι του µοντέλου.
Τα W1,W2 αντιπροσωπεύουν τα ϐάρη του στρώµατος εισόδου και του κρυφού στρώµατος, α-
ντίστοιχα. Τα b1, b2 αντιπροσωπεύουν την πόλωση (bias) που προστίθεται στο κρυφό στρώµα
και το επίπεδο εξόδου, αντίστοιχα. g(·) : R → R4 είναι η συνάρτηση ενεργοποίησης, που
ορίζεται συνήθως ως η υπερβολική εφαπτοµένη. ∆ίνεται ως,

g(z) =
ez − e−z

ez + e−z
(4.10)

Για δυαδική ταξινόµηση, η f (x) περνά µέσα από τη λογιστική συνάρτηση g(z) = 1/(1 +
e−z) για τη λήψη τιµών εξόδου µεταξύ 0 και 1. Ως κατώτατο όριο, το 0,5, κατατάσσει δείγµατα
εξόδου µεγαλύτερα ή ίσα του 0,5 στην ϑετική κλάση και τα υπόλοιπα στην αρνητική κλάση.
Εάν υπάρχουν περισσότερες από δύο κλάσεις, το ίδιο ϑα ήταν ένα διάνυσµα µεγέθους (n_-
classes).

Αντί της λογιστικής συνάρτησης γίνεται χρήση της συνάρτησης softmax, η οποία γράφεται
ως,

softmax(z)i =
exp(zi)∑k
l=1 exp(zl)

(4.11)

όπου το zi αντιπροσωπεύει το i-στο στοιχείο της εισόδου στην συνάρτηση softmax, το οποίο
αντιστοιχεί στην κλάση i µε K τον αριθµό των κλάσεων. Το αποτέλεσµα είναι ένα διάνυσµα
που περιέχει τις πιθανότητες το x δείγµα να ανήκει σε κάθε κλάση. Η έξοδος είναι η κλάση
µε την υψηλότερη πιθανότητα. Στην παλινδρόµηση, η έξοδος παραµένει ως f (x). Εποµένως,
η συνάρτηση ενεργοποίησης της εξόδου είναι µόνο η ταυτοτική συνάρτηση.

Το MLP χρησιµοποιεί διαφορετικές συναρτήσεις απώλειας ανάλογα µε τον τύπο του προ-
ϐλήµατος. Η συνάρτηση απώλειας για το πρόβληµα της ταξινόµησης είναι η ∆ιασταυρωµένη
Εντροπία (Cross-Entropy), η οποία στη δυαδική περίπτωση είναι,

Loss(ŷ, y,W ) = −y ln ŷ − (1 − y) ln (1 − ŷ) + α||W ||22 (4.12)
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όπου α||W ||22 είναι ένας όρος κανονικοποίησης L2 (γνωστός και ως ποινή) που «τιµωρεί»
πολύπλοκα µοντέλα. Το α > 0 είναι µία µη αρνητική υπερ-παράµετρος που ελέγχει το
µέγεθος της ποινής.

Ο αλγόριθµος σταµατά όταν ϕτάσει σε έναν προκαθορισµένο µέγιστο αριθµό επαναλήψε-
ων ή όταν η ϐελτίωση της απώλειας είναι κάτω από έναν συγκεκριµένο, µικρό αριθµό.

4.2.5 ∆ένδρα Αποφάσεων (Decision Trees)

Τα ∆ένδρα Αποφάσεων αποτελούν µια πολύ γνωστή τεχνική ταξινόµησης σε διάφορα
ϑέµατα αναγνώρισης προτύπων [58]. ΄Ενα δέντρο αποφάσεων αποτελείται από κόµβους για
έλεγχο και απόφαση σε χαρακτηριστικά, άκρα για διακλάδωση ϐάσει τιµών του επιλεγµένου
χαρακτηριστικού και «ϕύλλα» όπου επισυνάπτεται µια µοναδική κλάση ανά ϕύλλο [59]. Η
λειτουργία ενός δέντρου αποφάσεων µπορεί να χωριστεί σε κάποια στάδια. Στο πρώτο στάδιο
γίνεται η κατασκευή του και στη συνέχεια γίνεται η αποκοπή (αναρρόφηση) των λιγότερο
χρήσιµων κλάδων (όπου κλάδοι είναι οι κανόνες για την κατάταξη των δεδοµένων σε κλάσεις)
του δέντρου για την καλύτερη εξισορρόπηση της ακρίβειας των δεδοµένων εκπαίδευσης µε
την πολυπλοκότητα του µοντέλου [60]. Το τελικό δέντρο χωρίζει το χώρο των χαρακτηριστικών
σε έναν αριθµό επισηµασµένων περιοχών.

Το µέγιστο ϐάθος του δέντρου (’max_depth’) µπορεί να οριστεί ως κανένα (’None’) ή ως
ένας ακέραιος αριθµός. Ειδικότερα, για την πρώτη περίπτωση, οι κόµβοι επεκτείνονται έως
ότου όλα τα ϕύλλα είναι «καθαρά» (δηλαδή όταν κάθε ένα αντιστοιχεί σε µία µόνο κλάση) ή
έως ότου όλα τα ϕύλλα περιέχουν λιγότερα από τον ελάχιστο αριθµό δειγµάτων που απαι-
τείται για τον διαχωρισµό ενός εσωτερικού κόµβου (όπου κόµβος νοείται ένα κανόνας που
κατατάσσει ϐάσει χαρακτηριστικών, µια παρατήρηση σε κλάση).

Μαθηµατική ∆ιατύπωση

Με δεδοµένα τα διανύσµατα εκπαίδευσης xi ∈ Rn, i = 1, . . . , και ένα διάνυσµα ετικέτας
y ∈ Rl, ένα δέντρο αποφάσεων χωρίζει αναδροµικά το χώρο των χαρακτηριστικών έτσι ώστε τα
δείγµατα µε τις ίδιες ετικέτες ή παρόµοιες τιµές-στόχους ( target values) να οµαδοποιούνται.

Θεωρούµε ότι τα δεδοµένα στον κόµβο m αντιπροσωπεύονται από τα σύνολα Qm µε Nm
δείγµατα. Για κάθε υποψήφια διαίρεση θ = (j, tm) που αποτελείται από ένα χαρακτηριστικό
j και ένα κατώφλι tm , διαχωρίζει τα δεδοµένα σε Qleftm (θ) και Qrightm (θ) υποσύνολα, όπου,

Qleftm (θ) = {(x, y)|xj <= tm}

Qrightm (θ) = Qm \ Q
left
m (θ)

(4.13)

Στη συνέχεια υπολογίζεται η ποιότητα ενός υποψήφιου διαχωρισµού του κόµβου m χρη-
σιµοποιώντας µια συνάρτηση απώλειας (loss function) H(), η επιλογή της οποίας εξαρτάται
από την ϕύση του προβλήµατος (ταξινόµηση ή παλινδρόµηση).

΄Ετσι, επιλέγουµε τις παραµέτρους που ελαχιστοποιούν την συνάρτηση απώλειας,

θ∗ = argminθ G(Qm , θ) (4.14)

Τέλος επαναλαµβάνουµε για τα υποσύνολα Qleftm (θ∗) και Qrightm (θ∗) έως ότου επιτευχθεί το
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µέγιστο επιτρεπόµενο ϐάθος, Nm < minsamples ή Nm = 1.
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Κεφάλαιο 5

Πειραµατική ∆ιαδικασία και Μεθοδολογία Επε-

ξεργασίας και Ανάλυσης ∆εδοµένων

Στο κεφάλαιο αυτό περιγράφεται η υλοποίηση του συστήµατος, µε ϐάση τη ϑεωρητι-
κή µελέτη που παρουσιάστηκε στο προηγούµενο κεφάλαιο. Αρχικά παρουσιάζεται το

πρωτόκολλο, η πειραµατική διαδικασία και τα προγραµµατιστικά εργαλεία που χρησιµοποι-
ήθηκαν. Στη συνέχεια δίνονται οι λεπτοµέρειες υλοποίησης για τους ϐασικούς αλγορίθµους
του συστήµατος καθώς και η δοµή του κώδικα.

5.1 Σχεδίαση Κλινικού Πρωτοκόλλου

5.1.1 Κριτήρια Εισαγωγής και Εξαίρεσης Ασθενών

Κριτήρια Εισαγωγής Ασθενών

Στο εν λόγω έργο συµµετέχουν ασθενείς, ανεξαρτήτου ηλικίας µε κλινικά (ϕυσική/γυ-
ναικολογική εξέταση), ϐιοχηµικά (ειδικοί καρκινικοί δείκτες, πχ. Ca125) και απεικονιστικά
(υπερηχοτοµογραφικά, υπολογιστική τοµογραφία) ευρήµατα συµβατά µε καρκίνο των ωοθη-
κών. Θα συµπεριλαµβάνονται και ασθενείς µε µεταστατική νόσο κατά την αρχική διάγνωση.
Καµία εκ των ασθενών της µελέτης δεν ϑα πρέπει να έχει λάβει ϑεραπεία για τη νόσο στο
παρελθόν. ΄Ολες οι ασθενείς ϑα έχουν εκτιµηθεί κλινικά και ϑα παραπέµπονται από το
τµήµα Γυναικολογικής Ογκολογίας της Α’ Μαιευτικής Γυναικολογικής Κλινικής ΕΚΠΑ, του
Νοσοκοµείου ‘Αλεξάνδρα’, το οποίο ϑα είναι και υπεύθυνο για την τήρηση και ϕύλαξη του
ϕακέλου νοσηλείας τους. Η ένταξη τους στην µελέτη ϑα πραγµατοποιείται µετά από κατάλ-
ληλη ενηµέρωση από τον ϑεράποντα ιατρό, και µόνο µετά από γραπτή συγκατάθεση. Στην
Εικόνα 1 παρουσιάζεται αναλυτικά το έντυπο συγκατάθεσης που ϑα κληθούν να συµπλη-
ϱώσουν οι εξεταζόµενες και το οποίο εγκρίθηκε από την Επιτροπή Ηθικής και ∆εοντολογίας
του Αρεταιείου Νοσοκοµείου [Αρ. Πρωτοκόλλου: 127/17-04-2019]. ΄Ολες οι ασθενείς ϑα
ενταχθούν σε κλινικό πρωτόκολλο παρακολούθησης και ϑα επανελέγχονται κλινικά, ϐιοχη-
µικά και µε Μαγνητική Τοµογραφία, για την καταγραφή της πορείας της νόσου.

Κριτήρια Εξαίρεσης

Εξαιρέθηκαν εκείνες οι ασθενείς :
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• στις οποίες αντενδείκνυται η διενέργεια ΜΤ λόγω παρουσίας στο σώµα συσκευών/προ-
ϑεµάτων µη συµβατών µε το µαγνητικό πεδίο (π.χ. ϐηµατοδότες, καρδιακές ϐαλβίδες,
εµφυτευµένοι απινιδωτές, κοχλιακά εµφυτεύµατα κ.α.),

• στις οποίες αντενδείκνυται η χρήση ενδοφλεβίου παραµαγνητικού µέσου είτε λόγω
γνωστής υπερευαισθησίας σε σκευάσµατα γαδολινίου είτε λόγω νεφρικής ανεπάρκειας,

• στις οποίες, η ιστολογική διάγνωση ϑα αναδείξει άλλο ιστολογικό τύπο εκτός του υψη-
λόβαθµου επιθηλιακού καρκίνου ωοθηκών (high grade epithelial ovarian cancer) και
συγκεκριµένα χαµηλής κακοηθείας επιθηλιακό καρκίνο ή µη επιθηλιακό νεόπλασµα.

5.1.2 Περιγραφή ∆ιαδικασίας Κλινικού Χειρισµού Ασθενών

Οι ασθενείς ϑα υποβάλλονται αρχικά σε ΜΤ άνω και κάτω κοιλίας µε την εφαρµογή
αυστηρά επιλεγµένων και ειδικά προσαρµοσµένων ακολουθιών παλµών για τη µελέτη των
απεικονιστικών δεδοµένων του όγκου, οι οποίες αναφέρονται αναλυτικά στον Πίνακα 5.1.
Μετά το πέρας της εξέτασης, τα δεδοµένα που ϑα συλλεχθούν, οδηγούνται σε κατάλληλη
ϐάση δεδοµένων διαθέσιµη στο Αρεταίειο Νοσοκοµείο και στο Εθνικό Μετσόβιο Πολυτε-
χνείο η οποία ϑα αναπτυχθεί για το σκοπό αυτό. Στη συνέχεια, µε ειδικό λογισµικό, τα
δεδοµένα ϑα επεξεργάζονται σε κατάλληλο σταθµό εργασίας µε τελικό σκοπό την ανάδειξη
περιοχών διαφορετικής επιθετικότητας εντός του όγκου, ϐάσει προκαθορισµένου συστήµα-
τος ϐαθµονόµησης, το οποίο ϑα προκύψει από τη συνεργασία των ιατρών ακτινολόγων, των
ακτινοφυσικών και των εταιρειών που ϑα συµµετέχουν στην µελέτη. ΄Ετσι ϑα προκύπτει ένας
χρωµατικός χάρτης του όγκου (και των µεταστάσεων εφόσον υπάρχουν), στον οποίο ϑα κωδι-
κοποιούνται µε διαφορετικό χρώµα οι περιοχές µε επιθετικά απεικονιστικά χαρακτηριστικά
από αυτές µε λιγότερο επιθετικά απεικονιστικά χαρακτηριστικά.

Στη συνέχεια και κατόπιν συνεννοήσεως µε τους χειρουργούς του τµήµατος Γυναικολογι-
κής Ογκολογίας του Νοσοκοµείου «Αλεξάνδρα», οι ασθενείς ϑα υποβάλλονται σε χειρουργική
σταδιοποίηση (διενεργούµενη πρώτη χειρουργική διερεύνηση). Τα ϐήµατα που ϑα ακολου-
ϑούνται µε ιδιαίτερη επιµέλεια, κατά σειρά, για τη σωστή χειρουργική σταδιοποίηση, ϑα
περιλαµβάνουν : µέση κάθετη τοµή για ικανοποιητική πρόσβαση στην άνω κοιλία, λήψη ε-
λεύθερου ασκιτικού υγρού ή εκπλύµατος περιτοναϊκής κοιλότητας, προσεκτική επισκόπηση
και ψηλάφηση όλης της περιτοναϊκής κοιλότητας, επιµελή έλεγχο του πρωτοπαθούς όγκου,
εξαίρεση των ύποπτων περιοχών και έλεγχος για εξωπυελική νόσο. Η χειρουργική επέµβαση
ϑα περιλαµβάνει ολική υστερεκτοµή µετά των εξαρτηµάτων και επιπλοεκτοµή για την ακρι-
ϐή σταδιοποίηση της νόσου. Εάν υπάρχει εµφανής µεταστατική νόσος αυτή ϑα αφαιρείται.
Στη συνέχεια ϑα γίνεται δειγµατοληπτική εξαίρεση πυελικών λεµφαδένων και επί ϑετικής
για κακοήθεια ταχείας ϐιοψίας, συστηµατική λεµφαδενεκτοµή στην πύελο και παραορτικά.
Η χειρουργική διερεύνηση ϑα καθορίζει το στάδιο της νόσου σύµφωνα µε τα κριτηρια της
FIGO (Federation International of Gynecology and Obstetrics). Στα προχωρηµένα στάδια,
ϑα καταβάλλεται η µεγίστη προσπάθεια για χειρουργική εξαίρεση όσο το δυνατόν περισσότε-
ϱο όγκου, µε σκοπό τη µηδενική µακροσκοπικά υπολειπόµενη νόσο (complete cytoreduc-
tion, residual disease 0, R0). Στην προσπάθεια αυτή επιτρέπεται η εφαρµογή ιδιαίτερα
επιθετικής χειρουργικής (εντερεκτοµή, σπληνεκτοµή, ηπατεκτοµή, πολλαπλές περιτοναϊκές
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εκτοµές κ.λπ.)

Σε συνεννόηση µε τους χειρουργούς και τον παθολογοανατόµο που ϑα λαµβάνει το χει-
ϱουργικό παρασκεύασµα, τα υποδεικνυόµενα από την απεικόνιση τµήµατα του όγκου ϑα
αντιστοιχίζονται στο παρασκεύασµα (ϐάσει εκτυπωµένου σε τρισδιάστατη µορφή χρωµατικού
χάρτη του όγκου), ϑα εξαιρούνται, ϑα µονιµοποιούνται και ϑα αποστέλλονται για εξέτα-
ση του γονιδιώµατος στο µοριακό ϐιολόγο. Θα ακολουθείται παρόµοια διαδικασία και για
τις επιλεγµένες µεταστάσεις. Λόγω του αυξηµένου κόστους της γονιδιακής ανάλυσης, ϑα
λαµβάνονται µόνο δύο δείγµατα από τον πρωτοπαθή όγκο και ένα από µετάσταση, ενώ ϑα
µελετηθεί και το γονιδίωµα από το περιφερικό αίµα της ασθενούς.

Οι ασθενείς ϑα λαµβάνουν στη συνέχεια χηµειοθεραπευτική αγωγή και ϑα τίθενται σε πα-
ϱακολούθηση που ϑα περιλαµβάνει κλινική εξέταση και έλεγχο καρκινικών δεικτών (CEA,
Ca125, Ca19-9, Ca15-3) µετά το τέλος του τρίτου σχήµατος της χηµειοθεραπείας, στο τέλος
αυτής και κάθε τρεις µήνες µετέπειτα, ως το τέλος της µελέτης. Στις ασθενείς που ϑα δια-
πιστωθεί υποτροπή, η νόσος ϑα εκτιµηθεί ξανά µε Μαγνητική Τοµογραφία (Πίν.5.2), και ϑα
εξαιρεθεί χειρουργικά µε σκοπό την εκ νέου ανάλυση του γονιδιώµατος αυτών. Σκοπός της
ϕάσης αυτής είναι η σύγκριση των απεικονιστικών χαρακτηριστικών και του γονιδιώµατος
της υποτροπής µε αυτά του αρχικού όγκου για την ανάδειξη τυχόν ενδιάµεσων µεταβολών.
Στο τέλος της µελέτης ϑα πραγµατοποιηθεί στατιστική ανάλυση των δεδοµένων.

Στόχος µας είναι να µελετήσουµε περίπου 75-80 ασθενείς, συµπεριλαβανοµένων και των
ασθενών µε υποτροπή.

5.1.3 Πρωτόκολλο Μαγνητικής Τοµογραφίας (ΜΤ)

Οι εξετάσεις ϑα πραγµατοποιηθούν σε υψηλού πεδίου Μαγνητικό Τοµογράφο στη Μο-
νάδα Μαγνητικού Τοµογράφου του Α’ Εργαστηρίου Ακτινολογίας του ΕΚΠΑ, στο Αρεταίειο
Νοσοκοµείο. Το πρωτόκολλο ακολουθιών παλµών αποτυπώνεται στους τρεις ακολούθους
πίνακες : Πίνακας.5.1, Πίνακας.5.2, Πίνακας.5.3.

5.1.4 ∆ιαδικασία Επισήµανσης ∆ειγµάτων

Στη µελέτη ϑα ενταχθούν γυναίκες µε καρκίνο των ωοθηκών, µε µακροσκοπικά µετρήσι-
µη νόσο οι οποίες και ϑα υποβληθούν σε πρωτογενή κυτταροµειωτική επέµβαση. Η προεγ-
χειρητική εκτίµηση και διεγχειρητική λήψη ιστού ϑα πραγµατοποιείται µε ϐάση το ως άνω
περιγραφόµενο πρωτόκολλο. Από τις ασθενείς αυτές, εκείνες οι οποίες ϑα υποτροπιάσουν
και ϑα αντιµετωπιστούν µετά τη χορήγηση χηµειοθεραπείας χειρουργικά, ϑα υποβληθούν
για δεύτερη ϕορά σε ανάλυση των ιδιαιτεροτήτων του όγκου και ϑα γίνει σύγκριση µε την
πρωτογενή νόσο. Η επισήµανση του όγκου (και των περιτοναϊκών µεταστάσεων, εφόσον υ-
πάρχουν) ϑα πραγµατοποιείται διεγχειρητικά µε ϐάση τις ανατοµικές πληροφορίες από τον
προεγχειρητικό απεικονιστικό έλεγχο. Κατά την εξαίρεση του όγκου ϑα τοποθετούνται ϱάµ-
µατα τα οποία ϑα προσδιορίζουν την πρόσθια- οπίσθια επιφάνεια και τον άνω-κάτω πόλο του
όγκου και ενδεχοµένως περιοχές του όγκου πλησίον συγκεκριµένων σταθερών ανατοµικών
δοµών, ώστε να διευκολύνεται η αναγνώριση της ϑέσης του όγκου στο χώρο. Ανάλογα ϑα
επισηµανθούν και οι επιλεγµένες µεταστάσεις.
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5.1.5 Παθολογοανατοµική Ανάλυση ∆ειγµάτων

Θα παραλαµβάνεται το αφαιρεθέν εξάρτηµα και οι σεσηµασµένες περιτοναϊκές εµφυτε-
ύσεις από το χειρουργείο προκειµένου να γίνει ταχεία ϐιοψία, αν απαιτείται (για να αποκλει-
σθεί η πιθανότητα µεταστατικού στην ωοθήκη όγκου). Το παρασκεύασµα ϑα προσανατολίζε-
ται ϐάσει των διεγχειρητικών πληροφοριών, των ανατοµικών σχέσεων ωοθήκης - σάλπιγγας
και µε τη ϐοήθεια της τρισδιάστατης εικόνας που ϑα το συνοδεύει. Θα λαµβάνονται ιστικές
τοµές διαστάσεων 20x10x3 mm από τις περιοχές ενδιαφέροντος οι οποίες ϑα µονιµοποιο-
ύνται σε ουδέτερη ϕορµόλη 10% και ακολούθως ϑα δηµιουργούνται κύβοι παραφίνης. Θα
ακολουθήσει εξέταση τοµής αιµατοξυλίνης-ηωσίνης για επιβεβαίωση της διάγνωσης και ϑα
λαµβάνονται τοµές από κάθε κύβο οι οποίες ϑα αποστέλλονται για µοριακό έλεγχο.

5.2 Πειραµατική ∆ιαδικασία

Σύµφωνα µε το ιατρικό πρωτόκολλο που ϑα εκτελεστεί στα πλαίσια του έργου, ϑα συλ-
λεχθεί πλήθος απεικονιστικών δεδοµένων για κάθε ασθενή. Η εξαγωγή και σύνθεση των
πληροφοριών από τους διαφόρους τύπους δεδοµένων ανά ασθενή ϑα προσδώσει τα επιθυµη-
τά ϱαδιώµατα (radiomics), ϐάσει των οποίων στη συνέχεια ϑα πραγµατοποιηθεί η στατιστική
ανάλυση και η ανάπτυξη του απαιτούµενου προγνωστικού µοντέλου.

5.2.1 Συλλεχθέντα ∆εδοµένα

Σύµφωνα µε τις προδιαγραφές του έργου, για τη σύνθεση των επιθυµητών ϱαδιοµάτων, σε
κάθε εξεταζόµενη περίπτωση, ϑα πρέπει να συλλέγονται οι παρακάτω τύποι απεικονιστικών
δεδοµένων:

• Υψηλής ανάλυσης τρισδιάστατες ακολουθίες Τ1 και Τ2 προσανατολισµού.

– ΄Εγχρωµους παραµετρικούς χάρτες Τ1, υψηλής χωρικής διακριτικής ικανότητας,

– ΄Εγχρωµους παραµετρικούς χάρτες Τ2, υψηλής χωρικής διακριτικής ικανότητας.

• Ακολουθίες µοριακής διάχυσης.

– ΄Εγχρωµους παραµετρικούς χάρτες ADC,

– ΄Εγχρωµους παραµετρικούς χάρτες µικρο-αιµατικής διήθησης,

– ΄Εγχρωµους παραµετρικους χάρτες καθαρής µοριακής διάχυσης.

• ∆υναµική µελέτη σκιαγραφικής ενίσχυσης µε έγχυση ενδοφλεβίως παραµαγνητικής
ουσίας.

– Εκτίµηση ηµιποσοτικών δεικτών αιµατικής διήθησης (Wash-in, Wash-out, Time
to Peak, Mean Transit Time, Area under the curve),

– Εκτίµηση ποσοτικών δεικτών αιµατικής διήθησης (Ktrans, Kep, Ve).

• Παραµετρικούς χάρτες ϑερµοκρασίας.
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Σχήµα 5.1: Σύστηµα Απεικόνισης Μαγνητικού Συντονισµού το οποίο χρησιµοποιήθηκε για τη
συλλογή των δεδοµένων του έργου.

5.2.2 Περιγραφή Υλικού Συλλογής ∆εδοµένων

Για την συλλογή των παραπάνω απαιτούµενων δοµών δεδοµένων, στα πλαίσια του έργου
ϑα χρησιµοποιηθούν οι υποδοµές του Α’ Εργαστηρίου Ακτινολογίας της Ιατρικής Σχολής του
Εθνικού και Καποδιστριακού Πανεπιστηµίου Αθηνών (ΕΚΠΑ), το οποίο στεγάζεται στο Αρε-
ταίειο Νοσοκοµείο. Συγκεκριµένα, ϑα χρησιµοποιηθεί το σύστηµα απεικόνισης µαγνητικού
συντονισµού (ΑΜΣ), το οποίο ϕαίνεται στην (Σχ.5.1). Το σύστηµα εγκαταστάθηκε το 2017
και είναι κλειστού τύπου µε στατικό µαγνητικό πεδίο H0 έντασης 3 Tesla (T). Πρόκειται για
µοντέλο της εταιρίας PHILIPS (INGENIA 3T, MultiTransmit/Dstream). Το σύστηµα αυτό
επικοινωνεί µε ηλεκτρονικά συστήµατα αρχειοθέτησης εικόνων (PACS) και µε ϱοµποτικά
εκτυπωτικά µέσα (CD/DVD) για την εκτύπωση των εικόνων των εξεταζοµένων.

Το εν λόγω σύστηµα λειτουργεί ϐάσει των παρακάτω τεχνικών προδιαγραφών, η ονοµα-
στική τιµή του στατικού µαγνητικού πεδίου είναι 3Τ µετρηµένο στο ισόκεντρο του συστήµα-
τος, και η οµοιογένειά του είναι < 1.1 ppm (Vrms) για σφαιρικό όγκο διαµέτρου 45cm.
Οι µετρήσεις οµοιογένειας αναφέρονται στην µέθοδο µέτρησης µε ϕασµατοσκοπία NMR. Η
ϑερµοκρασία του δωµατίου του συστήµατος διατηρείται σταθερή τεχνητά µέσω κλιµατισµού
στους +20◦. Για τις ανάγκες του έργου ϑα χρησιµοποιηθούν τα στοιχεία του συστήµατος
απεικόνισης µαγνητικού συντονισµού που περιγράφονται στις ακόλουθες υποενότητες.

Σύστηµα ϐαθµιδωτών Πεδίων

Το σύστηµα ϐαθµιδωτών πεδίων είναι αγώγιµου τύπου µε ενεργή αυτοθωράκιση και
διατίθεται για το συγκεκριµένο σύστηµα στην ϐασική έκδοσή του µε τα εξής χαρακτηριστικά:

• Omega,

• High Power Gradients,
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• Gradient maximum Strength: 45 mT/m,

• Slew Rate: 200 mT/m/ms.

Οι παραπάνω τιµές αναφέρονται σε κάθε ορθογώνιο άξονα ϐαθµίδωσης µε κύκλο λει-
τουργίας 100% ξεχωριστά για κάθε άξονα. Τα αγώγιµα πηνία οδηγούνται από τρία ξεχωριστά
τροφοδοτικά και ψύχονται από κατάλληλο κλειστού κύκλου υδρόψυκτο σύστηµα ψύξης.

Σύστηµα Ραδιοσυχνοτήτων

Το ϐασικό σύστηµα ϱαδιοσυχνοτήτων (πηνίο σώµατος) αποτελείται από τέσσερα (4) κα-
νάλια εκποµπής RF (Οκταπολική η διπλή κυκλική πόλωση εκποµπής) µε δύο τελεστικούς
ενισχυτές και µέγιστη ηλεκτρική ισχύ κορυφής 2x18 KW. Η τεχνολογία εκποµπής RF ε-
ίναι ψηφιακού τύπου, µε χρήση υδρόψυκτης ψηφιακής συσκευής εκποµπής. Η εκποµπή
γίνεται από το πηνίο σώµατος µε χρήση της ειδικής τεχνολογίας πολλαπλής εκποµπής (Mul-
tiTransmit, διπλή κυκλική πόλωση εκποµπής, 2 ενισχυτές) για την ϐελτιστοποίηση της ο-
µοιογένειας εκποµπής της RF. Με την χρήση της τεχνολογίας αυτής µειώνεται σηµαντικά το
τεχνικό σφάλµα της διηλεκτρικής σκίασης στις εικόνες σώµατος στα συστήµατα 3Τ. Πάντοτε
στην εκποµπή δεσµεύονται τέσσερα κανάλια από το πηνίο εκποµπής. Η λήψη γίνεται µε τα
υπόλοιπα κανάλια του σχετικού πηνίου λήψης. Αν το πηνίο είναι µόνο πηνίο λήψης τότε
χρησιµοποιούνται όλα τα κανάλια που συνδέονται µε το συγκεκριµένο πηνίο λήψης. Για
τη λήψη το σύστηµα διαθέτει προενισχυτή και µετατροπέα αναλογικού σε ψηφιακό σήµα-
τος (ADC converter) ενσωµατωµένους στα ίδια τα πηνία λήψης (τεχνολογία Dstream). Με
τον τρόπο αυτόν επιτυγχάνεται σηµαντική αύξηση του τελικού λόγου σήµατος προς ϑόρυβο
γιατί πρακτικά λόγω των µικρών αποστάσεων (όλες οι συσκευές ϐρίσκονται κοντά στα πηνία
λήψης), µειώνονται σηµαντικά οι ϑόρυβοι µεταφοράς των αναλογικών σηµάτων από τα πηνία
λήψης στους προενισχυτές και τους ADCs, που στους περισσότερους κατασκευαστές ϐρίσκο-
νται στα µηχανοστάσια, έξω από τους ακτινολογικούς ϑαλάµους λειτουργίας των συστηµάτων
ΑΜΣ.

Στο ψηφιακό σύστηµα Dstream είναι εφικτή η ευρυζωνική πολυπλεξία σηµάτων από τα
πηνιοστοιχεία που αποτελούν ένα κύριο πηνίο προς τους προενισχυτές και τους ADCs που
ϐρίσκονται µέσα ή κοντά σε αυτό το πηνίο και η µετέπειτα οδήγησή τους µέσα από καλώδια
οπτικών ινών (optical fibers) στους υπολογιστές ανακατασκευής των εικόνων. Στο σύστηµα
Dstream δεν υπάρχουν καλώδια µεταφοράς αναλογικών σηµάτων από τα πηνιοστοιχεία/πη-
νία στους υπολογιστές ανακατασκευής των εικόνων.

Λογισµικό Συστήµατος ΑΜΣ

Η πλατφόρµα του λογισµικού λειτουργίας του συστήµατος απεικόνισης µαγνητικού συ-
ντονισµού και µετα-επεξεργασίας των παραγόµενων εικόνων είναι τεχνολογίας PHILIPS (W2008).
Το λογισµικό επιτρέπει την επικοινωνία πρωτοκόλλου DICOM 3 µε όλες τις επιµέρους υ-
πηρεσίες (Query, retrieve, store, print) για όλα τα περιφερικά συνδεδεµένα εκτυπωτικά
µηχανήµατα και εξωτερικά συστήµατα αρχειοθέτησης εικόνων. ∆ιατίθενται όλες σχεδόν οι
ακολουθίες για τον συγκεκριµένο τύπο µηχανήµατος όπως SE (SE, TSE, DRIVE, single
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shot TSE) και GRE (FFE, turboFE, THRIVE, Balanced FFE, FLAIR, 3D TFE, EPI, PCA), οι
περισσότερες µε 2D και 3D δυνατότητες λήψης.

Πηνία Συστήµατος ΑΜΣ

Στο συγκεκριµένο σύστηµα απεικόνισης µαγνητικού συντονισµού που ϑα χρησιµοποιη-
ϑεί για τις ανάγκες του έργου, υπάρχει πάντα µόνιµα εγκατεστηµένο το κεντρικό πηνίο εκ-
ποµπής/λήψης που ϐρίσκεται ενσωµατωµένο µέσα στον κύλινδρο εισαγωγής εξεταζοµένων
του συστήµατος. Για τις εξετάσεις καρκίνου ωοθηκών ϑα χρησιµοποιηθεί ως πηνίο λήψης
το πηνίο της κοιλιάς (dS Anterior 3.0T). Στο τµήµα διατίθενται δύο τέτοια πηνία. Επίσης
υπάρχει συνοδευτικός εξοπλισµός από οµοιώµατα και µετρητικά όργανα για τους τακτικούς
ποιοτικούς ελέγχους στο σύστηµα.

5.2.3 Λειτουργικές Προδιαγραφές Λογισµικού για τα ∆εδοµένα Εισόδου

Το λογισµικό που ϑα αναπτυχθεί στα πλαίσια του έργου ϑα πρέπει να είναι σε ϑέση
να επεξεργαστεί και να διαχειριστεί όλους τους τύπους δεδοµένων που αναφέρθηκαν στο
υποκεφάλαιο 5.1.4. Για να επιτευχθεί η µέγιστη δυνατή συµβατότητα µε το υλικό συλλογής
των δεδοµένων (υποκεφάλαιο 5.1.4), ϑα υποστηρίζονται τρισδιάστατα ψηφιακά απεικονιστικά
δεδοµένα συµβατά µε το πρότυπο ιατρικών δεδοµένων DICOM.

Συγκεκριµένα, ϑα υποστηρίζονται τόσο σειρές δεδοµένων DICOM, όπου τα δεδοµένα απο-
δίδονται χρησιµοποιώντας µια εικόνα ανά τοµή της απεικονιζόµενης ανατοµικής περιοχής,
όσο και τρισδιάστατες δοµές DICOM, των οποίων η ανάγνωση επιτυγχάνεται χρησιµοποι-
ώντας τις πληροφορίες που αποθηκεύονται σε περιγραφικά αρχεία κειµένου DICOMDIR.
΄Οπως και στις περισσότερες περιπτώσεις δεδοµένων DICOM, το λογισµικό ϑα υποστηρίζει
εύρος χρώµατος 16-bit τόνων του γκρι, το οποίο παρέχει τη δυνατότητα απόδοσης 65536
µοναδικών αποχρώσεων του γκρι για κάθε εικονοστοιχείο των απεικονιζόµενων ανατοµικών
περιοχών.

Τα δεδοµένα ϑα πρέπει να κατηγοριοποιούνται αρχικά ανά εξεταζόµενη περίπτωση (π.χ.
ϐάσει του ονόµατος του ασθενούς και την ηµεροµηνία λήψης) και στη συνέχεια ανά µέθοδο
απεικόνισης (Τ1, Τ2, κλπ). Ο διαχωρισµός αυτός ϑα ϐοηθήσει στην τήρηση αρχείου εξετάσε-
ων, αλλά και στη ϐέλτιστη επεξεργασία των δεδοµένων από τους υπό ανάπτυξη αλγορίθµους.

5.3 Προεπεξεργασία ∆εδοµένων Εισόδου

Ο καρκίνος των ωοθηκών είναι ο πέµπτος σε προκλήσεις ϑανάτων [4] και ευθύνεται για
τους περισσότερους ϑανάτους συγκρινόµενος µε τους λοιπούς καρκίνους του αναπαραγω-
γικού συστήµατος της γυναίκας [5]. Παρ’ όλα αυτά και παρά το γεγονός ότι µε τη χρήση
ηλεκτρονικών υπολογιστών το κόστος για την αναζήτηση αυτόµατων τρόπων διάγνωσης στη-
ϱιζόµενων σε επεξεργασία εικόνας είναι ιδιαίτερα µικρό, η ϐιβλιογραφική έρευνα οδηγεί στο
συµπέρασµα ότι δεν υπάρχουν πολλά συστήµατα επεξεργασίας ιατρικών εικόνων µε εφαρ-
µογή στον καρκίνο των ωοθηκών.

Σκοπός του έργου Destiny είναι µε ϐάση την περιορισµένη ϐιβλιογραφία να αναπτύξει
ένα τέτοιο σύστηµα κάνοντας συνδυαστική χρήση εξελιγµένων τεχνικών και αλγορίθµων.
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Ειδικότερα, για την υλοποίηση της προδιαγεγραµµένης λειτουργικότητας του προτεινόµενου
συστήµατος, απαιτείται η χρήση εξελιγµένων τεχνικών επεξεργασίας ψηφιακών, ιατρικών
δεδοµένων και πιο συγκεκριµένα:

• τεχνικών ευθυγράµµισης τρισδιάστατων ιατρικών δεδοµένων,

• τεχνικών κατάτµησης τρισδιάστατων ιατρικών δεδοµένων,

• τεχνικών ψηφιακής ανακατασκευής, σύντηξης και απεικόνισης τρισδιάστατων ιατρικών
δεδοµένων και

• συστηµάτων υποστήριξης αποφάσεων και µηχανικής µάθησης.

5.3.1 Ευθυγράµµιση Τρισδιάστατων Ιατρικών ∆εδοµένων - Registration

Σηµαντικό τµήµα της λειτουργικότητας του προτεινόµενου συστήµατος, είναι η εφαρµο-
γή κατάλληλου αλγορίθµου ευθυγράµµισης των δεδοµένων που επεξεργάζεται το σύστηµα.
΄Ενας από τους πρωταρχικούς στόχους του υπό ανάπτυξη λογισµικού, είναι η σύντηξη πλη-
ϱοφοριών από διάφορα απεικονιστικά συστήµατα και µεθόδους και η παρουσίασή τους στον
τελικό χρήστη µε τη µορφή ϱαδιωµάτων. Για να γίνει αυτό δυνατό, τα δεδοµένα που ϑα
προέρχονται από τα διάφορα απεικονιστικά συστήµατα και τις διαφορετικές τεχνικές απει-
κόνισης, ϑα πρέπει να είναι απολύτως ευθυγραµµισµένα. Πιθανά σφάλµατα, αστοχίες ή ανα-
κρίβειες στην ευθυγράµµιση των υπό σύντηξη δεδοµένων, είναι πολύ πιθανό να αλλοιώσουν
την παρουσιαζόµενη πληροφορία σε τέτοιο ϐαθµό που να µην µπορεί πλέον να αποτιµηθεί
κλινικά. Για το λόγο αυτό, απαιτείται η εφαρµογή αλγορίθµου ευθυγράµµισης των τρισδι-
άστατων δεδοµένων που ϑα προκύψουν στο πλαίσιο του έργου, ο οποίος ϑα επιτυγχάνει τη
µεγαλύτερη δυνατή ακρίβεια.

Γενικά, ως ευθυγράµµιση ορίζεται η διαδικασία εύρεσης κατάλληλου γεωµετρικού µετα-
σχηµατισµού, µέσω του οποίου εξοµαλύνονται οι γεωµετρικές αποκλίσεις ανάµεσα σε διαφο-
ϱετικές απεικονίσεις του ιδίου αντικειµένου ή ανάµεσα σε απεικονίσεις διαφορετικών αντι-
κειµένων. Στην περίπτωση του έργου, οι απεικονίσεις αυτές είναι η λήψεις απεικονιστικών
δεδοµένων από την περιοχή ενδιαφέροντος (ανατοµική περιοχή της µήτρας).

Πρακτικά, η ευθυγράµµιση είναι µια επαναληπτική διαδικασία δοκιµών γεωµετρικών µε-
τασχηµατισµών, µέχρι να επιτευχθεί αποδεκτή χωρική σύµπτωση των δεδοµένων αναφοράς
µε τα υπό ευθυγράµµιση δεδοµένα. Οι περισσότεροι αλγόριθµοι ευθυγράµµισης απεικονι-
στικών δεδοµένων απαρτίζονται από τα ακόλουθα τρία στοιχεία [61, 62]: (α) µια τεχνική ϐελ-
τιστοποίησης, η οποία σε κάθε επανάληψη της διαδικασίας υπολογίζει νέες παραµέτρους για
τον προτιµώµενο γεωµετρικό µετασχηµατισµό, (ϐ) έναν γεωµετρικό µετασχηµατισµό, ο οπο-
ίος µετασχηµατίζει τις συντεταγµένες των σηµείων των υπό ευθυγράµµιση δεδοµένων σε κάθε
επανάληψη και, (γ) µια συνάρτηση σφάλµατος/οµοιότητας, η οποία σε κάθε επανάληψη της
διαδικασίας υπολογίζει και ποσοτικοποιεί την ακρίβεια του γεωµετρικού µετασχηµατισµού.

Στη ϐιβλιογραφία υπάρχει πλήθος αλγορίθµων ϐελτιστοποίησης, οι οποίοι µπορούν να
ταξινοµηθούν σε τρεις γενικές κατηγορίες, ανάλογα µε την υπερκείµενη λογική του αλγο-
ϱίθµου [63, 64]: (α) Μαθηµατικά µοντέλα, (ϐ) επαναληπτικοί αλγόριθµοι και, (γ) ευρετικοί
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αλγόριθµοι. Στην πρώτη κατηγορία εµπίπτουν οι πλέον διαδεδοµένες τεχνικές, όπως η µέθο-
δος του Βρεντ, η τεχνική εύρεσης χρυσής τοµής (Golden Section Search), η µέθοδος µονο-
διάστατης εύρεσης πρώτων παραγώγων (One-Dimensional Search with First Derivatives), η
µέθοδος Downhill Simplex και η µέθοδος Powell. Στην κατηγορία των επαναληπτικών αλγο-
ϱίθµων περιλαµβάνονται τεχνικές όπως η µέθοδος του Newton (και οι διάφορες παραλλαγές
της), η µέθοδος συζευγµένης κλίσης (Conjugate Gradient), η µέθοδος καθόδου κλίσης (Gra-
dient Descent), τεχνικές εσωτερικών σηµείων (Interior Point Methods), τεχνικές υπό-κλίσης
(Subgradient Methods), η ελλειψοειδής µέθοδος, διάφορες τεχνικές παρεµβολών (Interpo-
lation Methods) και διάφορες µέθοδοι εύρεσης προτύπων (Pattern Search Methods). Τέλος,
σπανιότερα χρησιµοποιούνται πιο πολύπλοκοι ευρετικοί αλγόριθµοι, όπως, ο µιµητικός αλ-
γόριθµος (Memetic algorithm), η τεχνική διαφορικής εξέλιξης (Differential Evolution), η
µέθοδος δυναµικής χαλάρωσης (Dynamic Relaxation), γενετικοί αλγόριθµοι (Genetic Algo-
rithms), ο αλγόριθµος Nelder-Mead, ο αλγόριθµος σµήνους σωµατιδίων (Particle Swarm
Optimization) και ο αλγόριθµος προσοµοιωµένης ανόπτησης (Simulated Annealing).

Στην περίπτωση του προτεινόµενου συστήµατος, όπου λόγω της ϕυσιολογίας των απεικο-
νιζόµενων περιοχών παρατηρούνται ελαστικές παραµορφώσεις ανάµεσα στις συγκρινόµενες
δοµές δεδοµένων (µαλακοί ιστοί), απαιτήθηκε η χρήση ενός ελαστικού γεωµετρικού µετα-
σχηµατισµού, προκειµένου να επιτευχθεί η µέγιστη δυνατή ακρίβεια στην ευθυγράµµιση
των δεδοµένων. Κλασικά παραδείγµατα τέτοιων µετασχηµατισµών περιλαµβάνουν τους µε-
τασχηµατισµούς Thin Plate Splines, B-Splines Demons [65, 66]. Συνήθως, η εφαρµογή
του ελαστικού µετασχηµατισµού έπεται µιας αρχικής διαδικασίας ταχείας ευθυγράµµισης
περιορισµένης ακρίβειας η οποία ϐασίζεται σε συµπαγή γεωµετρικό µετασχηµατισµό, όπως
για παράδειγµα τον ευρέως διαδεδοµένο αφινικό (affine) µετασχηµατισµό [67].

Η προτιµώµενη συνάρτηση σφάλµατος/οµοιότητας εξαρτάται από την εφαρµογή της δια-
δικασίας ευθυγράµµισης και πρωτίστως από το είδος των υπό επεξεργασία δεδοµένων. Για
το λόγο αυτό έχουν προταθεί πλήθος τέτοιων συναρτήσεων, οι περισσότερες εκ των οποίων
προέρχονται από στατιστικές εφαρµογές. Τα σηµαντικότερα κριτήρια οµοιότητας που χρησι-
µοποιούνται ευρέως στην ευθυγράµµιση ψηφιακών εικόνων περιλαµβάνουν : (α) τη µέση τιµή
των απόλυτων διαφορών της ϕωτεινότητας των αντίστοιχων σηµείων των υπό ευθυγράµµιση
δεδοµένων, (ϐ) τον συντελεστή συσχέτισης (Correlation Coefficient) και, (γ) την οµοιοµορφία
των εικόνων αναλογίας και τον συντελεστή κοινής πληροφορίας (MutualInformation) [68].

Οι παραπάνω συναρτήσεις σχετίζονται άµεσα µε τη ϕωτεινότητα των σηµείων των υπό
ευθυγράµµιση δεδοµένων. Είναι επίσης δυνατή η χρήση κριτηρίων τα οποία δεν εξαρτώνται
από τις χρωµατικές ιδιότητες των δεδοµένων, αλλά κυρίως από τον υπολογισµό αποστάσεων
ανάµεσα στις ακµές των υπό ευθυγράµµιση δεδοµένων [69]. Η γνωστότερη ίσως µέθοδος
που εµπίπτει σε αυτή την κατηγορία είναι η µέθοδος των Χαρτών Απόστασης (Distance
Maps) [70]. Οι τεχνικές αυτές, λόγω της αυξηµένης ταχύτητας επεξεργασίας, είναι ιδανικές
για χρήση σε δεδοµένα µεγάλου όγκου, όπως για παράδειγµα στα τρισδιάστατα ιατρικά
δεδοµένα.

Η όλη διαδικασία της ευθυγράµµισης τρισδιάστατων απεικονιστικών δεδοµένων συνο-
ψίζεται στο διάγραµµα της (Σχ.5.2).
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Σχήµα 5.2: ∆ιαδικασία κλιµακωτής ευθυγράµµισης απεικονιστικών δεδοµένων ϐάσει αρχικού
συµπαγούς µετασχηµατισµού και δευτερεύοντος ελαστικού µετασχηµατισµού.
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5.3.2 Κατάτµηση Τρισδιάστατων Ιατρικών ∆εδοµένων - Segmentation

Μια πολύ σηµαντική προϋπόθεση της αποτίµησης των καρκινικών όγκων είναι η απο-
µόνωση (εξαγωγή) του ιδίου του όγκου, έτσι ώστε η επεξεργασία να εστιαστεί σε πολύ συγκε-
κριµένη και περιορισµένη περιοχή ενδιαφέροντος. Πρακτικά, από το προτεινόµενο σύστηµα
είναι αδύνατο να προκύψει εξαγωγή της περιοχής του καρκίνου χωρίς προηγουµένως να έχει
εφαρµοστεί κατάτµηση των ιατρικών εικόνων που ελήφθησαν από τον µαγνητικό τοµογράφο,
είτε απευθείας είτε κατόπιν σύνθεσης πληροφοριών από πλήθος εικόνων.

Τµηµατοποίηση ή κατάτµηση εικόνας είναι η διαδικασία οµαδοποίησης των εικονοστοι-
χείων µιας ψηφιακής εικόνας σε περιοχές που διακρίνονται από αντίστοιχα επίπεδα ϕω-
τεινότητας ή ϕυσικά όρια. Το Ϲητούµενο από την εφαρµογή της τµηµατοποίησης είναι ο
εντοπισµός περιοχών ενδιαφέροντος και η διάκριση των ορίων των περιοχών αυτών ώστε να
αναλυθούν ευκολότερα. Με άλλα λόγια, τµηµατοποίηση ή κατάτµηση είναι η κατηγοριο-
ποίηση των εικονοστοιχείων, ώστε εικονοστοιχεία της ίδιας κατηγορίας να έχουν αντίστοιχα
χαρακτηριστικά.

Οι αλγόριθµοι κατάτµησης µπορούν να διακριθούν στις εξής τρεις γενικές κατηγορίες :

• ηµιαυτόµατοι (semi-automatic),

• αυτόµατοι (automatic),

• χειροκίνητοι (manual).

Οι ηµιαυτόµατοι αλγόριθµοι απαιτούν επίβλεψη και χρειάζονται δεδοµένα στα οποία
έχει αποδοθεί ετικέτα µε ϐάση την οποία κατηγοριοποιούνται οι περιοχές µιας εικόνας. Οι
ετικέτες αποδίδονται στα εικονοστοιχεία των αρχικών εικόνων µέσω µιας διαδικασίας προ-
επεξεργασίας η οποία συνήθως ϐασίζεται στη χρήση κάποιου γρήγορου αλγορίθµου κα-
τάτµησης, ή απ’ ευθείας από τον ίδιο το χρήστη. Αντίθετα, οι αυτόµατοι αλγόριθµοι δεν
προϋποθέτουν πληροφορίες για τις εικόνες που πρόκειται να υποβληθούν σε κατάτµηση και
παράγουν αποτέλεσµα δίχως να απαιτείται κάποια παρέµβαση. Η συγκεκριµένη κατηγορία
αντιµετωπίζει δυσκολία στην εφαρµογή της και στο παραγόµενο αποτέλεσµα, όταν απαιτε-
ίται η επεξεργασία πολύπλοκων περιοχών ενδιαφέροντος, όπου δεν είναι διακριτά τα όρια
ανάµεσα σε γειτονικές ανατοµικές δοµές. Οι χειροκίνητοι ή διαδραστικοί αλγόριθµοι είναι
αυτοί που επικρατούν σε εφαρµογές που απαιτούν να εκτιµηθεί ένας όγκος ή να εκτιµηθούν
οι διαστάσεις του και χρησιµοποιούνται συνήθως όταν είναι αδύνατη η χρήση αυτοµάτων ή
ηµιαυτόµατων τεχνικών.

Γενικά, η κατάτµηση των ιατρικών δεδοµένων έχει εξετασθεί ως ϑέµα εκτενώς τα τελευ-
ταία χρόνια, µε αποτέλεσµα να έχουν προταθεί µεγάλο πλήθος σχετικών αλγορίθµων στη
ϐιβλιογραφία. Μερικές µεθοδολογίες από τις πλέον διαδεδοµένες περιλαµβάνουν τις τε-
χνικές Connected Threshold, Otsu, Neighborhood Connected, Confidence Connected και
Isolated Connected. Τα παραπάνω παραδείγµατα εµπίπτουν στην κατηγορία των αλγορίθ-
µων ανάπτυξης περιοχής. Οι αλγόριθµοι ανάπτυξης περιοχής (region growing) ξεκινούν από
ένα σηµείο που ϐρίσκεται εντός της περιοχής ενδιαφέροντος και εκτελούν µια σύγκριση µε
τα γειτονικά εικονοστοιχεία ώστε να εκτιµηθεί αν αυτά ϑα πρέπει να ανήκουν στην περιοχή
ενδιαφέροντος.
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Μια άλλη κατηγορία αλγορίθµων που ϑα µπορούσαν να έχουν εφαρµογή στο προτει-
νόµενο σύστηµα είναι αυτή των ενεργών περιγραµµάτων (active contours). Σε αυτή την
κατηγορία αλγορίθµων ένα σύνολο σηµείων δηµιουργούν ένα αρχικό περίγραµµα (περιοχή
ενδιαφέροντος) το οποίο µεταβάλλεται σε συνάρτηση κάποιων παραµέτρων-περιορισµών. Στο
µοντέλο των snakes που ϑα µπορούσε να έχει εφαρµογή στην κατάτµηση προκειµένου να
εξαχθεί ο καρκίνος των ωοθηκών, λαµβάνεται υπόψη η εσωτερική ενέργεια µιας περιοχής
που την κάνει να κινείται σαν µεµβράνη κατά την εφαρµογή του αλγορίθµου, η εξωτερική
ενέργεια που καθορίζει την κύρτωση της περιοχής ενδιαφέροντος και ένας τρίτος περιορι-
στικός παράγοντας (image term) που καθιστά το µοντέλο ανεπηρέαστο από το ϑόρυβο κατά
την εφαρµογή σε διαδοχικές εικόνες [71]. Είναι αντιληπτό από την περιγραφή του εν λόγω
αλγορίθµου ότι είναι ιδιαίτερα σηµαντικό η αρχικοποίηση από τον χρήστη, ή µέσω κάποιας
αυτοµατοποιηµένης διαδικασίας, να γίνει κοντά στην περιοχή ενδιαφέροντος.

Μία άλλη οικογένεια ευρέως χρησιµοποιούµενων αλγορίθµων είναι οι αλγόριθµοι water-
shed. Στο µοντέλο των watershed η γκρι κλίµακας εικόνα αντιµετωπίζεται ως µια τοπογρα-
ϕική επιφάνεια στην οποία ξεκινώντας από ένα σηµείο καλύπτεται όλη η επιφάνεια µέχρι
ένα τοπικό ελάχιστο ϕωτεινότητας. Με αυτό τον τρόπο δηµιουργούνται περιοχές-κοιλάδες
της εικόνας µε αντίστοιχα επίπεδα ϕωτεινότητας. ΄Ενα πιθανό πρόβληµα που προκύπτει α-
πό την εφαρµογή αλγορίθµου watershed είναι η υπερ-κατάτµηση της εικόνας, πρόβληµα
όµως το οποίο αντιµετωπίζεται µε προεπεξεργασία της εικόνας ή αντίστοιχα εκ των υστέρων
επεξεργασία µε την εφαρµογή κάποιας πιο εξελιγµένης και ακριβούς τεχνικής κατάτµησης.

5.3.3 Ανακατασκευή, Σύντηξη και Απεικόνιση Τρισδιάστατων Ιατρικών ∆ε-

δοµένων - Reconstruction, Subtraction, Visualization

Μετά από την επιτυχή ευθυγράµµιση των δεδοµένων που προέκυψαν από τις διάφορες
τεχνικές λήψης, είναι δυνατή η σύντηξη και παρουσίαση των πληροφοριών σε κοινό σύστηµα
συντεταγµένων. Η σύντηξη των πληροφοριών µπορεί να επιτευχθεί µε ποικίλους τρόπους
(από απλά υψιπερατά ϕίλτρα ως πολύπλοκους µετασχηµατισµούς κυµατίων) [72].

Η ανακατασκευή των ευθυγραµµισµένων δεδοµένων και η παρουσίαση των παραπάνω
πληροφοριών µπορεί να επιτευχθεί εφαρµόζοντας τεχνικές απόδοσης όγκου (volume render-
ing) [73]. Μερικές από τις πλέον διαδεδοµένες τεχνικές απόδοσης όγκου περιλαµβάνουν : την
τεχνική Volume Ray Casting, την τεχνική Splatting, τη µέθοδο Shear Warp, καθώς επίσης
και διάφορες τεχνικές που ϐασίζονται στην υφή των απεικονιζόµενων αντικειµένων [74]. Στα
Σχήµατα (Σχ.5.3αʹ) και (Σχ.5.3βʹ) παρουσιάζονται παραδείγµατα απεικόνισης τρισδιάστατων
δεδοµένων µαγνητικής τοµογραφίας, µέσω εξελιγµένων τεχνικών απόδοσης όγκου.

5.4 Εξαγωγή Χαρακτηριστικών - Feature Extraction

Στον τοµέα της ιατρικής, η ϱαδιωµική (radiomics) είναι µια µέθοδος που εξάγει µεγάλο α-
ϱιθµό χαρακτηριστικών από ακτινογραφικές ιατρικές εικόνες χρησιµοποιώντας αλγόριθµους
χαρακτηρισµού δεδοµένων[31, 29]. Αυτά τα χαρακτηριστικά, που ονοµάζονται ϱαδιολογι-
κά χαρακτηριστικά, έχουν τη δυνατότητα να ϕέρουν στο ϕως χαρακτηριστικά ασθενειών τα
οποία πιθανώς δεν είναι ανιχνεύσιµα µε γυµνό µάτι [75]. Η υπόθεση της ϱαδιωµική ε-
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(αʹ) Τοµή - α (ϐʹ) Τοµή - ϐ

Σχήµα 5.3: Τρισδιάστατες απεικονίσεις από ανακατασκευή δεδοµένων µαγνητικής τοµογρα-
ϕίας, µέσω τεχνικών απόδοσης όγκου.

ίναι ότι ευδιάκριτα χαρακτηριστικά απεικόνισης µεταξύ µορφών ασθένειας µπορεί να είναι
χρήσιµα τόσο για την πρόγνωση όσο και για την ϑεραπευτική απόκριση διαφόρων κλινικών
καταστάσεων, παρέχοντας έτσι πολύτιµες πληροφορίες για εξατοµικευµένη ϑεραπεία [76].
Η ϱαδιωµική προέκυψε από τον τοµέα της ογκολογίας [77] και αποτελεί µία από τις πιο
προηγµένες µεθόδους στον τοµέα.

5.4.1 Κλάσεις Χαρακτηριστικών

Για τους σκοπούς του έργου ανατρέξαµε σε πλέον σύγχρονες υπολογιστικά εφαρµογές
της ϱαδιωµικής, µε σκοπό την εξαγωγή πληθώρας χαρακτηριστικών ικανών να διαχωρίσουν
τα κλινικά δείγµατα σε τρεις περιοχές καρκινικής επικινδυνότητας. Συγκεκριµένα, έγινε
χρήση ενός εργαλείου ελεύθερου λογισµικού (open - source software), του pyradiomics
[78] για την εξαγωγή, σε πρώτο ϐαθµό, των χαρακτηριστικών:

• Χαρακτηριστικά σχήµατος (Shape features)

• Χαρακτηριστικά ϐάσει ιστογράµµατος ή πρώτης τάξης χαρακτηριστικά (Histogram-
based features or first-order statistics)

• Χαρακτηριστικά υφής ή στατιστικά δεύτερης τάξης (Textural features or second-order
statistics)

Η διαδικασία έγινε αυτοµατοποιηµένα και περιλαµβάνει τα παρακάτω στάδια.
Αρχικά, στο Βήµα 1 λαµβάνουµε ως είσοδο την ακολουθία των εικόνων της ασθενούς

µαζί µε ένα .txt αρχείο, το οποίο περιλαµβάνει τις συντεταγµένες των εικονοστοιχείων ανά
περιοχή καρκινικής επικινδυνότητας (0, 1, 2).

Ακολούθως, στο Βήµα 2 δηµιουργούµε για κάθε περιοχή καρκινικής επικινδυνότητας
µία λίστα εικόνων.

Παράλληλα, στο Βήµα 3 κατασκευάζουµε για κάθε εικόνα την αντίστοιχη µάσκα ϐάσει
των συντεταγµένων που διαθέτουµε. Οι διαστάσεις της µάσκας είναι ίδιες µε εκείνες της
αντίστοιχης εικόνας εισόδου και η κάθε τιµή της καθορίζεται από τον εξής κανόνα:
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μάσκα =

 +1 : εικονοστοιχείο που περιλαμβάνεται στο .txt αρχείο

0 : αλλού
(5.1)

Στο Βήµα 4 µε τον συνδυασµό της εικόνας εισόδου και της µάσκας εξάγουµε τα προα-
ναφερθέντα χαρακτηριστικά (Υποκεφάλαιο.3.1), τα οποία είναι στο σύνολο 104.

Από τα συνολικά χαρακτηριστικά στο Βήµα 5 κρατάµε µόνο τα µη µηδενικά ή εκείνα των
οποίων οι τιµές διαφέρουν από εικόνα (δείγµα) σε εικόνα ακριβώς για να υπάρχει στατιστική
αξία όλων των χαρακτηριστικών.

Τα χαρακτηριστικά αυτά έπειτα στο Βήµα 6 τα αποθηκεύουµε σε .csv αρχεία για την
περαιτέρω στατιστική ανάλυση και αξιολόγηση τους.

Τα συνολικά χαρακτηριστικά, τα οποία προκύπτουν από τα Βήµατα 1 - 6 παρατίθενται
στους πίνακες : Πίνακας(5.4) και Πίνακας(5.5).

5.4.2 Κλάσεις Φίλτρων

Ωστόσο, παρά την εξαντλητική εξαγωγή χαρακτηριστικών όλων των κατηγοριών όπως πε-
ϱιγράφηκαν στο Υποκεφάλαιο(3.1) κρίθηκε πως στο σύνολο τους τα χαρακτηριστικά αυτά πι-
ϑανώς να µην αρκούν για την επαρκή και ικανή διάκριση των καρκινικών περιοχών. Μάλιστα
σε οποιοδήποτε πρόβληµα εξόρυξης δεδοµένων, επιλογής χαρακτηριστικών και ταξινόµησης
είναι ϑεµιτή αν όχι απαραίτητη η ύπαρξη όσων των δυνατών περισσότερων χαρακτηριστικών.
Για τον σκοπό αυτό το ίδιο εργαλείο µας επιτρέπει να εφαρµόσουµε ποικίλα ϕίλτρα σε κάθε
αρχική µη επεξεργασµένη εικόνα του συνόλου δεδοµένων µας µε αποτέλεσµα την λήψη νέας
εικόνας, µετασχηµατισµένης ως προς την αρχική. ΄Ετσι πλέον χρησιµοποιούµε τις µετασχη-
µατισµένες εικόνες ως νέα δεδοµένα εισόδου λαµβάνοντας εκ νέου για κάθε µία εξ αυτών 104
ϱαδιολογικά χαρακτηριστικά. Μεταξύ άλλων χρησιµοποιήσαµε πυρήνες ∇2G(x, y, z) Lapla-
cian of Gaussian (LoG) (που στην ουσία είναι η συνέλιξη του γκαουσιανού ϕίλτρου και του
λαπλασιανού τελεστή για την δεύτερη παράγωγο) και µετασχηµατισµούς κυµατίου (wavelet
decompositions) ως ϕίλτρα στις αρχικές εικόνες.

G(x, y, z, σ) =
1

(σ
√

2π)3
e−

x2+y2+z2

2σ2 (5.2)

Χρησιµοποιήσαµε σειρά τιµών του σ για να επικεντρωθούµε τόσο σε πιο λεπτά όσο και
πιο χονδροειδή χαρακτηριστικά υφής, που κυµαίνονται από 2 (λεπτά) έως 5 mm (χοντροειδή)
προσαυξηµένα κατά 1 mm.

Ο µετασχηµατισµός κυµατίου (Σχ.5.4)είναι µια πολύ γνωστή τεχνική επεξεργασίας ει-
κόνας. Στην περίπτωσή µας χρησιµοποιήθηκαν όλοι οι δυνατοί συνδυασµοί υψιπερατών και
ϐαθυπερατών ϕίλτρων στα επίπεδα x, y.

Συνολικά έγινε εφαρµογή των κάτωθι ϕίλτρων:

• Κυµατίου (Wavelet), αποδίδει 4 αποσυνθέσεις ανά επίπεδο (όλοι οι πιθανοί συνδυα-
σµοί εφαρµογής ενός υψιπερατού και ϐαθυπερατού ϕίλτρου στις δύο διαστάσεις).

• Laplacian of Gaussian (LoG), ϕίλτρο ενίσχυσης άκρων. ∆ίνει έµφαση στις περιοχές
αλλαγής του επιπέδου του γκρι, όπου το σ καθορίζει πόσο χονδροειδής ϑα πρέπει
να είναι η αναφερόµενη υφή. Για χαµηλές τιµές του σ δίδεται έµφαση στις λεπτές
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Σχήµα 5.4: 2-D Ορθογώνια Κυµάτια.

υφές (αλλαγή σε µικρή απόσταση), ενώ για υψηλές τιµές του σ δίδεται έµφαση στις
χονδροειδείς υφές (αλλαγή επιπέδου του γκρι σε µεγάλη απόσταση).

• Τετραγωνικό (Square), γίνεται γραµµική κλιµακοποίηση των τιµών από το τετράγωνο
των εντάσεων της εικόνας πίσω στο αρχικό εύρος. Οι αρνητικές τιµές στην αρχική
εικόνα ϑα γίνουν ξανά αρνητικές µετά την εφαρµογή του ϕίλτρου.

• Τετραγωνικής Ρίζας (SquareRoot), παίρνει την τετραγωνική ϱίζα των απόλυτων ε-
ντάσεων της εικόνας και τις επαναφέρει στην αρχική περιοχή. Οι αρνητικές τιµές στην
αρχική εικόνα ϑα γίνουν ξανά αρνητικές µετά την εφαρµογή του ϕίλτρου.

• Λογαριθµικό (Logarithm), λαµβάνει τον λογάριθµο της απόλυτης έντασης +1. Γίνεται
κλιµακοποίηση των τιµών στο αρχικό εύρος ενώ οι αρνητικές αρχικές τιµές γίνονται
ξανά αρνητικές µετά την εφαρµογή του ϕίλτρου.

• Εκθετικό (Exponential), η ϕιλτραρισµένη ένταση προκύπτει από το εκθετικό της
αρχικής απόλυτης έντασης της εικόνας. Γίνεται κλιµακοποίηση των τιµών στο αρχικό
εύρος ενώ οι αρνητικές αρχικές τιµές γίνονται ξανά αρνητικές µετά την εφαρµογή του
ϕίλτρου.

• Κλίσης (Gradient), επιστρέφει το µέγεθος της κλίσης.

΄Ετσι καταλήγουµε σε ένα σύνολο ' 1240 χαρακτηριστικών για κάθε εικόνα εισόδου
από τα οποία εν συνεχεία ϑα επιλεγούν εκείνα που συµβάλλουν στην ϐέλτιστη διάκριση των
καρκινικών περιοχών.

5.4.3 Επιλογή Χαρακτηριστικών και Ταξινόµηση

Χρήση Εργαλείου scikit - learn

Μεταξύ των αλγόριθµων επιλογής χαρακτηριστικών οι οποίοι χρησιµοποιήθηκαν στα
πλαίσια της παρούσας εργασίας, είναι αλγόριθµοι της ϐιβλιοθήκης scikit - learn. Θα γίνει
αναφορά για κάθε αλγόριθµο σε µερικές από τις παραµέτρους του οι οποίες επηρεάζουν την
λειτουργία του καθενός και αφορούν την παρούσα εργασία [79].
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Αναδροµική Εξάλειψη Χαρακτηριστικών ∆ιασταυρούµενης Επαλήθευσης - Recursi-

ve Feature Elimination Cross Validation (RFECV) Ο επιλογέας χαρακτηριστικών Re-
cursive Feature Elimination Cross Validation (RFECV) έχει ως στόχο την εξάλειψη επα-
ναλαµβανόµενων χαρακτηριστικών χρησιµοποιώντας ως κριτήριο κατάταξης µία ϐαθµολογία
(ϐάρος) που έχει αποδοθεί σε κάθε χαρακτηριστικό από έναν εξωτερικό εκτιµητή µε επιτήρη-
ση (π.χ. SVM) [80] µε ϐάση την ορισµένη στρατηγική διασταυρούµενης επαλήθευσης ’cv’
διαχωρισµού των συνόλων σε σετ εκπαίδευσης και σε σετ ελέγχου. Για τον παραπάνω σκοπό
πραγµατοποιείται µία επαναλαµβανόµενη διαδικασία κατά την οποία ο αριθµός του συνόλου
των χαρακτηριστικών µειώνεται καθώς αφαιρούνται τα λιγότερο σηµαντικά χαρακτηριστικά
σε κάθε επανάληψη µέχρι να καταλήξει στον επιθυµητό αριθµό χαρακτηριστικών. Στον
RFECV που παρέχεται από τη ϐιβλιοθήκη scikit-learn ο αριθµός των επιθυµητών χαρακτη-
ϱιστικών ορίζεται από την µεταβλητή ‘n_features_to_select’. Ο αριθµός των χαρακτηριστικών
που ϑα αφαιρεθούν σε κάθε επανάληψη ορίζεται από την µεταβλητή ‘step’. Αν η τιµή αυτής
είναι µεταξύ 0 και 1 αντιστοιχεί στο ποσοστό των χαρακτηριστικών (στρογγυλοποίηση προς
τα κάτω) που ϑα αφαιρεθούν σε κάθε επανάληψη, αλλιώς αντιστοιχεί στο ακριβές νούµερο.
Τέλος, ο εκτιµητής ορίζεται από την µεταβλητή ‘estimator’.

Επιλογή ϐάσει Μοντέλου - Select From Model Ο επιλογέας χαρακτηριστικών Select
From Model χρησιµοποιεί ως κριτήριο κατάταξης το ϐάρος που έχει αποδοθεί σε κάθε χα-
ϱακτηριστικό από έναν εκτιµητή. Ο εκτιµητής αυτός είναι απαραίτητο να περιέχει τη µετα-
ϐλητή της σηµαντικότητας των χαρακτηριστικών (feature importances) ή συντελεστών (coef-
ficients) γιατί έχουν καθοριστικό ϱολό στην επιλογή των σηµαντικών χαρακτηριστικών. Εάν
κάποια από τις δύο παραπάνω µεταβλητές ενός χαρακτηριστικού έχει τιµή µικρότερη από
το προβλεπόµενο όριο τότε το χαρακτηριστικό αυτό δεν ϑεωρείται σηµαντικό και αφαιρείται
[81]. Σηµαντικές παράµετροι αυτού του επιλογέα είναι, το όριο επιλογής χαρακτηριστικών
(‘threshold’), καθώς και η παράµετρος ‘max_features’ η οποία ορίζει τον µέγιστο αριθµό
χαρακτηριστικών πάνω από το κατώφλι τα οποία επιτρέπεται να επιλεχθούν.

Επιλογή Εκατοστιαίας Τιµής - Select Percentile Ο επιλογέας χαρακτηριστικών Select
Percentile επιλέγει τα χαρακτηριστικά µε κριτήριο το ποσοστό των δεδοµένων που έχουν την
υψηλότερη ϐαθµολογία. Την τιµή του ποσοστού αυτού την ορίζει ο χρήστης µέσω της µε-
ταβλητής percentile. Γίνεται χρήση συναρτήσεων για τον υπολογισµό των χαρακτηριστικών
που έχουν την υψηλότερη ϐαθµολογία. Μερικά παραδείγµατα συναρτήσεων που µπορούν
να χρησιµοποιηθούν για αυτόν το σκοπό αποτελούν η συνάρτηση f_classif και η συνάρτηση
mutual_info_classif [47]. Η συνάρτηση mutual_info_classif ϐασίζεται στις αµοιβαίες πλη-
ϱοφορίες (Mutual information - MI) µεταξύ δύο τυχαίων µεταβλητών, δηλαδή µελετά την
εξάρτηση αυτών χρησιµοποιώντας την εκτίµηση της εντροπίας η οποία έχει προκύψει από
τις k-πλησιέστερες αποστάσεις των γειτόνων [82].

Χρήση Εργαλείου scikit - feature

Αντίστοιχα χρησιµοποιήθηκαν αλγόριθµοι επιλογής χαρακτηριστικών, οι οποίοι ανήκουν
στην ϐιβλιοθήκη scikit - feature. Θα γίνει αναφορά για την λειτουργία κάθε αλγόριθµου.
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Αλγόριθµοι ϐασισµένοι στην Θεωρία της Πληροφορίας - Information Theoretical

Based

Conditional Informative Feature Extraction - CIFE Ο επιλογέας χαρακτηριστικών
Conditional Informative Feature Extraction (CIFE) είναι ένας αλγόριθµος µε επιτήρηση που
έχει ως ϐασική ιδέα την επιλογή χαρακτηριστικών τέτοιων ώστε, δοσµένων των πιθανών κα-
τηγοριών, να ελαχιστοποιηθεί η αλληλεξάρτηση χαρακτηριστικών για το τελικό αποτέλεσµα
ταξινόµησης δείγµατος σε µια κλάση [83].

Conditional Mutual Information Maximisation - CMIM Ο επιλογέας χαρακτηρι-
στικών Conditional Mutual Information Maximisation (CMIM) είναι ένας αλγόριθµος µε
επιτήρηση που ϐασίζεται στην επιλογή χαρακτηριστικών τα οποία ενώ είναι ανεξάρτητα µε-
ταξύ τους ϐελτιώνουν την ταξινόµηση, αλλά και εξαρτώνται ελαφρά σε Ϲευγάρια το ένα από
το άλλο. Το CMIM είναι µια προς τα εµπρός επιλογή των χαρακτηριστικών ϐασισµένη στο
κριτήριο των Markov blankets των Koller και Sahami [84]. Εδώ, δηµιουργούνται οµάδες
χαρακτηριστικών ϐασισµένες σε ένα ήδη επιλεγµένο χαρακτηριστικό. Στη συνέχεια, γίνεται
απόρριψη χαρακτηριστικών µέσω µιας διαδικασίας κατά την οποία κάθε χαρακτηριστικό X
µπορεί να απορριφθεί εφόσον υπάρχει ήδη επιλεγµένο άλλο χαρακτηριστικό τέτοιο ώστε τα
χαρακτηριστικά της οµάδας X, Y να είναι ανεξάρτητα µεταξύ τους.

Double Input Symmetrical Relevance - DISR Ο επιλογέας χαρακτηριστικών Double
Input Symmetrical Relevance - DISR είναι ένας αλγόριθµος µε επιτήρηση που ϐασίζεται σε
δύο αρχές. Η πρώτη του αρχή αφορά στην έννοια της µεταβλητής συµπληρωµατικότητας,
δηλαδή ϐασίζεται στο γεγονός ότι η αντιµετώπιση των χαρακτηριστικών µεµονωµένα δεν
αποφέρει πάντα τα αποδοτικότερα αποτελέσµατα καθώς ο συνδυασµός µεταβλητών ίσως να
αποφέρει καλύτερη επιλογή χαρακτηριστικών. Η δεύτερη αρχή στην οποία ϐασίζεται είναι
ότι ο µέσος όρος των πληροφοριών όλων των υποσυνόλων προσδιορίζει το κατώτερο όριο στις
πληροφορίες ενός συνόλου µεταβλητών [85].

Interactive Cluster Analysis Procedure - ICAP Ο επιλογέας χαρακτηριστικών Inter-
active Cluster Analysis Procedure (ICAP) είναι ένας αλγόριθµος µε επιτήρηση που ϐασίζε-
ται στη µελέτη της αλληλεξάρτησης χαρακτηριστικών και κυρίως στα χαρακτηριστικά που
επηρεάζουν όµοια το τελικό αποτέλεσµα ταξινόµησης [86]. Στο αλγόριθµο επιλογής χαρα-
κτηριστικών (ICAP) τα χαρακτηριστικά ταξινοµούνται χρησιµοποιώντας την αλληλεπίδραση
της ετικέτας της κλάσης µε διαφορετικά σύνολα χαρακτηριστικών.

Αλγόριθµοι Οµοιότητας - Similarity based

Fisher Score Ο επιλογέας χαρακτηριστικών Fisher Score είναι ένας αλγόριθµος µε
επίβλεψη που χωρίζει τα χαρακτηριστικά σε κατηγορίες µε στόχο οι τιµές χαρακτηριστικών
των δειγµάτων µιας κατηγορίας να είναι παρόµοιες µεταξύ τους και να µην παρουσιάζουν
οµοιότητα µε αυτές από τις άλλες κλάσεις.
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Laplacian score Ο επιλογέας χαρακτηριστικών Laplacian score είναι ένας αλγόριθµος
χωρίς επιτήρηση που έχει ως αρχή ότι η ύπαρξη δυο σηµείων που ϐρίσκονται κοντά µεταξύ
τους στο χώρο των παρατηρήσεων, σηµαίνει ότι αφορούν στην ίδια κατηγορία. Σηµαντική
ϐοήθεια προσφέρουν εδώ τα γραφήµατα κοντινότερων γειτόνων, τα οποία διευκολύνουν την
κατηγοριοποίηση σε οµάδες των παρατηρήσεων [87].

Spectral - Spec Ο επιλογέας χαρακτηριστικών Spectral είναι ένας αλγόριθµος χωρίς
επιτήρηση ο οποίος έχει παρόµοια ϐασική ιδέα µε το Laplacian Score [88].

Trace Ratio Ο επιλογέας χαρακτηριστικών Trace Ratio είναι ένας αλγόριθµος µε επι-
τήρηση στον οποίο η επιλογή ενός υποσυνόλου χαρακτηριστικών στηρίζεται στη ϐαθµολογία
του συνόλου των χαρακτηριστικών. Ο τρόπος λειτουργίας του περιλαµβάνει την δηµιουργία
δυο πινάκων συγγένειας για την περιγραφή των οµοιοτήτων των χαρακτηριστικών µεταξύ των
κλάσεων και εντός µιας κλάσης [89].

Relief Ο επιλογέας χαρακτηριστικών Relief είναι ένας επιλογέας χαρακτηριστικών πολ-
λαπλών κλάσεων µε επιτήρηση που έχει ως ϐασική ιδέα τους πλησιέστερους γείτονες. Αναλυ-
τικότερα, επιλέγει µια τυχαία περίπτωση και εντοπίζει τους k πλησιέστερους γείτονές του που
ανήκουν στην ίδια κλάση µε αυτή και τους k - πλησιέστερους γείτονες οι οποίοι δεν ανήκουν
στην ίδια κλάση µε αυτή, ϐάσει τυχαίας (αρχικά) ϐαθµολογίας του καθενός. Στη συνέχεια
επαναϋπολογίζει την ϐαθµολογία (ϐάρος) ώστε να αυξηθούν οι γείτονες που ανήκουν στην
ίδια κατηγορία [90].

Αλγόριθµοι Αραιής Μάθησης - Sparse learning based

Discriminative Feature Selection - UDFS Ο επιλογέας χαρακτηριστικών Discrimi-
native Feature Selection (UDFS) είναι ένας αλγόριθµος χωρίς επιτήρηση ο οποίος εστιάζει
στην επιλογή των χαρακτηριστικών µε ϐάση τα διακριτά χαρακτηριστικά [91]. Αναλυτικότερα
επιδιώκει την µεγαλύτερη δυνατή απόσταση µεταξύ των χαρακτηριστικών δυο διαφορετικών
κλάσεων και την ελάχιστη απόσταση µεταξύ των χαρακτηριστικών που ανήκουν στην ίδια
κλάση.

Multi-Cluster Feature Selection - MCFS Ο επιλογέας χαρακτηριστικών Multi-Cluster
Feature Selection (MCFS) είναι ένας αλγόριθµος χωρίς επιτήρηση. Ο MCFS έχει την δυνα-
τότητα να παρουσιάζει καλό χειρισµό πολλαπλών οµαδοποιηµένων δοµών. Αυτό οφείλεται
στο γεγονός ότι ο MCFS ϐασίζεται στη µέτρηση των συσχετίσεων µεταξύ διαφορετικών χαρα-
κτηριστικών χωρίς πληροφορίες ετικέτας, δηλαδή χωρίς να λαµβάνει υπόψιν του την κλάση
στην οποία ανήκει κάθε δείγµα [92].

Nonnegative Discriminative Feature Selection - NDFS Ο επιλογέας χαρακτηρι-
στικών Nonnegative Discriminative Feature Selection (NDFS) είναι ένας αλγόριθµος χωρίς
επιτήρηση. Η επιλογή ενός υποσυνόλου διακριτικών χαρακτηριστικών στηρίζεται στην από
κοινού ϕασµατική οµαδοποίηση και την επιλογή χαρακτηριστικών σε ένα κοινό πλαίσιο.
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∆ηµιουργεί σε πρώτη ϕάση µια σειρά ψευδο-κατηγοριών µέσω της ϕασµατικής ανάλυσης
και επιβάλλει περιορισµούς σχετικά µε την µη αρνητικότητα και ορθογωνιότητα κατά τον
υπολογισµό της ϕάσης για τη ϕασµατική οµαδοποίηση. Η ϕάση της επιλογής χαρακτηρι-
στικών καθοδηγείται από τις µη αρνητικές ετικέτες ψευδό-κατηγορίας οι οποίες λειτουργούν
ως περιορισµοί παλινδρόµησης. Σύµφωνα µε τους δηµιουργούς του, οι περιορισµοί αυτοί
οδηγούν τις αρχικά δηµιουργηµένες ψευδείς κατηγορίες να προσεγγίσουν τις πραγµατικές
[93].

Στατιστικοί Αλγόριθµοι - Statistical based

Correlation based Feature selection - CFS Ο επιλογέας χαρακτηριστικών Correlation-
based Feature Selection (CFS) είναι ένας αλγόριθµος µε επίβλεψη. Ο CFS αξιολογεί και
υπολογίζει τη αξία ενός χαρακτηριστικού εξετάζοντας τον ϐαθµό συσχέτισης και την δυνα-
τότητα πρόβλεψης που εισάγει στο επιλεγµένο σύνολο χαρακτηριστικών. Οι συσχετίσεις
υπολογίζονται µε την χρήση της συµµετρικής αβεβαιότητας και στην συνέχεια επιλέγεται
ένα υποσύνολο από τα χαρακτηριστικά, µε κριτήριο διακοπής την ύπαρξη πέντε διαδοχικών
πλήρως αναπτυγµένων υποσυνόλων στα οποία δεν παρουσιάζεται ϐελτίωση, χρησιµοποι-
ώντας την Best First Search µεθοδολογία. Τα πλεονεκτήµατα του CFS είναι ότι για την
πραγµατοποίηση της αξιολόγησής του δεν είναι απαραίτητο να κρατήσει κανένα τµήµα των
δεδοµένων εκπαίδευσης [89].

T-score Ο επιλογέας χαρακτηριστικών T-score είναι ένας αλγόριθµος µε επίβλεψη ο
οποίος ϐρίσκει εφαρµογή στην επίλυση δυαδικών προβληµάτων. Στον υπολογισµού του
T-score στην περίπτωση που χρησιµοποιούνται άνισα µεγέθη δειγµάτων και η διακύµανση
είναι άνιση. Εδώ ως δείγµατα εννοούνται οι παρατηρήσεις (άτοµα) για κάθε οµάδα στην οποία
µπορούν να ταξινοµηθούν, ενώ άνισα µεγέθη σηµαίνει ότι ο πληθυσµός των οµάδων είναι
άνισος, δηλαδή το πλήθος της µίας οµάδας είναι τουλάχιστον διπλάσιο από το άλλο. Το T-
score ϐασίζεται στον λόγο µεταξύ της µέσης διαφοράς και της διακύµανσης δύο τάξεων, ώστε
να εκτιµήσει αν ένα χαρακτηριστικό µεταξύ δυο κλάσεων έχει την δυνατότητα να παρουσιάσει
στατιστική διαφορά στην µέση τιµή τους.

F-score Ο επιλογέας χαρακτηριστικών F-score είναι ένας αλγόριθµος µε επίβλεψη. Ο
αλγόριθµος αυτός κρίνει την δυνατότητα ενός χαρακτηριστικού να διαχωρίσει αποδοτικά
δείγµατα που ανήκουν σε διαφορετικές κατηγορίες ανεξάρτητα από τα υπόλοιπα χαρακτηρι-
στικά. ∆ίνει δηλαδή, τη δυνατότητα αξιολόγησης και σύγκρισης της διακριτικής ικανότητας
κάθε χαρακτηριστικού. Η τιµή F-score ενός χαρακτηριστικού είναι ανάλογη της διακριτικής
ικανότητας προκειµένου να αποφανθεί ο αλγόριθµος ταξινόµησης ως προς την οµάδα στην
οποία ϑα τοποθετήσει το δείγµα [94].

Gini-index Ο επιλογέας χαρακτηριστικών Gini ϐασίζεται στην στατιστική και είναι ένας
αλγόριθµος µε επίβλεψη. Ο Gini ϐασίζεται στην επιλογή χαρακτηριστικών µε κριτήριο την
ικανότητα ενός χαρακτηριστικού να ξεχωρίζει µεταξύ δυο κλάσεων. Η τιµή του δείκτη Gini
κάθε χαρακτηριστικού είναι ανεξάρτητη από τα άλλα χαρακτηριστικά και υποδηλώνει την
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σηµαντικότητα ενός χαρακτηριστικού. Η τιµή του είναι αντιστρόφως ανάλογη της αξίας του
γι’ αυτό και πιο σηµαντικά είναι τα χαρακτηριστικά µε το µικρότερο δείκτη Gini.

Wrapper methods Ο επιλογέας χαρακτηριστικών Wrapper methods, που ονοµάζονται
επίσης πολυµεταβλητή µέθοδος, λαµβάνει υπόψη συσχετίσεις και αλληλεπιδράσεις µεταξύ
των χαρακτηριστικών. Ενώ µονοµεταβλητές µεθόδοι ερευνούν µόνο τη στατιστική σχέση µε-
ταξύ των χαρακτηριστικών, οι Wrapper methods δηµιουργούν ένα υποσύνολο χαρακτηριστι-
κών, εφαρµόζουν αυτό το υποσύνολο σε ένα µοντέλο πρόβλεψης και αξιολογούν την ποιότητα
της απόδοσής του. Στη συνέχεια, δοκιµάζεται ένα νέο υποσύνολο χαρακτηριστικών και το
υποσύνολο των χαρακτηριστικών µε την καλύτερη απόδοση αντιπροσωπεύει το τελικό σύνολο
επιλεγµένων χαρακτηριστικών. Εξαιτίας της επαναληπτικής ϕύσης των Wrapper methods,
αυτές οι µέθοδοι είναι υπολογιστικά δαπανηρές. Οι µέθοδοι Wrapper περιλαµβάνουν µετα-
ξύ άλλων αµφίδροµη αναζήτηση, εξαντλητική επιλογή χαρακτηριστικών, εµπρόσθια επιλογή
χαρακτηριστικών και οπίσθια κατάργηση χαρακτηριστικών [95].

Χρήση Εργαλείου colin - mico

Αντίστοιχα χρησιµοποιήθηκαν αλγόριθµοι επιλογής χαρακτηριστικών, οι οποίοι ανήκουν
στην ϐιβλιοθήκη colin - mico που είναι ϐασισµένη στην ϐιβλιοθήκη scikit - learn. Θα γίνει
αναφορά για την λειτουργία κάθε αλγόριθµου [96].

Αλγόριθµοι ϐασισµένοι στην Θεωρία της Πληροφορίας - Information Theoretical

Based

Joint Mutual Information - JMI Ο επιλογέας χαρακτηριστικών Joint Mutual In-
formation (JMI) είναι ένας αλγόριθµος µε επιτήρηση που ϐασίζεται για την επιλογή των
χαρακτηριστικών στην αµοιβαία πληροφόρηση µαζί µε την εντροπία µεταξύ οποιωνδήποτε
τυχαίων µεταβλητών [89].

Mutual Information Feature Selection - MIFS Ο επιλογέας χαρακτηριστικών Mu-
tual Information Feature Selection (MIFS) είναι ένας αλγόριθµος µε επιτήρηση που λαµ-
ϐάνει υπόψη για την επιλογή των χαρακτηριστικών τη σχετικότητα των χαρακτηριστικών
και τον πλεονασµό των χαρακτηριστικών [89]. Ο MIFS εστιάζει αποκλειστικά στις αµοιβα-
ίες πληροφορίες που υπολογίζονται για κάθε στοιχείο – παρατήρηση του αρχικού συνόλου
δεδοµένων.

Mutual nformation aximisation - MIM Ο επιλογέας χαρακτηριστικών Mutual nfor-
mation Maximisation - MIM) είναι ένας αλγόριθµος µε επιτήρηση που λαµβάνει υπόψη
αποκλειστικά την συσχέτιση του χαρακτηριστικού µε της ταµπέλες της κλάσης (αν δηλαδή,
στην προκειµένη περίπτωση, κάποιος είναι υγιής ή ασθενής). Για αυτό τον επιλογέα η αξία
του χαρακτηριστικού είναι ανάλογη µε την τιµή της συσχέτισης του [89].
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Minimal Redundancy Maximal Relevance Criterion - mRMR Ο επιλογέας χαρα-
κτηριστικών Minimal Redundancy Maximal Relevance Criterion - mRMR είναι ένας αλ-
γόριθµος µε επιτήρηση. Ο τρόπος επιλογής των χαρακτηριστικών ϐασίστηκε σε µια σειρά
διαισθητικών µέτρων πλεονασµού και σχετικότητας µε στόχο την µείωση του πλεονασµο-
ύ δηλαδή αφαίρεση χαρακτηριστικών των οποίων η επίδραση στο αποτέλεσµα ταξινόµησης
υπερκαλύπτεται από άλλα χαρακτηριστικά [97].
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΄Ονοµα ακολουθίας Επίπεδο Χρήση Πρωτόκολλο

T2W-TSE Οβελιαίο Βασική διαγνωστική α-
κολουθία µε τη µεγα-
λύτερη αντίθεση (con-
trast resolution) µετα-
ξύ όγκου και παρακε-
ίµενων ϕυσιολογικών ι-
στών

Συµβατικό πρωτόκολλο.

2W-DIXON Εγκάρσιο Βασική διαγνωστική α-
κολουθία µε τη µεγα-
λύτερη αντίθεση (con-
trast resolution) µεταξύ

Συµβατικό πρωτόκολλο.

T1W-DIXON Εγκάρσιο Ανατοµική πληροφορία,
ανίχνευση αιµορραγίας
λίπους

Συµβατικό πρωτόκολλο.

2W-3D(VISTA) Εγκάρσιο Υψηλής ανάλυσης ακο-
λουθία µε λεπτές τοµές
για µεγαλύτερη λεπτο-
µέρεια και δυνατότητα
ανασύνθεσης ϑα χρησι-
µοποιηθεί για την κατα-
σκευή του τρισδιάστατου
µοντέλου του όγκου (3D
printing) ϐάση του οπο-
ίου ϑα γίνει η λήψη του
ιστού ο οποίος ϑα στα-
λεί για γενετική ανάλυ-
ση από τους χειρουργο-
ύς/παθολογοανατόµους

Αντιστοίχιση µε 3D
printing.

DWI STIR (b=0,1200) Εγκάρσιο Χαρτογράφηση όγκου
λεµφαδένων

Ακολουθίες για την
εξαγωγή χαρακτηριστι-
κών υφής(texture) του
όγκου.

m-FFE-T2_R2_star(T2SC) Εγκάρσιο Για relaxometry T2* και
ποσοτικοποίηση λίπους
δηµιουργία παραµετρι-
κού χάρτη

Ακολουθίες για την εξα-
γωγή χαρακτηριστικών
υφής(texture) του όγκου

Πίνακας 5.1: Πρωτόκολλο ακολουθιών παλµών Μαγνητικής Τοµογραφίας για προεγχειρητική
εκτίµηση ασθενών µε Καρκίνο Ωοθηκών (DESTINY)
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΄Ονοµα ακολουθίας Επίπεδο Χρήση Πρωτόκολλο

s2Cal_TSE(T2C) Εγκάρσιο Για 2 δηµιουργία relax-
ometry παραµετρικού
χάρτη

Ακολουθίες για την
εξαγωγή χαρακτηριστι-
κών υφής(texture) του
όγκου.

T1_native(T1C) Εγκάρσιο Για 1 δηµιουργία relax-
ometry παραµετρικού
χάρτη

Ακολουθίες για την
εξαγωγή χαρακτηριστι-
κών υφής(τεξτυρε) του
όγκου.

T1_smDixon_FFE_
Dynamic(T1DCE) Στεφανιαίο Ποιοτική, ηµιποσοτική

(καµπύλες αιµάτωσης)
και ποσοτική ανάλυση
αιµοδυναµικών χαρα-
κτηριστικών του όγκου

Ακολουθίες για την
εξαγωγή χαρακτηριστι-
κών υφής(texture) του
όγκου.

DWI_STIR_b0, 1200 Εγκάρσιο Με πολλαπλά (8-10) b
values - ανάλυση µικρο-
µοριακής αιµάτωσης του
όγκου (intravoxel inco-
herent motion)

Ακολουθίες για την
εξαγωγή χαρακτηριστι-
κών υφής(texture) του
όγκου.

Ακολουθία µέτρησης της
ϑερµοκρασίας του όγκου
(RTEMP)

Εγκάρσιο Πρωτότυπη ακολουθία
παλµών για εκτίµηση
της ϑερµοκρασίας του
όγκου, συγκριτικά µε τη
ϑερµοκρασία του σώµα-
τος (υπό επεξεργασία)

Ακολουθίες για την
εξαγωγή χαρακτηριστι-
κών υφής(texture) του
όγκου.

1W_mDixon_ax+GD Εγκάρσιο Συµβατική ακολουθία
για συνολική εκτίµηση
των υπολοίπων δοµών
της πυέλου

Συµβατικό πρωτόκολλο

Πίνακας 5.2: Πρωτόκολλο ακολουθιών παλµών Μαγνητικής Τοµογραφίας µεταθεραπευτικής
παρακολούθησης ασθενών µε Καρκίνο Ωοθηκών (DESTINY)
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΄Ονοµα ακολουθίας Επίπεδο Χρήση Πρωτόκολλο

T2_AX_MVXD_HR-RT Εγκάρσιο Συµβατική ακολουθία ε-
κτίµησης των οργάνων
της άνω κοιλίας.

Συµβατικό πρωτόκολ-
λο προεγχειρητικής
εκτίµησης των οργάνων
της άνω κοιλίας.

DWI_3b_RT Εγκάρσιο Εντόπιση µεταστατικών
εστιών - ποιοτική και πο-
σοτική ανάλυση των ορ-
γάνων δεδοµένων χάρ-
τη ϕαινοµενικού συντε-
λεστή διάχυσης (ADC).

Συµβατικό πρωτόκολ-
λο προεγχειρητικής
εκτίµησης των οργάνων
της άνω κοιλίας.

1 DIXON+ GD Εγκάρσιο Συνολική εκτίµηση ορ-
γάνων άνω κοιλίας

Συµβατικό πρωτόκολ-
λο προ-εγχειρητικής
εκτίµησης των οργάνων
της άνω κοιλίας

Πίνακας 5.3: Πρωτόκολλο ακολουθιών παλµών Μαγνητικής Τοµογραφίας εκτίµησης άνω κοι-
λίας για τον εντοπισµό µεταστάσεων εκτός πυέλου, ασθενών µε Καρκίνο Ωοθηκών (DESTINY)
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Πρώτης Τάξης Σχήµατος GLCM GLSZM

Entropy Mesh Surface Autocorrelation Small Area Emphasis (SAE)

Interquartile Rnage Pixel Surface Joint Average Large Area Emphasis (LAE)

Total Energy Perimeter Cluster Prominence
Gray Level Non-Uniformity
(GLN)

Maximum
Perimeter to
Surface ratio Cluster Shade

Gray Level Non-Uniformity
Normalized (GLNN)

Energy Sphericity Cluster Tendency
Size-Zone Non-Uniformity
(SZN)

Minimum
Spherical
Disproportion Contrast

Size-Zone Non-Uniformity
Normalized (SZNN)

10th percentile
Maximum 2D
diameter Correlation Zone Percentage (ZP)

90th percentile Major Axis Length Difference Average Gray Level Variance (GLV)

Mean Minor Axis Length Difference Entropy Zone Variance (ZV)

Median Elongation Difference Variance Zone Entropy (ZE)

Range Joint Energy
Low Gray Level Zone
Emphasis (LGLZE)

Mean Absolute
Deviation (MAD) Joint Entropy

High Gray Level
Zone Emphasis (HGLZE)

Robust Mean Absolute
Deviation (rMAD)

Informational Measure
of Correlation (IMC) 1

High Gray Level Run
Emphasis (HGLRE)

Root Mean
Squared (RMS)

Informational Measure
of Correlation (IMC) 2

Small Area Low Gray
Level Emphasis (SALGLE)

Standard Deviation
Inverse Difference
Moment (IDM)

Small Area High Gray
Level Emphasis (SAHGLE)

Skewness
Maximal Correlation
Coefficient (MCC)

Large Area Low Gray
Level Emphasis (LALGLE)

Kurtosis
Inverse Difference Moment
Normalized (IDMN)

Large Area High Gray
Level Emphasis (LAHGLE)

Variance Inverse Difference (ID)

Uniformity
Inverse Difference
Normalized (IDN)

Inverse Variance

Maximum Probability

Sum Average

Sum Entropy

Sum of Squares

Πίνακας 5.4: Χαρακτηριστικά : Πρώτης τάξης, Σχήµατος, GLCM, GLSZM.
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Κεφάλαιο 5. Πειραµατική ∆ιαδικασία και Μεθοδολογία Επεξεργασίας και Ανάλυσης ∆εδοµένων

GLRLM NGTDM GLDM

Short Run Emphasis (SRE) Coarseness
Large Dependence High Gray
Level Emphasis (LDHGLE)

Long Run High Gray Level
Emphasis (LRHGLE) Contrast Small Dependence Emphasis (SDE)

Long Run Emphasis (LRE) Busyness Large Dependence Emphasis (LDE)

Gray Level Non-Uniformity (GLN) Complexity Gray Level Non-Uniformity (GLN)
Gray Level Non-Uniformity
Normalized (GLNN) Strength Dependence Non-Uniformity (DN)

Run Length Non-Uniformity (RLN)
Dependence Non-Uniformity
Normalized (DNN)

Run Length Non-Uniformity
Normalized (RLNN) Gray Level Variance (GLV)

Run Percentage (RP) Dependence Variance (DV)

Zone Variance (ZV) Dependence Entropy (DE)

Run Variance (RV) Low Gray Level Emphasis (LGLE)

Run Entropy (RE) High Gray Level Emphasis (HGLE)
Low Gray Level Run
Emphasis (LGLRE)

Small Dependence Low Gray
Level Emphasis (SDLGLE)

Gray Level Variance (GLV)
Small Dependence High Gray
Level Emphasis (SDHGLE)

Short Run Low Gray Level
Emphasis (SRLGLE)

Large Dependence Low Gray
Level Emphasis (LDLGLE)

Short Run High Gray
Level Emphasis (SRHGLE)
Long Run Low Gray
Level Emphasis (LRLGLE)

Πίνακας 5.5: Χαρακτηριστικά : GLRLM, NGTDM, GLDM.
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Κεφάλαιο 6

Αποτελέσµατα

Στο κεφάλαιο αυτό παρατίθενται τα αποτελέσµατα των προσοµοιώσεων του συστήµατος
για τις περιπτώσεις της : (α) Επιβλεπόµενης Μάθησης, (ϐ) Μη Επιβλεπόµενης Μάθη-

σης για προκαθορισµένο αριθµό επιλεγέντων χαρακτηριστικών (100, 200). Στην περίπτωση
της ϐιβλιοθήκης colin-mico ο αριθµός των επιλεγέντων χαρακτηριστικών επιλέγεται αυτόµα-
τα κατά την εκτέλεση του προγράµµατος.

6.1 Απόδοση Ταξινοµητών - Ασθενής 6

Επιβλεπόµενη Μάθηση

Εικόνα 6.1: scikit-feature - 100 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).
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Κεφάλαιο 6. Αποτελέσµατα

Εικόνα 6.2: scikit-learn. Προγνωστική ακρίβεια (ACC) της µεθόδου επιλογής χαρακτηριστι-
κών (σε στήλες) και της µεθόδου ταξινόµησης (σε σειρές).

Εικόνα 6.3: colin-mico. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρακτη-
ϱιστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).
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6.2 Απόδοση Ταξινοµητών - Ασθενής 12

Εικόνα 6.4: scikit-feature - 200 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Μη Επιβλεπόµενη Μάθηση

(αʹ) 100 επιλεγέντα χαρακτηριστικά (ϐʹ) 200 επιλεγέντα χαρακτηριστικά

Σχήµα 6.1: scikit-feature. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρα-
κτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

6.2 Απόδοση Ταξινοµητών - Ασθενής 12

Επιβλεπόµενη Μάθηση
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Κεφάλαιο 6. Αποτελέσµατα

Εικόνα 6.5: scikit-feature - 100 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Εικόνα 6.6: scikit-learn. Προγνωστική ακρίβεια (ACC) της µεθόδου επιλογής χαρακτηριστι-
κών (σε στήλες) και της µεθόδου ταξινόµησης (σε σειρές).
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6.2 Απόδοση Ταξινοµητών - Ασθενής 12

Εικόνα 6.7: colin-mico. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρακτη-
ϱιστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

Εικόνα 6.8: scikit-feature - 200 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Μη Επιβλεπόµενη Μάθηση
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Κεφάλαιο 6. Αποτελέσµατα

(αʹ) 100 επιλεγέντα χαρακτηριστικά (ϐʹ) 200 επιλεγέντα χαρακτηριστικά

Σχήµα 6.2: scikit-feature. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρα-
κτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

6.3 Απόδοση Ταξινοµητών - Ασθενής 16

Επιβλεπόµενη Μάθηση

Εικόνα 6.9: scikit-feature - 100 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).
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6.3 Απόδοση Ταξινοµητών - Ασθενής 16

Εικόνα 6.10: scikit-learn. Προγνωστική ακρίβεια (ACC) της µεθόδου επιλογής χαρακτηρι-
στικών (σε στήλες) και της µεθόδου ταξινόµησης (σε σειρές).

Εικόνα 6.11: colin-mico. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρακτη-
ϱιστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).
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Κεφάλαιο 6. Αποτελέσµατα

Εικόνα 6.12: scikit-feature - 200 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Μη Επιβλεπόµενη Μάθηση

(αʹ) 100 επιλεγέντα χαρακτηριστικά (ϐʹ) 200 επιλεγέντα χαρακτηριστικά

Σχήµα 6.3: scikit-feature. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρα-
κτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

6.4 Απόδοση Ταξινοµητών - Ασθενής 18

Επιβλεπόµενη Μάθηση
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6.4 Απόδοση Ταξινοµητών - Ασθενής 18

Εικόνα 6.13: scikit-feature - 100 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Εικόνα 6.14: scikit-learn. ΠΠρογνωστική ακρίβεια (ACC) της µεθόδου επιλογής χαρακτηρι-
στικών (σε στήλες) και της µεθόδου ταξινόµησης (σε σειρές).
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Κεφάλαιο 6. Αποτελέσµατα

Εικόνα 6.15: colin-mico. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρακτη-
ϱιστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

Εικόνα 6.16: scikit-feature - 200 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Μη Επιβλεπόµενη Μάθηση
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6.5 Απόδοση Ταξινοµητών - Ασθενής 22

(αʹ) 100 επιλεγέντα χαρακτηριστικά (ϐʹ) 200 επιλεγέντα χαρακτηριστικά

Σχήµα 6.4: scikit-feature. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρα-
κτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

6.5 Απόδοση Ταξινοµητών - Ασθενής 22

Επιβλεπόµενη Μάθηση

Εικόνα 6.17: scikit-feature - 100 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).
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Κεφάλαιο 6. Αποτελέσµατα

Εικόνα 6.18: scikit-learn. Προγνωστική ακρίβεια (ACC) της µεθόδου επιλογής χαρακτηρι-
στικών (σε στήλες) και της µεθόδου ταξινόµησης (σε σειρές).

Εικόνα 6.19: colin-mico. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρακτη-
ϱιστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).
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6.6 Απόδοση Ταξινοµητών - Ασθενής 23

Εικόνα 6.20: scikit-feature - 200 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Μη Επιβλεπόµενη Μάθηση

(αʹ) 100 επιλεγέντα χαρακτηριστικά (ϐʹ) 200 επιλεγέντα χαρακτηριστικά

Σχήµα 6.5: scikit-feature. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρα-
κτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

6.6 Απόδοση Ταξινοµητών - Ασθενής 23

Επιβλεπόµενη Μάθηση
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Κεφάλαιο 6. Αποτελέσµατα

Εικόνα 6.21: scikit-feature - 100 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Εικόνα 6.22: scikit-learn. Προγνωστική ακρίβεια (ACC) της µεθόδου επιλογής χαρακτηρι-
στικών (σε στήλες) και της µεθόδου ταξινόµησης (σε σειρές).
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6.6 Απόδοση Ταξινοµητών - Ασθενής 23

Εικόνα 6.23: colin-mico. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρακτη-
ϱιστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

Εικόνα 6.24: scikit-feature - 200 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Μη Επιβλεπόµενη Μάθηση
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Κεφάλαιο 6. Αποτελέσµατα

(αʹ) 100 επιλεγέντα χαρακτηριστικά (ϐʹ) 200 επιλεγέντα χαρακτηριστικά

Σχήµα 6.6: scikit-feature. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρα-
κτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

6.7 Απόδοση Ταξινοµητών - Ασθενής 27

Επιβλεπόµενη Μάθηση

Εικόνα 6.25: scikit-feature - 100 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).
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6.7 Απόδοση Ταξινοµητών - Ασθενής 27

Εικόνα 6.26: scikit-learn. Προγνωστική ακρίβεια (ACC) της µεθόδου επιλογής χαρακτηρι-
στικών (σε στήλες) και της µεθόδου ταξινόµησης (σε σειρές).

Εικόνα 6.27: colin-mico. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρακτη-
ϱιστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).
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Κεφάλαιο 6. Αποτελέσµατα

Εικόνα 6.28: scikit-feature - 200 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Μη Επιβλεπόµενη Μάθηση

(αʹ) 100 επιλεγέντα χαρακτηριστικά (ϐʹ) 200 επιλεγέντα χαρακτηριστικά

Σχήµα 6.7: scikit-feature. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρα-
κτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

6.8 Απόδοση Ταξινοµητών - Ασθενής 28

Επιβλεπόµενη Μάθηση
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6.8 Απόδοση Ταξινοµητών - Ασθενής 28

Εικόνα 6.29: scikit-feature - 100 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Εικόνα 6.30: scikit-learn. ΠΠρογνωστική ακρίβεια (ACC) της µεθόδου επιλογής χαρακτηρι-
στικών (σε στήλες) και της µεθόδου ταξινόµησης (σε σειρές).
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Κεφάλαιο 6. Αποτελέσµατα

Εικόνα 6.31: colin-mico. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρακτη-
ϱιστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

Εικόνα 6.32: scikit-feature - 200 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Μη Επιβλεπόµενη Μάθηση
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6.9 Απόδοση Ταξινοµητών - Ασθενής 29

(αʹ) 100 επιλεγέντα χαρακτηριστικά (ϐʹ) 200 επιλεγέντα χαρακτηριστικά

Σχήµα 6.8: scikit-feature. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρα-
κτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

6.9 Απόδοση Ταξινοµητών - Ασθενής 29

Επιβλεπόµενη Μάθηση

Εικόνα 6.33: scikit-feature - 100 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).
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Κεφάλαιο 6. Αποτελέσµατα

Εικόνα 6.34: scikit-learn. Προγνωστική ακρίβεια (ACC) της µεθόδου επιλογής χαρακτηρι-
στικών (σε στήλες) και της µεθόδου ταξινόµησης (σε σειρές).

Εικόνα 6.35: colin-mico. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρακτη-
ϱιστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).
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6.10 Απόδοση Ταξινοµητών - Ασθενής 30

Εικόνα 6.36: scikit-feature - 200 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Μη Επιβλεπόµενη Μάθηση

(αʹ) 100 επιλεγέντα χαρακτηριστικά (ϐʹ) 200 επιλεγέντα χαρακτηριστικά

Σχήµα 6.9: scikit-feature. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρα-
κτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

6.10 Απόδοση Ταξινοµητών - Ασθενής 30

Επιβλεπόµενη Μάθηση
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Κεφάλαιο 6. Αποτελέσµατα

Εικόνα 6.37: scikit-feature - 100 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Εικόνα 6.38: scikit-learn. Προγνωστική ακρίβεια (ACC) της µεθόδου επιλογής χαρακτηρι-
στικών (σε στήλες) και της µεθόδου ταξινόµησης (σε σειρές).
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6.10 Απόδοση Ταξινοµητών - Ασθενής 30

Εικόνα 6.39: colin-mico. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρακτη-
ϱιστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

Εικόνα 6.40: scikit-feature - 200 επιλεγέντα χαρακτηριστικά. Προγνωστική ακρίβεια (Ac-
curacy) της µεθόδου επιλογής χαρακτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε
στήλες).

Μη Επιβλεπόµενη Μάθηση
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Κεφάλαιο 6. Αποτελέσµατα

(αʹ) 100 επιλεγέντα χαρακτηριστικά (ϐʹ) 200 επιλεγέντα χαρακτηριστικά

Σχήµα 6.10: scikit-feature. Προγνωστική ακρίβεια (Accuracy) της µεθόδου επιλογής χαρα-
κτηριστικών (σε σειρές) και της µεθόδου ταξινόµησης (σε στήλες).

6.11 Στατιστική Αξιολόγηση - Τυπική Απόκλιση

Ασθενής GB AD BG RF DT RR LASSO SVCl SVCr MLPl MLPs MLPa
Α06_100 0.18 0.17 0.04 0.03 0.17 0.16 0.34 0.33 0.30 0.22 0.13 0.12
Α06_200 0.18 0.17 0.04 0.03 0.17 0.16 0.34 0.33 0.30 0.22 0.13 0.12
Α12_100 0.22 0.22 0.16 0.17 0.22 0.36 0.30 0.10 0.20 0.36 0.30 0.29
Α12_200 0.22 0.22 0.23 0.28 0.22 0.33 0.38 0.22 0.30 0.28 0.30 0.27
Α16_100 0.07 0.07 0.14 0.16 0.07 0.09 0.14 0.07 0.23 0.13 0.09 0.14
Α16_200 0.07 0.07 0.22 0.17 0.07 0.09 0.18 0.08 0.18 0.11 0.12 0.12
Α18_100 0.07 0.07 0.16 0.19 0.07 0.18 0.15 0.10 0.22 0.14 0.20 0.25
Α18_200 0.07 0.07 0.16 0.19 0.07 0.18 0.15 0.10 0.22 0.14 0.20 0.25
Α22_100 0.08 0.08 0.19 0.14 0.08 0.11 0.05 0.002 0.18 0.10 0.12 0.12
Α22_200 0.08 0.08 0.17 0.16 0.08 0.16 0.05 0.07 0.15 0.13 0.15 0.14
Α23_100 0.08 0.08 0.14 0.16 0.08 0.15 0.16 0.13 0.17 0.20 0.16 0.17
Α23_200 0.08 0.08 0.21 0.19 0.08 0.15 0.17 0.14 0.22 0.14 0.13 0.14
Α27_100 0.13 0.13 0.23 0.17 0.13 0.19 0.16 0.16 0.29 0.21 0.28 0.30
Α27_200 0.15 0.15 0.23 0.14 0.15 0.15 0.20 0.16 0.28 0.06 0.18 0.18
Α28_100 0.04 0.04 0.20 0.18 0.04 0.17 0.13 0.007 0.14 0.16 0.20 0.17
Α28_200 0.04 0.04 0.20 0.17 0.04 0.23 0.16 0.18 0.14 0.20 0.18 0.18
Α29_100 0.06 0.06 0.18 0.19 0.06 0.10 0.14 0.09 0.23 0.09 0.17 0.15
Α29_200 0.06 0.06 0.21 0.20 0.06 0.21 0.14 0.10 0.18 0.15 0.15 0.16
Α30_100 0.10 0.10 0.21 0.21 0.10 0.27 0.25 0.13 0.12 0.20 0.27 0.27
Α30_200 0.10 0.10 0.22 0.25 0.10 0.27 0.24 0.20 0.16 0.26 0.27 0.28

Πίνακας 6.1: scikit-feature - Επιβλεπόµενη Μάθηση. Τυπική Απόκλιση (Standard Devi-
ation) προγνωστικής ακρίβειας της µεθόδου επιλογής χαρακτηριστικών (σε στήλες) της κάθε
ασθενόυς (σε σειρές).
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6.11 Στατιστική Αξιολόγηση - Τυπική Απόκλιση

Ασθενής GB AD BG RF DT RR LASSO SVCl SVCr MLPl MLPs MLPa
Α06 0.23 0.17 0.24 0.23 0.17 0.25 0.33 0.22 0.30 0.22 0.22 0.25
Α12 0.28 0.22 0.28 0.27 0.22 0.28 0.31 0.21 0.30 0.25 0.26 0.25
Α16 0.07 0.07 0.14 0.12 0.07 0.10 0.10 0.09 0.14 0.10 0.12 0.11
Α18 0.07 0.07 0.20 0.21 0.07 0.16 0.17 0.08 0.18 0.16 0.18 0.19
Α22 0.08 0.08 0.15 0.14 0.08 0.11 0.08 0.05 0.16 0.12 0.12 0.13
Α23 0.08 0.08 0.20 0.21 0.08 0.13 0.11 0.09 0.19 0.13 0.13 0.11
Α27 0.17 0.15 0.19 0.17 0.15 0.17 0.20 0.15 0.21 0.21 0.21 0.21
Α28 0.09 0.04 0.17 0.16 0.04 0.17 0.17 0.12 0.21 0.15 0.16 0.16
Α29 0.01 0.06 0.15 0.14 0.06 0.13 0.15 0.08 0.16 0.13 0.12 0.13
Α30 0.10 0.10 0.20 0.21 0.10 0.17 0.18 0.16 0.20 0.21 0.19 0.20

Πίνακας 6.2: colin-mico - Επιβλεπόµενη Μάθηση. Τυπική Απόκλιση (Standard Deviation)
προγνωστικής ακρίβειας της µεθόδου επιλογής χαρακτηριστικών (σε στήλες) της κάθε ασθενόυς
(σε σειρές).

Ασθενής DT RF RR LASSO SVCl
Α06 0.17 0.32 0.36 0.24 0.22
Α12 0.22 0.27 0.32 0.23 0.27
Α16 0.07 0.06 0.10 0.06 0.10
Α18 0.07 0.13 0.16 0.10 0.21
Α22 0.08 0.12 0.12 0.09 0.15
Α23 0.08 0.14 0.12 0.12 0.23
Α27 0.16 0.15 0.18 0.09 0.16
Α28 0.04 0.22 0.19 0.12 0.18
Α29 0.05 0.13 0.13 0.10 0.10
Α30 0.10 0.16 0.17 0.16 0.22

Πίνακας 6.3: scikit-learn - Επιβλεπόµενη Μάθηση. Τυπική Απόκλιση (Standard Deviation)
προγνωστικής ακρίβειας της µεθόδου επιλογής χαρακτηριστικών (σε στήλες) της κάθε ασθενόυς
(σε σειρές).

Ασθενής K-Means_100 K-Means_200
Α06 0.001 0.001
Α12 0.01 0.01
Α16 0.01 0.01
Α18 0.003 0.003
Α22 0.001 0.001
Α23 0.01 0.01
Α27 0.01 0.02
Α28 0.002 0.005
Α29 0.03 0.01
Α30 0.008 0.008

Πίνακας 6.4: scikit-feature - Μη Επιβλεπόµενη Μάθηση. Τυπική Απόκλιση (Standard
Deviation) προγνωστικής ακρίβειας της µεθόδου επιλογής χαρακτηριστικών (σε στήλες) της
κάθε ασθενόυς (σε σειρές).

∆ιπλωµατική Εργασία 113





Κεφάλαιο 7

Συζήτηση

Στόχος της διπλωµατικής εργασίας ήταν η εξαγωγή χαρακτηριστικών από ιατρικές ει-
κόνες µαγνητικού τοµογράφου για τον σχεδιασµό ενός συστήµατος υποστήριξης κλινικών
αποφάσεων προκειµένου να συγκριθεί η απόδοση διαφορετικών µοντέλων επιλογής χαρα-
κτηριστικών και κατηγοριοποίησης της καρκινικής επικινδυνότητας σε ασθενείς µε καρκίνο
των ωοθηκών. Κατά τη διάρκεια των προσοµοιώσεων, αναλύσαµε µια σειρά ερωτηµάτων
σχετικά µε τα ϐήµατα προ-επεξεργασίας, τη χρήση διαφορετικών συνόλων δεδοµένων και
ταξινοµητών και την απόδοση των µοντέλων. Ακολουθεί ο σχολιασµός των αποτελεσµάτων.

7.1 Συµπεράσµατα

7.1.1 Προεπεξεργασία ∆εδοµένων

Η ύπαρξη όσο των δυνατών περισσότερων χαρακτηριστικών από τα χρησιµοποιούµενα
µοντέλα ϐελτιώνει την ευρωστία και αποδοτικότητα του συστήµατος καθότι η επιλογή και η
κατηγοριοποίηση γίνεται από ένα διευρυµένο σύνολο δεδοµένων. Με ϐάση την γενική αυτή
αρχή, προσπαθήσαµε να αυξήσουµε τεχνητά τον αρχικό αριθµό των εξαγόµενων χαρακτηρι-
στικών (100 στην περίπτωσή µας) της ϐιβλιοθήκης pyradiomics, προκειµένου να αυξήσουµε
την απόδοση διαφόρων ταξινοµητών. Για να το επιτύχουµε αυτό (επαύξηση των δεδοµένων),
εφαρµόσαµε διαφορετικά ϕίλτρα στις εικόνες εισόδου µετασχηµατίζοντας την αρχική πληρο-
ϕορία σε νέα στατιστικά αξιοποιήσιµη πληροφορία για τα µοντέλα του συστήµατος. Με τον
τρόπο αυτό δεκαπλασιάσαµε τα εξαγόµενα χαρακτηριστικά, ϕτάνοντας σε σύνολο τα ' 1200.
Στην συνέχεια ϕροντίσαµε να ελέγξουµε την πληρότητα των χαρακτηριστικών αφαιρώντας τα
χαρακτηριστικά εκείνα που δεν διαφοροποιούνταν από εικόνα σε εικόνα διατηρώντας σταθε-
ϱή τιµή καθώς και εκείνα τα χαρακτηριστικά τα οποία δεν εµφανίζονταν σε όλες τις εικόνες
µιας ακολουθίας για να εξασφαλίσουµε πως το σύνολο δεδοµένων περιελάµβανε µόνο τα
πλήρη εξαγόµενα χαρακτηριστικά κάθε εικόνας. Καθότι τα δεδοµένα µεταξύ περιοχών ήταν
ισορροπηµένα δεν χρειάστηκε να σταθµίσουµε επιπρόσθετα το σύνολο των δεδοµένων µας. Η
επιλογή των ϕίλτρων τα οποία αναφέρονται στο Υποκεφάλαιο 5.4.2 έγινε µε ϐάση την σχετι-
κή ϐιβλιογραφία και εξαντλήθηκαν όλοι οι συνδυασµοί που παρέχονται από το pyradiomics.
Οι προσοµοιώσεις έδειξαν ότι η πλειονότητα των επιλεγέντων χαρακτηριστικών ανήκει σε
µετασχηµατισµένες εικόνες υπό την εφαρµογή ϕίλτρου.
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7.1.2 Αλγόριθµοι Επιλογής Χαρακτηριστικών

Παρατηρώντας αρχικά τα γραφήµατα (heatmaps) που αφορούν την ϐιβλιοθήκη scikit
feature, συνολικά για όλες τις περιπτώσεις ασθενών µε ϐάση την προγνωστική ακρίβεια
ϐλέπουµε την υπεροχή των µοντέλων επιβλεπόµενης µάθησης των οποίων η υψηλή απόδοση
διατηρείται αναλογικά σε όλο το ϕάσµα των ταξινοµητών. Παράλληλα ϐλέπουµε ότι οι αλ-
γόριθµοι ϐασισµένοι στην ϑεωρία της πληροφορίας (CIFE, CMIM, DISR, ICAP, LCSI) δίνουν
σταθερά υψηλές τιµές που κυµαίνονται στο 80-90% κατά περίπτωση ταξινοµητή. Ακολου-
ϑούν οι αλγόριθµοι οµοιότητας, αραιής µάθησης καθώς και οι στατιστικοί αλγόριθµοι µε
µέση απόδοση της τάξης του 70-80%. Αντίστοιχα τα µοντέλα µη επιβλεπόµενης µάθησης
παρουσιάζουν χαµηλότερη απόδοση ανεξαρτήτως ταξινοµητή µε την πλειονότητα αυτών να
δίδουν ποσοστά της τάξης του 40-50%. Αξίζει να αναφέρουµε πως στα πλαίσια του έργου
διαθέτουµε εξ αρχής τις ακριβείς συντεταγµένες όλων των καρκινικών περιοχών µε ϐάση τα
προτεινόµενα κλινικά όρια και σκοπός ήταν ο έλεγχος επαρκούς στατιστικής διακριτικής
ικανότητας.

Τα παραγόµενα γραφήµατα από τα µοντέλα της ϐιβλιοθήκης scikit learn εµφανίζουν
σταθερή απόδοση ως προς την χρήση ταξινοµητή µε κυρίαρχη την µονοµεταβλητή (univari-
ate) µέθοδο που χρησιµοποιεί στην αρχή ένα στατιστικό µοντέλο (π.χ Anova) πριν την χρήση
του ταξινοµητή - επιλογέα χαρακτηριστικών. Η µέθοδος αυτή ϐιβλιογραφικά αποδεικνύε-
ται πως αυξάνει την απόδοση του µοντέλου γεγονός που επαληθεύτηκε και πειραµατικά.
Ακολουθούν οι αλγόριθµοι αναδροµικής επιλογής χαρακτηριστικών καθώς και ταξινοµητές
- επιλογείς χαρακτηριστικών των οποίων η απόδοση κυµαίνεται γύρω στο 70-80% ανάλογα
µε την υπό εξέταση ασθενή ενώ όλα τα µοντέλα δίδουν σε ορισµένες περιπτώσεις αποδόσεις
άνω του 90%.

Στην περίπτωση του εργαλείου colin - mico εφαρµόζονται αλγόριθµοι ϐασισµένοι στην ϑε-
ωρία της πληροφορίας. Παρατηρούµε πως τα αποτελέσµατα που λαµβάνουµε είναι σταθερά
υψηλά ειδικά στις περιπτώσεις εµπρόσθιας επιλογής χαρακτηριστικών µε ποσοστά άνω του
70-80% και για ορισµένες ασθενείς άνω του 90%. Ακολουθούν οι υλοποιήσεις αναδροµικής
οπίσθιας επιλογής χαρακτηριστικών µε ανάλογα υψηλά ποσοστά. Η µέθοδος Minimum Re-
dundancy Maximum Relevance (mRMR) στα πλαίσια της εµπρόσθιας αναζήτησης εµφανίζει
υψηλή απόδοση η οποία κυµαίνεται άνω του 90% σε όλες τις περιπτώσεις ασθενών (επανα-
ληψιµότητα). Η παρατήρηση αυτή ταυτίζεται µε πληθώρα πειραµατικών αποτελεσµάτων από
ϐιβλιογραφικές πηγές και συνδέεται µε την τάση του αλγόριθµου να επιλέγει ένα υποσύνολο
χαρακτηριστικών που έχουν τη µεγαλύτερη συσχέτιση µε µια κατηγορία (συνάφεια) και τη
µικρότερη συσχέτιση µεταξύ τους (πλεονασµός) [97]. Αντίστοιχα πολύ υψηλή είναι και η
απόδοση της µεθόδου Joint Mutual Information Maximisation.

7.1.3 Ταξινοµητές

Στην περίπτωση των ταξινοµητών παρατηρούµε πως συνολικά για όλες τις κατηγορίες αλ-
γορίθµων επιλογής χαρακτηριστικών οι ταξινοµητές AdaBoost και GradientBoosting εµφα-
νίζουν την υψηλότερη απόδοση µε σταθερά υψηλά ποσοστά άνω του 80-90%. Οι αλγόριθµοι
αυτοί ανήκουν στην κατηγορία των µοντέλων συνόλων και δη στις µεθόδους ενίσχυσης. Ο
συνδυασµός αρκετών αδύναµων µοντέλων για την δηµιουργία ενός ισχυρού συνόλου δείχνει
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να ταξινοµεί µε µεγάλη συνέπεια και αποδοτικότητα τις επιµέρους καρκινικές επικινδυνότη-
τες [47]. Ανάλογα υψηλά ποσοστά δίδουν και τα δένδρα αποφάσεων στην πλειονότητα των
περιπτώσεων. Αντίθετα παρατηρούµε µειωµένη απόδοση και µεταβλητή συµπεριφορά στην
λειτουργία των πολυεπίπεδων νευρωνικών δικτύων καθώς και των αλγορίθµων Bagging και
RandomForest, των οποίων η τυχαία επιλογή υποσυνόλων εντός του συνόλου δεδοµένων ο-
δηγεί σε λανθασµένη κατηγοριοποίηση των δειγµάτων. Η λογιστική παλινδρόµηση µε ποινή
είτε l2 (RigdeRegression) είτε l1 (Lasso) ϕαίνεται να λειτουργούν αποτελεσµατικά στα µικρά
σύνολα δεδοµένων που διαχειριζόµαστε, αποβάλλοντας χαρακτηριστικά που δεν διαφορο-
ποιούνται από περιοχή σε περιοχή. Τέλος οι µηχανές διανυσµάτων υποστήριξης και ιδίως ο
γραµµικός πυρήνας παρουσιάζει αποδόσεις της τάξης του 80-90% γεγονός που πιθανώς να
συνηγορεί πως τα δεδοµένα είναι γραµµικά διαχωρίσιµα.

7.2 Περιορισµοί

Κατά την εκπόνηση αυτής της εργασίας, ήρθαµε αντιµέτωποι µε αρκετούς περιορισµούς,
που αφορούν τόσο συνολικά το έργο όσο και ειδικά την προτεινόµενη υλοποίηση.

7.2.1 Φύση των δεδοµένων

Στα πλαίσια του έργου, συλλέχθηκε πλήθος απεικονιστικών δεδοµένων για κάθε ασθενή.
Τα προκύπτοντα ϱαδιώµατα είναι αποτέλεσµα της εξαγωγής και σύνθεσης των πληροφοριών
από τους διαφόρους τύπους δεδοµένων ανά ασθενή, ϐάσει των οποίων πραγµατοποιήθηκε
η στατιστική ανάλυση και η ανάπτυξη του απαιτούµενου προγνωστικού µοντέλου. Το πρω-
τόκολλο που εφαρµόστηκε στους ασθενείς είναι πειραµατικό και η ϕύση του είναι διερευνη-
τική σκοπεύοντας στην εύρεση, κατά το δυνατόν, ϐέλτιστων ορίων των περιοχών καρκινικής
επικινδυνότητας εντός των ϐλαβών. Συγκεκριµένα ο ορισµός των κατωφλιών για τα όρια των
περιοχών στις περιπτώσεις των πρώτων ασθενών ( Ασθενής 6, Ασθενής 12) δεν ήταν σαφής
αλλά δυναµικός και σταδιακά από την ασθενή 16 και έκτοτε ξεκίνησε η συστηµατοποίηση
του. Σκοπός της παρούσας εργασίας είναι να αξιολογήσει υπολογιστικά τα προτεινόµενα
κλινικά όρια για το αν διακρίνουν ικανοποιητικά τις περιοχές ενδιαφέροντος και σε περίπτω-
ση που απαιτηθεί να γίνει η αναπροσαρµογή των ορίων ή ακόµα και η ϑέσπιση δύο αντί
τριών περιοχών καρκινικής επικινδυνότητας. Σε κάθε περίπτωση η εργασία αυτή µπορεί να
χρησιµοποιηθεί µελλοντικά για τον έλεγχο νέων προτεινόµενων κλινικών ορίων.

7.2.2 Υπολογιστική διαδικασία

Το πρόβληµα της ταξινόµησης ιατρικών δεδοµένων, ϐασίζεται σε τεχνικές µηχανικής
µάθησης η λειτουργία των οποίων εµφανίζει δοµικούς περιορισµούς. Ειδικότερα, για την
ευρωστία και επαναληψιµότητα του συστήµατος είναι ϑεµιτή αν όχι απαραίτητη η χρήση µε-
γάλων συνόλων δεδοµένων διαφορετικών ασθενών για να γίνει αποδοτικότερα η εκπαίδευση
των µοντέλων. Για να αντιµετωπίσουµε το Ϲήτηµα αυτό οδηγηθήκαµε σε επαύξηση των δεδο-
µένων µε την χρήση στατιστικών ϕίλτρων και µετασχηµατίζοντας τις αρχικές εικόνες. Ωστόσο
καθότι το έργο ϐρίσκεται ακόµα σε εξέλιξη νέα δεδοµένα προκύπτουν τα οποία ϑα ϐελτι-
ώσουν δυνητικά την γνώση µας τόσο για την λειτουργία του συστήµατος υποστήριξης όσο και
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την ακρίβεια των κλινικών ορίων. Παράλληλα ένα συχνό ϕαινόµενο συστηµάτων που ϐασίζο-
νται σε τεχνικές µηχανικής µάθησης είναι η υπερπροσαρµογή (over-fitting). Συγκεκριµένα,
λέγοντας υπερπροσαρµογή εννοούµε το ϕαινόµενο κατά το οποίο η τεχνική κατηγοριοποίη-
ση ταιριάζει ακριβώς στα δεδοµένα εκπαίδευσης και ίσως να µη µπορεί να εφαρµοστεί σε πιο
ευρύ πληθυσµό δεδοµένων. Για παράδειγµα, ας υποθέσουµε ότι τα δεδοµένα εκπαίδευσης
περιέχουν λανθασµένα δεδοµένα ή δεδοµένα µε ϑόρυβο ή µη ισορροπηµένα, ως προς τις
τρεις κατηγορίες, δεδοµένα. Σε αυτή την περίπτωση, το ακριβές ταίριασµα των δεδοµένων
δεν είναι επιθυµητό. Για να αποφύγουµε την υπερπροσαρµογή [98] :

• Κανονικοποιήσαµε εξ αρχής τα δεδοµένα σε νέα εύρη τιµών κάνοντας χρήση της συ-
νάρτησης StandardScaler αφαιρώντας από κάθε χαρακτηριστικό την µέση τιµή και
διαιρώντας µε την τυπική απόκλιση.

• Αφαιρέσαµε χαρακτηριστικά µε επαναλαµβανόµενες σταθερές τιµές ή χαρακτηριστικά
µε ελλιπείς τιµές.

• Επαυξήσαµε το σύνολο δεδοµένων κατά δέκα ϕορές µε τον µετασχηµατισµό των αρχι-
κών εικόνων.

• Η προγνωστική ακρίβεια όλων των µοντέλων αποτυπώθηκε µετά από διαδοχικές συνε-
χείς εκτελέσεις ενώ σε όλες τις περιπτώσεις διενεργήθηκε διασταυρούµενη επαλήθευση
της ακρίβειας δέκα πτυχών (10-fold, cross validation).

• Χρησιµοποιήσαµε µεταξύ άλλων µοντέλα συνόλων ως ταξινοµητές τα οποία µειώνουν
την υπερπροσαρµογή και αυξάνουν την προγνωστική ευελιξία των µοντέλων.

Παρόλα αυτά, η υπερπροσαρµογή είναι ένας δοµικός περιορισµός και πρέπει να ληφθεί
υπόψιν στην αξιολόγηση του συστήµατος.

7.3 Μελλοντικές Προεκτάσεις

Το σύστηµα που αναπτύχθηκε στα πλαίσια αυτής της διπλωµατικής εργασίας ϑα µπο-
ϱούσε να ϐελτιωθεί και να επεκταθεί περαιτέρω, τουλάχιστον ως προς τρεις κατευθύνσεις.
Συγκεκριµένα, αναφέρονται τα ακόλουθα:

• Ενσωµάτωση περισσότερων κλινικών δειγµάτων από διαφορετικές ασθενείς συµβάλλο-
ντας στην ευρωστία και επαναληψιµότητα του συστήµατος.

• Ορισµός ακριβέστερων κλινικών ορίων των περιοχών επικινδυνότητας.

• Χρήση µοντέλων ϐαθιάς µάθησης στην εξαγωγή χαρακτηριστικών για την περαιτέρω
επαύξηση του συνόλου δεδοµένων (data augmentation). Η χρησιµότητα των µεθόδων
ϐαθιάς µάθησης για την αυτοµατοποιηµένη αναγνώριση και τµηµατοποίηση καρκι-
νικών αλλοιώσεων στην ϑεραπευτική ακτινολογία αποτελεί ερευνητικό αντικείµενο µε
µεγάλες προοπτικές διερεύνησης [99].

118 ∆ιπλωµατική Εργασία



7.3 Μελλοντικές Προεκτάσεις

• Χρήση µοντέλων επιλογής χαρακτηριστικών για την συστηµατοποίηση του ϐέλτιστου
αριθµού επιλεγµένων χαρακτηριστικών, µε στόχο αφενός την µείωσης διαστατικότητας
του συστήµατος και αφετέρου την εγκυρότερη προγνωστική ακρίβεια.
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