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Περίληψη 

 Αναλογικά µε την καθηµερινή αύξηση του πληθυσµού στον κόσµο, αυξάνονται και οι 
ανάγκες των ανθρώπων. Με τον ίδιο τρόπο αυξάνονται οι απαιτήσεις στο σύστηµα ισχύος και 
εµφανίζεται η ανάγκη για καλύτερη χρήση της ενέργειας. Η εξάντληση των αποθεµάτων ορυκτών 
καυσίµων, οι επί του παρόντος κυρίαρχοι ενεργειακοί πόροι, δίνει ένα κάλεσµα αφύπνισης για 
εξεύρεση εναλλακτικών πηγών ενέργειας για αυτούς τους τοµείς. Το Smart Grid, µια αναβάθµιση 
του τρέχοντος συστήµατος που είναι πιο αξιόπιστο, αποδοτικό, προσιτό, ασφαλές και φιλικό προς 
το περιβάλλον, είναι η λύση σε αυτήν την αυξανόµενη ανησυχία. Τα ηλεκτρικά οχήµατα είναι 
πιθανό να εξυπηρετούν το ηλεκτρικό δίκτυο ως ανεξάρτητη κατανεµηµένη πηγή ενέργειας. Από 
ορισµένες µελέτες έχει αποκαλυφθεί ότι τα περισσότερα οχήµατα σταθµεύουν σχεδόν το 95% του 
χρόνου τους. Σε αυτήν την περίπτωση, µπορούν να παραµείνουν συνδεδεµένοι στο δίκτυο και να 
είναι έτοιµοι να παραδώσουν την ενέργεια που είναι αποθηκευµένη στις µπαταρίες τους. 
Λαµβάνοντας υπόψη την πρόοδο των οχηµάτων µε κινητήρα εσωτερικής καύσης, καθιστώντας τα 
ηλεκτρικά οχήµατα αποτελεσµατικά και έτσι δηµοφιλή είναι αναµφίβολα ένα δύσκολο έργο. Ένας 
από τους βασικούς παράγοντες για την αποδοχή των EV στην αγορά θα είναι η διαθεσιµότητα 
σταθµών φόρτισης. Ταυτόχρονα, οι σταθµοί φόρτισης, πρέπει να γίνουν πιο προηγµένοι, να 
χρησιµοποιούν ενέργεια σε πιο αποτελεσµατικό ζήτηµα και, συνεπώς, να παρέχουν καλύτερες 
υπηρεσίες φόρτισης στους ιδιοκτήτες EV, από άποψη τιµής και διαθεσιµότητας ενέργειας. 
Αυτή η διατριβή διαµορφώνει τη ζήτηση ενέργειας για ιδιοκτήτες Ηλεκτρικών Οχηµάτων, 
φορτίζοντας σε δηµόσιους σταθµούς φόρτισης Αυτός ο αλγόριθµος λαµβάνει ιστορικά δεδοµένα 
των περιόδων φόρτισης ηλεκτρικών οχηµάτων και προβλέπει τη µελλοντική ζήτηση µε βάση 
χρονοσειρές, χρησιµοποιώντας ένα LSTM µε τη χρήση Keras και Tensorflow στο Python. Ο 
αλγόριθµος συγκρίνεται µε βασικούς αλγόριθµους πρόβλεψης, αποδεικνύοντας την 
αποτελεσµατικότητά του στην πρόβλεψη της ωριαίας ζήτησης ενέργειας σταθµών φόρτισης. 

Λέξεις - κλειδιά 

Δίκτυα µακράς και βραχείας µνήµης, Αναδροµικά Νευρωνικά Δίκτυα, Ηλεκτρικά Οχήµατα, Ευφυή 
Δίκτυα,  Βαθιά Μηχανική Μάθηση, Βαθιά Νευρωνικά Δίκτυα, Χρονοσειρές, Προβλέψεις, 
Ηλεκτρικά Οχήµατα, Έξυπνη Φόρτιση 

7



8



Abstract 

 Ιn day to day increasing population in the world, the needs of people are increasing. In that 
same way the demands in the power system are increasing, and there comes the need for better 
utilisation of energy. Depletion of fossil fuel reserves, the currently dominant energy resources, 
gives a wakeup call for finding alternative energy sources for these sectors. Smart Grid, an upgrade 
of the current system which is more reliable, efficient, affordable, secured, and environment 
friendly, is the solution to this growing concern. Electric Vehicles are potential on serving the 
electric grid as an independent distributed energy source. It has been revealed by some studies that 
most vehicles are parked almost 95% of their time. In this case, they can remain connected to the 
grid and be ready to deliver the energy stored in their batteries. Taking into consideration the 
advancement of internal combustion engine vehicles, making electric vehicles efficient, and thus 
popular is undoubtedly a difficult project. One of the key factors for the acceptance of EVs in the 
marketplace will be the availability of charging stations. At the same time, charging stations, need 
to become more advanced, use energy in a more efficient matter and thus provide better charging 
services to the EV owners, in terms of energy price and availability. 
This thesis models the demand for energy of Electric Vehicles owners, charging in public charging 
stations. This algorithm takes historic data of electric vehicle charging sessions, and predicts the 
future demand based on time-series, using an LSTM with the use of Keras and Tensorflow in 
Python. The algorithm is compared to baseline forecasting algorithms, proving its efficiency in 
predicting charging stations’ hourly energy demand. 

Keywords 

LSTM, RNN, EV, Smart Grid,  Deep Learning, Deep Neural Networks, Time Series Data, Forecast, 
Smart Charging 
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Κεφάλαιο 1 

Εισαγωγή 

1.1 Αντικείµενο Διπλωµατικής 
Σκοπός της διπλωµατικής είναι η εφαρµογή και µελέτη της βαθιάς µηχανικής µάθησης και 
συγκεκριµένα των αναδροµικών νευρωνικών δικτύων µακράς και βραχείας µνήµης (Lstm), για την 
πραγµατοποίηση βραχυπρόθεσµων προβλέψεων ζήτησης ενέργειας σε σταθµούς φόρτισης 
αυτοκινήτων. Η βαθιά µηχανική µάθηση χρησιµοποιείται ήδη ευρέως σε ένα µεγάλο φάσµα 
προβληµάτων. Ως υποκατηγορία τα αναδροµικά νευρωνικά δίκτυα και ειδικότερα τα LSTMs είναι 
πολύ αποτελεσµατικά στη µελέτη χρονοσειρών. Στα πλαίσια αυτής της διπλωµατικής, 
πραγµατοποιούνται προβλέψεις ζήτησης ηλεκτρικής ενέργειας σε σταθµούς φόρτισης ηλεκτρικών 
οχηµάτων και εξετάζονται οι παράγοντες που επηρεάζουν την απόδοση των προβλέψεων, µε τελικό 
σκοπό την βελτιστοποίηση των αποτελεσµάτων. 

1.2 Οργάνωση της διπλωµατικής  
Στο πρώτο κεφάλαιο αναφέρεται το θέµα και το αντικείµενο της διπλωµατικής. Στη συνέχεια στο 
Κεφάλαιο 2 αναλύεται το περιβάλλον κάτω από το οποίο δηµιουργήθηκε η ανάγκη για έρευνα 
πάνω στην πρόβλεψη ζήτησης ενέργειας για σταθµούς φόρτισης ηλεκτρικών οχηµάτων. Στο τρίτο 
κεφάλαιο αναλύονται θεωρητικά οι έννοιες των νευρωνικών και συγκεκριµένα των αναδροµικών 
νευρωνικών δικτύων και των δικτύων βραχείας και µακράς µνήµης που χρησιµοποιήθηκαν στην 
ανάπτυξη του µοντέλου, για λύση του ζητούµενου. Στο κεφάλαιο 4, γίνεται µία ανάλυση γύρω από 
τα διαθέσιµα δεδοµένα αυτή τη στιγµή (Ιούλιος 2021) και περιγράφεται αναλυτικά ο τρόπος 
επεξεργασίας των δεδοµένων πριν από την χρήση τους στο νευρωνικό δίκτυο. Στο κεφάλαιο 5, 
αναλύεται η βασική απόδοση, σε δύο βασικά µοντέλα, το persistence και της γραµµικης 
παλινδρόµησης, και στη συνέχεια η απόδοση αυτή χρησιµοποιείται ως µέτρο σύγκρισης για να 
αξιολογηθεί το αναπτυσσόµενο LSTM µοντέλο. Τέλος, στο Κεφάλαιο 6 αναφέρονται κάποιες 
προσθήκες που θα µπορούσαν να γίνουν µελλοντικά, και µε την ύπαρξη περισσότερων δεδοµένων. 
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Κεφάλαιο 2 
Ευφυή Δίκτυα και Ηλεκτρικά Οχήµατα 

2.1 Ευφυή Δίκτυα 

Το σύστηµα ηλεκτρικής ενέργειας που αναπτύχθηκε πριν από αρκετές δεκαετίες, µετατρέπεται 
σταδιακά σε “ευφυές”, παγκοσµίως γνωστό ως Smart Grid [1] , λόγω της διαθεσιµότητας πληθώρας 
νέων τεχνολογιών αλλά και της ανάγκης για χρήση ανανεώσιµων πηγών ενέργειας. Το ευφυές 
δίκτυο παρέχει λύση για σταθερότητα, αξιοπιστία, αποδοτικότητα, χαµηλότερο κόστος και 
ελάττωση της ατµοσφαιρικής ρύπανσης. Τρεις κυρίαρχοι παράγοντες επηρεάζουν τα µελλοντικά 
ηλεκτρικά συστήµατα του κόσµου: κυβερνητικές πολιτικές, ανάγκες αποδοτικότητας του 
καταναλωτή και εισαγωγή νέων τεχνολογιών. Παράλληλα, περιβαλλοντικά κίνητρα έχουν ωθήσει 
κυβερνητικές πολιτικές σε όλο τον κόσµο να επηρεάζουν ολόκληρο το ενεργειακό σύστηµα µε 
στόχο τη µεγαλύτερη αποδοτικότητα, τη συντήρηση και την εισαγωγή ανανεώσιµων πηγών 
ηλεκτρικής ενέργειας. Αυτοί είναι οι κύριοι παράγοντες που επεκτείνουν από τη µία πλευρά τη 
χρήση όλων των νέων τεχνολογιών ανανεώσιµης ενέργειας και αποθήκευσης, και από την άλλη 
νέων τεχνικών ενεργειακής απόδοσης και διατήρησης. Οι καταναλωτές γίνονται περισσότερο 
συµµετοχικοί αφού αποκτούν τη δυνατότητα να συµµετέχουν στις αποφάσεις κατανάλωσης 
ενέργειας που επηρεάζουν την καθηµερινή τους ζωή. Ταυτόχρονα, επεκτείνουν τις ενεργειακές τους 
ανάγκες. Η συµµετοχή των καταναλωτών στα ευφυή δίκτυα περιλαµβάνει εκτεταµένη χρήση 
ηλεκτρικών οχηµάτων (τόσο ΙΧ οχήµατα όσο και µεγαλύτερα οχήµατα όπως φορτηγά και 
λεωφορεία), έλεγχο οικιακών συσκευών µε σκοπό της εξοικονόµηση ενέργειας, ιδιοκτησία 
κατανεµηµένης παραγωγής ολοένα και περισσότερο από ανανεώσιµες πηγές ενέργειας και 
διαχείριση αποθήκευσης ηλεκτρικής ενέργειας σε ιδιωτικό επίπεδο (πχ. σε ένα νοικοκυριό)  έτσι 
ώστε να συµπίπτει η παραγωγή µε την ανάγκη για κατανάλωση ελαχιστοποιώντας έτσι τη ζήτηση 
ενέργειας από το δίκτυο. Η διαθεσιµότητα νέων τεχνολογιών, όπως περισσότεροι και ενηµερωµένοι 
αισθητήρες SCADA (σύστηµα εποπτείας, ελέγχου και συλλογής πληροφοριών), ασφαλείς 
αµφίδροµες επικοινωνίες, ολοκληρωµένη διαχείριση δεδοµένων και έξυπνοι, αυτόνοµοι ελεγκτές 
έχουν δηµιουργήσει ευκαιρίες που δεν υπήρχαν πριν από µια δεκαετία. Το σύστηµα ηλεκτρικής 
ενέργειας του µέλλοντος πρέπει να χρησιµοποιεί όλες αυτές τις τεχνολογίες, για να αντιµετωπίσει 
όλες αυτές τις ανάγκες δηµιουργώντας ένα πιο έξυπνο, πιο αποτελεσµατικό και βιώσιµο δίκτυο. Τα 
τελευταία χρόνια, υπήρξαν πολλά άρθρα και συνέδρια σχετικά µε τα ευφυή δίκτυα, αλλά παραµένει 
µεγάλη η σύγχυση µεταξύ των συµµετεχόντων, σχετικά µε το τι συνεπάγεται ο όρος. Αν και έχουν 
προταθεί πολλοί διαφορετικοί ορισµοί για τα ευφυή δίκτυα, στις περισσότερες περιπτώσεις οι 
χρήστες έχουν προτείνει ιδιαίτερα συγκεκριµενοποιηµένους ορισµούς που σχετίζονται µε τις 
συγκεκριµένες εφαρµογές των εκάστοτε χρηστών και των τοπικών τους αναγκών για 
εκσυχρονισµό. Παρακάτω, ορίζουµε το ευφυές δίκτυο (Smart Grid) µε τους ευρύτερα αποδεκτούς 
παγκόσµιους όρους. Αρχίζουµε µε µια περιγραφή της σύνθεσης του σηµερινού συµβατικού 
συστήµατος ηλεκτρικής ενέργειας και στη συνέχεια θα προσδιορίσουµε τους τοµείς που πρέπει να 
αλλάξουν για να παρέχουν την απαραίτητη νοηµοσύνη και έλεγχο για τη µετατροπή σε ασφαλές και 
αποτελεσµατικό ευφυές δίκτυο του µέλλοντος . Οι παρακάτω περιγραφές, περιγράφουν συνοπτικά 
τις αλλαγές που ενδέχονται να οδηγήσουν στη µετάβαση στο ευφυές δίκτυο.      Energy atlas 2018 
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Σχήµα 2.1:Τα βασικά στοιχεία του συµβατικού (στα αριστερά) και του ευφυούς δικτύου (στα δεξιά) 

Μια γενική περιγραφή του σηµερινού συµβατικού ηλεκτρικού συστήµατος διανοµής απεικονίζεται 
στα αριστερά του Σχήµατος 2.1. Παραδοσιακά [2], το σύστηµα χωρίζεται σε ως επί το πλείστον 
αποµονωµένα εξαρτήµατα: παραγωγή, µετάδοση, υποσταθµούς, διανοµή και τον τελικό 
καταναλωτή. Βασικά χαρακτηριστικά του συµβατικού συστήµατος που θα αλλάξουν µε σκοπό την 
µετάβαση σε ένα ευφυές δίκτυο είναι τα ακόλουθα χαρακτηριστικά:  
1. Οι κεντρικές πηγές παραγωγής ενέργειας 
2. Η µονόδροµη ροή ενέργειας από την πηγή στους πελάτες,  
3. Η παθητική συµµετοχή των πελατών - καταναλωτών, αφού στο συµβατικό σύστηµα η γνώση 

των καταναλωτών σχετικά µε τη χρήση ηλεκτρικής ενέργειας περιορίζεται σε ένα λογαριασµό 
ενέργειας που λαµβάνεται και εξοφλείται µηνιαία 

4. Η παρακολούθηση και ο έλεγχος σε πραγµατικό χρόνο, που περιορίζεται κυρίως στην 
παραγωγή και µετάδοση, και µόνο σε ορισµένες επιχειρήσεις κοινής ωφέλειας, επεκτείνεται 
στο σύστηµα διανοµής 
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5.  Το µη ευέλικτο σύστηµα που καθιστά δύσκολο το είτε να δέχεται ηλεκτρική ενέργεια από 
εναλλακτικές πηγές σε οποιοδήποτε σηµείο κατά µήκος του δικτύου, είτε να διαχειρίζεται 
αποτελεσµατικά και βιώσιµα νέες υπηρεσίες που επιθυµούν οι χρήστες ηλεκτρικής ενέργειας. 

Αυτά τα συµβατικά χαρακτηριστικά εξυπηρετούσαν επαρκώς τις ανάγκες των ηλεκτρικών 
καταναλωτών και των πελατών στο παρελθόν. Ωστόσο, οι νέες ανάγκες καλύτερης διαχείρισης 
της ενέργειας, από συνειδητοποιηµένους καταναλωτές, σε συνδυασµό µε πολιτικές των χωρών 
που προωθούν τη βιωσιµότητα και την ενεργειακή ανεξαρτησία από ξένες πηγές, τη 
διαθεσιµότητα πιο έξυπνων τεχνολογιών και τις ολοένα αυξηµένες ανάγκες για ενέργεια, 
απαιτούν ένα εκσυγχρονισµένο σύστηµα ηλεκτρικής ενέργειας που να διαφέρει ριζικά και 
στους 5 τοµείς που αναφέρονται παραπάνω. 
Ένα γενικό σχήµα του ευφυούς δικτύου ηλεκτρικής ενέργειας, ή Smart Grid, παρουσιάζεται 
στα δεξιά του Σχήµατος 1. Οι βασικές απαιτήσεις αυτού του συστήµατος θα χαρακτηρίζονται 
από τους ακόλουθους µετασχηµατισµούς:  
• Να καθιστεί δυνατή η ενσωµάτωση ανανεώσιµων πηγών ενέργειας 
• Να επιτραπεί η ενεργή συµµετοχή των πελατών µε σκοπό την καλύτερη εξοικονόµηση 
ενέργειας 
• Να επιτευχθεί από τα συστήµατα επικοινωνιών η αντιµετώπιση της ασφάλειας του 
συστήµατος 
• Να βελτιωθεί η χρήση των υπαρχόντων υποδοµών για την αντιµετώπιση της µακροπρόθεσµης 
βιωσιµότητας 
• Να επιτραπεί η βελτιστοποιηµένη ροή ενέργειας, για να µειωθούν οι απώλειες και το κόστος 
της ενέργειας 
• Να επιτραπεί η ενσωµάτωση ηλεκτρικών οχηµάτων για να µειωθεί η εξάρτηση από τα 
καύσιµα υδρογονανθράκων 
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2.2 Ηλεκτρικά οχήµατα και η ένταξη τους στα ευφυή δίκτυα 

Τα ηλεκτρικά οχήµατα (EVs - συντοµογραφία από το Electric Vehicle) [3], µε τις δυνατότητές τους 
για εξοικονόµηση υδρογονανθράκων και µειώσεις εκποµπών διοξειδίου του άνθρακα, εγείρουν 
σηµαντικό καταναλωτικό και πολιτικό ενδιαφέρον. Ωστόσο, δεδοµένης της αρκετά µεγάλης 
ποσότητας ηλεκτρικής ενέργειας που χρειάζονται για τη φόρτιση, προκαλείται µία σύγχυση µεταξύ 
των επιχειρήσεων κοινής ωφελείας που είναι υπεύθυνες για την παροχή αυτής της ηλεκτρικής 
ενέργειας, αφού το συµβατικό ηλεκτρικό δίκτυο θα υποφέρει από τον αντίκτυπο της αύξησης των 
αναγκών λόγω φόρτισης των ηλεκτρικών οχηµάτων. Για να ελαχιστοποιηθούν οι αρνητικές 
συνέπειες, είναι σηµαντικό να προετοιµαστεί η ενσωµάτωση των ηλεκτρικών οχηµάτων στο 
δίκτυο. Η πιο σοβαρή ανησυχία για τις επιχειρήσεις κοινής ωφέλειας είναι ο έλεγχος πότε οι 
σταθµοί φόρτισης ηλεκτρικών οχηµάτων (γνωστοί και ως EVSE από τα αρχικά Electric Vehicle 
Supply Equipment) θα χρειάζονται φορτίο από το δίκτυο. Ένα υψηλό ποσοστό καταναλωτών που 
θα συνδέει προς φόρτιση ενστικτωδώς τα ηλεκτρικά οχήµατα τους όταν φτάνουν στο σπίτι από τη 
δουλειά, πιθανόν να προκαλέσει σοβαρές επιπτώσεις στην αιχµή της ζήτησης στο δίκτυο. Ένας 
οικιακός σταθµός φόρτισης τυπικά απαιτεί φορτίο ηλεκτρικής ενέργειας ίσο µε 6,6kW (240V 30Α) 
- περίπου ισοδύναµο µε το φορτίο ενός ολόκληρου σπιτιού στα 7kW , που σηµαίνει ότι η φόρτιση 
ενός µόνου ηλεκτρικού οχήµατος µπορεί να διπλασιάσει το µέγιστο φορτίο ενός σπιτιού έτσι ώστε 
ακόµη και χαµηλά επίπεδα υιοθέτησης ηλεκτρικών οχηµάτων σε µια συγκεκριµένη γειτονιά µπορεί 
να πιέσουν αρκετά την υπάρχουσα ηλεκτρική υποδοµή. Η επικράτηση των ηλεκτρικών οχηµάτων 
στην αγορά (EV) απαιτεί την προετοιµασία του περιβάλλοντος του προϊόντος. Είναι απαραίτητο να 
αναβαθµιστούν τα  δίκτυα ηλεκτρικής ενέργειας και να αναπτυχθούν δηµόσιοι σταθµοί φόρτισης.  

Οι δηµόσιες εγκαταστάσεις φόρτισης είναι απαραίτητες λοιπόν για την επικράτηση των 
ηλεκτρικών οχηµάτων. Παρόλο που πολλές πόλεις σχεδιάζουν την κατασκευή και επέκταση των 
υποδοµών φόρτισης των ηλεκτρικών οχηµάτων, είναι πιθανό ότι οι οδηγοί αυτών των οχηµάτων θα 
χρειάζεται να φορτίζουν τα οχήµατά τους στο σπίτι τους στο άµεσο µέλλον, µέχρι οι σταθµοί 
φόρτισης να είναι τόσοι που θα ικανοποιούν τις ανάγκες των οδηγών. Καθώς η µπαταρία απαιτεί 
εκτεταµένη χρονική περίοδο για επαναφόρτιση, περιορίζεται η χρήση των ηλεκτρικών οχηµάτων 
σε µικρές µόνο αποστάσεις. Οι κατασκευάστριες εταιρείες προσπαθούν να ξεπεράσουν το 
πρόβληµα της µικρής αυτονοµίας µε σταθµούς γρήγορης φόρτισης όπου ένα όχηµα µπορεί να 
φορτιστεί κατά ένα µεγάλο ποσοστό σε λίγα µόνο λεπτά. Σε σύγκριση µε τα βενζινοκίνητα 
οχήµατα, ένα ηλεκτρικό όχηµα απαιτεί περισσότερο χρόνο για ανεφοδιασµό δηλαδή επαναφόρτιση 
και ο σταθµός γρήγορης φόρτισης κοστίζει περισσότερο για να λειτουργήσει. Αυτά τα εγγενή 
προβλήµατα, σε συνδυασµό µε την έλλειψη υποδοµής επαναφόρτισης, αναστέλλουν σε µεγάλο 
βαθµό την ευρεία υιοθέτηση ηλεκτρικών οχηµάτων. Το άγχος της εµβέλειας (ένας οδηγός µπορεί 
να φοβάται ότι το όχηµα θα αποφορτιστεί πλήρως πριν φτάσει στον προορισµό) αποτελεί 
σηµαντικό εµπόδιο για τη διείσδυση των ηλεκτρικών οχηµάτων στην αγορά. 

Το ευφυές δίκτυο είναι το κλειδί για την επίλυση αυτών των προβληµάτων, αφού µε εφαρµογή 
έξυπνης φόρτισης µπορεί να σταθεροποιήσει το φορτίο στο δίκτυο. Παρέχει λοιπόν τις µετρήσεις 
και τον έλεγχο που απαιτούνται για τον µετριασµό των επιπτώσεων υψηλού φορτίου και την 
προστασία των εξαρτηµάτων του δικτύου διανοµής από την υπερφόρτωση λόγω φόρτισης 
ηλεκτρικών οχηµάτων διασφαλίζοντας έτσι την αποτελεσµατικότερη παραγωγική ικανότητα 
παραγωγής ηλεκτρικής ενέργειας. Σε ένα ευφυές δίκτυο, τα βοηθητικά προγράµµατα µπορούν να 
διαχειριστούν το πότε και τον τρόπο µε τον οποίο πραγµατοποιείται η φόρτιση ενός ηλεκτρικού 
οχήµατος ενώ εξακολουθούν να ακολουθούν και τις προτιµήσεις των πελατών. Η ενσωµάτωση των 
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ευφυών δικτύων επιτρέπει επίσης στα βοηθητικά προγράµµατα να παρέχουν στους καταναλωτές 
περισσότερες πληροφορίες σχετικά µε την εµπειρία τους στην ηλεκτροκίνηση - επιτρέποντας τους 
να κατανοήσουν καλύτερα το κόστος της τροφοδοσίας, τις θετικές και αρνητικές επιπτώσεις στο 
περιβάλλον, και τις δυνατότητες γύρω από τον καθορισµό των προτιµήσεων φόρτισης. Το ευφυές 
δίκτυο επιτρέπει επίσης στις επιχειρήσεις κοινής ωφελείας να συλλέγουν δεδοµένα µετρητών ειδικά 
για τα ηλεκτρικά οχήµατα, να προσφέρουν διαφοροποιηµένες τιµές για φόρτιση ηλεκτρικών 
οχηµάτων, και να προσελκύουν περισσότερους καταναλωτές προσφέροντας τα κατάλληλα κίνητρα. 
Λόγω της ισχυρής υποδοµής επικοινωνιών που συνεπάγεται το ευφυές δίκτυο, τα βοηθητικά 
προγράµµατα µπορούν να παρακολουθούν εξ αποστάσεως τους σταθµούς φόρτισης και να 
επιτρέπουν την ολοκληρωµένη διαχείριση της φόρτισης. Μπορούν επίσης να επιλύσουν 
προβλήµατα φόρτισης και απορίες των καταναλωτών χωρίς να χρειάζονται περιττές κλήσεις 
υπηρεσιών µε φυσικούς αντιπροσώπους. 

Η ενσωµάτωση των ηλεκτρικών οχηµάτων στο ευφυές δίκτυο επιτρέπει τη χρήση των µπαταριών 
των ηλεκτρικών οχηµάτων ως µια µεγάλη κατανεµηµένη αποθήκη ενέργειας που χρησιµεύει στην 
εξισορρόπηση της παραγωγής και της διακύµανσης φορτίου. Οι µπαταρίες µπορούν να φορτιστούν  
όταν υπάρχουν διαθέσιµες ανανεώσιµες πηγές ενέργειας στο δίκτυο και να προσφέρουν ενέργεια 
στο δίκτυο όταν οι ανανεώσιµες δεν προσφέρουν. Με αυτό τον τρόπο, τα ηλεκτρικά οχήµατα 
βοηθούν την ενεργειακή βιοµηχανία να βελτιστοποιήσει τη διαχείριση φορτίου των δικτύων τους. 

Ωστόσο, η ανάπτυξη σύγχρονων σταθµών φόρτισης και η ένταξη τους στο ευφυές δίκτυο, 
συνώνυµο της επικράτησης των ηλεκτρικών οχηµάτων στην αγορά, απαιτεί ακόµη αρκετή έρευνα 
για να γίνει δυνατή η µέγιστη εκµετάλλευση της ενέργειας που προσφέρουν οι ανανεώσιµες πηγές 
ενέργειας, και να ελαχιστοποιηθεί η καύση υδρογονανθράκων. Ένας σταθµός φόρτισης θα πρέπει 
να έχει τη δυνατότητα να προβλέπει τη µελλοντική ζήτηση σε ενέργεια από τους οδηγούς 
ηλεκτρικών οχηµάτων, έτσι ώστε να προσαρµόζει τις τιµές πώλησης κατάλληλα έτσι ώστε να 
κερδίζουν και οι δύο πλευρές, σταθµός και οδηγοί, και παράλληλα να εξασφαλίζεται η κάλυψη των 
αναγκών φόρτισης κάτω από οποιεσδήποτε συνθήκες.  
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Κεφάλαιο 3 

Θεωρητικό Υπόβαθρο 

3.1 Νευρωνικά δίκτυα 
Με στοιχεία από το [13], ένα νευρωνικό δίκτυο ορίζεται ως ένα διασυνδεδεµένο σύνολο απλών 
στοιχείων επεξεργασίας, µονάδων ή κόµβων, των οποίων η λειτουργικότητα µοιάζει µε τον 
ανθρώπινο νευρώνα. Η ικανότητα επεξεργασίας ενός τέτοιου δικτύου βρίσκεται στα σηµεία 
σύνδεσης, ή στα βάρη, που λαµβάνουν τιµές µετά από µια διαδικασία προσαρµογής ή µάθησης από 
ένα σύνολο προτύπων εκπαίδευσης. Ο ανθρώπινος εγκέφαλος αποτελείται από περίπου  100 
δισεκατοµµύρια νευρικά κύτταρα ή νευρώνες, του οποίου ένα απλοποιηµένο παράδειγµα φαίνεται 
στο Σχήµα 3.1.  

 

 

 

 

Σχήµα 3.1 Βασικά συστατικά ενός νευρώνα σε απλοποιηµένη µορφή. 

Οι νευρώνες επικοινωνούν µέσω ηλεκτρικών σηµάτων, που είναι µικρής διάρκειας και µεγάλου 
πλάτους ακµές στην καµπύλη της τάσης του κυτταρικού τοιχώµατος ή της µεµβράνης. Οι 
συνδέσεις µεταξύ των νευρώνων δηµιουργούνται από ηλεκτροχηµικές συνδέσεις-κόµβους που 
ονοµάζονται συνάψεις, οι οποίες βρίσκονται σε κλάδους του κυττάρου που αναφέρονται ως 
δενδρίτες. Κάθε νευρώνας έχει συνήθως πολλές χιλιάδες συνδέσεις µε άλλους νευρώνες και 
συνεπώς λαµβάνει συνεχώς ένα πλήθος εισερχόµενων σηµάτων, τα οποία τελικά φτάνουν στο 
κύτταρο. Εκεί, ενσωµατώνονται ή αθροίζονται, µε κάποιο τρόπο και, κατά κανόνα, εάν το 
προκύπτον σήµα υπερβεί ένα συγκεκριµένο όριο, τότε ο νευρώνας θα "πυροδοτήσει" ή θα 
δηµιουργήσει µια τάση ώθησης ως απάντηση. Αυτό µετά µεταδίδεται σε άλλους νευρώνες µέσω 
µιας ίνας διακλάδωσης γνωστή ως άξονας. Κατά τον προσδιορισµό του κατά πόσον µια ώθηση 
πρέπει να παράγεται ή όχι, ορισµένα εισερχόµενα σήµατα παράγουν ένα ανασταλτικό αποτέλεσµα 
και τείνουν να αποτρέπουν την πυροδότηση τάσης ώθησης, ενώ άλλα είναι διεγερτικά και 
προάγουν την παραγωγή ώσεων. Η διακριτική ικανότητα επεξεργασίας κάθε νευρώνα λοιπόν 
εξαρτάται από τον τύπο - διεγερτικό ή ανασταλτικό - και τη δύναµη των συναπτικών του 
συνδέσεων µε άλλους νευρώνες. 
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Σχήµα 3.2 Απλός τεχνητός νευρώνας. 

 

Τα τεχνητά ισοδύναµα των βιολογικών νευρώνων είναι οι κόµβοι ή οι µονάδες όπως φαίνεται στο 
Σχήµα 3.2. Οι συνάψεις µοντελοποιούνται από έναν µόνο αριθµό ή βάρος, έτσι ώστε κάθε είσοδος 
να πολλαπλασιάζεται µε ένα ακριβώς βάρος πριν αποσταλεί στο ισοδύναµο του κυττάρου. Σε αυτό 
το παράδειγµα, τα σταθµισµένα σήµατα αθροίζονται µε απλή πρόσθεση για να ενεργοποιήσουν 
έναν κόµβο. Στον τύπο του κόµβου που φαίνεται στο Σχήµα 3.2 - που ονοµάζεται µονάδα επιλογής 
κατωφλίου ( threshold logic unit ή TLU) - η τιµή της ενεργοποίησης συγκρίνεται µε ένα όριο. Εάν 
η τιµή αυτή υπερβεί το κατώφλι, η µονάδα παράγει έξοδο 1, αλλιώς παράγει 0 . Στο σχήµα, το 
µέγεθος των σηµάτων αντιπροσωπεύεται από το πλάτος των αντίστοιχων βελών τους. Τα βάρη 
εµφανίζονται ως σύµβολα πολλαπλασιασµού ( Χ µέσα σε κύκλο)  και οι τιµές τους είναι ανάλογες 
µε το µέγεθος του συµβόλου. Σε αυτό το παράδειγµα έχουν χρησιµοποιηθεί µόνο θετικά βάρη. Το 
TLU είναι το απλούστερο µοντέλο ενός τεχνητού νευρώνα. 

Ο όρος "δίκτυο" θα χρησιµοποιείται για αναφορά σε οποιοδήποτε σύστηµα τεχνητών νευρώνων. 
Αυτό µπορεί να αφορά κάτι πολύ απλό όπως ένας απλός κόµβος, έως και κάτι πολύ σύνθετο όπως 
µια µεγάλη συλλογή κόµβων στους οποίους ο καθένας συνδέεται µε κάθε άλλο κόµβο στο δίκτυο. 

Σχήµα 3.3: Ένας απλός τύπος νευρωνικού δικτύου 

Κάθε κόµβος αναπαριστάται τώρα από έναν µόνο κύκλο, αλλά τα βάρη εφαρµόζονται σε όλες τις 
συνδέσεις. Οι κόµβοι είναι διατεταγµένοι σε µια πολυεπίπεδη δοµή στην οποία κάθε σήµα 
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προέρχεται από µια είσοδο και περνά µέσω δύο κόµβων πριν φτάσει σε µια έξοδο πέρα από την 
οποία δεν α πλέον. Αυτός ο τύπος εµπροσθοτροφοδοτούµενου δικτύου είναι µόνο ένα παράδειγµα 
από τα πολλά διαθέσιµα, και χρησιµοποιείται συνήθως για να κατατάξει ένα µοτίβο εισόδου σε µία 
από πολλές κλάσεις σύµφωνα µε το προκύπτον µοτίβο εξόδων. Για παράδειγµα, εάν η είσοδος 
αποτελείται από µια κωδικοποίηση από εικόνες χειρόγραφων γραµµάτων, το επίπεδο εξόδου (πάνω 
στην εικόνα) µπορεί να περιέχει 24 κόµβους - έναν για κάθε γράµµα του αλφαβήτου - για να 
αναγνωρίζεται σε ποιο γράµµα-κλάση ανήκει η κάθε είσοδος. Αυτό θα µπορούσε να γίνει µε την 
κατανοµή ενός κόµβου εξόδου ανά κλάση και απαιτώντας ότι µόνο ένας από αυτούς τους κόµβους 
να ενεργοποιείται κάθε φορά που παρέχεται ένα γράµµα της αντίστοιχης κλάσης στην είσοδο. 

3.1 Αναδροµικά Νευρωνικά δίκτυα 
Η ανάγκη που δηµιούργησε τα Αναδροµικά Νευρωνικά Δίκτυα [9] ή RNNs είναι η ικανότητα για 
εκµετάλλευση διαδοχικών πληροφοριών. Σε ένα παραδοσιακό νευρωνικό δίκτυο υποθέτουµε ότι 
όλες οι είσοδοι και οι έξοδοι είναι ανεξάρτητες µεταξύ τους. Υπάρχουν όµως πολλές εφαρµογές 
στις οποίες κάτι τέτοιο δεν ισχύει για τα δεδοµένα. Όταν χρειάζεται να προβλέψουµε την επόµενη 
λέξη σε µια πρόταση, αυτή η πρόβλεψη εξαρτάται σε µεγάλο βαθµό από τις λέξεις που βρίσκονται 
στις αµέσως προηγούµενες θέσεις. Τα RNN ονοµάζονται αναδροµικά επειδή εκτελούν την ίδια 
εργασία για κάθε στοιχείο µιας ακολουθίας, µε την έξοδο να εξαρτάται από τους προηγούµενους 
υπολογισµούς, ενώ διαθέτουν µια µορφή «µνήµης» που συγκρατεί πληροφορίες σχετικά µε αυτό 
που έχει υπολογιστεί ως τώρα. Η βασική µορφή φαίνεται στο Σχήµα 3.4 

Σχήµα 3.4 Ένα ξεδιπλωµένο αναδροµικό νευρωνικό δίκτυο (RNN) 

Ο βασικός λόγος που τα RNNs είναι πιο χρήσιµα για πολλές εφαρµογές είναι ότι επιτρέπουν να 
χρησιµοποιούµε ακολουθίες διανυσµάτων (vectors), στην είσοδο, την έξοδο ή συνήθως και στις 
δύο. Υπάρχουν διαφορετικοί τύποι, όπως φαίνεται και στο Σχήµα 3.5. 
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Σχήµα 3.5: Διαφορετικοί τύποι αναδροµικών νευρωνικών δικτύων (RNN) 

Κάθε ένα παραλληλόγραµµο στο παραπάνω σχήµα συµβολίζει διανύσµατα (vectors) ενώ τα βέλη 
συµβολίζουν τις συναρτήσεις. Τα κόκκινα παραλληλόγραµµα αντιπροσωπεύουν την είσοδο και τα 
µπλε την έξοδο.  

Ενα προς ένα: (one to one): 

Ονοµάζεται επίσης και Plain ή Vanilla Neural network. Χρησιµοποιείται σε προβλήµατα όπου τόσο 
το µέγεθος της εισόδου όσο και την εξόδου είναι σταθερά, και τα δεδοµένα δεν εξαρτώνται από 
προηγούµενα δεδοµένα ή έξοδο.  

π.χ.:  Για ταξινόµηση εικόνων 

Ένα προς πολλά (one to many): 

Χρησιµοποιείται σε προβλήµατα όπου το µέγεθος της εισόδου είναι σταθερό, ενώ η έξοδος είναι 
µια ακολουθία (sequence)  

π.χ.: Image Captioning, δηλάδη µια εφαρµογή που παίρνει την εικόνα ως είσοδο και εξάγει µια 
σειρά από λέξεις. 

Πολλά προς ένα (many to one): 

Δέχεται ως είσοδο µια ακολουθία και δίνει έξοδο σταθερού µεγέθους. 

π.χ.: Ανάλυση συναισθηµάτων όπου µια δεδοµένη πρόταση ταξινοµείται ως έκφραση θετικού ή 
αρνητικού συναισθήµατος. 

Πολλά προς πολλά (many to many): 

Δέχεται µια ακολουθία δεδοµένων ως είσοδο και δίνει ως έξοδο µια ακολουθία δεδοµένων. 

π.χ .: Μηχανική µετάφραση, όπου το RNN διαβάζει µια πρόταση στα Αγγλικά και στη συνέχεια 
εξάγει µια πρόταση στα ελληνικά. 

Διπλής κατεύθυνσης πολλά προς πολλά (Bidirectional Many-to-Many): 

Συγχρονισµένη ακολουθία εισόδου και εξόδου. Δεν υπάρχουν προκαθορισµένες τιµές που να 
περιορίζουν το µήκος των ακολουθιών επειδή ο επαναλαµβανόµενος µετασχηµατισµός είναι 
σταθερός και µπορεί να εφαρµοστεί όσες φορές χρειάζεται. 
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π.χ .: Ταξινόµηση βίντεο όπου χρειάζεται να ταξινοµηθεί κάθε καρέ του βίντεο. 

Ένα απλό Νευρωνικό Δίκτυο αποτελείται από τη µονάδα της εισόδου, κάποια κρυφά επίπεδα και 
τις µονάδες της εξόδου που επεξεργάζονται πληροφορίες ανεξάρτητα, και χωρίς συσχετισµό µε 
προηγούµενες εξόδους. Επίσης, στο νευρωνικό του παρακάτω σχήµατος δώσαµε διαφορετικά βάρη 
και όρους bias στις κρυµµένες µονάδες, αποτρέποντας έτσι οποιαδήποτε αποµνηµόνευση 
πληροφορίας. 

Σχήµα 3.6: Ένα απλός τεχνητός νευρώνας στα αριστερά, συγκρινόµενος µε ένα RNN στα δεξιά[14] 

Από την άλλη, τα κρυµµένα επίπεδα των RNN περιλαµβάνουν ίδια βάρη (Whh) και ίδιες τιµές bias 
(bh) επιτρέποντας έτσι να αποµνηµονεύουν πληροφορίες που έχουν επεξεργαστεί, όπως φαίνεται 
στο σχήµα 3.7 
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Σχήµα 3.7: Τα κρυφά επίπεδα ενός RNN 

Το  αποτυπώνει την τρέχουσα χρονική στιγµή και ορίζεται από την εξίσωση: 

όπου  είναι η κατάσταση εξόδου,  η  τρέχουσα χρονική στιγµή ,  η προηγούµενη χρονική 
στιγµή και το  η κατάσταση εισόδου. 

Η συνάρτηση ενεργοποίησης ορίζεται ως εξής: 

 

Όπου  είναι το βάρος, το  είναι το απλό κρυφό διάνυσµα, το  είναι το βάρος στην 
προηγούµενη κρυφή κατάσταση, και το  είναι το βάρος στην τρέχουσα κατάσταση εισόδου. 

Tο tanh είναι η λειτουργία ενεργοποίησης, που εφαρµόζει µια µη γραµµική σχέση η οποία 
αναπροσαρµόζει τις τιµές στο εύρος [-1.1] 

Η έξοδος είναι της µορφής: 

 

Όπου  είναι η κατάσταση εξόδο και  είναι το βάρος στην κατάσταση εξόδου. 

Στη συνέχεια ακολουθεί ένα απλό παράδειγµα, για την πρόβλεψη του επόµενου χαρακτήρα 
δεδοµένης µιας ακολουθίας από χαρακτήρες. Θα δώσουµε στο RNN ένα τεράστιο κοµµάτι 
κειµένου και θα του ζητήσουµε να µοντελοποιήσει την πιθανότητα του επόµενου χαρακτήρα 
δοσµένης µιας ακολουθίας από προηγούµενους χαρακτήρες.  

Ως ένα απλό παράδειγµα, υποθέτουµε ότι έχουµε ένα λεξιλόγιο τεσσάρων πιθανών γραµµάτων 
"helo" και θέλουµε να εκπαιδεύσουµε το RNN στην ακολουθία "hello". Αυτή η εκπαιδευτική 
ακολουθία είναι στην πραγµατικότητα µια πηγή 4 ξεχωριστών παραδειγµάτων εκπαίδευσης:  

1. Το "e" είναι πιθανό να εµφανιστεί µετά από το “h” 

2. To “l” είναι πιθανό να εµφανιστεί µετά από το “he” 

3. To “l” είναι πιθανό να εµφανιστεί µετά από το “hel” 

4. Και ότι τo “o” είναι πιθανό να εµφανιστεί µετά από το “hell” 

ht

ot ht ht−1
xt

ht = tanh(Whhht−1 + Wxhxt)

W h Whh
Whx

yt = Whyht

yt Why
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Σχήµα 3.8: Τα επίπεδα του RNN στο παράδειγµα πρόβλεψης χαρακτήρα 

Οπισδθοδιάδοση 

Για να κατανοήσουµε και να οπτικοποιήσουµε την οπισθοδιάδοση χρειάζεται να ξετυλίξουµε  το 
δίκτυο σε όλες τις χρονικές στιγµές για να καταλάβουµε πώς ενηµερώνεται το βάρος. Η  επιστροφή 
στην προηγούµενη χρονική στιγµή για ενηµέρωση των βαρών ονοµάζεται οπισθοδιάδοση ή 
Backpropagation. 

Συνήθως αντιµετωπίζουµε την πλήρη ακολουθία της εισόδου (λέξη) ως ένα παράδειγµα 
εκπαίδευσης, οπότε το συνολικό σφάλµα είναι το άθροισµα των σφαλµάτων σε κάθε βήµα 
(χαρακτήρας). Τα βάρη όπως µπορούµε να δούµε είναι τα ίδια σε κάθε βήµα. Αν συνοψίσουµε τα 
βήµατα για την αντίστροφη διάδοση στο χρόνο, τότε το σφάλµα εγκάρσιας εντροπίας υπολογίζεται 
πρώτα χρησιµοποιώντας την τρέχουσα έξοδο και την πραγµατική έξοδο. Εφόσον όµως το δίκτυο 
είναι ξετυλιγµένο για όλα τα βήµατα του χρόνου, για το µη καταγεγραµµένο δίκτυο, η κλίση 
υπολογίζεται για κάθε βήµα ανάλογα µε την παράµετρο βάρους. Αφού το βάρος είναι το ίδιο για 
όλα τα βήµατα, οι κλίσεις µπορούν να συνδυαστούν για όλα τα χρονικά βήµατα. Στη συνέχεια, τα 
βάρη ενηµερώνονται τόσο για τον αναδροµικό νευρώνα όσο και για τα πυκνά επίπεδα.  
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Σχήµα 3.9: Η οπισθοδιάδοση στο RNN 

Σηµείωση: Η επιστροφή σε κάθε χρονική στιγµή και η ενηµέρωση των βαρών της είναι µια πολύ 
αργή διαδικασία που χρειάζεται τόσο υπολογιστική δύναµη όσο και χρόνο. 

Η οπισθοδιάδοση αντιµετωπίζει δύο κύρια προβλήµατα: 

• Την εξαφανιζόµενη κλίση (vanishing gradient)  

• Και την έκρηξη κλίσης (exploding gradient) 

Eξαφανιζόµενη κλίση (vanishing gradient): 

Σύµφωνα µε το [15], καθένα από τα βάρη του νευρωνικού δικτύου λαµβάνει µια ενηµέρωση 
ανάλογη µε τη µερική παράγωγο της συνάρτησης σφάλµατος σε σχέση µε το τρέχον βάρος σε κάθε 
επανάληψη της εκπαίδευσης. Το πρόβληµα είναι ότι σε ορισµένες περιπτώσεις, η κλίση θα είναι 
πολύ µικρή, εµποδίζοντας αποτελεσµατικά το βάρος να αλλάξει την τιµή του. Στη χειρότερη 
περίπτωση, αυτό µπορεί να σταµατήσει εντελώς το νευρωνικό δίκτυο από την περαιτέρω 
εκπαίδευση. Ως ένα παράδειγµα της αιτίας του προβλήµατος, οι παραδοσιακές συναρτήσεις 
ενεργοποίησης, όπως η συνάρτηση υπερβολικής εφαπτοµένης (tanh), έχουν κλίσεις στο εύρος (0, 1) 
και η οπισθοδιάδοση υπολογίζει τις κλίσεις από τον κανόνα της αλυσίδας. Αυτό έχει ως 
αποτέλεσµα τον πολλαπλασιασµό του n από αυτούς τους µικρούς αριθµούς για τον υπολογισµό 
των βαθµίδων των πρώτων στρωµάτων σε ένα δίκτυο n επιπέδων, πράγµα που σηµαίνει ότι η κλίση 
µειώνεται εκθετικά µε το n ενώ τα αρχικά επίπεδα εκπαιδεύονται πολύ αργά. 

• έκρηξη κλίσης (exploding gradient) 

Η έκρηξη κλίσης [16] είναι ένα πρόβληµα που εµφανίζεται όταν συσσωρεύονται µεγάλες κλίσεις 
σφαλµάτων και οδηγούν σε πολύ µεγάλες ενηµερώσεις στα βάρη του νευρωνικού δικτύου κατά τη 
διάρκεια της εκπαίδευσης. Οι κλίσεις χρησιµοποιούνται κατά τη διάρκεια της εκπαίδευσης για την 
ενηµέρωση των βαρών του δικτύου, αλλά συνήθως αυτή η διαδικασία λειτουργεί καλύτερα όταν 
αυτές οι ενηµερώσεις είναι µικρές και ελεγχόµενες. Όταν συσσωρεύονται τα µεγέθη των κλίσεων, 
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είναι πιθανό να εµφανιστεί ένα ασταθές δίκτυο, το οποίο µπορεί να προκαλέσει κακά 
αποτελέσµατα δυσκολίας ή ακόµη και ένα µοντέλο που δεν εκπαιδεύεται ποτέ. 

Σχήµα 3.10: Το πρόβληµα της εξαφανιζόµενης κλίσης (vanishing gradient) 

 

 

Σχήµα 3.11: Το πρόβληµα της έκρηξης κλίσης (exploding gradient) 
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Πλεονεκτήµατα των αναδροµικών νευρωνικών δικτύων: 

Το κύριο πλεονέκτηµα του RNN έναντι των άλλων τεχνητών νευρωνικών δικτύων (Artifical Neural 
Networks ή NN) είναι ότι το RNN µπορεί να µοντελοποιήσει µία ακολουθία δεδοµένων (δηλαδή 
χρονικές σειρές) έτσι ώστε κάθε δείγµα να θεωρείται ότι εξαρτάται από προηγούµενα 

Το κύριο µειονέκτηµα των αναδροµικών νευρωνικών δικτύων είναι τα προβλήµατα εξαφανιζόµενης 
κλίσης και έκρηξης κλίσης. 

3.2 Δίκτυα µακράς και βραχείας µνήµης LSTM 

Σχήµα 3.12: Η επαναλαµβανόµενη µονάδα του LSTM και οι πύλες της. 

Μια ειδική κατηγορία νευρωνικών δικτύων που ανήκουν στην ευρύτερη κατηγορία των 
αναδροµικών νευρωνικών δικτύων (RNN) είναι τα δίκτυα µακράς και βραχείας µνήµης  (Long 
short term memory ή LSTM) 

Το LSTM υλοποιεί µια διαδικασία τριών βηµάτων: 

Κάθε µονάδα LSTM έχει 3 πύλες που ονοµάζονται: Forget gate, Input gate και Output gate όπως 
φαίνονται στο Σχήµα 3.13. 
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Σχήµα 3.13: Οι πύλες του LSTM 

Πύλη forget:  

Αυτή η πύλη αποφασίζει ποια δεδοµένα από το παρελθόν πρέπει να κρατηθούν και ποια να 
παραλειφθούν τη συγκεκριµένη χρονική στιγµή. Χρησιµοποιεί τη σιγµοειδή συνάρτηση για την 
απόφαση αυτή. Ελέγχει την προηγούµενη κατάσταση  και το περιεχόµενο της τωρινής εισόδου 

 και δίνει ως έξοδο έναν αριθµό µεταξύ του 0 (απέρριψε) και του 1 (κράτα την πληροφορία) για 
κάθε αριθµό µέσα στο κελί στη κατάσταση .  

Σχήµα 3.14: Η πύλη forget του LSTM 

ht−1
xt

ct−1
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Πύλη εισόδου / input gate: 

Αποφασίσει πόσα δεδοµένα που βρίσκονται σε αυτή την πύλη θα περάσουν στην τωρινή 
κατάσταση.  

Σχήµα 3.15: Η πύλη εισόδου/input του LSTM 

Η σιγµοειδής συνάρτηση αποφασίζει ποιες τιµές επιτρέπονται να περάσουν από το 0 έως το 1. Η 
συνάρτηση υπερβολικής εφαπτοµένης tanh δίνει βάρη στις τιµές που περνούν καθορίζοντας το 
επίπεδο σηµαντικότητάς τους που κυµαίνεται από -1 έως 1. 

Πύλη εξόδου: 

Αποφασίζει ποιο κοµµάτι των δεδοµένων που βρίσκονται στην πύλη θα φτάσει έως την έξοδο. 

Η σιγµοειδής συνάρτηση αποφασίζει ποιες τιµές επιτρέπονται από το 0 έως το 1, ενώ η συνάρτηση 
υπερβολικής εφαπτοµένης tanh ορίζει βάρη στις τιµές που περνούν αποφασίζοντας το επίπεδο 
σηµαντικότητάς τους που κυµαίνεται από -1 έως 1 και και στη συνέχεια πολλαπλασιάζονται µε την 
έξοδο της σιγµοειδούς συνάντησης. 

Σχήµα 3.16: Η πύλη εξόδου/output του LSTM 
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Κεφάλαιο 4 

Δεδοµένα 

4.1 Πηγές Δεδοµένων 

Ο τοµέας της µοντελοποίησης φορτίου φόρτισης ηλεκτρικών οχηµάτων έχει αναπτυχθεί ραγδαία 
την τελευταία δεκαετία. Η ερευνητική δηµοσίευση [10] προσφέρει αναλυτικά αποτελέσµατα γύρω 
από τα διαθέσιµα δεδοµένα. Επηρεαζόµενοι από τη Συµφωνία του Παρισιού, είναι σηµαντικό να 
συνεχίσουµε να ενθαρρύνουµε καλύτερες τεχνικές µοντελοποίησης για την επιτυχή υιοθέτηση των 
ηλεκτρικών οχηµάτων. Ταυτόχρονα, πολλές επιστηµονικές δηµοσιεύσεις επισηµαίνουν την έλλειψη 
διαθέσιµων δεδοµένων σταθµών φόρτισης για τη δηµιουργία µοντέλων που είναι συµβατά µε την 
πραγµατικότητα. Η ανοικτή αναζήτηση δεδοµένων κάλυψε περισσότερα από 860 αποθετήρια και 
απέδωσε περίπου 60 σύνολα δεδοµένων που σχετίζονται µε τη µοντελοποίηση φορτίου φόρτισης 
ηλεκτρικών οχηµάτων. Αυτά τα σύνολα δεδοµένων περιλαµβάνουν πληροφορίες σχετικά µε τις 
τοποθεσίες σηµείων φόρτισης, ιστορικά και σε πραγµατικό χρόνο φόρτιση, µετρήσεις 
κυκλοφορίας, ταξιδιωτικές έρευνες και ταξινοµηµένα οχήµατα Τα µοντέλα που εξετάστηκαν 
κυµαίνονται από στατιστικό χαρακτηρισµό έως στοχαστικές διαδικασίες και µηχανική µάθηση και 
αξιολογείται το πλαίσιο της εφαρµογής τους. Σύµφωνα µε το [9] τα διαθέσιµα ιστορικά δεδοµένα 
από συνεδρίες φορτίσεων ηλεκτρικών οχηµάτων ταξινοµηµένα ανά χώρα έχουν ως εξής: 

Ολλανδία

Στην Ολλανδία παρατηρήθηκε το 2020, 20,5% εθνικό μερίδιο αγοράς ηλεκτρικών 
οχημάτων [10] που αντιστοιχεί σε περίπου 71.000 ηλεκτρικά οχήματα.

Συνολικά, 23 σύνολα δεδομένων (datasets) καλύφθηκαν στις Κάτω Χώρες με κάθε τύπο 
σχετικών δεδομένων που υπήρχαν. Πρώτα απ 'όλα, το ElaadNL [11] περιλαμβάνει ιστορικές 
συνεδρίες φόρτισης που έχουν χρησιμοποιηθεί για μελέτη σε πολλαπλές εργασίες, ωστόσο 
δεν είναι διαθέσιμα online, αλλά διατίθενται μετά από σχετική αίτηση στον πάροχο. Τα 
δεδομένα σε πραγματικό χρόνο σχετικά με τη χρήση και την κατανάλωση σε δημόσιους 
σταθμούς φόρτισης που βρίσκονται στο Ρότερνταμ βρίσκονται στον ιστότοπο EV-BOX [12]. 
που είναι ένας από τους παρόχους σταθμών φόρτισης. 

Η.Π.Α.

Στις Η.Π.Α.  παρατηρήθηκε το 2019, 2,4% εθνικό μερίδιο αγοράς ηλεκτρικών οχημάτων 
που αντιστοιχεί σε περίπου 130.000 ηλεκτρικά οχήματα.

Η αναζήτηση ανοιχτών δεδομένων για τις ΗΠΑ ήταν εκτεταμένη. Περίπου 370 σύνολα 
δεδομένων βρέθηκαν συνολικά. Μεταξύ αυτών, βρέθηκαν τρία σύνολα δεδομένων που 
περιελάμβαναν ιστορικές συνεδρίες φόρτισης. Το πρώτο παρέχει συνεχή σύνολα 
δεδομένων από συνεδρίες φόρτισης από το 2018 που καταγράφηκαν σε σταθμούς 
φόρτισης που ανήκουν στην πόλη του Boulder στο Κολοράντο [17] .  Το δεύτερο δίνει τις 
ίδιες πληροφορίες για τις συνεδρίες φόρτισης ηλεκτρικών οχημάτων στην πόλη Palo Alto 
της Καλιφόρνια από το 2011 έως το 2020. Επιπλέον, ένα ανοιχτό σύνολο δεδομένων 
συνεδριών φόρτισης είναι διαθέσιμο από την Caltech, το οποίο ενημερώνεται συνεχώς σε 
συνεργασία με την Power Flex, και είναι διαθέσιμο στο [18].
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Γαλλία

2,1% εθνικό μερίδιο αγοράς ηλεκτρικών οχημάτων που ισοδυναμεί με περίπου 46.000 
ηλεκτρικά οχήματα να πωλήθηκαν το 2019 [121].

Η Γαλλία διαθέτει επίσης μεγάλο αριθμό ανοιχτών αποθετηρίων δεδομένων. Συνολικά, 
διερευνήθηκαν 151 σύνολα δεδομένων. Μεταξύ αυτών βρέθηκαν όλα τα είδη σχετικών 
δεδομένων. Πρώτον, συνεδρίες φόρτισης που καταγράφηκαν από τον Απρίλιο έως τον 
Μάιο του 2017 στους σταθμούς Belib στο Παρίσι [19]. Όσον αφορά τους ιδιωτικούς 
σταθμούς φόρτισης, οι συνεδρίες φόρτισης ενός ιδιωτικού στόλου ηλεκτρικών οχημάτων 
που ανήκουν στην SAP Labs France έχουν καταγραφεί από τον Ιούνιο του 2017 [20]. Αυτό 
το σύνολο δεδομένων ενημερώνεται κάθε τρεις μήνες. Πέρα από τα δεδομένα συνεδριών 
φόρτισης, είναι διαθέσιμα δεδομένα για οχήματα σε όλη την επικράτεια , μετρήσεις 
κυκλοφορίας σε πολλές πόλεις , κίνηση σε πραγματικό χρόνο και δεδομένα εθνικής 
ταξιδιωτικής έρευνας [100], που πραγματοποιήθηκε προκειμένου να πραγματοποιηθεί 
χωροχρονική ανάλυση φορτίου EV. 

Ηνωμένο Βασίλειο

2,1% εθνικό μερίδιο αγοράς ηλεκτρικών οχημάτων που ισοδυναμεί με περίπου 50.000 
ηλεκτρικά οχήματα να πωλήθηκαν το 2019

Ερευνήθηκαν 72 σύνολα δεδομένων για την ηπειρωτική χώρα του Ηνωμένου Βασιλείου, 
τα οποία απέδωσαν πολλαπλά σύνολα δεδομένων περιόδων φόρτισης. Δύο από αυτά 
βρίσκονται στη Σκωτία: η πόλη Ντάντι [21] και το δημοτικό συμβούλιο του Perth and 
Kinross [22]. Το πρώτο συγκεντρώνει δύο έτη δεδομένων συνεδριών φόρτισης από το 2017 
έως το 2018, ενώ το δεύτερο καλύπτει τέσσερα έτη από το 2016 έως το 2019 και με 
περισσότερη λεπτομέρεια κάθε συνεδρία.
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4.2 Επεξεργασία των δεδοµένων 

Μετά από διερεύνηση των δεδοµένων, το µεγαλύτερο σύνολο δεδοµένων όσον αφορά τις 
καταχωρήσεις και την περίοδο κάλυψης είναι διαθέσιµο από τη Βιβλιοθήκη Ανοιχτών Δεδοµένων 
της Πόλης του Palo Alto στην Καλιφόρνια και περιέχει δεδοµένα από τον Ιούλιο του 2011 και µέχρι 
τον Δεκέµβριο του 2020, και ενηµερώνεται ανά τρίµηνο. Το σύνολο δεδοµένων περιέχει σχεδόν 
260.000 µεµονωµένες συνεδρίες φόρτισης που χρησιµοποιούνται για την εκπαίδευση και την 
αξιολόγηση της απόδοσης του µοντέλου µας. Όλες οι συνεδρίες χαρακτηρίζονται από τη χρονική 
σήµανση άφιξης και αναχώρησης του ηλεκτρικού οχήµατος και σε kWh της ενέργειας που 
κατανάλωσε κατά τη φόρτιση. Μαζί µε αυτά, κάθε συνεδρία χαρακτηρίζεται επίσης από αριθµό 
βύσµατος (plug number) , όνοµα σταθµού (station name) , διεύθυνση και µερικές ακόµη 
πληροφορίες που δεν είναι χρήσιµες για τη µοντελοποίηση µας. Δεδοµένου ότι τα δεδοµένα είναι 
περιορισµένα και οι σταθµοί φόρτισης που συµµετέχουν στο σύνολο δεδοµένων ανέρχονται σε 
µικρό αριθµό (24), θεωρούµε την πόλη Palo Alto ως µεµονωµένο σταθµό φόρτισης µε µεγαλύτερο 
αριθµό βυσµάτων. Στόχος µας είναι να προβλέψουµε την ωριαία ζήτηση σε kWh ενέργειας για 
φόρτιση ηλεκτρικών οχηµάτων, δεδοµένης της ζήτησης καθενός από έναν συγκεκριµένο αριθµό 
προηγούµενων ωρών στην περίπτωσή µας ίση µε 24.  

Το ακατέργαστο αρχείο CSV που προσφέρεται από το Palo Alto Open Data χρειάζεται κάποια 
προεπεξεργασία προτού χρησιµοποιηθεί στην εκπαίδευση του νευρωνικού µας δικτύου. Η 
βιβλιοθήκη ανάλυσης δεδοµένων Pandas της Python χρησιµοποιείται για την επεξεργασία των 
δεδοµένων µας. Πρώτα απ 'όλα, οι µη χρήσιµες στήλες αφαιρούνται. Διατηρούνται οι στήλες “Start 
time " και "Energy (kWh)". Η "ώρα έναρξης" είναι µια χρονική σήµανση που υποδεικνύει την ώρα 
και την ηµεροµηνία έναρξης της περιόδου φόρτισης και η ενέργεια (kWh) είναι ένας δεκαδικός 
αριθµός  που υποδεικνύει την κατανάλωση ενέργειας σε kWh κάθε περιόδου φόρτισης. Δεν 
υπάρχουν κενές τιµές (Ν/Α) σε αυτές τις δύο στήλες. Για σκοπούς µοντελοποίησης της ζήτησης, 
θεωρούµε ότι η διάρκεια κάθε συνεδρίας είναι αµελητέα. Ως αποτέλεσµα, οι συνεδρίες φόρτισης 
ταξινοµούνται κατά ώρα και ηµεροµηνία έναρξης. Στη συνέχεια, οι συνεδρίες οµαδοποιούνται ανά 
ώρα και αθροίζεται η συνολική kWh ενέργειας των συνεδριών για κάθε ώρα. Το αποτέλεσµα είναι 
ένας πίνακας δύο στηλών, µε την πρώτη στήλη να είναι ο δείκτης κάθε ώρας στο σύνολο και η 
δεύτερη να αντιπροσωπεύει τη συνολική ενεργειακή ζήτηση σε kWh για την αντίστοιχη ώρα. 

Ο κώδικας φαίνεται παρακάτω: 

import pandas as pd  

## import raw csv file data into dataframe 
file = '/content/drive/MyDrive/83palo_alto/CY20Q4.csv' 
df = pd.read_csv(file, low_memory=False)  

## remove non useful columns  
df = df.drop(['MAC Address', 'Station Name', 'Start Time Zone' , 
'End Time Zone' , 'Org Name' ,  
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              'End Date' , 'Transaction Date (Pacific Time)' , 
'Total Duration (hh:mm:ss)' ,  
              'GHG Savings (kg)' , 'Gasoline Savings (gallons)' , 
'Charging Time (hh:mm:ss)' ,  
              'Port Type' , 'Port Number' , 'Plug Type' , 'EVSE 
ID' , 'Address 1', 'City' ,  
              'State/Province' , 'Postal Code', 'Country' , 
'Latitude' , 'Longitude' , 'Currency' ,  
              'Fee' , 'Ended By', 'Plug In Event Id' , 'Driver 
Postal Code', 'User ID', 'County',  
              'System S/N', 'Model Number'], axis = 1) 

df.to_csv("/content/drive/MyDrive/83palo_alto/CY20Q4b.csv" , 
index=False) 
print('Removed non useful columns and exported to CY20Q4b.csv') 

  

Οµαλοποιούµε τα δεδοµένα κατά ώρα και κατά ηµέρα, για να κάνουµε διαφορετικές δοκιµές, αν 
και τελικά θα χρησιµοποιήσουµε µόνο τα ωριαία δεδοµένα. 

import pandas as pd  
import datetime 

file = '/content/drive/MyDrive/83palo_alto/CY20Q4b.csv' 
df = pd.read_csv(file, low_memory=False) 

# change dtypes from object to datetime 
df['Start Date'] = pd.to_datetime(df['Start Date'] , errors 
='coerce') 

##print(df.isna().sum())       ##count how many NAs 
df = df.dropna()   ## remove rows with NA values 

#group by Start Date and add energy consumption hourly and daily 
hourly_df = df.groupby(pd.Grouper(key='Start 
Date',freq='1H')).sum() 
daily_df = df.groupby(pd.Grouper(key='Start 
Date',freq='1D')).sum() 
hourly_df.reset_index( drop=True, inplace=True) 
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daily_df.reset_index( drop=True, inplace=True) 

hourly_df.index.name = 'Hour' 
daily_df.index.name = 'Day' 

hourly_df.columns = ['kWh'] 
daily_df.columns = ['kWh'] 

print(daily_df.head()) 
print('') 

daily_df.to_csv("/content/drive/MyDrive/83palo_alto/
dailyCY20Q4.csv" , index=False) 
hourly_df.to_csv("/content/drive/MyDrive/83palo_alto/
hourlyCY20Q4.csv" , index=False) 

print('Grouped by day and exported to dailyCY20Q4.csv') 
print('') 
print('Grouped by hour and exported to hourlyCY20Q4.csv') 

Πρέπει να χωρίσουµε τα δεδοµένα µας σε δύο µέρη: Τµήµα εκπαίδευσης (training set)  και τήµα 
δοκιµής (test set).  Θα χρησιµοποιήσουµε διαχωρισµό 0,7, έτσι ώστε το 30% των δεδοµένων να 
παραµένει εκτός εκπαίδευσης, για την αξιολόγηση του µοντέλου µας µετά την εκπαίδευση. Δεν 
υπάρχει ανάγκη για ένα τρίτο τµήµα που θα χρησιµοποιηθεί για την αξιολόγηση του µοντέλου 
µεταξύ των εποχών, αφού το Keras θα κρατήσει αυτόµατα ένα µέρος των δεδοµένων του 
εκπαίδευσης ως δεδοµένα επικύρωσης. Το test set χρησιµοποιείται µετά την εκπαίδευση, για 
πρόβλεψη ζήτησης χρησιµοποιώντας το εκπαιδευµένο µοντέλο και τα αποτελέσµατα συγκρίνονται 
µε τις πραγµατικές τιµές. 

Χρησιµοποιούµε λοιπόν τον παρακάτω κώδικα: 

import pandas as pd  
from sklearn.preprocessing import MinMaxScaler 
import numpy as np 

file = '/content/drive/MyDrive/83palo_alto/hourlyCY20Q4.csv' 
df = pd.read_csv(file, low_memory=False) 

## we now need to split our data, into train and test data parts 

split = 0.7 
train_size=int(len(df)*split) 
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test_size=len(df)-train_size 
train, test = df.iloc[0:train_size], df.iloc[train_size:len(df)] 
test = test.reset_index(drop=True) 
train.dropna()  
test.dropna(inplace=True)  

Τέλος, τα δεδοµένα κανονικοποιούνται στο εύρος (0,1) για ταχύτερη και ακριβέστερη εκπαίδευση 
του µοντέλου, καθώς τα LSTM αναµένουν ότι τα δεδοµένα θα είναι εντός της κλίµακας της 
συνάρτησης ενεργοποίησης που χρησιµοποιείται από το δίκτυο, η οποία στην περίπτωση του 
LSTM είναι η υπερβολική εφαπτοµένη (tanh). Για να γίνει το πείραµα δίκαιο, η κανονικοποίηση 
γίνεται µετά τη διάσπαση των δεδοµένων, προκειµένου να αποφευχθεί η διαρροή πληροφοριών από 
το training set στο test set. 

#scaling of data using MinMaxScaler of sklearn 
scaler_train=MinMaxScaler(feature_range=(0,1)) 
scaler_test=MinMaxScaler(feature_range=(0,1)) 

train = scaler_train.fit_transform(np.array(train)) 
test = scaler_test.fit_transform(np.array(test)) 

print ('Shape of train is: (%d , %d)' %train.shape) 
print('') 
print ('Shape of test is: (%d, %d)' %test.shape) 

Το επόµενο βήµα είναι η δηµιουργία ορισµένων ακολουθιών, το µήκος των οποίων είναι 
προσαρµοσµένο και ορίζεται ίσο µε 24. Μετά από πειραµατισµούς µε διαφορετικές τιµές, το 24 
έχει επιλεγεί ως η τιµή που ταιριάζει καλύτερα και µπορεί να περιγραφεί ως η απαίτηση του τα 
τελευταία 24ωρα µπορούν να περιγράψουν τη ζήτηση της επόµενης ώρας µε καλή ακρίβεια. 

Υπάρχει επίσης ανάγκη για αναδιαµόρφωση των δεδοµένων, καθώς η είσοδος LSTM θα πρέπει να 
έχει τη µορφή [Δείγµατα, Χρόνια βήµατα, Χαρακτηριστικά]. Στην περίπτωσή µας έχουµε µόνο ένα 
χαρακτηριστικό, οπότε η τρίτη διάσταση ισούται µε 1. 

Αυτά γίνονται µε τον παρακάτω κώδικα: 
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##now we need to create sequences of length = time_step 
# convert an array of values into a dataset matrix 

def create_dataset(dataset, time_step=1): 
    dataX, dataY = [], [] 
    for i in range(len(dataset)-time_step-1): 
        a = dataset[i:(i+time_step), 0]   ###i=0, 0,1,2,3-----99   
100  
        dataX.append(a) 
        dataY.append(dataset[i + time_step, 0]) 
    return np.array(dataX), np.array(dataY) 

time_step = 24 
Xtrain, ytrain = create_dataset(train, time_step) 
Xtest, ytest = create_dataset(test, time_step) 

Xtrain =Xtrain.reshape(Xtrain.shape[0],Xtrain.shape[1] , 1) 
Xtest = Xtest.reshape(Xtest.shape[0],Xtest.shape[1] , 1) 

print ('Shape of Xtrain is: (%d , %d )' %Xtrain.shape) 
print('') 
print ('Shape of ytrain is: (%d,)' %ytrain.shape) 
print('') 
print ('Shape of Xtest is: (%d , %d )' %Xtest.shape) 
print('') 
print ('Shape of ytest is: (%d ,)' %ytest.shape) 

Και τα αποτελέσµατα στην έξοδο που µας δίνουν το σχήµα και το µέγεθος των δεδοµένων έχουν ως 
εξής 
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Κεφάλαιο 5 

5.1 Mοντέλα βασικής απόδοσης (Baseline) 
 Ένα βασικό σηµείο στην απόδοση των προβλέψεων ενός µοντέλου είναι να υπάρχει ένα µέτρο 
σύγκρισης. Αποτελεί σηµείο αναφοράς για όλες τις νέες τεχνικές µοντελοποίησης ενός 
προβλήµατος. Εάν ένα µοντέλο επιτυγχάνει απόδοση ίση ή χειρότερη από το βασικό επίπεδο, η 
τεχνική πρέπει απορριφθεί.  

Η τεχνική που χρησιµοποιείται για τη δηµιουργία µιας πρόβλεψης για τον υπολογισµό της βασικής 
απόδοσης πρέπει να είναι εύκολη στην εφαρµογή και αφελής ως προς τισ λεπτοµέρειες του 
συγκεκριµένου προβλήµατος. 

Προτού καθοριστεί η βάση απόδοσης για ένα πρόβληµα πρόβλεψης, χρειάζεται να αναπτυχθεί µια 
ζώνη δοκιµής. Αυτή αποτελείται από: 

Το σύνολο δεδοµένων που θα χρησιµοποιηθούν για να εκπαιδευτούν και να αξιολογηθούν τα 
µοντέλα. 

Την τεχνική δειγµατοληψίας που θα χρησιµοποιηθεί για την εκτίµηση της απόδοσης της τεχνικής 
αυτής. 

Το µέτρο απόδοσης που θα χρησιµοποιηθεί για την αξιολόγηση των προβλέψει (π.χ. µέσο 
τετραγωνικό σφάλµα). 

Το επόµενο βήµα είναι να επιλέγει µια αφελής τεχνική που µπορείτε να χρησιµοποιηθεί για να 
κάνει µια πρόβλεψη και να υπολογιστεί η απόδοση βάσης. 

Η βασική απόδοση σε κάθε πρόβληµα πρόβλεψης χρονοσειρών είναι απαραίτητη προκειµένου να 
αξιολογηθεί η απόδοση των εκάστοτε αναπτυσσόµεννω µοντέλων. 

Τρία χαρακτηριστικά είναι που καθιστούν µια τεχνική καλή για τον ορισµό της βασικής απόδοσης: 

Να είναι απλή: Μια µέθοδος που απαιτεί λίγη ή καθόλου νοηµοσύνη. 

Γρήγορη: Μια µέθοδος που εφαρµόζεται γρήγορα και µε λίγους υπολογιστικούς πόρους για να 
κάνει µια πρόβλεψη. 

Επαναλήψιµη: Μια µέθοδος που είναι ντετερµινιστική, που σηµαίνει ότι παράγει µια αναµενόµενη 
έξοδο δεδοµένης της ίδιας εισόδου. 

Ένας κοινός αλγόριθµος που χρησιµοποιείται για τον καθορισµό µιας βασικής απόδοσης είναι ο 
αλγόριθµος επιµονής. 
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5.1.1 Βασικό µοντέλο Persistence 
Ένα βασικό µοντέλο για την πρόβλεψη της µελλοντικής ζήτησης φόρτισης σε kWh µπορεί να 
αναπτυχθεί χρησιµοποιώντας το λεγόµενο Persistence µοντέλο που χρησιµοποιείται ευρέως σε 
παρόµοιες εφαρµογές. Αξιολογούµε αυτό το µοντέλο χρησιµοποιώντας µετρήσεις RMSE (µέσο 
τετραγωνικό σφάλµα) και Normalized RMSE (κανονικοποιηµένο µέσο τετραγωνικό σφάλµα) . Ο 
persistnece αλγόριθµος χρησιµοποιεί την τιµή του προηγούµενου χρονικού βήµατος (t-1) για να 
προβλέψει το αποτέλεσµα στο επόµενο χρονικό βήµα (t). Αυτός ο αλγόριθµος είναι αφελής, καθώς 
δεν υποθέτει τίποτα σχετικά µε τις ιδιαιτερότητες του προβλήµατος των χρονοσειρών στο οποίο 
εφαρµόζεται. Όπως αναµενόταν, το αποτέλεσµα δεν είναι ικανοποιητικό µε τιµή RMSE ίση µε 
29,583 και κανονικοποιηµένη τιµή RMSE ίση µε 0,782.  

Παρακάτω φαίνεται ο κώδικας που χρησιµοποιήθηκε για την ανάπτυξη αυτού του βασικού 
µοντέλου.  

import pandas as pd  
import datetime 
import numpy as np 
import random 
from collections import deque 
from sklearn import preprocessing 
import tensorflow as tf 
from tensorflow.keras.models import Sequential 
from tensorflow.keras.layers import Dense, Dropout, LSTM, 
BatchNormalization 
from tensorflow.keras.callbacks import TensorBoard 
from tensorflow.keras.callbacks import ModelCheckpoint 
from matplotlib import pyplot 
from sklearn.metrics import mean_squared_error 
from math import sqrt 

import matplotlib.patches as mpatches 
import matplotlib.pyplot as plt 

file = '/content/drive/MyDrive/83palo_alto/hourlyCY20Q4.csv' 
df = pd.read_csv(file, low_memory=False) 

history = df['kWh'].tolist() 

predictions = list() 
predictions = [0,0] 
for i in range(2, (len(history))): 
    # make prediction 
    predictions.append(history[i-1]) 
    # observation 

rmse = sqrt(mean_squared_error(history, predictions)) 
print('RMSE: %.3f' % rmse) 
obar = sum(history) / len(history) 
nrmse = rmse / obar 
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print('NRMSE: %.3f' % nrmse) 

pyplot.plot(history[81057:81076], color='green') 
pyplot.plot(predictions[81057:81076], color='red') 
green_patch = mpatches.Patch(color='green', label='History 
values') 
red_patch = mpatches.Patch(color='red', label='Predicted values') 
plt.legend(handles=[green_patch, red_patch]) 
plt.title("Persistence model") 
pyplot.show() 
 

Παραπάνω, φαίνονται τα αποτελέσµατα των µετρήσεων που χρησιµοποιήθηκαν για την 
αξιολόγηση και την πρόβλεψη του αλγορίθµου persistence για µια τυχαία σειρά 
δεδοµένων. Ταυτόχρονα προβάλλουµε και τις µετρήσεις από τα RMSE (µέσο τετραγωνικό σφάλµα) 
και Normalized RMSE (κανονικοποιηµένο µέσο τετραγωνικό σφάλµα) . 
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5.1.2 Βασικό µοντέλο γραµµικής παλινδρόµησης  
Για ένα δεύτερο βασικό µοντέλο, ορίζουµε ένα απλό µοντέλο γραµµικής παλινδρόµησης (linear 
regression) που έχει ένα µόνο πλήρως συνδεδεµένο κρυφό επίπεδο µε τον ίδιο αριθµό νευρώνων µε 
το µήκος της εισόδου (24). Το δίκτυο χρησιµοποιεί την ανορθωτική λειτουργία ενεργοποίησης 
(rectified activation function ή relu) στο κρυφό επίπεδο. Δεν χρησιµοποιούµε καµία συνάρτηση 
ενεργοποίησης για το επίπεδο εξόδου, καθώς µας ενδιαφέρει η άµεση πρόβλεψη αριθµητικών 
τιµών. Σε αυτό το µοντέλο, τα αποτελέσµατα βελτιώνονται, σε σύγκριση µε αυτά του µοντέλου 
Persistence. Ο κώδικας που χρησιµοποιήθηκε έχει ως εξής: 

Δηµιουργία του µοντέλου: 

import tensorflow as tf 
from tensorflow import keras 
import numpy 
import keras.models 
import tensorflow 
from keras.models import Sequential 
from keras.layers import Activation, Dense 

model = Sequential() 
model.add(Dense(24,  
                input_dim = 24, 
                kernel_initializer='normal',  
                  activation='relu')) 
model.add(Dense(1, kernel_initializer='normal')) 
model.summary() 

model.compile(loss='mse', optimizer=‘adam' 

Στη συνέχεια η εντολή model.summary() µας δίνει το εξής αποτέλεσµα: 
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Στη συνέχεια εκπαιδεύουµε το µοντέλο που δηµιουργήσαµε µε τις εντολές: 

history = model.fit( 
    Xtrain,  
    ytrain,  
    epochs=25, 
     
    # Calculate validation results on 10% of the training data 
    validation_split = 0.1) 

Και το αποτέλεσµα που παίρνουµε από την εκπαίδευση για 25 εποχές έχει ως εξής: 
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Παρατηρούµε λοιπόν ότι µετά από την 4η εποχή και µετά, το val_loss δηλαδή το σφάλµα που 
προκύπτει από τα δεδοµένα επαλήθευσης σταµατάει να µειώνεται, οπότε το µοντέλο έχει 
εκπαιδευτεί.  

Στη συνέχεια µε τις παρακάτω εντολές, προβάλουµε σε γραφική παράσταση την πορεία του loss 
και του validation_loss, κατά την εκπαίδευση του µοντέλου και παίρνουµε τα αναµενόµενα 
αποτελέσµατα: 

import matplotlib.pyplot as plt 
plt.plot(history.history['loss'], label='train') 
plt.plot(history.history['val_loss'], label='test') 
plt.legend(); 
 

Στη συνέχεια µε χρήση των παρακάτω εντολών, χρησιµοποιούµε το εκπαιδευµένο µοντέλο για να 
κάνουµε πρόβλεψη µε τα δεδοµένα που είχαµε κρατήσει για έλεγχο του µοντέλου (test set). Μετά 
την πρόβλεψη, τα δεδοµένα που έχουν προκύψει πρέπει να κανονικοποιηθούν αντίστροφα, για να 
αναπαριστούν πραγµατικά µεγέθη, αφού διαφορετικά θα βρισκόταν στο εύρος [0,1].  

#Prediction with the trained linear regression model 
import math 
from sklearn.metrics import mean_squared_error 
from math import sqrt 
import pandas as pd  
from sklearn.preprocessing import MinMaxScaler 
import numpy as np 

train_predict=model.predict(Xtrain) 
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test_predict=model.predict(Xtest) 

train_predict = scaler_train.inverse_transform(train_predict) 

ytrain = ytrain.reshape(-1,1) 
ytrain = scaler_train.inverse_transform(ytrain) 

test_predict = scaler_test.inverse_transform(test_predict) 
ytest = ytest.reshape(-1,1) 

ytest = scaler_test.inverse_transform(ytest) 

Στο επόµενο στάδιο παίρνουµε ένα τυχαίο κοµµάτι από τα δεδοµένα της πρόβλεψης, και µε τον 
παρακάτω κώδικα τα συγκρίνουµε γραφικά µε τις πραγµατικές τιµές. Το αποτέλεσµα είναι 
καλύτερο από το Persistence model.  Ταυτόχρονα προβάλλουµε και τις µετρήσεις από τα RMSE 
(µέσο τετραγωνικό σφάλµα) και Normalized RMSE (κανονικοποιηµένο µέσο τετραγωνικό σφάλµα) 
. 

from matplotlib import pyplot 
from sklearn.metrics import mean_squared_error 
import math 

from math import sqrt 

import matplotlib.patches as mpatches 

import matplotlib.pyplot as plt 

pyplot.plot(ytest[6200:6300], color=‘green') 

pyplot.plot(test_predict[6200:6300], color=‘red') 

green_patch = mpatches.Patch(color='green', label='actual') 
red_patch = mpatches.Patch(color='red', label='predicted') 

plt.legend(handles=[green_patch, red_patch]) 

plt.title("linear model") 

pyplot.show() 

rmse = math.sqrt(mean_squared_error(ytrain,train_predict)) 
print(‘Linear model') 

print('RMSE: %.3f' % rmse) 
ybar = sum(ytest) / len(ytest) 

nrmse = rmse / ybar 
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print('NRMSE: %.3f' % nrmse) 

Η γραφική παράσταση: 

 

Και οι αριθµητικές τιµές: 
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5.2 Μοντέλο LSTM  
Η µελλοντική ζήτηση της ενέργειας εξαρτάται σε µεγάλο βαθµό από τις προηγούµενες τιµές της 
ζήτησης, και ως εκ τούτου η πρόβλεψη της ζήτησης αυτής θεωρείται ως ένα πρόβληµα 
χρονοσειρών (time-series) . Για την εφαρµογή και την εκπαίδευση του LSTM µοντέλου µας, θα 
χρησιµοποιήσουµε τη βιβλιοθήκη υψηλού επιπέδου µηχανικής µάθησης Keras σε Python 3.  

Δηµιουργούµε το µοντέλο µας χρησιµοποιώντας το Sequential module του Keras. Το µοντέλο µας 
περιλαµβάνει ένα αµφίδροµο LSTM επίπεδο, δύο πυκνά (Dense) επίπεδα και δύο επίπεδα Dropout. 
Τα αµφίδροµα LSTM είναι µια επέκταση των παραδοσιακών LSTM που µπορούν να βελτιώσουν 
την απόδοση του µοντέλου σε προβλήµατα ταξινόµησης ακολουθιών. Έτσι, αυτό το επίπεδο 
εκπαιδεύει δύο αντί για ένα LSTM στην ακολουθία εισόδου. Αυτό µπορεί να οδηγήσει σε 
γρηγορότερη και ακόµη και πληρέστερη εκµάθηση του προβλήµατος. Μετά από αυτό, 
προσθέτουµε δύο επίπεδα Dropout και δύο πυκνά συνδεδεµένα επίπεδα νευρωνικών δικτύων, το 
ένα µετά το άλλο. Κατά τον ορισµό των επιπέδων Dropout, καθορίζουµε τιµή ίση µε 0,2, που 
σηµαίνει ότι το 20% των επιπέδων θα πέσει (drop). Το τελευταίο Dense layer αποτελείται από έναν 
µόνο νευρώνα έτσι ώστε να ταιριάζει µε την επιθυµητή έξοδο. Αφού καθορίσουµε τα επίπεδα του 
µοντέλου µας, το µεταγλωττίζουµε (compile)  χρησιµοποιώντας το δηµοφιλές adam optimiser και 
ορίζουµε τη λειτουργία απώλειας (loss function)  ως το µέσο τετραγωνικό σφάλµα (ΡΜΣΕ 

Παρακάτω φαίνεται ο κώδικας που χρησιµοποιήθηκε για τον ορισµό των επιπέδων του µοντέλου: 

from tensorflow import keras 
import tensorflow as tf 
from tensorflow.keras.models import Sequential 
from tensorflow.keras.layers import Dense, Dropout, LSTM,  
BatchNormalization 
from tensorflow.keras.callbacks import TensorBoard 
from tensorflow.keras.callbacks import ModelCheckpoint 
model = keras.Sequential() 

model.add( 
  keras.layers.Bidirectional( 
    keras.layers.LSTM( 
      units=128,  
      input_shape=(Xtrain.shape[1], Xtrain.shape[2]) 
    ) 
  ) 
) 

model.add(Dense(25, 
                kernel_initializer='normal',  
                  activation=‘relu')) 

model.add(Dense(1, kernel_initializer='normal',activation='relu')) 

model.compile(loss='mean_squared_error', optimizer='adam') 
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5.3 Εκπαίδευση µοντέλου LSTM 
Με τη χρήση του 0,1 ως ποσοστό δεδοµένων εισόδου για επαλήθευση του µοντέλου, ορίζουµε ότι 
το µοντέλο χρησιµοποιεί το 10% των δεδοµένων της εισόδου για επαλήθευση κατά τη διάρκεια της 
εκπαίδευσης, ανάµεσα στις εποχές. Μπορούµε να παρατηρήσουµε την πρόοδο και σταµατάµε την 
προπόνηση µετά από 7 εποχές όταν το validation loss σταµατά να µειώνεται.  

Χρησιµοποιούµε τις παρακάτω εντολές για την εκπαίδευση του µοντέλου: 

history = model.fit( 
    Xtrain, ytrain,  
    validation_split=0.1, 
    epochs=25,  
    batch_size=32,  
    shuffle=False 
) 

Και παίρνουµε το εξής αποτέλεσµα: 
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Με τη χρήση των ακόλουθων εντολών προβάλουµε γραφικά την πορεία του loss και του 
validation_loss κατά τη διάρκεια της εκπαίδευσης. 

import matplotlib.pyplot as plt 
plt.plot(history.history['loss'], label='train') 
plt.plot(history.history['val_loss'], label='test') 
plt.legend(); 

Και η γραφική παράσταση έχει προφανώς ως εξής: 
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5.4 Αποτελέσµατα µοντέλου LSTM 
Μετά την επιτυχή εκπαίδευση του µοντέλου µας, χρησιµοποιούµε το σετ δοκιµών για να 
προβλέψουµε την ωριαία ζήτηση και να τη συγκρίνουµε µε τις πραγµατικές τιµές. Μετά την 
πρόβλεψη, οι τιµές κλιµακώνονται αντίστροφα έτσι ώστε να δείχνουν τις πραγµατικές τιµές. Αυτό 
το κάνουµε µε τις παρακάτω εντολές:  

#Prediction with the trained LSTM model and inverse scaling of the 
data 
import math 

from sklearn.metrics import mean_squared_error 
from math import sqrt 
import pandas as pd  
from sklearn.preprocessing import MinMaxScaler 
import numpy as np 

train_predict=model.predict(Xtrain) 
test_predict=model.predict(Xtest) 

train_predict = scaler_train.inverse_transform(train_predict) 

ytrain = ytrain.reshape(-1,1) 
ytrain = scaler_train.inverse_transform(ytrain) 

test_predict = scaler_test.inverse_transform(test_predict) 
ytest = ytest.reshape(-1,1) 

ytest = scaler_test.inverse_transform(ytest) 

Στο επόµενο στάδιο παίρνουµε ένα τυχαίο κοµµάτι από τα δεδοµένα της πρόβλεψης, και µε τον 
παρακάτω κώδικα τα συγκρίνουµε γραφικά µε τις πραγµατικές τιµές. Το αποτέλεσµα είναι 
καλύτερο από το Persistence model.  Ταυτόχρονα προβάλλουµε και τις µετρήσεις από τα RMSE 
(ρίζα µέσης τετραγωνικής απόκλισης) και Normalized RMSE (κανονικοποιηµένη ρίζα µέσης 
τετραγωνικής απόκλισης). 

from matplotlib import pyplot 
from sklearn.metrics import mean_squared_error 
from math import sqrt 

import matplotlib.patches as mpatches 
import matplotlib.pyplot as plt 

50



test_predict = np.squeeze(test_predict, -1) 
print(test_predict.shape) 

print(ytest.shape) 

pyplot.plot(ytest[6300:6360], color='green') 
pyplot.plot(test_predict[6300:6360], color='red') 
green_patch = mpatches.Patch(color='green', label='actual') 
red_patch = mpatches.Patch(color='red', label='predicted') 
plt.legend(handles=[green_patch, red_patch]) 
plt.title("LSTM model") 
pyplot.show() 

rmse = math.sqrt(mean_squared_error(ytrain,train_predict)) 

print(rmse) 

Και παίρνουµε τη γραφική παράσταση: 
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Τα αποτελέσµατα είναι πολλά υποσχόµενα και µετά την εκπαίδευση του µοντέλου 10 συνεχόµενες 
φορές έχουµε τις ακόλουθες τιµές: 
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Κεφάλαιο 6  

Συµπεράσµατα και µελλοντική εργασία 

6.1 Συµπεράσµατα και µελλοντική εργασία 
Τα αποτελέσµατα συγκριτικά µε τη βασική απόδοση δείχνουν ξεκάθαρα πόσο ισχυρά είναι τα 
LSTM για την ανάλυση χρονοσειρών και διαδοχικών δεδοµένων.  

Το µοντέλο έχει µεγάλες δυνατότητες βελτίωσης, µε την εισαγωγή περισσότερων δεδοµένων στην 
εκπαίδευση, πράγµα που σηµαίνει ότι µε τη χρήση πρόσθετων χαρακτηριστικών (features) και 
αύξηση των διαστάσεων του µοντέλου,σ η πρόβλεψη µπορεί να γίνει ακόµη πιο ακριβής. 
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