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Περίληψη

Η συγχώνευση της τεχνολογίας µε τον ανθρώπινο εγκέφαλο ϐρίσκεται σήµερα στο απο-
κορύφωµά της. Βλέπουµε τη διατριβή µας ως µια ευκαιρία να εισαγάγουµε ευρήµατα από
τη νευροεπιστήµη σε αναγνώστες µε υπόβαθρο ηλεκτρολόγων µηχανικών και µηχανικών
πληροφορικής για να τους εµπνεύσουµε να εµβαθύνουν σε πράγµατα που ο εγκέφαλος έχει
να τους µάθει και πώς αυτό ϑα µπορούσε να οδηγήσει σε νέα και πιο εξελιγµένη τεχνητή
νοηµοσύνη αλλά γιατί αυτό είναι απαραίτητο λαµβάνοντας υπόψη την τεράστια κατανάλωση
ενέργειας των τρεχουσών µεθόδων. Ενηµερώνουµε πρώτα τους αναγνώστες για τις ενεργεια-
κές απαιτήσεις των σηµερινών νευρωνικών δικτύων. Περιγράφουµε επίσης ευρήµατα της
νευροεπιστήµης σχετικά µε νευρώνες, συνάψεις, δενδρίτες και πώς αυτά σχηµατίζουν µεγα-
λύτερες δοµές, στη συνέχεια συνεχίζουµε µε την κωδικοποίηση πληροφοριών, τη χρονική
κωδικοποίηση των πληροφοριών µέσω πειραµάτων σε διάφορους οργανισµούς και µερικούς
τρόπους µε τους οποίους γίνεται η επεξεργασία πληροφοριών στον εγκέφαλο. Στη συνέχεια
συγκρίνουµε το υλικό που χρησιµοποιεί νευρωνικά δίκτυα αιχµών ,τα νευροµορφικά, µε
υπολογιστικά συστήµατα που ϐασίζονται στην αρχιτεκτονική Von-Neumann. ΄Επειτα εξη-
γούµε τις µεθόδους και τις εξισώσεις που χρησιµοποιούνται για την προσοµοίωση µοντέλων
νευρώνων και ποιοι αλγόριθµοι µάθησης µπορούν να χρησιµοποιηθούν για να ελέγξουν την
αποτελεσµατικότητα και την απόδοσή τους µε ϐιβλιοθήκες λογισµικού που ϐασίζονται σε
υπάρχουσες ϐιβλιοθήκες µηχανικής εκµάθησης όπως οι PyTorch και TensorFlow, λαµβάνο-
ντας υπόψη την ανάγκη εφαρµογής αυτών των ευρηµάτων στη ϐιοµηχανία.Επίσης, αναλύου-
µε τους αισθητήρες δυναµικής όρασης. Στην επόµενη ενότητα παρουσιάζουµε τα πειράµατά
µας σχετικά µε το σύνολο δεδοµένων αισθητήρα δυναµικής όρασης που χρησιµοποιήσαµε
’DVS Gestures’ από την IBM και εξηγούµε λεπτοµερώς τα αποτελέσµατα. Στο τέλος, συνο-
ψίζουµε τα ευρήµατα της έρευνας µας και προτείνουµε νέες ερευνητικές κατευθύνσεις που
ϑα µπορούσαν να µειώσουν σηµαντικά το οικονοµικό κόστος της µηχανικής µάθησης .

Λέξεις Κλειδιά

Νευρωνικά ∆ίκτυα Αιχµών (Ν∆Α), Αισθητήρες ∆υναµικής ΄Ορασης, Νευροµορφικά συ-
στήµατα, Σχήµατα κωδικοποίησης αιχµών, Μέθοδοι Μάθησης Νευρωνικών ∆ικτύων Αιχµών,
Μέθοδος DECOLLE, Μέθοδος E-prop, Μέθοδος BPTT, Μοντέλα νευρώνων, Νευρωνικές συν-
ϑέσεις, STDP, ταλαντώσεις εγκεφάλου
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Abstract

The fusion of technology and the human brain is currently at its peak. We see our
thesis as an opportunity to introduce findings from neuroscience to readers with electrical
and computer engineering backgrounds to inspire them to delve deeper into what the
brain has to educate them and how this could lead to new and more sophisticated AI and
why this is necessary considering the immense energy consumption of current methods.
We first inform the readers about the energy requirements of today’s neural networks.
The dissertation goes on to describe neuroscience research in a simple manner. We
attempt to describe findings from neurons,synapses, dendrites, and how these form larger
structures, then continue to information encoding, temporal coding of visual information
and findings of the inner workings of the vision system of the mammalian brain .Then
we compare the hardware that employs simple spiking neural networks,neuromorphics,
with Von-Neumann computer systems.

Next we explain methods and the equations that are used to simulate neuron models
and what learning algorithms can be used to test their efficiency and performance wi-
th software libraries based on existing machine learning libraries such as PyTorch and
TensorFlow, taking into account the need to implement these findings in the industry.
We also explain some basic operating principles of dynamic vision sensors. In the next
section we present our experiments on the dynamic vision sensor dataset ’DVS Gestures’
by IBM and explain our results in detail. Finally, we summarize our research findings
and propose new research directions that could significantly reduce the financial cost of
machine learning.

Keywords

Spiking Neural Networks (SNN), Dynamic Vision Sensors, Neuromorphic systems,
Spike encoding schemes, SNN learning methods, BPTT, DECOLLE, E-prop, neuron model,
Neuron assemblies,STDP,brain oscillations
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Πρόλογος

Η διπλωµατική εργασία διενεργήθηκε στο εργαστήριο Συστηµάτων Τεχνητής Νοηµοσύνης
και Μάθησης στο τµήµα Ηλεκτρολόγων Μηχανικών και Μηχανικών Υπολογιστών του Εθνι-
κού Μετσόβιου Πολυτεχνείου στου Ζωγράφου,Αθήνα. Η διπλωµατική εργασία διενεργήθηκε
στα πλαίσια της ολοκλήρωσης των γνώσεων µας ως τελειόφοιτοι και στην παρουσίαση των
ικανότητων µας στην επεξεργασία αυτοτελών ϑεµάτων της Επιστήµης του ηλεκτρολόγου µη-
χανικού και µηχανικού υπολογιστών. Για τα πειράµατα χρησιµοποιήθηκε υπολογιστικό
σύστηµα του εργαστηρίου Συστηµάτων Τεχνητής Νοηµοσύνης και Μάθησης.
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Κεφάλαιο 1

Εισαγωγή

1.1 Περιγραφή ∆ιπλωµατικής

Η µηχανική µάθηση, ένα υποσύνολο της τεχνητής νοηµοσύνης, έχει αυξηθεί σε δηµοφι-
λία τα τελευταία χρόνια, εξαιτίας κυρίως των εξελίξεων στο υλικό υπολογιστών που σχετίζονται
µε γραφικά (κάρτες γραφικών) και των τεράστιων όγκων δεδοµένων που δηµιουργούνται από
την ψηφιακή εποχή. Οι έννοιες και οι αλγόριθµοι που χρησιµοποιούνται στον τοµέα σήµερα
κυκλοφορούν εδώ και δεκαετίες, αλλά δεν είχαµε τη δυνατότητα να τις χρησιµοποιήσουµε
µέχρι τώρα. Η πλειοψηφία των αλγορίθµων µηχανικής µάθησης χρησιµοποιεί µια απλή δο-
µή τεχνητού νευρωνικού δικτύου που αποτελείται από πολλαπλά στρώµατα διασυνδεδεµένων
νευρώνων. Στη ϐαθιά µάθηση, ένας όρος που χρησιµοποιείται όταν ο αριθµός των επιπέδων
είναι µεγάλος, κάθε επίπεδο µαθαίνει να µετατρέπει τα δεδοµένα εισόδου του σε µια ελαφρώς
πιο αφηρηµένη και σύνθετη αναπαράσταση. Στην επεξεργασία εικόνας, για παράδειγµα, τα
χαµηλότερα στρώµατα µπορεί να εντοπίζουν ακµές, ενώ τα υψηλότερα στρώµατα µπορεί να
προσδιορίζουν δοµές κατανοητές απο τον άνθρωπο, όπως αριθµούς, γράµµατα ή πρόσωπα.

Ωστόσο, ενώ τα δίκτυα ϐαθιάς µάθησης έχουν προχωρήσει σε σηµείο που υπερτερούν
της ανθρώπινης απόδοσης σε πολλαπλές δοκιµασίες, η αποδοτικότητα αυτών των δικτύων
είναι τάξεις µεγέθους χαµηλότερη σε σύγκριση µε τον ανθρώπινο εγκέφαλο. Συνεπώς, είναι
λογικό να συνεχίσουµε να διερευνούµε τη δοµή και την εσωτερική λειτουργία του ανθρώπινου
εγκεφάλου, προκειµένου να αυξήσουµε την απόδοση των αλγορίθµων µηχανικής µάθησης
και του υλικού που χρησιµοποιούµε για την εφαρµογή τους.

Τα νευρωνικά δίκτυα αιχµών (Spiking Neural Networks) που εµπνέονται πολύ περισσότε-
ϱο από την επεξεργασία πληροφοριών στη ϐιολογία από τα προηγούµενα (ΑΝΝ) µπορεί να
αποτελέσουν µια αποδοτικότερη λύση. Ο εγκέφαλος κωδικοποιεί πληροφορίες σε αραιά και
ασύγχρονα σήµατα που είναι εγγενώς επεξεργασµένα παράλληλα. Τα νευρωνικά δίκτυα ϐα-
ϑιάς εκµάθησης επεξεργάζονται την είσοδο στρώµα προς στρώµα και τα λάθη πρέπει να δια-
δίδονται προς τα πίσω µε µη ϐιολογικά εύλογο τρόπο. Η επεξεργασία πληροφοριών στρώµα
προς στρώµα υποδηλώνει ότι οι πληροφορίες δεν υποβάλλονται σε ασύγχρονη επεξεργασία.
Αυτός ο περιορισµός επιβάλλεται από το υποκείµενο υλικό, τα σύγχρονα κυκλώµατα. ΄Ενα
σύγχρονο κύκλωµα είναι ένα ψηφιακό κύκλωµα στα ψηφιακά ηλεκτρονικά µέσα στο οποίο
οι αλλαγές στην κατάσταση των στοιχείων µνήµης συγχρονίζονται ϐάση ενός ϱολογιού. Οι
µέθοδοι εκµάθησης στα νευρωνικά δίκτυα αιχµών και ένας νέος τύπος υλικού υπολογιστών,
τα νευροµορφικά υπολογιστικά συστήµατα, κάνουν µια προσπάθεια να χρησιµοποιήσουν
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ασύγχρονη επεξεργασία.

Μας ενδιαφέρει η επεξεργασία ϐίντεο χρησιµοποιώντας µηχανική µάθηση, δεδοµένου
ότι αυτή τη στιγµή είναι µία από τις πιο υπολογιστικά δαπανηρές εργασίες. ∆εδοµένου ότι
οι τυπικές κάµερες καταγράφουν ϐίντεο σε πλαίσια εικόνας, το νευρωνικό δίκτυο πρέπει να
επεξεργάζεται όλα τα εικονοστοιχεία κάθε ϕορά που εισάγεται ένα νέο πλαίσιο.Θα ήταν πιο οι-
κονοµικό αν µπορούσαµε να επεξεργαζόµαστε τα µεταβαλλόµενα εικονοστοιχεία ασύγχρονα
. Αυτός είναι ο λόγος για τον οποίο αναπτύχθηκαν σένσορες δυναµικής όρασης (Dynamic Vi-
sion Sensors) ονοµάζονται και κάµερες συµβάντων (Event Cameras). Οι κάµερες συµβάντων
είναι αισθητήρες ϐιολογικής έµπνευσης που λειτουργούν µε κάπως διαφορετικό τρόπο από
τις συµβατικές κάµερες. Υπολογίζουν τις αλλαγές ϕωτεινότητας ανά πιξελ ασύγχρονα αντί
να συλλέγουν εικόνες ανα συγκεκριµένες χρονικές στιγµές. Ως αποτέλεσµα, παράγεται µια
ϱοή γεγονότων που κωδικοποιεί την χρονική στιγµή, τη ϑέση και το πρόσηµο των αλλαγών
ϕωτεινότητας.

Προς το παρόν, αυτοί οι αισθητήρες είναι αρκετά ακριβοί, αλλά , έχουν καταγραφεί αρ-
κετά σύνολα δεδοµένων DVS για ερευνητές όπως εµάς που ϑέλουν να δοκιµάσουν και να
αναπτύξουν αλγόριθµους µηχανικής µάθησης νευρωνικών δικτύων σε δεδοµένα που λαµ-
ϐάνονται από αυτούς τους τύπους αισθητήρων.

1.2 Το προβληµατικό µέγεθος καταναλώσης ενέργειας της µη-

χανικής µάθησης

Οι τεράστιοι υπολογιστικοί πόροι που απαιτούνται για την εκπαίδευση των µοντέλων ϐα-
ϑειών νευρωνικών δικτύων καταναλωνούν σηµαντική ποσότητα ηλεκτρικής ενέργειας. Η εκ-
παίδευση συνήθως διαρκεί µερικές ηµέρες, αν όχι εβδοµάδες ανάλογα µε το µέγεθος των δε-
δοµένων εκπαίδευσης. Ως αποτέλεσµα, λόγω του κόστους υλικού, ηλεκτρικής ενέργειας καί
χρόνου εκπαίδευσης, αυτά τα µοντέλα είναι δαπανηρά για εκπαίδευση και κατασκευή,και
ϐλάπτουν το περιβάλλον αφήνοντας υψηλό αποτύπωµα άνθρακα. Επιπλέον, η εκπαίδευση
είναι ακόµα αργή σε σύγκριση µε το πόσο γρήγορα µαθαίνει ένας ανθρώπινος εγκέφαλος.
Οι ερευνητές σε µια έρευνα [1],υπολόγισαν την κατανάλωση ενέργειας για να εκπαιδεύσουν
µεγάλα νευρωνικά µοντέλα επεξεργασία ϕυσικής γλώσσας και έκαναν συγκρίσεις µε παρα-
ϱαδείγµατα απο την καθηµερινή Ϲωή . ΄Ενα µοντέλο µπορεί να καταναλώσει περισσότερα από
µισό εκατοµµύριο λίβρες CO2, που είναι σχεδόν 5 ϕορές περισσότερο CO2 το οποίο παράγει
ενα αυτοκίνητο στην διάρκεια Ϲωής του (δείτε το Σχήµα 1.1). Η ενέργεια που χρειάζεται για να
εκπαιδεύσουµε το νευρωνικό µοντέλο BERT είναι περίπου ο ίδιος µε µια δια-αµερικανική
πτήση. ΄Ενας άνθρωπος, από την άλλη πλευρά, παράγει περίπου 11.000 κιλά CO2 κάθε
χρόνο. Οι ερευνητές πρέπει να δώσουν έµφαση στο σχεδιασµό αποδοτικότερων µοντέλων και
υλικού υπό το ϕως αυτών των πραγµατικοτήτων.

Η µεταφορά ενός υπάρχοντος µοντέλου σε µια νέα δοκιµασία (task) ή η δηµιουργία νέων
µοντέλων από την αρχή απαιτεί πρόσθετους πόρους. Το κόστος υπολογισµού σε cloud για
µερικά από τα πιο ακριβή µοντέλα γλωσσών καθώς και οι χρόνοι εκπαίδευσης ϕαίνονται στο
Σχήµα 1.2. ΄Ενα άλλο Ϲήτηµα είναι ότι τα περισσότερα από τα µοντέλα που συζητήθηκαν
σε αυτήν τη έρευνα [1] δηµιουργήθηκαν εκτός ακαδηµαϊκού χώρου. Οι πρόσφατες µεγάλες
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1.2 Το προβληµατικό µέγεθος καταναλώσης ενέργειας της µηχανικής µάθησης

Σχήµα 1.1

Σχήµα 1.2

εξελίξεις στην µηχανική µάθηση έγιναν δυνατές χάρη σε υπολογιστικά συστήµατα πολύ
µεγάλης κλίµακας που έχουν στη διάθεση τους αντίστοιχα µεγάλες εταιρίες. Λόγω του
υψηλού κόστους εκπαίδευσης και των υπολογιστικών συστηµάτων, ωστόσο, οι υπολογιστικοί
πόροι δεν είναι προσβάσιµοι σε όλους, εµποδίζοντας ϕτωχότερες χώρες να αναπτύξουν δικά
τους νευρωνικά µοντέλα.
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Κεφάλαιο 2

Ο ϐιολογικός εγκέφαλος

Η κλίµακα του εγκεφάλου των ϑηλαστικών είναι τεράστια. Κάθε ανθρώπινος εγκέφαλος
περιλαµβάνει περίπου 25 χιλιάδες νευρώνες και 10 επί 108 συνάψεις ανά κυβικό εκατοστό
[2] στο νεοφλοιό (Ο νεοφλοιός είναι το εξωτερικό στρώµα του εγκεφάλου) . Υπολογίζεται ότι
σε ηλικία 20 ετών, ο νεοφλοιός συνολικά, περιέχει περίπου 25 επί 109 νευρώνες και σχεδόν
180 τρισεκατοµµύρια συνάψεις ! Θα διερευνήσουµε κάποια ευρήµατα από έρευνες και πει-
ϱάµατα του εγκεφάλου και ϑα δούµε πώς αυτά µπορούν να µας ϐοηθήσουν να αναπτύξουµε
αποτελεσµατικότερες µεθόδους µηχανικής µάθησης.

2.1 ∆οµικά στοιχεία εγκεφάλου

2.1.1 Νευρώνες

Αυτό το κεφάλαιο ξεκινά καθορίζοντας τον νευρώνα, το ϐασικότερο κύτταρο του εγκε-
ϕάλου [3]. Αυτά τα κύτταρα είναι υπεύθυνα για την επεξεργασία αισθητηριακών ανατροφο-
δοτήσεων από τον έξω κόσµο και τον µετασχηµατισµό και επεξεργασία ηλεκτρικών σηµάτων.
[4]. Ο Ramón y Cajal´ ήταν ο πρώτος ερευνητής που σχεδίασε απεικονίσεις νευρώνων α-
ϕού τους παρατήρησε κάτω από µικροσκόπιο [5] .΄Ενα παράδειγµα αυτών απεικονίζεται στο
σχήµα 2.1. Για καλύτερη κατανόηση απο τι αποτελείται ενας νευρώνας, δείτε το σχήµα. 2.2.

Οι νευρώνες επίσης µπορούν να συγκεντρωθούν (νευρωνικές συνθέσεις) µαζί στον εγκέφα-
λο και µπορούν να εκτείνονται από 1-2mm και παρουσιάζουν δραστηρίοτητα που διαρκεί
εκατοντάδες χιλιοστά του δευτερολέπτου. Ως αποτέλεσµα, ενδέχεται να είναι σε ϑέση να
συνδέσουν γεγονότα από κάτω προς τα πάνω, σε µικρο-κλίµακα µε γεγονότα από πάνω προς
τα κάτω, µακρο-κλίµακας [6].

2.1.2 Συνάψεις

Ο εγκέφαλος αποτελείται από ένα τεράστιο δίκτυο νευρώνων. Οι νευρώνες επικοινωνο-
ύν µεταξύ τους µέσω συνάψεων, οι οποίες είναι εξειδικευµένες κυτταρικές συνδέσεις. Οι
συνάψεις απαιτούνται όχι µόνο για νευρωνική σηµατοδότηση και υπολογισµό αλλά και
για µακροπρόθεσµες αλλαγές (συναπτική πλαστικότητα) που υποστηρίζουν την αποθήκευση
πληροφοριών, όπως η µάθηση και η µνήµη, στον εγκέφαλο [7]. Η περιοχή επαφής µεταξύ
δύο νευρώνων που επικοινωνούν ορίζεται από δύο περιοχές : το προ-συναπτικό τερµατικό
(pre-synaptic terminal) και την µετα-συναπτική ϑέση (post-synaptic target site), τα οποία
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Κεφάλαιο 2. Ο ϐιολογικός εγκέφαλος

Σχήµα 2.1: ∆ενδρίτες : έχουν τραχιά επιφάνεια και ϕεύγουν από το κύτταρο πλάγια και προς
τα πάνω. Οι νευράξονες είναι µικρές, ευθείες που ϕτάνουν προς τα κάτω µε αρκετούς κλάδους
αριστερά και δεξιά.Ramon y Cajal,1909.

Σχήµα 2.2: Εικονογράφηση νευρώνων. Παρατηρήστε τους δενδρίτες, νευράξονες και τα
συναπτικά τερµατικά (synaptic terminals)
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2.1 ∆οµικά στοιχεία εγκεφάλου

χωρίζονται από µια συναπτική σχισµή (synaptic cleft) . Στην νευροεπιστήµη έχουν ανακα-
λυφθεί χηµικές και ηλεκτρικές συνάψεις, αλλά εµείς ϑα επικεντρωθούµε στις ηλεκτρικές
συνάψεις. Οι ηλεκτρικές συνάψεις προκαλούν µια προ-συναπτική ώθηση (pre-synaptic
impulse) η οποία µετατρέπεται γρήγορα σε ένα ηλεκτρικό διεγερτικό µετασυναπτικό δυνα-
µικό (excitatory postsynaptic potential) στο µετα-διασταυρούµενο κύτταρο (post-junctional
cell). Η ενεργοποίηση των καναλιών ιόντων µε τάση οδηγεί στη δηµιουργία δυναµικών
δράσης (action potentials) εάν το ϱεύµα που µεταδίδεται στο µετασυναπτικό κύτταρο είναι
αρκετό για να αποπολώσει τη µεµβράνη πάνω από ένα ορισµένο όριο [8]. Ωστόσο, η ποσότητα
διέγερσης και στα δύο κύτταρα δεν είναι ίση. ΄Ενα λιγότερο αποπολωµένο συζευγµένο κύτ-
ταρο µπορεί να διεγερθεί από ένα πιο εκπολωµένο κύτταρο-σύντροφο (depolarized cell) και
ένα πιο εκπολωµένο κύτταρο µπορεί να ανασταλεί από ένα λιγότερο εκπολωµένο κύτταρο. Η
σύναψη µπορεί επίσης να προκαλέσει µια συµπεριφορά ανόρθωσης (rectifying behavior) [9].
Οι ηλεκτρικές συνάψεις είναι πολύ ενδιαφέρουσες για τους ερευνητές λόγω της µοναδικής
τους ικανότητα αµοιβαιότητας (επιτρέπει την µεταφορά πληροφορίας απο ένα νευρώνα σε
άλλους) καθώς και λόγω της ικανότητάς τους να µεταφέρουν ηλεκτρικά δυναµικά κάτω από
το κατώφλι που επιτρέπουν συγχρονισµένη δραστηριότητα νευρώνων.

Σχήµα 2.3: Σύναψη

΄Εχει παρατηρηθεί ότι οι διασταυρώσεις διαστήµατος (gap junctions) εξυπηρετούν σηµα-
ντικό ϱόλο στην ανάπτυξη του νευρικού συστήµατος. Παράγουν επίσης µεγάλες λειτουργικές
οµάδες συζευγµένων νευρώνων, οι οποίες συνήθως οργανώνονται σε κάθετες στήλες που ε-
κτείνονται σε πολλά ϕλοιώδη στρώµατα [10] [11] [12] 2.4 .

∆εδοµένου ότι ενδιαφερόµαστε για το πώς τα ευρήµατα από την έρευνα του εγκεφάλου
µπορούν να εφαρµοστούν σε εφαρµογές µηχανικής µάθησης υπολογιστικής όρασης, είναι
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Σχήµα 2.4: Κάθετες στήλες νευρώνων [13]

Σχήµα 2.5: Σύναψη
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απαραίτητο να κατανοήσουµε πώς οι συνάψεις ϐοηθούν στην επεξεργασία των οπτικών ερε-
ϑισµάτων στον εγκέφαλο. Οι εισροές προ-συναπτικών νευρώνων µεταδίδονται µέσω µικρο-
σκοπικών προεξοχών που ονοµάζονται αγκάθια (spines) στους µετασυναπτικούς δενδρίτες
(ϐλ. Εικ. 2.5) [14]. Ωστόσο,έχει σηµασία που ϐρίσκεται µια είσοδος στο δενδριτικό δέντρο
και το αν ενεργοποιείται από παρόµοια ερεθίσµατα µε εκείνα που πυροδοτούν τους γείτονές
του , επιτρέποντας ταυτόχρονα ενεργές εισροές [15].

Για µεγάλο χρονικό διάστηµα, ήταν ασαφές ποιες πληροφορίες λαµβάνει κάθε νευρώνας
από διάφορα µέρη του οπτικού πεδίου και πώς αυτές οι πληροφορίες σχετίζονται µε τα οπτι-
κά χαρακτηριστικά που κωδικοποιούνται από το χωρικό δεκτικό πεδίο του νευρώνα έως ότου
πρόσφατη έρευνα κατέδειξε περισσοτέρα για τον µηχανισµό αυτό. Οι είσοδοι που αντιπρο-
σωπεύουν παρόµοια οπτικά χαρακτηριστικά από την ίδια ϑέση στον οπτικό χώρο ήταν πιο
πιθανό να συγκεντρωθούν σε γειτονικά αγκάθια. Οι δενδριτικοί κλάδοι υψηλότερης τάξης
συχνά συνάπτουν εισόδους από περιοχές οπτικού πεδίου πέρα από το δεκτικό πεδίο του µε-
τασυναπτικού νευρώνα. ΄Οταν το δεκτικό πεδίο της εισόδου µετατοπίζεται χωρικά κατά µήκος
του άξονα της κατεύθυνσης του δέκτη του µετασυναπτικού νευρώνα (receptive field), αυτές
οι ϕερόµενοι είσοδοι µεγάλης εµβέλειας είναι πιο συχνές και πιο πιθανό να µοιραστούν την
προτίµηση του µετασυναπτικού νευρώνα για προσανατολισµένες ακµές. Ως αποτέλεσµα, οι
νευρώνες µε εκτοπισµένα δεκτικά πεδία συνδέονται κατά προτίµηση όταν τα δεκτικά πεδία
τους είναι προσανατολισµένα και οµοαξονικά ευθυγραµµισµένα. Αυτή η οργάνωση συναπτι-
κής συνδεσιµότητας είναι κατάλληλη για την ¨ενίσχυση¨ επιµήκων ακµών,δηλαδή τονίζονται
περισσότερο τα χαρακτηριστικά του αντικειµενού που παρατηρείται , και χρησιµεύει ως ένα
πιθανό ¨πλαίσιο¨ για ολοκλήρωση περιγράµµατος (αναφερόµαστε στην ικανότητα του οπτι-
κού συστήµατος να συνδέει ασύνδετα τοπικά στοιχεία σε συνεκτικά σχήµατα [16]) και στην
οµαδοποίηση αντικειµένων του οπτικού συστήµατος [17] και παρέχει στοιχεία για την ιδέα
ότι ο οπτικός χώρος ¨αποτυπώνεται¨ στους δενδρίτες µε συγκεκριµένο τρόπο και όχι τυχαία.

2.2 Αναπαράσταση και επεξεργασία πληροφοριών στον εγκέφα-

λο

Μετά την ανασκόπηση των λειτουργικών στοιχείων του εγκεφάλου, ήρθε η ώρα να δούµε
πώς οι πληροφορίες αντιπροσωπεύονται στον εγκεφαλικό ϕλοιό µε τρένα αιχµών νευρωνι-
κών πληθυσµών, σε ϑεωρητικό επίπεδο. Αυτά τα ευρήµατα µπορούν να µας ϐοηθήσουν
στην έρευση πιο σύνθετων µεθόδων επεξεργασίας αιχµών και καλύτερων κανόνων µηχανικής
µάθησης.

2.2.1 Νευρωνική αναπάρασταση

΄Ενα µήνυµα που χρησιµοποιεί τους κανόνες και τις δοµές µε τις οποίες ένα σήµα µετα-
ϕέρει πληροφορίες (νευρωνικός κώδικας) για να εξυπηρετήσει µια συνάρτηση µπορούµε να
το αποκαλέσουµε νευρωνική αναπαράσταση.Η αναπαράσταση αποτελείται απο περιεχόµενο
και η λειτουργία του . Το σήµα που µεταφέρει µια αισθητηριακή είσοδος είναι το περιε-
χόµενο της αναπαράστασης, ενώ η λειτουργία του είναι η επεξεργασία του αισθητηριακού
σήµατος εισόδου (γνωστική διαδικασία) και το αποτέλεσµα της γνωστικής διαδικασίας αυτής.
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Οι οργανισµοί παράγουν έναν εσωτερικό αντίκτυπο που αναπαριστά τα ερεθίσµατα του
περιβάλλοντος τους [18]. Το σήµα εισόδου πρέπει στη συνέχεια να έχει προβολές που του
επιτρέπουν να παίζει ϱόλο στις δραστηριότητες του οργανισµού για να προσαρµοστεί στο πε-
ϱιβάλλον του. Ο µηχανισµός µετασχηµατισµού των παραστάσεων ονοµάζεται αναπαράσταση.
Οι µετασχηµατισµοί που εξυπηρετούν οι αναπαραστάσεις ϑα ήταν αδύνατοι χωρίς υπολογι-
στικές διαδικασίες. Καθώς οι νευρωνικές αναπαραστάσεις προβάλλονται από τη µια ϕλοιώδη
περιοχή στην άλλη, συχνά µεταµορφώνονται. Τα νευρωνικά κυκλώµατα περιέχουν πληρο-
ϕορίες στην µορφή αιχµών , τις οποίες στη συνέχεια µετατρέπουν χρησιµοποιώντας υπολο-
γιστικές διαδικασίες [19].

2.2.2 Νευρωνική Κωδικοποίηση

Ο τρόπος µε τον οποίο οι πληροφορίες αντιπροσωπεύονται και επεξεργάζονται ακριβώς
στον εγκέφαλο εξακολουθεί να είναι ένα ανοιχτό πρόβληµα για τη νευροεπιστήµη, αλλά υ-
πάρχουν αρκετές υποθέσεις. Η υπόθεση κωδικοποίησης ϱυθµού (µέσος αριθµός αιχµών
σε κάποιο χρονικό διάστηµα) [20] [21] υποστηρίζει ότι οι πληροφορίες µεταφέρονται από
τον µέσο ϱυθµό πυροδότησης, ενώ η υπόθεση χρονικής κωδικοποίησης [22] [23] [24] ισχυ-
ϱίζεται ότι ο ακριβής χρόνος των αιχµών είναι αυτός που κωδικοποιεί τις πληροφορίες που
µεταφέρονται. Η διάκριση µεταξύ αυτών των δύο υποθέσεων είναι το χρονικό διάστηµα που
χρησιµοποιείται για τον υπολογισµό των αιχµών, στην χρονική κωδικοποίηση το διάστηµα
είναι τόσο µικρό που µετράται µόνο µία αιχµή. Το διάστηµα για ένα πείραµα που χρησιµο-
ποιεί κωδικοποίηση ϱυθµού αποφασίζεται µε ϐάση τα χρονικά διαστήµατα που ϑεωρούνται
σηµαντικά για µια δεδοµένη κατάσταση, όπως το πόσο γρήγορα µετατοπίζεται το ερέθισµα,
ο χρόνος ολοκλήρωσης µιας νευρικής µεταβλητής, η διαδικασία κωδικοποίησης ή η σχετική
χρονική κλίµακα συµπεριφοράς του νευρώνα.

Μια σειρά απο αιχµές (spike train) είναι ένα σύνθετο σήµα που µεταβάλλεται στο χρόνο
και αποτελείται από πολλαπλές αιχµές που παράγονται από τον νευρώνα σε συγκεκριµένες
χρονικές στιγµές. Η υπόθεση κωδικοποίησης ϱυθµού ϑεωρεί σηµαντικό µόνο έναν αριθµό,
το µέσο ποσοστό αυτών των αιχµών. Παρόλο που η κωδικοποίηση και η αποκωδικοποίηση
(η νευρωνική απόκριση αποκωδικοποιείται µε την καταµέτρηση των αιχµών και το ερέθισµα
κωδικοποιείται ϱυθµίζοντας τον ϱυθµό πυροδότησης ανάλογο µε την τιµή κάποιας παρα-
µέτρου ερεθίσµατος) είναι απλές, αυτή η υπόθεση ϕαίνεται να είναι µια υπεραπλούστευση.
Σε πειράµατα συµπεριφοράς, οι χρόνοι απόκρισης είναι συχνά πολύ σύντοµοι για να επι-
τρέψουν αργό χρονικό µέσο όρο [25]. Σε ένα άλλο πείραµα σε έναν οπτικό νευρώνα µύγας,
το ερέθισµα που εξαρτάται από το χρόνο ανακατασκευάστηκε µε επιτυχία από τους χρόνους
πυροδότησης νευρώνων [26]. Υπάρχουν επίσης ενδείξεις συγχρονισµένων χρονικών συσχε-
τίσεων µεταξύ παλµών διαφορετικών νευρώνων [27].

Νευρωνικές Συνθέσεις(Neuron Assemblies)

Ο Yoshio Sakurai στην έρευνά του [28] αναφέρει ότι οι µεµονωµένοι νευρώνες είναι ανε-
παρκείς ως ϐασικός µηχανισµός κωδικοποίησης. ΄Οπως αναφέραµε νωρίτερα, ο εγκέφαλος
περιέχει έναν αµέτρητο αριθµό συνάψεων, που σηµαίνει ότι κάθε νευρώνας λαµβάνει σήµατα
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από χιλιάδες άλλους νευρώνες. Αυτό κάνει έναν µόνο νευρώνα να έχει µια ασταθή συµπερι-
ϕορά πυροδότησης καθώς το δυναµικό της µεµβράνης του υφίσταται µεγάλες διακυµάνσεις.

Επιπλέον, µεµονωµένοι νευρώνες έχουν ελάχιστη µόνο επιρροή σε άλλους νευρώνες και
δεν µπορούν να παράγουν αρκετά ισχυρή µετάδοση για να προκαλέσουν αιχµές στους επόµε-
νους νευρώνες όταν πρόκειται για λειτουργικές µεταδόσεις µεταξύ νευρώνων. Ο αριθµός των
νευρώνων του εγκεφάλου είναι ανεπαρκής για να συλλάβει τον τεράστιο όγκο δεδοµένων που
επεξεργάζεται ένα Ϲώο κατά τη διάρκεια της Ϲωής του. Επειδή οι συνδυασµοί και οι διαµορ-
ϕώσεις των στοιχείων παράγουν νέα στοιχεία, ο αριθµός των στοιχείων πληροφοριών είναι
σχεδόν απεριόριστος. Η αναπαράσταση ενιαίων νευρώνων αυτών των στοιχείων είναι επίσης
άβολη για τη συσχέτιση και τη διάκριση µεταξύ στοιχείων πληροφοριών, υποδεικνύοντας
τον ϐαθµό οµοιότητας ή διαφοράς µεταξύ των στοιχείων ή τη δηµιουργία νέων εννοιών και
ιδεών από διαφορετικά στοιχεία. ΄Ετσι, η υπόθεση του ενιαίου νευρώνα ϕαίνεται απίθανο να
εξηγήσει την κωδικοποίηση και επεξεργασία του εγκεφάλου. Η δραστηριότητα του συνόλου
ενός πληθυσµού νευρώνων ϕαίνεται πιο ικανή να κωδικοποιεί πληροφορίες στον εγκέφαλο.
Αυτή η υπόθεση ονοµάζεται κωδικοποίηση συνόλου.

Θα µπορούσαµε να περιγράψουµε τις νευρωνικές συνθέσεις ως ένα σύνολο νευρώνων
που σχηµατίζει µια λειτουργική οµάδα εάν τα νευρωνικά ερεθίσµατα είναι συντονισµένα,
στο ϐαθµό που οι χρονικές τους σχέσεις είναι διατεταγµένες, τουλάχιστον πιθανολογικά, σε
χαρακτηριστικά µοτίβα [29]. ΄Ενας νευρώνας δεν χρειάζεται να συµµετέχει σε µία µόνο λει-
τουργική οµάδα, µπορεί να είναι µέρος πολλαπλών νευρωνικών συνόλων σε διαφορετικούς
χρόνους. Επιπλέον, οι νευρώνες που αποτελούν µια λειτουργική οµάδα δεν χρειάζεται να
ϐρίσκονται σε άµεση συναπτική επαφή ή σε κοντινή απόσταση ανατοµικά. Οι νευρωνικές
συνθέσεις µπορούν επίσης να σχηµατιστούν όταν οι νευρώνες µοιράζονται την ίδια δραστη-
ϱιότητα εισόδου. Επειδή ϑα εστιάσουµε στην οπτική επεξεργασία σε αυτή τη διατριβή, ας
εξετάσουµε πώς οι νευρωνικές συνθέσεις µπορούν να παίξουν ϱόλο στα διάφορα στάδια της
οπτικής επεξεργασίας.

Ορισµένες διαδικασίες που λαµβάνουν χώρα κατά τη διάρκεια µιας περιόδου µεταγεννη-
τικής ανάπτυξης έχουν ως αποτέλεσµα την επιλεκτική σταθεροποίηση των συνδέσεων µεταξύ
των νευρωνικών στοιχείων που συχνά έχουν συνδεδεµένη δραστηριότητα, επιτρέποντας την
τροποποίηση της συνδεσιµότητας µε ϐάση τις λειτουργικές παραµέτρους τους [30]. Στο
στάδιο εισόδου των νευρωνικών συνόλων του ϱαβδωτού ϕλοιού µπορούν να συµβάλλουν στη
ϐελτιστοποίηση της αντιστοίχισης µεταξύ των παραστάσεων των δύο µατιών. Βοηθά επίσης
στην κατασκευή νευρωνικών αναπαραστάσεων για συχνά επαναλαµβανόµενες διαµορφώσεις
χαρακτηριστικών (feature configurations) και σε µεταγενέστερο επίπεδο επεξεργασίας συµ-
µετέχοντας στο σχηµατισµό επιλεκτικών συνδέσεων µεταξύ ϕλοιώδων στηλών (ϐλ. Επίσης
ενότητα 2.1.2 για τις ϕλοιώδεις στήλες).

Η ενισχυµένη συσχετισµένη δραστηριότητα µπορεί να προκύψει από την επιλεκτική ε-
νίσχυση των συναπτικών συνδέσεων µεταξύ των νευρώνων. Μια τέτοια επιλεκτική ενίσχυση
αναφέρεται στην προσωρινή δυναµική που διατηρείται κατά τη διάρκεια µιας νευρικής δρα-
στηριότητας, παρά στη µόνιµη αλλαγή της συναπτικής αποτελεσµατικότητας µεταξύ των νευ-
ϱώνων. Ως αποτέλεσµα, η προαναφερθείσα δυναµική διαµόρφωση σχετιζόµενων µε γεγονότα
και συµπεριφορές συσχετισµένων δραστηριοτήτων σε νευρώνες υποστηρίζει την ιδέα ότι οι
νευρώνες µπορούν να συνδεθούν γρήγορα σε µια λειτουργική οµάδα προκειµένου να επεξερ-
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γαστούν τις απαιτούµενες πληροφορίες ενώ παραµένουν αποσυνδεδεµένοι από ταυτόχρονα
ενεργοποιηµένες οµάδες που ανταγωνίζονται. Τέλος, ας εξετάσουµε µερικές σηµαντικές ιδι-
ότητες της κωδικοποίησης αυτής :

1. Επικαλυπτόµενη κωδικοποίηση στοιχείων πληροφοριών. Ο ίδιος νευρώνας είναι µέρος
πολλών διαφορετικών νευρωνικών συνθέσεων.

2. Αραιή κωδικοποίηση πληροφοριών. Οποιαδήποτε µεµονωµένη νευρωνική σύνθεση
περιέχει ένα µικρό υποσύνολο όλων των νευρώνων στον ϕλοιό.

3. ∆υναµική κατασκευή και ανακατασκευή. Οι νευρωνικές συνθέσεις είναι χρονικά σύνο-
λα νευρώνων που συνδέονται µεταξύ τους µε ευέλικτες λειτουργικές συνάψεις.

4. ∆υναµική διατήρηση. Η ενεργοποίηση µιας νευρωνικής σύνθεσης ϑα επιµείνει για
ένα διάστηµα µέσω ανατροφοδότησης λόγω των διεγερτικών συνάψεων µεταξύ των νευ-
ϱώνων.

5. ∆υναµική ολοκλήρωση. Η ενεργοποίηση ενός αρκετά µεγάλου υποσυνόλου µιας νευ-
ϱωνικής σύνθεσης έχει ως αποτέλεσµα την ενεργοποίηση ολόκληρης της νευρωνικής
σύνθεσης.

Η υπόθεση κωδικοποίησης νευρωνικής σύνθεσης είναι συναρπαστική, καθώς µπορεί να επι-
ϐεβαιωθεί από πολλές ερευνητικές µελέτες στον ανθρώπινο εγκέφαλο.Για παράδειγµα, δια-
πιστώθηκε λειτουργική αλληλεπικάλυψη µεµονωµένων νευρώνων και δυναµική συσχέτισης
µεταξύ πολλών νευρώνων στη λειτουργική µνήµη και στη µνήµη αναφοράς. Οι νευρωνικές
συνθέσεις αποτελούνται από µεµονωµένους νευρώνες που σχετίζονται µε µια λειτουργία,αυτο
µπορεί να περιγράψει την δυνατότητα διπλής κωδικοποίησης από νευρωνικές συνθέσεις και
τον ¨ενιαίο νευρώνα τους¨ . Τα πειραµατικά δεδοµένα για αυτά τα πειράµατα µπορούν
να ϐρεθούν εδώ: [28]. Η κατανόηση των σηµαντικών αποτελεσµάτων πίσω από αυτά τα
πειράµατα µπορεί να επιτρέψει πιο αποτελεσµατικές µεθόδους µηχανικής µάθησης που
προσοµοιάζουν περισσότερο τον εγκέφαλο.

2.2.3 Συναπτική Πλαστικότητα

Η συναπτική πλαστικότητα είναι µια διαδικασία που τροποποιεί τη συνδεσιµότητα των
νευρώνων που επηρεάζεται από την ποσότητα διέγερσης µεταξύ τους . Ο νευροεπιστήµονας
Shatz το περιέγραψε ως ¨κύτταρα που πυροδοτούνται µαζί, συνδέονται µαζί¨ ("cells that
fire together, wire together") [31]. Πιο συγκεκριµένα, εάν ένας από τους νευρώνες είναι
συστηµατικά ενεργός λίγο πριν από έναν άλλο, η πυροδότηση του πρώτου µπορεί να έχει
αιτιώδη σχέση µε τη πυροδότηση ενός δεύτερου, το οποίο µπορεί αργότερα να ανακαλέσει µε
την ενίσχυση των συνδέσεων. Αυτήν την ικάνοτητα των νευρώνων την ορίζουµε ως συναπτική
πλαστικότητα. Ο συγχρονισµός είναι σηµαντικός αφού µπορεί να αποκαλύψει ενα αίτιο και
αιτιατό και µπορεί επίσης να χρησιµεύσει ως ένα χρονικό σχήµα κωδικοποίησης σε χρονική
κλίµακα χιλιοστών του δευτερολέπτου.

Στα µέσα της δεκαετίας του 1990 ,κυριαρχούσε η ιδέα του Hebb οτι αυτό που έχει
σηµασία στην στην πλαστικότητα είναι η συµπτωµατική δραστηριότητα σε συνδεδεµένους
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2.2 Αναπαράσταση και επεξεργασία πληροφοριών στον εγκέφαλο

Σχήµα 2.6: Οπτικοποίηση ορισµένων ιδιοτήτων των νευρωνικών συνθέσεων.

νευρώνες . Οµώς,συνειδητοποιήθηκε ότι οι συναπτικές συνδέσεις του εγκεφάλου έχουν µη-
χανισµούς που ϑα τους έκαναν ιδιαίτερα ευαίσθητους στο χρονισµό κάτι που επιβεβαιώθηκε
σε πολυάριθµες µελέτες [32][33][34] .Οι νευροεπιστήµονες ονόµασαν τα ευρήµατα τους ως
Εκµάθηση Πλαστικότητας που εξαρτάται από το χρόνο (Spike Time Dependent Plasticity -
STDP). Με την ενίσχυση εκείνων των εισροών που προβλέπουν τη δική τους δραστηριότητα
αιχµών, ένας νευρώνας που περιέχεται σε ένα νευρωνικό δίκτυο µπορεί να επιλέξει τους
γειτονικούς νευρώνες που ¨αξίζει να ακούσει¨ µε το STDP. Ο επίµαχος νευρώνας, από την
άλλη πλευρά, δίνει λιγότερη προσοχή στους γύρω νευρώνες που δεν το κάνουν. Ως απο-
τέλεσµα, ένας νευρώνας µπορεί να ενσωµατώσει εισόδους µε προγνωστική δύναµη και να τις
µεταφράσει σε µια σηµαντική πρόβλεψη εξόδου, ακόµη και αν η έννοια δεν είναι πλήρως
κατανοητή από τον νευρώνα. Ως αποτέλεσµα, το STDP παρέχει έναν πολύ ϐασικό και κοµψό
µηχανισµό για τη σωστή ¨σύνδεση¨ των νευρώνων στον εγκέφαλο [35].

2.2.4 Ταλαντώσεις

Οι ταλαντώσεις που συµβαίνουν σε διαφορετικές συχνότητες ϑεωρούνται ως λειτουργικά
συναφή σήµατα του εγκεφάλου και η έρευνα υποστηρίζει ότι οι ταλαντώσεις που σχετίζονται
µε γεγονότα γεφυρώνουν το χάσµα µεταξύ µεµονωµένων νευρώνων και νευρωνικών συνθέσε-
ων [36]. Η έρευνα υποθέτει επίσης ότι τα επιλεκτικά κατανεµηµένα συστήµατα ταλάντωσης
δέλτα, ϑήτα, άλφα και γάµµα λειτουργούν ως ηχηρά δίκτυα επικοινωνίας µέσω µεγάλου πλη-
ϑυσµού νευρώνων. Υποστηρίζουν τον χρονικό συγχρονισµό της συµπεριφοράς των νευρωνι-
κών πληθυσµών και έχουν εµπλακεί ως ένας µηχανισµός που επιλέγει υποσύνολα νευρώνων
για περαιτέρω συλλογική επεξεργασία και ενδεχοµένως ως ένας µηχανισµός αναπαράστασης
των ερεθισµάτων, επειδή µπορούν να εµφανίσουν εξάρτηση από µια εργασία (task) ή απο
ένα ερέθισµα [37] [38].
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Κεφάλαιο 3

Νευροµορφικά Υπολογιστικά Συστήµατα

Ο νόµος του Moore, ο οποίος προέβλεψε εκθετική αύξηση του αριθµού των τρανζίστορ
που ϑα µπορούσαν να γίνουν σε ένα µόνο µικροτσίπ, οδήγησε τις εξελίξεις στην τεχνολογία
µικροτσίπ. Η εκθετική χρονική σταθερά είναι µικρή, διπλασιάζεται κάθε 18 µήνες. Ο νόµος
του Moore ¨εφαρµόστηκε¨ κυρίως µέσω της µείωσης του µεγέθους των τρανζίστορ, καθώς τα
τρανζίστορ CMOS γίνονται µικρότερα, ϕθηνότερα, γρηγορότερα και πιο αποδοτικά ενεργεια-
κά. Τα Νευροµορφικά Υπολογιστικά Συστήµατα περιλαµβάνουν ένα ευρύ ϕάσµα τεχνικών
επεξεργασίας πληροφοριών, όλες διακριτές από τα συµβατικά συστήµατα υπολογιστών λόγω
κάποιου ϐαθµού νευροβιολογικής έµπνευσης. Η ϑεωρία στην οποία στηρίζονται τα Νευρο-
µορφικά µπορεί να εντοπιστεί στο ϑεµελιώδες έργο του Carver Mead στο Caltech στα τέλη της
δεκαετίας του 1980. Αυτό το πρώιµο έργο ενέπνευσε άλλους να συνεχίσουν να αναπτύσσουν
νευροµορφικές συσκευές και οι προαναφερθείσες εξελίξεις στην τεχνολογία VLSI ϐοήθησαν
τη συνεχή επέκταση στο µέγεθος και τη λειτουργικότητα των νευροµορφικών συσκευών [39].

Τα τρέχοντα ψηφιακά σχέδια υπολογιστών γενικής χρήσης παρέχουν την ¨ανοσία¨ ϑο-
ϱύβου και την προβλέψιµη συµπεριφορά για την οποία είναι γνωστή η µηχανή Turing. Η
ϐιολογία παραιτείται από τον ντετερµινισµό υπέρ της αποδοτικότητας, ο οποίος ϑα µπορο-
ύσε να ενδιαφέρει µελλοντικούς µηχανικούς υπολογιστών που απασχολούνται µε συστήµατα
όπως συστήµατα όρασης ϱοµπότ, όπου η απόλυτη ακρίβεια είναι αδύνατο να επιτευχθεί και
η ενεργειακή απόδοση είναι κορυφαία προτεραιότητα. Τα Νευροµορφικά Υπολογιστικά
Συστήµατα στοχεύουν στην εξαγωγή ή στην µίµηση της πολυπλοκότητας του ανθρώπινου
εγκεφάλου και των αρχών λειτουργίας του σε πιο αφηρηµένες µεθόδους που µπορούν να
εφαρµοστούν σε ένα υπολογιστικό σύστηµα αυτού του τύπου. Τα νευροµορφικά υπολογι-
στικά συστήµατα τηρούν την αρχή του κατανεµηµένου υπολογισµού, δηλαδή έχουν µεγάλη
ποσότητα µικρών υπολογιστικών «πυρήνων» ανάλογων µε νευρώνες συνδεδεµένους σε δίκτυα
µε κάποιο ϐαθµό επιτρεπόµενης ευελιξίας συνδεσιµότητας.

3.1 ∆οµικά στοιχεία και αρχιτεκτονική

Τα νευροµορφικά συστήµατα και οι εφαρµογές τείνουν να αποκλίνουν από τη νόρµα
και αντί της χρήσης τυπικών τρανζίστορ και στοιχείων κυκλώµατος (π.χ. αντιστάσεων) που
χρησιµοποιούν οι περισσότερες ηλεκτρονικές πλατφόρµες, εκµεταλλεύονται χαρακτηριστικά
δοµικών στοιχείων που παρουσιάζουν επιθυµητή συµπεριφορά όπως η µνήµη. Παρ΄ όλα αυ-
τά, υπάρχουν υλοποιήσεις µε τυπικά ηλεκτρονικά στοιχεία και παρουσιάζουν ικανοποιητικές
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επιδόσεις, όπως στο [40].

Μια τέτοια ηλεκτρονική συσκευή που χρησιµοποιείται για την ανάπτυξη νευροµορφικής
πλατφόρµας είναι το CMOS, Συµπληρωµατικός ηµιαγωγός µετάλλου-οξειδίου (3.1). ΄Ενας
πλήρης οδηγός για το CMOS παρουσιάζεται στο ϐιβλίο [41]. Τα CMOS προσφέρουν µεγάλα
πλεονεκτήµατα σε σχέση µε τυπικά στοιχεία κυκλώµατος, όπως η χαµηλή κατανάλωση ε-
νέργειας και η επεκτασιµότητα και έχουν χρησιµοποιηθεί σε προηγούµενα έργα όπως στο
[42], όπου οι συγγραφείς ανέπτυξαν Χρονικό Νευρωνικό ∆ίκτυο µε 32 εκατοµµύρια CMOS
των 7nm που καλύπτουν συνολικά 1,54mm2 µε µόνο 7,26mW ισχύ µε δυνατότητα επεξερ-
γασίας εικόνας εισόδου 28x28 στα 9,34ns. Μεγάλα έργα όπως το τσιπ TrueNoth της IBM,
χρησιµοποιούν επίσης την τεχνολογία CMOS για νευροµορφικούς υπολογισµούς.

Σχήµα 3.1: Σχηµατικό διάγραµµα CMOS.

Ωστόσο, µία από τις πιο σηµαντικές συσκευές για νευροµορφικούς υπολογιστές είναι το
memristor [43]. Το Memristor (3.2) είναι ένα ϐασικό ηλεκτρικό εξάρτηµα δύο τερµατικών, το
οποίο παρουσιάζει τη συµπεριφορά της µνήµης ϑυµώντας το ιστορικό της. Αυτή η ιδιότητα
καθιστά αυτό το στοιχείο κατάλληλο για νευροµορφικούς υπολογισµούς καθώς µπορεί να
µιµηθεί τη συµπεριφορά του ϐιολογικού νευρώνα και έχει χρησιµοποιηθεί επανειληµµένα
ως σύναψη, παρέχοντας το χαρακτηριστικό της συναπτικής πλαστικότητας στο δίκτυο [44],
[45]. Λόγω του µεγάλου ενδιαφέροντος της ερευνητικής κοινότητας για τη χρήση των mem-
ristors στις νευροµορφικές πλατφόρµες, έχει αναπτυχθεί µια µεγάλη ποικιλία εφαρµογών
που ϐασίζονται σε memristor, προκειµένου να αυξηθεί η αποτελεσµατικότητά τους, όπως η
multi resistive σύναψη που προτείνεται στο έργο των Boybat κ.ά. [46].

Σε συνέχεια της υψηλής αξιοποίησης του χώρου και της ενέργειας των νευροµορφι-
κών υπολογιστών, η χρήση των spintronics [47] εισήχθη στο πεδίο. Τα Spintronics είναι
συσκευές που χρησιµοποιούν τόσο τις ηλεκτρικές όσο και τις µαγνητικές ιδιότητες των ηλε-

(αʹ) Σύµβολο memristor
(ϐʹ) Χαρακτηριστική συνάρτηση
τάσης-έντασης (γʹ) Παράδειγµα χρήσης των memristor

σε προσοµοίωση νευρώνων

Σχήµα 3.2: Χαρακτηριστικά και χρήσεις των memristor
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(αʹ) Η τοπολογία Dragonfly µεταξύ 5 ο-
µάδων

(ϐʹ) Προσαρµοσµένη τοπολογία Dragonfly που προτείνεται στο
[56]

Σχήµα 3.3: ∆ιαφορές στην τοπολογία ∆ραγονφλψ (α) και στην προσαρµοσµένη τοπολογία που προ-
τάθηκε από τους συγγραφείς του [56] (ϐ). Στο (ϐ) οι κόµβοι κάθε οµάδας είναι συνδεδεµένοι µεταξύ τους
µέσω ενός διαύλου ο οποίος δεν σχεδιάζεται για απλότητα.

κτρονίων αυξάνοντας τις υπολογιστικές δυνατότητες κάθε µεµονωµένης συσκευής µε χαµηλή
κατανάλωση ενέργειας. Το 2009 οι Wang κ.ά στο έργο τους [48], πρότειναν την ανάπτυ-
ξη spintronic memristors, δηλαδή spintronic συσκευών µε memristive χαρακτηριστικά. Ο
Torrejon το 2017 [49] έδειξε ότι η ϐιολογική ταλαντωτική συµπεριφορά των νευρώνων µπο-
ϱεί να εφαρµοστεί µε τη χρήση ταλαντωτών νανοκλίµακας. ΄Οπως δείχνουν, τέτοιες συσκευές
παρουσιάζουν αντοχή στο ϑόρυβο και µπορούν να παρέχουν σηµαντικά αποτελέσµατα στις
δοκιµές. Στο έργο των Grollier κ.ά. [50], οι µέθοδοι και τα αποτελέσµατα των spintronic
memristors, ταλαντωτών και άλλων µεθόδων που ϐασίζονται σε spintronic συνοψίζονται και
εξετάζονται, παρέχοντας µια πλήρη εικόνα των spintronics στα νευροµορφικά συστήµατα.

Η ιδιότητα της συναπτικής πλαστικότητας είναι µια σηµαντική πτυχή της έρευνας στα
νευροµορφικα συστήµατα. ΄Ενας διαφορετικός τρόπος επαγωγής της συναπτικής πλαστι-
κότητας στο υλικό είναι η χρήση κατάλληλων τύπων RAM (Random Access Memory - Μνήµη
Τυχαίας Προσπέλασης) ως συνάψεις. Οι πιο αξιοσηµείωτοι τύποι RAM που χρησιµοποιούνται
στα νευροµορφικά δίκτυα είναι η αντιστατική RAM (RRAM), η RAM αγώγιµης γεφύρωσης
(CBRAM), η RAM αλλαγής ϕάσης (PRAM ή RCM) και η µαγνητική RAM (MRAM) που εξε-
τάστηκαν και µελετήθηκαν λεπτοµερώς στις ακόλουθες δηµοσιεύσεις [51], [52], [53]. Στην
ακόλουθη δηµοσίευση [54], οι Suri κ.ά. έδειξαν ότι η RCM µπορεί να µιµηθεί συµπεριφορές
ϐιολογικών συνάψεων όπως τα ϕαινόµενα πλαστικότητας Μακροπρόθεσµης Ενδυνάµωσης
(LTP) και Μακροπρόθεσµης Καταστολής (LTD), τα οποία είναι σηµαντικά χαρακτηριστικά
για τους νευροµορφικούς υπολογιστές.

΄Οσο χρήσιµη και αν είναι η ανάπτυξη ιδανικών δοµικών στοιχείων για νευροµορφικο-
ύς υπολογισµούς, το ίδιο χρήσιµη είναι και η πρόοδος στον σχεδιασµό της αρχιτεκτονικής
τέτοιων δικτύων. Σηµαντικά χαρακτηριστικά µελετώνται συνεχώς, όπως επεκτάσιµα δίκτυα
[55], τα οποία προσφέρουν επεκτασιµότητα χωρίς πρόσθετη καθυστέρηση ή τοπολογίες που
αυξάνουν την απόδοση του δικτύου. Στο [56], οι συγγραφείς προτείνουν µια νέα τοπολο-
γία της τεχνολογίας Network on Chip 3.3βʹ , ϐασισµένη στην τοπολογία της λιβελλούλης
(Dragonfly 3.3αʹ), η οποία προσφέρει ταχύτερη επεξεργασία πληροφοριών στο δίκτυο.

Η χωρική και ενεργειακή απόδοση είναι µια σηµαντική πτυχή των νευροµορφικών υπο-
λογιστών, η οποία καθιστά την τεχνολογία ελκυστική στην ερευνητική κοινότητα και ανα-
πτύσσεται συνεχώς. Με την αυξανόµενη έρευνα της µικροηλεκτρονικής και της νανοτεχνο-
λογίας, πολλές συσκευές µπαίνουν στο παιχνίδι για να ξεπεράσουν τους ανταγωνιστές τους.
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Οι νανοΐνες, τα ηλεκτροχηµικά τρανζίστορ, οι νανοσωλήνες, οι κβαντικές κουκκίδες και πολ-
λά άλλα ϐρίσκονται στο µικροσκόπιο για να ϐελτιώσουν την απόδοση των µευρωµορφικών
υπολογιστών.

Τα νευροµορφικά προσφέρουν έναν νέο τρόπο υπολογισµού. Χρησιµοποιώντας τις κα-
τάλληλες µονάδες που δείχνουν επιθυµητή συµπεριφορά, όπως η µη πτητική µνήµη, η επε-
ξεργαστική ισχύς τους αυξάνεται ϱαγδαία, ενώ ο στοχευµένος σκοπός αυτών των συστηµάτων,
κυρίως στα Νευρωνικά ∆ίκτυα Αιχµών, επιτρέπει τη χρήση αρχιτεκτονικών διαφορετικών από
την von Neumann - η πιο κοινή αρχιτεκτονική που χρησιµοποιείται στους σύγχρονους υπο-
λογιστές, για την εξειδίκευση και την εκµετάλλευση χαρακτηριστικών που η προαναφερθείσα
αρχιτεκτονική δεν µπορεί να προσφέρει.

3.2 Νευροµορφικοί Υπολογιστές

Τα τελευταία χρόνια, εµφανίστηκε ένας αριθµός νευροµορφικών συστηµάτων µεγάλης
κλίµακας, χρησιµοποιώντας τον τεράστιο πόρο τρανζίστορ που είναι τώρα διαθέσιµος σε ένα
µόνο µικροτσίπ και, σε µια περίπτωση, ολόκληρο δίσκος πυριτίου. Οι δυνατότητες της τε-
χνολογίας συνδυάζονται µε κλιµακούµενες αρχιτεκτονικές για να επιτρέψουν την αύξηση
των νευροµορφικών δυνατοτήτων για την υποστήριξη νευρωνικών δικτύων µε εκατοµµύρια
νευρώνες και δισεκατοµµύρια συνάψεις. Οι υπολογιστικοί νευροεπιστήµονες µπορούν τώρα
να εξετάσουν την ανάπτυξη µοντέλων ολόκληρου του εγκεφάλου των πλασµάτων που κυµα-
ίνονται από έντοµα έως µικροσκοπικά ϑηλαστικά ή µεγάλες υπο-περιοχές του ανθρώπινου
εγκεφάλου. Τα ίδια συστήµατα παρέχουν επίσης πλατφόρµες ικανές να υποστηρίξουν νέες
κλίµακες γνωστικής αρχιτεκτονικής. Μερικά από τα πιο αξιοσηµείωτα παραδείγµατα είναι
τα ακόλουθα.

IBM TrueNorth

Το τσιπ IBM TrueNorth ϐασίζεται σε κατανεµηµένα ψηφιακά νευρωνικά µοντέλα που
στοχεύουν σε γνωστικές εφαρµογές σε πραγµατικό χρόνο. Το τσιπ είναι ένα πολύ µεγάλο,
CMOS τσιπ 28 νανόµετρων 5,4 εκατοµµυρίων τρανζίστορ που ενσωµατώνει 4096 νευρο-
συναπτικούς πυρήνες όπου κάθε πυρήνας περιλαµβάνει 256 νευρώνες ο καθένας µε 256
συναπτικές εισόδους. Η διασταυρούµενη έξοδος συνδέει το µοντέλο του ψηφιακού νευρώνα,
το οποίο εφαρµόζει µια µορφή αλγορίθµου integrate-and-fire µε 23 παραµετροποιήσιµες
παραµέτρους που µπορούν να προσαρµοστούν για να αποδώσουν µια ποικιλία διαφορετι-
κών συµπεριφορών και ψηφιακές ψευδοτυχαίες πηγές χρησιµοποιούνται για τη δηµιουργία
στοχαστικών συµπεριφορών, διαµορφώνοντας συναπτικές συνδέσεις, κατώφλι νευρώνων και
διαρροή νευρώνων [57]. Οι έξοδοι των γεγονότων αιχµής του νευρώνα κάθε πυρήνα ακο-
λουθούν ατοµικά διαµορφώσιµες διαδροµές από σηµείο σε σηµείο στην είσοδο ενός άλλου
πυρήνα, οι οποίες µπορεί να είναι στον ίδιο ή ένα διαφορετικό τσιπ TrueNorth. ΄Οταν η έξο-
δος ενός νευρώνα πρέπει να συνδέεται µε δύο ή περισσότερους νευροσυναπτικούς πυρήνες, ο
νευρώνας διπλασιάζεται στον ίδιο πυρήνα (ϐλ. Σχήµα 3.4) . Ο ντετερµινιστικός χαρακτήρας
του ψηφιακού µοντέλου διασφαλίζει ότι όλα τα αντίγραφα παράγουν πανοµοιότυπα τρένα
αιχµών (spike trains) [39].
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Σχήµα 3.4: Οι επικοινωνίες του TrueNorth ϐασίζονται σε συνδέσµους από σηµείο σε σηµείο
που µεταφέρουν αιχµές από έναν µόνο νευρώνα σε έναν µόνο νευροσυναπτικό πυρήνα, όπου
οι αιχµές µπορούν να συνδεθούν µε οποιονδήποτε ή όλους τους 256 νευρώνες του πυρήνα.
Για παράδειγµα εδώ, ο αριστερότερος νευρώνας του πυρήνα 1 συνδέεται µε τον πυρήνα 3. Ο
2ος και ο 3ος νευρώνας του πυρήνα 1 αντιγράφουν ο ένας τον άλλο για να συνδεθούν µε τους
πυρήνες 2 και 3 και ο καθένας κάνει µία σύνδεση.

SpiNNaker

Το έργο SpiNNaker [58] έχει αναπτύξει έναν µαζικά παράλληλο ψηφιακό υπολογιστή
του οποίου η υποδοµή επικοινωνίας είναι εµπνευσµένη από το στόχο της µοντελοποίησης
µεγάλης κλίµακας νευρωνικών δικτύων σε ϐιολογικό πραγµατικό χρόνο µε συνδέσεις πα-
ϱόµοιες µε αυτές του εγκεφάλου. Το µεγαλύτερο σύστηµα SpiNNaker που χρησιµοποιείται
αυτή τη στιγµή έχει 1.000.000 πυρήνες. Ωστόσο, το SpiNNaker δεν µοιάζει µε άλλα νευρο-
µορφικά συστήµατα. Χρησιµοποιεί µικρούς ακέραιους πυρήνες (προσαρµοσµένα τσιπ) που
προορίζονται για ενσωµατωµένες εφαρµογές για κινητά.

Σχήµα 3.5: Συστήµατα SpiNNaker σε µικρή κλίµακα. Το σύστηµα 4 κόµβων (72 πυρήνων)
(αριστερά) τροφοδοτείται από υποδοχή ΥΣΒ και είναι ιδανικό για µάθηση και µικρές εργασίες,
όπως εργασίες σε ϱοµπότ. Το σύστηµα 48 κόµβων (864 πυρήνων) (δεξιά) είναι το ϐασικό
δοµικό στοιχείο των µεγαλύτερων υπολογιστών και µπορεί να χρησιµοποιηθεί για µεγαλύτερες
εφαρµογές
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Το ύφασµα επικοινωνίας του SpiNNaker έχει σχεδιαστεί για την αποστολή µεγάλου όγκου
µικρών πακέτων δεδοµένων (δηλαδή αιχµές νευρώνων) σε πολλούς προορισµούς σύµφωνα
µε στατιστικά διαµορφωµένες διαδροµές πολλαπλής διανοµής [59]. Ο σχεδιασµός του SpiN-
Naker ϐασίζεται σε ένα µικρό πλαστικό πακέτο 300 bga (συστοιχία πλέγµατος) το οποίο
ενσωµατώνει ένα προσαρµοσµένο τσιπ επεξεργασίας και ένα τυπικό τσιπ µνήµης 128 Mbyte
SDRAM. Το τσιπ επεξεργασίας, σχεδιασµένο σε τεχνολογία CMOS 130 nm, περιέχει 18 πυ-
ϱήνες επεξεργαστή ARM968, ο καθένας µε 32 Kbytes µνήµης εντολών και 64 Kbytes µνήµης
δεδοµένων, δροµολογητή πακέτων πολλαπλών εκποµπών και διάφορα στοιχεία υποστήριξης
[60] [39].

Σχήµα 3.6: Επισκόπηση των νευροµορφικών τσιπς και σύγκριση µε τον ανθρώπινο εγκέφαλο.
΄Εχουµε ακόµα πολύ δρόµο για να ϕτάσουµε την αποδοτικότητα του ανθρώπινου εγκεφάλου.
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3.2 Νευροµορφικοί Υπολογιστές

Σχήµα 3.7: Σύγκριση νευροµορφικών πλατφορµών υλικού. Η υπεροχή των νευροµορφικών
υπολογιστικών συστηµάτων ως προς την απόδοση είναι εµφανής. Τα µελλοντικά ϕωτονικά
νευροµορφικά συστήµατα ϑα µπορούσαν να προσφέρουν ακόµη καλύτερες επιδόσεις, αλλά τα
ϕωτονικά δεν αποτελούν µέρος αυτής της διπλωµατικής εργασίας.[61]
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Κεφάλαιο 4

Μοντέλα Νευρώνων

Σε αυτό το κεφάλαιο, ϑα στρέψουµε την προσοχή µας από τον ϐιολογικό εγκέφαλο στον
τεχνητό. Τα νευρωνικά δίκτυα αιχµών (Ν∆Α) διαφέρουν από τα κοινά τεχνητά νευρωνικά
δίκτυα που έχουν αναπτυχθεί τον τελευταίο αιώνα, όπως αναφέρθηκε προηγουµένως, κυρίως
στη χρονική διάσταση των δεδοµένων εισόδου. Αυτή η διαφορά δηµιουργεί την ανάγκη για
ανάπτυξη µοντέλων νευρώνων έτσι ώστε να µπορούν να αποκωδικοποιούν και να εξάγουν
πληροφορίες από τα χρονικά δεδοµένα. Στην ϐιβλιογραφία, πολλά τέτοια µοντέλα έχουν
αναπτυχθεί για την υλοποίηση Ν∆Α, εκ των οποίοων τα πιο σηµαντικά ϑα αναφερθούν στο
κεφάλαιο αυτό.

4.1 Το µοντέλο Hodgkin - Huxley

Το 1952, οι Hodgkin και Huxley δηµοσίευσαν 4 εργασίες σχετικά µε τον τρόπο λειτουρ-
γίας των νευρώνων [62]. Πραγµατοποίησαν πειράµατα σε έναν γιγαντιαίο άξονα καλαµαριού
και ανέπτυξαν το ακόλουθο µοντέλο. Μέσα από τις δοκιµές τους, διαπίστωσαν ότι η ιοντική
κίνηση ιόντων Νατρίου (Na+), Καλίου (K+) και ένα ϱεύµα, επονοµαζόµενο ϱεύµα διαρροής
που αποτελείται κυρίως από ιόντα χλωρίου (Cl-) , που ελέγχονται από δύο κανάλια που ε-
ξαρτώνται από την τάση (κανάλια νατρίου και καλίου) είναι υπεύθυνα για την ϱοή ϱεύµατος
του νευρώνα. Ενώ ο νευρώνας είναι σε ηρεµία, µέσα στον νευρώνα, µια υψηλή συγκέντρωση
αρνητικά ϕορτισµένων ιόντων δηµιουργεί µια διαφορά τάσης µε το εξωτερικό του νευρώνα, το
οποίο είναι ϑετικά ϕορτισµένο. ΄Οταν η τάση ϕτάσει σε ένα ορισµένο όριο, οι αντλίες νατρίου
και καλίου ανοίγουν, µετακινώντας ιόντα µέσα και έξω από το κύτταρο αντίστοιχα. Αυτή η
ιοντική κίνηση οδηγεί σε ένα ϱεύµα που κινείται ως αιχµή (αιχµή) µέσω του νευράξονα στον
επόµενο νευρώνα.

4.1.1 Μαθηµατική αναπαράσταση

Το µοντέλο Hodgkin-Huxley παριστάνεται ως ηλεκτρικό κύκλωµα που ϕαίνεται στο
σχήµα 4.1. Η τάση που συµβολίζεται ως Vm αντιπροσωπεύει την τάση στην κυτταρική µεµ-
ϐράνη. Μπορούµε να δούµε ότι ένα ϱεύµα εισόδου Ιµ µπορεί να ϕορτίσει τον πυκνωτή Cm

ή µπορεί να διαρρεύσει στα υπόλοιπα κανάλια. Το δυναµικό που προκαλείται από τα ιόντα
είναι διαφορετικό για κάθε ένα από αυτά, έτσι χρησιµοποιείται µία διαφορετική µπαταρία
για καθένα από τα ιόντα. Αξίζει να σηµειωθεί ότι η µπαταρία νατρίου ENa+ έχει αντίθετο προ-
σανατολισµό σε σύγκριση µε τις υπόλοιπες µπαταρίες ιόντων και αυτό δικαιολογείται αφού
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τα ιόντα νατρίου αποµακρύνονται από τη µεµβράνη. Τα ϐέλη στους αντιστάτες του καναλιού
νατρίου και καλίου υποδηλώνουν ότι οι αντιστάσεις αυτές έχουν µεταβαλόµενες τιµές και
περιγράφουν τις αντλίες του ϐιολογικού µοντέλου.

Σχήµα 4.1: Η αντιστοιχία του µοντέλο Hodgkin-Huxley σε ηλεκτρικό κύκλωµα.

Προκειµένου να αναλυθεί το κύκλωµα, οι στατικές τιµές του καναλιού χλωρίου και του
καναλιού διαρροής µπορούν να υπολογιστούν µε τον νόµο του Kirchhoff ως ένα κανάλι, που
ονοµάζεται κανάλι διαρροής, µε σταθερή τιµή µπαταρίας και αντίσταση. Εφαρµόζοντας τον
τρέχοντα νόµο του Kirchhoff στο κύκλωµα παίρνουµε την ακόλουθη εξίσωση:

I(t) =
∑
k

Ik

Αντικαθιστώντας κάθε εξίσωση ϱεύµατος µε το ισοδύναµο τάσης, προκύπτει µια διαφο-
ϱική εξίσωση πρώτης τάξης λόγω του πυκνωτή Cm. Για κάθε κανάλι νατρίου, καλίου και
διαρροής, πρέπει να υπολογισθεί η αντίστοιχη αγωγιµότητα. Οι Hodgkin και Huxley δια-
πίστωσαν ότι δύο τύποι αντλιών είναι υπεύθυνοι για την κίνηση ιόντων νατρίου και ένας
τύπος αντλίας για το κάλιο. Για το λόγο αυτό, πρόσθεσαν τις παραµέτρους m, h και n για
να περιγράψουν τον έλεγχο των αντλιών στην κίνηση των ιόντων. Μέσω αριθµητικών πει-
ϱαµάτων κατέληξαν στο ακόλουθο αποτέλεσµα που περιγράφει το δυναµικό της κυτταρικής
µεµβράνης.

Cm
dVm
dt

= Im − (gNa+m3h(Vm + ENa+) + gK+n4(Vm − EK+) + gL(Vm − EL)) (4.1)

όπου οι τιµές m, h και n εξαρτώνται από την τάση και περιγράφονται από τις ακόλουθες
διαφορικές εξισώσεις :

dm

dt
= αm(Vm)(1 −m) + �m(Vm)m (4.2)

dh

dt
= αh(Vm)(1 − h) + �h(Vm)h (4.3)

dn

dt
= αn(Vm)(1 − n) + �n(Vm)n (4.4)

Τα αm(Vm), αh(Vm), αn(Vm), �m(Vm), �h(Vm), �n(Vm) είναι συναρτήσεις που εξαρτώνται
από την τάση και ορίζουν τη συµπεριφορά των µεταβλητών m, h και n και, συνολικά, το
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δυναµικό της κυτταρικής µεµβράνης. Λύνοντας κάθε εξίσωση, παίρνουµε µια εκθετική
λύση µε µια σταθερά εκθέτη τm , τh και τn αντίστοιχα. Στα σχήµατα 4.2αʹ και 4.2βʹ ϕαίνεται η
τάση της µεµβράνης που προκύπτει ϐάση του παραπάνω συνόλου εξισώσεων, και οι σταθερές
χρόνου ως συνάρτηση του δυναµικού. Αυτή η διαφορά στις σταθερές χρόνου (εικόνα 4.2βʹ)
υποδηλώνει την ύπαρξη γρήγορων και αργών πύλων ιόντων.

(αʹ) Συνάρτηση της τάσης της
µεµβράνης ϐάση του µοντέλου
Hodgkin-Huxley

(ϐʹ) Οι σταθερές χρόνου συναρ-
τήσει του δυναµικού του νευρώνα

Σχήµα 4.2: Εξαρτήσεις του µοντέλου Hodgkin-Huxley

∆ίνοντας συγκεκριµένες τιµές στις εξαρτώµενες από την τάση µεταβλητές n και h, µπορο-
ύµε να προσοµοιώσουµε την τάση της κυτταρικής µεµβράνης και να µελετήσουµε τη συµπε-
ϱιφορά της. Στην εργασία τους [63] οι Nelson M. και Rinzel J. χρησιµοποίησαν το GENESIS
tutorial squid [64] για να δηµιουργήσουν πολλές µορφές αιχµών. Το µοντέλο Hodgkin
Huxley αναπτύχθηκε από το 1952 για να προσαρµοστεί στα ευρήµατα της συµπεριφοράς
των νευρώνων και αυτό στο ϐιβλίο [3] παρουσιάζονται εκτεταµένες πληροφορίες σχετικά µε
το ϐιολογικό µοντέλο του νευρώνα και τη µαθηµατική προσαρµογή του µοντέλου Hodgkin
Huxley.

4.1.2 Εφαρµογές και χρήσεις

Το µοντέλο των Hodgkin και Huxley πρωτοστάτησε στον τοµέα της νευρωνικής δυναµι-
κής από την άποψη της νευροεπιστήµης, αλλά ώθησε επίσης την έρευνα και την ανάπτυξη
Νευρωνικών ∆ικτύων Αιχµών. Από µηχανικής πλευράς, υπήρξαν πολλές επιτυχηµένες προ-
σπάθειες για την υλοποίηση ενός νευρώνα χρησιµοποιώντας το προαναφερθέν µοντέλο σε
υλικό υπολογιστών όπως πεδία προγραµµατιζόµενης συστοιχίας πύλης (FPGA) όπως στο
[65], το οποίο καταλήγει σε πιθανή επικοινωνία µεταξύ ηλεκτρικών σηµάτων από έναν Ϲω-
ντανό οργανισµό σε µια τεχνητή δοµή και, µε την ανάπτυξη ενός Ν∆Α, σε συνεργασία µεταξύ
τους. ΄Εχουν επίσης αναπτυχθεί πολυεπίπεδα νευρικά δίκτυα αιχµών µε το µοντέλο των
νευρώνων Hodgkin-Huxley και έχουν εκπαιδευτεί για εργασίες όπως η ανίχνευση άκρων και
η ταξινόµηση προτύπων, όπως ϕαίνεται σε αυτήν [66] και αυτήν [67] την ερευνητική εργασία
αντίστοιχα, µε υποσχόµενα αποτελέσµατα.

4.1.3 Αδυναµίες του µοντέλου

Παρά την καινοτόµο περιγραφή του νευρώνα, το µοντέλο έχει επικριθεί για την αποτελε-
σµατικότητά του στην περιγραφή της πολύπλοκης συµπεριφοράς των πολλών διαφορετικών
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τύπων νευρώνων. Αυτές οι επικρίσεις προέρχονται από αδυναµίες του µοντέλου, όπως η
αδυναµία του να εξηγήσει γεγονότα που µπορούν να επηρεάσουν την κατάσταση του νευ-
ϱώνα [68]. Από µηχανική άποψη, το κύριο µειονέκτηµά του για την ανάπτυξη πολύπλοκων
Ν∆Α είναι η υψηλή υπολογιστική πολυπλοκότητά του. ΄Εχει αποδειχθεί [69] ότι το µοντέλο
Hodgkin-Huxley µπορεί να περιγραφεί, µε επαρκή ακρίβεια, ως µοντέλο κατωφλίου µονής
µεταβλητής. Οι µηχανικοί έστρεψαν την προσοχή τους στην ανάπτυξη απλούστερων µοντέλων
κατωφλίου ώστε να µπορέσουν να δηµιουργήσουν πιο πολύπλοκες δοµές που οδήγησαν στην
ανάπτυξη µοντέλων νευρώνων όπως αυτά που ακολουθούν.

4.2 Μοντέλο ∆ιαρρέον Ολοκλήρωσης και Πυροδότησης (Leaky

Integrate-and-Fire): LIF

Το µοντέλο LIF προτάθηκε για πρώτη ϕορά το 1907 [70] και παρουσιάζει τον νευρώνα
ως διαρρέουσα ενοποιητική µονάδα. Το µοντέλο LIF, σε αντίθεση µε το µοντέλο Hodgkin-
Huxley (HH), είναι ένα µοντέλο κατωφλίου, δηλαδή εκπέµπει µια αιχµή εξόδου όταν η
τάση εισόδου ϕτάσει σε ένα προκαθορισµένο όριο. Το ισοδύναµο ηλεκτρικό κύκλωµα του
µοντέλου είναι ένα κύκλωµα αντιστάτη-πυκνοτή (RC) µε ϱεύµα εισόδου Iinject. Τα ϱεύµατα
εισόδου είναι συνήθως αιχµές (σαν δ-συναρτήσεις Dirac) που, λόγω του πυκνωτή C, αυξάνουν
την τάση του συστήµατος κατά την ίδια τιµή εισόδου. Ο αντιστάτης, ή όπως ϕαίνεται στο
Σχήµα 4.3 ο αγωγός gleak, είναι υπεύθυνος για τη διαρροή τάσης του νευρώνα, ενώ η πηγή
Em αντιπροσωπεύει την τάση του νευρώνα σε κατάσταση αδράνειας. ΄Οταν η τάση ϕτάσει
το κατώφλι, η µονάδα εκπέµπει µια αιχµή και η τάση επιστρέφει στην αρχική (ϱελαντί)
κατάσταση.

Σχήµα 4.3: Το Μοντέλο ∆ιαρρέον Ολοκλήρωσης και Πυροδότησης σαν ηλεκτρικό κύκλωµα

4.2.1 Ανάλυση του µοντέλου

Επιλύοντας το κύκλωµα προκύπτει η ακόλουθη εξίσωση, η οποία περιγράφει το δυναµι-
κό της µονάδας στο χρόνο. Η λύση της οµοιογενούς εξίσωσης (iinject=0) είναι µια εκθετική
µείωση. Η σταθερά τm = C/gleak είναι η χρονική σταθερά της εκθετικής µείωσης και καθο-
ϱίζεται από τους προαναφερθέντες παράγοντες, τον αγωγό και τον πυκνωτή του κυκλώµατος.
Το Σχήµα 4.6 δείχνει την απόκριση του µοντέλου σε µια είσοδο τρένου αιχµών.

40 ∆ιπλωµατική Εργασία
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τm
dVm(t)
dt

= −(Vm − Em) +
i inject

gleak
(4.5)

Σχήµα 4.4: Τάση του δυναµικού του νευρώνα και η απόκριση του. Κάθε σήµα εισόδου
πολλαπλασιάζεται µε το ϐάρος του και στη συνέχεια αθροίζεται για να δράσει στο δυναµικό
του νευρώνα. ΄Οταν το δυναµικό µεµβράνης του νευρώνα ϕτάσει στο κατώφλι, παράγεται µια
αιχµή και η τάση επαναφέρεται στην κατάσταση αδράνειας.

4.2.2 Χρήσεις και περιορισµοί

Η απλότητα του µοντέλου έχει τραβήξει την προσοχή των ερευνητών τόσο για την υλοπο-
ίηση λογισµικού όσο και υλικού του νευρώνα. Το µοντέλο έχει χρησιµοποιηθεί για µεγάλη
ποικιλία χρήσεων. Το 2003 το διαρρέον µοντέλο ολοκλήρωσης και πυροδότησης χρησιµο-
ποιήθηκε για τη µοντελοποίηση του κοχλία και τον εντοπισµό χαρακτηριστικών ήχου [71],
ενώ πιο συνηθισµένες, για τα ΤΝ∆, εργασίες, όπως η αναγνώριση µοτίβου και η τµηµατο-
ποίηση εικόνας, έχουν αντιµετωπιστεί χρησιµοποιώντας είτε ένα LIF µοντέλο νευρώνων (για
αναγνώριση µοτίβων) [72] ή Ν∆Α που αποτελείται από τέτοια µοντέλα νευρώνων (τµηµατο-
ποίηση εικόνας) [73]. Οι Doutsi E. κ.ά. στην εργασία τους [74] χρησιµοποίησαν το µοντέλο
LIF για να µετατρέψουν το σήµα εισόδου σε τρένο αιχµών. Η εκτεταµένη έρευνα µε χρήση
αυτού του µοντέλο οδήγησε τους ερευνητές να δουν το ίδιο το µοντέλο ως αντικείµενο µε-
λέτης και έχει γίνει πολλή δουλειά στη ϐελτίωση αυτού, όπως για παράδειγµα στην εργασία
[75]. Από την άποψη της υλοποίησης υλικού, Ν∆Α µε ϐάση το προαναφερθέν µοντέλο έχουν
ήδη προταθεί ή αναπτυχθεί και εκπαιδευτεί για διάφορους σκοπούς, όπως ϕαίνεται στα [76]
και [77], αξιοποιώντας τα πλεονεκτήµατα των Ν∆Α. Η αυξανόµενη ερευνητική ανάπτυξη η-
λεκτρονικών εξαρτηµάτων, όπως τα memristors, που ευνοούν την ανάπτυξη τέτοιων δικτύων
[78], έχει δηµιουργήσει µια έκρηξη στη δηµιουργία νευροµορφικών, ακόµη και ϕωτονικών
αρχιτεκτονικών (ϐλ. κεφ. 3) [79], που υπόσχονται χαµηλή κατανάλωση ενέργειας [76], [80]
και αρχιτεκτονικές υψηλής συµπίεσης [81] για την ανάπτυξη Ν∆Α µε ϐάση το µοντέλο LIF.

Το µειονέκτηµα του µοντέλου προέρχεται από την απλότητά του. ΄Εχει προταθεί ότι, σε
σύγκριση µε το µοντέλο HH, το µοντέλο LIF ϑα µπορούσε να είναι λιγότερο ανεκτικό στο
ϑόρυβο ενώ µοιάζει λιγότερο µε τον ϐιολογικό νευρώνα [82]. Επιπλέον, σε σύγκριση µε
τα αποτελέσµατα των κορυφαλιων ΤΝ∆ και των αλγορίθµων µηχανικής µάθησης, τα Ν∆Α
δεν παρουσιάζουν πάντα ικανοποιητικά αποτελέσµατα, όπως σε αυτή τη µελέτη [83] όπου
συγκρίνει τις αποδόσεις ενός Ν∆Α µε χρήση µοντέλων νευρώνων ∆ιαρρέον Ολοκλήρωσης και
Πυροδότησης και µιας µηχανής υποστίρηξης διανυσµάτων Support Vector Machine - SVM.
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4.3 Μοντέλο Izhikevich

4.3.1 Ορισµός του µοντέλου

Το 2003 ο Eugene M. Izhikevich δηµοσίευσε ένα άρθρο προτείνοντας ένα νέο µοντέλο
νευρώνων [84]. Ο στόχος ήταν να παράσχει ένα µοντέλο µε µαθηµατική απλότητα και ϐιολο-
γική αληθοφάνεια, συνδυάζοντας χαρακτηριστικά από το µοντέλο διαρρεόν ολοκλήρωσης και
πυροδότησης και το µοντέλο Hodgkin-Huxley. Το προκύπτον µοντέλο ϑα ήταν χρήσιµο για
τη µοντελοποίηση ϐιολογικών νευρώνων ενώ ϑα µπορούσε εύκολα να εφαρµοστεί, από την
άποψη της µηχανικής. Η µαθηµατική περιγραφή παρουσιάζεται στις ακόλουθες εξισώσεις.
΄Οπως το µοντέλο LIF, έτσι και το προτεινόµενο µοντέλο είναι ένα µοντέλο κατωφλίου, όπου
διαφορετικές τιµές των παραµέτρων ϑα µπορούσαν να εισαχθούν για να προσοµοιώσουν µια
ποικιλία νευρώνων.

dv

dt
(t) = 0.04v2 + 5v + 140 − u + I(t) (4.6)

du

dt
(t) = a(bv − u) (4.7)

if u ≥ 30mV then

 v = c

u = u + d
(4.8)

Η τιµή v αντιπροσωπεύει το δυναµικό µεµβράνης του νευρώνα ενώ η τιµή u αντιπροσωπε-
ύει µια µεταβλητή ανάκτησης µεµβράνης. Στο έργο του, ο Izhikevich έδειξε ότι ο χειρισµός
των παραµέτρων a, b, c και d, µπορεί να παράγει µια µεγάλη ποικιλία νευρωνικών απο-
κρίσεων. Αργότερα, το 2004 δήλωσε [85] ότι το µοντέλο Izhikevich κατατάσσεται υψηλά στο
συνδυασµό υψηλής ϐιολογικής αληθοφάνειας και χαµηλού κόστους εφαρµογής, µεταξύ των
υπαρχόντων µοντέλων της εποχής του.

4.3.2 Υλοποιήσεις

Πράγµατι, την τελευταία δεκαετία, το µοντέλο Izhikevich εφαρµόστηκε σε ολοκληρω-
µένα κυκλώµατα αξιοποιώντας τις πρόσφατες εξελίξεις στον τοµέα. Πολλαπλές τεχνικές που
ανταγωνίζονται µεταξύ τους, όπως το MNIN [86] και το CORDIC [87] υπόσχονται χαµηλότε-
ϱο υπολογιστικό κόστος και σφάλµάτα. Το µοντέλο έχει δοκιµαστεί σε κλασικές εργασίες
Τεχνητής Νοηµοσύνης, είτε υλοποιηµένες στο δικό του υλικό, όπως σε αυτό το έργο [88],
όπου αναπτύχθηκε ένα FPGA που αντιπροσωπεύει ένα µοντέλο Izhikevich νευρώνα, ϐάση
του οποίου αναπτύχθηκε ένα νευρωνικό δίκτυο αιχµών και δοκιµάστηκε στην αναγνώριση
χαρακτήρων, ή σε λογισµικό που προσοµοιώνει την απόκριση του µοντέλου. Οι µεµονω-
µένοι νευρώνες έχουν δοκιµαστεί σε προβλήµατα µη γραµµικής αναγνώρισης προτύπων
[89] δείχνοντας την ικανότητα ενός µεµονωµένου νευρώνα στην ταξινόµηση πολλαπλών προ-
τύπων. Μια έξυπνη εκµετάλλευση αυτής της ικανότητας παρουσιάζεται εδώ [90] όπου το
πολυστρωµατικό δίκτυο perceptron που χρησιµοποιείται για την ταξινόµηση ενός τυπικού
συνελικτικού νευρωνικού δικτύου (CNN) αντικαθίσταται από έναν νευρώνα Izhikevich. Ως
αποτέλεσµα, αυτό το δίκτυο επιτυγχάνει παρόµοιες ϐαθµολογίες µε τυπικά CNN, µειώνοντας
παράλληλα το χρόνο εκπαίδευσης.
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4.3.3 Κριτική

Παρά τις πολλά υποσχόµενες δηλώσεις του δηµιουργού του µοντέλου, τα τελευταία
χρόνια, αυτό έχει επικριθεί. Οι ανασκοπήσεις και οι συγκρίσεις µε άλλα µοντέλα (όπως
το LIF και το HH) δείχνουν µικρά, αν υπάρχουν, πλεονεκτήµατα. Το 2014, οι Michael J.
Skocik και Lyle N. Long συνέκριναν το υπολογιστικό κόστος των µοντέλων Izhikevich, LIF
και Hodgkin-Huxley χρησιµοποιώντας πολλαπλές αριθµητικές µεθόδους (έτσι ώστε να ϐρε-
ϑεί η καλύτερη εφαρµογή κάθε µοντέλου) [91]. Τα αποτελέσµατά τους έδειξαν ότι το µοντέλο
Izhikevich είναι συγκρίσιµο µε το µοντέλο HH όσον αφορά το υπολογιστικό κόστος, ενώ το
µοντέλο LIF είναι, όπως αναµενόταν, το καλύτερο από τα τρία. Το 2017, οι Sergio Valadez-
Godínez κ.ά. [92] συνέκριναν τα ίδια µοντέλα νευρώνων όσον αφορά την ακρίβεια και το
κόστος σε διαφορετικούς ϱυθµούς αιχµών. Οµοίως κατέληξαν, ότι στις περισσότερες περι-
πτώσεις, το µοντέλο Izhikevich έδωσε άσχηµα αποτελέσµατα, ήταν λιγότερο αποδοτικό από
το µοντέλο HH, ενώ ήταν πιο υπολογιστικά ακριβό από το µοντέλο LIF. Μια πιο πρόσφατη
µελέτη του 2020 από τους ίδιους ερευνητές [93] παρουσιάζει και συνοψίζει τα προβλήµατα
του µοντέλου Izhikevich που προτάθηκαν στη ϐιβλιογραφία.

4.4 Μοντέλο Απόκρισης αιχµών - Spike Response Model: SRM

4.4.1 Ορισµός του µοντέλου

Το Μοντέλο Απόκρισης αιχµών αναπτύχθηκε, ως ιδέα, σε µια σειρά εγγράφων την τελευ-
ταία δεκαετία του 20ού αιώνα, αλλά το όνοµα εισήχθη για πρώτη ϕορά σε αυτό το έργο [94]
του 1993. Σε αυτή την εργρασία, οι Wulfram Gerstner κ.ά παρουσιάζουν το µαθηµατικό
µοντέλο του νευρώνα SRM µαζί µε αποτελέσµατα προσοµοίωσης. Το µοντέλο µοιάζει µε το
µοντέλο Integrate-and-Fire (µοντέλο IF), µε τη διαφορά ότι το δυναµικό της µεµβράνης εξαρ-
τάται από διάφορους γραµµικούς πυρήνες που δρουν στις εισερχόµενες αιχµές. Επιπλέον,
το όριο σε αυτό το µοντέλο εξαρτάται από το χρόνο σε αντίθεση µε το µοντέλο Integrate-
and-Fire. Σε αυτό το ϐιβλίο [3], οι συγγραφείς καταδύονται σε µια εκτενή περιγραφή και
εξήγηση του SRM και της οµοιότητάς του µε το µοντέλο IF. Το ακόλουθο σύνολο εξισώσεων
(4.9), (4.10) περιγράφει το δυναµικό της µεµβράνης και την τιµή κατωφλίου του µοντέλου, α-
ντίστοιχα. Οι προαναφερθέντες πυρήνες η(), κ() και θ1() µπορούν να ερµηνευτούν ως ϕίλτρα
γραµµικής απόκρισης που δρουν στις εισερχόµενες ή µετασυναπτικές αιχµές. Πιο αναλυτι-
κά, ο πυρήνας κ είναι η γραµµική απόκριση της µεµβράνης για την εισερχόµενη αιχµή και
ολοκληρώνει το ϱεύµα εισόδου στο χρόνο. Ο πυρήνας η αντιστοιχεί στο δυναµικό δράσης
του νευρώνα. Αυτό γίνεται καλύτερα κατανοητό από το γεγονός ότι ο πυρήνας επηρεάζει το
δυναµικό της µεµβράνης και εξαρτάται από τη µεταβλητή tf , η οποία ορίζει τον χρόνο πυρο-
δότησης του νευρώνα. Ο πυρήνας πρέπει να περιέχει ακόµη και την αρνητική υπέρβαση του
δυναµικού του νευρώνα. Ο πυρήνας θ1 περιγράφει τη ϐραχυπρόθεσµη πλαστικότητα του
νευρώνα και αλλάζει την τιµή κατωφλίου του νευρώνα (στις περισσότερες περιπτώσεις) µετά
την πυροδότηση του νευρώνα.

u(t) =
∑
tf

η(t − tf ) +

∫ ∞

0
κ(s)I(t − s)ds + urest (4.9)
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θ(t) = θ0 +
∑
tf

θ1(t − tf ) (4.10)

Το µοντέλο µπορεί επίσης να ερµηνευτεί ως σύστηµα κλειστού ϐρόχου, όπου κάθε πυ-
ϱήνας είναι ένα ϕίλτρο πεπερασµένης απόκρισης παλµού (ϕίλτρο FIR), η είσοδος του συ-
στήµατος είναι το ϱεύµα εισόδου του νευρώνα, η έξοδος είναι το τρένο αιχµής που παράγει
ο νευρώνας λόγω της εισόδου και η ίδια η κατάσταση του συστήµατος είναι το δυναµικό
µεµβράνης. Η παρακάτω εικόνα από το ϐιβλίο [3] δίνει µια οπτική αναπαράσταση του συ-
στήµατος που αναφέρθηκε παραπάνω.

Σχήµα 4.5: Το διάγραµµα του Μοντέλου Απόκρισης Αιχµών. Κάθε ϕίλτρο αντιστοιχεί σε έναν
πυρήνα που το µοντέλο περιγράφει µαθηµατικά. Το σύστηµα αντιπροσωπεύει το δυναµικό της
µεµβράνης και την έξοδο, δηλαδή το τρένο αιχµών του νευρώνα.

4.4.2 ∆υνατότητες του µοντέλου

Η αφηρηµένη ϕύση του µοντέλου λόγω των µη αυστηρά καθορισµένων συναρτήσεων
πυρήνα, δίνει τη δυνατότητα για την υλοποίηση µιας ποικιλίας τύπων νευρώνων και πιθανών
αντιδράσεων και να ϱυθµίσει λεπτοµερώς τις µεταβλητές για να δηµιουργήσει µοντέλα που
µιµούνται τη λειτουργικότητα των πραγµατικών νευρώνων. Το 2003 οι Reanut Jolivet κ.ά.
έδειξαν ότι το Μοντέλο Απόκρισης αιχµών µπορούσε να προβλέψει µε µεγάλη ακρίβεια την
απόκριση των πραγµατικών νευρώνων, δεδοµένης της ίδιας εισόδου [95]. Βελτιώσεις του
µοντέλου έχουν προταθεί όπως στο [96] που καθιστούν το µοντέλο πιο ϐιολογικά αληθοφανές.

Το µοντέλο απόκρισης αιχµών λέγεται ότι είναι µια γενίκευση του µοντέλου Integrate
and Fire. Τούτου λεχθέντος, µπορεί να ήταν αναµενόµενο ότι νευρωνικά δίκτυα ϐασισµένα
σε αυτό το µοντέλο νευρώνων ϑα τραβούσαν την προσοχή των µηχανικών Τεχνητής Νοηµο-
σύνης. Αν και ορισµένα έργα έχουν χρησιµοποιήσει τέτοια δίκτυα για την επίλυση προβλη-
µάτων όπως τη ∆ιάγνωση Καρκίνου του Μαστού, όπως ϕαίνεται στο [97], µε εντυπωσιακά
αποτελέσµατα, το SRM δεν προσελκύει το ενδιαφέρον της κοινότητας των µηχανικών. Ως
αποτέλεσµα, υπάρχουν µόνο µερικές υλοποιήσεις σε υπολογιστικό υλικό, όπως το [40], ενώ
το ίδιο το µοντέλο λειτουργεί ως εργαλείο κυρίως από ϐιολογική άποψη.
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4.5 Στοχαστικό και Πιθανολογικό Μοντέλο Νευρώνα

4.5.1 Στοχαστικός συντονισµός

΄Ολα τα µοντέλα νευρώνων που παρουσιάστηκαν ήταν ντετερµινιστικά συστήµατα, που
περιγράφονταν από εξισώσεις σταθερών παραµέτρων και ντετερµινιστικών εισόδων. Ως απο-
τέλεσµα, εξ ορισµού, γνωρίζοντας την αρχική κατάσταση και το σήµα εισόδου, µπορεί να
συναχθεί η απόκριση του µοντέλου. Αυτό το γεγονός µπορεί να είναι χρήσιµο καθώς ϐοηθά
στην κατανόηση σηµαντικών χαρακτηριστικών όπως η σταθερότητα του µοντέλου. Ωστόσο,
έχει προταθεί ότι η προσθήκη στοχαστικότητας σε τέτοια ϐιολογικά συστήµατα µπορεί να
είναι χρήσιµη, δεδοµένου ότι δίνει τη δυνατότητα ανίχνευσης ασθενών σηµάτων. Αυτή η ιδέα
ονοµάζεται στοχαστικός συντονισµός και παρουσιάστηκε το 1981. Ο στοχαστικός συντονι-
σµός λέγεται ότι υπάρχει όταν υπάρχουν οι ακόλουθες τρεις συνθήκες στο σύστηµα. Πρώτον,
πρέπει να υπάρχει ένα ϕράγµα ενεργοποίησης, όπως η τιµή κατωφλίου που παρουσιάστη-
κε στα προηγούµενα µοντέλα. Επιπλέον, πρέπει να εφαρµόζονται αδύναµα και περιοδικά
σήµατα, όπως τα τρένα αιχµών της εισόδου. Τέλος, πρέπει να εφαρµοστεί ένας ϑόρυβος
εισόδου στο σήµα εισόδου. Ο στοχαστικός συντονισµός αναλύεται εκτενώς σε αυτό το έργο
[98]. Αυτό το ϕαινόµενο δεν είναι µόνο ένα χρήσιµο εργαλείο από πλευράς µηχανικής, αλλά
παρατηρείται επίσης σε ϐιολογικά συστήµατα [99]. Κατά συνέπεια, υπήρξε µια εκτεταµένη
έρευνα για την σκόπιµη προσθήκη στοχαστικότητας (όπως µε την εφαρµογή ϑορυβώδους
εισόδου) ή πιθανότητας σε µοντέλα νευρώνων, έτσι ώστε να αξιοποιηθούν οι επιπτώσεις του
στοχαστικού συντονισµού.

Σχήµα 4.6: Στοχαστικός συντονισµός. Στο αδύναµο σήµα προστίθεται ένας ϑόρυβος εισόδου.
Κατά συνέπεια, η νέα ϑορυβώδης είσοδος µπορεί να ξεπεράσει το όριο και να πραγµατοποιηθεί
η Ϲητούµενη ενεργοποίηση. Η ένταση του πρόσθετου ϑορύβου παίζει σηµαντικό ϱόλο στην έξοδο
και πρέπει να χειριστεί προσεκτικά. ΄Ενας ϑόρυβος χαµηλής έντασης δεν ϑα προκαλέσει την
είσοδο να υπερβεί το όριο, ενώ µια υψηλή ένταση ϑα κυριαρχήσει στο σήµα εισόδου και οι
πληροφορίες του σήµατος ϑα χαθούν.
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4.5.2 Στοχαστικός ϑόρυβος και διάχυση

Η στοχαστικότητα, όπως αναφέρθηκε προηγουµένως, εµφανίζεται στα ϐιολογικά µοντέλα.
Η στοχαστικότητα του συστήµατος µπορεί να προκληθεί από µια ϑορυβώδη είσοδο, όπως
παρουσιάστηκε παραπάνω, µε την ύπαρξη στοχαστικού συντονισµού σε ντετερµινιστικά µο-
ντέλα, όπως στο [40]. Παρ ΄όλα αυτά, το ίδιο το µοντέλο µπορεί να καθοδηγείται από στοχα-
στικές διαδικασίες και πιθανότητες ενσωµατωµένες στις παραµέτρους του. Είναι γνωστό ότι
το άνοιγµα και το κλείσιµο των αντλιών ιόντων στους νευρώνες καθοδηγείται από κάποια πο-
σότητα στοχαστικότητας που είναι ενσωµατωµένη στο σύστηµα. Για την προσοµοίωση αυτής
της συµπεριφοράς, έχουν προταθεί στοχαστικά µοντέλα του µοντέλου Hodgkin-Huxley [100]
που αντιµετωπίζουν το άνοιγµα και το κλείσιµο των αντλιών ιόντων ως µη ντετερµινιστικά γε-
γονότα. Παρόλο που τέτοια µοντέλα µπορούν να είναι χρήσιµα από ϐιολογική άποψη, δεν
εξυπηρετούν έναν αξιοσηµείωτο σκοπό στην ανάπτυξη εκπαιδευτικών νευρωνικών δικτύων
µεγάλης κλίµακας λόγω της πολυπλοκότητάς τους. Για τέτοια χρήση, έχουν αναπτυχθεί
µη ντετερµινιστικά µοντέλα άλλων, απλών µοντέλων, όπως το µοντέλο LIF και το µοντέλο α-
πόκρισης αιχµών. Η µη-ντετερµινιστική συµπεριφορά συνήθως προστίθεται σε παραµέτρους
που αντιστοιχούν στις τρεις ϕάσεις του νευρώνα: την προσυναπτική, τη µεµβράνη και τη µε-
τασυναπτική. Στο έργο του [101], ο N.Kasabov ορίζει ένα πιθανολογικό µοντέλο νευρώνων
όπου καθένα από τα τρία προαναφερθέντα στάδια συµβάλλει µε πιθανότητα για την άφιξη της
αιχµής, τη συµβολή της αιχµής στη µεµβράνη των νευρώνων και τη δηµιουργία της αιχµής.
Τα αναπτυγµένα δίκτυα µε στοχαστικούς νευρώνες για εργασίες αναγνώρισης προτύπων δε-
ίχνουν χαρακτηριστικά που δεν έχουν τα ντετερµινιστικά Ν∆Α. ΄Ενα κοινό συµπέρασµα που
τυπικά αναφέρεται είναι η στιβαρότητα του δικτύου σε σύγκριση µε το ντετερµινιστικό, όπως
αναφέρεται σε αυτή την εργασία [102] όπου χρησιµοποιήθηκε το πιθανό µοντέλο νευρώνων
LIF και σε αυτό [103] όπου αυτή τη ϕορά χρησιµοποιήθηκε ένας στοχαστικός SRM µε πιθα-
νότητα αιχµής. Σε αυτήν την εργασία [104] πολλά µη-ντετερµινιστικά µοντέλα συγκρίνονται
µε τα αντίστοιχα ντετερµινιστικά, δείχνοντας στιβαρότητα και ϱητή συµπεριφορά.

Μια άλλη προσέγγιση για την προσθήκη στοχαστικότητας στο µοντέλο είναι η έγχυση
στοχαστικής διάχυσης. Το πιο κοινό µοντέλο που χρησιµοποιεί τη διαδικασία διάχυσης
ως µοντέλο στοχαστικού νευρώνα είναι το µοντέλο Ornstein-Uhlenbeck [105]. ΄Ενα άλλο
µοντέλο που χρησιµοποιεί την ίδια ιδέα είναι το µοντέλο Feller. Ως αποτέλεσµα της µοναδι-
κής και περίπλοκης ϕύσης τους, αυτοί οι τύποι µοντέλων έχουν προσελκύσει το ενδιαφέρον
και η εκτίµηση των παραµέτρων έχει µελετηθεί εκτενώς σε αυτά, όπως παρουσιάζεται στο
[106] και στο [107]. Ωστόσο, πρέπει να αναφερθεί ότι µόνο η επιφάνεια έχει µελετηθεί από
την οικογένεια µοντέλων στοχαστικών νευρώνων. ΄Εχει αναπτυχθεί µια µεγάλη ποικιλία µο-
ντέλων νευρώνων που εκµεταλλεύονται τη στοχαστικότητα µε διαφορετικούς τρόπους και την
κάνουν να δρα σε διαφορετικές πτυχές του νευρώνα. ∆ύο ακόµη αξιοσηµείωτα τέτοια µο-
ντέλα παρουσιάζονται εδώ, το µοντέλο Galves – Löcherbach [108] και το στοχαστικό µοντέλο
Fitzhugh-Nagumo [109], που αφήνονται στον αναγνώστη να τα µελετήσει εκτενώς.

4.5.3 Υλοποιήσεις και προοπτικές του µοντέλου

΄Οπως παρουσιάστηκε παραπάνω, η στοχαστικότητα στα νευρωνικά δίκτυα ϑα µπορούσε
να είναι ένα χρήσιµο εργαλείο για την εξερεύνηση των απαρατήρητων συµπεριφορών των
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συστηµάτων, αλλά ϑα µπορούσε κανείς να υποστηρίξει ότι η κωδικοποίηση και η εφαρµογή
τέτοιων συστηµάτων στο υλικό είναι αναποτελεσµατική και πιθανώς υπολογιστικά δαπανηρή.
Ωστόσο, ο στοχαστικός συντονισµός έχει να κάνει µε την προσθήκη ϑορύβου στην είσοδο.
Κατά συνέπεια, µε προσεκτικό χειρισµό των ηλεκτρονικών εξαρτηµάτων του υλικού, ο ϕυ-
σικός ϑόρυβος των υλικών µπορεί να προστεθεί στην είσοδο και να δώσει την επιθυµητή
ϑορυβώδη συµπεριφορά. Τέτοιες συσκευές, όπως οι στοχαστικοί memristors, έχουν δοκιµα-
στεί ως προς την ικανότητά τους να ελέγχουν το ϑόρυβο της συσκευής και να δηµιουργούν
πλήρως στοχαστικές συσκευές µεταγωγής [110], και τέτοιες συσκευές έχουν χρησιµοποιηθεί
στην ανάπτυξη εξαρτηµάτων υλικού µε ενσωµατωµένη στοχαστικότητα για την υλοποίηση
των νευρωνικών δικτύων [111]. Επιπλέον, τα memristors δεν αποτελούν µονόδροµο για την
ανάπτυξη στοχαστικών Ν∆Α. ∆ιαφορετικά στοιχεία, όπως η δίοδος χιονοστιβάδας (avalanche
diode) [40], µπορούν να χειριστούν για να παράγουν την επιθυµητή ϑορυβώδη είσοδο ή α-
κόµα εκµεταλλεύοντας την έξυπνη αρχιτεκτονική σε FPGA, να αναπτύξουν στοχαστικά Ν∆Α
µε πλήρως ντετερµινιστικά στοιχεία, όπου η στοχαστικότητα προστίθεται ψηφιακά [112].

΄Ενα ϑέµα που δείχνουν να υπερτερούν τα στοχαστικά Ν∆Α (και γενικά τα ΤΝ∆) είναι η
εύρεση γρήγορων κατά προσέγγιση λύσεων σε προβλήµατα κλάσης NP-complete. Τα ϐιολο-
γικά συστήµατα δείχνουν υψηλή ικανότητα στην εύρεση αρκετά καλών λύσεων σε προβλήµα-
τα ικανοποίησης περιορισµών. Γνωρίζοντας αυτό, έχουν αναπτυχθεί στοχαστικά Ν∆Α για να
µιµηθούν µια τέτοια συµπεριφορά µε ικανοποιητικά αποτελέσµατα [113]. Μια άλλη πολλά
υποσχόµενη χρήση στοχαστικών νευρωνικών δικτύων είναι η χρήση τους ως υπολογιστή δε-
ξαµενής ή, στην περίπτωση νευρωνικών δικτύων, µηχανών υγρής κατάστασης - Liquid State
Machine (LMS). Οι µηχανές υγρής κατάστασης (LSM) αποτελούνται από µια µεγάλη συλλο-
γή νευρώνων που συνδέονται τυχαία µεταξύ τους και ο καθένας λαµβάνει αιχµές εισόδου µε
την πάροδο του χρόνου από µια εξωτερική πηγή και άλλους νευρώνες του LSM. Λόγω της
αρχιτεκτονικής τους, τα LSM έχουν υψηλές δυνατότητες υπολογισµού µιας µεγάλης ποικι-
λίας µη γραµµικών συναρτήσεων και η πρόσθετη στοχαστικότητα µπορεί να ϐελτιώσει ακόµη
περισσότερο το πλαίσιο. Τέτοια στοχαστικά LSM (sLSM) έχουν ήδη δοκιµαστεί έναντι του
ντετερµινιστικού τους LSM [114] και έχει συναχθεί ότι µπορούν να αποδώσουν καλύτερα από
τα ντετερµινιστικά. Αυτή η τεχνική έχει ήδη χρησιµοποιηθεί µε επιτυχία για την ανάπτυξη
ενός Ν∆Α για ταξινόµηση ηλεκτροκεφαλογραφηµάτων (EEG) [115].
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Κεφάλαιο 5

∆ιαχείριση Πληροφοριών αιχµών

Τα περισσότερα σύνολα δεδοµένων για εκπαίδευση και δοκιµή ΤΝ∆ που υπάρχουν σήµε-
ϱα, αποτελούνται από µη χρονικά δεδοµένα. Τέτοια σύνολα δεδοµένων δεν µπορούν να
δοθούν ως είσοδος σε ένα ασύγχρονο µοντέλο όπως ένα Ν∆Α. Για να ξεπεραστεί αυτό το
πρόβληµα, έχουν αναπτυχθεί πολλοί αλγόριθµοι κωδικοποίησης εισόδου, µερικοί από τους
οποίους ϑα παρουσιαστούν σε αυτό το κεφάλαιο.

5.1 Αναπαράσταση Πληροφοριών

Η προστιθέµενη χρονική διάσταση που είναι ενσωµατωµένη στα Ν∆Α, δηµιουργεί την
ανάγκη κωδικοποίησης των δεδοµένων εισόδου µε τρόπους που µπορεί να επεξεργαστεί το
∆ίκτυο. Υπάρχουν δύο κύρια σχήµατα κωδικοποίησης που αντιπροσωπεύουν τις δεδοµένες
πληροφορίες σε τρένα αιχµών, κωδικοποίηση ϱυθµού και παλµική ή χρονική κωδικοποίηση.
Η επιλογή της κωδικοποίησης δεδοµένων αποτελεί σηµαντική απόφαση στο σχεδιασµό του
Νευρωνικού Μοντέλου, καθώς δίνει τη δυνατότητα ανάπτυξης µοντέλων µε διαφορετικούς
κανόνες µάθησης, συµβατά µε το σύστηµα κωδικοποίησης που επιλέχθηκε και διαµόρφωση
µοντέλων σε ένα ευρύ ϕάσµα ϐιολογικής αληθοφάνειας και µηχανική υπολογιστικότητα.

5.1.1 Κωδικοποίηση ϱυθµού - Rate Code

Η κωδικοποίηση ϱυθµού είναι το σχήµα κωδικοποίησης όπου οι πληροφορίες κωδικο-
ποιούνται στον αριθµό των αιχµών που εκπέµπονται σε ένα χρονικό παράθυρο. Ο ϱυθµός
πυροδότησης ενός νευρώνα υπολογίζεται ως ο αριθµός των αιχµών που παράγει ο νευρώνας
µέσα σε ένα δεδοµένο χρονικό παράθυρο. Υπάρχουν πολλοί αλγόριθµοι κωδικοποίησης
που ϐασίζονται στο σχήµα κωδικοποίησης ϱυθµών που µετρούν τον ϱυθµό πυροδότησης
µεµονωµένων νευρώνων ή πληθυσµών νευρώνων κατά τη διάρκεια ενός ή πολλών χρονικών
παραθύρων. Ωστόσο, ο υπολογισµός του µέσου ϱυθµού πυροδότησης ενός πληθυσµού νευ-
ϱώνων µε παρόµοιες ιδιότητες σε ένα χρονικό διάστηµα µπορεί να µην είναι πολύ χρήσιµος
στην αναπαράσταση ή εξαγωγή πληροφοριών. Αυτή η µέθοδος αναπαράστασης πληροφοριών
χρησιµοποιείται ευρέως λόγω της απλότητας και της χαµηλής πολυπλοκότητάς της. Ωστόσο,
εστιάζοντας στον αριθµό των αιχµών σε ένα χρονικό παράθυρο και όχι στον ακριβή χρόνο
που εµφανίζεται κάθε αιχµή, οι πληροφορίες που κωδικοποιούνται στον ακριβή χρόνο της
αιχµής έχουν µικρή συµβολή ή ακόµη και χάνονται. Επιπλέον, ενώ υπάρχουν ορισµένες
περιπτώσεις όπου ο ϱυθµός πυροδότησης των νευρώνων αντιπροσωπεύει πραγµατικά πλη-
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ϱοφορίες στα ϐιολογικά συστήµατα, όπως ϕαίνεται εδώ [116], είναι κοινά αποδεκτό ότι η
κωδικοποίηση ϱυθµού δείχνει µικρή ϐιολογική αληθοφάνεια. Σε αυτήν την εργασία [117],
οι Richmond και Optican έδειξαν ότι τα αρχικά στρώµατα νευρώνων µπορεί να συσχετίζονται
σε µεγάλο ϐαθµό µε τον ϱυθµό πυροδότησης, αλλά για ¨βαθύτερα¨ στρώµατα, υπήρχε µικρή
συσχέτιση µεταξύ του αριθµού αιχµών και της αναπαράστασης πληροφοριών.

5.1.2 Χρονική Κωδικοποίηση - Temporal Code

Η χρονική κωδικοποίηση ϐασίζεται στην ιδέα ότι οι πληροφορίες κωδικοποιούνται στον
ακριβή χρόνο της αιχµής που εκπέµπεται ή στη χρονική διαφορά µεταξύ των αιχµών. Η
χρονική κωδικοποίηση ϕαίνεται να περιέχει περισσότερες πληροφορίες, καθώς ο χρόνος της
αιχµής µεταφέρει πληροφορίες από µόνη της, αυξάνοντας την αποδοτικότητα των νευρωνι-
κών συνδέσεων [118]. Η πυκνότητα πληροφοριών που περιέχεται σε συστήµατα χρονικής
κωδικοποίησης έχει επανειληµµένα αποδειχθεί ανώτερη από τα συστήµατα κωδικοποίησης
ϱυθµού, µε ένα αξιοσηµείωτο αποτέλεσµα να δηλώνεται σε αυτήν την εργασία [119], όπου
η χρήση της χρονικής κωδικοποίησης στη χαρτογράφηση ενός τυπικού ΤΝ∆ σε ένα Ν∆Α
χρησιµοποιεί έως και 10 ϕορές λιγότερες λειτουργίες σε σύγκριση µε την κωδικοποίηση
ϱυθµού. Η χρονική κωδικοποίηση παρέχει ένα άλλο πολύ σηµαντικό χαρακτηριστικό του
οποίου η πιθανή απουσία της καθιστά τη µελέτη των αλγορίθµων εκµάθησης στα Νευρωνικά
∆ίκτυα Αιχµών δύσκολη, την διαφοροποιησιµότητα. Σε αυτήν την έρευνα [120], οι συγγρα-
ϕείς δείχνουν ότι η σχέση εισόδου-εξόδου του Ν∆Α µε το χρονικό σχήµα κωδικοποίησης
είναι διαφοροποιήσιµη σχεδόν παντού. Χρησιµοποιώντας αυτήν την ιδιότητα, παραλλαγές
του back-propagation είναι διαθέσιµες ως κανόνες εκµάθησης, όπως το SpikeProp [121]
(ϐλ. Επίσης Κεφάλαιο 6.3). Επιπλέον, όπως αποδεικνύεται [122], η χρονική κωδικοποίηση
επιτρέπει την Χεµπιανή εκµάθηση µέσω της πλαστικότητας που εξαρτάται από τον χρόνο
(STDP) (ϐλ. Κεφάλαιο 6.2), ενώ η κωδικοποίηση ϱυθµών απαιτεί τη χρήση της συναρτήσεων
λησµόνησης (forgetting functions.)

Παρά τις διαφορές των προαναφερθέντων συστηµάτων κωδικοποίησης, το ένα δεν έχει
επικρατήσει ακόµη του άλλου, καθώς οι µηχανικοί εκµεταλλεύονται τα πλεονεκτήµατα του
καθενός εστιάζοντας είτε στην υπολογιστική αποδοτικότητα είτε στη ϐιολογική αληθοφάνεια.
Αυτό οδήγησε το ερευνητικό πεδίο να επικεντρωθεί στην ανάπτυξη καθολικών Ν∆Α που είναι
σε ϑέση να εξάγουν πληροφορίες και να εκπαιδεύονται είτε µε κωδικοποίηση ϱυθµού είτε
µε χρονική κωδικοποίηση, αναπτύσσοντας αλγόριθµους που είναι συµβατοί και µε τους δύο
τύπους κωδικοποιήσεων, χειρίζοντας καθέναν από τους δύο τύπους σχήµατος, όπως ϕαίνε-
ται προηγουµένως στο [122] όπου αναπτύχθηκε µια forgetting function για τη διαχείριση
κωδικοποιηµένων πληροφοριών και την ανάπτυξη ενός καθολικού νευρωνικού δικτύου µε
δυνατότητα µάθησης και µε τους δύο τύπους κωδικοποιηµένης εισόδου, εφαρµόζοντας µι-
κρές αλλαγές στους αλγόριθµους εκµάθησης και προσαρµόζοντάς τους σε κάθε εκπαιδευτικό
σχήµα [123] ή ακόµη και ανάµιξη των δύο σχηµάτων σε νέες ελπιδοφόρες προσεγγίσεις, όπως
ϕαίνεται σε αυτό το έργο [124], όπου ο συγγραφέας προτείνει ένα τέτοιο καινοτόµο σχήµα
κωδικοποίησης µε υποσχόµενα αποτελέσµατα, παρά το γεγονός ότι ϐρίσκεται σε αρχικά
στάδια ανάπτυξης.
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5.2 Κωδικοποίηση και Αποκωδικοποίηση αιχµών

Τα τελευταία χρόνια, έχει συλλεχθεί µεγάλος όγκος δεδοµένων και χρησιµοποιείται στον
τοµέα της Τεχνητής Νοηµοσύνης. Αυτά τα δεδοµένα αποτελούνται κυρίως από συνεχείς
ή διακριτές µη χρονικές τιµές. Ως αποτέλεσµα, τέτοια σύνολα δεδοµένων δεν µπορούν να
χρησιµοποιηθούν ως είσοδος για Νευρωνικά ∆ίκτυα Αιχµών χωρίς κωδικοποίηση. Αντίστοιχα
προβλήµατα προκύπτουν ακόµη και µε χρονικά δεδοµένα όπως ο ήχος, όπου ένα αναλογικό
σήµα είναι συνεχές στο χρόνο. Οι ακόλουθοι αλγόριθµοι κωδικοποίησης έχουν αναπτυχθεί
για την αντιµετώπιση αυτών των προβληµάτων και τη µετατροπή τέτοιων σηµάτων σε τρένα
αιχµών που ϑα χρησιµοποιηθούν ως δεδοµένα εισόδου για νευρωνικά δίκτυα αιχµών.

5.2.1 Γεννήτρια Αιχµών Poisson

Η Γεννήτρια Αιχµών Poisson είναι ένα ευρέως χρησιµοποιούµενο σχήµα κωδικοποίησης
τιµών για τη µετατροπή αναλογικών τιµών σε τρένα αιχµών σε ένα δεδοµένο χρονικό παράθυ-
ϱο. Η τιµή/ένταση του σήµατος υποδηλώνει τη ¨συχνότητα¨ ή τον κανονικοποιηµένο αριθµό
αιχµών στο δεδοµένο χρονικό παράθυρο. Παρ ΄όλα αυτά, αντί να καθορίζει µια συχνότητα
των αιχµών στο τρένο αιχµών, δηµιουργώντας µια αιχµή κάθε τ δευτερόλεπτα, χρησιµοποιεί
µια οµοιογενή διαδικασία poisson [125]. Σε αυτό το σχήµα, η κανονικοποιηµένη αναλογική
τιµή αντιπροσωπεύει την πιθανότητα r. Η κύρια ιδέα της Γεννήτρια Αιχµών Poisson είναι ότι
η πιθανότητα να δηµιουργηθεί µια αιχµή κατά τη διάρκεια ενός χρονικού διαστήµατος dt
είναι περίπου rdt. Μπορούµε επίσης να υπολογίσουµε την πιθανότητα η επόµενη αιχµή να
συµβεί πριν από χρόνο τ είναι 1 − e−rτ

P(1 spike during dt) ≈ rdt (5.1)

P(next spike occurs before τ) = 1 − e−rτ (5.2)

Ο µέσος αριθµός αιχµών που εκπέµπονται στο διάστηµα (t1, t2) υπολογίζεται από την
εξίσωση (5.3) και η πιθανότητα να έχουµε ν αιχµές κατά το διάστηµα (t1, t2) υπολογίζεται
στην εξίσωση (5.4). Το αποτέλεσµα που προκύπτει είναι µια κατανοµή poisson, η οποία
δίνει το όνοµά της στον αλγόριθµο κωδικοποίησης. Αυτό το αποτέλεσµα εγγυάται ότι, ενώ ο
ακριβής χρόνος των αιχµών δεν ϑα είναι γνωστός ή ακόµη δεν ϑα είναι ο ίδιος για τις ίδιες
τιµές εισόδου, ο αριθµός των αιχµών ϑα είναι σχεδόν ανάλογος µε την κανονικοποιηµένη
πιθανότητα της αναλογικής εισόδου. Αυτό σηµαίνει ότι µια υψηλότερη τιµή εισόδου ϑα
παράγει περισσότερες αιχµές από µια χαµηλότερη σε ένα δεδοµένο χρονικό παράθυρο και η
αναλογία αυτών των τιµών ϑα είναι κοντά στην αναλογία του αριθµού αιχµών τους στο τρένο
αιχµών.

〈n〉 =

∫ t2

t1
rdt = r∆t (5.3)

P(n spikes during ∆t) = e−r∆t
(r∆t)n

n!
(5.4)

Αυτός ο αλγόριθµος κωδικοποίησης είναι αποδεδειγµένα χρήσιµος καθώς κωδικοποιεί
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Σχήµα 5.1: Πολλαπλά τρένα αιχµών παραγόµενα µε την ίδια πιθανότητα r στο ίδιο χρονικό
παράθυρο.

τις πληροφορίες στον ϱυθµό πυροδότησης στο παράθυρο του χρόνου, αλλά προσθέτει επίσης
ένα ϑορυβώδες αποτέλεσµα, την τυχαιότητα του ακριβούς χρονισµού της αιχµής (εικ. 5.1).
Με αυτόν τον τρόπο, προσθέτει ευρωστία στο δίκτυο, αφού αυτό µαθαίνει να εξάγει τις πλη-
ϱοφορίες παρά τις πιθανοτικές αιχµές και δείχνει επίσης αυξηµένη ϐιολογική αληθοφάνεια,
καθώς έχει διαπιστωθεί ότι η ϑορυβώδης κωδικοποίηση εισόδου χρησιµοποιείται σε ϐιολογι-
κά συστήµατα και στον εγκέφαλο, όπως παρουσιάστηκε και για τα αρχικά κυρίως στρώµατα
νευρώνων του εγκεφάλου στην εργασία [117].

5.2.2 Κωδικοποίηση Σειράς Κατάταξης - Rank Order Coding (ROC)

Η Κωδικοποίηση Σειράς Κατάταξης είναι ένας αλγόριθµος χρονικής κωδικοποίησης στον
οποίο, οι πληροφορίες σήµατος περιέχονται στη σειρά των νευρώνων πυροδότησης [126].
∆εδοµένου ενός συνόλου πέντε νευρώνων Α, Β, Γ, ∆ και Ε, η σειρά που πυροδοτούν µεταφέρει
την πληροφορία όπου η πρώτη αιχµή που εκπέµπεται ϑεωρείται ως η πιο σηµαντική (ϐλ.
Σχήµα 5.2). ΄Ενα κωδικοποιηµένο ερέθισµα ϑα µπορούσε να µοιάζει µε αυτό Β᾿ Α᾿ ∆᾿ Ε᾿ Γ
που υποδηλώνει ότι ο νευρώνας Β πυροδότησε πρώτος, ο νευρώνας Α δεύτερος κ.λπ. ενώ
ο Β ϕέρει τις περισσότερες πληροφορίες που ακολουθούνται από τον Α και ούτω καθεξής.
Είναι ένας εύκολα εφαρµόσιµος αλγόριθµος που δίνει τη δυνατότητα στους Ν νευρώνες να
κωδικοποιούν το Ν ! διαφορετικές τιµές (υπάρχουν Ν παραγοντικό διαφορετικές διευθετήσεις
των Ν αντικειµένων) και ως εκ τούτου κωδικοποιούν log2(N!) bits πληροφορίας στο δεδοµένο
χρονικό παράθυρο, υποθέτοντας ότι κάθε νευρώνας µπορεί να εκπέµψει αιχµή µόνο µία
ϕορά, µια δραµατική αύξηση της χωρητικότητας πληροφορίας σε σύγκριση µε τα log2(N)
bits που παρέχουν λοιποί αλγόριθµοι κωδικοποίησης ϱυθµού.

Επιπλέον, ένα σηµαντικό χαρακτηριστικό που προσφέρει η ROC είναι η αµεταβλητότητα.
Οι αλλαγές στην ένταση του σήµατος ή η αντίθεσή του δεν ϑα επηρεάσουν το αποτέλεσµα του
κωδικοποιηµένου τρένου αιχµών. Αυτό είναι ένα αξιοσηµείωτο πλεονέκτηµα έναντι των τυ-
πικών συστηµάτων κωδικοποίησης ϱυθµού, τα οποία µπορεί να αλλοιώσουν τις πληροφορίες
του σήµατος κατά τη διάρκεια της κωδικοποίησης. Η ιδέα της αποκωδικοποίησης σειράς
κατάταξης ακολουθεί το µοντέλο νευρώνα του Thrope όπου η σειρά άφιξης της αιχµής της
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Σχήµα 5.2: Αναλογικό σήµα κωδικοποιηµένο µε ROC. Το σήµα δειγµατοληπτείται 9 ϕορές
στο δεδοµένο χρονικό παράθυρο που αντιστοιχεί σε 9 νευρώνες εισόδου. Τα δείγµατα µε τις
υψηλότερες τιµές ταξινοµούνται πρώτα, ϑεωρώντας ότι ϕέρουν τις περισσότερες πληροφορίες.

εισόδου επηρεάζει την αύξηση του δυναµικού της µεµβράνης.

Vin =
∑
j∈input

modorder(aj)wwwj,in

Στην παραπάνω εξίσωση, το aj δηλώνει τη σειρά που ο νευρώνας j πυροδότησε και το
mod είναι ένας επιλεγµένος αριθµός µικρότερος από 1 που υψώνεται στο aj. Με αυτόν τον
τρόπο, όσο υψηλότερη είναι η τάση (το j πυροδοτείται αργότερα) τόσο λιγότερο επηρεάζει το
δυναµικό της µεµβράνης του νευρώνα. Η κωδικοποίηση σειράς κατάταξης έχει δείξει πολλά
υποσχόµενα αποτελέσµατα σε πειράµατα όπου χρησιµοποιήθηκε για την κωδικοποίηση είτε
οπτικών [127] είτε ηχητικών σηµάτων [128], αποδεικνύοντας την ικανότητά της να κωδικο-
ποιεί τόσο χρονικά όσο και µη χρονικά δεδοµένα, όπως οµιλία και εικόνες αντίστοιχα, σε
χρονικά κωδικοποιηµένα τρένα αιχµών.

5.2.3 Κωδικοποίηση Τάξης Πληθυσµού - Population Order Coding (POC)

Η κωδικοποίηση τάξης πληθυσµού ακολουθεί την ίδια αρχή µε την κωδικοποίηση σειράς
κατάταξης (ROC), όπου οι πληροφορίες αποθηκεύονται µε τη σειρά που οι νευρώνες πυροδο-
τούν, αλλά κάθε τιµή εισόδου κωδικοποιείται από έναν πληθυσµό νευρώνων και η κατάταξή
τους µεταφέρει τις πληροφορίες του σήµατος. Στο POC, η σειρά του πληθυσµού των νευ-
ϱώνων κωδικοποιεί πληροφορίες σχετικά µε µια τιµή εισόδου σε αντίθεση µε το ROC, όπου η
σειρά των αιχµών κωδικοποιούσε πληροφορίες σχετικά µε το σήµα εισόδου σε σχέση µεταξύ
τους. Το POC δίνει τη δυνατότητα κωδικοποίησης πρόσθετων πληροφοριών, όπως το µέγεθος
του σήµατος εισόδου. Πρέπει να σηµειωθεί ότι, ενώ οι νευρώνες εισόδου ROC αντιστοιχούν
σε ένα σήµα εισόδου ο καθένας, ο πληθυσµός εισόδου του POC κωδικοποιεί ένα µόνο σήµα
εισόδου. Η κατάταξη στον POC γίνεται µε την ακόλουθη αρχή. Πολλαπλά αλληλεπικαλυ-
πτόµενα δεκτικά πεδία (που εκφράζονται µε Γκαουσσιανές συναρτήσεις - Gaussians), που
το καθένα αντιστοιχεί σε έναν νευρώνα εισόδου, καλύπτουν ολόκληρο το ϕάσµα των πιθανών
τιµών σήµατος εισόδου. Αυτή η τιµή προκαλεί την πυροδότηση των νευρώνων εισόδου, µε
τον χρόνο πυροδότησης τους να είναι ανάλογος µε την τιµή του αντίστοιχου δεκτικού πεδίου
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τους για τη δεδοµένη είσοδο [129]. Το Σχήµα 5.3 δείχνει το τρένο αιχµής που κωδικοποιεί
την τιµή εισόδου που εµφανίζεται στην µπλε γραµµή. Η σειρά των αιχµών που εκπέµπονται
συσχετίζεται µε τη συµµετοχή του σήµατος εισόδου σε κάθε δεκτικό πεδίο.

Σχήµα 5.3: Τιµή εισόδου κωδικοποιηµένη µε Κωδικοποίηση Τάξης Πληθυσµού από πληθυσµό
5 νευρώνων µε γκαουσσιανά δεκτικά πεδία. Ο χρόνος πυροδότησης κάθε νευρώνα ϕαίνεται
στο δεύτερο διάγραµµα όπου ϕαίνεται ότι ο χρόνος εκποµπής αιχµών είναι ανάλογος µε την
τιµή της γκαουσσιανής του κάθε πεδίου.

΄Εχει αποδειχθεί ότι ϐιολογικά συστήµατα, όπως συστάδες νευρώνων στον εγκέφαλο των
ϑηλαστικών, κωδικοποιούν πληροφορίες χρησιµοποιώντας πληθυσµούς νευρώνων. Πολλές
ερευνητικές εργασίες έχουν δείξει ότι ο POC χρησιµοποιείται σε αρουραίους (στον σωµατο-
αισθητικό ϕλοιό των αρουραίων [130]), στον ανθρώπινο εγκέφαλο (στο ακουστικό σύστηµα
[131], όπου οι συγγραφείς µελέτησαν το POC από τα πειραµατικά τους αποτελέσµατα) και
γενικά στην κωδικοποίηση ήχου [132], ενώ έχει χρησιµοποιηθεί επίσης σε τεχνητά Ν∆Α,
όπως για την ανάπτυξη εξελισσόµενων Ν∆Α [133] και για χρονική ταξινόµηση [134].

5.2.4 Κωδικοποίηση ϐάση κατωφλίου (ή Χρονική Αντίθεση) - Threshold-

based encoding (or Temporal Contrast)

Μια απλή µέθοδος χρονικής κωδικοποίησης είναι η Χρονική Αντίθεση, όπου οι αλλαγές
του σήµατος εισόδου που υπερβαίνουν ένα κατώτατο όριο συµβολίζονται ως αιχµές. Ωστόσο,
αυτός ο αλγόριθµος κωδικοποίησης απαιτεί την αποδοχή αρνητικών αιχµών. Αυτό είναι α-
παραίτητο, καθώς το σήµα εισόδου µπορεί να αυξηθεί µε την πάροδο του χρόνου στην αρχή,
όπου ϑα κωδικοποιηθεί ως ϑετικές αιχµές, αλλά να επιστρέφει στις χαµηλότερες τιµές µετά.
Αυτή η πτώση ϑα πρέπει να κωδικοποιηθεί καθώς µπορεί να υπερβεί το όριο αλλά πρέπει να
συµβολίζεται διαφορετικά από τη ϑετική αιχµή, συνήθως ως αρνητική αιχµή (ή σαν την ενερ-
γοποίηση διαφορετικού νευρώνα) όπως ϕαίνεται στο σχήµα 5.4. Το τρένο αιχµών προσπαθεί
να ακολουθήσει το σήµα εισόδου µιµούµενο τη συµπεριφορά του αλλά κβαντοποιώντας τις
πιθανές τιµές. Αυτός ο αλγόριθµος είναι παρόµοιος µε τη διαµόρφωση δέλτα (delta mo-
dulation) [135], ένας ευρέως γνωστός µετατροπέας αναλογικού-ψηφιακού σήµατος µε τον
οποίο η µέθοδος της χρονικής αντίθεσης ϕέρει παρόµοια πλεονεκτήµατα και µειονεκτήµα-
τα. Οι µόνες εκτιµήσεις παραµέτρων σε αυτόν τον αλγόριθµο κωδικοποίησης είναι η τιµή
του κατωφλίου και το dt δύο διαδοχικών διακριτών χρονικών ϐηµάτων. Συνήθως ϑεωρείται
ότι dt = 0 και ότι το κωδικοποιηµένο τρένο αιχµών δεν χάνει πληροφορίες λόγω αυτής της
καθυστέρησης, αφήνοντας σαν µοναδική παράµετρο την τιµή κατωφλίου. Η τιµή κατωφλίου
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στη χρονική αντίθεση υπολογίζεται λαµβάνοντας υπόψη ολόκληρο το σήµα εισόδου και σχε-
τίζεται µε την πρώτη παράγωγό του, έτσι ώστε να ϐελτιστοποιηθεί ο αριθµός των αιχµών στο
κωδικοποιηµένο τρένο αιχµών. Αυτός ο αλγόριθµος κωδικοποίησης, µαζί µε άλλους που ϑα
παρουσιαστούν στη συνέχεια, µελετάται περαιτέρω σε αυτήν την εργασία [136].

Σχήµα 5.4: Σήµα κωδικοποιηµένο στον χρόνο ϐάσει της χρονικής αντίθεσης. Η υπέρβαση του
ορίου ∆I προκαλεί µια ϑετική αιχµή, ενώ η κάτω υπέρβαση προκαλεί µια αρνητική.

5.2.5 Περαιτέρω µελέτη

Για να ξεπεραστεί η ανάγκη της πρότερης επίγνωσης ολόκληρου του σήµατος όπως α-
παιτείται στον αλγόριθµο χρονικής αντίθεσης, έχουν αναπτυχθεί δύο ακόµη αλγόριθµοι κω-
δικοποίησης, η κωδικοποίηση µπροστά ϐήµατος (Step-Forward) και αυτή του κινούµενου
παραθύρου (Moving Window). Αυτά τα δύο σχήµατα κωδικοποίησης ακολουθούν την ίδια
αρχή µε τη χρονική αντίθεση, καθώς και τα δύο κωδικοποιούν πληροφορίες της διαφοράς
του σήµατος στο χρόνο. Η κωδικοποίηση Step-Forward έχει µια παράµετρο κατωφλίου Th
που ορίζεται ως είσοδος από τον µηχανικό και δεν χρησιµοποιεί καµία πληροφορία του
σήµατος. Υπολογίζει εάν η τιµή του σήµατος έχει ξεπεράσει µια ϐασική γραµµή B(t) ± Th.
Η ϐασική γραµµή ορίζεται στην αρχή ως η αρχική τιµή του σήµατος και ενηµερώνεται ως
B(t+1) = B(t) ± Th ανάλογα µε τη συµπεριφορά του σήµατος (συν εάν το σήµα υπερβαίνει ϑε-
τικά, µείον αν υπερβαίνει αρνητικά και B(t) = B(t+1) εάν δεν υπερβαίνει το όριο). Οι υψηλές
τιµές κατωφλίου παράγουν λιγότερο πυκνά τρένα αιχµών, ενώ οι χαµηλές προκαλούν τρένα
αιχµών που αποτελούνται κυρίως από εκπεµπόµενες αιχµές, είτε ϑετικές είτε αρνητικές, δη-
µιουργώντας ένα υπερφορτωµένο σήµα. Η κωδικοποίηση κινούµενου παραθύρου στέκεται
µεταξύ των Step-Forward και Temporal Contrast. ΄Εχει επίσης ένα όριο Th που έχει οριστεί
από τον χρήστη και µια ϐασική γραµµή Β, αλλά η ϐασική γραµµή υπολογίζεται ως η µέση
τιµή των προηγούµενων τιµών του σήµατος σε ένα χρονικό παράθυρο που έχει οριστεί από
τον χρήστη, δηµιουργώντας έτσι ένα ϕίλτρο κινητού µέσου όρου. Η αποκωδικοποίηση των
προκύπτων τρένων αιχµών µε χρήση Step-Forward και Moving Window είναι η ίδια µε την
αποκωδικοποίηση ενός τρένου αιχµών µε χρήση Temporal Contrast, όπου για κάθε ϑετική
αιχµή στο ανακατασκευασµένο σήµα προστίθεται η τιµή κατωφλίου και για κάθε αρνητική
µειώνεται κατά το κατώφλι.

Μια άλλη προσέγγιση της κωδικοποίησης σηµάτων σε τρένα αιχµών είναι η χρήση ϕίλ-
τρων πεπερασµένης απόκρισης ώθησης (ϕίλτρα FIR). Στον αλγόριθµο Hough Spiker (HSA)
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[137], ορίζεται ένα ϕίλτρο h(t) µε χρονικά ϐήµατα µεγέθους Μ όπου ικανοποιείται η ακόλου-
ϑη εξίσωση:

o(t) = (x ~ h) =

M∑
k=0

x(t − k)h(k) (5.5)

Στην παραπάνω συνέλιξη, o(t) είναι το αναλογικό σήµα και x(t) είναι το τρένο αιχµών.
Αυτή η εξίσωση αντιπροσωπεύει την αποκωδικοποίηση του σήµατος που δίνεται από το τρένο
αιχµών. Για να γίνει η κωδικοποίηση, πρέπει να γίνει η αντίστροφη διαδικασία. Αυτό γίνεται
συγκρίνοντας τις τιµές του ϕίλτρου µε αυτές του σήµατος και εκπέµποντας µια αιχµή και
αφαιρώντας το ϕίλτρο από το σήµα εάν όλες οι τιµές του ϕίλτρου είναι ίσες ή µικρότερες
από το σήµα, µετακινώντας ένα χρονικό ϐήµα προς τα εµπρός και επαναλαµβάνοντας. Ο
αλγόριθµος Ben’s Spike (BSA) [138] χρησιµοποιεί την ίδια ιδέα, να συνελίξει το σήµα µε ένα
ϕίλτρο FIR η(τ). Υπολογίζει δύο σφάλµατα Ε1 και Ε2 ως εξής :

E1 =

M∑
k=0

abs(s(t + k) − h(k)) E2 =

M∑
k=0

abs(s(t + k)) (5.6)

Στην εξ. 5.6 το abs() υποδεικνύει την απόλυτη τιµή και s(t) το σήµα εισόδου. Για κάθε
χρονικό ϐήµα τ, εάν το Ε1 είναι µικρότερο από το Ε2 (συν ένα κατώφλι) τότε εκπέµπεται
µια αιχµή και το ϕίλτρο αφαιρείται από το σήµα εισόδου αλλιώς δεν συµβαίνει τίποτα. Οι
αλγόριθµοι BSA και HSA παρέχουν το µεγάλο πλεονέκτηµα ότι δεν απαιτούν την ύπαρξη
αρνητικών αιχµών. Το προκύπτον κωδικοποιηµένο σήµα περιέχει µόνο ϑετικά εκπεµπόµενες
αιχµές που είναι πιο ϐιολογικά αληθοφανές σχήµα και µπορεί να είναι ευκολότερο να το
χειριστεί ένα Ν∆Α.

Αυτοί οι αλγόριθµοι κωδικοποίησης µελετώνται περαιτέρω στο [136] (µε εξαίρεση τον H-
SA). Επιπλέον, ο Julien Dupeyroux στο έργο του [139], µε γνώµονα τις δυνατότητες που
παρουσιάζονται στη χρήση των Νευρωνικών ∆ικτύων Αιχµών στη ϱοµποτική, έχει αναπτύξει
µια ϐιβλιοθήκη στο ROS (Robotic Operating System), στην οποία εφάρµοσε τους αλγορίθ-
µους που αναφέρθηκαν προηγουµένως για κωδικοποίηση της πληροφορίας σε αιχµές στα
ϱοµποτικά συστήµατα. Στο σχήµα 5.5, οι αλγόριθµοι Ben’s Spike (BSA), Temporal Co-
ntrast (ή Threshold-based representation -TBR), Step-Forward (SF) και Moving Window
(MW) συγκρίνονται µεταξύ τους σε χαρακτηριστικά σηµαντικά για το κωδικοποιηµένο σήµα.

Το επιστηµονικό πεδίο της κωδικοποίησης πληροφοριών σε αιχµές προσφέρει πολύ πε-
ϱισσότερα σχήµατα κωδικοποίησης και αλγόριθµους που δεν αναφέρονται εδώ. ∆εδοµένου
ότι η επιλογή του σχήµατος και του αλγορίθµου κωδικοποίησης εισόδου επηρεάζει την α-
πόδοση του Νευρωνικού ∆ικτύου, ο προγραµµατιστής πρέπει να εξετάσει ποιος από τους
αλγόριθµους του ταιριάζει καλύτερα. Για εκτενέστερη µελέτη παρέχονται τα ακόλουθα έργα
[140], [141] προς περαιτέρω ανάγνωση.
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Σχήµα 5.5: Οι αλγόριθµοι BSA, TBR, SF και MW και τα χαρακτηριστικά που προσδίδουν στο
προκύπτον τρένο αιχµών.
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Κεφάλαιο 6

Μέθοδοι Μάθησης Νευρωνικών ∆ικτύων Αιχµών

΄Εχοντας περιγράψει προηγουµένως τις µεθόδους µοντελοποίησης νευρώνων, αυτή η
ενότητα αναλύει τις µεθόδους µάθησης που χρησιµοποιούνται στη µηχανική µάθηση µε
νευρωνικά δίκτυα.

Σχήµα 6.1: (Α)Feedforward Spiking Neural Network (Β) Σύνδεση µεταξύ νευρώνων που απο-
τελείται από πολλαπλά συναπτικά τερµατικά (synaptic terminals)

6.1 SpikeProp

Το SpikeProp, µια µέθοδος που ϐασίζεται σε backpropagation για εποπτευόµενη µάθη-
ση, ήταν µία από τις πρώτες µεθόδους που χρησιµοποιήθηκαν για την εκπαίδευση των
Νευρωνικών ∆ικτύων Αιχµών [121]. Ο χρονισµός των αιχµών ενός νευρώνα κωδικοποιεί τις
πληροφορίες κατά τη διάρκεια της εκπαίδευσης. Οι ερευνητές αποδεικνύουν επίσης εµπει-
ϱικά ότι δίκτυα ϐιολογικά εύλογων νευρώνων µε αιχµές µπορούν να εκτελέσουν σύνθετη
µη γραµµική ταξινόµηση σε µια γρήγορη χρονική κωδικοποίηση, καθώς και δίκτυα που
κωδικοποιούνται ϐάση του ϱυθµού των αιχµών.

6.1.1 Αρχιτεκτονική ∆ικτύου

Η αρχιτεκτονική αποτελείται από ένα προωθητικό δίκτυο νευρώνων µε αιχµές (feedforward
network of spiking neurons) , αντί για τεχνητούς νευρώνες, ακολουθούµενο από συναπτι-
κούς τερµατικούς σταθµούς µε καθυστέρηση, όπως περιγράφεται στο [142], ϐλέπε Εικ. 6.1.
Οι νευρώνες αιχµών συνήθως δηµιουργούν δυνατότητες δράσης (αιχµές) όταν το δυναµικό
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της µεµβράνης ξεπεράσει ένα όριο. Οι ερευνητές ϑεωρούν το δυναµικό της µεµβράνης ως
εσωτερική µεταβλητή νευρωνικής κατάστασης. Η σχέση µεταξύ των αιχµών και της µεταβλη-
τής εσωτερικής κατάστασης του νευρώνα µπορεί να περιγραφεί από οποιοδήποτε µοντέλο
νευρώνα, αλλά στην εφαρµογή του SpikeProp σε πειράµατα, χρησιµοποιείσαν το µοντέλο
απόκρισης αιχµών (SRM).

΄Ενας νευρώνας j στο δίκτυο, λαµβάνει αιχµές εισόδου από ένα σύνολο προ-συναπτικών
νευρώνων Γj µε χρόνους πυροδότησης t j, i ∈ Γj. Η δυναµική της µεταβλητής εσωτερικής
κατάστασης του νευρώνα x j επηρεάζεται από τους προ-συναπτικούς νευρώνες σύµφωνα µε
µια συνάρτηση απόκρισης αιχµής ε(t) και ένα συναπτικό ϐάρος wj.

x j(t) =
∑
i∈Γj

wĳε(t − t ι) (6.1)

Σχήµα 6.2: Συνδέσεις ενός Feedforward Spiking Neural Network : (Α) ενα συναπτικο τερµα-
τικό : το αργοπορηµένο προ-συναπτικό δυναµικό σταθµίζεται και παράγει ένα µετα-συναπτικό
δυναµικό, (Β) δύο συνδέσεις πολλαπλών συνάψεων µε τη σταθµισµένη είσοδο να αθροίζεται
στον επόµενο νευρώνα

Η συνάρτηση απόκρισης είναι υπεύθυνη για το µετασυναπτικό δυναµικό, την αιχµή που
παράγεται και το συναπτικό ϐάρος ϱυθµίζει το ύψος αυτού του δυναµικού. Κάθε σύνδε-
ση,σχήµα 6.1 (Β), µπορεί να αναλυθεί περαιτέρω σε m σταθερά συναπτικά τερµατικά όπου
κάθε συναπτικό τερµατικό έχει το δικό του ϐάρος και καθυστέρηση. Αυτή η καθυστέρηση
ορίζεται ως η διαφορά µεταξύ του χρόνου πυροδότησης του προσυναπτικού νευρώνα, και
την χρονική στιγµή που το µετασυναπτικό δυναµικό αρχίζει να αυξάνεται, Σχ.6.2 (Α). Μια
προ-συναπτική άνοδος σε ένα συναπτικό τερµατικό κ ορίζεται ως µετασυναπτικό δυναµι-
κό τυπικού ύψους µε καθυστέρηση dk. Ο µη σταθµισµένος όρος ενός µόνο συναπτικού
τερµατικού που συµβάλλει στη µεταβλητή κατάστασης µπορεί να οριστεί ως :

yk i(t) = ε(t − t i − dk) (6.2)
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Η συνάρτηση απόκρισης αιχµής ε(t) έχει αρχική τιµή µηδέν. Ο χρόνος t i είναι ο χρόνος
πυροδότησης του προ-συναπτικού νευρώνα i . Η συνάρτηση απόκρισης δίνεται από:

ε(t) =
t

τ
e1− tτ (6.3)

τ µοντελοποιεί τη σταθερά χρόνου του δυναµικού της µεµβράνης που καθορίζει τον χρόνο
ανόδου και αποσύνθεσης του µετασυναπτικού δυναµικού. Το σταθµισµένο άθροισµα των
προ-συναπτικών εισφορών είναι τώρα:

m∑
k=1

wĳ
kyi

k(t)

Η µεταβλητήwĳ
ky δηλώνει το σχετικό ϐάρος του συναπτικού τερµατικού κ ,fig 6.2 . Ο χρόνος

πυροδότησης t j του νευρώνα j είναι ίσος µε την πρώτη ϕορά που η µεταβλητή κατάστασης
υπερβαίνει το κατώφλι theta .Το κατώφλι είναι σταθερή τιµή και παραµένει ίσο µεταξύ όλων
των νευρώνων.

6.1.2 BackPropagation µε SpikeProp

Το δίκτυο έχει τρία επίπεδα όπως ϕαίνεται στο Σχήµα 6.1,H(είσοδος) , I(κρυµένο) ,J(έξοδος),
αν και µπορούν να χρησιµοποιηθούν περισσότερα κρυµµένα επίπεδα.

Ο στόχος αυτού του αλγορίθµου είναι να µάθει ένα σύνολο χρόνων πυροδότησης,t jd στους
νευρώνες εξόδου, j ∈ J για ένα δεδοµένο σύνολο µοτίβων εισόδου P[t1...th]. Το σύνολο των
µοτίβων εισόδου ορίζει ένα ενιαίο µοτίβο εισόδου που περιγράφεται µε µοναδικούς χρόνους
αιχµής για κάθε νευρώνα h ∈ H.

Η συνάρτηση σφάλµατος που χρησιµοποιήθηκε στα πειράµατα των ερευνητών ήταν η
ϱίζα του µέσου τετραγωνικού σφάλµατος, αλλά και πάλι µπορούν να γίνουν άλλες επιλο-
γές γι άυτήν. ∆εδοµένων επιθυµητών χρόνων αιχµών t jd και τους πραγµατικούς χρόνους
πυροδότησης t ja , η συνάρτηση σφάλµατος ορίζεται ως :

E = 1/2
∑
j∈J

(t ja − t jd)2 (6.4)

Κάθε συναπτικό τερµατικό k ϑεωρείται ως ξεχωριστή σύνδεση µε το ϐάρος wĳ
k. Οι εξισώσεις

του backpropagation για τους νευρώνες εξόδου είναι :

∆wĳ
k = −ηyi

k(t ja)δj (6.5)

δj =
t jd − t ja∑

i∈Γj
∑
l wĳl(∂yil(t ja)/∂t ja)

(6.6)

Τώρα, πρέπει να οριστούν οι εξισώσεις για τα κρυµµένα επίπεδα.

∆whi
k = −ηyh

k(t ia)δi (6.7)

δi =

∑
j∈Γi δj

∑
k wĳ

k(∂yi
k(t ja)/∂t ia)∑

h∈Γi
∑
l whil(∂yhl(t ia)/∂t ia)

(6.8)
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Η ταξινόµηση εξόδου κωδικοποιήθηκε µε τρόπο που ο νευρώνας που κωδικοποιούσε για
την αντίστοιχη κατηγορία είχε εκχωρηθεί σε ένα χρόνο πρώτης πυροδότησης.

6.1.3 Σηµαντικές παρατηρήσεις και περιορισµοί

Κατά τον πειραµατισµό, ο αλγόριθµος δεν συγκλίνει εάν υπάρχουν αρνητικά και ϑετικά
ϐάρη. Επιπλέον, για τη σύγκλιση της µάθησης ήταν απαραίτητο να ενσωµατωθούν τόσο
διεγερτικοί όσο και ανασταλτικοί νευρώνες. Για την κωδικοποίηση της εισόδου, χρησιµο-
ποιείται µια µέθοδος για την κωδικοποίηση µεταβλητών εισόδου σε χρονικά µοτίβα αιχµής
µε κωδικοποίηση πληθυσµού. Ωστόσο, η κωδικοποίηση των δεδοµένων εισόδου εξαρτάται
από την επιλογή του πειραµατιστή και δεν περιορίζεται σε µία συγκεκριµένη επιλογή από
τον αλγόριθµο, οπότε η απόδοση µπορεί να ποικίλει. Παρόλο που ο αλγόριθµος ϕαίνεται
πολλά υποσχόµενος, απαιτεί τον ίδιο αριθµό επαναλήψεων σε σύγκριση µε ένα τυπικό MLP .
Ωστόσο, δεδοµένης της ϱητής χρήσης του χρονικού πεδίου για υπολογισµούς, υποστηρίζεται
ότι ένα δίκτυο νευρώνων αιχµής είναι εγγενώς πιο κατάλληλο για µάθηση και αξιολόγηση
χρονικών προτύπων από τα σιγµοειδή δίκτυα.

6.2 Πλαστικότητα εξαρτώµενη από τον χρόνο αιχµής (STDP)

Η πλαστικότητα που εξαρτάται από τον χρόνο αιχµής είναι µια ϐιολογική διαδικασία,
ένας τύπος πλαστικότητας, που προσαρµόζει τη δύναµη των νευρωνικών συνδέσεων στον ε-
γκέφαλο, όπως περιγράφεται στην υποενότητα 2.3.4. Πιο συγκεκριµένα, το STDP µπορεί
να οριστεί ως η διαδικασία που τροποποιεί τη δύναµη των συνδέσεων µε ϐάση τον σχετικό
χρονισµό των δυνατοτήτων εξόδου και εισόδου ενός νευρώνα (ή αιχµών). Από τη σκοπιά
ενός µαθηµατικού µπορεί να ϑεωρηθεί ως µια χρονικά ασύµµετρη µορφή hebbian µάθησης
που εξαρτάται από τους χρονικούς συσχετισµούς των νευρώνων που προκαλούνται από στε-
νούς χρονικούς συσχετισµούς µεταξύ των αιχµών των προσυναπτικών και µετασυναπτικών
νευρώνων [143].

STDP µε νευρωνικά δίκτυα αιχµών είναι µια µορφή µάθησης χωρίς επίβλεψη . Κατά
τη διάρκεια της µάθησης, η αλλαγή ∆wj µιας σύναψης από έναν προσυναπτικό νευρώνα j

εξαρτάται από τη σχετική χρονική στιγµή µεταξύ εισόδων προσυναπτικής αιχµής και µετα-
συναπτικών αιχµών. Το σύνολο προσυναπτικών χρονικών στιγµών άφιξης στη σύναψη j,µε
αριθµό καταµέτρησης f συµβολίζεται µε t jf . Οµοίως, οι χρόνοι πυροδότησης του µετασυνα-
πτικού νευρώνα συµβολίζονται µε t in. Το συνολικό ϐάρος αλλάζει τότε [34] σύµφωνα µε τον
τύπο:

∆wj =

N∑
f =1

N∑
n=1

W (t in − t jf ) (6.9)

W (x) δηλώνει το παράθυρο εκµάθησης, µια συνήθης επιλογή είναι η ακόλουθη:

W (x) =

A+exp(−x/τ+), for x>0

−A-exp(x/τ-), for x<0

Οι τιµές Α+ και -Α- µπορεί να εξαρτώνται από την τρέχουσα τιµή του W(x) και οι σταθε-
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ϱές χρόνου τ είναι της τάξης των 10 ms. ΄Εχει αποδειχθεί ότι το STDP µαθαίνει «πρότυπα
πρώιµης αιχµής» όταν ένας νευρώνας παρουσιάζεται επανειληµµένα µε διακριτές ϐολές ει-
σόδου( discrete volleys of input spikes) , συγκεντρώνοντας συναπτικά ϐάρη σε εισόδους
που πυροδοτούνται συνεχώς νωρίς, µε αποτέλεσµα η µετασυναπτική καθυστέρηση αιχµής
να µειώνεται µέχρι να ϕτάσει σε µια ελάχιστη και σταθερή τιµή. Αυτά τα ευρήµατα ισχύουν
υπό ένα συνεχές καθεστώς στο οποίο οι εισροές πυροδοτούν µε σταθερό ϱυθµό πληθυσµο-
ύ. Κατά συνέπεια, το STDP µπορεί να χειριστεί ένα δύσκολο υπολογιστικό πρόβληµα:τον
εντοπισµό επαναλαµβανόµενου χωροχρονικού µοτίβου αιχµής που περιέχεται σε εξίσου πυ-
κνούς συρµούς «περισπαστών» αιχµών(‘distractor’ spike trains) [144]. Το STDP επιτρέπει
έτσι κάποια µορφή χρονικής κωδικοποίησης, ακόµη και ελλείψει ϱητής χρονικής αναφοράς.
΄Εχει αναφερθεί ότι επαναλαµβανόµενα χωροχρονικά µοτίβα αιχµών µε ακρίβεια χιλιοστού
του δευτερολέπτου υπάρχουν σε ηλεκτροφυσιολογικά πειράµατα [145]. Εδώ [144] δείχνουν
πώς το STDP µπορεί να µάθει το δύσκολο έργο της ανίχνευσης αυτών των επαναλαµβανόµε-
νων µοτίβων, καταδεικνύοντας για άλλη µια ϕορά πώς τα νευρωνικά δίκτυα αιχµών µπορούν
να λύσουν δύσκολα προβλήµατα αυτού του τύπου µε τις κατάλληλες µεθόδους.

Σχήµα 6.3: Με κόκκινο χρώµα υποδεικνύεται ένα επαναλαµβανόµενο µοτίβο διάρκειας 50 ms
που αφορά 50 προσαγωγούς νευρώνες µεταξύ 100. Το κάτω πλαίσιο απεικονίζει τους µέσους
ϱυθµούς πυροδότησης του πληθυσµού σε ¨κάδους χρόνου¨ (time bins) των 10 ms. Το δεξιό
πλαίσιο απεικονίζει τα µεµονωµένα ποσοστά πυροδότησης κατά µέσο όρο σε όλη την περίοδο

6.2.1 STDP: ανίχνευση επαναλαµβανόµενων µοτίβων

΄Ενα παράδειγµα ενός τέτοιου επαναλαµβανόµενου µοτίβου ϕαίνεται στο σχήµα 6.3. Το
πρόβληµα περιπλέκεται από το γεγονός ότι ούτε ο ϱυθµός πυροδότησης του πληθυσµού ούτε
οι ϱυθµοί πυροδότησης των νευρώνων που συµµετέχουν στο µοτίβο είναι µοναδικοί κατά
τη διάρκεια των περιόδων όταν υπάρχει το µοτίβο. Αυτό το είδος της κατάστασης απαιτεί
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να ληφθούν υπόψη οι χρόνοι/χρονικές στιγµές των αιχµών. Οι ερευνητές δείχνουν πώς
ένας νευρώνας που χρησιµοποιεί STDP µπορεί να λύσει αυτό το πρόβληµα αξιοποιώντας το
γεγονός ότι ένα µοτίβο είναι µια σειρά από συµπτώσεις αιχµών. Το STDP είναι γνωστό ότι έχει
την επίδραση της συγκέντρωσης συναπτικών ϐαρών σε επαναλαµβανόµενες πρώιµες εισόδους
πυροδότησης, µε αποτέλεσµα τη µείωση της λανθάνουσας µετασυναπτικής αιχµής όταν ένας
νευρώνας παρουσιάζεται επανειληµµένα µε παρόµοια ϐολή εισόδου. Με άλλα λόγια, αυτές
οι εισροές οδηγούν συστηµατικά στη διαµόρφωση της επιλεκτικότητας του νευρώνα. Αυτή
η διαµόρφωση επιτεύχθηκε σε µια ποικιλία συνθηκών παρουσίας ϑορύβου , καθώς και σε
καταστάσεις όπου οι καθυστερήσεις και τα ποσοστά πυροδότησης ή ο συγχρονισµός έδιναν
αντιφατικές πληροφορίες [146] [147] [148]. Οι ερευνητές υποδεικνύουν τον περιορισµό
αυτών των µελετών που απαιτούν ϱητή χρονική αναφορά και αναρωτιούνται εάν το STDP
µπορεί να αναγνωρίσει το επαναλαµβανόµενο µοτίβο ελλείψει χρονικής αναφοράς.

Για να δοκιµαστεί αυτό, εισήχθη ένα αυθαίρετο µοτίβο όπως στο Σχήµα 6.3 και ερευνήθη-
κε εάν ένα µόνο STDP ήταν σε ϑέση να το µάθει χωρίς επίβλεψη. Οι αιχµές εισόδου προσο-
µοιώθηκαν σύµφωνα µε µια διαδικασία Poisson όπου οι νευρώνες πυροδοτούν στοχαστικά
και ανεξάρτητα. Το αυθαίρετο µοτίβο ήταν σκόπιµα κρυµµένο από τον ϱυθµό πυροδότησης
των νευρώνων, οπότε ϑα ήταν αδύνατο να λυθεί χρησιµοποιώντας µόνο τους ϱυθµούς πυρο-
δότησης. Ενισχύοντας τις συναπτικές συνδέσεις µε τους προσαγωγούς νευρώνες που συµ-
µετείχαν στην πυροδότηση του νευρώνα (διαµορφώνοντας την εκλεκτικότητα του νευρώνα).
΄Οταν το µοτίβο εµφανιστεί ξανά, αυξάνεται η πιθανότητα ο νευρώνας να πυροδοτηθεί ξανά.
Εκτός από τη διαµόρφωση της επιλεκτικότητας του νευρώνα, επιτρέπει επίσης τη σύγκλιση
µε κορεσµό, όταν όλες οι αιχµές στο µοτίβο που προηγούνται της µετασυναπτικής αιχµής
αντιστοιχούν ήδη σε συνάψεις µε το µέγιστο επιτρεπόµενο δυναµικό και όλες είναι απαρα-
ίτητες για να ϕτάσουµε στο κατώφλι. Οι αιχµές έξω από το µοτίβο έχουν κατασταλλεί, ώστε
να µην συµβάλλουν στο δυναµικό της µεµβράνης. Αυτό οδηγεί σε απουσία ψευδών ¨συνα-
γερµών¨ που σηµαίνει ότι µετά την εκµάθηση,ο νευρώνας πυροδοτείται µόνο όταν υπάρχει
το µοτίβο (σχήµα 6.4). Εάν αυτό συµβαίνει στον εγκέφαλο, οι πληροφορίες σχετικά µε ένα
ερέθισµα µπορούν να είναι άµεσα διαθέσιµες, αφού οι νευρώνες ϑα πυροδοτούνται κατά την
έναρξη του ερεθίσµατος, όπως υποστηρίζεται στην ακόλουθη δηµοσίευση [149].

6.2.2 STDP και ταλαντώσεις

Το STDP επιτρέπει επίσης την ενσωµάτωση ταλαντώσεων καθώς ϕάνηκε ότι είναι σε ϑέση
να επιλέξει µόνο εισόδους κλειδωµένες σε µια συγκεκριµένη ϕάση (phase-locked inputs)
µεταξύ ενός ευρέος πληθυσµού µε τυχαίες ϕάσεις, µετατρέποντας τον µετασυναπτικό νευ-
ϱώνα σε έναν ανιχνευτή συµπτώσεων. Μαθαίντας στο δίκτυο να ανταποκρίνεται σε ορισµένες
εισόδους κλειδωµένες σε ϕάσεις, µπορεί να συντονίσει και να συγχρονίσει τη νευρωνική δρα-
στηριότητα [34]. ΄Ενα παράδειγµα [34] είναι ότι µια κουκουβάγια είναι σε ϑέση να συντονίσει
τη νευρωνική δραστηριότητα µεταξύ των δύο αυτιών της αρκετά γρήγορα µε αποτέλεσµα ο
χρόνο αντίδρασης της πριν γυρίσει το κεφάλι της να είναι περίπου 100 ms. Η εκµάθηση
µε το STDP επιλέγει συνδέσεις συνάψεως µε τέτοιο τρόπο ώστε οι αιχµές να ϕτάνουν µε συ-
νέπεια. ΄Ενα άλλο παράδειγµα τέτοιας ανάγκης για συντονισµό µε ταλαντώσεις είναι κατά τη
διάρκεια της σακκαδικής κίνησης των µατιών. Για να αξιοποιηθούν αποτελεσµατικά οι χωρι-
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6.3 Μάθηση µε υποκαταστάτη παραγώγου σε Ν∆Α

κές πληροφορίες που περιέχονται στις διαµορφώσεις ϕωτεινότητας που προκύπτουν από τις
κινήσεις των µατιών, η ανάλυση της νευρικής δραστηριότητας πρέπει να χρονοµετρηθεί σε
σχέση µε την εµφάνιση των σακκαδικών κινήσεων. Για παράδειγµα, µια αιχµή από τον ίδιο
νευρώνα ϕέρει διαφορετική πληροφοριακή τιµή εάν συµβαίνει κατά τη διάρκεια της πρώι-
µης εστίασης (early fixation), όταν η αλλαγή εισόδου που προκαλείται από το προηγούµενη
σακκαδική κίνηση ασκεί ακόµη την επιρροή του ή αργότερα, όταν οι χρονικές αλλαγές προ-
καλούνται µόνο από την οφθαλµική µετατόπιση (ocular drift) [24],δείτε και το σχήµα 6.5.Οι
συχνότητες των οπτικών ταλαντώσεων του οπτικού ϕλοιού µπορούν να ελεγχθούν τοπικά και
µπορούν να ϱυθµιστούν από και να κλειδωθούν σε εξωτερικά ερεθίσµατα [150].

Σχήµα 6.4: (α) Το µοτίβο παριστάνεται ως γκρι ορθογώνιο περίγραµµα. Σηµειώστε την οµάδα
των λευκών αιχµών στην αρχή: Οι περισσότερες από τις συνάψεις που αντιστοιχούν στις
πρώτες αιχµές του µοτίβου έχουν ενισχυθεί από το ΣΤ∆Π. Αξίζει να σηµειωθεί ότι σχεδόν όλες
οι συναπτικές συνδέσεις µε προσαγωγούς που δεν ασχολούνται µε το µοτίβο έχουν καταργηθεί
πλήρως. (ϐ) Στο ίδιο εύρος µε το παραπάνω, το δυναµικό της µεµβράνης εµφανίζεται ως
συνάρτηση του χρόνου. Η απότοµη αιχµή που αντιστοιχεί στην προαναφερθείσα οµάδα είναι
άµεσα ορατή[144].

6.3 Μάθηση µε υποκαταστάτη παραγώγου σε Ν∆Α

Σε αυτή την υποενότητα παρουσιάζουµε τις µεθόδους υποκατάστατης παραγώγου, καθώς
οι υποκατάστατες παράγωγοι χρησιµοποιούνται ευρέως σε άλλες µεθόδους εκµάθησης τις
οποίες ϑα δούµε αργότερα. Επιπλέον, οι ερευνητές που δηµοσιεύσαν την σχετική έρευνα την
αντιστοίχηση SNN σε RNN [151]. Η διατύπωση των SNN ως RNN επιτρέπει τη µεταφορά και
εφαρµογή υφιστάµενων µεθόδων εκπαίδευσης για RNN. Αυτή η αντιστοίχηση είναι σηµα-
ντική εάν ϑέλουµε να εκπαιδεύσουµε µεγαλύτερο αριθµό επιπέδων . Παρουσιάζεται επίσης
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Σχήµα 6.5: Σακκαδικές κινήσεις :microsaccades or saccades. Οφθαλµική µετατόπιση :ocular
drift.Φωτοϋποδοχείς στον αµφιβληστροειδή χιτώνα: photoreceptor cells.

ο τρόπο επίλυσης του προβλήµατος εκχώρησης πίστωσης (credit assignment problem) µε
πολλά επίπεδα και επίσης τα κύρια Ϲητήµατα µε τα πολλαπλά στρώµατα νευρωνικών δικτύων
αιχµών που κάνουν την εκπαίδευση πολύ πιο δύσκολη από τα ¨παραδοσιακά¨ νευρωνικά
δίκτυα.

6.3.1 Αντιστοίχηση των RNN µε SNN

Σαν ευρύτερη έννοια, τα RNN είναι δίκτυα των οποίων η κατάσταση εξελίσσεται µε την
πάροδο του χρόνου σύµφωνα µε ένα σύνολο επαναλαµβανόµενων δυναµικών εξισώσεων.
Μια τέτοια δυναµική επανάληψη µπορεί να συµβεί µε την παρουσία επαναλαµβανόµενων
συναπτικών συνδέσεων µεταξύ των νευρώνων στο δίκτυο. Στη σηµερινή έρευνα µηχανικής
µάθησης αυτός είναι ο πιο συνηθισµένος ορισµός του τι είναι το RNN. Αυτό συµβαίνει, για
παράδειγµα, όταν χρησιµοποιούνται µοντέλα νευρώνων ή συνάψεων µε εσωτερική δυναµική.
Αυτές οι δυναµικές είναι εγγενώς επαναλαµβανόµενες αφού η κατάσταση του δικτύου σε ένα
δεδοµένο χρονικό ϐήµα εξαρτάται επαναλαµβανόµενα από την κατάστασή του σε προηγο-
ύµενα χρονικά ϐήµατα. Εδώ ως συνήθως χρησιµοποιείται το µοντέλο νευρώνων LIF ( για την
τάση της µεµβράνης). Ωστόσο, µπορεί να προστεθεί ένας επιπλέον όρος για επαναλαµβα-
νόµενες συνδέσεις στην εξίσωση συναπτικού ϱεύµατος :

dI (l)i
dt

= −
I (l)i (t)
τsyn︸︷︷︸

exp. decay

+
∑
j

W (l)
ij S

(l−1)
j (t)︸              ︷︷              ︸

feed-forward

+
∑
j

V (l)
ij S

(l)
j (t)︸          ︷︷          ︸

recurrent

(6.10)

Το άθροισµα περνάει από όλους τους προσυναπτικούς νευρώνες j και W (l)
ij είναι τα α-

ντίστοιχα προσαγωγικά ϐάρη από το παρακάτω επίπεδο. Το V (l)
ij αντιστοιχεί σε ϱητές επανα-
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λαµβανόµενες συνδέσεις σε κάθε επίπεδο, αυτό αντιστοιχεί στον επιπλέον όρο για τον οποίο
µιλάµε. Οι ερευνητές δηλώνουν επίσης ότι µε επαναλαµβανόµενες συνδέσεις ένας µόνο νευ-
ϱώνας LIF µπορεί να προσοµοιωθεί µε δύο γραµµικές διαφορικές εξισώσεις των οποίων οι
αρχικές συνθήκες αλλάζουν αµέσως κάθε ϕορά που εµφανίζεται µια αιχµή. ΄Ετσι, ο όρος
επαναφοράς µπορεί να εισαχθεί στην εξίσωση δυναµικού της µεµβράνης ως ένας επιπλέον
όρος που µειώνει ακαριαία το δυναµικό της µεµβράνης κατά (ϑ − Urest) κάθε ϕορά που ο
νευρώνας πυροδοτείται :

dU (l)
i

dt
= −

1
τmem

((
U (l)
i − Urest

)
+ RI (l)i

)
+ S(l)

i (t) (Urest − ϑ) (6.11)

Οι παραπάνω εξισώσεις πρέπει να προσεγγίζονται διακριτά για προσοµοίωση σε υπολογιστή.
Επίσης, ο συρµός εξόδου S(l)

i [n] του νευρώνα i στο επίπεδο l στο χρονικό ϐήµα n πρέπει να
εκφραστεί ως µη γραµµική συνάρτηση της τάσης µεµβράνης S(l)

i [n] ≡ Θ
(
U (l)
i [n] − ϑ

)
όπου

Θ υποδηλώνει τη ϐηµατική συνάρτηση Heaviside και ϑ αντιστοιχεί στην οριακή τιµή πυρο-
δότησης. Το χρονικό ϐήµα προσοµοίωσης πρέπει επίσης να είναι µικρό για να λειτουργήσει
σωστά η προσέγγιση. Η εξίσωση 6.10 γίνεται :

I (l)i [n + 1] = αI (l)i [n] +
∑
j

W (l)
ij S

(l)
j [n] +

∑
j

V (l)
ij S

(l)
j [n] (6.12)

Ρυθµός κορεσµού: α ≡ exp
(
−

∆t
τsyn

)
. Για πεπερασµένα και ϑετικά τsyn:0 < α < 1. Επίσης,

S(l)
j [n] ∈ {0,1}. Η µεταβλητή n χρησιµοποιείται για να δηλώσει το χρονικό ϐήµα. Η εξίσωση

6.11 είναι τώρα:
U (l)
i [n + 1] = �U (l)

i [n] + I (l)i [n] − S(l)
i [n] (6.13)

� ≡ exp
(
−

∆t
τmem

)
Με αυτές τις δύο εξισώσεις, η κατάσταση του νευρώνα i µπορεί να ϐρεθεί

από τα στιγµιαία συναπτικά ϱεύµατα Ii και την τάση της µεµβράνης Ui (Πλαίσιο. 1 ]. Οι
υπολογισµοί που απαιτούνται για την ενηµέρωση της κατάστασης του κελιού µπορεί να
ξετυλιχτεί στο χρόνο όπως ϕαίνεται στο υπολογιστικό γράφηµα στο σχήµα 6.6. Αυτή είναι µια

Σχήµα 6.6
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συνηθισµένη µέθοδος απεικόνισης που χρησιµοποιείται για επαναλαµβανόµενα νευρωνικά
δίκτυα, οπότε η αντιστοίχηση των SNN σε RNN είναι πολύ ϐολική εδώ. Τα ϐήµατα χρόνου
ϱέουν από αριστερά προς τα δεξιά.

• Οι αιχµές εισόδου S(0) εισάγονται στο κάτω µέρος και διαδίδονται προς τα πάνω σε
υψηλότερα επίπεδα.

• Τα συναπτικά ϱεύµατα I δέχονται κορεσµό α σε κάθε ϐήµα και τροφοδοτούνται στα
δυναµικά της µεµβράνης U. Ο κορεσµός των U µε την πάροδο του χρόνου χαρακτη-
ϱίζονται από �.

• Οι συρµοί αιχµών S δηµιουργούνται εφαρµόζοντας µια µη γραµµικότητα ορίου στα
δυναµικά της µεµβράνης U σε κάθε χρονικό ϐήµα.

• Οι αιχµές επηρεάζουν αιτιακά την κατάσταση του δικτύου (κόκκινες συνδέσεις).

Οι ερευνητές µας ενηµερώνουν επίσης για το πώς µπορούν να επικοινωνηθούν οι αιχµές
µέσα στο δίκτυο. Πρώτον, κάθε αιχµή προκαλεί επαναφορά του δυναµικού µεµβράνης του
νευρώνα που εκπέµπει την αιχµή. ∆εύτερον, κάθε αιχµή µπορεί να τροφοδοτηθεί στον
ίδιο νευρωνικό πληθυσµό µέσω επαναλαµβανόµενων συνδέσεων V(1). Μπορεί επίσης να
τροφοδοτηθεί W(2) σε ένα επίπεδο δικτύου πιο κάτω ή, να τροφοδοτηθεί σε ένα επίπεδο
ανάγνωσης στο οποίο ορίζεται µια συνάρτηση κόστους.

6.3.2 Πρόβληµα εκχώρησης πίστωσης

΄Οπως σε κάθε κανόνα εκµάθησης, το πρώτο ϐήµα είναι να επιλέξουµε µια συνάρτηση
κόστους/απώλειας που µειώνεται όταν το δίκτυο αρχίσει να µαθαίνει αυτό που ϑέλουµε να
µάθει. Το δεύτερο ϐήµα είναι να επιλέξουµε πώς τα ϐάρη των συνδέσεων ενηµερώνονται
κατά τη διάρκεια της εκπαίδευσης για να µειώσουµε τη τιµή της συνάρτησης κόστους/α-
πώλειας. Αυτό ονοµάζεται πρόβληµα εκχώρησης πίστωσης. ΄Ενας τρόπος για να λυθεί αυτό
το πρόβληµα είναι να χρησιµοποιηθεί η ανάθεση χωρικής πίστωσης µε back-propagation η
οποία έχει σηµαντικό κόστος µνήµης καθώς οι παράγωγοι πρέπει να επικοινωνηθούν ξανά
στο δίκτυο αφού αποθηκεύσουµε όλες τις καταστάσεις νευρώνων. Ας δούµε πώς λειτουργεί
το back-propagation σε επαναλαµβανόµενα νευρωνικά δίκτυα (RNN): Το back-propagation
στα RNN µπορεί να εφαρµοστεί µε ¨ξετύλιγµα¨: δηµιουργείται ένα ϐοηθητικό δίκτυο κάνο-
ντας αντίγραφα του δικτύου για κάθε χρονικό ϐήµα. Ο ίδιος κανόνας µπορεί να εφαρµοστεί
στα SNN. Σε αυτήν την περίπτωση η επανάληψη είναι ξετυλιγµένη (σχήµα 6.7 ) που σηµα-
ίνει ότι δηµιουργείται ένα ϐοηθητικό δίκτυο δηµιουργώντας αντίγραφα του δικτύου για κάθε
χρονικό ϐήµα.

Το ξετυλιγµένο δίκτυο είναι απλά ένα ϐαθύ δίκτυο µε κοινά ϐάρη τροφοδοσίας W(l) και
επαναλαµβανόµενα ϐάρη V(l), στα οποία ισχύει το τυπικό BP:

∆W (l)
ij ∝

∂

∂W (l)
ij

L[n] =

t∑
m=0

δ(l)
i [m]y(l−1)

j [m] (6.14)

∆V (l)
ij ∝

∂

∂V (l)
ij

L[n] =

t∑
m=1

δ(l)
i [s]y(l)

j [m − 1] (6.15)
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Σχήµα 6.7

δ(l)
i [n] = σ′

(
a(l)
i [n]

) ∑
k

δ(l+1)
k [n]W>,lik +

∑
k

δ(l)
k [n + 1]V>,lik

 (6.16)

Οι υπεργραφές l = 0, . . . , L δηλώνουν το επίπεδο (0 είναι είσοδος, L είναι έξοδος). Με
α(l)
i [n] =

∑
jWijxj δηλώνουµε τη συνολική είσοδο στον νευρώνα i, yj είναι η έξοδος του

νευρώνα j και η ένας µικρός ϱυθµός εκπαίδευσης. Επίσης, σ′ είναι η παράγωγος της συ-
νάρτησης ενεργοποίησης και το δ(l)

i είναι το σφάλµα του νευρώνα εξόδου i και T δηλώνει τον
ανάστροφο πίνακα. Η εφαρµογή BP σε ένα ξετυλιγµένο δίκτυο ονοµάζεται BackPropagation
Through Time (BPTT).

Ο δεύτερος τρόπος επίλυσης αυτού του προβλήµατος είναι η χρήση µιας χρονικής α-
νάθεσης πίστωσης (σχήµα 6.6),που ϑεωρείται πρόβληµα εκχώρησης πιστώσεων στο χρόνο.
Αυτός ο τύπος χρονικής ανάθεσης µπορεί να υποδιαιρεθεί περαιτέρω στις µεθόδους ¨προς
τα πίσω¨ και ¨προς τα εµπρός¨.

1. προς τα πίσω: Μπορούµε να χρησιµοποιήσουµε το BPTT όπως στην ανάθεση χωρικής
πίστωσης, διαδίδουµε τα σφάλµατα αντίστροφα στον χρόνο µετά από µια προώθηση.

2. προς τα εµπρός : ΄Ολες οι απαραίτητες πληροφορίες για τον υπολογισµό των παράγω-
γων διαδίδονται προς τα εµπρός [152]. Για παράδειγµα, η ¨παράγωγος προς τα ε-
µπρός¨ του ϐάρους τροφοδοσίας W γίνεται :

∆Wm
ij ∝

∂L[n]
∂Wm

ij

=
∑
k

∂L[n]

∂y(L)
k [n]

PL,mijk [n]P(l,m)
ijk [n] =

∂

∂Wm
ij

y(l)
k [n]

P(l,m)
ijk [n] = σ′

(
a(l)
k [n]

) ∑
j′
V (l)
ij′ P

(l,m)
ijj′ [n − 1] +

∑
j′
W (l)
ij′ P

(l−1,m)
ijj′ [n − 1] + δlmy

(l−1)
i [n − 1]


Οι παράγωγοι σε σχέση µε τα επαναλαµβανόµενα ϐάρη V (l)

ij µπορούν επίσης να υπολο-
γιστούν µε παρόµοιο τρόπο. Η µέθοδος προς τα πίσω είναι πιο αποτελεσµατική από άποψη
υπολογισµού, αλλά απαιτεί τη διατήρηση όλων των εισόδων και των ενεργοποιήσεων για κάθε
χρονικό ϐήµα. ΄Ετσι, η πολυπλοκότητα χώρου για κάθε στρώµα είναι O(NT ), όπου N είναι ο
αριθµός των νευρώνων ανά επίπεδο και T είναι ο αριθµός των χρονικών ϐηµάτων. Η µέθοδος
προώθησης προς τα µπροστά απαιτεί τη διατήρηση των µεταβλητών P(l,m)

ijk , µε αποτέλεσµα
την πολυπλοκότητα O

(
N3

)
ανά επίπεδο. Ωστόσο, εάν εφαρµοστούν απλοποιήσεις, αυτή η

πολυπλοκότητα µπορεί να µειωθεί στο Ο (Ν), όπως στον κανόνα µάθησης Decolle που πε-
ϱιγράφουµε αργότερα. Οι απλουστεύσεις µπορούν επίσης να µειώσουν την υπολογιστική
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πολυπλοκότητα. Ωστόσο, οι παραπάνω αλγόριθµοι δεν µπορούν να εφαρµοστούν άµεσα.
΄Ενα Ϲήτηµα είναι η µη-παραγωγισιµή και µη γραµµικότητα της αιχµής. Η παράγωγος της
συνάρτησης νευρικής ενεργοποίησης σ′ ≡ ∂y(l)

i

∂a(l)
i

είναι πρόβληµα γιατί για έναν νευρώνα αιχ-
µής, έχουµε S(U (t)) = Θ(U (t) − ϑ), του οποίου η παράγωγος είναι µηδενική παντού εκτός
από το U = ϑ, όπου είναι ασαφές . Το τυπικό BP εκτός από τον ακριβό υπολογισµό, τις
απαιτήσεις επικοινωνίας µνήµης, δεν είναι κατάλληλη για νευροµορφικό υλικό ούτε είναι
ϐιολογικά ϱεαλιστικό. Αυτός ο τύπος υλικού έχει απαιτήσεις τοπικότητας που απαγορεύουν
το BP. Η µέθοδος προς τα εµπρός µπορεί να είναι πιο εφαρµόσιµη, ωστόσο η κλιµάκωση των
παραπάνω µεθόδων δεν είναι κατάλληλη για πολλά µοντέλα SNN . Η επίλυση του πρώτου
έχει πολλές προσεγγίσεις :

1. Χρησιµοποιώντας ϐιολογικά εµπνευσµένους κανόνες τοπικής µάθησης για τις κρυφές
ενότητες

2. Μετατροπή συµβατικά εκπαιδευµένων νευρωνικών δικτύων ¨βάσει ποσοστών¨ σε SNN.

3. Εξοµάλυνση του µοντέλου δικτύου ώστε να είναι συνεχώς διαφορικό.

4. Ορισµός υποκατάστατης παραγώγου (Surrogate Gradient-SG) ως συνεχής χαλάρωση

Η κύρια συµβολή αυτής της έρευνας είναι για την τελευταία προσέγγιση, χρησιµοποι-
ώντας υποκατάστατες παράγωγων αλλά επίσης µας ενηµερώνει για τις µεθόδους εξοµάλυν-
σης. Ωστόσο, µας ενδιαφέρει µόνο ο ορισµός της προσέγγισης υποκατάστατης παραγώγου.

6.3.3 Προσέγγιση υποκατάστατων παράγωγων

Η προσέγγιση υποκατάστατων παράγωγων µπορεί να χωριστεί περαιτέρω σε δύο προσεγ-
γίσεις :

1. SG που συνθέτουν µια συνεχή χαλάρωση της µη οµαλής ,µη γραµµικής συνάρτησης
αιχµής. Αυτό δεν επηρεάζει τον αλγόριθµο ϐελτιστοποίησης.6.8

2. SG που επηρεάζουν το ¨locality¨ των ίδιων των υποκείµενων αλγορίθµων ϐελτιστοπο-
ίησης για τη ϐελτίωση της υπολογιστικής ή/και πρόσβασης στη µνήµη των γενικών
διαδικασιών µάθησης.

΄Ενα σηµαντικό πλεονέκτηµα µε τα Surrogate Gradients είναι οτι δεν χρειάζεται να κα-
ϑορίσουµε ποια µέθοδος κωδικοποίησης ϑα χρησιµοποιηθεί στα κρυµµένα επίπεδα. Στην
πρώτη προσέγγιση οι ερευνητές αντικαθιστούν την παράγωγο της συνάρτησης αιχµής µε την
παράγωγο µιας οµαλής συνάρτησης. Αυτή η προσέγγιση χρησιµοποιείται στο Decolle και
είναι αρκετά απλή στην εφαρµογή και εύχρηστη, καθώς µπορεί να συνδυαστεί µε εργαλεία
αυτόµατης διαφοροποίησης. Ο αλγόριθµος SuperSpike χρησιµοποιεί έναν κανόνα µάθησης
τριών παραγόντων σε πραγµατικό χρόνο (online) χρησιµοποιώντας ένα γρήγορο σιγµοειδές
για την κατασκευή ενός SG. Τα Surrogate Gradients χρησιµοποιούνται επίσης στο e-Prop
το οποίο ϑα εξετάσουµε µετά το Decolle.
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6.3.4 Προβλήµατα των υποκατάστατων παράγωγων

Καθώς η χρήση των SG για την εκπαίδευση των SNN προχωρά σε ϐαθύτερες αρχιτεκτο-
νικές, πιθανότατα να προκύψουν περισσότερα ϑέµατα, παρόµοια µε αυτά που εµφανίζονται
στα ANN. SGs που σχηµατίζονται από συναρτήσεις σιγµοειδούς ενεργοποίησης, οι οποίες
έχουν προβλήµατα ¨εξαφάνισης παραγώγων¨ (vanishing gradients). ΄Ενα άλλο Ϲήτηµα είναι
η πιθανή προκατάληψη (bias) που εισάγουν τα SG στη δυναµική της µάθησης.

Σχήµα 6.8: Για περισσότερες λεπτοµέρειες, ανατρέξτε στη πρωτότυπη έρευνα των Surrogate
Gradient [151]. Αυτό που είναι σηµαντικό εδώ είναι να δούµε πώς τα SG µας επιτρέπουν να
έχουµε µια συνεχή συνάρτηση.

6.3.5 Συµπεράσµατα

Σε αυτό το κεφάλαιο εισαγάγαµε τον αναγνώστη στα κύρια Ϲητήµατα στην εκπαίδευση των
νευρωνικών δικτύων και πώς αυτά εµποδίζουν τα SNN να ϕτάσουν την ικανότητα των ΑΝΝ.
Η αντιστοίχιση σε RNN επιτρέπει στα SNN να είναι πιο προσιτά σε µηχανικούς µηχανικής
µάθησης που δεν έχουν νευροεπιστηµονικό υπόβαθρο και καθιστά ευκολότερη την κατανόη-
ση των προβληµάτων κλιµάκωσης σε µεγάλους όγκους δεδοµένων . Αυτό το κεφάλαιο δεν
εισάγει κάποιο νέο αλγόριθµο εκµάθησης , αλλά µας επιτρέπει να εφαρµόσουµε BPTT µε τη
χρήση SG. Τα SG είναι µια πολύ επιτυχηµένη προσέγγιση στην επίλυση του Ϲητήµατος µη
διαφοροποιήσης, όπως ϕαίνεται από τον αριθµό των νέων αλγορίθµων SNN που τα περιλαµ-
ϐάνουν. Περιλάβαµε αυτήν την υποενότητα διότι όλοι οι ακόλουθοι αλγόριθµοι στη διατριβή
µας περιλαµβάνουν SG και γιατί ϑα εκπαιδεύσουµε δίκτυα SNN µε BPTT µε χρήση SG.

6.4 SuperSpike: Εποπτευόµενη µάθηση σε πολυστρωµατικά

νευρωνικά δίκτυα αιχµών

Το Superspike είναι µια προσέγγιση υποκαταστάσης παραγωγού, τριών παραγόντων που
ϐασίζεται στην τάση.Ενας κανόνας µάθησης ικανός να εκπαιδεύσει δίκτυα ντετερµινιστικών
νευρώνων LIF για να εκτελούν µη γραµµικούς υπολογισµούς σε χωροχρονικά µοτίβα αιχµών.
Με τη µετάφραση του backpropagation στον τοµέα των αιχµών, είναι µία από τις λίγες
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πρωτοβουλίες για την αντιµετώπιση της δυσκολίας εκπαίδευσης των SNN µε κρυφές µονάδες
για την επεξεργασία ακριβών χρονοµετρηµένων συρµών αιχµών εισόδου και εξόδου.

Η µερική παράγωγος αυτής της προσέγγισης είναι της µορφής ∂Si(t)/∂wij όπου Si(t) =∑
k δ

(
t − tki

)
είναι ο συρµός αιχµών του κρυµµένου νευρώνα i καιwij είναι ένα κρυφό ϐάρος.

Σε σύγκριση µε άλλες µεθόδους στη ϐιβλιογραφία, το Superspike επιτρέπει σε δίκτυα
πολλαπλών στρωµάτων ντερεµινιστικών νευρώνων LIF να επιλύουν εργασίες που περιλαµ-
ϐάνουν µετασχηµατισµούς µοτίβου χωροχρονικών αιχµών χωρίς ανάγκη για έγχυση ϑο-
ϱύβου, ακόµη και όταν οι κρυφές µονάδες είναι αρχικά εντελώς αθόρυβες. Αντί του µετα-
συναπτικού συρµού αιχµών, η µερική παράγωγος των εξόδων της κρυφής µονάδας προσεγ-
γίζεται ως το προϊόν του ϕιλτραρισµένου συρµού αιχµών και µια µη γραµµική συνάρτηση
της µετασυναπτικής τάσης.

6.4.1 Κανόνας µάθησης

Είναι επιθυµητό ένας µεµονωµένος νευρώνας LIF να εκπέµπει δεδοµένο σειρµό αιχµών
εξόδου Ŝi για µια δεδοµένη είσοδο. Αυτό το πρόβληµα µπορεί να ϑεωρηθεί πρόβληµα
ϐελτιστοποίησης της ελαχιστοποίησης της απόστασης van Rossum [153] µεταξύ Ŝi και του
πραγµατικού σειρµού αιχµών εξόδου Si . Αρχικά, ας περιγράψουµε τι είναι η απόσταση
του van Rossum . Η απόσταση van Rossum στοχεύει στην επίλυση του προβλήµατος της
διάκρισης µεταξύ δύο σειρµών αιχµών . Ο van Rossum εισήγαγε ένα µέτρο για την απόσταση
µεταξύ των δυο αυτών σειρµών. Με στόχο ένα απλό µέτρο απόστασης, δεδοµένου ενός
σειρµού αιχµών µε χρόνους πυροδότησης ti

f orig (t) =

M∑
i

δ (t − ti) (6.17)

όπου υποτίθεται ότι όλα τα ti > 0. Η συνάρτηση δέλτα που σχετίζεται µε κάθε αιχµή
αντικαθίσταται µε µια εκθετική συνάρτηση, δηλαδή µια εκθετική ¨ουρά¨ προστίθεται σε όλες
τις αιχµές,

f (t) =

M∑
i

H (t − ti) e−(t−ti )/tc (6.18)

tc είναι η χρονική σταθερά της εκθετικής συνάρτησης και H είναι η ϐηµατική συνάρτηση
Heaviside (H(x) = 0 εάν x < 0 καί H(x) = 1 εάν x ≥ 0). . Οποιαδήποτε συνάρτηση µπορεί να
χρησιµοποιηθεί για συνέλιξη µε άλλη από την εκθετική, αλλά η εκθετική επιλέχθηκε λόγω
της ϐιολογικής της εγγύτητας. Η απόσταση µεταξύ δύο συρµών f και g ορίζεται ως (ϐλέπε
Εικ. 6.9)

D2(f, g)tc =
1
tc

∫ ∞

0
[f (t) − g(t)]2dt (6.19)

Η απόσταση είναι η Ευκλείδεια απόσταση των δύο ϕιλτραρισµένων συρµών (tc ως ελεύθερη
παράµετρος). Για να καταλάβουµε την έννοια αυτής της απόστασης ας δούµε το ακόλουθο
παράδειγµα. Λαµβάνουµε υπόψη µας τις δυο οριακές τιµές του tc. Για tc πολύ µικρότερα
από το µεσοδιάστηµα των αιχµών, οι επιχρισµένες συναρτήσεις f και g συνεισφέρουν στο
ολοκλήρωµα µόνο εάν οι αιχµές δεν απέχουν περισσότερο από tc. Αυτό µας ϑυµίζει τον
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Σχήµα 6.9: (Πάνω) ∆ύο συρµοί αιχµών (το ένα αναποδογυρισµένο) συνελλίσονται µε εκθετικό
µε σταθερά χρόνου tc. (Κάτω) Η διαφορά στο τετράγωνο των σειρµών. Το ολοκλήρωµα της
καµπύλης δίνει την επιθυµητή απόσταση [153]

εντοπισµό συµπτώσεων ("coincidence detection"). Για του περισσότερους συρµούς αιχµών,
οι συµπίπτουσες αιχµές µπορούν να αγνοηθούν στο όριο του µηδενικού tc. έτσι, αν το f
περιέχει M και η g περιέχει N αιχµές, έχουµε:

lim
tc→0

D2(f, g)tc =
1
tc

∫ ∞

0

[
f 2(t) + g2(t)

]
dt =

M + N

2
(6.20)

Αυτή η απόσταση ϐασικά µετρά τις µη συµπίπτουσες αιχµές. Ωστόσο, για µεγάλα tc, η
κύρια συνεισφορά στο ολοκλήρωµα προέρχεται από χρονικές στιγµές που η τελευταία αιχµή
έχει ήδη συµβεί αλλά ο εκθέτης δεν έχει ακόµη υποστεί πλήρης κόρεσµο. Το ολοκλήρωµα
επηρεάζεται κυρίως από τις χρονικές στιγµές που έχει περάσει η τελευταία αιχµή αλλά ο
εκθετικός όρος δεν έχει ακόµη υποστεί πλήρης κορεσµό. Υποθέτοντας ότι το f (g) περιέχει
M(N) αιχµές, µπορεί κανείς να κάνει την εξής προσέγγιση

lim
tc→∞

D2(f, g)tc =
1
tc

∫ ∞

0

(
Me−t/tc − Ne−t/tc

)2
dt =

(M − N)2

2
(6.21)

Σε αυτό το όριο, το D µετρά τη διαφορά στο συνολικό αριθµό αιχµών. Το ανώτατο όριο
του ολοκληρώµατος πρέπει να ϑεωρηθεί ως το άπειρο, καθώς µας ενδιαφέρει η ουρά της
τελευταίας αιχµής που υπέστη πλήρης κορεσµό και όχι ο χρόνος της τελευταίας αιχµής.

Η απόσταση παρεµβάλλεται έτσι µεταξύ των δύο άκρων της ανίχνευσης σύµπτωσης και
της µέτρησης της διαφοράς στο συνολικό αριθµό αιχµών. Μετά το ϕιλτράρισµα, οι συρµοί
αιχµών αφήνουν ένα ποσό N + M όρων. Η αλλαγή των µεταβλητών ολοκλήρωσης οδηγεί σε
µια εναλλακτική έκφραση για την απόσταση,

D2(f, g) =
1
2

∫ ∞

−∞

Cf −g,f −g(t)e−|t |tcdt (6.22)
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όπου Cf −g,f −g(t) είναι η αυτοσυσχέτιση της διαφοράς των αρχικών συρµών, f orig(t) −
gorig(t). Αυτό δείχνει ότι η απόσταση µπορεί να αναπαρασταθεί ως σταθµισµένο ολοκλήρω-
µα επί της αυτοσυσχέτισης, µε τη στάθµιση να ποικίλλει µε tc. Αποδεικνύει επίσης ότι η
απόσταση δεν επηρεάζεται από την αντιστροφή του χρόνου, δηλαδή, η απόσταση ϑα ήταν η
ίδια εάν οι εκθετικές ουρές ήταν προσαρτηµένες στις αιχµές στις αντίθετες πλευρές. ΄Οσον
αφορά την επιλογή του εκθετικού, η συνέλιξη σε υψηλότερη -τάξης νευρώνα για µικρές και
µεσαίες περιόδους µπορεί να διαβαστεί ως µετασυναπτικά δυναµικά. Μεγαλύτερο tc ϕαίνεται
να εξυπηρετείται καλύτερα από ϐραδύτερα ϱεύµατα που προκαλούν δεύτεροι αγγελιοφόροι
ή παρουσία ασβεστίου . Τώρα ας συνεχίσουµε µε το πρόβληµα ϐελτιστοποίησης της ελα-
χιστοποίησης της απόστασης van Rossum [153] µεταξύ Ŝi και του πραγµατικού συρµού
εξόδου Si :

L =
1
2

∫ t

−∞

ds
[(
α ∗ Ŝi − α ∗ Si

)
(s)

]2
(6.23)

όπου α είναι ένας κανονικοποιηµένος οµαλός πυρήνας χρονικής συνέλιξης. Επειδή
µπορούν να υπολογιστούν εύκολα σε πραγµατικό χρόνο και να εφαρµοστούν ως ηλεκτρικά
ή χηµικά ίχνη στη νευροβιολογία, χρησιµοποιούνται διπλοί εκθετικοί αιτιώδεις πυρήνες.
Υπολογισµός της παραγώγου της παραπάνω εξίσωσης ως προς τα συναπτικά ϐάρη wij:

∂L

∂wij
= −

∫ t

−∞

ds
[(
α ∗ Ŝi − α ∗ Si

)
(s)

] (
α ∗

∂Si
∂wij

)
(s) (6.24)

στο οποίο η παράγωγος ∂Si/∂wij είναι η παράγωγος του συρµού αιχµών. Αυτή η παράγω-
γος για τα περισσότερα µοντέλα νευρώνων είναι µηδενικό εκτός από τους χρόνους αιχµών
κατά τους οποίους δεν ορίζεται. Αυτό είναι ένα τεράστιο πρόβληµα για το backpropagation.
Συνήθως οι αλγόριθµοι εκπαίδευσης αποφεύγουν αυτό το πρόβληµα είτε εκτελώντας ϐελ-
τιστοποίηση απευθείας στο δυναµικό της µεµβράνης Ui είτε εισάγοντας ϑόρυβο που κάνει
την πιθανότητα του συρµού 〈Si(t)〉 οµαλή συνάρτηση του δυναµικού της µεµβράνης. Το
Superspike συνδυάζει αυτές τις δύο προσεγγίσεις αντικαθιστώντας τον συρµό αιχµών Si(t)
µε µια συνεχή ϐοηθητική (auxiliary) συνάρτηση σ (Ui(t)) του δυναµικού της µεµβράνης. Για
λόγους επιδόσεων, επιλέγουµε σ(U ) ως την αρνητική πλευρά ενός γρήγορου σιγµοειδούς.
Αυτή η ¨βοηθητική¨ συνάρτηση ¨αντικαθιστά το παράγωγο του συρµού αιχµών ως εξής :

∂Si
∂wij

→ σ′ (Ui)
∂Ui
∂wij

(6.25)

Για να υπολογίσουµε την παράγωγο ∂Ui/∂wij στην παραπάνω έκφραση, για µοντέλα LIF το
δυναµικό µεµβράνης Ui(t) ως µοντέλο απόκρισης αιχµής:

Ui(t) =
∑
j

wij

(
ϸ ∗ Sj(t)

)
+

(
η ∗ Si(t)

)
(6.26)

Ο πυρήνας αιτιώδους µεµβράνης ϸ αντιστοιχεί στο σχήµα του µετασυναπτικού δυναµικού
( postsynaptic potential-PSP) και το η περιγράφει τη δυναµική των αιχµών και την επανα-
ϕορά του δυναµικού µεµβράνης. Λόγω του δεύτερου όρου, το Ui εξαρτάται από το παρελθόν
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του µέσω της εξόδου του συρµού Si .

Η εξάρτηση από το παρελθόν του δεν µας επιτρέπει να υπολογίσουµε την παράγωγο ∂U i
∂wij

απευθείας. Ωστόσο, διασφαλίζοντας χαµηλούς ϱυθµούς πυροδότησης (µε την προσθήκη ο-
µοιοστατικών µηχανισµών που ϱυθµίζουν τα επίπεδα νευρωνικής δραστηριότητας) µπορούµε
να αγνοήσουµε τον δεύτερο όρο.

Αγνοώντας τον δεύτερο όρο, η εξίσωση γίνεται η ϕιλτραρισµένη προσυναπτική δραστηρι-
ότητα ∂Ui

∂wij
≈

(
ϸ ∗ Sj(t)

)
. Βιολογικά, αυτό µπορεί να ερµηνευτεί ως η συγκέντρωση νευροδια-

ϐιβαστών στη σύναψη.

Αντικαθιστώντας αυτήν την προσέγγιση πίσω στην Εξίσωση. (4.26), ο κανόνας µάθησης
gradient descent για έναν µόνο νευρώνα γίνεται :

∂wij

∂t
= r

∫ t

−∞

ds ei(s)︸︷︷︸
Error signal

α ∗ σ′ (Ui(s))︸     ︷︷     ︸
Post

(
ϸ ∗ Sj

)
(s)︸      ︷︷      ︸

Pre

)

︸                          ︷︷                          ︸
≡λij(s)

(6.27)

Ο ϱυθµός µάθησης συµβολίζεται µε r και για το σήµα σφάλµατος εξόδου έχουµε ei(s) ≡
α ∗

(
Ŝi − Si

)
και το eligibility trace (προσωρινή καταγραφή της εµφάνισης ενός συµβάντος)

είναι λij. Στην πράξη, η έκφραση υπολογίζεται σε µικρές παρτίδες και προτείνεται χρήση
ενός ϱυθµού εκµάθησης ανά παράµετρο rij για να επιταχυνθεί η µάθηση.

Η τελευταία εξίσωση αντιστοιχεί στον κανόνα µάθησης SuperSpike για τον νευρώνα ε-
ξόδου i. Επαναπροσδιορίζοντας το σήµα σφάλµατος ei ως σήµα ανατροφοδότησης, µπορεί
να χρησιµοποιηθεί επίσης ο ίδιος κανόνας για κρυφούς νευρώνες. Σηµαντικές ιδιότητες :

• Περιλαµβάνει έναν όρο Hebbian που συνδυάζει την προσυναπτική µε την µετασυνα-
πτική δραστηριότητα

• Ο κανόνας µάθησης ϐασίζεται στην τάση

• Είναι ένας µη γραµµικός Hebbian κανόνας λόγω της εµφάνισης του σ′ (Ui)

• Η αιτιώδης συνέλιξη µε το α λειτουργεί ως eligibility trace για την επίλυση του προ-
ϐλήµατος της αποµακρυσµένης ανταµοιβής (distal reward problem) λόγω των σηµάτων
σφάλµατος που έρχονται µετά από την εµφάνιση ενός σφάλµατος στην εκπαίδευση
[154]

• Είναι ένας κανόνας τριών παραγόντων στον οποίο το σήµα σφάλµατος παίζει το ϱόλο
ενός τρίτου παράγοντα [155] . Το σήµα σφάλµατος είναι συγκεκριµένο για τον µετα-
συναπτικό νευρώνα.

Το ¨πρόβληµα µακρινής ανταµοιβής¨ είναι ένα αιτιολογικό αίνιγµα που εµφανίζεται όταν
οι ανταµοιβές ϕτάνουν δευτερόλεπτα µετά από γεγονότα που προκαλούν ανταµοιβή. Πώς
αναγνωρίζει ο εγκέφαλος ποια µοτίβα πυροδότησης των οποίων οι νευρώνες είναι υπεύθυνοι
για την ανταµοιβή εάν 1) τα µοτίβα δεν είναι πλέον εκεί όταν ϕτάσει η ανταµοιβή και 2) όλοι
οι νευρώνες και οι συνάψεις είναι ενεργές κατά την περίοδο αναµονής της ανταµοιβής·
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6.4.2 Μοντέλο Νευρώνα

Το µοντέλο νευρώνων LIF µε συναπτική είσοδο ϱεύµατος "current-based input" χρησιµο-
ποιείται στην µορφή ολοκληρώµατος. Για την προσοµοίωση της δυναµικής της µεµβράνης,
η τάση Ui του νευρώνα i µπορεί να υπολογιστεί ως εξής :

τmemdUi
dt

=
(
U rest − Ui

)
+ Isyn

i (t) (6.28)

στο οποίο το συναπτικό ϱεύµα εισόδου Isyni (t) αλλάζει σύµφωνα µε την ακόλουθη εξίσωση:

d

dt
Isyn
i (t) = −

Isyn
i (t)
τsyn +

∑
j∈pre

wijSj(t) (6.29)

Η τιµή των Isyn
i (t) πηδά κατά wij τη στιγµή της άφιξης από προσυναπτικούς νευρώνες

Sj(t) =
∑
k δ

(
t − tkj

)
.Το δ υποδηλώνει την συνάρτηση Dirac δ και τα tkj (k = 1,2, · · · ) είναι

οι χρόνοι πυροδότησης νευρώνα j. Για να δείτε τις τιµές των σταθερών που χρησιµοποιήθη-
καν στα πειράµατα ϑα πρέπει να κατατρεξετε στην δηµοσίευση του Superspike καθώς δεν
µας ενδιαφέρουν οι λεπτοµέρειες εφαρµογής εδώ αλλά περισσότερο η ϑεωρητική ϐάση της
µεθόδου εκµάθησης αυτής.

• ΄Ενα δυναµικό δράσης (action potential) ενεργοποιείται όταν η τάση µεµβράνης του
νευρώνα i ϕτάσει σε µια τιµή πάνω από µια τιµή κατωφλίου ϑ .

• Μετά από µια αιχµή, η τάση Ui παραµένει σταθερή στα U resti για τref για να εξοµοίω-
σουµε µια πυρίµαχη περίοδο (¨refractory period¨).

• Μετά τη παραγωγή αιχµών, οι αιχµές διαδίδονται σε άλλους νευρώνες µε αξονική
καθυστέρηση.

6.4.3 Μοντέλο πλαστικότητας

Ο κανόνας µάθησης µπορεί να ερµηνευτεί ως ένας µη γραµµικός Hebbian κανόνας τριών
παραγόντων. Ο µη γραµµικός Hebbian όρος ανιχνεύει συµπτώσεις µεταξύ προσυναπτικής
δραστηριότητας και µετασυναπτικής εκπόλωσης. Αυτές οι χωροχρονικές συµπτώσεις στη
µεµονωµένη σύναψη wij αποθηκεύονται στη συνέχεια παροδικά από τη χρονική συνέλιξη
µε τον αιτιώδη πυρήνα α. Αυτό το ϐήµα µπορεί να ερµηνευτεί ως ένα συναπτικό eligibility
trace.

΄Ολες οι απαραίτητες ποσότητες υπολογίζονται σε πραγµατικό χρόνο χωρίς την ανάγκη να
διαδοθούν σήµατα σφάλµατος προς τα πίσω µε την πάροδο του χρόνου. ΄Ετσι, το Superspike
µπορεί να ερµηνευθεί ως µια υλοποίηση επαναλαµβανόµενης µάθησης σε πραγµατικό χρόνο
( real-time recurrent learning -RTRL) [152] για νευρωνικά δίκτα αιχµών.

Στο µοντέλο, όλη η πολυπλοκότητα της νευρικής ανατροφοδότησης της µάθησης απορ-
ϱοφάται στο σήµα ανά νευρώνα ei(t). Επειδή δεν είναι σαφές εάν και πώς αποστέλλεται
τέτοια εσφαλµένη ανατροφοδότηση σε µεµονωµένους νευρώνες στη ϐιολογία, οι συγγραφείς
δοκίµασαν πολλούς τρόπους τους οποίους δεν ϑα περιγράψουµε σε ϐάθος. Η προαναφερ-
ϑείσα εξίσωση του κανόνα µάθησης Superspike ενσωµατώνεται σε πεπερασµένα χρονικά
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διαστήµατα πριν από την ενηµέρωση των ϐαρών. Ο πλήρης κανόνας εκµάθησης µπορεί να
γραφτεί ως εξής :

∆wk
ij = rij

∫ tk+1

tk

ei(s)︸︷︷︸
Error signal

α ∗ (σ′ (Ui(s))︸     ︷︷     ︸
Post

(
ϸ ∗ Sj

)
(s)︸      ︷︷      ︸

Pre

)ds (6.30)

Ο υπολογισµός της εξίσωσης του κανόνα µάθησης Superspike µπορεί να περιγραφεί ως
εξής : 1) αξιολόγηση προσυναπτικών ιχνών΄(presynaptic traces), 2) υπολογισµός της σύµπτω-
σης Hebbian και υπολογισµός των eligibility traces, 3) υπολογισµός και διάδοση σηµάτων
σφάλµατος και 4) ολοκλήρωση της δοσµένης εξίσωσης Superspike και αναπροσαρµογής
ϐάρους.

6.4.4 Σήµατα µάθησης του SuperSpike

Προσυναπτικά ίχνη

Επειδή το ϸ είναι ένα διπλό εκθετικό ϕίλτρο, η χρονική συνέλιξη στην έκφραση των προ-
συναπτικών ιχνών (Εξ.6.30), µπορεί να αξιολογηθεί αποτελεσµατικά σε πραγµατικό χρόνο µε
εκθετικό ϕιλτράρισµα δύο ϕορές. Πρώτον, η ολοκλήρωση του µοναδικού εκθετικού ίχνους
είναι :

dzj
dt

= −
zj
τrise

+ Sj(t) (6.31)

σε κάθε χρονικό ϐήµα το οποίο στη συνέχεια τροφοδοτείται σε µια δεύτερη εκθετική συστοι-
χία ϕίλτρων

τdecay
dz̃j
dt

= −z̃j + zj (6.32)

µε την συνάρτηση z̃j(t) ≡
(
ϸ ∗ Sj

)
(t) να προσαρµόζει το σχήµα ενός µετασυναπτικού δυνα-

µικού.

Ανίχνευση σύµπτωσης Hebbian

Για τον υπολογισµό του όρου Hebbian, το SG σ′ (Ui) υπολογίζεται σε κάθε χρονικό ϐήµα.

Το εξωτερικό γινόµενο µεταξύ των αργοπορηµένων προσυναπτικών ιχνών z̃j(t−∆) και των
υποκατάστατων µερικών παραγώγων σ′ (Ui) (t − ∆) υπολογίζεται σε κάθε χρονικό ϐήµα.

Συναπτικά eligibility traces

Για να υλοποιήσουµε το συναπτικό eligibility trace όπως δίνεται από το χρονικό ϕίλτρο
α, οι τιµές του όρου Hebbian ϕιλτράρονται µε δύο εκθετικά ϕίλτρα Ϲj. Αυτά τα ίχνη πρέπει
τώρα να υπολογιστούν για κάθε σύναψη wij που κάνει την πολυπλοκότητα του αλγορίθµου
O

(
n2

)
µε n να είναι ο αριθµός των νευρώνων. Για να λειτουργεί σωστά το Superspike,

είναι σηµαντικό αυτά τα traces να είναι αρκετά µεγάλα ώστε να συµπίπτουν µε οποιοδήποτε
σχετικό σήµα σφάλµατος ei(t). Η διάρκεια του trace στο µοντέλο δίνεται από το σχήµα
του πυρήνα του ϕίλτρου που χρησιµοποιείται για τον υπολογισµό της απόστασης του van
Rossum.
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Σήµατα σφάλµατος

Τα σήµατα σφάλµατος εξόδου συνδέονται µε µονάδες εξόδου που έχουν συγκεκριµένο
σήµα -στόχο. Τα στοιχεία τους καθορίζονται από την υποκείµενη συνάρτηση κόστους.

Στο επίπεδο των σφαλµάτων εξόδου µπορούν να χρησιµοποιηθούν δύο τρόποι για να
µάθουµε την έξοδο. Για να µάθουµε ακριβείς αιχµές εξόδου, τα σήµατα σφάλµατος εξόδου
δόθηκαν ακριβώς από ei = α∗

(
Ŝi − Si

)
για µονάδα εξόδου i. ΄Οπως ϕαίνεται από την εξίσωση,

το σήµα σφάλµατος ei είναι µηδενικό µόνο εάν ο στόχος και ο συρµός εξόδου ταιριάζουν
ακριβώς µε τη χρονική ακρίβεια της προσοµοίωσής µας. ΄Ολες οι τιµές συνάρτησης κόστους
µπορούν να υπολογιστούν ως µέση τετραγωνική ϱίζα.

Ο δεύτερος τρόπος είναι να ταξινοµήσουµε τα µοτίβα αιχµών εισόδου, εισάγωντας κάποια
χαλάρωση στον υπολογισµό του σήµατος σφάλµατος. Η άµεση αρνητική ανατροφοδότηση
σφάλµατος δίνεται από ei = −α ∗ Serri για κάθε περιττή επιπλέον αύξηση Serri . ΄Ενα ϑετικό
σήµα ανατροφοδότησης δίνεται απο τον τύπο ei = α ∗ Smissi όταν ένα ερέθισµα απέτυχε να
εκπέµψει µια αιχµή εξόδου όταν έπρεπε.

Σήµατα ανατροφοδότησης

Τα σήµατα ανατροφοδότησης, προέρχονται από σήµατα σφάλµατος εξόδου τροφοδο-
τώντας τα πίσω στις κρυφές µονάδες.

Μπορούν να χρησιµοποιηθούν διαφορετικές στρατηγικές εκχώρησης πιστώσεων για κρυ-
ϕές µονάδες. Η συµµετρική, τυχαία και οµοιόµορφη ανάδραση είναι µερικά παραδείγµατα
σηµάτων ανάδρασης.

Συµµετρική ανατροφοδότηση: υπολογίζεται ως το σταθµισµένο άθροισµα ei =
∑
k wkiek

των µεταγενέστερων σηµάτων σφάλµατος χρησιµοποιώντας τα πραγµατικά ϐάρη προώθησης
wik.

Τυχαία ανατροφοδότηση: Υπολογίζεται ως η τυχαία προβολή ei =
∑
k bkiek µε τυχαίους

συντελεστές bki που προέρχονται από µια κανονική κατανοµή µε µηδενικό µέσο όρο και
διακύµανση µονάδας ,

Οµοιόµορφη ανατροφοδότηση: όλοι οι συντελεστές στάθµισης απλώς ορίστηκαν σε ένα
ei =

∑
k ek που αντιστοιχεί πιο κοντά σε έναν κοινό τρίτο συντελεστή που κατανέµεται σε

όλους τους νευρώνες, (διάχυτο νευροδιαµορφωτικό σήµα). Για την υλοποιήση των ενηµε-
ϱώσεων ϐάρους σε προσοµοιώση διαβάστε την ενότητα 4.4.2 του Superspike.

6.4.5 Πολυεπίπεδη Εκπαίδευση και Περιορισµοί

Ο τύπος 6.30 απαιτεί επέκταση σε κρυµµένα επίπεδα. Μπορεί να χρησιµοποιηθεί ο
ίδιος κανόνας εκµάθησης για κρυφές µονάδες, µε την τροποποίηση ότι το ei(t) γίνεται µια
περίπλοκη συνάρτηση που εξαρτάται από τα ϐάρη και τη µελλοντική δραστηριότητα όλων των
νευρώνων. Αυτή η µη τοπικότητα στο χώρο και στο χρόνο παρουσιάζει σοβαρά προβλήµα-
τα, τόσο από άποψη ϐιολογικής αληθοφάνειας όσο και από τεχνικής υλοποιήσης. Τεχνικά,
αυτός ο υπολογισµός απαιτεί είτε back-propagation στο χρόνο µέσω του πυρήνα του µετα-
συναπτικού δυναµικού είτε υπολογισµό όλων των σχετικών ποσοτήτων στο online όπως στην
περίπτωση του RTRL.
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6.4.6 Συµπέρασµα

Οι συγγραφείς προτείνουν ότι αντί για ένα µόνο κοινό σήµα ανατροφοδότησης, απαιτείται
ενα υψηλότερης διαστατικότητας νευροδιαµορφωτικό ή ηλεκτρικό σήµα ανατροφοδότησης
για µάθηση µε πιθανώς κάποια γνώση της πορείας τροφοδοσίας. Προτείνουµε ότι οι ταλα-
ντώσεις µπορούν να εξυπηρετήσουν αυτόν τον σκοπό της ευφυούς νευροδιαµόρφωσης. Ο
εγκέφαλος χρησιµοποιεί µια µέθοδο διαµερισµατοποίησης υπολογισµών, η οποία µπορεί
να του επιτρέψει να εκτελέσει πιο πολύπλοκες και δύσκολες εργασίες, αλλά απαιτεί επίσης
την ανάγκη κεντρικού ελέγχου για την ενσωµάτωση δεδοµένων από διάφορες περιοχές του
εγκεφάλου. Η απόκλιση προβολής νευροδιαµορφωτή µεγάλης εµβέλειας (Long-range neu-
romodulator projection divergence) ϕαίνεται να είναι κατάλληλη για τον συντονισµό της ε-
πικοινωνίας µεταξύ των περιοχών του εγκεφάλου [156]. Η νευρική µετάδοση χαρακτηρίζεται
από ταλαντωτική δραστηριότητα του εγκεφάλου. ΄Ετσι, η ικανότητα των νευροδιαµορφωτών
να τροποποιούν τη µετάδοση σήµατος µε τρόπο που εξαρτάται από τη συχνότητα παρέχει
έναν ϐαθύτερο ϐαθµό ελέγχου και ϑα µπορούσε να αποτελέσει αντικείµενο έρευνας για νευ-
ϱωνικά δίκτυα αιχµών.

6.5 Synaptic Plasticity Dynamics for Deep Continuous Local

Learning-Decolle

Η µέθοδος Synaptic Plasticity Dynamics for Deep Continuous Local Learning [157]
επιτρέπει εκµάθηση σε πραγµατικό χρόνο χρησιµοποιώντας τοπικές συναρτήσεις σφάλµα-
τος. Αυτή η ιδιότητα καθιστά αυτόν τον κανόνα εκµάθησης κατάλληλο για νευροµορφικό
υλικό, καθώς δεν απαιτεί επιβάρυνση µνήµης. Οι κανόνες της συναπτικής πλαστικότητας
λαµβάνονται συστηµατικά από συναρτήσεις κόστους που καθορίζονται από τον χρήστη και
νευρωνικές δυναµικές χρησιµοποιώντας µεθόδους αυτόµατης διαφοροποίησης . Το BPTT
δεν είναι ϐιολογικά ϱεαλιστικό επειδή στο Decolle οι νευρώνες κάνουν τους υπολογισµο-
ύς τους τοπικά. Επίσης, η συνεχής χρονική δυναµική των SNN δηµιουργεί ένα πρόβληµα
χρονικής ανάθεσης πίστωσης temporal credit assignment problem.

6.5.1 Λειτουργία του Κανόνα Μάθησης

Το Decolle µπορεί να υπολογίσει τις παραγώγους τοπικά χρησιµοποιώντας τοπικά rea-
douts ανά στρώµα [158]. Η χρονική δυναµική αντιµετωπίζεται από την καθιερωµένη ισοδυ-
ναµία SNN και RNN όπως αναφέρεται στην ενότητα Surrogate Gradient Learning [151]. Ο
κανόνας της πλαστικότητας είναι τοπικός χρονικά επειδή το Decolle είναι διαµορφωµένο µε
τέτοιο τρόπο ώστε οι πληροφορίες που απαιτούνται για τον υπολογισµό της παραγώγου να
προωθούνται προς τα µπροστά. Αυτή η ιδέα δεν είναι εντελώς νέα, αλλά παρόµοιες µέθοδοι
απαιτούν µεταβλητές ειδικής κατάστασης για κάθε σύναψη, κλιµακώνοντας έτσι τουλάχι-
στον τετραγωνικά µε τον αριθµό των νευρώνων, όπως το Superspike µε τοπικούς κανόνες
µάθησης. Ο Decolle κλιµακώνεται γραµµικά µε τον αριθµό των νευρώνων, ο οποίος απαι-
τεί τάξεις µεγέθους λιγότερη µνήµη. Χρησιµοποιώντας readouts, µια συνάρτηση τοπικού
κόστους χρονικά και χωρικά. Οι συγγραφείς επισηµαίνουν την οµοιότητα µε τους µηχανι-
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σµούς ανάγνωσης (readout mechanisms) που χρησιµοποιούνται στα Liquid State Machines
[159]. Οι νευρώνες ανάγνωσης σε Liquid State Machines µπορούν να µάθουν να εξάγουν
πληροφορίες από ορισµένα µικροκυκλώµατα και να αναφέρουν αυτές τις πληροφορίες σε
άλλα κυκλώµατα. Τα readouts στο Decolle πραγµατοποιούνται σε έναν σταθερό τυχαίο συν-
δυασµό εξόδων νευρώνων. Οι συγγραφείς το ϑεωρούν επίσης µια προσέγγιση συνθετικής
παραγώγου (synthetic gradient )µε τυχαία εκκίνηση του τοπικού readout.

6.5.2 Πλεονεκτήµατα της µεθόδου

Το Decolle, όπως και το SuperSpike, χρησιµοποιεί υποκατάστατες παραγώγους για να
ενηµερώσει τα ϐάρη, αλλά σε αντίθεση µε το SuperSpike, η συνάρτηση κόστους είναι τοπική
σε χρόνο και χώρο, απαιτώντας µόνο ένα ίχνος ανά νευρώνα εισόδου. Αυτό επιτρέπει στη
µέθοδο να κλιµακωθεί γραµµικά στο χώρο. Επιπλέον, ο υπολογισµός των παράγωγων στο
Decolle µπορεί να επαναχρησιµοποιήσει τις µεταβλητές που υπολογίζονται για τη δυναµική
προώθησης προς τα εµπρός, µε αποτέλεσµα να µην υπάρχει επιπλέον επιβάρυνση µνήµης
κατά τη µάθηση. Η τοπική ανάγνωση του Decolle λειτουργεί ως ένα επίπεδο αποκωδικοποι-
ητή και µαθαίνει τα εσωτερικά ϐάρη µε τα ϐάρη ανάγνωσης να είναι τυχαία και σταθερά. Η
εσωτερική εκπαίδευση µε ϐάρη επιτρέπει στο δίκτυο να µαθαίνει παραστάσεις που διευκο-
λύνουν τα επόµενα επίπεδα να ταξινοµήσουν εισόδους [158]. Αυτό είναι κάπως παρόµοιο
µε τα reservoir networks, αλλά τα ϐάρη ανάγνωσης εκεί είναι εκπαιδεύοµενα, το Decol-
le το αποφεύγει αυτό για να µειώσει το κόστος υπολογισµού ενώ ταυτόχρονα καταφέρνει
να επιτύχει µεγάλη ακρίβεια ταξινόµησης.Αυτό δεν σηµαίνει οτι δεν µπορούµε να εκπαιδε-
ύσουµε νευρωνικα δίκτυα αιχµών τύπου reservoir δικτύων. Για παράδειγµα, ενα νευρωνικό
δίκτυο Convolutional Spiking που ϐασίζεται σε Reservoir δίκτυα χρησιµοποιήθηκε για την
εκπαίδευση ενός σύνολο δεδοµένων δυναµικής όρασης µε µεγάλη ακρίβεια [160].

Επισηµαίνουµε ξανά ότι τα SNN είναι επαναλαµβανόµενα (recurrent) ακόµη και όταν
όλες οι συνδέσεις είναι προωθηµένες προς τα εµπρός, επειδή οι νευρώνες διατηρούν µια κα-
τάσταση που διαδίδεται προς τα εµπρός σε κάθε χρονικό ϐήµα. Επειδή η πλήρης ακολουθία
και οι καταστάσεις δραστηριότητας που προκύπτουν αποθηκεύονται για τον υπολογισµό
παραγώγων, οι τεχνικές που ϐασίζονται σε BPTT µπορούν να υπολογίσουν καλά τις παρα-
γώγους, αλλά µε κόστος στη µνήµη. Επιπλέον, στα SNN πρέπει να χρησιµοποιήσουµε πολύ
µεγάλο αριθµό χρονικών ϐηµάτων για να καταγράψουµε τη χρονική δυναµική της εισόδου
(συνιστάται χρόνος προσοµοίωσης 1 ms ή λιγότερο). Αυτό προφανώς σηµαίνει ότι πρέπει
να χρησιµοποιήσουµε ένα µεγάλο παράθυρο περικοπής ανάλογα µε τη συχνότητα των ση-
µαντικών συµβάντων στα δεδοµένα εισόδου (1000 χρονικά ϐήµατα εάν αυτά,τα συµβάντα,
συµβαίνουν κάθε 1 δευτερόλεπτο). Το µέγεθος του SNN που εκπαιδεύεται από το BPTT
περιορίζεται σηµαντικά από τη διαθέσιµη µνήµη GPU [161]. Το Decolle απαιτεί µια τάξη T
λιγότερους πόρους µνήµης σε σύγκριση µε το BPTT, όπου T είναι το µήκος της ακολουθίας.

6.5.3 Μοντέλο νευρώνα και σύναψης

Τα µοντέλα νευρώνων και συνάψεων που χρησιµοποιούνται στα πειράµατα του Decolle
ακολουθούν leaky, current-based integrate-and-fire dynamics µε σχετικό refractory µηχα-
νισµό. ΄Εχουµε ορίσει αυτό το µοντέλο νευρώνα προηγουµένως, αλλά το ορίζουµε ξανά για
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να µας επιτρέψει να εξηγήσουµε εύκολα τις εξισώσεις που χρησιµοποιούνται για µάθηση. Η
συµπεριφορά του δυναµικού µεµβράνης Ui ενός νευρώνα i περιγράφεται από τις ακόλουθες
διαφορικές εξισώσεις :

Ui(t) = Vi(t) − ρRi(t) + bi

τmem
d
dt
Vi(t) = −Vi(t) + Ii(t)

τref
d
dt
Ri(t) = −Ri(t) + Si(t)

(6.33)

Si(t) έχει δυαδική τιµή (0 ή 1) που αντιπροσωπεύει εάν ο νευρώνας i αυξήθηκε τη στιγ-
µή t. Το δυναµικό της µεµβράνης χωρίζεται σε δύο µεταβλητές U και V . Είναι ϐιολογικά
εµπνευσµένο και αντιπροσωπεύει ένα µοντέλο δύο διαµερισµάτων, ένα δενδριτικό (V) και
ένα σωµατικό (U) διαµέρισµα. ΄Οταν το δυναµικό της µεµβράνης ϕτάσει σε ένα κατώφλι
δηµιουργείται µια αιχµή Si(t) = Θ (Ui(t)), όπου Θ(x) = 0 εάν x < 0, διαφορετικά το 1 είναι
η ϐηµατική συνάρτηση. Το σταθερό bi αντιπροσωπεύει την εγγενή διέγερση του νευρώνα. Ο
refractory µηχανισµός περιγράφεται µε Ri . Βασικά ο νευρώνας αναστέλλεται µετά τη ϐολή,
µε σταθερό ϐάρος ρ αλλά µπορεί ακόµα να εκπέµψει µια αιχµή δεδοµένης µιας αρκετά
ισχυρής εισόδου. Αυτή η συµπεριφορά διέπεται από την τελευταία διαφορική εξίσωση πα-
ϱαπάνω. Συνήθως στα µοντέλα Integrate-and-Fire ο νευρώνας δεν µπορεί να εκπέµψει µια
αιχµή αµέσως µετά ακόµη και µε ισχυρή είσοδο. Οι παράγοντες τref και τmem είναι χρονικές
σταθερές της µεµβράνης και της δυναµικής του refractory µηχανισµού. Ii περιγράφει το
συνολικό συναπτικό ϱεύµα του νευρώνα i, εκφρασµένο ως:

τsyn
d
dt
Ii(t) = −Ii(t) +

∑
j∈pre

WijSj(t) (6.34)

Wij είναι τα συναπτικά ϐάρη µεταξύ του προ-συναπτικού νευρώνα j και του µετα-συναπτικού
νευρώνα i. Vi και Ii είναι γραµµικά ως προς τα ϐάρη Wij, εποµένως ξαναγράφουµε το Vi ως:

Vi(t) =
∑
j∈ pre

WijPij(t)

τmem
d
dt
Pij(t) = −Pij(t) + Qij(t)

τsyn
d
dt
Qij(t) = −Qij(t) + Sj(t)

(6.35)

Η κατάσταση P περιγράφει τα ίχνη της µεµβράνης και Q περιγράφει τα ίχνη της συνάψεως.
Για κάθε εισερχόµενη άνοδο, το ίχνος Q υφίσταται άλµα ύψους 1 και διαφορετικά υποκύπτει
σε κορεσµό εκθετικά µε χρονική σταθερά τsyn. Τα µετασυναπτικά δυναµικά του νευρώνα i
που προκαλούνται από τον νευρώνα εισόδου j προκύπτουν από τη στάθµιση του ίχνους Qij
µε το συναπτικό ϐάρος Wij. Τα Pij και Qij οδηγούνται µόνο από το Sj, και έτσι ο δείκτης i
αγνοείται. Ως αποτέλεσµα, οι µεταβλητές P και Q είναι τόσες όσες και οι προ-συναπτικοί
νευρώνες, ανεξάρτητα από τον αριθµό των συνάψεων. Ωστόσο, για την προσοµοίωση σε
υπολογιστή χρειαζόµαστε τις εξισώσεις σε διακριτό χρόνο, το χρονικό ϐήµα προσοµοίωσης
συµβολίζεται µε ∆t. Το υπεργράφηµα l αντιπροσωπεύει το επίπεδο στο οποίο ανήκει ο
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νευρώνας. Οι παραπάνω εξισώσεις ξαναγράφονται ως εξής :

U li [t] =
∑
j

W l
ijp

l
j [t] − ρR

l
i [t] + bli

Sli [t] = Θ
(
U li [t]

)
P lj [t + ∆t] = αP lj [t] + (1 − α)Qlj [t]

Qlj [t + ∆t] = �Qlj [t] + (1 − �)Sl−1
j [t]

Rli [t + ∆t] = γRli [t] + (1 − γ)Sli [t]

(6.36)

Οι σταθερές α = exp
(
− ∆t
τmem

)
, γ = exp

(
− ∆t
τref

)
, και � = exp

(
− ∆t
τsyn

)
αντικατοπτρίζουν τη δυ-

ναµική κορεσµού του δυναµικού της µεµβράνης U , της refractory κατάστασης R και της
συναπτικής κατάστασης Q κατά τη διάρκεια ενός χρονικού ϐήµατος ∆t.

Βαθειά Μάθηση µε ∆ίκτυα αιχµών

Θεωρείται µια συνάρτηση συνολικού κόστους : L
(
SN

)
. Ορίζεται στις αιχµές SN του

ανώτατου επιπέδου και στόχους Ŷ , οι παράγωγοι σε σχέση µε τα ϐάρη στο στρώµα l είναι :

∂L
(
SN

)
∂W l

ij

=
∂L

(
SN

)
∂Sli

∂Sli
∂U li

∂U li
∂W l

ij

(6.37)

Ο συντελεστής ∂L(SN)
∂Sli

περιγράφει τα σφάλµατα που προκύπτουν απο backpropagation. Τα
σφάλµατα αυτά αντιπροσωπεύουν τον τρόπο µε τον οποίο η έξοδος του νευρώνα i στο επίπεδο
l τροποποιεί την απώλεια σε όλο το δίκτυο. Αυτό το πρόβληµα είναι γνωστό ως πρόβληµα
εκχώρησης πίστωσης. Ωστόσο, συνήθως περιλαµβάνει µη τοπικούς όρους, τους νευρώνες
δραστηριότητας, τα λάθη τους και πώς συµπεριφέρθηκαν στο παρελθόν. Λαµβάνοντας υπόψη
τη µη-τοπικότητα, ένας κρυµµένος νευρώνας δεν µπορεί να προβλέψει πώς η τροποποίηση
της συµπεριφοράς του ϑα επηρεάσει το κόστος του ανώτερου επιπέδου. Οι προσεγγίσεις
στα backpropagation σφάλµατα στα SNN µπορούν να επιτρέψουν την τοπική εκµάθηση.
Ωστόσο, η αποτελεσµατική διατήρηση της ιστορίας της δυναµικής του δικτύου παραµένει ένα
ανοιχτό πρόβληµα. Αυτό που παραµένει ως ανοιχτό πρόβληµα είναι πώς να αποθηκεύσουµε
αποτελεσµατικά τις προηγούµενες δυναµικές και αυτό είναι ένα από τα κύρια επιτεύγµατα
της Decolle: µειωµένη απαίτηση µνήµης GPU συγκριτικά µε τη χρήση µεθόδων BPTT .

Το Decolle επικεντρώνεται σε έναν τύπο ϐαθιάς τοπικής µάθησης κατά τον οποίο τυχαίες
αναγνώσεις (random readouts) προσαρτώνται σε ϐαθιά στρώµατα και καθορίζονται ϐοηθητι-
κές συναρτήσεις κόστους µέσω των readouts 6.11.

Για νευρώνες στα ϐαθιά στρώµατα, αυτές οι συναρτήσεις ϐοηθητικού κόστους παρέχουν
µια πηγή σφάλµατος. Πολλαπλασιάζοντας τις νευρικές ενεργοποιήσεις µε µια τυχαία και
σταθερή µήτρα, λαµβάνεται η τυχαία ανάγνωση. Εκπαίδευση µε ϐοηθητικά τοπικά σφάλµα-
τα που µειώνουν το κόστος τοπικά επιτρέπουν στο δίκτυο στο σύνολό του να επιτύχει χαµηλό
κόστος συνολικά. ΄Οπως συζητήθηκε στο [162], η µείωση της απώλειας ταξινόµησης µιας
τοπικής ανάγνωσης ασκεί πίεση στα ϐαθιά στρώµατα να αποκτήσουν σηµαντικά χαρακτη-
ϱιστικά, επιτρέποντας στους τυχαίους τοπικούς ταξινοµητές να είναι αρκετά ακριβείς ώστε
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Σχήµα 6.10: Μηχανισµός Readout .

να µειωθεί η απώλεια σε όλο το δίκτυο. Επιπλέον, κάθε στρώµα ϐασίζεται στα χαρακτη-
ϱιστικά του προηγούµενου στρώµατος για να µάθει χαρακτηριστικά για τον τοπικό τυχαίο
ταξινοµητή του που είναι πιο ¨ξεµπλεγµένα¨ σε σχέση µε τις κατηγορίες από το προηγο-
ύµενο επίπεδο. Εδώ, επικεντρωνόµαστε στο γεγονός ότι, υπό την προϋπόθεση των τοπικών
λειτουργιών απώλειας, η υποκατάστατη µάθηση σε νευρωνικά δίκτυα αιχµών ϐαθιάς µάθη-
σης γίνεται ιδιαίτερα αποτελεσµατική. Αυτό έχει ως αποτέλεσµα µια αποδοτική προσέγγιση
υποκατάστατης παραγώγου για αυτά τα δίκτυα.

6.5.4 Κανόνας Μάθησης

Η τυχαία ανάγνωση που επισυνάπτεται σε κάθε ένα από τα στρώµατα των N επιπέδων
νευρώνων αιχµής δίνεται από:

Y li =
∑
j

GlijS
l
j (6.38)

όπου τα Glij είναι σταθεροί, τυχαίοι πίνακες (ένας για κάθε επίπεδο l) και Θ είναι µια συνάρ-
τηση ενεργοποίησης. Η καθολική συνάρτηση απώλειας ορίζεται ως το άθροισµα των συναρ-
τήσεων απώλειας κατά επίπεδο που ορίζονται στα τυχαία readouts, δηλαδή L =

∑N
l=1 L

l
(
Y l

)
.

Για την επιβολή της τοπικότητας, το Decolle ϑέτει στο µηδέν όλες τις µη τοπικές παραγώγους,
δηλαδή ∂L l

∂Wm
ij

= 0 εάν m , l . Οι ενηµερώσεις ϐάρους σε κάθε επίπεδο είναι :

∆W l
ij = −η

∂L l

∂W l
ij

= −η
∂L l

∂Sli

∂Sli
∂W l

ij

(6.39)

όπου η είναι ο ϱυθµός εκπαίδευσης. Αν υποθέσουµε ότι η συνάρτηση απώλειας εξαρτάται
µόνο από µεταβλητές στο ίδιο χρονικό ϐήµα, ο όρος ∂L l

∂S′i
, µπορεί να υπολογιστεί χρησιµοποι-

ώντας τον κανόνα της αλυσίδας . Η εφαρµογή του κανόνα της αλυσίδας στις παραγώγους
δεύτερης τάξης µας δίνει :

∂Sli
∂W l

ij

=
∂Θ

(
U li

)
∂U li

∂U li
∂W l

ij

(6.40)

Λόγω της αραιής, δυαδικής ενεργοποίησης των νευρώνων µε αιχµές, αυτή η έκφραση εξα-
ϕανίζεται παντού εκτός από το 0, όπου είναι άπειρο. Για την επίλυση αυτού του προβλήµα-
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τος,χρησιµοποίουµε την προσέγγιση των SG:

∂Sli
∂W l

ij

= σ′
(
U li

) ∂U li
∂W l

ij

(6.41)

όπου σ′
(
U li

)
είναι το SG της µη διαφοροποιήσιµης συνάρτησης Θ

(
U li

)
.

∂U li
∂W l

ij

= P lj − ρ
∂Rli
∂W l

ij

(6.42)

Οι όροι που περιλαµβάνουν Rli είναι δύσκολο να υπολογιστούν επειδή εξαρτώνται από το
ιστορικό του νευρώνα. ΄Οπως και στο Superspike, οι όροι που περιλαµβάνουν Rli αγνοούνται.
Η κανονικοποίηση εφαρµόζεται για να ευνοήσει τα χαµηλά ποσοστά πυροδότησης, γεγονός
που προκαλεί τον όρο Rli να έχει αµελητέα επιρροή. Ο κανόνας που περιγράφει τον τρόπο
ενηµέρωσης των συναπτικών ϐαρών είναι :

∆W l
ij = −η

∂L l

∂Sli
σ′

(
U li

)
P lj (6.43)

Η απώλεια του επιπέδου l αν χρησιµοποιήσουµε την συνάρτηση σφάλµατος mean square
error, δίνεται ως εξής :

L l =
1
2

∑
i

(
Y li − Ŷ

l
i

)2
(6.44)

οπότε έχουµε:
∆W l

ij = −η errorli σ
′
(
U li

)
P lj

errorli =
∑
k

Glki
(
Y lk − Ŷ

l
k

) (6.45)

όπου Ŷ l είναι το διάνυσµα ψευδο-στόχου για το επίπεδο l.

Lg =
∑
l

L l + λ1

〈[
U li + 0.01

]+〉
i
+ λ2

[
0.1 −

〈
U li

〉
i

]+
(6.46)

6.5.5 Υπολογιστική Πολυπλοκότητα

Οι µεταβλητές P και U που απαιτούνται για τη µάθηση είναι τοπικές και είναι διαθέσιµες
από τη προωθούµενη δυναµική. Επειδή τα σφάλµατα υπολογίζονται τοπικά σε κάθε επίπεδο,
δεν χρειάζεται να αποθηκεύσουµε επιπλέον ενδιάµεσες µεταβλητές. Το υπολογιστικό κόστος
της ενηµέρωσης ϐάρους είναι µία προσθήκη και δύο πολλαπλασιασµοί ανά σύνδεση. Αυτό
καθιστά το DECOLLE σηµαντικά αποδοτικότερο σε σύγκριση µε το BPTT για την εκπαίδευση
SNN που κλιµακώνεται χωρικά ως Ο(ΝΤ), Τ είναι ο αριθµός των χρονικών ϐηµάτων. Το
Decolle χρησιµοποιεί εργαλεία αυτόµατης διαφοροποίησης, το µόνο που απαιτείται είναι
backpropagation σε ένα υπογράφηµα που αντιστοιχεί σε ένα επίπεδο στο ίδιο χρονικό ϐήµα.
Επειδή οι πληροφορίες που απαιτούνται για τον υπολογισµό των παραγώγων µεταφέρονται
στο χρόνο και οι τοπικές συναρτήσεις απώλειας παρέχουν τις παραγώγους που απαιτούνται
για κάθε επίπεδο. Οι ακριβείς λεπτοµέρειες εφαρµογής της αυτόµατης διαφοροποίησης
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δίνονται στις υποσηµειώσεις του Decolle.

6.5.6 Ο προβληµατισµός µας

Σε σύγκριση µε το BPTT, το Decolle είναι µια πολύ χρήσιµη προσέγγιση επειδή έχει
τάξεις µεγέθους µικρότερη πολυπλοκότητα χώρου. Το Decolle είναι απλώς µια προσωρινή
λύση για την εκπαίδευση συνόλων δεδοµένων σε νευροµορφικό υλικό µέχρι να καταλάβουµε
τα πιο έξυπνα και περίπλοκα διαµορφωτικά σήµατα που χρησιµοποιεί ο εγκέφαλός µας.
Υπάρχει επίσης το Ϲήτηµα της απώλειας σηµαντικών πληροφοριών/χαρακτηριστικών σε µε-
γαλύτερες ακολουθίες δεδοµένων εισόδου, όπου ο e-prop ϕαίνεται να είναι σε ϑέση να
χειριστεί καλύτερα τέτοιου είδους δεδοµένα .Επιπλέον, σε σύγκριση µε τον ϐιολογικό ε-
γκέφαλο , το παρόν νευροµορφικό υλικό είναι αρκετά πρωτόγονο. ∆εδοµένης της λιγοστής
κατανόησής µας για το πώς τα διαµορφωτικά σήµατα εκµεταλλεύονται την περίπλοκη τρισδι-
άστατη δοµή του εγκεφάλου και τον τεράστιο αριθµό νευρώνων και συνάψεων, οι υπάρχουσες
προσεγγίσεις για εκµάθηση νευρωνικών δικτύων είναι επίσης πολύ πρωτόγονες. Οι µέθοδοι
µάθησης ϑα πρέπει να ακολουθούν την κατανόησή µας για τον ϐιολογικό εγκέφαλο, ο οποίος
επηρεάζεται από τη διαθέσιµη τεχνολογία απεικόνισης του εγκεφάλου και της καταγραφής
της εγκεφαλικής δραστηριότητας.

6.6 Αλγόριθµος ∆ιάδοσης Επιλεξιµότητας (e-Prop)

Τα δίκτυα προώθησης, µολονότι παρουσιάζουν αξιοσηµείωτα αποτελέσµατα, δεν ϕαίνε-
ται να ακολουθούν το ϐιολογικό µοντέλο, καθώς ϕαίνεται ότι ο εγκέφαλος αποτελείται από
πολλά επαναλαµβανόµενα συνδεδεµένα κύτταρα. Τα τεχνητά επαναλαµβανόµενα δίκτυα
(RNNs) έχουν επιδείξει αξιοσηµείωτα αποτελέσµατα σε χρονικά δεδοµένα, ενώ τα επαναλαµ-
ϐανόµενα νευρικά δίκτυα αιχµών αιχµαλωτίζουν τις εκπληκτικές δυνατότητες επεξεργασίας
πληροφοριών του εγκεφάλου. Ωστόσο, η έλλειψη κατανόησης της διαδικασίας µάθησης
στους ϐιολογικούς εγκεφάλους οδηγεί στη χρήση µη ϐιολογικά εύλογων αλγορίθµων εκ-
παίδευσης. Για να αντισταθµιστεί αυτό το γεγονός, υποστηριζόµενη από νευροεπιστηµονικά
ευρήµατα, αναπτύχθηκε η µέθοδος της ∆ιάδοσης Επιλεξιµότητας - Eligibility Propagation (e-
Prop) [163], ένας αλγόριθµος για την εκπαίδευση επαναλαµβανόµενων νευρωνικών δικτύων
αιχµών (RSNNs). Ο αλγόριθµος δίνει στο δίκτυο τη δυνατότητα διαδικτυακής εκπαίδευσης
ενώ προσεγγίζει την απόδοση του αλγορίθµου Back Propagation Through Time (BPTT), η
πιο γνωστή µέθοδος για εκπαίδευση RNN.

6.6.1 Σχέδιο Μάθησης

Προκειµένου να εκπαιδευτεί ένα Νευρωνικό ∆ίκτυο, οι περισσότερες µέθοδοι µάθησης
επικεντρώνονται στην ελαχιστοποίηση µιας συνάρτησης σφάλµατος Ε. Η µέθοδος του ba-
ckpropagation χρησιµοποιείται ευρέως σε νευρωνικά δίκτυα προώθησης, όπου οι κλίσεις
αυτής της συνάρτησης απώλειας διαδίδονται προς τα πίσω στο δίκτυο υπολογίζοντας για
κάθε ϐάρος (σύναψη του νευρώνα) τη συµβολή του στη συνάρτηση σφάλµατος. Τα επανα-
λαµβανόµενα µοντέλα µπορούν ακόµα να χρησιµοποιήσουν αυτήν τη µέθοδο, ξεδιπλώνοντας
τον εαυτό τους στο χρόνο και σε κάθε ϐήµα δηµιουργείται ένα αντίγραφο του δικτύου και
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η συνάρτηση σφάλµατος διαδίδεται προς τα πίσω στο χρόνο (Back Propagation Through
Time - BPTT). Αυτή η µέθοδος µπορεί και έχει χρησιµοποιηθεί για την εκπαίδευση επανα-
λαµβανόµενων νευρωνικών δικτύων αιχµών στο παρελθόν µε επιτυχία. Αλλά είναι εύκολα
κατανοητό ότι απαιτεί την αποθήκευση των ενδιάµεσων καταστάσεων των νευρώνων σε κάθε
χρονικό ϐήµα, ενώ η ίδια η διαδικασία µάθησης πραγµατοποιείται εκτός σύνδεσης. Αυτοί
οι δύο παράγοντες υποδηλώνουν ότι ο εγκέφαλος πιθανότατα δεν χρησιµοποιεί την µέθοδο
BPTT για µαθησιακές εργασίες.

Σχήµα 6.11: Το ξεδίπλωµα ενός επαναλαµβανόµενου νευρωνικού δικτύου (RNN) για εκπα-
ίδευση µε backpropagation. Κάθε κατάσταση s αποθηκεύεται σε κάθε χρονικό ϐήµα µε την
αντίστοιχη είσοδο και έξοδο.

΄Εχει διαπιστωθεί, ωστόσο, ότι οι νευρώνες ϕαίνεται να ϑυµούνται αµυδρά ορισµένα γε-
γονότα (σειρά συµβάντων), π.χ. µε τη µορφή ιόντων ασβεστίου, τα οποία είναι γνωστό ότι
προκαλούν συναπτική πλαστικότητα. Αυτά τα ίχνη συχνά ονοµάζονται ίχνη επιλεξιµότητας.
Νευροδιαβιβαστές έχουν αποδειχθεί ότι λειτουργούν ως σήµατα µάθησης σε πληθυσµούς
νευρώνων σχετικά µε αποτελέσµατα συµπεριφοράς. Αυτό οδήγησε στην πεποίθηση ότι οι
νευρώνες εκπαιδεύονται χωρίς την ανάγκη της αντίστροφης διάδοσης (backpropagation),
αλλά χρησιµοποιούν τα ίχνη επιλεξιµότητας του νευρώνα για να συγκλίνουν στο τοπικό ϐέλ-
τιστο. Ο αλγόριθµος e-prop είναι ένας νέος αλγόριθµος που ϐασίζεται σε αυτήν την ιδέα.

Το πρόβληµα που πρέπει να αντιµετωπιστεί είναι, όπως και στα περισσότερα νευρωνικά
δίκτυα, να ελαχιστοποιήσουµε µια συνάρτηση σφάλµατος E πειράζοντας τα ϐάρη του επανα-
λαµβανόµενου δικτύου W . Η ϕύση της συνάρτησης σφάλµατος µπορεί να διαφέρει ανάλογα
µε την εργασία, για παράδειγµα µπορεί να υπολογίζει την απόκλιση της εξόδου του δικτύου
από µια ϐέλτιστη έξοδο (για εργασίες όπως ταξινόµηση ή παλινδρόµηση). Η τιµή της κλίσης
της συνάρτησης σφάλµατος σε µια δεδοµένη σύναψη (ϐάρος) dE

dWji
δίνει την αναλογική αλ-

λαγή στην τιµή της συνάψεως για την µέγιστη δυνατή µείωση της συνάρτησης σφάλµατος
που σχετίζεται µε την αλλαγή αυτής της σύναψης. Σε επαναλαµβανόµενα Ν∆Α, η αιχµή
ενός νευρώνα j σε µια δεδοµένη χρονική στιγµή t συµβολίζεται ως δυαδική µεταβλητή ztj . Ως
αποτέλεσµα, το ztj δεν µπορεί να παραγωγιθεί. Οι Huh Dongsung και Sejnowski Terrence J.
στην εργασία τους [164] πρότειναν µια ψευδοπαράγωγο για αιχµές έτσι ώστε να αποφευχθεί
το πρόβληµα της µη παραγωγίσιµης ϕύσης της αιχµής. Αυτός ο χειρισµός δίνει τη δυνα-
τότητα παραγωγισιµότητας της αιχµής του νευρώνα j ztj στις συνάψεις του νευρώνα. Αυτή η
τοπική παράγωγος συλλέγει πληροφορίες σχετικά µε την κλίση της συνάρτησης σφάλµατος
συναρτήσει της συνάψεως για χρόνο t, ανάλογη µε το ίχνος επιλεξιµότητας των ϐιολογικών
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νευρώνων. Με αυτόν τον τρόπο, το ίχνος επιλεξιµότητας etj i ορίζεται στην εξίσωση 6.47.

etji
δεφ
=

 dztj
dWji


λοςαλ

(6.47)

Το ίχνος επιλεξιµότητας σχετίζεται µε το κρυφό επίπεδο htj σε χρόνο t. Παρόλο που πε-
ϱιέχει τη µέγιστη δυνατή πληροφορία που υπολογίζεται τοπικά για τη σχετική συµµετοχή
της συνάψεως στη συνάρτηση σφάλµατος, η τιµή του εξαρτάται και µπορεί να ενηµερωθεί
χρησιµοποιώντας το ίχνος επιλεξιµότητας της συνάψεως στο τελευταίο ϐήµα και την κατάστα-
ση του κρυµµένου στρώµατος νευρώνων. Αυτός ο ϐασικός παράγοντας καθιστά δυνατή τη
διαδικτυακή µάθηση, καθώς δεν απαιτεί διάδοση σε µακρινές προηγούµενες καταστάσεις
για να εκπαιδεύσει το δίκτυο (να ενηµερώσει τη σύναψη). ΄Οπως είναι κατανοητό, αυτό το
µοντέλο ϕαίνεται να µιµείται τη µάθηση του ϐιολογικού νευρώνα συγκριτικά µε τις προηγο-
ύµενες προτεινόµενες µεθόδους, όπως ο BPTT, αλλά εξακολουθεί να µην αλλάζει τις αργά
µεταβαλλόµενες µεταβλητές των νευρώνων που επηρεάζουν τη διαδικασία της πλαστικότητας
και ως αποτέλεσµα τη µάθηση. Ωστόσο, στο ίδιο άρθρο [163] παρουσιάζεται ένα µαθηµατικό
µοντέλο που λαµβάνει υπόψη τέτοιες συµπεριφορές και ϑα παρουσιαστεί αργότερα σε αυτό
το κεφάλαιο.

Αυτός ο χειρισµός της αιχµής ztj και η παραγώγισή της δίνει τη δυνατότητα υπολογισµού
της παραγώγου της συνάρτησης σφάλµατος σε µια σύναψη ως άθροισµα όλων των χρονικών
ϐηµάτων του γινοµένου της παραγώγου της συνάρτησης σφάλµατος συναρτήσει κάθε αιχµής
µε την παράγωγο της αιχµής ενός δεδοµένου νευρώνα στις συνάψεις του, δηλαδή το ίχνος
επιλεξιµότητας, σύµφωνα µε τον κανόνα της αλυσίδας, όπως παρουσιάζεται στην εξίσωση
6.48.

Το δεύτερο γινόµενο, όπως αναφέρθηκε προηγουµένως, είναι το ίχνος επιλεξιµότητας και
αντικαθιστώντας το στην εξ. 6.47 ϕτάνουµε στην αναπαράσταση της κλίσης της συνάρτησης
σφάλµατος λόγω της συνάψεως όπως ϕαίνεται παρακάτω:

dE

dWji
=

∑
t

dE

dztj
·

 dztj
dWji


λοςαλ

⇐⇒
dE

dWji
=

∑
t

dE

dztj
· etji (6.48)

Στην εξίσωση 6.47 ϕαίνεται ότι ο όρος του ίχνους επιλεξιµότητας δεν εξαρτάται από τη
συνάρτηση σφάλµατος E ενώ µόνο το πρώτο γινόµενο του αθροίσµατος εξαρτάται. Ο όρος
dE
dztj

ορίζεται ως το µαθησιακό σήµα (εξ. 6.49) και στον ϐιολογικό νευρώνα αντιπροσωπεύει τα
µαθησιακά σήµατα όπως αυτά που προαναφέρθηκαν π.χ. νευροδιαβιβαστές, προσθέτοντας
στη ϐιολογική αληθοφάνεια του µοντέλου. Ως αποτέλεσµα, η εξίσωση 6.48 µπορεί τώρα
να γραφτεί αντικαθιστώντας τον πρώτο όρο προϊόντος µε την εξ. 6.49 µε αποτέλεσµα την
εξίσωση 6.50 που ακολουθεί.

L tj
δεφ
=

dE

dz′j
(6.49)

dE

dWji
=

∑
t

L tj e
t
ji (6.50)

Ο όρος του µαθησιακού σήµατος, που ορίζεται παραπάνω, παίζει τον µοναδικό ϱόλο της
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σύνδεσης της συνάρτησης σφάλµατος µε την εκποµπή αιχµής ενός νευρώνα.

Συνοψίζοντας το σχήµα εκµάθησης e-prop, σε αντίθεση µε τη διαδικασία ξεδίπλωσης του
επαναλαµβανόµενου νευρωνικού δικτύου και τον υπολογισµό των παραγώγων της συνάρτη-
σης σφάλµατος για κάθε αντίγραφο, όπως γίνεται στο σχήµα BPTT, το e-prop χρησιµοποιεί
ίχνη επιλεξιµότητας συνάψεων που περιέχουν πληροφορίες για προηγούµενες ενεργοποι-
ήσεις των νευρώνων και χρησιµοποιώντας σήµατα µάθησης, που συσχετίζονται µε την εκπο-
µπή αιχµής και την ίδια τη συνάρτηση σφάλµατος, υπολογίζουν µε διαδικτυακό τρόπο την
επιθυµητή κλίση. Στο σχήµα 6.12 δίνεται µια γραφική εξήγηση της διαφοράς µεταξύ των
αλγορίθµων µάθησης BPTT και e-prop. Ενώ ο BPTT απαιτεί την αποθήκευση, τον υπολο-
γισµό και τη µεταφορά πληροφοριών για όλες τις προηγούµενες καταστάσεις του δικτύου,
προκειµένου το δίκτυο να µάθει (χρησιµοποιώντας µια διαδικασία µάθησης εκτός σύνδε-
σης), ο e-prop απαιτεί µόνο τα προηγούµενα ίχνη επιλεξιµότητας κάθε συνάψεως (ϐάρος)
και το σήµα εκµάθησης L tj για τον υπολογισµό της ιδανικής αλλαγής ϐάρους κάθε συναψη
(διαδικτυακή διαδικασία) για την ελαχιστοποίηση της απόστασης από τον στόχο της (δηλαδή
ελαχιστοποίηση της συνάρτησης σφάλµατος).

Σχήµα 6.12: Η διαφορά µεταξύ της εκπαίδευσης των BPTT και e-prop. Α. Η αρχιτεκτονική του RSNN. Τα
x, h, z, y αντιπροσωπεύουν την είσοδο, την κρυφή κατάσταση, τις αιχµές και την έξοδο του δικτύου ενώ ο εκθέτης
t αντιπροσωπεύει το χρονικό ϐήµα κάθε µεταβλητής. Β. Η ξεδιπλωµένη έκδοση του δικτύου εµφανίζεται για δύο
χρονικά ϐήµατα, t και t-1. Οι επαναλαµβανόµενες συνάψεις ξεδιπλώνονται τώρα και συνδέουν τα δύο νέα δίκτυα
µε την πάροδο του χρόνου. Γ. Ο BPTT απαιτεί την διάδοση της κλίσης σφαλµάτων αντίστροφα στο χρόνο. ∆.
Η διαδικτυακή εκµάθηση µέσω e-prop απαιτεί µόνο τα προηγούµενα ίχνη συνάψεων και σηµάτων µάθησης που
υπολογίζονται χρησιµοποιώντας τη συνάρτηση σφάλµατος στο επιθυµητό χρονικό ϐήµα.

Σε ένα δίκτυο προώθησης, όπου οι αιχµές και εξερχόµενες καταστάσεις συγχρονίζονται,
το σήµα µάθησης καταγράφει την πλήρη επιρροή της αιχµής ztj στη συνάρτηση σφάλµατος.
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Αλλά σε επαναλαµβανόµενα δίκτυα, η εκποµπή της αιχµής µπορεί να µην επηρεάσει την
έξοδο και ως αποτέλεσµα τη συνάρτηση απώλειας στο ίδιο χρονικό ϐήµα αλλά αργότερα στο
χρόνο. Αυτό οδηγεί στο σήµα µάθησης όπως παρουσιάζεται παραπάνω να µην συλλαµβάνει
την ακριβή κλίση της συνάρτησης σφάλµατος συναρτήσει της εκπεµπόµενης αιχµής. Για
την αντιµετώπιση του προβλήµατος που προκύπτει, οι συγγραφείς προτείνουν τη χρήση µιας
προσέγγισης του σήµατος µάθησης (χρησιµοποιώντας τον τελεστή της µερικής παραγώγου
- ∂E
∂ztj

για τη διάκριση των δύο όρων). Η αιτιολόγηση της χρήσης αυτού του ελλιπούς µα-
ϑησιακού σήµατος είναι ότι, ενώ δεν λαµβάνει υπόψη τη µελλοντική επιρροή της αιχµής,
ο συνδυασµός του µε το ίχνος επιλεξιµότητας δίνει την ικανότητα στον νευρώνα να δει στο
παρελθόν, καθιστώντας τον ικανό να µάθει χρονικές εργασίες. Στο σχήµα 6.13 ϕαίνονται
οι υπολογιστικές εξαρτήσεις µεταξύ των στοιχείων του δικτύου. Αποδεικνύεται ότι το ίχνος
επιλεξιµότητας εξαρτάται από προηγούµενα και παρόντα γεγονότα, ενώ το σήµα εκµάθησης
απαιτεί τη γνώση µελλοντικών γεγονότων. Εµφανίζεται επίσης η εξάρτηση από την προανα-
ϕερθείσα προσέγγιση σήµατος µάθησης, η οποία εξαρτάται µόνο από τη συνάρτηση απώλειας
κατά τον χρόνο υπολογισµού. Με αυτόν τον τρόπο είναι σαφές ότι το δίκτυο είναι ικανό για
διαδικτυακή εκπαίδευση.

Σχήµα 6.13: Υπολογιστική ϱοή σηµάτων στον e-prop. Α. Το δίκτυο ξεδιπλώνεται στο ϐάθος χρόνου και οι
εξαρτήσεις µεταξύ εισόδου ξt , κρυφής κατάστασης ηt , εξόδου νευρώνων Ϲt και συνάρτηση σφάλµατος Ε σχεδιάζεται
µε ϐέλη. Β. Υπολογιστική ϱοή ιχνών επιλεξιµότητας. Γ. Υπολογιστική ϱοή του ιδανικού σήµατος µάθησης L t . Οι
εξαρτήσεις εµφανίζονται σε τρέχουσες και µελλοντικές καταστάσεις. ∆. Η υπολογιστική ϱοή του προσεγγιστικού
σήµατος εκµάθησης ∂E

∂ztj
. ΄Οπως ϕαίνεται, αυτό εξαρτάται µόνο από τα παροντικά γεγονότα και υπολογίζεται σε

χρονικό ϐήµα t.

Στον κανόνα εκµάθησης e-prop, το σήµα εκµάθησης L tj υπολογίζεται ως η απόσταση ή
απόκλιση της εξόδου του δικτύου ytk ως προς την επιθυµητή έξοδο y∗,tk . Πιο συγκεκριµένα,
κάθε νευρώνας εξόδου του δικτύου διαδίδει την απόκλιση από την επιθυµητή έξοδο στον
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νευρώνα j µέσω µιας σταθµισµένης σύναψης Bjk. Εποµένως, η τιµή του µαθησιακού σήµατος
υπολογίζεται στην ακόλουθη εξίσωση:

L tj =
∑
k

Bjk
(
ytk − y

∗,t
k

)
δειατιον οφ ουτπυτ k

(6.51)

Η επιλογή του ϐάρους Bjk αφήνεται στον µηχανικό του δικτύου, ενώ οι συγγραφείς
προτείνουν τρεις πιθανές επιλογές. Τον Συµµετρικό (Symmetric) e-prop όπου το ϐάρος Bjk
είναι ίσο µε το ϐάρος της σύναψης j µε την έξοδο k, W out

kj , τον Τυχαίο (Random) e-prop
όπου τα ϐάρη Bjk επιλέγονται τυχαία και παραµένουν σταθερά (αυτό συνεπάγεται συνδέσεις
µέσω Bjk για νευρώνες του κρυµµένου στρώµατος µε το επίπεδο εξόδου, όπου, στο δίκτυο,
δεν είναι συνδεδεµένες) και τον Προσαρµοστικό (Adaptive) e-prop που είναι σαν το τυχαίο e-
prop αλλά τα ϐάρη Bjk εξελίσσονται µέσω απλών κανόνων πλαστικότητας. Οι δύο τελευταίες
προτάσεις ϕαίνεται να είναι πιο ϐιολογικά αληθοφανείς σε σύγκριση µε την πρώτη, όπως
αναφέρουν οι συγγραφείς.

6.6.2 Μαθηµατική Βάση

Θεωρούµε ένα επαναλαµβανόµενα συνδεδεµένο νευρωνικό δίκτυο µε είσοδο xt, κρυφή
κατάσταση ht και έξοδο νευρώνων zt. Σε επαναλαµβανόµενα δίκτυα η κρυφή κατάσταση τη
στιγµή t εξαρτάται από την προηγούµενη κρυφή κατάσταση, την είσοδο τη χρονική στιγµή
t και την έξοδο των νευρώνων στο προηγούµενο χρονικό ϐήµα. Μπορεί λοιπόν να αναπα-
ϱασταθεί ως η ακόλουθη συνάρτηση Μ: htj = M

(
ht−1
j , zt−1, xt ,Wj

)
. Η συνάρτηση f ορίζεται

ως ztj = f
(
htj

)
που περιγράφει την ενηµέρωση της κατάστασης ενός νευρώνα j. ΄Οπως α-

ναφέρθηκε προηγουµένως, σε επαναλαµβανόµενα δίκτυα, συµβάντα που συµβαίνουν στο
χρονικό ϐήµα t µπορεί να επηρεάσουν τη συνάρτηση σφάλµατος µέσω της επίδρασης τους
στις µελλοντικές καταστάσεις των κρυφών καταστάσεων των νευρώνων. Αυτό προκαλεί την
ανάγκη ορισµού δύο τύπων παραγώγων, που συµβολίζονται ως dA

dBt και ∂A
∂Bt , όπου το πρώτο

υποδηλώνει την εξάρτηση του A από το Bt άµεσα και έµµεσα, µέσω της επιρροής του Bt στις
µεταβλητές Bt+τ σε µελλοντικά χρονικά ϐήµατα, και το δεύτερο την εξάρτηση του A από Bt

απευθείας στο χρόνο t.

Σε ένα επαναλαµβανόµενο νευρωνικό δίκτυο, ο υπολογισµός της κλίσης του E συναρτήσει
του Wji σε χρόνο τ περιγράφεται από την εξίσωση.

dE

dWji
=
dE

dhtj

∂htj
∂W t

ji

(6.52)

Ξεδιπλώνοντας το δίκτυο, όπως στον BPTT, οι αθροισµένες παράγωγοι στο χρόνο δίνουν
την ακόλουθη εξίσωση, η οποία περιγράφει την αντίστροφη διάδοση στον χρόνο των απω-
λειών. Η εξίσωση 6.53 χρησιµοποιείται συνήθως σε µεθόδους BPTT όπου κάθε στρώµα l

του ξεδιπλωµένου δικτύου είναι ισοδύναµο µε την περίπτωση του χρόνου τ του RSNN που
παρουσιάζεται εδώ.

dE

dWji
=

∑
t′

dE

dht′j
·
∂ht′j
∂Wji

(6.53)

90 ∆ιπλωµατική Εργασία



6.6 Αλγόριθµος ∆ιάδοσης Επιλεξιµότητας (e-Prop)

Από το σχ. 6.13, εφαρµόζοντας τον κανόνα της αλυσίδας του υπολογιστικού γραφήµατος,
η παράγωγος dE

dhtj
µπορεί να εκφραστεί ως παράγωγος του επόµενου χρονικού ϐήµατος όπως

ϕαίνεται στις εξισώσεις 6.54 και 6.55. Στην εξίσωση 6.54, η παράγωγος dE
dztj

αντικαθίσταται
µε το σήµα εκµάθησης L tj από την εξ. 6.49.

dE

dhtj
=
dE

dztj

∂ztj
∂htj

+
dE

dht+1
j

∂ht+1
j

∂htj
(6.54)

= L tj
∂ztj
∂htj

+
dE

dht+1
j

∂ht+1
j

∂htj
(6.55)

Αντικαθιστώντας τον πρώτο όρο του γινοµένου της εξίσωσης 6.52 από την εξίσωση 6.55
παίρνουµε την εξίσωση 6.56. Εφαρµόζοντας την ίδια µέθοδο και αντικαθιστώντας τις νέες
παραγώγους της συνάρτησης σφάλµατος στις κρυφές καταστάσεις σε µελλοντικά χρονικά
ϐήµατα, παίρνουµε την εξίσωση 6.57

dE

dWji
=

∑
t

L tj ∂ztj∂htj
+

dE

dht+1
j

∂ht+1
j

∂htj

 · ∂htj∂Wji
(6.56)

=
∑
t

L tj ∂ztj∂htj
+

L t+1
j

∂zt+1
j

∂ht+1
j

+ (· · · )
∂ht+2

j

∂ht+1
j

 ∂ht+1
j

∂htj

 · ∂htj∂Wji
(6.57)

Στην παραπάνω έκφραση, η επέκταση της παρένθεσης οδηγεί σε ένα διπλό άθροισµα
όπου κάθε σήµα εκµάθησης L tj πολλαπλασιάζεται µε κάποιον παράγοντα ο οποίος, όπως ϑα

δειχθεί, είναι ίσος µε το ίχνος επιλεξιµότητας. Πρέπει να σηµειωθεί ότι ο όρος
∂ht+1

j

∂htj
αντι-

προσωπεύει γεγονότα στον νευρώνα j που συµβαίνουν µέχρι το χρόνο t χωρίς την επίδραση
οποιουδήποτε µελλοντικού συµβάντος ή σφάλµατος. Συνολικά, όπως ϕαίνεται στην εξίσωση
6.59 προκύπτει ως αποτέλεσµα ένα γινόµενο που ορίζεται από γεγονότα του παρελθόντος το
οποίο και οδηγεί στην δηµιουργία της ιδέας του e-prop και του ίχνους επιλεξιµότητας.

dE

dWji
=

∑
t′

∑
t≥t′

L tj
∂ztj
∂htj

∂htj
∂ht−1

j

· · ·
∂ht′+1

j

∂ht′j

∂ht′j
∂Wji

(6.58)

=
∑
t

L tj
∂ztj
∂htj

∑
t≥t′

∂htj
∂ht−1

j

· · ·
∂ht′+1

j

∂ht′j

∂ht′j
∂Wji

(6.59)

Το εσωτερικό άθροισµα του δεξιού τµήµατος της εξίσωσης ορίζεται ως το διάνυσµα επι-
λεξιµότητας ϸt

ji το οποίο ικανοποιεί την αναδροµική σχέση 6.61.

ϸt
ji

δεφ
=

∑
t≥t′

∂htj
∂ht−1

j

· · ·
∂ht′+1

j

∂ht′j

∂ht′j
∂Wji

(6.60)

ϸtji =
∂htj
∂ht−1

j

· ϸt−1
ji +

∂htj
∂Wji

(6.61)

Εξ ορισµού του ίχνους επιλεξιµότητας από την εξίσωση 6.47, µε εφαρµογή του κανόνα
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της αλυσίδας οδηγούµαστε στην εξίσωση 6.62 όπου, µε την αντικατάσταση του αθροίσµατος
µε το διάνυσµα επιλεξιµότητας, δίνεται η µέθοδος υπολογισµού του ίχνους επιλεξιµότητας.
Η εξίσωση 6.61 προσδίδει τη διαδικτυακή εκµάθηση της µεθόδου e-prop στον υπολογισµό
του ίχνους επιλεξιµότητας µέσω της εξίσωσης 6.63.

etji
δεφ
=

 dztj
dWji


λοςαλ

=
∂ztj
∂htj

∑
t≥t′

∂htj
∂ht−1

j

· · ·
∂ht′+1

j

∂ht′j

∂ht′j
∂Wji

(6.62)

etji =
∂ztj
∂htj
· ϸtji (6.63)

΄Ετσι, αντικαθιστώντας το ίχνος επιλεξιµότητας από την εξίσωση. 6.62 στην εξίσωση 6.59,
ολοκληρώνεται η απόδειξη της εξίσωσης 6.50.

6.6.3 ΄Ιχνος Επιλεξιµότητας µε ϐάση την ανταµοιβή

Μια σηµαντική µέθοδος µάθησης στα νευρωνικά δίκτυα είναι η ενισχυτική µάθηση -
Reinforcement Learning (RL). Η ϐαθιά ενισχυτική µάθηση εκµεταλλεύεται έξυπνα τη δύναµη
του BPTT για να επιτύχει εντυπωσιακά αποτελέσµατα. Ως αποτέλεσµα, η µέθοδος του e-prop
µπορεί να εφαρµοστεί για RL. Οι συντάκτες του [163] προτείνουν µια ϐιολογικά αληθοφανή
µέθοδο ενισχυτικής µάθησης χρησιµοποιώντας το σχήµα του e-prop, η οποία ϐασίζεται στο
συνδυασµό πολιτικής κλίσης και της µεθόδου δράστη-κριτικού. Μια αξιοσηµείωτη διαφορά
αυτής της µεθόδου (e-prop ϐάσει ανταµοιβής) σε σύγκριση µε τον e-prop που συζητήθηκε
προηγουµένως είναι ότι στην προηγούµενη περίπτωση το σήµα µάθησης εξαρτάται από την
απόκλιση ενός εξωτερικού σήµατος, ενώ στην περίπτωση αυτή, το σήµα εκµάθησης µεταφέρει
πληροφορίες σχετικά µε το πώς η επιλεγµένη ενέργεια αποκλίνει από τη δράση που προτείνει
το δίκτυο.

Για να υπολογιστεί η κατάλληλη αλλαγή ϐάρους, πρέπει να οριστεί µια σηµειογραφία
ενός ϕίλτρου µνήµης που ξεθωριάζει. Ο τελεστής Fα δηλώνει ένα ϕίλτρο χαµηλής διέλευσης
(Low Pass Filter) που ικανοποιεί την ακόλουθη εξίσωση.

Fα
(
x t

)
= αFα

(
x t−1

)
+ x t (6.64)

µε την αρχική συνθήκη Fα
(
x0

)
= x0. Μια απλοποιηµένη σηµειωγραφία για την εφαρ-

µογή του ϕίλτρου χαµηλής διέλευσης στο ίχνος επιλεξιµότητας etji δίνεται ως Fκ
(
ej
)t

= ētii ,
όπου κ αντιπροσωπεύει τη διαρροή του νευρώνα µεταξύ διαδοχικών χρονικών ϐηµάτων. Ο
προτεινόµενος κανόνας πλαστικότητας ϐασισµένος στον e-prop, ο οποίος ενσωµατώνει τη δια-
δικτυακή µάθηση ϐασίζεται στην εφαρµογή ενός ϕίλτρου χαµηλής διέλευσης Fγ , το οποίο
αντιπροσωπεύει τη µνήµη που ξεθωριάζει, στο γινόµενο L tj ē

t
ji . Το αποτέλεσµα πολλαπλασι-

άζεται µε το σφάλµα πρόβλεψης δt = r t + γV t+1 − V t , µε r t να είναι η ανταµοιβή στον χρόνο
t. Ο υπολογισµός της µεταβολής ϐάρους τη στιγµή t δίνεται από το υπολογισµένο απο-
τέλεσµα πολλαπλασιασµένο µε έναν παράγοντα λησµόνησης (forgetting factor) η και έτσι, η
Ϲητούµενη έκφραση παρουσιάζεται στην εξίσωση 4.81.

∆W t
ji = −ηδtFγ

(
L tj e

t
ji

)
(6.65)
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6.6 Αλγόριθµος ∆ιάδοσης Επιλεξιµότητας (e-Prop)

Αυτή η νέα προσέγγιση ενηµέρωσης των ϐαρών προσφέρει καλύτερα αποτελέσµατα από
προηγούµενες προσπάθειες µε χρήση του ίχνους επιλεξιµότητας. Η προσθήκη του µαθη-
σιακού σήµατος και του ϕίλτρου χαµηλής διέλευσης στον υπολογισµό οδηγούν σε λιγότερο
ϑορυβώδεις εκτιµήσεις κλίσης και, όπως έχουν αποδείξει οι συγγραφείς, δείχνουν παρόµοια
συµπεριφορά µε τον BPTT που χρησιµοποιείται στη ϐαθιά ενισχυτική µάθηση.

Οι συγγραφείς δοκίµασαν αυτήν τη µέθοδο του e-prop που ϐασίζεται σε ανταµοιβή σε δύο
παιχνίδια Atari, το Pong, ένα παιχνίδι που χρησιµοποιείται συχνά ως ϐάση για την RL και
το Fishing Derby, ένα παιχνίδι µε µεγάλη ανάγκη για χρονική επεξεργασία. Κατάφεραν να
εκπαιδεύσουν ένα δίκτυο µε διαδικτυακό τρόπο χωρίς να χρειάζεται εµπειρία επαναληπτικής
αναπαραγωγής µε τέλεια µνήµη. Χρησιµοποίησαν αυστηρά την διαδικτυακή εκπαίδευση µε
κάθε καρέ ως είσοδο και χρησιµοποίησαν αυξανόµενο µήκος επεισοδίων µε προσαρµοστικό
ϱυθµό µάθησης. Με αυτόν τον τρόπο, σε πρώιµα σύντοµα επεισόδια, το δίκτυο ϑα µπορούσε
να µάθει χρήσιµες δεξιότητες ενώ, σε µεγαλύτερα επεισόδια, να ϱυθµίσει τέλεια τις δεξιότητες
αυτές. Τα δίκτυα έδειξαν ανταγωνιστικά αποτελέσµατα, µε την απόδοση του ανεπτυγµένου
Fishing Derby LSNN δικτύου να είναι παρόµοια µε αυτή των διακριτών αλγορίθµων µάθησης
εκτός σύνδεσης που εφαρµόζονται σε δίκτυα LSTM.

6.6.4 Περαιτέρω Μελέτη

Η ιδέα του αλγορίθµου e-prop έχει προσελκύσει το ενδιαφέρον της ερευνητικής κοινότη-
τας. Οι Zixuan Zhao κ.ά στην εργασία τους [165] παρουσιάζουν µια υλοποιηµένη ϐιβλιο-
ϑήκη µε το όνοµα Neko για εκπαίδευση Νευρωνικών ∆ικτύων Αιχµών σε γλώσσα python,
όπου έχει υλοποιηθεί η µέθοδος e-prop. Επιπλέον, έχουν κωδικοποιήσει τον προσαρµοστι-
κό νευρώνα LIF (ALIF) για το δίκτυο όπως παρουσιάζεται στο έργο των Guillaume Bellec κ.ά.
[163], δίνοντας τη δυνατότητα στους ερευνητές να µελετήσουν µε ευκολία αυτήν τη µέθοδο
εκπαίδευσης.

΄Οπως προαναφέρθηκε, ο e-prop παρέχει ένα ϐιολογικά εύλογο µοντέλο εκπαίδευσης
νευρωνικών δικτύων. Ωστόσο, οι Manuel Traub κ.ά. στην εργασία τους [166] έδειξαν ότι
το προτεινόµενο µοντέλο που παρουσιάστηκε παραπάνω δεν λαµβάνει υπόψη το STDP, µια
διαδικασία που έχει περιγραφεί στο κεφάλαιο 6.2 και χρησιµοποιείται από τον εγκέφαλο
για νευρική πλαστικότητα (κεφάλαιο 2.3). Αποδεικνύουν ότι τα µοντέλα νευρώνων που χρη-
σιµοποιήθηκαν (µοντέλα νευρώνων LIF και A-LIF) δεν αντικατοπτρίζουν τη συµπεριφορά
του STDP στις παραγώγους ϐασισµένες στο ίχνος επιλεξιµότητας. ∆είχνουν ότι πιο σύνθετα
µοντέλα όπως το µοντέλο νευρώνα Izhikevich ϕέρουν τις απαραίτητες πληροφορίες για να εµ-
ϕανίζεται η συµπεριφορά του STDP στον e-prop. Επιπλέον, προτείνουν ένα τροποποιηµένο
µοντέλο νευρώνων LIF το οποίο ονοµάζουν STDP-LIF νευρώνα που δρα µε τον κατάλληλο
τρόπο για να υπάρχει το STDP µέσω της µαθησιακής διαδικασίας. Η διακριτή διαφορική
εξίσωση για τον νευρώνα STDP-LIF είναι

ut+1
j = αutj + I tj − z

t
jαu

t
j − z

(t−δtref )
j αutj (6.66)

όπου η utj είναι η τάση µεµβράνης του νευρώνα j τη στιγµή t, το ztj αντιπροσωπεύει την
παρουσία της αιχµής του νευρώνα j τη στιγµή t και το δtref είναι η πυρίµαχη περίοδος του
νευρώνα. Με αυτόν τον τρόπο, η επίδραση της αιχµής του νευρώνα είναι παρούσα στην κρυ-
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ϕή κατάσταση καθώς είναι µέρος της εξίσωσης της παραγώγου στην κρυφή κατάσταση. Αυτή
η παρουσία είναι υπεύθυνη για την STDP συµπεριφορά του δικτύου, όπως αποδεικνύουν
οι συγγραφείς στο έργο τους. Η εφαρµογή του κανόνα STDP προσδίδει την ικανότητα στο
δικτύου για τον ακριβή χρονισµό του δικτύου, όπως έδειξαν οι συγγραφείς αφού οι νευρώνες
STDP-LIF απέδωσαν καλύτερα σε σύγκριση µε τους νευρώνες LIF σε πριάµατα της προανα-
ϕερθείσα εργασία, εκπαιδευόµενοι µε τον αλγόριθµο e-prop, έχοντας ως είσοδο ένα Poisson
κατανεµηµένο τρένο αιχµών συχνότητας 25 Hz.

Σε συνέχεια της µελέτης του αλγορίθµου εκπαίδευσης e-prop, δηµοσιεύτηκε αυτή η
µελέτη [167] όπου συγκρίνονται τα µοντέλα νευρώνων που παρουσιάστηκαν µέχρι τώρα. Ο
συγγραφέας υλοποιεί το µοντέλο νευρώνα STDP-A-LIF το οποίο, όπως ϕαίνεται, αποδίδει
καλύτερα από το µοντέλο A-LIF. Ωστόσο, το µοντέλο νευρώνα Izhikevich ήταν ασταθές και
είχε χειρότερη απόδοση από τις εναλλακτικές λύσεις, δείχνοντας ότι η ύπαρξη συµπεριφοράς
STDP στον e-prop δεν εγγυάται καλύτερα αποτελέσµατα από µόνη της, αν και η προσθήκη
της σε µοντέλα που δεν ϕέρουν STDP συµπεριφορά ϕαίνεται να ϐελτιώνει τα αποτελέσµατα.
Επιπλέον, αυτή η µελέτη δείχνει ότι τα πολλαπλά στρώµατα επαναλαµβανόµενων δικτύων
αυξάνουν την αστάθεια της σύγκλισης του δικτύου και αποδίδουν χειρότερα από τα δίκτυα
ενός στρώµατος.

΄Ενα άλλο σηµαντικό χαρακτηριστικό που στοχεύουν τα νευρωνικά δίκτυα είναι η εκ-
µάθηση µε µία ϐολή. Σε σύγκριση µε τις τυπικές µεθόδους µάθησης, όπου η διαδικασία
εκµάθησης απαιτεί εκατοντάδες ή χιλιάδες επαναλήψεις της εργασίας, η µάθηση µε µία
ϐολή στοχεύει στην εκµάθηση πληροφοριών σχετικά µε την εργασία σε µία ή λίγες µόνο
επαναλήψεις. ΄Οπως δείχνει αυτή η εργασία [168], ο e-prop δεν µπορεί να επιτύχει αυτό
το αποτέλεσµα. Παρ ΄όλα αυτά, οι συγγραφείς προτείνουν µια µέθοδο για τα νευρωνικά
δίκτυα αιχµών µε τη χρήση της µεθόδου e-prop να πετύχουν την εκµάθηση µε µία λήψη,
προσθέτοντας στη ϐιολογική αληθοφάνεια του δικτύου, µιµούµενη τη λειτουργία του εγκε-
ϕάλου. Στην προτεινόµενη µέθοδο, χρησιµοποιείται ένα δεύτερο ϐελτιστοποιηµένο RSNN το
οποίο ϑα εκπέµπει τα κατάλληλα σήµατα µάθησης. Με αυτόν τον τρόπο, αντιµετωπίζεται και
επιλύεται το πρόβληµα των ελλειπών µελλοντικών πληροφοριών στο σήµα µάθησης. Αυτή η
µέθοδος, που ονοµάζεται ϕυσικό e-prop ( natural e-prop), δοκιµάστηκε και τα παραγόµενα
αποτελέσµατα δείχνουν ϐελτίωση σε σχέση µε τις προηγούµενες εκδόσεις του e-prop.
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Κεφάλαιο 7

Αισθητήρες ∆υναµικής ΄Ορασης

Σχήµα 7.1:
Αρχιτεκτονική ενός
αισθητήρα DVS της
εταιρίας iniLabs

Οι αισθητήρες δυναµικής όρασης (Dynamic Vision Sensors-
DVS) ή οι κάµερες συµβάντων είναι αισθητήρες ϐιολογικής έµπνευ-
σης που λειτουργούν µε κάπως διαφορετικό τρόπο από τις συµβα-
τικές κάµερες. Υπολογίζουν τις αλλαγές ϕωτεινότητας ανά pixel
ασύγχρονα αντί να συλλέγουν εικόνες σε καθορισµένο χρόνο. Οι
αισθητήρες δυναµικής όρασης παρέχουν µεγάλα πλεονεκτήµατα σε
σύγκριση µε τις τυπικές κάµερες. Αυτά περιλαµβάνουν υψηλότερη
χρονική ανάλυση, πολύ υψηλό δυναµικό εύρος (140 dB έναντι 60
dB). Επίσης, καταναλώνουν πολύ λιγότερη ενέργεια και παρέχουν
υψηλό εύρος Ϲώνης εικονοστοιχείων, το οποίο έχει ως αποτέλεσµα
τη λιγότερη ϑολούρα κίνησης. Αυτά τα πλεονεκτήµατα σε σχέση
µε τις τυπικές κάµερες µπορούν να ϐοηθήσουν τη ϱοµποτική που
απαιτεί κάµερες χαµηλής καθυστέρησης, υψηλής ταχύτητας και α-
ποδοτικότητας για να λειτουργήσει καλά και αποτελεσµατικά ενα
ϱοµπότ. Ο DVS έχει επίσης τη δυνατότητα να µειώσει το κόστος
εκπαίδευσης των ϐαθειών νευρωνικών δικτύων Computer Vision
προσφέροντας ισάξιας ή καλύτερης ακρίβειας. Ωστόσο, επειδή οι
κάµερες συµβάντων διαφέρουν από τις συνηθισµένες κάµερες στο
ότι µετρούν τις παραλλαγές ϕωτεινότητας ανά pixel (που ονοµάζονται ¨συµβάντα¨) ασύγχρο-
να και δεν εγγράφουν ¨απόλυτης¨ ϕωτεινότητας µε σταθερό ϱυθµό, χρειάζονται νέες µέθοδοι
για την ανάλυση της εξόδου τους.

Μερικές εφαρµογές αυτών των αισθητήρων αποτελούν :

• Ιχνηλάτιση αντικειµένων

• Επιτήρηση και παρακολούθηση

• Αναγνώριση αντικειµένου/χειρονοµίας

• Εκτίµηση ϐάθους

• Υπολογισµός Optical Flow

• SLAM

• Deblurring εικόνας
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7.1 Αρχές λειτουργίας

Πώς ακριβώς υπολογίζουν οι κάµερες συµβάντων τις αλλαγές ϕωτεινότητας ανά pixel·
Κάθε συµβάν εξόδου ή αιχµή αντιπροσωπεύει µια αλλαγή ϕωτεινότητας (Λογαριθµική έντα-
ση) που εξαρτάται από ένα όριο, σε µια συγκεκριµένη στιγµή. Κάθε εικονοστοιχείο πρέπει
να ϑυµάται τη δική του ένταση καταγραφής κάθε ϕορά που στέλνει µια αιχµή και είναι
έτοιµο να στείλει ξανά εάν γίνει αντιληπτή µια ορισµένη αλλαγή στη ϕωτεινότητα. Αυτό είναι
διαφορετικό από τις παραδοσιακές κάµερες όπου οι πληροφορίες σχετικά µε το περιβάλ-
λον καταγράφονται σε καρέ ανά δευτερόλεπτο (σε κύκλους) αντί συνεχής παρακολούθησης
του περιβάλλοντος. ΄Ενα συµβάν εξόδου περιέχει την (x,y) τοποθεσία, την ώρα t και την
πολικότητα 1-bit p (αύξηση ϕωτεινότητας ¨ΟΝ¨ ή µείωση ¨OFF, δείτε επίσης 7.2ϐ,7.2ε, 7.2
[169]).

Σχήµα 7.2: DAVIS

Τα συµβάντα εξάγονται από την κάµε-
ϱα χρησιµοποιώντας ένα κοινόχρηστο ψη-
ϕιακό δίαυλο εξόδου, συνήθως χρησιµο-
ποιώντας ανάγνωση διεύθυνσης-συµβάντος
(AER) [170] [171]. Ο όγκος των σηµείων δε-
δοµένων που παράγονται από αυτούς τους
αισθητήρες εξαρτάται από τον όγκο των πλη-
ϱοφοριών που αλλάζουν στο χρόνο, στο πε-
ϱιβάλλον. Αυτό επιτυγχάνεται µε την προ-
σαρµογή του ϱυθµού δειγµατοληψίας στον
ϱυθµό µεταβολής της λογαριθµικής έντασης
του σήµατος . Η χρονική ανάλυση είναι της
τάξης των µικροδευτερολέπτων, ενώ η καθυ-
στέρηση είναι λίγο πιο αργή στη σειρά των
ms. Αυτό επιτρέπει στους αισθητήρες να α-
ντιδρούν γρήγορα σε οπτικά ερεθίσµατα και
καθιστά τους αισθητήρες κατάλληλους για
αυτόνοµη οδήγηση. Επιπλέον, τα συµβάντα αλλαγής ϕωτεινότητας των DVS παραµένουν
αναλλοιώτα απο τον ϕωτισµό της σκηνής.

7.2 ∆ιαθέσιµες Συσκευές

Εκτός από την αρχική κάµερα DVS [172], υπήρξαν πρόσφατες εξελίξεις [173] , [171],
[174], [175] . ΄Ενας από τους πιο ευρέως χρησιµοποιούµενους αισθητήρες είναι ο Dyna-
mic and Active Pixel Vision Sensor [169] 7.1.Ο DAVIS συνδυάζει έναν συµβατικό ενεργό
αισθητήρα πιξελ (active pixel sensor-APS) [176] στο ίδιο pixel µε ενός DVS.

Προκλήσεις

• Η έξοδος των καµερών συµβάντων διαφέρει σηµαντικά από τις συµβατικές κάµερες :
τα γεγονότα είναι ασύγχρονα και χωρικά αραιά, ενώ οι εικόνες είναι σύγχρονες και
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πυκνές. Ως αποτέλεσµα, δεν εφαρµόζονται αλγόριθµοι όρασης ϐασισµένοι σε ανάλυση
πλαισίων.

• Κάθε συµβάν περιέχει πληροφορίες σχετικά µε τον τρόπο αλλαγής της ϕωτεινότητας.
Ωστόσο, οι αλλαγές ϕωτεινότητας δεν σχετίζονται µόνο µε την τρέχουσα ϕωτεινότητα
της σκηνής, αλλά µε την τρέχουσα και την προηγούµενη σχετική κίνηση µεταξύ της
σκηνής και της κάµερας.

• Θόρυβος : Λόγω του εγγενή ϑορύβου λήψης στα ϕωτόνια και του ϑορύβου κυκλωµάτων
τρανζίστορ, όλοι οι αισθητήρες όρασης είναι ϑορυβώδεις.

7.3 Παραγωγή Συµβάντων(Event Generation)

΄Ενας αισθητήρας συµβάντων [172] έχει ανεξάρτητα εικονοστοιχεία που ανταποκρίνονται
σε αλλαγές της λογαριθµικής έντασης της ϕωτεινότητας L = log(I) . ΄Ενα συµβάν eκ =

(xk, tk, pκ) ενεργοποιείται στο pixel xk = (xk, yk)T στη χρονική στιγµή tk όταν η ϕωτεινότητα
αυξάνει ένα ορισµένο χρονικό όριο αντίθεσης C από το τελευταίο συµβάν.

∆L(xk, tk) = L(xk, tk) − (xk, tk − ∆tk) (7.1)

∆L(xk, tk) = pkC (7.2)

΄Οπου C > 0,∆tk είναι το χρονικό διάστηµα που µεσολαβεί από το τελευταίο συµβάν στο
ίδιο pixel και η πολικότητα pk ∈ +1,−1 είναι το πρόσηµο της αλλαγής ϕωτεινότητας[172].
Η Ευαισθησία αντίθεσης C καθορίζεται από τα ϱεύµατα πόλωσης του pixel [177] [178], τα
οποία επίσης ορίζουν την ταχύτητα και το κατώφλι του ανιχνευτή αλλαγής στο 7.2. Τα
τυπικά κατώφλια DVS ορίζονται στο 10-50 τοις εκατό της αλλαγής ϕωτισµού. Υπάρχουν πιο
προηγµένες µέθοδοι δηµιουργίας γεγονότων, αλλά δεν αποτελούν το αντικείµενο αυτής της
διατριβής. Ορισµένες από αυτές τις µεθόδους περιλαµβάνουν τον καθορισµό ενός ορίου στο
µέγεθος της αλλαγής ϕωτεινότητας από το τελευταίο συµβάν και χρησιµοποιούνται ως ϐάση
αλγορίθµων που ϐασίζονται σε ϕυσικά γεγονότα [179]. Τα συµβάντα µπορούν επίσης να
ϱυθµιστούν ώστε να δηµιουργούνται απο κινούµενες ακµές. Τα πιο πολύπλοκα µοντέλα
περιλαµβάνουν τη λήψη ϑορύβου αισθητήρα και την αναντιστοιχία τρανζίστορ καθιστώντας
αυτά τα µοντέλα στοχαστικά.

7.4 Επεξεργασία συµβάντων

Η επεξεργασία συµβάντων στοχεύει στην εξαγωγή χρήσιµων πληροφοριών από τα δεδο-
µένα, αλλά εξαρτάται επίσης από τον τύπο της εφαρµογής που µας ενδιαφέρει. Προσεγγίσεις
για την επεξεργασία συµβάντων που λειτουργούν κατά συµβάν σε συµβάν, µε την κατάσταση
του συστήµατος (εκτιµώµενοι άγνωστοι) να αλλάζει µε κάθε άφιξη ενός µεµονωµένου συµ-
ϐάντος,έχουν τη µικρότερη δυνατή καθυστέρηση,όµως δεν παρέχουν αρκετές πληροφορίες
για εκτίµηση κίνησης και έτσι οι µέθοδοι που λειτουργούν σε γεγονότα σε οµάδες ή πακέτα
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είναι πιο κατάλληλες. Ωστόσο, αυτά οδηγούν σε αυξηµένη καθυστέρηση, αλλά εξακολουθο-
ύν να παρέχουν µια ενηµέρωση κατάστασης σε κάθε άφιξη ενός συµβάντος. ∆εδοµένου ότι τα
γεγονότα υποβάλλονται σε επεξεργασία σε ένα ϐελτιστοποιηµένο πλαίσιο, µια άλλη διάκριση
είναι ο τύπος της συνάρτησης αντικειµένου ή απώλειας που χρησιµοποιείται : γεωµετρική
έναντι χρονικής έναντι ϕωτοµετρικής (π.χ., συνάρτηση της πολικότητας ή της δραστηριότητας
γεγονότων).

7.5 Μέθοδοι αναπαράστασης συµβάντων

Αυτές οι µέθοδοι µπορούν να ϑεωρηθούν ως το στάδιο προεπεξεργασίας πριν από την
εισαγωγή των δεδοµένων στο επιθυµητό νευρωνικό δίκτυο. Η επιλογή ωστόσο επηρεάζεται
επίσης από τον τύπο νευρωνικού δικτύου που χρησιµοποιείται.

Σχήµα 7.3: Αναπαράσταση συµβάντων

(a) Γεγονότα στο χωροχρόνο (η ϑετική πολικότητα είναι σε µπλε χρώµα ενώ η αρνητική
πολικότητα στο κόκκινο).

(b) Τα συµβάντα συσσωρεύονται σε µια δισδιάστατη εικόνα. Αυτό επιτρέπει την εφαρµογή
συµβατικών αλγορίθµων όρασης υπολογιστή. Ωστόσο, αυτή η µέθοδος έρχεται σε αντίθεση µε
τον στόχο µας: να καταγράφουµε γεγονότα στη χρονική διάσταση,οπότε χάνουµε πολύτιµες
πληροφορίες .

(c) Η επιφάνεια χρόνου είναι ένας δισδιάστατος χάρτης όπου κάθε εικονοστοιχείο απο-
ϑηκεύει µια µοναδική τιµή χρόνου. Αυτό ονοµάζεται Motion History Images στην όραση
υπολογιστή [180]. ΄Ενα παράδειγµα αποτελεί το [181] .Τα γεγονότα µπορούν να µετατρα-
πούν σε εικόνα που αντιπροσωπεύει το πρόσφατο ιστορικό κίνησης που εκθέτει τις πλούσιες
χρονικές πληροφορίες των καταγεγραµµένων δεδοµένων. ΄Οµως,η αποτελεσµατικότητά τους
υποβαθµίζεται σε σκηνές µε υφή.

(d) Παρόµοια έννοια του (c) αλλά τώρα η 3η διάσταση επιτρέπει την αποθήκευση ολόκλη-
ϱης της ακολουθίας των γεγονότων (µόνο τα αρνητικά γεγονότα ϕαίνονται στο σχήµα).

(e) Εικόνα συµβάντος µε αντιστάθµιση κίνησης [178]. Αναπαράσταση που ϐασίζεται τόσο
σε γεγονότα όσο και σε υποθέσεις κίνησης. Η ϑεωρία πίσω από την αντιστάθµιση κίνησης
είναι ότι καθώς µια ακµή κινείται πάνω από το επίπεδο της εικόνας, δηµιουργεί γεγονότα
στα εικονοστοιχεία από τα οποία διέρχεται. Η κίνηση της αιχµής µπορεί να υπολογιστεί µε
στρέβλωση των γεγονότων σε χρόνο αναφοράς και ϐελτιστοποίηση της ευθυγράµµισης τους,
µε αποτέλεσµα µια ευκρινή εικόνα (δηλ., ιστόγραµµα) στρεβλωµένων γεγονότων. Αυτό είναι
κυρίως χρήσιµο εάν κάποιος ϑέλει να ιχνιλατεί αντικείµενα σε ένα ϐίντεο.

(f) Ανακατασκευή ένταση εικόνας[182].
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Κεφάλαιο 8

Υπολογιστικά Πειράµατα

Χρησιµοποιούµε την αναπτυγµένη ϑεωρία σχετικά µε τα Νευρωνικά ∆ίκτυα Αιχµών για
να συγκρίνουµε την απόδοση τέτοιων δικτύων σε σύνολα δεδοµένων από αισθητήρες δυ-
ναµικής όρασης. Η επιλεγµένη εργασία που τα Ν∆Α καλούνται να επιλύσουν ανήκει στην
κατηγορία της όρασης, όπου τα δίκτυα που ϑα αναπτυχθούν ϑα πρέπει να εκπαιδευτούν ώστε
να αναγνωρίζουν και να ταξινοµούν χειρονοµίες που έχουν εγγραφεί µε έναν αισθητήρα δυ-
ναµικής όρασης (DVS - κεφάλαιο 7). Η επιλογή των δεδοµένων DVS ήταν προτιµότερη,
καθώς οι αισθητήρες δυναµικής όρασης παρουσιάζουν πολλαπλά πλεονεκτήµατα έναντι των
αισθητήρων RGB, κυρίως στην κατανάλωση ενέργειας και ταχύτητα επεξεργασίας και έχουν
υψηλές προοπτικές για µελλοντικές χρήσεις.

8.1 Σύνολο ∆εδοµένων

Για να επωφεληθούµε από την χρονική πληροφορία, επιλέξαµε ένα σύνολο δεδοµένων
που έχει χρονική συνιστώσα από µόνο του. Σε αντίθεση µε τα µη χρονικά σύνολα δεδο-
µένων, όπως οι ακίνητες εικόνες, που απαιτούν είτε σχήµατα κωδικοποίησης όπως αυτά που
περιγράφονται στο κεφάλαιο 5 για τη µετατροπή των δεδοµένων σε τρένα αιχµών, είτε την
κατασκευή ενός συνόλου δεδοµένων DVS των εικόνων µετακινώντας τα µπροστά από έναν
αισθητήρα δυναµικής όρασης (π.χ. το σύνολο δεδοµένων DVS MNIST [183]), ένα σύνολο δε-
δοµένων που εξαρτάται από το χρόνο, όπως το ϐίντεο, ϑα µπορούσε να εκµεταλλευτεί πλήρως
τις δυνατότητες που παρέχουν τα νευρικά δίκτυα αιχµών.

΄Εχοντας αυτό υπόψη, αποφασίσαµε να δοκιµάσουµε να αναπτύξουµε Ν∆Α και να τα
εκπαιδεύσουµε στο σύνολο δεδοµένων DVSGesture [184]. Οι χειρονοµίες καταγράφηκαν
από την κάµερα iniLabs DVS128, η οποία είναι αισθητήρας δυναµικής όρασης µεγέθους
εισόδου 128x128 εικονοστοιχεία. Αυτός ο αισθητήρας παράγει µια αιχµή σε ένα από τα
128x128 εικονοστοιχεία όταν η τιµή του εικονοστοιχείου αλλάζει πάνω από ένα όριο που
καθορίζεται από τον χρήστη. Η αιχµή κωδικοποιείται ως ένα γεγονός όπου αποθηκεύεται
η χρονική σήµανση της αιχµής και οι χωρικές συντεταγµένες της. Το σύνολο δεδοµένων
αποτελείται από 11 κλάσεις, κάθε µια από τις οποίες αντιπροσωπεύει µια χειρονοµία. 29
άτοµα συµµετείχαν στην δηµιουργία του συνόλου δεδοµένων και έκαναν κάθε µία από τις
χειρονοµίες σε τουλάχιστον 3 διαφορετικές συνθήκες ϕωτισµού δηµιουργώντας ένα µεγάλο
σύνοδο δεδοµένων αποτελούµενο από 1341 αντικείµενα - χειρονοµίες οι οποίες σηµειώθηκαν
µε έναν αριθµό από το 0 έως το 10, ο οποίος υποδηλώνει την κλάση στην οποία ανήκουν.
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Οι 11 χειρονοµίες είναι οι ακόλουθες :

1. Χειροκρότηµα

2. Χαιρετισµός αριστερού χεριού

3. Χαιρετισµός δεξιού χεριού

4. Περιστροφή δεξιού χεριού δεξιόστροφα

5. Περιστροφή δεξιού χεριού αριστερόστροφα

6. Περιστροφή αριστερού χεριού δεξιόστροφα

7. Περιστροφή αριστερού χεριού αριστερόστροφα

8. Αυτοπεριστροφή χεριών

9. Τύµπανα στον αέρα

10. Κιθάρα στον αέρα

11. ΄Αλλο

Στο σχ. 8.1 ϐλέπουµε τα γεγονότα που παράγονται από τον Αισθητήρα δυναµικής όρασης
σε 2 δευτερόλεπτα ενός παραδείγµατος κάθε κλάσης, εκτός από την κλάση ΅Αλλο¨.

Σχήµα 8.1: ΄Ενα παράδειγµα γεγονότων που παράγονται από τον αισθητήρα σε 2 δευτερόλε-
πτα εγγραφής. Τα γεγονότα συσσωρεύονται στη χρονική διάσταση µε το κίτρινο χρώµα να
αντιπροσωπεύει τις πρώτες αιχµές ενώ το µωβ τις τελευταίες.

Για να ϕορτώσουµε το σύνολο δεδοµένων στην επιθυµητή µορφή, χρησιµοποιούµε τη
ϐιβλιοθήκη Tonic της Python . Η ϐιβλιοθήκη χωρίζει το σύνολο δεδοµένων σε σύνολο εκ-
παίδευσης και σύνολο δοκιµών, που αποτελούνται από τις χειρονοµίες 18 και 11 ατόµων
αντίστοιχα σε όλες τις συνθήκες ϕωτισµού. Αυτά τα σύνολα είναι αντικείµενα υλοποιηµένων
κλάσεων Tonic και κάθε χειρονοµία είναι ένας τανυστής που περιέχει όλα τα συµβάντα στην
ακόλουθη µορφή: Χρονική σήµανση του συµβάντος - άξονας Χ - άξονας Υ - πολικότητα
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του συµβάντος. Η πολικότητα αντιπροσωπεύεται ως δυαδική τιµή όπου το 0 αντιστοιχεί σε
¨αρνητική¨ αιχµή και το 1 σε ¨θετική¨ αιχµή. Η πολικότητα δείχνει εάν η αιχµή δηµιουρ-
γήθηκε λόγω αύξησης ή µείωσης της τιµής του αντίστοιχου εικονοστοιχείου. Η προσθήκη
των πληροφοριών πολικότητας µετασχηµατίζει ελαφρώς το σύνολο δεδοµένων. Στο σχ. 8.2 τα
πράσινα εικονοστοιχεία υποδεικνύουν τη ϑετική αιχµή ενώ τα κόκκινα την αρνητική αιχµή,
προσθέτοντας συνολικά στην πληροφορία εισόδου, καθώς το δίκτυο ϑα µπορούσε δυνητι-
κά να χρησιµοποιήσει τη πληροφορία της πολικότητας για να εξαγάγει πληροφορίες στη
χρονική διάσταση.

Σχήµα 8.2: ∆είγµατα χαιρετισµού δεξιού χεριού τα οποία απέχουν 0,5 δευτερόλεπτα το κάθε
ένα. Κάθε µη µαύρο εικονοστοιχείο αντιπροσωπεύει µια αιχµή που παράγεται από τον αισθη-
τήρα. Τα πράσινα χρώµατα υποδηλώνουν αύξηση της τιµής του εικονοστοιχείου πάνω από το
όριο, ενώ τα κόκκινα δείχνουν µείωση της τιµής του εικονοστοιχείου στη δεδοµένη περίπτωση.

Η χρήση της ϐιβλιοθήκης Tonic παρέχει επίσης σηµαντικούς µετασχηµατισµούς στο
σύνολο δεδοµένων. Οι πιο αξιοσηµείωτοι από τους µετασχηµατισµούς που εφαρµόστηκαν
και στα πειράµατα είναι οι µετασχηµατισµοί Denoising και Spatiotemporal Downsample
δηλαδή υποδειγµατοληψία στις χρονικές ή/και χωρικές συντεταγµένες. Το Denoising χρη-
σιµοποιείται για να ϕιλτράρει γεγονότα που πιθανώς προκαλούνται από ϑόρυβο. Αυτός ο
µετασχηµατισµός απορρίπτει γεγονότα που δεν έχουν χωρικό γείτονα εντός καθορισµένης
από τον χρήστη χρονικής διάρκειας, διαγράφοντας τα από την είσοδο. Η µείωση της δειγµα-
τοληψίας µπορεί να είναι ο πιο σηµαντικός µετασχηµατισµός. Η χωρική υποδειγµατοληψεία
µπορεί να χρησιµοποιηθεί για τη µείωση του µεγέθους της εισόδου αφού τα αρχικά δεδο-
µένα απαιτούν 128 ∗ 128 = 16384 νευρώνες εισόδου και αρκετά µεγάλο χώρο µνήµης κατά
την επεξεργασία. Η χρονική µείωση της δειγµατοληψίας έχει ως αποτέλεσµα οι χρονικές ση-
µάνσεις των συµβάντων να πολλαπλασιάζονται µε τιµή µικρότερη από 1, µε αποτέλεσµα τα
γεγονότα να τροφοδοτούνται πιο γρήγορα στο δίκτυο και έτσι οι προηγούµενες πληροφορίες
να µην χάνονται στο χρόνο. Θα πρέπει να σηµειωθεί ότι η υποδειγµατοληψία του χρόνου
δεν απορρίπτει κανένα συµβάν.

Η ϐιβλιοθήκη Tonic υλοποιεί επίσης µετασχηµατισµούς για να αντιµετωπίσει την ευρω-
στία του δικτύου, µπορεί να πειράξει δηλαδή τα δεδοµένα προκειµένου το δίκτυο να εστιάσει
και να µάθει γενικές λεπτοµέρειες του συνόλου δεδοµένων. Τέτοιοι µετασχηµατισµοί περι-
λαµβάνουν µια τυχαία απόρριψη γεγονότων, αναστροφή χωρικών και χρονικών διαστάσεων,
αντιστροφή του χρόνου, ανατροπή των πολικότητας, τρεµοπαίξιµο γεγονότων χωροχρονικά
και πολλά άλλα, τα οποία µπορεί να είναι πολύ λίγα σε πειράµατα.
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8.2 Εκπαιδεύοντας το Ν∆Α

΄Εχοντας έτοιµο το σύνολο δεδοµένων, αποφασίσαµε να εστιάσουµε την προσοχή µας
στις πιο καινοτόµες µεθόδους εκπαίδευσης νευρωνικών δικτύων αιχµών. Ως αποτέλεσµα,
επιλέξαµε τρεις µεθόδους εκπαίδευσης, Back Propagation Through Time (BPTT), µια µέθο-
δο που έχει χρησιµοποιηθεί στο παρελθόν για Ν∆Α, ως σηµείο αναφοράς, το Decolle (κεφ.
6.5), ένας κανόνας εκµάθησης κατάλληλος για Ν∆Α και e-prop (κεφ. 6.6), µέθοδος που
χρησιµοποιείται κυρίως σε επαναλαµβανόµενα Ν∆Α. Η επιλογή αυτών των 2 µεθόδων µετα-
ξύ αυτών που παρουσιάζονται σε αυτήν τη διατριβή ή έχουν παρουσιαστεί στον τοµέα της
έρευνας γενικά, ϐασίζεται στην καινοτοµία των µεθόδων και στην πρόσφατη ανάπτυξή τους,
έχοντας δηµοσιευτεί το 2020 και το 2019 αντίστοιχα. Επιπλέον, η µέθοδος e-prop, ενώ έχει
δοκιµαστεί στην επίλυση χρονικών αναθέσεων, δεν έχει αντιµετωπίσει ακόµη τόσο πολύπλο-
κα, όσον αφορά τη χρονική διάσταση, σύνολα δεδοµένων. Το Decolle έχει δοκιµαστεί στο
παρελθόν στο ίδιο σύνολο δεδοµένων, αλλά σε αυτήν την εργασία, πειραµατιζόµαστε µε το
µέγεθος του δικτύου και άλλες υπερπαραµέτρους προκειµένου να συλλέξουµε περισσότερες
πληροφορίες σχετικά µε τον κανόνα εκµάθησης και να το συγκρίνουµε µε τους ανταγωνιστές
του.

8.3 Εκπαίδευση µε τον αλγόριθµο BPTT

Ο αλγόριθµος Back Propagation Through Time (BPTT) είναι ένα συνηθισµένο σχήµα
εκµάθησης για επαναλαµβανόµενα νευρωνικά δίκτυα. Λόγω της χρονικής διάστασης των
δεδοµένων των νευρωνικών δικτύων, οι αλγόριθµοι BPTT, όπως αυτός που αναπτύχθηκε εδώ
[185], χρησιµοποιούνται επίσης στην εκπαίδευση Ν∆Α, είτε προωθητικών είτε επαναλαµβα-
νόµενων δικτύων. Ως αποτέλεσµα, αποφασίσαµε να εκπαιδεύσουµε ένα Ν∆Α µε BPTT έτσι
ώστε να το χρησιµοποιήσουµε ως σηµείο αναφοράς και να συγκρίνουµε τα αποτελέσµατα µε
τις νεότερες µεθόδους που δοκιµάζονται σε αυτήν τη διατριβή.

8.3.1 Αρχικοποιήση

Η ανάπτυξη του νευρωνικού δικτύου και η εκπαίδευσή του έγιναν χρησιµοποιώντας τη
ϐιβλιοθήκη Norse της python [186]. Το Norse είναι µια ϐιβλιοθήκη που δηµιουργήθη-
κε για την ανάπτυξη Νευρωνικών ∆ικτύων Αιχµών και δίνει την δυνατότητα επιλογής της
δοµής του δικτύου όπως σχετικά µε τα στοιχεία των δικτύων π.χ. οι νευρώνες που ϑα το
αποτελούν (IF, LIF, Izhikevich και άλλοι νευρώνες έχουν υλοποιηθεί στην ϐιβλιοθήκη) ή τα
σχήµατα κωδικοποίησης εισόδου εάν αυτά είναι απαραίτητα (δεν είναι απαραίτητα για τον
σκοπό µας) παρέχοντας ένα πλαίσιο για έναν εύκολο τρόπο ανάπτυξης Ν∆Α και ελέγχου
των υπερπαραµέτρων του. Το Norse αποτελεί επέκταση του PyTorch µε τα προαναφερθέντα
χαρακτηριστικά. Το πιο σηµαντικό, µπορεί να χειριστεί σύνολα δεδοµένων ϕορτωµένων α-
πό την ϐιβλιοθήκη Tonic. Αυτό µας ϐοηθά στο να ϕορτώσουµε το σύνολο δεδοµένων και
να εφαρµόσουµε σε αυτό τις απαραίτητες µετατροπές για να το διαχειριστούµε και να το
διαµορφώσουµε µε τον επιθυµητό τρόπο για τους σκοπούς της δοκιµής µας.

Προκειµένου να εξαχθούν σηµαντικές πληροφορίες, αναπτύσσονται πολλά δίκτυα, µετα-
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ϐάλλοντας µία ή περισσότερες παραµέτρους του καθενός. Οι εφαρµοζόµενοι µετασχηµατι-
σµοί του Tonic και η εύκολη χρήση αυτών των δεδοµένων από το Norse µας επέτρεψαν να
πειραµατιστούµε τόσο µε τις παραµέτρους των νευρώνων, όπως το κατώφλι τάσης όσο και µε
χωροχρονικούς χειρισµούς στα δεδοµένα για καλύτερη απόδοση στην ακρίβεια των δικτύων
και την ταχύτητα των δοκιµών.

8.3.2 Παραλλαγές ∆ικτύων

Τα δίκτυα που αναπτύχθηκαν για την δοκιµή του BPTT ήταν επαναλαµβανόµενα Ν∆Α.
Πειραµατιζόµαστε µε δίκτυα διαφορετικού µεγέθους και δεδοµένου ότι ο µετασχηµατισµός
των δεδοµένων έγινε από τη ϐιβλιοθήκη Tonic, δοκιµάσαµε µια ποικιλία από αυτούς που
τους εφαρµόσαµε στο σύνολο δεδοµένων για να ϐρούµε τις καλύτερες τιµές µετασχηµατισµών
για τη συγκεκριµένη εργασία. Τα δοµικά στοιχεία του δικτύου, όπως οι νευρώνες, άλλαξαν
επίσης για να λάβουµε πληροφορίες σχετικά µε την απόκριση και την απόδοση του δικτύου.
Συνολικά, εστιάσαµε σε τρεις κύριες πτυχές της ϐελτιστοποίησης :

• Βελτιστοποίηση προεπεξεργασίας

• Βελτιστοποίηση αρχιτεκτονικής δικτύου

• Βελτιστοποίηση εκπαίδευσης

∆εδοµένου ότι τα δεδοµένα που λαµβάνονται από τον αισθητήρα, λόγω του υψηλού ϱυθ-
µού λήψης, ήταν πολύ µεγάλα για να εκπαιδεύσουν το δίκτυο ή ακόµη και να χωρέσουν στη
µνήµη, χρησιµοποιήσαµε χωροχρονικούς µετασχηµατισµούς για να µειώσουµε το µέγεθος
των δεδοµένων. Συµπιέσαµε τα γεγονότα µε συντελεστή στην περιοχή τιµών από 1000 έως
100000, που είναι το ίδιο µε το να λέµε ότι το δίκτυο χειρίζεται πληροφορίες κάθε 1 έως 100
χιλιοστά του δευτερολέπτου (αφού ο ϱυθµός καρέ του αισθητήρα είναι περίπου 100 kHz).
Αυτό προκαλεί επίσης τα γεγονότα που τροφοδοτούνται στο δίκτυο να είναι πιο κοντά στο
χρόνο διατηρώντας τους χρονικούς συσχετισµούς τους χωρίς να αφήνουν την επίδρασή τους
να εξαφανιστεί στο χρόνο. Ωστόσο, η υπερδειγµατοληψία στη χρονική διάσταση µπορεί να
προκαλέσει τη συσσώρευση πάρα πολλών συµβάντων σε ένα στιγµιότυπο εισόδου - χρονική
σήµανση εισόδου και το δίκτυο να µην µπορεί να εξαγάγει σηµαντικές πληροφορίες. Αυτός
είναι ο λόγος που πειραµατιζόµαστε µε πολλαπλή µείωση δειγµάτων, για να επιτύχουµε την
καλύτερη απόδοση µε λογική ταχύτητα εκπαίδευσης.

Εξίσου σηµαντική είναι και η µείωση της χωρικής διάστασης. Η είσοδος 128x128 του
αισθητήρα δίνει ένα αρκετά µεγάλο επίπεδο νευρώνων εισόδου, το οποίο είναι ακριβό από
άποψη χωρητικότητας µνήµης και επίσης προκαλεί αραιά γεγονότα στη χωρική διάσταση.
Αυτό µας επιτρέπει να µειώσουµε το µέγεθος εισόδου µε τη δειγµατοληψία των δεδοµένων
και την εξοικονόµηση µνήµης και χρόνου χωρίς σηµαντική επίδραση στην απόδοση (µε
πιθανότητα αύξησης της απόδοσης µε µείωση δείγµατος). Για να δούµε την επίδραση της
δειγµατοληψίας των δεδοµένων εισόδου στο δίκτυο, δοκιµάζουµε δίκτυα µε µεγέθη εισόδου
128x128, 64x64 και ακόµη και 32x32 και συγκρίνουµε τα αποτελέσµατα.

Τα δοµικά στοιχεία του δικτύου, οι νευρώνες, είναι αυτά που καθορίζουν το δίκτυο και
την απόδοσή του. Εξοπλισµένοι µε τις πληροφορίες που αποκτήθηκαν από την προηγούµενη
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ανάλυση στην παρούσα διπλωµατική εργασία για τη δυναµική των νευρώνων, αποφασίσα-
µε επίσης να πειράξουµε τις υπερπαραµέτρους που επηρεάζουν την απόκριση τους. Τα
πιο αξιοσηµείωτα και σηµαντικά, που δοκιµάστηκαν στα ακόλουθα πειράµατα, είναι το κα-
τώφλι τάσης και οι σταθερές πτώσης της µεµβράνης και της σύναψης. Το κατώφλι τάσης
δοκιµάστηκε για τιµές 1 και 1.5 για να εξεταστεί η διαφορά στη δυναµική του δικτύου σε
τέτοιες περιπτώσεις. Οι σταθερές πτώσης πειράχτηκαν για να µελετήσουν τη συµπεριφορά
του δικτύου όταν ο νευρώνας τείνει να διατηρεί το δυναµικό της µεµβράνης (ενεργώντας πε-
ϱισσότερο σαν νευρώνας ολοκλήρωσης και πυροδότησης - Integrate and Fire) και όταν η
άµεση τροφοδοσία αιχµών είναι Ϲωτικής σηµασίας για την πυροδότηση του νευρώνα.

Συνολικά, για να αντλήσουµε τις περισσότερες πληροφορίες σε ικανοποιητικό χρόνο
εκπαίδευσης, δεδοµένου ότι η ϐιβλιοθήκη Norse δεν ήταν ϐελτιστοποιηµένη για εργασίες
τέτοιου µεγέθους (µε προβλήµατα ταχύτητας σε σύγκριση µε το ϐελτιστοποιηµένο DECOL-
LE), εφαρµόσαµε 10 επαναλαµβανόµενα νευρωνικά δίκτυα, όπου οι υπερπαραµέτρές τους
είναι τέτοιες, ώστε να µας δωθεί η δυνατότητα εξαγωγής πληροφοριών. Εφαρµόσαµε επίσης
ορισµένες τροποποιήσεις όπως η προσθήκη συντελεστή πιθανότητας πτώσης (όπου τα γεγο-
νότα αγνοούνται τυχαία, για αύξηση της ευρωστίας του δικτύου) και η αλλαγή του συντελεστή
άλφα, µια τιµή που έχει να κάνει µε τον υποκατάστατο υπολογισµό κλίσης. Παρόλο που δεν
διερευνάται ολόκληρος ο χώρος αναζήτησης για την εύρεση καλύτερης ϱύθµισης δικτύου,
καταφέρνουµε να έχουµε σηµαντικά αποτελέσµατα από τις δοκιµές.

8.3.3 Αποτελέσµατα

Η προεπεξεργασία του συνόλου δεδοµένων ϕαίνεται να επηρεάζει σηµαντικά το δίκτυο.
Στην εικ. 8.3 και στην εικ. 8.4 ϐλέπουµε δύο πανοµοιότυπα δίκτυα (ή ϑα µπορούσαν
να ϑεωρηθούν ως το ίδιο δίκτυο) για την επεξεργασία του συνόλου δεδοµένων εισόδου µε
χρονική δειγρατοληψία 100000 και 1000000 αντίστοιχα. ΄Οπως ϐλέπουµε, η αυξηµένη
δειγµατοληψία στη χρονική διάσταση έχει ως αποτέλεσµα χειρότερη απόδοση. Η χρονική
υποδειγµατοληψία προκαλεί τη συγκέντρωση συµβάντων στην ίδια χρονική σήµανση µε α-
ποτέλεσµα η είσοδος σε κάθε χρονική στιγµή να κατακλύζεται από γεγονότα που συµβαίνουν
στην πραγµατικότητα σε µεγάλες αποστάσεις στην διάσταση του χρόνου, µε αποτέλεσµα την
απώλεια πληροφοριών και χειρότερη απόδοση του δικτύου. Από την άλλη πλευρά, η µείωση
της χρονικής δειγµατοληψίας (αύξηση του συντελεστή πολλαπλασιασµού) οδηγεί επίσης σε
κακές επιδόσεις (εικ. 8.11). Ενώ αυτό ϕαίνεται αντιφατικό, µπορεί να εξηγηθεί από το γε-
γονός ότι τα γεγονότα µπορεί να είναι πολύ αραιά στο χρόνο και ο συσχετισµός τους µεταξύ
στην χρονική διάσταση να χανεται λόγω της άµεσης πυροδότησης των νευρώνων.

΄Ενας άλλος τύπος δειγµατοληψίας που έχει εφαρµοστεί είναι η χωρική δειγµατοληψία.
Τα αποτελέσµατα δείχνουν ότι καθόλου ή χαµηλή χωροταξική δειγµατοληψία (αφήνοντας
το µέγεθος εισόδου σε δεκάδες χιλιάδες νευρώνες εισόδου - 16384 χωρίς δειγµατοληψία)
προκαλεί υψηλή αστάθεια και χαοτική συµπεριφορά (εικ. 8.5). Ωστόσο, µπορεί να ϕανεί
ότι το δίκτυο αυξάνει την απόδοσή σε ϐάθος των εποχών. Αυτό µπορεί να µην είναι τόσο
προφανές από το διάγραµµα ακρίβειας, αλλά µπορεί να ϕανεί όταν σχεδιάζουµε τη συνολική
απώλεια του δικτύου για κάθε εποχή εικ. 8.3 - όπου χρησιµοποιήθηκε παράγοντας χωρικής
µείωσης 0.25. Η ϕθίνουσα συνολική απώλεια που προκύπτει σε κάθε εποχή επισηµαίνει
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ότι το δίκτυο όντως µαθαίνει. Ωστόσο, όταν συγκρίνουµε την απόδοση σε σύγκριση µε το
σχ. 8.5, η αύξηση της απώλειας δοκιµής της εικ. 8.3 (ή η µείωση της ακρίβειάς του) στις
τελευταίες εποχές καθιστά την επιλογή µιας τέτοιας ϱύθµισης µη ελκυστική, υποστηριζόµενη
από το γεγονός ότι στις τελευταίες εποχές και τα δύο δίκτυα (εικ. 8.5, εικ. 8.3) έχουν
επιτύχει παρόµοια αποτελέσµατα, αν και ϑα πρέπει να γίνει περαιτέρω εκπαίδευση για πιο
καταληκτικά αποτελέσµατα. Αυτή η ασταθής συµπεριφορά του δικτύου σε αυτήν τη ϱύθµιση
µπορεί να οφείλεται στην αραιότητα των συµβάντων στο χώρο εισόδου. ΄Ενα τεράστιο µέγεθος
εισόδου σε ένα τόσο µικρό κρυφό επίπεδο, που αποτελείται µόνο από 50 νευρώνες, µπορεί
να προκαλέσει αστάθεια, καθώς το κρυφό επίπεδο δεν µπορεί να διακρίνει µοτίβα από µια
τόσο µεγάλη είσοδο, ή ίσως χρειάζεται περισσότερος χρόνος εκπαίδευσης για να επιτευχθεί
η αναγνώριση του µοτίβου.

Σχήµα 8.5: Απουσία εφαρµογής χωρικής δειγµατοληψίας συγκριτικά µε την εφαρµογή πα-
ϱάγοντα 0.25 της εικ. 8.3

Στο σχ. 8.6, στο ίδιο δίκτυο δίνεται το σύνολο δεδοµένων µε χωρική και χρονική µείωση
του δείγµατος κατά 0,25 και 100000 αντίστοιχα, αλλά εφαρµόστηκε πιθανότητα πτώσης
γεγονότος 0,25, που σηµαίνει ότι τυχαία το ένα τέταρτο των συµβάντων ϑα απορριφθεί.
Το αποτέλεσµα της εκπαίδευσης που προκύπτει παρουσιάζει χαµηλότερη ακρίβεια στην
τελευταία εποχή και γενικά πιο αργή κλίση µάθησης στις πρώτες εποχές. Παρ ΄όλα αυτά,
δείχνει µια γενική αύξηση της ακρίβειας για τις τελευταίες εποχές που πραγµατοποιήθηκε
η εκπαίδευση χωρίς η πιθανότητα πτώσης να χάσει την παροχή πληροφοριών, κάτι που
µπορεί να σηµαίνει ότι το δίκτυο ϑα µπορούσε να επιτύχει υψηλότερα σκορ ακρίβειας µε
περισσότερη εκπαίδευση. Αυτές οι συµπεριφορές ϑα µπορούσαν να εξηγηθούν µε τη λογική
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ότι η πτώση των γεγονότων οδηγεί σε µια πιο αραιή εσωτερική κατάσταση - αριθµό αιχµών
- και οι νευρώνες µπορούν να εξαγάγουν χαρακτηριστικά µε µεγαλύτερη ευκολία και να
έχουν µια πιο σταθερή καµπύλη µάθησης. Ο παράγοντας πτώσης µπορεί επίσης να εξηγήσει
την χαµηλότερη κλίση εκµάθησης στην αρχή, καθώς η πτώση αυτών των συµβάντων χάνει
πληροφορίες για το δίκτυο.

Σχήµα 8.6: Αποτελέσµατα µετά της εφαρµογή πιθανότητας πτώσης γεγονότων στο δίκτυο

΄Ενα παράδοξο αποτέλεσµα από τη δοκιµαστική εκτέλεση που έγινε ήταν το γεγονός ότι το
µέγεθος κρυµµένου επιπέδου δεν ϕαίνεται να επηρεάζει καθόλου την απόδοση του δικτύου.
Στο σχ. 8.3 και 8.7 ϐλέπουµε την ίδια αρχικοποίηση για 2 δίκτυα µε µόνη διαφορά το
µέγεθος του κρυφού επιπέδου. Το δίκτυο της εικ. 8.3 έχει 50 κρυµµένους νευρώνες, ενώ
αυτό που ϕαίνεται στην εικ. 8.7 έχει 100. Ωστόσο, η απόδοση των δικτύων είναι παρόµοια,
τόσο στην κλίση εκµάθησης όσο και στην τελική τους ακρίβεια ή ακόµη και σταθερότητα.
Αυτό αποδεικνύει τις µεγάλες δυνατότητες των νευρωνικών δικτύων αιχµών αφού µόνο 50 ή
και λιγότεροι νευρώνες λειτουργούν µε ακρίβεια περίπου 70 τοις εκατό σε ένα τόσο δύσκολο
χωροχρονικό έργο.

Σχήµα 8.7: Ακρίβεια δικτύου µε διπλάσιους νευρώνες στο κρυφό επίπεδο συγκριτικά µε το
δίκτυο της εικ. 8.3

Η αστάθεια που παρουσιάζει το δίκτυο λόγω της απουσίας χωροταξικής δειγµατοληψίας
ϕαίνεται να µειώνεται ευρέως ή ακόµη και να εξαφανίζεται µε µια προσαρµογή του ϱυθµού
µάθησης. Στο σχ. 8.8 µειώνουµε το ϱυθµό εκµάθησης από το αρχικό 0.002 που είχε
ως αποτέλεσµα το σχ. 8.4 στο 0,0002 (δέκα ϕορές λιγότερο). ΄Οπως µπορούµε να δούµε
από τα γραφήµατα, η ακρίβεια αυξάνεται σταθερά χωρίς ξαφνικά άλµατα και χωρίς µεγάλες
διαφορές στην ακρίβεια µεταξύ των εποχών (που αντιπροσωπεύει τη σταθερότητα).Φαίνεται ότι
ο χαµηλότερος ϱυθµός εκµάθησης δίνει τη δυνατότητα στο δίκτυο να ϱυθµίσει λεπτοµερώς
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τον µεγάλο αριθµό ϐαρών που συνδέουν την είσοδο µε το κρυφό επίπεδο, χωρίς µεγάλα
άλµατα στο χώρο αναζήτησης που προκαλούν την αστάθεια που ϐλέπουµε στο σχήµα 8.4.

Σχήµα 8.8: Το αποτέλεσµα της εκπαίδευσης µε χαµηλότερο ϱυθµό εκµάθησης συγκριτικά µε
το δίκτυο της εικ. 8.4

Οι διαφορές στη µεταβλητή άλφα δεν ϕαίνεται να επηρεάζουν την απόδοση του δικτύου.
Στην εικ. 8.9 το δίκτυο έχει τις ίδιες ϐελτιστοποιηµένες τιµές χωροχρονικών παραµέτρων
αλλά διαιρείται µε 2 η τιµή άλφα. Οι µόνες πληροφορίες που µπορούµε να αντλήσουµε
είναι ότι αυτή η µείωση της παραµέτρου αύξησε την αστάθεια και τις διαφορές ακρίβειας
µεταξύ διαδοχικών εποχών. Αυτή η συµπεριφορά ήταν αναµενόµενη δεδοµένου ότι το α-
ντίστροφο της τιµής άλφα σχετίζεται µε την τετραγωνική ϱίζα του υπολογισµού της κλίσης µε
τη µέθοδο της υποκατάστατης κλίσης και έτσι η µείωση της οδηγεί στην αύξηση της τιµής
της παραγώγου.

Σχήµα 8.9: ∆ίκτυο µε προσαρµοσµένη τιµή άλφα

Τα αποτελέσµατα του πειράµατος µας λένε για την επιρροή της απόδοσης του δικτύου
µέσω αλλαγών στα χαρακτηριστικά των νευρώνων. Θα πρέπει να σηµειωθεί ότι οι ακόλου-
ϑες δοκιµές έγιναν µε χρονική δειγµατοληψία τιµής 10000, η οποία όπως είδαµε αποδίδει
χειρότερα λόγω της αραιότητας στον χρόνο των δεδοµένων εισόδου. Ωστόσο, οι κατάλλη-
λες µεταβλητές µπορούν να δώσουν αποδεκτές επιδόσεις. Για παράδειγµα, τα δίκτυα στην
εικ. 8.10 και εικ. 8.11 διαφέρουν στις αντίστροφες σταθερές συνάψεως και αντίστροφες
σταθερές µεµβράνης µε τα Ϲεύγη 100000, 100000 και 1000, 1000 αντίστοιχα. Η σταθερά
συνάψεως ελέγχει την ανθεκτική περίοδο του νευρώνα, δηλαδή τον χρόνο που χρειάζεται
για να επιστρέψει στην κατάσταση ηρεµίας µετά την εκποµπή µιας αιχµής, ενώ η σταθερά
της µεµβράνης ελέγχει την πτώση τάσης του νευρώνα καθώς ϕορτίζεται µε αιχµές εισόδου
πριν ϕτάσει στον κατώφλι τάσης. Με τη χαµηλότερη χρονική δειγµατοληψία, µπορούµε να
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Σχήµα 8.10: Αποτελέσµατα αύξησης
αντίστροφων σταθερών µεµβράνης

Σχήµα 8.11: Αποτελέσµατα µείωσης
αντίστροφων σταθερών µεµβράνης

δικαιολογήσουµε την καλύτερη απόδοση του δικτύου της εικ. 8.11 συγκριτικά µε αυτό της
εικ. 8.10 δεδοµένου ότι οι χαµηλότερες αντίστροφες σταθερές τιµές κάνουν τους νευρώνες
να λειτουργούν περισσότερο σαν νευρώνες Integrate and Fire (IF), διατηρώντας τη ληφθείσα
αιχµή περισσότερο µε την πάροδο του χρόνου και δίνοντας τη δυνατότητα να διατηρούνται
και να εξάγονται οι χρονικές πληροφορίες. Οι µεγαλύτερες τιµές αυτών των παραµέτρων
έχουν ως αποτέλεσµα οι νευρώνες να αποφορτίζονται γρηγορότερα από την άφιξη µιας νέας
αιχµής (σε συνδυασµό µε τη χαµηλότερη χρονική δειγµατοληψία) µε αποτέλεσµα να χάνο-
νται οι χρονικές πληροφορίες και µερικοί νευρώνες να ϕτάνουν στην κατάσταση ηρεµίας
πριν ϕτάσει η επόµενη αιχµή. Ενώ σε αυτό το πείραµα, οι εκτελέσεις δεν ϕαίνεται να δε-
ίχνουν ϐελτίωση στο αποτέλεσµα της απόδοσης του δικτύου, η εκ νέου ϱύθµιση αυτών των
παραµέτρων µπορεί να οδηγήσει σε υψηλότερη ακρίβεια.

Με τον ίδιο χρονικό συντελεστή µείωσης, δοκιµάσαµε την επίδραση του κατωφλίου τάσης
στο δίκτυο. Το δίκτυο ϕαίνεται να δείχνει χειρότερη συµπεριφορά για αυξηµένο κατώφλι
τάσης. Το δίκτυο που ϕαίνεται στην εικ. 8.12 έχει το κατώφλι στο 1.5 σε σύγκριση µε
το 1.0 που ήταν το προεπιλεγµένο για τα προηγούµενα δίκτυα. Το δίκτυο παρουσιάζει
µια ασταθή συµπεριφορά που εµφανίζεται τόσο στο γράφηµα ακρίβειας, όσο κυρίως στο
γράφηµα απώλειας δοκιµής 8.12. Αυτή η συµπεριφορά µπορεί να εξηγηθεί από το γεγονός
ότι ένας νευρώνας µε υψηλότερο κατώφλι πυροδότησης χρειάζεται περισσότερες αιχµές ως
εισόδους και οι αλλαγές ϐάρους δεν κατάφεραν να προσαρµοστούν σε αυτήν την αλλαγή. Η
χαµηλή χρονική δειγµατοληψία µπορεί να απέτρεψε αυτή η ανάγκη να υλοποιηθεί και έτσι
το δίκτυο λειτουργεί κατ΄ αυτό τον τρόπο.

Συµπερασµατικά, η προεπεξεργασία των δεδοµένων ϕαίνεται να παίζει καθοριστικό ϱόλο
στην απόδοση του δικτύου µε το πιο σηµαντικό να είναι η χρονική δειγµατοληψία. Για το
συγκεκριµένο σύνολο δεδοµένων, η τιµή 100000 ϕαίνεται να έχει την καλύτερη απόδοση.
Η χωρική µείωση µε 0.25 δείχνει καλύτερα αποτελέσµατα συγκριτικά µε µεγαλύτερες τι-
µές, παρόλο που ένας σωστός συνδυασµός χωρικής δειγµατοληψίας και ϱυθµού µάθησης
ϕαίνεται να αντιµετωπίζει τα προβλήµατα σταθερότητας και να αποδίδει καλά. Αυτό το πείρα-
µα δείχνει ότι η απόρριψη τυχαίων συµβάντων δεν επηρεάζει ιδιαίτερα την τελική (µέγιστη)
ακρίβεια, αλλά µπορεί και να την αυξήσει, όµως αυξάνει τον αριθµό των απαραίτητων ε-
ποχών για να αγγίξει το δίκτυο τη µέγιστη ακρίβεια. Τέλος, µέσω αυτού του πειράµατος,
αποδεικνύεται ότι οι χρονικές σταθερές του νευρώνα πρέπει να ϐαθµονοµηθούν στη χρονική
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(αʹ) Ακρίβεια (ϐʹ) Απώλεια δοκιµής

Σχήµα 8.12: Αποτελέσµατα αύξησης κατωφλίου πυροδότησης σε σύγκριση µε το δίκτυο της
εικ. 8.3

διαµόρφωση του συνόλου δεδοµένων εισόδου. Εάν τα γεγονότα είναι πολύ µακριά µεταξύ
τους στο χρόνο, είναι επιθυµητή για τον νευρώνα µια συµπεριφορά που προσοµοιάζει νευ-
ϱώνες Integrate and Fire. ∆ιαφορετικά, απαιτείται νευρώνας ταχύτερης πτώσης τάσης και
ανθεκτικής περιόδου. Το κατώφλι τάσης ϑα πρέπει επίσης να προσαρµοστεί στη χρονική
πυκνότητα των συµβάντων στο σύνολο δεδοµένων, καθώς µπορεί να επηρεάσει την ευκο-
λία παραγωγής της αιχµής στο κρυφό επίπεδο που ϑα πρέπει είτε να αυξηθεί σε σύνολα
δεδοµένων αραιών γεγονότων είτε να µειωθεί σε πυκνά.

8.4 Εκπαίδευση µε τον αλγόριθµο Decolle

Ο αλγόριθµος DECOLLE [157] επιτρέπει διαδικτυακή εκπαίδευση εστιάζοντας σε τοπικές
απώλειες που µπορούν να υπολογιστούν χωρίς την ανάγκη του δικτύου να υπολογίσει το
σφάλµα της εξόδου του και να το διαδώσει πίσω στα υπόλοιπα επίπεδα. Από την άποψη της
µηχανικής, είναι ενδιαφέρουσα η παρατήρηση των αποτελεσµάτων ενός τέτοιου σχήµατος
καθώς η διαδικτυακή του ικανότητα µάθησης υπόσχεται υψηλές ταχύτητες. Η µέτριση της
ακρίβειας σε τόσο δύσκολες εργασίες ϑα αναδείξει τις δυνατότητες αυτού του προγράµµατος
µάθησης.

8.4.1 Αρχικοποίηση

∆εδοµένου ότι το Decolle έχει ήδη δοκιµαστεί στο ίδιο σύνολο δεδοµένων από τους συγ-
γραφείς του αλγορίθµου, επικεντρωθήκαµε στη δοκιµή διαφορετικών παραλλαγών του δι-
κτύου, ώστε να επωφεληθούµε πλήρως από τις δυνατότητες της µεθόδου εκµάθησης και να
ϐρούµε τις κατάλληλες παραµέτρους δικτύου, ανακαλύπτοντας κατά την διάρκεια µοτίβα
σχετικά µε την απόδοση του δικτύου σε συγκεκριµένες υπερπαραµέτρους. Οι συγγραφείς
είχαν ήδη εφαρµόσει την προεπεξεργασία των δεδοµένων και τα τροποποίησαν µε τη µορφή
που είναι κατάλληλη για µέγιστη απόδοση µέσω του συγκεκριµένου σχήµατος εκπαίδευ-
σης. Σε αυτήν την περίπτωση, δεν χρησιµοποιήσαµε τη ϐιβλιοθήκη Tonic για τη ϕόρτωση
των δεδοµένων, καθώς ο απαιτούµενος κώδικας υπήρχε ήδη. Επιπλέον, οι µετασχηµατι-
σµοί που ισχύουν για τις άλλες µεθόδους εκπαίδευσης, για να επιταχυνθεί ο χρόνος της
συνολικής διαδικασίας, δεν χρειάζονταν σε αυτή την περίπτωση, καθώς αυτό το σύνολο δεδο-
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µένων, προεπεξεργασµένο ειδικά για αυτό το έργο, επιτρέπει η εκπαίδευση να είναι αρκετά
γρήγορη. Επιπλέον, ϑα πρέπει να παρατηρήσουµε ότι τα δεδοµένα, παρόλο που δεν µε-
τασχηµατίστηκαν από εµάς, είχαν ήδη χωρική υποδειγµατοληψία από την εφαρµοζόµενη
διαδικασία προεπεξεργασίας. Η χωρική διάσταση διαιρέθηκε δια του 4 σε κάθε άξονα µε
αποτέλεσµα µια εικόνα εισόδου 32x32.

8.4.2 Παραλλαγές ∆ικτύου

Σε αυτό το πείραµα, εστιάσαµε στην εύρεση των ιδανικών υπερπαραµέτρων του δικτύου.
Ο ϐελτιστοποιητής που χρησιµοποιείται είναι ο ϐελτιστοποιητής Adamax ο οποίος έχει µελε-
τηθεί καλά και έτσι δεν ϑα επικεντρωθούµε στη ϐελτιστοποίηση του Adamax. Ως αποτέλεσµα,
εκπαιδεύσαµε 14 διαφορετικά δίκτυα για 200 εποχές στις ακόλουθες παραµέτρους :

• Αριθµός και τύπος στρώµατος : Χρησιµοποιούµε συνδυασµούς επιπέδων αναγνωριστών
(perceptron layers) και συνελικτικών επιπέδων (convolutional layers) για να επιτύχου-
µε ϐαθιά µάθηση

• Μέγεθος πυρήνα για τα συνελικτικά επίπεδα

• Οι σταθερές των νευρώνων όπως η ανθεκτική περίοδος του νευρώνα

• Μέγεθος κοµµατιού εκπαίδευσης : Το µέγεθος των δεδοµένων εκπαίδευσης όντας πολύ
µεγάλο από άποψη τόσο της µνήµης GPU όσο και του χρόνου εκπαίδευσης, ορίστη-
κε χειροκίνητα σε µια σταθερή τιµή και κάθε αντικείµενο δεδοµένων χωρίστηκε σε
κοµµάτια του καθορισµένου µεγέθους.

• Συντελεστής πτώσης ϱυθµού µάθησης: καθορίζει τη µείωση του ποσοστού µάθησης
καθώς συνεχίζεται η εκπαίδευση

• ΄Οροι κανονικοποίησης : Αυτή η παράµετρος ελέγχει τη συχνότητα αιχµής των νευ-
ϱώνων, διατηρώντας την (ανάλογα µε την τιµή της) σε λογικές τιµές - χωρίς να αφήνει
τους νευρώνες να σιωπούν ή να πυροδοτούνται συνεχώς. Οι τιµές κανονικοποίησης
ενδέχεται να διαφέρουν σε κάθε επίπεδο του δικτύου.

Η επιλογή των παραπάνω υπερπαραµέτρων έγινε αφού πιστεύαµε ότι παίζουν καθο-
ϱιστικό ϱόλο στην απόδοση του δικτύου. Οι δηµιουργοί του κανόνα µάθησης παρέχουν
αποτελέσµατα µόνο από ένα δίκτυο - χωρίς να αναφέρονται σε δοκιµές που γίνονται σε άλ-
λες αρχιτεκτονικές δικτύου. Το δίκτυό τους αποτελείται από τρία συνελικτικά επίπεδα µε
µέγεθος πυρήνα 5. Θέλοντας να διερευνήσουµε τις δυνατότητες, επικεντρωθήκαµε σε ϐαθιά
νευρωνικά δίκτυα µε συνδυασµούς αναγνωστών και συνελικτικών επιπέδων. Αποφασίσαµε
να αναπτύξουµε 4 διαφορετικές αρχιτεκτονικές δικτύων που µπορεί να παρουσιάσουν εν-
διαφέροντα αποτελέσµατα. Στον παρακάτω πίνακα 8.1, παρουσιάζουµε την αρχιτεκτονική
αυτών των δικτύων. Θα πρέπει να παρατηρήσουµε ότι τα συνελικτικά στρώµατα ήταν πάντα
πρώτα στο δίκτυο, πριν από τα επίπεδα αναγνωστών στο πείραµά µας.

Με τις προτεινόµενες υπερπαραµέτρους να τροποποιούνται για τον έλεγχο της απόδοσης
του δικτύου, ο συνολικός αριθµός δικτύων που ϑα πρέπει να δοκιµαστούν είναι εκθετικός.
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Network ID Conv. layers MLP layers
1 64-128-128 -
2 128-512-256 128
3 128-512-256 128-128
4 - 512-256-128-128

Πίνακας 8.1: Αναπτυγµένη αρχιτεκτονική δικτύων. Η σειρά που ακολουθούν τα επίπεδα
ξεκινάει από αριστερά προς τα δεξιά.

Για να µειώσουµε τον υπολογιστικό χρόνο αυτής της εργασίας και να συγκεντρώσουµε ακόµα
τις πληροφορίες που ϑα µας οδηγήσουν σε χρήσιµα συµπεράσµατα, χρησιµοποιούµε Ϲεύγη
δικτύων που διαφέρουν σε ένα στοιχείο - παράµετρο. Με αυτόν τον τρόπο, µπορούµε να
αξιολογήσουµε την επίδραση που ϑα έχει αυτή η αλλαγή στη συγκεκριµένη εγκατάσταση
και πιθανώς γενικά σε ολόκληρο το σύνολο των δικτύων. Αν και συνειδητοποιούµε ότι αυτή
η µέθοδος δεν ϑα µας δώσει σίγουρα αποτελέσµατα, καταφέρνουµε να µειώσουµε το σύνολο
των δικτύων που ϑα δοκιµαστούν σε µόλις 14. Επιπλέον, οι πληροφορίες που αποκτώνται
από τις διαφορές στα Ϲεύγη δικτύων ϑα δείξουν προς τη σωστή κατεύθυνση για την ολική
ιδανική επιλογή υπερπαραµέτρων στον χώρο αναζήτησης.

Ως αφετηρία, χρησιµοποιήσαµε τις τιµές των παραµέτρων που πρότειναν οι συντάκτες
του DECOLLE. Με ϐάση αυτές τις τιµές - µέγεθος πυρήνα = 7, alpha = 0.97, alpharp =
0.65, µέγεθος κοµµατιού = 500, παράγοντας πτώσης = 5, κανονικοποίηση = 0 - και τις αρ-
χιτεκτονικές των δικτύων που αναπτύχθηκαν, δηµιουργούµε τα ακόλουθα Ϲεύγη µε µικρές
διαφορές για να λάβουµε πληροφορίες σχετικά µε τις αλλαγές στις στοχευµένες τιµές. ∆οκι-
µάσαµε το πρώτο δίκτυο µε µέγεθος κοµµατιού 500 και 1500 για να δούµε τη διαφορά στην
απόδοση που προκαλεί το χρονικό κοµµάτι εισόδου, αφού οι συγγραφείς είχαν ήδη εργα-
στεί µε την ίδια αρχιτεκτονική, πιθανώς πειράζοντας τις υπερπαραµέτρους του. Το δεύτερο
δίκτυο επικεντρώθηκε στην επίδραση της κανονικοποίησης. Μια παραλλαγή εκτελέστηκε µε
τις προτεινόµενες υπερπαραµέτρους, ενώ σε µια άλλη ορίσαµε την κανονικοποίηση ως 0,1
για κάθε ένα από τα επίπεδα. Σε άλλες δύο εκδόσεις, µειώσαµε την τιµή του deltat (δέλτα),
της µεταβλητής που καθορίζει τη διαφορά χρόνου σε δύο διαδοχικά χρονικά ϐήµατα, από
1000 σε 500. Η µία από αυτές τις δύο εκδόσεις δοκιµάστηκε µε κανονικοποίηση 0 και η
άλλη είχε ϕθίνουσα µορφή [0,2, 0,15, 0,1, 0,05, 0] για κάθε στρώµα, µε την ιδέα να ελέγχο-
νται οι αιχµές εισόδου έτσι ώστε να αποτρέπεται η συνεχής πυροδότηση και σαν αποτέλεσµα
η παραµόρφωση ή και απώλεια πληροφορίας. Τέσσερις παραλλαγές του τρίτου δικτύου
(ID = 3) εφαρµόστηκαν επίσης. Το πρώτο ήταν η αρχιτεκτονική που παρουσιάστηκε µε τις
προτεινόµενες παραµέτρους. Το δεύτερο είχε διαφορετικές υπερπαραµέτρους νευρώνων. Η
πτώση δυναµικού της µεµβράνης των νευρώνων ορίστηκε σε 0,99 αντί 0,97 και η ανθεκτική
περίοδος µεταβλήθηκε από 0,65 σε 0,55 για να διατηρηθούν οι νευρώνες πιο ενεργοί ώστε
να αντιπαραβάλλουν την αραιότητα των δεδοµένων. Οι άλλες δύο εκδόσεις δοκιµάστηκαν µε
πυρήνα µεγέθους 3 για τα συνελικτικά στρώµατα και ο συντελεστής πτώσης ορίστηκε 5 και
10 αντίστοιχα σε κάθε δίκτυο. Αυτή η µεταβλητή διαιρεί το ϱυθµό εκµάθησης µετά από έναν
καθορισµένο από τον χρήστη αριθµό εποχών, εδώ 30. Η τέταρτη αρχιτεκτονική δοκιµάστηκε
µε τις παραµέτρους που ορίστηκαν από τους συντάκτες του κανόνα και συγκρίθηκε µε ένα
αντίγραφο που χρησιµοποιεί το ϐελτιστοποιητή Adam. Επιπλέον, εφαρµόστηκαν 2 ακόµη
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εκδόσεις της ίδιας αρχιτεκτονικής, όπου και οι δύο έχουν µια αυξανόµενη κανονικοποίηση
για τα στρώµατα µε την ιδέα να µην αφήσουν τα τελευταία στρώµατα να σωπάσουν και να
χάσουν πληροφορίες κατά την εκπαίδευση, µε τη διαφορά ότι µία από τις εκδόσεις είχε 0
κανονικοποίηση στο τελευταίο επίπεδο για να µην επηρεαστεί το τελικό επίπεδο εξόδου µε
αιχµές που δεν παράγονται από το δίκτυο. Οι τιµές κανονικοποίησης για τα επίπεδα κάθε
δικτύου είναι τα ακόλουθα: [0, 0.04, 0.08, 0.12, 0.16] και [0, 0.05, 0.1, 0.15, 0].

8.4.3 Αποτελέσµατα

Αναλύοντας τα αποτελέσµατα των δοκιµών, παρατηρούµε ότι τα δίκτυα που εκπαιδε-
ύονται µε το Decolle έχουν υψηλή ακρίβεια από τις πρώτες εποχές. Σε σύγκριση µε τις
υπόλοιπες µεθόδους µάθησης που δοκιµάστηκαν σε αυτήν τη διατριβή, αυτή η διαφορά α-
πόδοσης µπορεί να οφείλεται στο γεγονός ότι ο κώδικας του προγράµµατος µάθησης Decolle
κατασκευάστηκε µε τέτοιο τρόπο ώστε να χειρίζεται µόνο τέτοια σύνολα δεδοµένων. Οι συγ-
γραφείς, όπως αναφέρθηκε προηγουµένως, χειρίζονται το σύνολο δεδοµένων µε τέτοιο τρόπο
ώστε αυτό να τροφοδοτείται στο αναπτυγµένο σχήµα υλοποίησης του δικτύου τους µε τρόπο
τέτοιο, χάνοντας την καθολικότητα, αλλά στοχεύοντας σε καλύτερη απόδοση όπως αυτή που
ϐλέπουµε από αυτό το πείραµα.

Γενικά, από τις τέσσερις οικογένειες των ανεπτυγµένων δικτύων (οι τέσσερις διαφορετικές
αρχιτεκτονικές), παρατηρούµε διαφορετικές συµπεριφορές. ∆ίκτυα που αποτελούνται από
τρία συνελικτικά στρώµατα εικ. 8.13, εικ. 8.14, τα πρώτα στρώµατα ϕαίνεται να δυσκολεύο-
νται να µάθουν τους τοπικούς κανόνες µάθησης. Το πρώτο στρώµα τείνει να παραµείνει σε
ακρίβεια περίπου 25 τοις εκατό σε όλη τη διαδικασία εκµάθησης, ενώ τα υπόλοιπα στρώµα-
τα αυξάνουν αναλογικά την ακρίβειά τους. Στις τελευταίες εποχές, ϕαίνεται ότι το επίπεδο
εξόδου αποδίδει µε την ίδια ακρίβεια µε το τελευταίο συνελικτικό στρώµα. Ωστόσο, σε α-
ντίθεση µε τις υπόλοιπες οικογένειες, το επίπεδο εξόδου για τις πρώτες εποχές ϐαθµολογείται
χαµηλότερα από το τρίτο επίπεδο και ϕαίνεται ότι χρειάζεται µερικές εποχές για να ϕτάσει
σε παρόµοιο επίπεδο. Μια πιθανή εξήγηση ϑα µπορούσε να είναι ότι τα συνελικτικά επίπεδα
επικεντρώνονται στην εξαγωγή χαρακτηριστικών παρά στον τοπικό κανόνα εκµάθησης (και
για αυτόν τον λόγο, ϐαθµολογούνται χαµηλότερα) και το επίπεδο εξόδου, καθώς αποτελεί
το µόνο στρώµα αναγνωστών χρειάζεται λίγο χρόνο για να µάθει τα χαρακτηριστικά από το
τρίτο συνελικτικό επίπεδο, και έτσι εκπαιδεύεται πιο αργά.

∆ίκτυα µε 3 συνελικτικά επίπεδα και 1 επίπεδο αναγνωστών παρουσιάζουν την καλύτερη
συµπεριφορά (εικ. 8.15, εικ. 8.16) Με εξαίρεση το πρώτο επίπεδο, τα υπόλοιπα ϕαίνεται να
ϕτάνουν σε ακρίβειες περίπου στο 90 τοις εκατό. Ωστόσο, το πρώτο στρώµα σε σύγκριση µε
την πρώτη οικογένεια ϕαίνεται να µαθαίνει από τους τοπικούς κανόνες ϕθάνοντας σε ακρίβεια
πάνω από 50 τοις εκατό. Το στρώµα 2 ϕαίνεται ότι χρειάζεται κάποιες εποχές για να ϕτάσει
τα επόµενα, αλλά τελικά ϕτάνει στους δείκτες ακρίβειας των τελευταίων επιπέδων. Μια άλλη
σηµαντική παρατήρηση είναι η σταθερότητα που παρουσιάζει το δίκτυο µέσα στις εποχές,
δηλαδή οι διαφορές στην ακρίβεια µεταξύ των διαδοχικών εποχών παραµένουν χαµηλές.

΄Οταν προσθέσαµε ένα άλλο επίπεδο αναγνωστών στο δίκτυο (τρία συνελικτικά επίπεδα
και 2 επίπεδα αναγνωστών), το δίκτυο δεν ϐελτιώθηκε (εικ. 8.17, εικ. 8.18). Παρατηρούµε
αυξηµένη αστάθεια σε όλα τα επίπεδα σε σύγκριση µε την τελευταία ϱύθµιση. Επιπλέον, η
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Σχήµα 8.13: ∆ίκτυο που αποτελείται
από τρία συνελικτικά επίπεδα

Σχήµα 8.14: ∆ίκτυο που αποτελείται
από τρία συνελικτικά επίπεδα, µε αυ-
ξηµένο µέγεθος κοµµατιού εισόδου

Σχήµα 8.15: ∆ίκτυο που αποτελε-
ίται από τρία συνελικτικά επίπεδα και
ένα επίπεδο αναγνωστών µε παράµε-
τρο δέλτα ϱυθµισµένη στο 1000

Σχήµα 8.16: ∆ίκτυο που αποτελε-
ίται από τρία συνελικτικά επίπεδα και
ένα επίπεδο αναγνωστών µε παράµε-
τρο δέλτα ϱυθµισµένο στο 500

∆ιπλωµατική Εργασία 113



Κεφάλαιο 8. Υπολογιστικά Πειράµατα

Σχήµα 8.17: ∆ίκτυο που αποτελε-
ίται από τρία συνελικτικά επίπεδα και
δύο επίπεδα αναγνωστών µε παράµε-
τρο δέλτα ϱυθµισµένο στο 1000

Σχήµα 8.18: ∆ίκτυο που αποτελε-
ίται από τρία συνελικτικά επίπεδα και
δύο επίπεδα αναγνωστών µε παράµε-
τρο δέλτα ϱυθµισµένο στο 200

προσθήκη του στρώµατος αναγωστών ϕαίνεται να µειώνει την απόδοση του δεύτερου στρώµα-
τος. Γενικά, µπορούµε να συµπεράνουµε ότι µόνο τα τρία τελευταία στρώµατα του δικτύου
(έξοδος και τα 2 τελευταία κρυφά επίπεδα) µπορεί να έχουν µεγάλη ακρίβεια. ∆εδοµένου ότι
η ακρίβεια της εξόδου δεν αυξήθηκε και σε ορισµένες περιπτώσεις µειώθηκε, η προσθήκη
πάρα πολλών επιπέδων µπορεί να προκαλέσει προβλήµατα αστάθειας και απόδοσης.

Η τέταρτη αρχιτεκτονική που περιέχει µόνο 4 στρώµατα αναγνωστών παρουσίασε διαφο-
ϱετική συµπεριφορά σε σύγκριση µε τα υπόλοιπα (εικ. 8.19, εικ. 8.20). Αυτά τα δίκτυα
σηµείωσαν χαµηλότερη ϐαθµολογία από τα δίκτυα τόσο µε µόνο συνελικτικά επίπεδα όσο και
µε επίπεδα αναγνωστών, ϕθάνοντας σε ακρίβεια µικρότερη από 90 τοις εκατό. Επιπλέον, πα-
ϱουσιάζουν µια πιο ασταθή συµπεριφορά µε σηµαντικές διακυµάνσεις στην ακρίβεια µεταξύ
των εποχών. Ωστόσο, µια αξιοσηµείωτη παρατήρηση είναι η ακρίβεια του πρώτου στρώµα-
τος. Σε αντίθεση µε τις άλλες οικογένειες δικτύων, όπου το πρώτο επίπεδο δεν µπορούσε
να υπερβεί το 60 τοις εκατό σε ακρίβεια, εδώ παρατηρούµε την ακρίβεια του επιπέδου ένα
να ακολουθήσει στενά τα υπόλοιπα επίπεδα, ϕθάνοντας τιµές πάνω από 80 τοις εκατό (εικ.
8.19). Τέλος, µπορούµε να παρατηρήσουµε ότι όλα τα επίπεδα έχουν υψηλή ϐαθµολογία
ακόµη και από την πρώτη εποχή (τις περισσότερες ϕορές πάνω από 50 τοις εκατό για κάθε
στρώµα). Η αυξηµένη ακρίβεια του πρώτου στρώµατος αναγνωστών µπορεί να οφείλεται στην
εστίαση στον κανόνα τοπικής µάθησης σε σύγκριση µε την εξαγωγή χαρακτηριστικών που
εκτελούν τα συνελικτικά στρώµατα.

Η δοκιµή αύξησης του χρονικού µήκους της ακολουθίας εισόδου στο δίκτυο (µε την
ιδέα ότι το δίκτυο λαµβάνει ένα µεγαλύτερο κοµµάτι και µπορεί να µάθει καλύτερα µε
κάθε εκτέλεση της µάθησης) έδειξε ότι αυτός ο χειρισµός προκαλεί πτώση της απόδοσης
(εικ. 8.13, εικ. 8.14). Αυτό υποδηλώνει την αδυναµία του συστήµατος εκµάθησης να
αντιµετωπίσει µεγάλες χρονικές ακολουθίες όπως πρότειναν οι ίδιοι οι συγγραφείς. Αυτή η
αδυναµία µπορεί να είναι το αποτέλεσµα της έλλειψης ίχνους νευρώνων για την ενηµέρωση
των νεότερων νευρώνων για γεγονότα στο πιο µακρινό παρελθόν.

Ο χειρισµός του ϱυθµού µάθησης και του ποσοστού πτώσης του ϕαίνεται να έχει µεγάλο
αντίκτυπο στην απόδοση του δικτύου. Συγκρίνοντας δύο πανοµοιότυπα δίκτυα (εικ. 8.19,
εικ. 8.21) µε διαφορετικούς ϱυθµούς εκµάθησης - 10 -9 για το αριστερό και 10-8 για το
δεξί - παρατηρούµε ότι η αύξηση του ποσοστού µάθησης οδήγησε το δίκτυο στο να γίνει
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Σχήµα 8.19: ∆ίκτυο που αποτελείται
από 4 επίπεδα αναγνωστών

Σχήµα 8.20: ∆ίκτυο που αποτελείται
από 4 επίπεδα αναγνωστών µε εφαρ-
µογή κανονικοποίησης πυροδότησης

Σχήµα 8.21: Αυξηµένος ϱυθµός
µάθησης σε σύκγριση µε την εικ. 8.19

Σχήµα 8.22: Πτώση στην τιµή του
(LRDF) του δικτύου της εικ. 8.18

ασταθές και να ϕτάσει συνολικά σε χαµηλότερη ακρίβεια. Αυτό µπορεί να εξηγηθεί λόγω
των µεγάλων αλµάτων στον χώρο αναζήτησης µε αποτέλεσµα την αδυναµία του δικτύου να
ϕτάσει στο τοπικό ή µέγιστο ελάχιστο. Η ίδια συµπεριφορά παρατηρείται όταν συγκρίνονται
2 δίκτυα µε διαφορετικούς παράγοντες πτώσης του ϱυθµού µάθησης (εικ. 8.18, εικ. 8.22).
Ο συντελεστής πτώσης του ϱυθµού µάθησης (LRDF) διαιρεί το ϱυθµό µάθησης µε την τιµή
της παραµέτρου κάθε 30 εποχές (το διάστηµα των 30 εποχών διατηρήθηκε το ίδιο για όλα
τα δίκτυα αφού ϕαίνεται λογικό αυτό το διάστηµα διαίρεσης για τον αριθµό των επιλεγµένων
εποχών). Το µειωµένο (LRDF) προκάλεσε το δίκτυο εικ. 8.22 για να πετύχει χαµηλότερη
ακρίβεια. Η αιτία αυτού ϑα µπορούσε να είναι ότι σε µεταγενέστερες εποχές που το δίκτυο
ϑα πρέπει να εκτελέσει µικρορυθµίσεις (µετά την εκµάθηση των γενικών χαρακτηριστικών),
ο ϱυθµός εκµάθησης είναι ακόµα υψηλός και το δίκτυο κάνει µεγάλα άλµατα στο χώρο
αναζήτησης, µε αποτέλεσµα την αδυναµία να ϕτάσει τοπικό ελάχιστο (αδυναµία εφαρµογής
µικρορυθµίσεων - fine tuning).

Η προσθήκη κανονικοποίησης στα δίκτυα ϕαίνεται να σταθεροποιεί γενικά τη µαθησιακή
διαδικασία (εικ. 8.19, εικ. 8.20). Η εφαρµογή της αυξανόµενης κανονικοποίησης σε ϐα-
ϑύτερα στρώµατα δεν έδειξε να παράγει διαφορετικά αποτελέσµατα όσον αφορά την ακρίβεια
σε σύγκριση µε τη ϕθίνουσα ή σταθερή (ίδια για όλα τα δίκτυα) κανονικοποίηση. Ωστόσο, οι
τιµές κανονικοποίησης δεν ξεπέρασαν ποτέ το 0,2 για το πείραµά µας και υψηλότερες τιµές
µπορεί να επηρεάσουν το δίκτυο µε απρόβλεπτους τρόπους.
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Σχήµα 8.23: Απόδοση δικτύου µε
σταθερή συµπεριφορά νευρώνων

Σχήµα 8.24: Αποτέλεσµα της αύξη-
σης της αιχµηρότητας των νευρώνων

Το πείραµα αποκάλυψε επίσης ότι η επιλογή της χρονικής σταθεράς της µεµβράνης
και η ανθεκτική περίοδος του νευρώνα επηρεάζει σηµαντικά την απόδοση του δικτύου και
µικρές αλλαγές έχουν ως αποτέλεσµα σηµαντικές διαφορές. Η χρονική σταθερά της µεµ-
ϐράνης ελέγχει τον ϱυθµό πτώσης του νευρώνα (πόσο γρήγορα απόφορτίζεται µεταξύ των
αιχµών εισόδου στον χρόνο) και η ανθεκτική περίοδος, τον χρόνο που χρειάζεται ο νευ-
ϱώνας για να είναι έτοιµος να χειριστεί τις εισόδους µετά την πυροδότηση αιχµή του. Οι
εικ. 8.23 και εικ. 8.24 δείχνουν το ίδιο δίκτυο όπου αυτό στην εικ. 8.23 έχει το Ϲεύγος
παραµέτρων 0,97 και 0,65 ενώ το αυτό της εικ. 8.24 έχει τις παραµέτρους ορισµένες σε
0.99 και 0.55, καθιστώντας τον νευρώνα «πιο αιχµηρό», συντοµεύοντας το χρονικό διάστηµα
και των δύο προαναφερθέντων ενεργειών. Ως αποτέλεσµα αυτής της αλλαγής, το δίκτυο α-
πέδωσε χειρότερα και έγινε πιο ασταθές. Επιπλέον, το επίπεδο εξόδου δεν έλαβε τόσο καλές
ϐαθµολογίες όσο τα µεσαία στρώµατα. Αυτό µπορεί να είναι το αποτέλεσµα των νευρώνων
που ξεχνούν ταχύτερα γεγονότα από παλαιότερες εποχές (λόγω της αλλαγής στη σταθερά της
µεµβράνης) προκαλώντας πτώση του ϱυθµού πυροδότησης και το δίκτυο δυσκολεύεται να
εξαγάγει πληροφορίες και να ϐρει µια σταθερή διαµόρφωση για τους πιο ασταθείς νευρώνες
(για τη δεδοµένη ϱύθµιση).

Η ανάλυση των αποτελεσµάτων των δικτύων µε διαφορετικές παραµέτρους δέλτα απο-
κάλυψε ότι η τιµή του επηρεάζει την απόδοση του δικτύου. Σύγκριση των δικτύων των εικ.
8.15, εικ. 8.16 και 8.17, 8.18 αποκαλύπτει ένα µοτίβο. Η µειωµένη τιµή του δέλτα προκα-
λεί αστάθεια στο δίκτυο και ϕαίνεται να µειώνει ελαφρώς την ακρίβειά του. Η παράµετρος
δέλτα ελέγχει τα χρονικά διαστήµατα στα οποία οι νευρώνες λαµβάνουν αιχµές και κατά µία
έννοια ελέγχει τη συχνότητα στην οποία λειτουργεί το δίκτυο. Ο καθορισµός χαµηλής τιµής
σηµαίνει ότι ϱίχνουµε τη συχνότητα και ως αποτέλεσµα, χάνουµε πληροφορίες. Ιδανικά, η
παράµετρος πρέπει να ϱυθµιστεί ϐάση της συχνότητας εισόδου, µια διαδικασία που γίνεται
αυτόµατα σε µια νευροµορφική πλατφόρµα.

Τέλος, οι δοκιµασµένες τιµές µεγέθους πυρήνα που εφαρµόστηκαν (3, 5 και 7) δεν
ϕαίνεται να έχουν κάποια αξιοσηµείωτη επίδραση στην απόδοση του δικτύου.

Συνολικά, µε ϐάση τα αποτελέσµατα του πειράµατος, καταλήγουµε στο συµπέρασµα ότι
τα καλύτερα αποτελέσµατα για τη συγκεκριµένη εργασία παράγονται από ένα δίκτυο αποτε-
λούµενο από τρία συνελικτικά επίπεδα και ένα επίπεδο αναγνωστών (perceptron). Η χρήση
µόνο συνελικτικών επιπέδων ή επιπέδων αναγνωστών επιτυγχάνει χειρότερες ϐαθµολογίες
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και το ίδιο κάνει και η προσθήκη επιπλέον στρωµάτων αναγνωστών στην προτεινόµενη αρ-
χιτεκτονική. Μια σταθερή απόδοση απαιτεί ένα αρκετά χαµηλό ποσοστό εκµάθησης και
έναν υψηλό συντελεστή πτώσης για να αποφευχθούν µεγάλα άλµατα και σκέδαση στο χώρο
αναζήτησης. Η προσθήκη κανονικοποίησης στα επίπεδα ϕαίνεται να ϐοηθά το δίκτυο να
σταθεροποιηθεί, ενώ η εσωτερική δοµή του νευρώνα χρειάζεται εκ νέου ϱύθµιση για κάθε
σύνολο δεδοµένων καθώς ϕαίνεται να παίζει σηµαντικό ϱόλο στην απόδοση του δικτύου. Μια
σηµαντική παρατήρηση που έγινε µέσω του πειράµατος ήταν η επίδραση που έχει το πα-
ϱάθυρο του χρόνου εισόδου στην απόδοση. Τα αποτελέσµατα κλίνουν προς την κατεύθυνση
της αδυναµίας του µαθησιακού σχήµατος να επεξεργαστεί µεγάλα χρονικά διαστήµατα από
τη ϕύση του.

8.5 Εκπαίδευση µε τον αλγόριθµο E-prop

Ο κανόνας εκµάθησης E-prop προσελκύει µεγάλο ενδιαφέρον από νευροεπιστηµονική
σκοπιά, καθώς ϕαίνεται να µιµείται τη συµπεριφορά του εγκεφάλου τόσο από τη δοµή του
δικτύου (RSNN), καθώς και από τα δοµικά στοιχεία που αποτελούν τον ίδιο τον κανόνα,
δηλαδή το ίχνος επιλεξιµότητας και το σήµα µάθησης. Ως αποτέλεσµα, η απόδοση αυτού
του σχεδίου µάθησης σε ένα τέτοιο σύνολο δεδοµένων παρουσιάζει µεγάλο ενδιαφέρον τόσο
από µηχανικής όσο και από νευροεπιστηµονικής πλευράς.

8.5.1 Αρχικοποίηση

Η προεπεξεργασία του συνόλου δεδοµένων, όπως οι απαιτούµενοι µετασχηµατισµοί, έγι-
νε χρησιµοποιώντας τη ϐιβλιοθήκη Tonic που αναφέρθηκε προηγουµένως. Οι µετασχηµα-
τισµοί που εφαρµόζονται στο σύνολο δεδοµένων είναι η υποδειγµατοληψία χωρικών συντε-
ταγµένων, από 128x128 σε 32x32 έτσι ώστε να συντοµευθεί το µέγεθος εισόδου. Επιπλέον,
δεδοµένου ότι τα γεγονότα συµβαίνουν µε σηµαντική χρονική διαφορά, πράγµα που σηµα-
ίνει ότι ένα µπλοκ 4x4 εικονοστοιχείων είναι απίθανο να πυροδοτείται ταυτόχρονα, αυτό η
υποδειγµατοληψία µπορεί να δικαιολογηθεί και η επίδρασή της στην µαθησιακή διαδικα-
σία να είναι αµελητέα. Ωστόσο, αυτή η αραιότητα των γεγονότων τόσο στη χωρική όσο και
στη χρονική διάσταση µας δίνει τη δυνατότητα να εφαρµώσουµε υποδειγµατοληψία και στη
χρονική διάσταση, η οποία ϑα συµπιέζει τα γεγονότα χωρίς καµία απώλεια πληροφοριών.
Η κλίµακα της δειγµατοληψίας στο χρόνο ορίζεται στο 0,001. Με αυτόν τον τρόπο, η δια-
δικασία εκµάθησης επιταχύνεται σηµαντικά (η διαδικασία εκµάθησης του e-prop είναι πιο
χρονοβόρα από το τυπικό BPTT όπως έχουν δηλώσει οι ίδιοι οι συγγραφείς [163]).

Το λογισµικό που χρησιµοποιείται για την εκπαίδευση είναι το Neko [165], µια ϐιβλιο-
ϑήκη γλώσσας python για κανόνες νευροµορφικής µάθησης, στην οποία έχει υλοποιηθεί
και η µέθοδος e-prop. Οι συγγραφείς έχουν υλοποιήσει την ανάπτυξη ενός δικτύου RNN µε
µια ποικιλία υποστρωµάτων (backends) όπως PyTorch και TensorFlow, κανόνες εκµάθησης
όπως οι BPTT και e-prop και µια ποικιλία µοντέλων νευρώνων για το δίκτυο, τα οποία είναι
το απλό επαναλαµβανόµενο κύτταρο, το επαναλαµβανόµενο LIF και το προσαρµοστικό LIF
(A-LIF) επαναλαµβανόµενο κύτταρο. Τα ακόλουθα πειράµατα χρησιµοποιούν το υπόστρωµα
PyTorch και τη µέθοδο e-prop, αφού το BPTT έχει ήδη δοκιµαστεί. Ωστόσο, ο αλγόριθµος
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δεν αναπτύχθηκε έτσι ώστε να χειρίζεται δεδοµένα από τη ϐιβλιοθήκη Tonic. Το πρόβληµα
ήταν στη µορφή δεδοµένων των αντικειµένων Tonic, τα οποία περιέχουν λίστες 4 στοιχείων,
καθένα από τα οποία αντιπροσωπεύει τη χρονική σήµανση, τον άξονα , τον άξονα και την πο-
λικότητα αντίστοιχα, ενώ η εκπαίδευση απαιτούσε την είσοδο να είναι ένας τένσορας 32x32
= 1024 τριαδικών τιµών ως είσοδοι για κάθε έναν από τους νευρώνες του επιπέδου εισόδου.
Η εφαρµογή του παραπάνω µετασχηµατισµού έγινε για κάθε παρτίδα εισόδου (batch) ξεχω-
ϱιστά χρησιµοποιώντας τη ϐιβλιοθήκη Numpy για ταχύτερη εκτέλεση. Ωστόσο, ϕαινόταν να
έχει υψηλό υπολογιστικό κόστος. Πρέπει να σηµειωθεί ότι µια τέτοια συµπεριφορά µπορεί
να αποφευχθεί µε τη χρήση δεδοµένων DVS σε πραγµατικό χρόνο ή τη σωστή/κατάλληλα
εφαρµοσµένη πλατφόρµα.

8.5.2 Παραλλαγές ∆ικτύου

΄Οπως και σε προηγούµενα πειράµατα, εδώ επικεντρωθήκαµε σε τρεις τύπους χειριστικών
κλάσεων. Πρώτον, ελήφθη υπόψη η προεπεξεργασία των δεδοµένων έτσι ώστε να επιτευχθεί
ένα ιδανικό µείγµα ταχύτητας και ακρίβειας, καθώς, όπως αναφέρθηκε προηγουµένως, το
Neko δεν έχει υλοποιηθεί για να χειρίζεται σύνολα δεδοµένων Tonic. Στη συνέχεια, η αρχι-
τεκτονική του δικτύου επιλέχθηκε σαν δοκιµαστική παράµετρος. Στο πείραµα αναπτύξαµε
επαναλαµβανόµενα Ν∆Α και δοκιµάσαµε διαφορετικά µεγέθη του δικτύου. Ο Neko εφαρ-
µόζει µια χρήσιµη παραµετροποίηση στον τύπο των νευρώνων και την κανονικοποίηση της
πυροδότησης αιχµών του δικτύου, την οποία χρησιµοποιήσαµε στο πείραµά µας. Παρόλο
που δεν προσφέρει τα εσωτερικά χαρακτηριστικά των νευρώνων όπως οι τιµές των σταθερών
µεµβράνης και σύναψης ως παράµετροι (εκτός από το κατώφλι τάσης), δοκιµάσαµε διαφορε-
τικές τιµές αυτών των παραµέτρων αλλάζοντας τον κώδικα των συναρτήσεων της ϐιβλιοθήκης.
Τέλος, το ίδιο το εκπαιδευτικό σχήµα δίνει τρεις τρόπους σύνδεσης των νευρώνων εξόδου µε
τους επαναλαµβανόµενους για τη µεταφορά του µαθησιακού σήµατος (κεφ. 4.3.6), το οποίο
έχει υλοποιήσει ο Neko και που χρησιµοποιήσαµε σε αυτό το πείραµα.

Ο τρόπος µε τον οποίο ο Neko υλοποιεί Ν∆Α και την µάθηση E-prop έχει ως αποτέλεσµα
την ανάγκη ολόκληρης της χρονικής διάρκειας της εισόδου να τροφοδοτηθεί στο δίκτυο.
Παρόλο που έχει καθιερωθεί στη ϑεωρία ότι η λειτουργία ενηµέρωσης του δικτύου και η εκ-
µάθηση µπορούν να γίνουν διαδικτυακά (χωρίς την ανάγκη για ολόκληρο το σήµα εισόδου
στον χρόνο), προκειµένου η ϐιβλιοθήκη να εκµεταλλευτεί τους τένσορες του PyTorch και
την επιτάχυνση της GPU, χρησιµοποιείται τένσορες που περιέχουν όλα τα χρονικά ϐήµατα
(ακόµη και αυτά που δεν έχουν αιχµές). Αυτό οδηγεί σε τεράστια ανάγκη για RAM (µερικά
TeraBytes στη µνήµη), καθώς το σύνολο δεδοµένων µπορεί να περιέχει εκατοντάδες χιλιάδες
συµβάντα ανά χειρονοµία, το καθένα πολλαπλασιασµένο µε 16384 για να αντιπροσωπεύει το
µέγεθος εισόδου. Για να ξεπεραστεί αυτό το πρόβληµα, µειώσαµε τη χρονική διάσταση κατά
1000, (αφού οι χαµηλότερες δοκιµασµένες τιµές είχαν ως αποτέλεσµα προβλήµατα κατανο-
µής µνήµης). ∆εν προχωρήσαµε σε χωρική µείωση ή σε περαιτέρω χρονική δειγµατοληψία,
καθώς το σύνολο δεδοµένων ήταν ήδη συµπιεσµένο σε όλο του το µέγεθος κατά συντελεστή
1000.

Το E-prop δεν απαιτεί ξεδίπλωση του δικτύου στον χρόνο, αλλά όπως αναφέρθηκε προη-
γουµένως, το Neko διατηρεί στη µνήµη προηγούµενα γεγονότα και καταστάσεις νευρώνων
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προκειµένου να ενηµερώνεται και να παράγει εξόδους. Αυτό αυξάνει την πολυπλοκότητα
χωρικής µνήµης του αλγορίθµου καθιστώντας τον, στην πράξη, ίδιο µε το BPTT. Ως απο-
τέλεσµα, το πιθανό µέγεθος του δικτύου περιορίστηκε για να µην ξεπεράσει τη χωρητικότητα
της µνήµης, ενώ σε κατάλληλα εφαρµοσµένο e-prop (όπως σε εφαρµογή σε νευροµορφική
πλατφόρµα) τέτοια προβλήµατα δεν ϑα εµφανιστούν. ∆οκιµάσαµε δίκτυα µε µεγέθη 64, 128,
256, 512 και 1024 νευρώνων πριν ξεπεράσουµε τη χωρητικότητα µνήµης, για 200 εποχές.
Ο τύπος των νευρώνων επιλέχθηκε να είναι LIF ή προσαρµοστικός LIF (A-LIF) για το δίκτυο,
ένας τύπος νευρώνα που οι προγραµµατιστές κωδικοποίησαν ϐασισµένοι στην εργασία [163].
Οι νευρώνες A-LIF έχουν µια υπερπαράµετρο, την προσαρµοστικότητα του νευρώνα, η οποία
ελέγχει το ϱυθµό που προσαρµόζεται ο νευρώνας - δηλαδή µαθαίνει να ϕτάνει στις κατάλ-
ληλες τιµές. Εφαρµόσαµε τρεις διαφορετικές τιµές 1.0, 2.0 και 4.0 για να µεταβούµε στη
ϐέλτιστη τιµή. ΄Οσον αφορά τις αποκρίσεις των νευρώνων, δοκιµάσαµε την αλλαγή των στα-
ϑερών χρόνου της µεµβράνης µεταξύ των τιµών 0,001, 0,02 και 0,2 και του ορίου τάσης
της µεµβράνης µεταξύ 0,5 και 1,0. Το όριο τάσης δεν δοκιµάστηκε περαιτέρω µε ϐάση την
ιδέα ότι µια αιχµή εισόδου της τιµής 1 ϑα προκαλέσει την πυροδότηση του νευρώνα µε ένα
κατώτατο όριο τάσης, ενώ τα ϐάρη του δικτύου ϑα προσαρµοστούν και ϑα καταλήξουν σε
αναλογικές τιµές για οποιαδήποτε διαφορά κατωφλίου τάσης µεµβράνης (δηλαδή τα ϐάρη
απλά ϑα διπλασιαστούν για ένα διπλάσιο κατώφλι τάσης και το δίκτυο ϑα έχει την ίδια συ-
µπεριφορά). ΄Εχοντας αυτό κατά νου, δοκιµάσαµε µε τις δύο προαναφερθείσες τιµές ώστε να
µειώσουµε το µέγεθος της εκπαίδευσης και να συλλέξουµε πληροφορίες σχετικά µε το αν η
εικασία µας ισχύει ή όχι.

Στα πρώτα πειράµατα που κάναµε, παρατηρήσαµε ότι το δίκτυο τείνει να σταθεροποιηθεί
σε µια συχνότητα πυροδότησης περίπου 100 αιχµών ανά δευτερόλεπτο για κάθε νευρώνα.
΄Εχοντας αυτό υπόψη, δοκιµάσαµε την επίδραση της παραµέτρου κανονικοποίησης στην
απόδοση του δικτύου, ορίζοντάς την στις τιµές 80 και 150 µε συντελεστές 0,00001 και
0,001 αντίστοιχα. Τέλος, εφαρµόσαµε κάθε υλοποιηµένη λειτουργία e-prop για τα ϐάρη του
σήµατος εκµάθησης όπως παρουσιάζεται στο κεφ. 6.6, τα οποία είναι τυχαία, συµµετρικά
και προσαρµοστικά.

Σχήµα 8.25: Παράµετροι προς ϐελτιστοποίηση και οι αντίστοιχες τιµές τους

ΟΠίνακας της εικ. 8.25 δείχνει τον συνολικό χώρο αναζήτησης του πειράµατός µας σχετι-
κά µε τον αλγόριθµο e-prop. Ωστόσο, η πρόσβαση σε ολόκληρο τον χώρο αναζήτησης απαιτεί
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τη δοκιµή 360 διαφορετικών δικτύων. ∆εδοµένου ότι µια τέτοια εργασία ϑα απαιτούσε ένα
τεράστιο χρονικό διάστηµα, αντιµετωπίζουµε το πρόβληµα χρησιµοποιώντας τη µέθοδο που
εφαρµόσαµε στο Decolle. ∆ηλαδή, συγκρίναµε Ϲεύγη δικτύων µε τροποποιηµένες πολλαπλές
µεταβλητές που δεν επηρεάζουν το ένα το άλλο για να συλλέξουµε πληροφορίες σε πολύ µι-
κρότερο χώρο αναζήτησης (δηλαδή τρία δίκτυα δοκιµάζουν τρεις διαφορετικές µεταβλητές
και κάθε Ϲεύγος παρουσιάζει πληροφορίες για κάθε µεταβλητή). Αν και, όπως αναφέρθηκε
προηγουµένως, αυτή η µέθοδος δεν εγγυάται την τέλεια αναζήτηση (αφού η µη Ϲευγαρωµένη
µεταβλητή µπορεί να επηρεάσει µε απρόβλεπτο τρόπο την απόδοση), µειώνει µαζικά το χώρο
αναζήτησης. Χρησιµοποιώντας αυτήν την ιδέα, αναπτύξαµε και δοκιµάσαµε 16 διαφορετικά
δίκτυα ϑεωρώντας ότι είναι µια ανεκτή ισορροπία µεταξύ της συλλογής πληροφοριών και των
δοκιµών.

8.5.3 Αποτελέσµατα

Εκτελώντας τις παραπάνω διαµορφώσεις του δικτύου στο προτεινόµενο σύνολο δεδο-
µένων, αποθηκεύουµε τις πληροφορίες της δοκιµής και της συνολικής απώλειας και την
ακρίβεια του δικτύου για κάθε µία από τις 200 εποχές, καθώς και την πραγµατική και προ-
ϐλεπόµενη έξοδο της τελευταίας δοκιµαστικής λειτουργίας, όπως κάναµε στα προηγούµενα
πειράµατα (BPTT και Decolle). Με αυτές τις πληροφορίες σχεδιάζουµε τα αντίστοιχα γρα-
ϕήµατα (συνολική απώλεια, απώλεια δοκιµής και ακρίβεια) και τους πίνακες σύγχυσης και
ακρίβειας ανά κλάση για την τελευταία εποχή. Με αυτήν την αναπαράσταση των συγκε-
ντρωµένων πληροφοριών αναλύουµε τα παραγόµενα αποτελέσµατα και συµπεραίνουµε την
επίδραση κάθε υπερπαραµέτρου στο δίκτυο και την αιτία αυτής.

Μια γρήγορη παρατήρηση που µπορεί να γίνει από την απόδοση των δικτύων είναι ο συ-
σχετισµός µεταξύ του αυξηµένου αριθµού νευρώνων και της αστάθειας της εκπαίδευσης. Οι
γραφικές παραστάσεις στο παρακάτω σχήµα παρουσιάζουν την ακρίβεια δύο πανοµοιότυπων
δικτύων µε τη διαφορά του µεγέθους του κρυφού επιπέδου. Στην εικ. 8.26 το δίκτυο έχει
64 νευρώνες και στην εικ. 8.27, 512. Το µοτίβο ακολουθεί µε δίκτυα που έχουν µεγαλύτερα
µεγέθη κρυφών επιπέδων να αποδίδουν χειρότερα και να είναι πιο ασταθή από τα µικρότε-
ϱα. Η χαοτική συµπεριφορά µπορεί να εξηγηθεί από την αδυναµία του δικτύου να αντλήσει
σηµαντικές πληροφορίες όταν πολλοί νευρώνες πρέπει να συνεργαστούν για τη δεδοµένη
ϱύθµιση και εργασία. Επιπλέον, το E-prop είναι κατασκευασµένο κατά τρόπο ώστε να µην
λαµβάνεται υπόψη η µελλοντική επίδραση µιας αιχµής στο δίκτυο για την ελαχιστοποίηση
των σφαλµάτων. ΄Ενα µεγαλύτερο δίκτυο παράγει περισσότερες αιχµές συνολικά (όπως είναι
εύκολα κατανοητό) και αυτές οι αιχµές, ενώ τελικά ϑα έχουν σηµαντικό ϱόλο στην έξοδο που
ϑα παράγει το δίκτυο, δεν λαµβάνονται υπόψη. Αυτό µπορεί να υποδικνύει ότι η προτει-
νόµενη µέθοδος µπορεί να µην λειτουργεί καλά µε µεγαλύτερα δίκτυα ή ακόµη και µεγάλα
χρονικά δεδοµένα.

Τα µοντέλα των εικ. 8.26 και εικ. 8.27 έχουν αναπτυχθεί µε προσαρµοζόµενους νευ-
ϱώνες ολοκλήρωσης και πυροδότησης (A-LIF). Η αλλαγή του τύπου νευρώνα του δικτύου
σε LIF παράγει αποτελέσµατα όπως αυτά στην εικόνα 8.28. Το δίκτυο της εικ. 8.28 χρη-
σιµοποιεί νευρώνες τύπου LIF και πρέπει να σηµειωθεί ότι έχει 512 νευρώνες στο κρυφό
στρώµα. Αυτό δείχνει ένα σηµαντικό αποτέλεσµα, δηλαδή, ότι οι νευρώνες τύπου LIF µπορεί
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Σχήµα 8.26: Ακρίβεια δικτύου µε 64
νευρώνες στο κρυφό επίπεδο

Σχήµα 8.27: Ακρίβεια δικτύου µε
512 νευρώνες στο κρυφό επίπεδο

να παρουσιάζουν σταθερά αποτελέσµατα παρά το µέγεθος του δικτύου. Αυτή η πρόσθετη
σταθερότητα κάνει το δίκτυο να έχει αυξηµένη ακρίβεια και λόγω του αυξηµένου αριθµού
νευρώνων του, να επιτυγχάνει υψηλή ακρίβεια από τις πρώτες κι όλας εποχές.

Σχήµα 8.28: ∆ίκτυο µε 512 νευρώνες LIF

Συγκρίνοντας την κακή απόδοση του δικτύου που ϕαίνεται στο σχήµα 8.26 µε ένα δίκτυο
512 νευρώνν στο κρυφό στρώµα και χαµηλότερη τιµή προσαρµογής για τον νευρώνα A-LIF (η
ακρίβειά του ϕαίνεται στο σχήµα 8.29) ϕαίνεται ότι το Ϲήτηµα της σταθερότητας προκαλείται
πιθανώς από την τιµή προσαρµογής των νευρώνων. Υψηλές τιµές µπορεί να προκαλέσουν
την υπερεκπαίδευση του αυξηµένου αριθµού νευρώνων κατά τη διαδικασία επίτευξης ενός
καθολικού ελάχιστου και να προκαλέσουν ταλάντωση του δικτύου. Ως αποτέλεσµα, µια
προτεινόµενη µέθοδος ϑα µπορούσε να είναι ότι ένα µεγαλύτερο κρυφό επίπεδο απαιτεί
µικρότερες τιµές προσαρµογής για το δίκτυο.

΄Οσον αφορά τα χαρακτηριστικά των νευρώνων, µέσω του πειράµατός µας, προέκυψε το
ακόλουθο µοτίβο για τον αλγόριθµο e-prop. Η µείωση των σταθερών µεµβράνης των νευ-
ϱώνων στα κρυµµένα στρώµατα και στα στρώµατα εξόδου µπορεί να ϕαίνεται ότι αυξάνει
ελαφρώς την απόδοση του δικτύου. Η αιτία αυτού του αποτελέσµατος ϑα µπορούσε να είναι
ότι, µε την εφαρµοζόµενη χρονική µείωση, τα γεγονότα που τροφοδοτούνται στο δίκτυο είναι
κοντά µεταξύ τους στην χρονική διάσταση. Αυτό ϑα µπορούσε να έχει ως αποτέλεσµα το
δυναµικό της µεµβράνης των νευρώνων να µην αποφορτίζεται αρκετά γρήγορα και οι χρο-
νικές πληροφορίες να µην συµβάλλουν τόσο πολύ. Η σταθερά της µεµβράνης ελέγχει τον
ϱυθµό πτώσης του δυναµικού της µεµβράνης του νευρώνα και η µείωση του προκαλεί τα-
χύτερο ϱυθµό αποφόρτισης (καθώς ο αρνητικός αντίστροφος της µεταβλητής χρησιµοποιείται
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Σχήµα 8.29: Αποτελέσµατα της µείωσης των τιµών προσαρµογής των νευρώνων A-LIF - σε
σύγκριση µε το σχήµα 8.26

ως εκθέτης). Αυτό ϑα µπορούσε να έχει ως αποτέλεσµα οι αιχµές να είναι πιο αραιές στη
χρονική διάσταση µέσα στο κρυφό στρώµα και στο δίκτυο να εξάγει καλύτερες πληροφορίες
µε αποτέλεσµα την απόδοση που παρουσιάζεται. Οµοίως, η αυξηµένη τιµή των σταθερών της
µεµβράνης, που σηµαίνει ότι ο νευρώνας ενεργεί περισσότερο σαν ένας Integrate-and-Fire
νευρώνας (µοντέλο νευρώνα IF) µπορεί να κατακλύσει το µοντέλο µε αιχµές µε αποτέλεσµα
την αδυναµία του µοντέλου να µάθει επίσης σηµαντικά πρότυπα. Ωστόσο, αυτές οι επηροές
ϕαίνεται να είναι µικρές και ακόµη και οι αλλαγές σε τάξεις µεγέθους (πολλαπλασιασµός ή
διαίρεση των παραµέτρων µε το 10) δεν παίζουν κάποιο αισθητά σηµαντικό ϱόλο στην απόδο-
ση του δικτύου. Το Σχ. 8.30 δείχνει τις τιµές ακρίβειας ενός τέτοιου δικτύου µε αυξηµένη
σταθερά µεµβράνης νευρώνα, παρουσιάζοντας µια µορφή αστάθειας, αν και το δίκτυο υλο-
ποιήθηκε µε νευρώνες A-LIF που αυτοί µπορεί να είναι η αιτία αυτής της συµπεριφοράς. Οι
εφαρµοζόµενες αλλαγές στο κατώφλι τάσης δεν ϕαίνεται να επηρεάζουν το δίκτυο σηµαντικά
ή παρατηρήσιµα, µέσω αυτού του πειράµατος, ϑετικά ή αρνητικά, και έτσι η προεπιλεγµένη
τιµή του 1,0 ϑα µπορούσε να είναι µια αποδεκτή επιλογή.

Σχήµα 8.30: Αποτελέσµατα µετά από αύξηση των σταθερών χρόνου των νευρώνων

Η επιλογή για τη λεγόµενη ¨λειτουργία e-prop¨ µεταξύ τυχαίου, συµµετρικού και προ-
σαρµοστικού (που αφορά τα ϐάρη για το σήµα εκµάθησης), παίζει σηµαντικό ϱόλο στην
απόδοση του δικτύου. Τα προσαρµοστικά ϐάρη ϕαίνεται να ακολουθούν το πρότυπο της
¨µάθησης µαζί µε το δίκτυο¨. Τα δίκτυα που υλοποιήθηκαν µε αυτήν τη λειτουργία είχαν
µια οµαλή αυξανόµενη καµπύλη όσον αφορά την ακρίβεια (εικ. 8.29). Φαίνεται επίσης ότι
χρειάζονται περισσότερες εποχές µέχρι να ϕτάσουν στη µέγιστη δυνατή ακρίβεια. Ο λόγος
για αυτήν τη συµπεριφορά ϑα µπορούσε να είναι το γεγονός ότι το ϐάρος προσαρµογής
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χρειάζεται αρκετές εποχές για να ϕτάσει στις ϐέλτιστες τιµές και να ϐοηθήσει το δίκτυο να
σταθεροποιηθεί. Η τυχαία λειτουργία ακολουθεί την ίδια συµπεριφορά (εικ. 8.31) µε τη δια-
ϕορά ότι χρειάζεται περισσότερες εποχές για να επιτευχθεί υψηλή ακρίβεια αφού τα ϐάρη των
µαθησιακών σηµάτων δεν αλλάζουν µε την πάροδο του χρόνου για να αυξήσουν την ταχύτητα
εκµάθησης. Τέλος, η συµµετρική ϕαίνεται να δείχνει την ταχύτερη ικανότητα εκµάθησης
αφού, ϐάση του γραφήµατος απώλειας δοκιµής στου σχήµατος 8.32, ένα ϐελτιστοποιηµένο
συµµετρικό δίκτυου ϱίχνει την απώλεια δοκιµής στο ελάχιστο από τις πρώτες εποχές σε
σύγκριση µε τη συνάρτηση απώλειας δοκιµής των προσαρµοστικών (8.33) ή τυχαίων (εικ.
8.34) δικτύων, αλλά η αύξηση της τιµής του που ϐλέπουµε να εµφανίζεται σε µετέπειτα ε-
ποχές µπορεί να οφείλεται σε υπερβολική προσαρµογή που η προσαρµοστική λειτουργία ϑα
µπορούσε δυνητικά να την έχει αποφύγει. Θα πρέπει να σηµειωθεί ότι η τυχαία λειτουργία
του σχήµατος (8.34) δείχνει επίσης µια µικρή αύξηση της απώλειας δοκιµής στις τελευταίες
εποχές που µπορεί να προκαλείται από τον ίδιο λόγο που αναφέρθηκε προηγουµένως, ενώ
η προσαρµοστική λειτουργία δεν ϕαίνεται να παρουσιάζει τέτοια συµπεριφορά.

Σχήµα 8.31: Ακρίβεια δικτύου που δηµιουργήθηκε µε ¨τυχαία λειτουργία e-prop¨

Συνοψίζοντας, οι πιο σηµαντικές πληροφορίες που αντλήσαµε από αυτό το πείραµα είναι
το γεγονός ότι για δίκτυα µεγάλου µεγέθους ο αλγόριθµος e-prop παρουσιάζει Ϲητήµατα
αστάθειας. Η αιτία αυτού ϑα µπορούσε να είναι το γεγονός ότι κατά τη διάρκεια της εκ-
µάθησης η µελλοντική επιρροή των αιχµών δεν λαµβάνεται υπόψη και τα µεγάλα δίκτυα,
που παράγουν αυξηµένο αριθµό αιχµών, επηρεάζονται σηµαντικά. Τα Ϲητήµατα αστάθειας
ϑα µπορούσαν να είναι πιο δραµατικά µε µια ακατάλληλη επιλογή της τιµής προσαρµογής
για τον νευρώνα ALIF, αλλά προσεκτικά επιλεγµένες τιµές µπορεί να ξεπεράσουν τέτοια προ-
ϐλήµατα, ενώ οι νευρώνες LIF δεν ϕαίνεται να παρουσιάζουν αυτά τα Ϲητήµατα σε τέτοιο. Η
επιλογή της λειτουργίας e-prop είναι πολύ σηµαντική και όπως ϕαίνεται το τυχαίο αποδίδει
χειρότερα από τα άλλα δύο. Η συµµετρική λειτουργία ϕτάνει σε υψηλή ακρίβεια νωρίς,
αλλά ϕαίνεται να υποφέρει από υπερβολική προσαρµογή, ενώ η προσαρµοστική λειτουργία,
ενώ χρειάζεται περισσότερες εποχές για να συγκλίνει στο µέγιστο, ϕαίνεται να ξεπερνά το
πρόβληµα της υπερεκπαίδευσης µέσω της προσαρµογής των ϐαρών. Τα χαρακτηριστικά των
εσωτερικών νευρώνων δεν ϕαίνεται να επηρεάζουν σηµαντικά την απόδοση του δικτύου.
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Σχήµα 8.32: Απώλεια δοκιµής της
συµµετρικής λειτουργίας e-prop

Σχήµα 8.33: Απώλεια δοκιµής της
προσαρµοστικής λειτουργίας e-prop

Σχήµα 8.34: Απώλεια δοκιµής της τυ-
χαίας λειτουργίας e-prop
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Κεφάλαιο 9

Σύνοψη

Φτάσαµε στο τελευταίο τµήµα της διπλωµατικής µας εργασίας. Αυτή η διατριβή είναι
το αποτέλεσµα µηνών έρευνας, συλλογής, επεξεργασίας και προσαρµογής πληροφοριών για
την προσέγγιση προβληµάτων µε τη χρήση νευρωνικών δικτύων και ώστε να µας δωθεί η
ικανότητα ταξινόµησης δεδοµένων που έχουν καταγραφεί από αισθητήρες δυναµικής όρα-
σης. Αρχικά, ήταν απαραίτητο να κατανοήσουµε τα ϑεµελιώδη στοιχεία του ανθρώπινου
εγκεφάλου: νευρώνες, συνάψεις και άλλα δοµικά στοιχεία που ενώνονται για να χτίσουν
µαζικές δοµές δικτύου που υποστηρίζουν γνωστικές διαδικασίες. Απαιτήθηκε επίσης να κα-
τανοήσουµε τις εξισώσεις που χαρακτηρίζουν τους νευρώνες (µοντέλα νευρώνων) και πώς η
δυνατότητα δηµιουργίας αιχµών τους επιτρέπει να στέλνουν πληροφορίες µέσω συνάψεων.

Η κατανόηση της ϐιολογίας στην οποία ϐασίζονται τα νευρωνικά δίκτυα αιχµών ήταν
εξαιρετικά επωφελής για την συνειδητοποίηση της τεράστιας πολυπλοκότητας του ανθρώπι-
νου εγκεφάλου, ότι τα νευρικά δίκτυα είναι απλώς µια απλοποίηση αυτού που έχει επιτύχει
η εξέλιξη και ότι έχουµε ακόµα πολύ δρόµο να διανύσουµε πριν επιτύχουµε τεχνητή νοη-
µοσύνη σε ανθρώπινο επίπεδο . Ωστόσο, η εµβάθυνση στην έρευνα του εγκεφάλου µπορεί
να οδηγήσει σε νέες προόδους στην έρευνα µηχανικής µάθησης µε την καλύτερη κατανόη-
ση των συστηµάτων του ανθρώπινου εγκεφάλου που ϐοηθούν στην οπτική επεξεργασία και
µάθηση. Οι νευρωνικές συνθέσεις και οι ταλαντώσεις των νευρώνων, σε συνδυασµό µε την έν-
νοια της πλαστικότητας, είναι δύο ϐασικές πτυχές του ανθρώπινου εγκεφάλου που ϐρήκαµε
ενδιαφέρουσες.

Οι νευρωνικές συνθέσεις ϐελτιώνουν την αποτελεσµατικότητα, τη δυναµική και την ευε-
λιξία επεξεργασίας πληροφοριών και δεν έχει ϐρεθεί καµία ερευνητική δηµοσίευση που να
χρησιµοποιεί νευρωνικές συνθέσεις για κάποιο πρόβληµα µηχανικής µάθησης. ΄Οπως απο-
δείχθηκε προηγουµένως, οι ταλαντώσεις µπορούν να χρησιµοποιηθούν για τον έλεγχο της
δραστηριότητας ενός δικτύου ή πολλαπλών δικτύων, τον συγχρονισµό (αισθητηριακή είσοδος
από δύο αυτιά στην κουκουβάγια) και τη σωστή δραστηριότητα των νευρώνων (σακκαδική
κίνηση των µατιών ώστε να δηµιουργείτε οπτική απεικόνιση του περιβάλλοντος του οργανι-
σµού). Σε ορισµένες δηµοσιεύσεις, οι ταλαντώσεις έχουν χρησιµοποιηθεί για την παραγωγή
εσωτερικής δραστηριότητας δικτύου για προβλήµατα όπως η χωρική πλοήγηση και η οµιλία
[187], καθώς και σε συνδυασµό µε το STDP [188] ως µια γενικότερη µέθοδο εκµάθησης.

Ως συγγραφείς αυτής της διατριβής, ελπίζουµε να εµπνεύσουµε άλλους ακαδηµαϊκούς
να εµβαθύνουν στην έρευνα του εγκεφάλου, προκειµένου να ϐρουν τρόπο να ενσωµατώσουν
τις συνθέσεις νευρώνων και τις ταλαντώσεις σε προβλήµατα µηχανικής µάθησης, οι οποίες
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ϑα µπορούσαν να οδηγήσουν σε καλύτερες επιδόσεις. Επιπλέον, ϑεωρήσαµε ότι ήταν σηµα-
ντικό να µάθουµε για τα υπάρχοντα νευροµορφικά υπολογιστικά συστήµατα καθώς και την
τρέχουσα πορεία της έρευνας σε νευροµορφικά συστήµατα που µπορούν να χρησιµοποιη-
ϑούν ως πλατφόρµες για τη µοντελοποίηση της δραστηριότητας ενός νευρωνικού δικτύου.
΄Ηταν επίσης σηµαντικό να κατανοήσουµε τις ϑεµελιώδεις αρχές λειτουργίας των αισθητήρων
δυναµικής όρασης προκειµένου να κάνουµε την κατάλληλη προεπεξεργασία στο dataset.
∆εδοµένου του περιορισµένου χρόνου, αποφασίσαµε να επικεντρωθούµε και να πειραµατι-
στούµε µε υπάρχοντες κανόνες µάθησης για την ταξινόµηση χειρονοµιών χρησιµοποιώντας
το σύνολο δεδοµένων DVS Gestures της IBM ώστε να µπορέσουµε να αναδείξουµε τις αδυ-
ναµίες της κάθε µεθόδου και να δούµε τα αποτελέσµατα τους αναλυτικά.
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