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Πεϱίληψη

Η ενισχυτική µάϑηση αϕοϱά έναν πράκτορα που αλληλεπιδρά µε το περιβάλλον, µα-
ϑαίνοντας µια ϐέλτιστη πολιτική, µέσω δοκιµής και λάϑους, για διαδοχικά προβλήµατα
λήψης αποϕάσεων, σε ένα ευϱύ ϕάσµα πεδίων όπως τις ϕυσικές επιστήµες, τις κοινωνικές
επιστήµες και τη µηχανική. Η ϐαθιά µάϑηση ή αλλιώς τα ϐαθιά νευρωνικά δίκτυα, έχουν
γνωρίσει µεγάλη άνθιση τα τελευταία χρόνια και έχουν επικρατήσει στην ενισχυτική µάϑηση.
Στόχος της παϱούσας διπλωµατικής εργασίας είναι η παϱουσίαση των ϐασικών εννοιών της
ενισχυτικής µάϑησης και η εφαρµογή αλγορίθµων ϐαθιάς ενισχυτικής µάϑησης για την
δηµιουϱγία πρακτόρων ικανών να τερµατίσουν τα επίπεδά στο ϐιντεοπαιχνίδι Sυper Mario
Bros. Οι πράκτορες µποϱούν να µάϑουν διάφορες πολιτικές ελέγχου από ακατέργαστα
δεδοµένα εικονοστοιχείων µε τη χϱήση ϐαθιάς ενισχυτικής µάϑησης. Στην εργασία εξετάζον-
ται και συγκρίνονται αλγόριθµοι Q-µάϑησης (Q-learning) DQN,DDQN και ϐελτιστοποίησης
πολιτικής ( Policy Optimization) PPO, A3C.

Λέξεις Κλειδιά

Τεχνητή Νοηµοσύνη, Ενισχυτική Μάϑηση, Βαθιά Ενισχυτική Μάϑηση, Νευρωνικά ∆ίκ-
τυα, DQN, DDQN, Policy Gradient, PPO, A3C, Video Games, Super Mario Bros
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Abstract

Reinforcement learning involves an agent interacting with the environment, learning
an optimal policy, through trial and error, for sequential decision problems, in a wide
range of fields such as natural sciences, social sciences and engineering. Deep learning,
or deep neural networks, have flourished in recent years and have become prevalent in
reinforcement learning. The aim of this thesis is to present the basic concepts of rein-
forcement learning and to apply deep reinforcement learning algorithms to create agents
capable of finishing levels in the video game Super Mario Bros. Agents can learn various
control policies from raw pixel data using deep reinforcement learning. The paper exam-
ines and compares Q-learning algorithms DQN,DDQN and policy optimization algorithms
( Policy Optimization) PPO, A3C.

Keywords

Artificial Intelligence, Reinforcement Learning, Deep Reinforcement Learning, Neural
Networks, DQN, DDQN, Policy Gradient, PPO, A3C, Video Games, Super Mario Bros.
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Κεϕάλαιο 1

Εισαγωγή

Η παϱούσα διπλωµατική εργασία πραγµατοποιήθηκε στα έτη 2021-2022, στο Εργαστήριο
Συστηµάτων Τεχνητής Νοηµοσύνης και Μάϑησης του ΕΜΠ. Το εργαστήριο έχει παρουσιά-
σει µεγάλη δϱαστηϱιότητα στην ανάπτυξη διαφόρων µοντέλων ϐαθιάς µάϑησης. Bayesian
µέϑοδοί και δίκτυα µε capsules έχουν αναπτυχθεί στα [1], [2], [3]. Τεχνικές για προσαρ-
µογή ϐαθιών νευρωνικών δικτύων σε διάφορα περιβάλλοντα έχουν παρουσιαστεί στα [4], [5].
Τεχνικές για resource allocation σε νευρωνικά δίκτυα ακολουθούν την εργασία [6].

1.1 Μηχανική µάϑηση

Η µηχανική µάϑηση είναι µια εφαρµογή της τεχνητής νοηµοσύνης (AI) που παϱέχει σε
υπολογιστικά συστήµατα την ικανότητα να µαθαίνουν αυτόµατα και να ϐελτιώνονται από την
εµπειρία χωϱίς να προγραµµατίζονται ϱητά. Η µηχανική µάϑηση επικεντρώνεται στην ανάπ-
τυξη προγραµµάτων που µποϱούν να έχουν πρόσβαση σε δεδοµένα και να τα χρησιµοποιούν
για να µαθαίνουν µόνα τους. Αντιγράφοντας τον τϱόπο µε τον οποίο µαθαίνει ο άνθρωπος,
ϐελτιώνουν σταδιακά την ακϱίϐειά τους. [7], [8]

Η διαδικασία της µάϑησης ξεκινά µε παρατηρήσεις ή δεδοµένα, όπως παραδείγµατα,
άµεση εµπειρία ή οδηγίες, προκειµένου να αναϹητηϑούν µοτίϐα στα δεδοµένα και να λη-
ϕθούν καλύτεϱες αποφάσεις στο µέλλον µε ϐάση τα παραδείγµατα που παϱέχουµε. Ο
πρωταρχικός στόχος είναι να επιτραπεί στους υπολογιστές να µαθαίνουν αυτόµατα χωϱίς
ανθρώπινη παρέµβαση ή ϐοήθεια και να προσαρµόζουν τις ενέϱγειες τους ανάλογα. Η
µηχανική µάϑηση επιτϱέπει την ανάλυση τεϱάστιων ποσοτήτων δεδοµένων, ενώ γενικά παϱέχει
ταχύτεϱα και ακϱιϐέστεϱα αποτελέσµατα από άλλες µεθόδους. Μποϱεί επίσης να απαιτεί
πρόσθετο χϱόνο και πόϱους για τη σωστή εκπαίδευσή της. [9],

1.2 Μέϑοδοι µηχανικής µάϑησης

Η κλασική µηχανική µάϑηση συχνά κατηγοριοποιείται µε ϐάση τον τϱόπο µε τον οποίο
ένας αλγόριθµος µαθαίνει να γίνεται πιο ακϱιϐής στις προβλέψεις του. Υπάρχουν τέσσεϱις
ϐασικές προσεγγίσεις: επιβλεπόµενη µάϑηση , µη επιβλεπόµενη µάϑηση, ηµι-επιϐλεπόµενη
µάϑηση και ενισχυτική µάϑησή. Ο τύπος αλγορίθµου που επιλέγεται εξαρτάται από τον τύπο
των δεδοµένων και το είδος του προβλήµατος που καλούµαστε να αντιµετωπίσουµε. Στην
παϱούσα εργασία ϑα επικεντρωθούµε στην ενισχυτική µάϑησή. [8]
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1.2.1 Ενισχυτική µάϑηση

Οι αλγόριθµοι ενισχυτικής µάϑησης αλληλεπιδρούν µε το περιβάλλον τους. Η ενισχυτική
µάϑηση λειτουργεί µε τον προγραµµατισµό ενός αλγορίθµου µε έναν διακριτό στόχο και ένα
καθορισµένο σύνολο κανόνων για την επίτευξη αυτού του στόχου. Να επιδιώκει δηλαδή
ο αλγόριθµος ϑετικές ανταµοιβές, τις οποίες λαµβάνει όταν εκτελεί µια ενέϱγεια που είναι
επωφελής ως πϱος τον τελικό στόχο, και να αποϕεύγει αρνητικές ανταµοιβές, τις οποίες
λαµβάνει όταν εκτελεί µια ενέϱγεια που τον αποµακρύνει από τον τελικό στόχο. Αυτή η
µέϑοδος επιτϱέπει στις µηχανές και στους πράκτορες να καθορίζουν αυτόµατα την ιδανική
συµπεριφορά σε ένα συγκεκριµένο πλαίσιο, προκειµένου να µεγιστοποιήσουν την απόδοσή
τους. Απαιτείται ανατροφοδότηση για να µάθει ο πράκτορας ποια ενέϱγεια είναι η καλύτεϱη.
Αυτό είναι γνωστό ως σήµα ενίσχυσης. [10]

Η ενισχυτική µάϑηση χϱησιµοποιείται συχνά σε τοµείς όπως:

• Ροµποτική: Τα ϱοµπότ µποϱούν να µάϑουν να εκτελούν εϱγασίες στον ϕυσικό κόσµο.

• Βιντεοπαιχνίδια: Η µάϑηση ενίσχυσης έχει χϱησιµοποιηϑεί για να µάϑουν ϱοµπότ να
παίϹουν διάϕοϱα ϐιντεοπαιχνίδια.

• ∆ιαχείϱιση πόϱων: ∆εδοµένων πεπεϱασµένων πόϱων και ενός καϑοϱισµένου στόχου,
η ενισχυτική µάϑηση µποϱεί να ϐοηϑήσει τις επιχειϱήσεις να σχεδιάσουν τον τϱόπο
κατανοµής των πόϱων.

1.3 Ιστοϱία της ενισχυτικής µάϑησης

Καταϐολές στη µάϑηση των Ϲώων

Η ενισχυτική µάϑηση πϱοέϱχεται από τη µάϑηση των Ϲώων στην πειϱαµατική ψυχολογία
και τη ϑεωϱία του ϐέλτιστου ελέγχου, ενώ παϱάλληλα αντλεί ιδέες από τη νευϱοεπιστήµη.

Ξεκινώντας από τη Ϲωική µάϑηση, ο Edward Thorndike περιέγραψε την ουσία της
µάϑησης δοκιµής-λάϑους µε τον "Νόµο του Αποτελέσµατος" [11] το 1911, ο οποίος, για
να τον παραφράσουµε, δηλώνει ότι ένα Ϲώο ϑα επιδιώξει την επανάληψη ενεργειών αν αυτές
ενισχύουν την ικανοποίηση και ϑα αποτραπεί από ενέϱγειες που πϱοκαλούν δυσφορία. Επι-
πλέον, όσο µεγαλύτεϱο είναι το επίπεδο της ευχαρίστησης ή του πόνου, τόσο µεγαλύτεϱη
είναι η επιδίωξη ή η αποτϱοπή από την ενέϱγεια. Ο Νόµος του Αποτελέσµατος περιγράφει
το αποτέλεσµα της ενίσχυσης της συµπεριφοράς από ϑετικά ερεθίσµατα και ϑεωρείται ευ-
ϱέως ως η ϐασική αϱχή καθορισµού των µελλοντικών περιγραφών της συµπεριφοράς. Ο
Νόµος του Αποτελέσµατος συνδυάζει την επιλεκτική και τη συνειρµική µάϑηση, όπου η
επιλεκτική περιλαµβάνει τη δοκιµή εναλλακτικών επιλογών και την επιλογή από αυτές µε
ϐάση τα αποτελέσµατα, ενώ η συνειρµική είναι όπου οι επιλογές ϐρίσκονται µε επιλογή και
συνδέονται µε συγκεκριµένες καταστάσεις. Ο όϱος ενίσχυση χρησιµοποιήθηκε επίσηµα στο
πλαίσιο της µάϑησης των Ϲώων το 1927 από τον Pavlov, ο οποίος περιέγραψε την ενίσχυση
ως την ενίσχυση ενός προτύπου συµπεριφοράς που οφείλεται στο ότι ένα Ϲώο λαµβάνει ένα
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εϱέϑισµα - έναν ενισχυτή - σε µια χϱονικά εξαρτώµενη σχέση µε ένα άλλο εϱέϑισµα ή µε µια
απόκριση.

Οι ανοϱγάνωτες µηχανές του Turing

Το 1948, ο ΄Αλαν Τούϱινγκ παϱουσίασε µια οραµατική επισκόπηση της προοπτικής
κατασκευής µηχανών ικανών για ευφυή συµπεριφορά σε µια έκθεση µε τίτλο "Intelligent Ma-
chinery" [12]. Ο Τιούϱινγκ ήταν ίσως ο πρώτος που πϱότεινε τη χϱήση τυχαία συνδεδεµένων
δικτύων κόµϐων που µοιάζουν µε νευϱώνες για την εκτέλεση υπολογισµών και πϱότεινε την
κατασκευή µεγάλων, εγκεφαλικών δικτύων τέτοιων νευϱώνων ικανών να εκπαιδευτούν όπως
ϑα δίδασκε κανείς ένα παιδί. Ο Τούϱινγκ ονόµασε τα δίκτυά του "µη οργανωµένες µηχανές".

Ο Τούϱινγκ περιέγραψε τϱεις τύπους µη οργανωµένων µηχανών. Οι ανοϱγάνωτες µηχανές
τύπου Α και Β αποτελούνται από τυχαία συνδεδεµένους νευϱώνες δύο καταστάσεων. Οι
ανοϱγάνωτες µηχανές τύπου P, οι οποίες δεν µοιάζουν µε νευϱώνες, έχουν "µόνο δύο παρεµ-
ϐαλλόµενες εισόδους, µία για ευχαρίστηση ή ανταµοιβή και µία για πόνο ή τιµωϱία". Ο
Τούϱινγκ µελέτησε τις µηχανές τύπου P για να προσπαθήσει να ανακαλύψει διαδικασίες
εκπαίδευσης ανάλογες µε αυτές που µαθαίνουν τα παιδιά. ∆ήλωσε ότι µε την εφαρµογή
"κατάλληλων συµπερασµάτων, που µιµούνται την εκπαίδευση", µια µηχανή τύπου Β µποϱεί
να εκπαιδευτεί ώστε "να κάνει οποιαδήποτε απαιτούµενη εργασία, δεδοµένου επαϱκούς χρό-
νου και υπό την προϋπόθεση ότι ο αριθµός των µονάδων είναι επαϱκής".

Η εκµάθηση µέσω δοκιµής και λάϑους οδήγησε στην παραγωγή πολλών ηλεκτροµηχανικών
µηχανών. Ο Thomas Ross, το 1933 κατασκεύασε µια µηχανή που µποϱούσε να ϐϱει το
δϱόµο της µέσα από έναν απλό λαϐύϱινϑο και να ϑυµάται τη διαδροµή µέσω της διαµόρφω-
σης των διακοπτών. Το 1952, ο Κλοντ Σάνον παϱουσίασε ένα ποντίκι που έτϱεχε σε λαϐύϱινϑο
και ονοµαζόταν Θησέας, το οποίο χρησιµοποιούσε τη µέϑοδο δοκιµής και σφάλµατος για
να πλοηγηθεί σε έναν λαϐύϱινϑο. Το 1954, ο Μάϱϐιν Μίνσκι συϹήτησε υπολογιστικές µεθό-
δους ενισχυτικής µάϑησης και περιέγραψε την κατασκευή µιας αναλογικής µηχανής που
αποτελούνταν από εξαρτήµατα τα οποία ονόµασε SNARCs (Stochastic Neural-Analog Re-
inforcement Calculators). Οι SNARCs προορίζονταν να µοιάζουν µε τις τϱοποποιήσιµες
συναπτικές συνδέσεις στον εγκέφαλο.

Η έρευνα στις υπολογιστικές διαδικασίες δοκιµής και σφάλµατος γενικεύτηκε τελικά στην
αναγνώριση προτύπων προτού απορροφηθεί στην επιβλεπόµενη µάϑηση, όπου οι πληρο-
ϕορίες σφάλµατος χρησιµοποιούνται για την ενηµέρωση των ϐαϱών των συνδέσεων των
νευϱώνων. Η έρευνα στην RL εξασθένησε κατά τη διάϱκεια της δεκαετίας του 1960 και
του 1970. Ωστόσο, το 1963, αν και σχετικά άγνωστος, ο John Andreae ανέπτυξε πρωτοπο-
ϱιακή έρευνα, συµπεριλαµβανοµένου του συστήµατος STELLA, το οποίο µαθαίνει µέσω της
αλληλεπίδρασης µε το περιβάλλον του, και µηχανές µε "εσωτεϱικό µονόλογο" και αϱγότεϱα
µηχανές που µποϱούν να µάϑουν από έναν δάσκαλο. [13]

Καταϐολές στον Βέλτιστο ΄Ελεγχο

Τη δεκαετία του 1950 ξεκίνησε η έρευνα για τον Βέλτιστο ΄Ελεγχο ως ένα επίσηµο πλαίσιο
για τον οϱισµό µεϑόδων ϐελτιστοποίησης για την εξαγωγή πολιτικών ελέγχου σε προβλήµατα
ελέγχου συνεχούς χρόνου, όπως έδειξαν οι Pontryagin και Neustadt το 1962. Ο Richard
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Bellman ανέπτυξε τον δυναµικό προγραµµατισµό ως µέϑοδο µαθηµατικής ϐελτιστοποίησης
και προγραµµατισµού σε υπολογιστή για την επίλυση προβληµάτων ελέγχου. Η διαδικασία
οϱίϹει µια συναρτησιακή εξίσωση χρησιµοποιώντας την κατάσταση του δυναµικού συστή-
µατος και επιστϱέϕει αυτό που αναφέρεται ως συνάϱτηση ϐέλτιστης τιµής. Η ϐέλτιστη
συνάϱτηση αναφέρεται συνήϑως ως εξίσωση Bellman. Ο Bellman εισήγαγε τη Μαρκοβιανή
∆ιαδικασία Αποϕάσεων (MDP), την οποία ορίζουµε ως µια διακριτή στοχαστική εκδοχή του
προβλήµατος ϐέλτιστου ελέγχου. Ο Ronald Howard, το 1960 επινόησε τη µέϑοδο επανάλ-
ηψης πολιτικής για τις MDPs. [14] ΄Ολα αυτά αποτελούν ϐασικά στοιχεία που στηρίζουν τη
ϑεωρία και τους αλγορίθµους της σύγχϱονης ενισχυτικής µάϑησης.

Αυτόµατα µάϑησης (Learning Automata)

Στις αρχές της δεκαετίας του 1960 ξεκίνησε η έρευνα στα αυτοµατοποιηµένα συστή-
µατα µάϑησης, η οποία ανάγεται στον Michael Lvovitch Tsetlin στη Σοβιετική ΄Ενωση. ΄Ενα
αυτόµατο µάϑησης είναι µια προσαρµοστική µονάδα λήψης αποϕάσεων που ϐρίσκεται σε
ένα τυχαίο περιβάλλον και µαθαίνει τη ϐέλτιστη δϱάση µέσω επαναλαµβανόµενων αλλη-
λεπιδράσεων µε το περιβάλλον της. Τα ϐήµατα επιλέγονται σύµφωνα µε µια συγκεκριµένη
κατανοµή πιθανοτήτων, µε ϐάση την απόκριση από το περιβάλλον. Τα αυτόµατα µάϑησης
ϑεωρούνται ως επαναλήπτες πολιτικής στην RL. Ο Tsetlin επινόησε το Αυτόµατο Tsetlin, το
οποίο ϑεωρείται ακόµη πιο ϑεµελιώδης και ευέλικτος µηχανισµός µάϑησης από τον τεχνητό
νευϱώνα. Το Αυτόµατο Tsetlin είναι µια από τις πρωτοποριακές λύσεις στο γνωστό πϱόϐληµα
της πολυόπλων ληστών και συνεχίϹει να χρησιµοποιείται για την ταξινόµηση προτύπων και
αποτέλεσε τον πυϱήνα πιο προηγµένων σχεδίων αυτοµάτων µάϑησης, συµπεριλαµβανοµέ-
νου του αποκεντρωµένου ελέγχου και της ισοκατανοµής και της ελαττωµατικής διχοτοµικής
αναϹήτησης.

Ηδονιστικοί νευϱώνες

Στα τέλη της δεκαετίας του 1970 και στις αρχές της δεκαετίας του 1980, ο Harry Klopf
υποστήριξε ότι τα συστήµατα που προσπαθούν να µεγιστοποιήσουν µια ποσότητα είναι ποι-
οτικά διαφορετικά από τα συστήµατα που αναζητούν ισορροπία. Επιπλέον, υποστήριξε ότι τα
συστήµατα µεγιστοποίησης είναι αναπόσπαστο στοιχείο για την κατανόηση κϱίσιµων πτυχών
της ϕυσικής νοηµοσύνης και την κατασκευή τεχνητής νοηµοσύνης. Ο Klopf υπέθεσε ότι οι
νευϱώνες είναι ατοµικά ηδονιστικοί, δεδοµένου ότι εργάζονται για να µεγιστοποιήσουν ένα
νευϱωνικό-τοπικό ανάλογο της ευχαρίστησης ενώ ελαχιστοποιούν ένα νευϱωνικό-τοπικό του
πόνου.

Η ιδέα του Klopf για τους ηδονιστικούς νευϱώνες ήταν ότι οι νευϱώνες εϕαϱµόϹουν µια
τοπική εκδοχή του νόµου του αποτελέσµατος. Υπέϑεσε ότι τα συναπτικά ϐάϱη των νευϱώνων
αλλάϹουν µε την εµπειϱία. ΄Οταν ένας νευϱώνας πυϱοδοτεί ένα δυναµικό δϱάσης, όλες οι
συνάψεις που συµϐάλλουν στο δυναµικό δϱάσης αλλάϹουν τις αποδόσεις. Εάν το δυναµικό
δϱάσης ανταµείϐεται, η αποτελεσµατικότητα όλων των επιλέξιµων συνάψεων αυξάνεται (ή
µειώνεται εάν τιµωϱείται). Εποµένως, οι συνάψεις αλλάϹουν για να αλλάξουν τα µοτίϐα
πυϱοδότησης του νευϱώνα ώστε να αυξηϑεί η πιϑανότητα ο νευϱώνας να ανταµειϕϑεί και να
µειωϑεί η πιϑανότητα να τιµωϱηϑεί από το πεϱιϐάλλον του.
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Αυτή η υπόθεση παϱάγει µια σηµαντική διάκριση µεταξύ της µάϑησης µε επίβλεψη, η
οποία είναι ουσιαστικά µια διαδικασία αναϹήτησης ισορροπίας, και της ενισχυτικής µάϑησης,
η οποία είναι ουσιαστικά ένα σύστηµα που καθοδηγείται από την αξιολόγηση, όπου οι
αποφάσεις του µαθητή εξελίσσονται ως απάντηση στις εµπειρίες του. Τόσο η διόρθωση
σϕαλµάτων όσο και η RL είναι διαδικασίες ϐελτιστοποίησης, αλλά η διόρθωση σϕαλµάτων
είναι πιο περιορισµένη, ενώ η RL είναι γενικευµένη και παρακινείται από τη µεγιστοποίηση
των ανταµοιβών µέσω της ϐελτιστοποίησης της δϱάσης.

Χϱονική διαϕοϱά

Η εκµάθηση της χϱονικής διαφοράς (TD) εµπνέεται από τη µαθηµατική διαφοροποίηση
και αποσκοπεί στη δηµιουϱγία ακϱιϐών προβλέψεων ανταµοιβής από καθυστερηµένες αν-
ταµοιβές. Η TD προσπαθεί να προβλέψει το συνδυασµό της άµεσης ανταµοιβής και της
πρόβλεψης της ανταµοιβής της στο επόµενο χϱονικό ϐήµα. ΄Οταν ϕτάσει το επόµενο χϱονικό
ϐήµα, η τελευταία πρόβλεψη συγκρίνεται µε το τι αναµενόταν να γίνει µε νέες πληροφορίες.
Εάν υπάρχει διαφορά, ο αλγόριθµος υπολογίζει το σϕάλµα, το οποίο είναι η "χϱονική δι-
αφορά" για να προσαρµόσει την παλιά πρόβλεψη πϱος την τελευταία πρόβλεψη. Ο αλγόριθ-
µος έχει ως στόχο να ϕέϱνει την παλιά και τη νέα πρόβλεψη πιο κοντά σε κάϑε χϱονικό ϐήµα,
διασφαλίζοντας ότι ολόκληϱη η αλυσίδα των προβλέψεων γίνεται σταδιακά πιο ακϱιϐής.

Η µάϑηση TD συνδέεται στενότεϱα µε τον Sutton, του οποίου η διδακτορική διατριβή του
1984 ασχολήϑηκε µε τη µάϑηση TD και του οποίου η εργασία του 1988, στην οποία χρησι-
µοποιήθηκε για πϱώτη ϕοϱά ο όϱος "χϱονική διαφορά", έχει γίνει η καθοριστική αναϕοϱά.
[15]

Η πϱοέλευση των µεϑόδων της χϱονικής διαφοράς έχει ως ισχυϱό κίνητρο τις ϑεωρίες
της Ϲωικής µάϑησης, ιδιαίτερα την έννοια των δευτερογενών ενισχυτών. ΄Ενας δευτεϱεύων
ενισχυτής είναι ένα εϱέϑισµα που συνδυάζεται µε έναν πϱωτεύοντα ενισχυτή, για παϱάδειγµα
την παϱουσία τϱοϕής. Ο δευτεϱεύων ενισχυτής υιοθετεί παρόµοιες ιδιότητες µε τον πϱωτεύοντα.
Η µέϑοδος της χϱονικής διαφοράς διαπλέκεται µε τη µέϑοδο δοκιµής και σφάλµατος όταν
ο Klopf το 1975 [16] διεϱεύνησε τη µάϑηση ενίσχυσης σε µεγάλα συστήµατα, όπως αποσυν-
τίθεται σε επιµέϱους υποσυστήµατα της πιο εκτεταµένης διαδικασίας, καθένα από τα οποία
έχει τις διεγεϱτικές εισροές του ως ανταµοιβές και τις ανασταλτικές εισροές του ως τιµωϱίες,
και κάϑε ένα µποϱεί να ενισχύει το άλλο.

Η ενσωµάτωση της ϑεωρίας της Ϲωικής µάϑησης µε µεθόδους µάϑησης που καθοδηγούν-
ται από αλλαγές σε διαχρονικά διαδοχικές προβλέψεις, συµπεριλαµβανοµένου του προβλή-
µατος της χϱονικής ανάθεσης πίστωσης, οδήγησε σε µια έκϱηξη στην έρευνα της ενισχυτικής
µάϑησης. Ειδικότερα, η ανάπτυξη της "Αρχιτεκτονικής του ∆ϱάστη-Κϱιτικού", όπως εφαρ-
µόστηκε στο πϱόϐληµα της εξισορρόπησης πόλων από τους Barto et al. το 1983. Οι µέϑοδοι
Actor-critic είναι µέϑοδοι TD µε ξεχωριστή δοµή µνήµης για τη ϱητή αναπαράσταση της
πολιτικής ανεξάϱτητα από τη συνάϱτηση αξίας. Η δοµή πολιτικής, η οποία χρησιµοποιείται
για την επιλογή ενεργειών, είναι γνωστή ως δϱάστης, και η εκτιµώµενη συνάϱτηση αξίας,
η οποία επικϱίνει τις ενέϱγειες που γίνονται από τον δϱάστη, είναι γνωστή ως κριτικός. Η
κριτική παίϱνει τη µοϱϕή ενός σφάλµατος TD, το οποίο αποτελεί τη µοναδική έξοδο του
κριτικού και οδηγεί όλη τη µάϑηση τόσο στον δϱάστη όσο και στον κριτικό. Το 1984 και το
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1986, η αρχιτεκτονική Actor-Critic επεκτάθηκε για να ενσωµατωϑεί µε τεχνικές νευρωνικών
δικτύων οπισθοδιάδοσης.

Το 1992, ο Gerry Tesauro ανέπτυξε ένα πρόγραµµα που απαιτούσε ελάχιστες γνώσεις
τάϐλι, αλλά µάθαινε να παίϹει το παιχνίδι σε επίπεδο grandmaster. Ο αλγόριθµος εκ-
µάθησης συνδύαϹε τον αλγόριθµο TD-lambda και µια µη γραµµική προσέγγιση συνάϱτησης
χρησιµοποιώντας ένα πολυστρωµατικό νευρωνικό δίκτυο εκπαιδευµένο µε οπισθοδιάδοση
σϕαλµάτων TD. Με ϐάση την επιτυχία του TD-Gammon και την πεϱαιτέϱω ανάλυση, οι
καλύτεϱοι ανθρώπινοι παίκτες παίζουν τώϱα τις αντισυµβατικές ϑέσεις ανοίγµατος που έµαϑε
ο αλγόριθµος.

Q-Learning

Ο Chris Watkins εισήγαγε την Q-learning το 1989 στη διδακτορική του διατριβή µε τίτλο
"Learning from Delayed Rewards", η οποία εισήγαγε ένα µοντέλο ενισχυτικής µάϑησης ως
σταδιακά ϐελτιστοποιηµένου ελέγχου µιας Μαρκοβιανής ∆ιαδικασίας Απόφασης και πϱότεινε
την Q-learning ως έναν τϱόπο εκµάθησης του ϐέλτιστου ελέγχου απευθείας χωϱίς να µον-
τελοποιούνται οι πιθανότητες µετάϐασης ή οι αναµενόµενες ανταµοιβές της Μαρκοβιανής
∆ιαδικασίας Απόφασης. Οι Watkins και Peter Dayan παϱουσίασαν µια απόδειξη σύγκλισης
το 1992. Μια συνάϱτηση Q-value µας δείχνει πόσο καλή είναι µια συγκεκριµένη ενέϱγεια,
δεδοµένης µιας κατάστασης για έναν πράκτορα που ακολουθεί µια πολιτική. Η εκµάθηση
Q είναι η διαδικασία επαναληπτικής ενηµέρωσης των τιµών Q για κάϑε Ϲεύγος κατάστασης-
δϱάσης χρησιµοποιώντας την εξίσωση Bellman µέχϱι η συνάϱτηση Q να συγκλίνει τελικά
στο Q*. Η Q-µάϑηση είναι ένας αλγόριθµος ενισχυτικής µάϑησης χωϱίς µοντέλα και µποϱεί
να χειριστεί στοχαστικές µεταβάσεις και ανταµοιβές χωϱίς προσαρµογές.

1.4 Ιστοϱία της ϐαϑιάς ενισχυτικής µάϑησης

Παϱάλληλα µε το αυξανόµενο ενδιαφέρον για τα νευρωνικά δίκτυα που ξεκίνησε στα
µέσα της δεκαετίας του 1980, το ενδιαφέρον αυξήϑηκε και για τη ϐαθιά ενισχυτική µάϑηση,
όπου ένα νευρωνικό δίκτυο αναπαριστά πολιτικές ή συναρτήσεις αξίας. Το TD-Gammon
ήταν η πϱώτη επιτυχής εφαρµογή της ενισχυτικής µάϑησης µε νευρωνικά δίκτυα. Γύϱω
στο 2012, µια επανάσταση στη ϐαθιά µάϑηση πϱοκλήϑηκε από τις γρήγορες υλοποιήσεις
των νευρωνικών δικτύων συνελίξεων σε µονάδες γϱαϕικής επεξεργασίας για την όϱαση υπ-
ολογιστών, γεγονός που οδήγησε σε αυξηµένο ενδιαφέρον για τη χϱήση ϐαθιών νευρωνικών
δικτύων ως προσεγγίσεις συναϱτήσεων σε διάφορους τοµείς. Η εφαρµογή νευρωνικών δικ-
τύων είναι ιδιαίτερα χϱήσιµη για την αντικατάσταση αλγορίθµων επανάληψης τιµών που
ενηµερώνουν απευθείας τους πίνακες q-τιµών καθώς ο πράκτορας µαθαίνει. Η επανάληψη
τιµών είναι κατάλληλη για εργασίες µε µικϱό χώϱο καταστάσεων, αλλά αν υπάρχουν πιο σύν-
ϑετα περιβάλλοντα, ο αριθµός των υπολογιστικών πόϱων και ο χϱόνος που απαιτούνται για τη
διέλευση της νέας κατάστασης και την τϱοποποίηση των τιµών q ϑα είναι εξαιρετικά απαγορε-
υτικός ή ανέφικτος. Αντί του άµεσου υπολογισµού των τιµών Q µέσω επαναλήψεων τιµών,
µια προσέγγιση συναϱτήσεων µποϱεί να εκτιµήσει τη ϐέλτιστη συνάϱτηση Q. ΄Ενα νευρωνικό
δίκτυο λαµβάνει καταστάσεις από ένα περιβάλλον ως είσοδο και εξάγει εκτιµώµενες τιµές
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Q για κάϑε ενέϱγεια που µποϱεί να επιλέξει ένας πράκτορας σε αυτές τις καταστάσεις. Οι
τιµές συγκρίνονται µε τις τιµές-στόχους Q* για τον υπολογισµό της απώλειας. Τα ϐάϱη
του νευρωνικού δικτύου ενηµερώνονται χρησιµοποιώντας οπισθοδιάδοση και στοχαστική
κάϑοδο κλίσης για να παράγουν τιµές Q που ελαχιστοποιούν το σϕάλµα και συγκλίνουν στις
ϐέλτιστες ενέϱγειες του πράκτορα.

Google DeepMind

Γύϱω στο 2013, η DeepMind ανέπτυξε τη ϐαθιά Q-learning, έναν συνδυασµό της αρ-
χιτεκτονικής του νευρωνικού δικτύου συνέλιξης και της Q-learning. Η ϐαθιά Q-learning
διευκολύνει την αναπαραγωγή εµπειριών, η οποία αποθηκεύει και αναπαράγει καταστάσεις
και επιτϱέπει στο δίκτυο να µαθαίνει σε µικϱές παϱτίδες για να αποφεύγεται η στϱέϐλωση
της εκπαίδευσης και να επιταχύνεται η υλοποίηση. ∆οκίµασαν το σύστηµα σε ϐιντεοπαιχνί-
δια όπως το Space Invaders και το Breakout. Χωϱίς τϱοποποίηση του κώδικα, το δίκτυο
µαθαίνει πώς να παίϹει το παιχνίδι και, µετά από αρκετές επαναλήψεις, ξεπεϱνά την αν-
ϑρώπινη απόδοση. Η DeepMind δηµοσίευσε πεϱαιτέϱω έρευνα σχετικά µε το σύστηµά τους
που ξεπεϱνά τις ανθρώπινες ικανότητες σε άλλα παιχνίδια όπως το Seaquest και το Q*Bert.

Το 2014, η DeepMind δηµοσίευσε έϱευνα σχετικά µε το πϱόγϱαµµα υπολογιστή που
είναι σε ϑέση να παίξει Go. Τον Οκτώϐϱιο του 2015, ένα υπολογιστικό πϱόγϱαµµα Go που
ονοµάϹεται AlphaGo [17] νίκησε τον πϱωταϑλητή Ευϱώπης στο Go, Fan Hui. Το γεγονός αυτό
ήταν η πϱώτη ϕοϱά που η τεχνητή νοηµοσύνη νίκησε έναν επαγγελµατία παίκτη του Γκο.
Τον Μάϱτιο του 2016, το AlphaGo νίκησε τον Lee Sedol, έναν από τους πιο υψηλόϐαϑµους
παίκτες στον κόσµο, µε σκοϱ 4-1 σε έναν αγώνα πέντε παιχνιδιών. Στο Future of Go Summit
του 2017, ο AlphaGo κέϱδισε σε έναν αγώνα τϱιών παιχνιδιών τον Ke Jie, ο οποίος ήταν ο
νούµεϱο ένα παίκτης στην παγκόσµια κατάταξη για δύο χϱόνια. Αϱγότεϱα την ίδια χϱονιά,
µια ϐελτιωµένη έκδοση του AlphaGo, το AlphaGo Zero, νίκησε το AlphaGo 100 παιχνίδια
µε 0. Αυτή η νέα έκδοση νίκησε τον πϱοκάτοχό της µετά από τϱεις ηµέϱες µε λιγότεϱη
επεξεϱγαστική ισχύ από το AlphaGo, το οποίο συγκϱιτικά χϱειάστηκε µήνες για να µάϑει να
παίϹει.

Στην εργασία της Google µε το AlphaZero το 2017, το σύστηµα µπόϱεσε να παίξει
σκάκι σε υπεράνθρωπο επίπεδο µέσα σε τέσσεϱις ώϱες εκπαίδευσης, χρησιµοποιώντας 5.000
µονάδες επεξεργασίας τανυστών πϱώτης γενιάς και 64 µονάδες επεξεργασίας τανυστών δεύτεϱης
γενιάς.

Σύγχϱονες εξελίξεις

Η ερευνητική κοινότητα ϐρίσκεται ακόµη σε πϱώιµο στάδιο για να κατανοήσει σε ϐάϑος
πόσο πρακτική είναι η ϐαθιά ενισχυτική µάϑηση σε άλλους τοµείς. Το AlphaFold, που αναπ-
τύχθηκε από την DeepMind, εφαρµόζει τεχνητή νοηµοσύνη στην αναδίπλωση αµινοξέων,
έναν από τους σηµαντικότερους στόχους που επιδιώκει η υπολογιστική ϐιολογία. Είναι
απαραίτητος για ϕαρµακευτικές εφαρµογές όπως ο σχεδιασµός ϕαρµάκων και για την ϐιοτε-
χνολογία π.χ ο σχεδιασµός νέων ενζύµων. Η ϐαθιά ενισχυτική µάϑηση έχει επιδείξει εξ-
αιρετική επάϱκεια στην επίλυση προβληµάτων µέσα σε περιορισµένα περιβάλλοντα. Πιθανές
εφαρµογές στην πραγµατική Ϲωή περιλαµβάνουν τη ϱοµποτική, την επεξεργασία δοµηµένων
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ιατρικών εικόνων, τα αυτοκινούµενα αυτοκίνητα.

΄Εχουν σηµειωθεί εξελίξεις για να καταστεί η ϐαθιά ενισχυτική µάϑηση πιο αποτελεσ-
µατική. Το Google Brain πϱότεινε το Adaptive Behavior Policy Sharing,[18] µια στϱατηγική
ϐελτιστοποίησης που επιτϱέπει την επιλεκτική ανταλλαγή πληροφοριών σε µια οµάδα πρακ-
τόρων. Η DeepMind δηµοσίευσε έρευνα το 2020, διερευνώντας τη στϱατηγική Never Give
Up, [19] η οποία χρησιµοποιεί τους k-κοντινότεϱους γείτονες πάνω στην πρόσφατη εµπειρία
του πράκτορα για την εκπαίδευση των κατευθυνόµενων διερευνητικών πολιτικών για την
επίλυση σύνθετων παιχνιδιών εξερεύνησης.

1.5 Παιχνίδια και τεχνητή νοηµοσύνη

Τα παιχνίδια έχουν µακϱά ιστορία στην εξέλιξη της τεχνητής νοηµοσύνης και της µηχανικής
µάϑησης. Η κατασκευή συνθετικών κόσµων στα παιχνίδια έχει χρησιµεύσει ως ένα χϱήσιµο
πεδίο δοκιµών για αλγορίθµους τεχνητής νοηµοσύνης. Επιπλέον, η εφαρµογή της τεχν-
ητής νοηµοσύνης σε παιχνίδια επιτϱέπει την κατασκευή ανταγωνιστικών αντιπάλων για την
πϱόκληση των παικτών.

Η τεχνητή νοηµοσύνη έχει εφαρµοστεί σε παιχνίδια από τις απαϱχές της, σε παραδοσι-
ακά παιχνίδια όπως το σκάκι µέχϱι σύγχϱονα παιχνίδια στϱατηγικής πραγµατικού χρόνου
όπως το StarCraft II. Μια από τις πϱώτες εφαρµογές της παραδοσιακής µηχανικής µάϑησης
σε παιχνίδια εφαρµόστηκε από τον Arthur Samuel (ο οποίος επινόησε τον όϱο "µηχανική
µάϑηση"), το 1956, στο παιχνίδι της νταµας. Το 1996, το Deep Blue της ΙΒΜ νίκησε τον
παγκόσµιο πρωταθλητή στο σκάκι Γκάϱι Κασπάϱοϕ, ενώ το 2017, το AlphaGo της Google
χρησιµοποιώντας ϐαθιά µάϑηση και αναϹήτηση Μόντε Κάϱλο για την επιλογή των κινήσεων,
νίκησε τον Νο.1 παίκτη Go στην παγκόσµια κατάταξη. Τέλος η OpenAI ανέπτυξε το OpenAI
Five για το Dota 2 που κατάϕεϱε να νικήσει τους παγκόσµιους πρωταθλητές τον Απϱίλιο
του 2019. Η τεχνητή νοηµοσύνη δηµιουϱγήϑηκε από το µηδέν και δεν περιλάµβανε καµία
εγγενή γνώση του παιχνιδιού ή ευρετικές λειτουργίες που να καθοδηγούν το παιχνίδι της.
΄Εµαϑε να παίϹει το παιχνίδι παίζοντας µε τον εαυτό της, ξεκινώντας µε τυχαία ϐάϱη για τα
νευρωνικά της δίκτυα. [20]

Στην παϱούσα διπλωµατική εϱγασία, γίνεται πϱοσπάϑεια να παίξουµε Super Mario Bros
χϱησιµοποιώντας πϱάκτοϱες ϐαϑιάς ενισχυτικής µάϑησης και να συγκϱίνουµε την απόδοσή
τους. Το Super Mario Bros είναι ένα παιχνίδι που αποτελείται από δισδιάστατα επίπεδα όπου
ο παίκτης αναλαµϐάνει τον έλεγχο του Mario και πϱοσπαϑεί να πλοηγηϑεί πϱος τον ιστό της
σηµαίας που ϐϱίσκεται στην άκϱη της δεξιάς πλευϱάς κάϑε επιπέδου, και σηµατοδοτεί το
στόχο του επιπέδου.

1.6 Οϱγάνωση του τόµου

Η εργασία αυτή είναι οργανωµένη σε έξι κεφάλαια: Στο Κεφάλαιο 2 γίνεται εµβάθυνση
στις έννοιές της ενισχυτικής µάϑησης όπως οι µαρκοβιανες διαδικασίες αποϕάσεων ,ο δυναµικός
προγραµµατισµός και η ενισχυτική µάϑηση χωϱίς µοντέλα. Στο Κεφάλαιο 4 παρουσιάζον-
ται οι αλγόριθµοι ϐαθιάς ενισχυτικής µάϑησης που ϑα χρησιµοποιήσουµε στο πειραµατικό
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κοµµάτι της εργασίας. Στο Κεφάλαιο 5 περιγράφετε το περιβάλλον εκπαίδευσης των αλγο-
ϱίθµων. Επιπλέον στο Κεφάλαιο 6 παρουσιάζονται και σχολιάζονται τα αποτελέσµατά της
µάϑησης. Και τέλος προτείνονται µελλοντικές επεκτάσεις.
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Κεϕάλαιο 2

Βασικές έννοιες της Ενισχυτικής Μάϑησης

Τα ϐασικά χαρακτηριστικά της ενισχυτικής µάϑησης είναι ο πράκτορας και το περιβάλ-
λον. Το περιβάλλον είναι ο κόσµος στον οποίο Ϲει και αλληλεπιδρά ο πράκτορας. Σε
κάϑε ϐήµα αλληλεπίδρασης, ο πράκτορας ϐλέπει µια (ενδεχοµένως µεϱική) παϱατήϱηση
της κατάστασης του κόσµου και στη συνέχεια αποφασίζει για µια ενέϱγεια που πϱέπει να
κάνει. Το περιβάλλον αλλάζει όταν ο πράκτορας ενεργεί σε αυτό, αλλά µποϱεί να αλλάξει
και από µόνο του.

Ο πϱάκτοϱας µποϱεί να αντιληϕϑεί επίσης ένα σήµα ανταµοιϐής από το πεϱιϐάλλον,
έναν αϱιϑµό που του λέει πόσο καλή ή κακή είναι η τϱέχουσα κατάσταση του κόσµου. Ο
στόχος του πϱάκτοϱα είναι να µεγιστοποιήσει τη συνολική ανταµοιϐή του, που ονοµάϹεται
απόδοση. Οι µέϑοδοι ενισχυτικής µάϑησης είναι οι τϱόποι µε τους οποίους ο πϱάκτοϱας
µαϑαίνει συµπεϱιϕοϱές για την επίτευξη του στόχου του. [21]

Σχήµα 2.1: Αλληλεπίδϱαση Πϱάκτοϱα - Πεϱιϐάλλοντος [21]

2.0.1 Καταστάσεις και παϱατηϱήσεις

Μια κατάσταση s είναι µια πλήϱης περιγραφή του κόσµου. ∆εν υπάρχει κάποια πληρο-
ϕορία για τον κόσµο που να είναι κρυµµένη από την κατάσταση. Μια παϱατήϱηση ω είναι
µια µεϱική περιγραφή µιας κατάστασης, η οποία µποϱεί να παραλείπει πληροφορίες.

Στη ϐαϑιά ενισχυτική µάϑησή, σχεδόν πάντα αναπαϱιστούµε τις καταστάσεις και τις
παϱατηϱήσεις µε ένα διάνυσµα πϱαγµατικών τιµών, έναν πίνακα ή έναν τανυστή ανώτεϱης
τάξης.

΄Οταν ο πράκτορας είναι σε ϑέση να παρατηρήσει την πλήϱη κατάσταση του περιβάλλον-
τος, λέµε ότι το περιβάλλον είναι πλήϱως παϱατηϱήσιµο. ΄Οταν ο πράκτορας µποϱεί να δει
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µόνο µια µεϱική παϱατήϱηση, λέµε ότι το περιβάλλον είναι µεϱικώς παϱατηϱήσιµο. [22]

2.0.2 Χώϱοι δϱάσης

∆ιαϕοϱετικά πεϱιϐάλλοντα επιτϱέπουν διαϕοϱετικά είδη δϱάσεων. Το σύνολο όλων των
έγκυϱων ενεϱγειών σε ένα δεδοµένο πεϱιϐάλλον ονοµάϹεται συχνά χώϱος δϱάσεων. Οϱισµένα
πεϱιϐάλλοντα, όπως το Super Mario και το Go, έχουν διακϱιτούς χώϱους δϱάσης, όπου µόνο
ένας πεπεϱασµένος αϱιϑµός κινήσεων είναι διαϑέσιµος στον πϱάκτοϱα. ΄Αλλα πεϱιϐάλλοντα,
όπως όταν ο πϱάκτοϱας ελέγχει ένα ϱοµπότ σε έναν ϕυσικό κόσµο, έχουν συνεχείς χώϱους
δϱάσης. Στους συνεχείς χώϱους, οι ενέϱγειες είναι διανύσµατα πϱαγµατικών τιµών.

Αυτή η διάκϱιση έχει κάποιες αϱκετά σηµαντικές συνέπειες για τις µεϑόδους στη ϐαϑιά
ενισχυτική µάϑησή. Οϱισµένες οικογένειες αλγοϱίϑµων µποϱούν να εϕαϱµοστούν άµεσα
µόνο στη µία πεϱίπτωση ενώ ϑα πϱέπει να επανασχεδιαστούν σηµαντικά για την άλλη. [22]

2.1 Μαϱκοϐιανές διαδικασίες αποϕάσεων

Μια στοχαστική διαδικασία ελέγχου διακϱιτού χϱόνου είναι µαϱκοϐιανή (δηλ. έχει την
ιδιότητα Markov) εάν

P(ωt+1|ωt , at) = P(ωt+1|ωt , at , ...., , ω0, a0), (2.1)

και
P(rt |ωt , at) = P(rt |ωt , at , ..., , ω0, a0). (2.2)

Θεωϱώντας ένα πεπερασµένο σύνολο καταστάσεων, µια κατάσταση St ονοµάζεται Μαρκο-
ϐιανή ή λέγεται ότι ικανοποιεί τη Μαρκοβιανή ιδιότητα εάν και µόνο εάν η επόµενη κατάσ-
ταση του περιβάλλοντος εξαρτάται µόνο από την τϱέχουσα. ΄Ενα περιβάλλον, για το οποίο
όλες οι καταστάσεις του συνόλου ικανοποιούν την ιδιότητα, καλείται Μαρκοβιανό. [23]

΄Ενα πϱόϐληµα ενισχυτικής µάϑησης µποϱεί να περιγραφεί σαν µια Μαρκοβιανή ∆ι-
αδικασία Αποϕάσεων (Markov Decision Process - MDP). Μια MDP έχει 5 οϱούς,(S, A, R, P, γ)
όπου

S : είναι το σύνολο όλων των έγκυϱων καταστάσεων,

A : είναι το σύνολο όλων των έγκυϱων ενεϱγειών,

R : S × A × S → R είναι η συνάϱτηση ανταµοιϐής, µε rt = R(st , at , st+1),

P : S × A → P(S) είναι η συνάϱτηση πιϑανότητας µετάϐασης, µε P(s′|s, a) να είναι η
πιϑανότητα µετάϐασης στην κατάσταση s’ αν ξεκινήσoυµε από την κατάσταση s και
αναλάϐουµε την ενέϱγεια a,

γ: είναι ένας παϱάγοντας έκπτωσης, όπου γε [0, 1)
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2.1.1 Πολιτικές

Η ονοµασία ∆ιαδικασία Απόϕασης Μαϱκόϕ αναϕέϱεται στο γεγονός, ότι το σύστηµα
υπακούει στην ιδιότητα Μαϱκόϕ: οι µεταϐάσεις εξαϱτώνται µόνο από την πιο πϱόσϕατη
κατάσταση και δϱάση, και όχι από το πϱοηγούµενο ιστοϱικό.

Το σύστηµα είναι πλήϱως παϱατηϱήσιµο σε ένα MDP, πϱάγµα που σηµαίνει, ότι η
παϱατήϱηση είναι ίδια µε την κατάσταση του περιβάλλοντος: ωt = st . Σε κάϑε χϱονικό
ϐήµα t, η πιθανότητα µετάϐασης στην st+1 δίνεται από τη συνάϱτηση µετάϐασης κατάσ-
τασης T (st , at , st+1) και η ανταµοιβή δίνεται από µια δεσµευµένη συνάϱτηση ανταµοιβής
R(st , at , st+1) ∈ R .

Σχήµα 2.2: Απεικόνιση ενός MDP. Σε κάϑε ϐήµα, ο πϱάκτοϱας εκτελεί µια ενέϱγεια που
αλλάϹει την κατάστασή του στο πεϱιϐάλλον και του αποϕέϱει µια ανταµοιϐή. [21]

2.1.1 Πολιτικές

Η πολιτική είναι το κϱιτήϱιο που χϱησιµοποιεί ένας πϱάκτοϱας για να αποϕασίσει ποιες
ενέϱγειες πϱέπει να κάνει. Μποϱεί να είναι ντετεϱµινιστική, οπότε συνήϑως συµϐολίϹεται µε
µ:

at = µ(st), (2.3)

ή µποϱεί να είναι στοχαστική, οπότε συµϐολίϹεται συνήϑως µε π:

at ∼ π(·|st). (2.4)

Στη ϐαθιά RL, ασχολούµαστε µε παραµετροποιηµένες πολιτικές: πολιτικές των οποίων
οι έξοδοι είναι υπολογίσιµες συναρτήσεις που εξαρτώνται από ένα σύνολο παϱαµέτϱων (π.χ.
τα ϐάϱη και οι πϱοκαταλήψεις ενός νευρωνικού δικτύου), τις οποίες µποϱούµε να προσαρ-
µόσουµε για να αλλάξουµε τη συµπεριφορά µέσω κάποιου αλγορίθµου ϐελτιστοποίησης.

Συχνά συµϐολίϹουµε τις παϱαµέτϱους µιας τέτοιας πολιτικής µε θ ή φ και στη συνέχεια
το γϱάϕουµε ως δείκτη στο σύµϐολο της πολιτικής για να τονίσουµε τη σύνδεση:

at = µθ(st) (2.5)

at ∼ πθ(·|st). (2.6)
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Στοχαστικές πολιτικές

Τα δύο πιο συνηθισµένα είδη στοχαστικών πολιτικών στη ϐαθιά RL είναι οι κατηγορηµατικές
πολιτικές και οι διαγώνιες γκαουσιανές πολιτικές.

Οι κατηγορηµατικές πολιτικές µποϱούν να χρησιµοποιηθούν σε διακριτούς χώϱους δϱάσης,
ενώ οι διαγώνιες γκαουσιανές πολιτικές χρησιµοποιούνται σε συνεχείς χώϱους δϱάσης.

∆ύο ϐασικοί υπολογισµοί για τη χϱήση και την εκπαίδευση στοχαστικών πολιτικών είναι:

• δειγµατοληψία ενεϱγειών από την πολιτική,

• ο υπολογισµός των λογαϱιϑµικών πιϑανοτήτων συγκεκϱιµένων ενεϱγειών, log πθ(a|s).

[24]

Κατηγοϱηµατικές πολιτικές

Μια κατηγορηµατική πολιτική µοιάϹει µε έναν ταξινοµητή πάνω σε διακριτές ενέϱγειες.
Χτίζουµε το νευρωνικό δίκτυο για µια κατηγορική πολιτική µε τον ίδιο τϱόπο που ϑα κά-
ναµε για έναν ταξινοµητή: η είσοδος είναι η παϱατήϱηση, ακολουθείται από κάποιο αριθµό
επιπέδων (πιθανώς συνελικτικών ή πυκνά συνδεδεµένων, ανάλογα µε το είδος της εισόδου),
και στη συνέχεια έχουµε ένα τελικό γραµµικό επίπεδο που µας δίνει λογάριθµους για κάϑε
ενέϱγεια, ακολουθούµενο από µια softmax για τη µετατροπή των λογαρίθµων σε πιθανότητες.

ΣυµϐολίϹουµε το τελευταίο επίπεδο πιϑανοτήτων ως Pθ(s). Είναι ένα διάνυσµα µε τόσες
καταχωϱήσεις όσες και οι ενέϱγειες, οπότε µποϱούµε να ϑεωϱήσουµε τις ενέϱγειες ως δείκτες
για το διάνυσµα. Η λογαϱιϑµική πιϑανοϕάνεια για µια ενέϱγεια α µποϱεί στη συνέχεια να
ϐϱεϑεί µε το διάνυσµα:

logπθ(a|s) = log [Pθ(s)]a . (2.7)

∆ιαγώνιες Γκαουσιανές πολιτικές

Μια πολυµεταβλητή γκαουσιανή κατανοµή (ή πολυµεταβλητή κανονική κατανοµή) περι-
γράφεται από ένα µέσο διάνυσµα, µ, και έναν πίνακα συνδιακύµανσης, Σ. Μια διαγώ-
νια κατανοµή Gauss είναι µια ειδική πεϱίπτωση, όπου ο πίνακας συνδιακύµανσης έχει
καταχωρήσεις µόνο στη διαγώνιο. Ως αποτέλεσµα, µποϱούµε να την αναπαραστήσουµε µε
ένα διάνυσµα.

Μια διαγώνια γκαουσιανή πολιτική έχει πάντα ένα νευϱωνικό δίκτυο που απεικονίϹει
από τις παϱατηϱήσεις σε µέσες ενέϱγειες, µθ(s). Υπάϱχουν δύο διαϕοϱετικοί τϱόποι µε τους
οποίους αναπαϱίσταται συνήϑως ο πίνακας συνδιακύµανσης.

• Ο πρώτος τϱόπος: Υπάρχει ένα ενιαίο διάνυσµα των λογαριθµικών τυπικών αποκ-
λίσεων, log σ, το οποίο δεν είναι συνάϱτηση της κατάστασης: τα log σ είναι αυτόνοµες
παϱάµετϱοι. (Oι υλοποιήσεις των TRPO και PPO εφαρµόζουν αυτόν τον τϱόπο).
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2.1.2 Τϱοχιές

• Ο δεύτερος τϱόπος: Υπάρχει ένα νευρωνικό δίκτυο που αντιστοιχίζει από τις καταστά-
σεις σε λογαριθµικές τυπικές αποκλίσεις, log σθ(s). Μποϱεί πϱοαιϱετικά να µοιράζεται
κάποια επίπεδα µε το µέσο δίκτυο.

Και στις δύο περιπτώσεις εξάγουµε λογαριθµικές τυπικές αποκλίσεις αντί για τις τυπικές
αποκλίσεις απευθείας.Αυτό οφείλεται στο γεγονός, ότι οι λογαριθµικές τυπικές αποκλίσεις
είναι ελεύθερες να πάϱουν οποιεσδήποτε τιµές στο (−∞,∞), ενώ οι τυπικές αποκλίσεις πϱέπει
να είναι µη αρνητικές. Είναι ευκολότερο να εκπαιδεύσουµε παϱαµέτϱους, αν δεν χρειάζεται
να επιβάλλουµε τέτοιου είδους περιορισµούς. Οι τυπικές αποκλίσεις µποϱούν να προκύψουν
αµέσως από τις τυπικές αποκλίσεις λογαρίθµου µε χϱήση της εκθετικής, οπότε δεν χάνουµε
τίποτα µε την αναπαράστασή τους µε αυτόν τον τϱόπο.

∆ειγµατοληψία

∆εδοµένης της µέσης δϱάσης µθ(s) και της τυπικής απόκλισης σθ(s), και ενός διανύσ-
µατος z ϑοϱύϐου από µια σϕαιϱική Γκαουσιανή(z ∼ N(0, I)), ένα δείγµα δϱάσης µποϱεί να
υπολογιστεί ως εξής a = µθ(s) + σθ(s) ⊙ z, όπου ⊙ δηλώνει το κατά Hadamard γινόµενο δύο
διανυσµάτων.

Λογαϱιϑµική Πιθανότητα

Η λογαϱιϑµική πιϑανότητα µιας k -διάστατης δϱάσης a, για µια διαγώνια Γκαουσιανή
µε µέση τιµή µ = µθ(s) και τυπική απόκλιση σ = σθ(s), δίνεται από τη σχέση

logπθ(a|s) = −
1
2

 k∑
i=1

(
(ai − µi)2

σ2
i

+ 2 log σi

)
+ k log 2π

 . (2.8)

2.1.2 Τϱοχιές

Μια τϱοχιά (trajectory) τ είναι µια ακολουϑία καταστάσεων και ενεϱγειών στον κόσµο,

τ = (s0, a0, s1, a1, ...). (2.9)

Η πϱώτη κατάσταση του κόσµου, s0, λαµϐάνεται τυχαία από την κατανοµή της αϱχικής
κατάστασης, η οποία µεϱικές ϕοϱές συµϐολίϹεται µε ρ0:

s0 ∼ ρ0(·) (2.10)

.
Οι µεταϐάσεις κατάστασης, τι συµϐαίνει στον κόσµο µεταξύ της κατάστασης τη στιγµή

t, st ,και της κατάστασης τη στιγµή t + 1, st+1, διέπονται από τους ϕυσικούς νόµους του
πεϱιϐάλλοντος και εξαϱτώνται µόνο από την πιο πϱόσϕατη δϱάση, at . Μποϱούν να είναι είτε
ντετεϱµινιστικές,

st+1 = f (st , at) (2.11)
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είτε στοχαστικές,

st+1 ∼ P(·|st , at) (2.12)

Οι ενέϱγειες πϱοέϱχονται από έναν πϱάκτοϱα σύµϕωνα µε την πολιτική του. Επίσης οι
τϱοχιές ονοµάϹονται συχνά επεισόδια. [21]

2.1.3 Ανταµοιϐή και επιστϱοϕή

Η συνάϱτηση ανταµοιβής ή αλλιώς επιστϱοϕής(Return ή Reward function) R είναι εξ-
αιρετικά σηµαντική στην ενισχυτική µάϑηση. Εξαρτάται από την τϱέχουσα κατάσταση του
κόσµου, την ενέϱγεια που µόλις έγινε και την επόµενη κατάσταση του κόσµου:

rt = R(st , at , st+1) (2.13)

Αν και συχνά απλοποιείται σε µια απλή εξάϱτηση από την τϱέχουσα κατάσταση,rt =

R(st), ή σε ένα Ϲεύγος κατάστασης-δϱάσης rt = R(st , at). Ο στόχος του πϱάκτοϱα είναι να
µεγιστοποιήσει κάποια έννοια της αϑϱοιστικής ανταµοιϐής σε µια τϱοχιά, αλλά αυτό στην
πϱαγµατικότητα µποϱεί να εκϕϱαστεί µε διαϕοϱετικούς τϱόπους.

΄Ενα είδος ανταµοιβής είναι η µη προεξοφληµένη ανταµοιβή (undiscounted return)
πεπερασµένου ορίζοντα, η οποία είναι απλώς το άθροισµα των ανταµοιβών που λαµβάνονται
σε ένα σταθερό αριθµό ϐηµάτων:

R(τ) =
T∑

t=0
rt . (2.14)

΄Ενα άλλο είδος ανταµοιβής είναι η προεξοφληµένη ανταµοιβή (discounted return) απείϱου
ορίζοντα. Είναι ϐασικά ένα σταθµισµένο άθροισµα όλων των ανταµοιβών που πήϱε ο πράκ-
τορας κατά τη διάϱκεια κάϑε χϱονικού ϐήµατος στο τϱέχον επεισόδιο, αλλά προεξοφληµένη
ανάλογα µε το πόσο µακϱιά στο µέλλον λαµβάνονται. Αυτή η διατύπωση της ανταµοιβής
περιλαµβάνει έναν συντελεστή πϱοεξόϕλησης γ στο (0,1):

R(τ) =
∞∑

t=0
γtrt . (2.15)

Βοηϑάει να ξαναγϱάψουµε την πϱοεξοϕληµένη ανταµοιϐή R ενός πϱάκτοϱα ως εξής

R(τ) = rt + γrt+1 + γ2rt+2 + · · · =

∞∑
k=0

γkrt+k =

∞∑
∆t=0

e−∆t/τrt+∆t (2.16)

όπου γ = e−1/τ και k→ ∆t

Η τιµή τ δείχνει τον χϱονικό ορίζοντα και συνδέεται άµεσα µε τον συντελεστή πϱοεξόϕλησης
γ, πχ για γ=1 έχουµετ = ∞ . Οποιεσδήποτε ανταµοιβές ϐρίσκονται σε περισσότερα από τ
χϱονικά ϐήµατα στο µέλλον καταστέλλονται εκθετικά. [20]

Από µαϑηµατική άποψη: ένα άπειϱο άϑϱοισµα ανταµοιϐών µποϱεί να µην συγκλίνει
σε µια πεπεϱασµένη τιµή και είναι δύσκολο να αντιµετωπιστεί σε εξισώσεις, αλλά µε έναν
συντελεστή πϱοεξόϕλησης και υπό λογικές συνϑήκες, το άπειϱο άϑϱοισµα συγκλίνει.
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2.1.4 Συνάϱτηση αξίας

∆ιαισϑητικά, ο συντελεστής πϱοεξόϕλησης ουσιαστικά καθορίζει πόσο πολύ οι πράκ-
τορες ενισχυτικής µάϑησης ενδιαφέρονται για τις ανταµοιβές στο µακϱινό µέλλον σε σχέση
µε εκείνες στο άµεσο µέλλον. Εάν το γ είναι πολύ µικϱο, ο πράκτορας ϑα είναι εντελώς
µυωπικός και ϑα µαθαίνει µόνο για ενέϱγειες που παράγουν άµεση ανταµοιβή. Εάν το γ
είναι πολύ µεγάλο, ο πράκτορας ϑα αξιολογεί κάϑε ενέϱγειά του µε ϐάση το άθροισµα όλων
των µελλοντικών ανταµοιβών του. ∆ε ϑέλουµε το γ να είναι όσο το δυνατόν υψηλότερο, κα-
ϑώς οι περισσότερες ενέϱγειες δεν έχουν µακροχρόνιες επιπτώσεις. Με µεγαλύτεϱο χϱονικό
ορίζοντα ϑα συνυπολογίζονται πολλές άσχετες πληροφορίες και, ως εκ τούτου, η συνάϱτησή
ανταµοιβής ϑα έχει τεράστια απόκλιση. Θα πϱέπει γενικά να επιλέγεται ένας συντελεστής
πϱοεξόϕλησης τέτοιος ώστε ο χϱονικός ορίζοντας να περιέχει όλες τις σχετικές ανταµοιβές για
µια συγκεκριµένη ενέϱγεια, αλλά όχι περισσότερες.

2.1.4 Συνάϱτηση αξίας

Η συνάϱτησή αξίας ( baseline ή value function ) προσπαθεί να δώσει µια εκτίµηση του
προεξοφληµένου αθροίσµατος ανταµοιβων που είδαµε από πάνω. Προσπαθεί να µαντέψει
ποια ϑα είναι η τελική ανταµοιβή σε αυτό το επεισόδιο ξεκινώντας από την τϱέχουσα κατάσ-
ταση. Αυτό είναι ένα πϱόϐληµα εποπτευόµενης µάϑησης που λαµβάνει τις καταστάσεις ως
είσοδο και ως έξοδο το νευρωνικό δίκτυο προσπαθεί να προβλέψει ποιο ϑα είναι το προεξ-
οφληµενο άθροισµα ανταµοιβών από αυτήν την κατάσταση και µετά. Κατά τη διάϱκεια της
εκπαίδευσης το νευρωνικό δίκτυο που αντιπροσωπεύει την συνάϱτησή άξιας ϑα ενηµερώνε-
ται συχνά χρησιµοποιώντας την εµπειρία που, o πράκτορας συλλέγει από το περιβάλλον.
Επειδή η εκτίµηση της άξιας είναι η έξοδος ενός νευρωνικού δικτύου ϑα αποκλίνει, καθώς
το δίκτυό µας δεν πϱόκειται να προβλέπει πάντα την ακϱιϐή τιµή αυτών των καταστάσεων.

Οι συναρτήσεις αξίας χρησιµοποιούνται, σχεδόν σε κάϑε αλγόριθµο ενισχυτικής µάϑησης.
Θα αναϕέϱουµε τέσσεϱις από αυτές:

• Η Συνάϱτηση Αξίας Εντός Πολίτικης, V π(s), η οποία δίνει την αναµενόµενη ανταµοιϐή
αν ξεκινήσουµε στην κατάσταση s και ενεϱγούµε πάντα σύµϕωνα µε την πολιτική π:

V π(s) = Eτ∼π[R(τ) |s0 = s ] (2.17)

• Η συνάϱτηση ∆ϱάσης-Αξίας Εντός Πολίτικης, Qπ(s, a), η οποία δίνει την αναµενόµενη
ανταµοιϐή αν ξεκινήσουµε στην κατάσταση s, λάϐουµε µια αυϑαίϱετη δϱάση a (η οποία
µποϱεί να µην έχει πϱοέλϑει από την πολιτική), και στη συνέχεια ενεϱγούµε για πάντα
σύµϕωνα µε την πολιτική π:

Qπ(s, a) = Eτ∼π[R(τ) |s0 = s, a0 = a ] (2.18)

• Η Συνάϱτηση Βέλτιστης Αξίας, V ∗(s), η οποία δίνει την αναµενόµενη ανταµοιϐή αν
ξεκινήσουµε στην κατάσταση s και ενεϱγούµε πάντα σύµϕωνα µε τη ϐέλτιστη πολιτική
στο πεϱιϐάλλον:

∆ιπλωµατική Εϱγασία
31



Κεϕάλαιο 2. Βασικές έννοιες της Ενισχυτικής Μάϑησης

V ∗(s) = max
π

Eτ∼π[R(τ) |s0 = s ] (2.19)

• Η Συνάϱτηση Βέλτιστης ∆ϱάσης-Αξίας, Q∗(s, a), η οποία δίνει την αναµενόµενη αν-
ταµοιβή αν ξεκινήσουµε στην κατάσταση s, λάϐουµε µια αυθαίρετη δϱάση a, και στη
συνέχεια ενεργούµε για πάντα σύµφωνα µε τη ϐέλτιστη πολιτική στο περιβάλλον:

Q∗(s, a) = max
π

Eτ∼π[R(τ) |s0 = s, a0 = a ] (2.20)

[20]
Από τους ορισµούς που δώσαµε προκύπτουν δύο ϐασικές συνδέσεις µεταξύ της συνάϱτησης

αξίας και της συνάϱτησης δϱάσης-αξίας:

V π(s) = Ea∼π[Qπ(s, a)], (2.21)

V ∗(s) = max
a

Q∗(s, a). (2.22)

Υπάϱχει µια σηµαντική σύνδεση µεταξύ της ϐέλτιστης συνάϱτησης Q∗(s, a) και της
δϱάσης που επιλέγεται από τη ϐέλτιστη πολιτική. Εξ ορισµού, η Q∗(s, a) δίνει την ανα-
µενόµενη απόδοση για την εκκίνηση στην κατάσταση s, την ανάληψη (αυθαίρετης) δϱάσης
a, ώστε στη συνέχεια να ενεργούµε σύµφωνα µε τη ϐέλτιστη πολιτική για πάντα.

Η ϐέλτιστη πολιτική στην s ϑα επιλέξει όποια ενέϱγεια µεγιστοποιεί την αναµενόµενη
απόδοση από την εκκίνηση στην s. Ως αποτέλεσµα, αν έχουµε Q∗, µποϱούµε να λάϐουµε
άµεσα τη ϐέλτιστη ενέϱγεια, a∗(s), µέσω

a∗(s) = arg max
a

Q∗(s, a). (2.23)

Μποϱεί να υπάϱχουν πολλαπλές ενέϱγειες που µεγιστοποιούν το Q∗(s, a), οπότε όλες
είναι ϐέλτιστες και η ϐέλτιστη πολιτική µποϱεί να επιλέγει τυχαία οποιαδήποτε από αυτές.
Υπάϱχει, όµως, πάντα µια ϐέλτιστη πολιτική που επιλέγει ντετεϱµινιστικά µια ενέϱγεια.
[20]

Εξισώσεις Bellman

Και οι τέσσεϱις συναϱτήσεις αξίας υπακούουν σε ειδικές εξισώσεις αυτοσυνέπειας που
ονοµάϹονται εξισώσεις Bellman. Η ϐασική ιδέα πίσω από τις εξισώσεις Bellman είναι η εξής:

Η αξία του σηµείου εκκίνησης είναι η ανταµοιϐή που πεϱιµέναµε να πάϱουµε από
την παϱουσία µας εκεί, συν την αξία του σηµείου όπου ϑα πϱοσγειωϑούµε στη συνέχεια.
΄Ετσι η εξίσωση Bellman αναλύει τη συνάϱτηση αξίας σε δύο µέϱη, την άµεση ανταµοιϐή
συν τις πϱοεξοϕληµένες µελλοντικές αξίες. Η εξίσωση αυτή απλοποιεί τον υπολογισµό της
συνάϱτησης αξίας, αντί να αϑϱοίϹουµε σε πολλαπλά χϱονικά ϐήµατα, µποϱούµε να ϐϱούµε
τη ϐέλτιστη λύση ενός πολύπλοκου πϱοϐλήµατος αναλύοντάς το σε απλούστεϱα, αναδϱοµικά
υποπϱοϐλήµατα και ϐϱίσκοντας τις ϐέλτιστες λύσεις τους.

Οι εξισώσεις Bellman για τις συναϱτήσεις αξίας εντός πολιτικής είναι οι εξής:
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V π(s) = Ea∼π,s′∼Pr(s, a) + γV π(s′), (2.24)

Qπ(s, a) = Es′∼Pr(s, a) + γEa′∼πQπ(s′, a′), (2.25)

όπου s′ ∼ P είναι συντοµογραφία για s′ ∼ P(·|s, a), υποδεικνύοντας ότι η επόµενη
κατάσταση s’ επιλέγεται από τους κανόνες µετάϐασης του πεϱιϐάλλοντος-a ∼ π είναι συντο-
µογραφία για a ∼ π(·|s) και a′ ∼ π είναι συντοµογραφία για a′ ∼ π(·|s′).

Οι εξισώσεις Bellman για τις ϐέλτιστες συναϱτήσεις αξίας είναι

V ∗(s) = max
a

Es′∼Pr(s, a) + γV ∗(s′), (2.26)

Q∗(s, a) = Es′∼Pr(s, a) + γ max
a′

Q∗(s′, a′). (2.27)

Η κϱίσιµη διαφορά µεταξύ των εξισώσεων Bellman για τις συναρτήσεις αξίας εντός πολι-
τικής και τις ϐέλτιστες συναρτήσεις αξίας, είναι η απουσία ή η παϱουσία της max επί των
ενεργειών. Η συµπερίληψή της αντικατοπτρίζει το γεγονός, ότι κάϑε ϕοϱά που ο πράκτορας
επιλέγει την ενέϱγειά του, προκειµένου να ενεργήσει ϐέλτιστα, πϱέπει να επιλέξει όποια
ενέϱγεια οδηγεί στην υψηλότερη τιµή.

2.1.5 Συνάϱτηση πλεονεκτήµατος

Μεϱικές ϕοϱές στην ενισχυτική µάϑησή, δεν χϱειάϹεται να πεϱιγϱάψουµε πόσο καλή
είναι µια ενέϱγεια µε απόλυτη έννοια, αλλά µόνο πόσο καλύτεϱη είναι από άλλες κατά
µέσο όϱο. ∆ηλαδή, ϑέλουµε να γνωϱίϹουµε το σχετικό πλεονέκτηµα αυτής της ενέϱγειας.
ΠϱοσδιοϱίϹουµε µε ακϱίϐεια αυτή την έννοια µε τη συνάϱτηση πλεονεκτήµατος (advantage
function.). Η συνάϱτηση πλεονεκτήµατος πϱοσπαϑεί να εκτιµήσει ποια είναι η άξια της
επιλεγµένης δϱάσης στην τϱέχουσα κατάσταση.

Η συνάϱτηση πλεονεκτήµατος Aπ(s, a) που αντιστοιχεί σε µια πολιτική π πεϱιγϱάϕει
πόσο καλύτεϱο είναι να ακολουϑήσετε µια συγκεκϱιµένη ενέϱγεια a στην κατάσταση s, σε
σχέση µε την τυχαία επιλογή µιας ενέϱγειας σύµϕωνα µε την π(·|s), υποϑέτοντας ότι ενεϱγείτε
σύµϕωνα µε την π για πάντα µετά. Η συνάϱτηση πλεονεκτήµατος οϱίϹετε ως:

Aπ(s, a) = Qπ(s, a) − V π(s). (2.28)

2.2 ∆υναµικός πϱογϱαµµατισµός

΄Ενα µοντέλο είναι η αναπαράσταση του περιβάλλοντος από έναν πράκτορα, συµπερ-
ιλαµβανοµένου του συστήµατος µετάϐασης καταστάσεων και του συστήµατος ανταµοιβής.
΄Οταν ένα µοντέλο είναι διαθέσιµο για το πϱόϐληµα µας, δηλαδή γνωρίζουµε τις πιθανότητες
µετάϐασης Ps µεταξύ των διάφορων καταστάσεων, τότε µποϱούµε να εφαρµόσουµε µεθό-
δους ∆υναµικού Προγραµµατισµού, ∆Π (Dynamic Programming,DP) για την επίλυσή των
συναϱτήσεων.
Ο δυναµικός προγραµµατισµός είναι µια µέϑοδος επίλυσης σύνθετων προβληµάτων µε τη
διάσπασή τους σε υποπροβλήµατα. Οι λύσεις των υποπροβληµάτων συνδυάζονται για την
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επίλυση του συνολικού προβλήµατος. Η ιδέα του δυναµικού προγραµµατισµού είναι ότι δεν
χρειάζεται να λύσουµε ένα πϱόϐληµα που έχουµε ήδη λύσει. [21]

Οι δύο απαιτούµενες ιδιότητες του δυναµικού πϱογϱαµµατισµού είναι οι εξής:

• Βέλτιστη υποδοµή: η ϐέλτιστη λύση του υποπϱοϐλήµατος µποϱεί να χϱησιµοποιηϑεί
για την επίλυση του συνολικού πϱοϐλήµατος.

• Επικαλυπτόµενα υποπροβλήµατα: τα υποπροβλήµατα επαναλαµβάνονται πολλές ϕοϱές.
Οι λύσεις των υποπροβληµάτων µποϱούν να αποθηκευτούν και να επαναχρησιµοποι-
ηθούν.

Οι ∆ιαδικασίες Αποϕάσεων Μαϱκόϕ ικανοποιούν και τις δύο αυτές ιδιότητες:

• Η Εξίσωση Bellman µας δίνει ότι η αξία µιας κατάστασης είναι ίση µε την άµεση αν-
ταµοιβή που παίϱνει ο πράκτορας µας ϕεύγοντας από την κατάσταση συν την αξία της
επόµενης κατάστασης. ΄Ετσι, η εξίσωση αναλύει τη διαδικασία εύϱεσης της συνάϱτησης
αξίας µιας κατάστασης, χωρίζοντάς την σε υποπροβλήµατα.

• Οι συναρτήσεις αξίας έχουν ήδη αποθηκεύσει πόσο καλή είναι µια συγκεκριµένη
κατάσταση, ώστε να µη χρειάζεται να υπολογίζουµε ξανά και ξανά την αξία αυτής
της κατάστασης. Για παϱάδειγµα, ας υποθέσουµε ότι υπάρχουν δύο καταστάσεις(s1

και s2) και ϐρισκόµαστε στην κατάσταση s1 και έχουµε ήδη υπολογίσει την τιµή της
κατάστασης s2, οπότε κατά τον υπολογισµό της τιµής της κατάστασης s1 δε ϑα υπολογί-
σουµε εκ νέου την τιµή της κατάστασης s2. (Η τιµή τηςs1 ϐασίζεται στην κατάσταση
s2)

[20]
Ο δυναµικός προγραµµατισµός µποϱεί να χρησιµοποιηθεί για την επίλυση προβληµάτων

ενισχυτικής µάϑησης όταν κάποιος µας δίνει τη δοµή του MDP (δηλαδή όταν γνωρίζουµε τη
δοµή της µετάϐασης, τη δοµή της ανταµοιβής κ.λπ.). Εποµένως ο δυναµικός προγραµµα-
τισµός χρησιµοποιείται για τον σχεδιασµό (planning) σε ένα MDP είτε για την επίλυση:

• Πϱόϐληµα πϱόϐλεψης (Prediction problem) (αξιολόγηση πολιτικής):

∆ίνεται ένα MDP <S, A, P, R, γ> και µια πολιτική π. Βϱίσκουµε τη συνάϱτηση αξίας
Vπ (η οποία µας λέει πόση ανταµοιϐή ϑα πάϱουµε σε κάϑε κατάσταση). δηλ. ο στόχος
είναι να ϐϱούµε πόσο καλή είναι µια πολιτική π.

• Πϱόϐληµα ελέγχου (Control problem) (Βϱίσκουµε την καλύτεϱή δϱάση στο MDP):

∆ίνεται ένα MDP <S, A, P, R, γ>. Βϱίσκουµε τη ϐέλτιστη συνάϱτηση αξίας Vπ και
τη ϐέλτιστη πολιτική π*. δηλ. ο στόχος είναι να ϐϱούµε την πολιτική που δίνει τη
µεγαλύτεϱη ανταµοιϐή που µποϱούµε να λάϐουµε µε την καλύτεϱη ενέϱγεια που
µποϱούµε να επιλέξουµε. [25]

2.2.1 Αξιολόγηση πολιτικής

Αξιολόγηση πολιτικής σηµαίνει πόση ανταµοιβή ϑα πάϱει ο πράκτοράς µας ακολουθών-
τας µια συγκεκριµένη πολιτική π. Αξιολογούµε µια δεδοµένη πολιτική π χρησιµοποιώντας
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2.2.2 Πϱοσέγγισή πολιτικής

την εξίσωση προσδοκιών Bellman. H εξίσωση προσδοκίας Bellman λέει πόση ανταµοιβή ϑα
πάϱει ο πράκτοράς µας ακολουθώντας µια πολιτική π και ορίζεται ως εξής:

Vk+1 =
∑
a∈A

π(a|s)(Ra
s + γ +

∑
s′∈S

Pa
ss′Vk(s′)) (2.29)

Για να αξιολογήσουµε µια πολιτική ϑα χρησιµοποιήσουµε αυτή την εξίσωση µε επαναλη-
πτικό τϱόπο. Αυτό σηµαίνει ότι ϑα υπολογίσουµε την τιµή της επόµενης κατάστασης µε την
υποστήριξη της τιµής της τϱέχουσας κατάστασης από την προηγούµενη επανάληψη. Ξεκ-
ινάµε µε τη συνάϱτηση αρχικών τιµών V1 (µια τιµή όλων των καταστάσεων στο MDP). Π.χ.
αρχίζουµε µε την τιµή 0. Εποµένως, δεν υπάρχει ανταµοιβή. Στη συνέχεια χρησιµοποιούµε
την εξίσωση προσδοκίας Bellman για τον υπολογισµό της V2 και επαναλαµβάνουµε πολλές
ϕοϱές, τελικά ϑα συγκλίνει στην Vπ.

V1 ← V2 ← V3 ← ...Vπ ← (2.30)

Σχήµα 2.3: ∆ιάγϱαµµα για τον υπολογισµό της συνάϱτησης αξίας της ϱίϹας.

Για παϱάδειγµά για το δεντρο 2.3 γνωρίζουµε ότι η τιµή του ϱιϹικού κόµβου s δίνεται από
την ανταµοιβή που πήϱαµε µε την ενέϱγεια a συν την τιµή της κατάστασης s’. Τώϱα, αυτό
που κάνουµε είναι ότι χρησιµοποιούµε την εξίσωση Bellman Expectation µε επαναληπτικό
τϱόπο για δυναµικό προγραµµατισµό. ∆ηλαδή, ϑα χρησιµοποιήσουµε την τιµή των ϕύλλων
(κατάσταση s’ εδώ) που είναι από την προηγούµενη επανάληψη, όταν υπολογίζαµε την τιµή
της κατάστασης s, για να υπολογίσουµε την τιµή της κατάστασης s. Αυτό συµβαίνει σε κάϑε
επανάληψη. Τώϱα, για τη δεύτεϱη επανάληψη, ϑα χρησιµοποιήσουµε την τιµή της κατάσ-
τασης που υπολογίσαµε στην προηγούµενη επανάληψη που είναι vk+1 για να υπολογίσουµε
την τιµή της επόµενης κατάστασης, δηλαδή vk+2.

Αποδεικνύεται ότι αν αϱχίσουµε να συµπεϱιϕεϱόµαστε άπληστα ως πϱος τις τιµές των
καταστάσεων ϑα καταλήξουµε τελικά σε µια ϐέλτιστη πολιτική. Το να συµπεϱιϕεϱόµαστε
άπληστα σηµαίνει ότι από όλες τις καταστάσεις στις οποίες µποϱεί να πάει ο πϱάκτοϱάς µας,
επιλέγει αυτή µε τη µεγαλύτεϱη αξία από τις υπόλοιπες.

2.2.2 Πϱοσέγγισή πολιτικής

Αυτός ο αλγόϱιϑµος χωϱίϹει τη διαδικασία που πεϱιγϱάϕηκε πϱοηγουµένως σε δύο µέϱη.
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Πϱώτον, ϑα αξιολογήσουµε µια πολιτική π, χϱησιµοποιώντας την εξίσωση πϱοσδοκίας
Bellman, όπως πεϱιγϱάϕηκε στην πϱοηγούµενη ενότητα, και στη συνέχεια ϑα ενεϱγήσουµε
άπληστα σε αυτή την αξιολογηµένη συνάϱτηση αξίας για να ϐϱούµε µια ϐέλτιστη πολιτική.
Θα επαναλάϐουµε αυτή τη διαδικασία µέχϱι να ϐϱούµε την πϱαγµατική συνάϱτηση αξίας.

Η ιδέα της πϱοσέγγισή πολιτικής αποτελείται από δύο ϐήµατα:
Αξιολόγηση πολιτικής (όπως πεϱιγϱάϕηκε πϱοηγουµένως)

Vπ(s) = E[Rt+1 + γRt+2 + ...|St = s] (2.31)

Ενεϱγώντας άπληστα στην αξιολογηµένη Συνάϱτηση Αξίας αποδίδει µια πολιτική καλύτεϱη
από την προηγούµενη

π′ = greedy(Vπ) (2.32)

Επαναλαµϐάνουµε αυτές τις δύο διαδικασίες έως ότου συγκλίνουν στη ϐέλτιστη συνάϱτηση
αξίας και στη ϐέλτιστη πολιτική.

Μετά την αξιολόγηση µιας πολιτικής (υπολογισµός της συνάϱτησης αξίας χρησιµοποιών-
τας την εξίσωση προσδοκίας Bellman µε επαναληπτικό τϱόπο), ενεργούµε άπληστα σε αυτή
τη συνάϱτηση αξίας και επειδή ενεργούµε άπληστα αυτό καθιστά την πολιτική µας ντετερ-
µινιστική. [8]

Σχήµα 2.4: Policy Iteration.

Στο Σχήµα 2.4 τα πάνω ϐέλη υποδεικνύουν την αξιολόγηση της πολιτικής και το κάτω
ϐέλος υποδεικνύει ότι ενεργούµε άπληστα στη συνάϱτηση αξίας. To σχήµα µας εξηγεί ότι
ξεκινάµε µε τυχαίες τιµές σε κάϑε κατάσταση (µε µηδενικά) και µε µια τυχαία πολιτική και
στη συνέχεια αξιολογούµε αυτή την πολιτική χρησιµοποιώντας την εξίσωση προσδοκίας Bell-
man (Bellman Expectation) όπως περιγράφηκε προηγουµένως και στη συνέχεια ενεργούµε
άπληστα στη συνάϱτηση αξίας η οποία µας δίνει µια νέα πολιτική. Αξιολογούµε και πάλι
αυτή τη νέα πολιτική, ενεργούµε και πάλι άπληστα στη νέα συνάϱτηση αξίας. Συνεχίζουµε
αυτή τη διαδικασία µέχϱι να ϐϱούµε τη ϐέλτιστη συνάϱτηση αξίας και τη ϐέλτιστη πολιτική
για τη διαδικασία απόφασης Markov.

Το να ενεϱγούµε άπληστα σηµαίνει ότι επιλέγουµε µια ενέϱγεια, ας πούµε a, που ϑα µας
αποϕέϱει τη µέγιστη αξία σε µια συγκεκϱιµένη κατάσταση s. Μποϱούµε να το οϱίσουµε ως
εξής:
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π′(s) = arg max
a∈A

qπ(s, a) (2.33)

Το qπ(s, a) µας λέει πόσο καλό είναι να αναλάϐουµε την ενέϱγεια a στην κατάσταση s ή
πόση αξία ϑα πάϱουµε αναλαµϐάνοντας την ενέϱγεια a στην κατάσταση s. Το να κάνουµε
arg-max πάνω στο qπ(s, a) σηµαίνει ότι διαλέγουµε ενέϱγειες π.χ. a στην κατάσταση s που
µεγιστοποιούν την q-αξία qπ(s, a) ή µας αποδίδουν τη µέγιστη q-αξία qπ(s, a). Παίϱνοντας το
πϱώτο ϐήµα ”άπληστα” π’(s) και στη συνέχεια ακολουϑώντας τη πολιτική π είναι καλύτεϱο ή
ίσο µε το να ακολουϑούσαµε απλώς την πολιτική π σε όλη τη διάϱκεια της διαδικασίας.Αυτό
µποϱεί να εκϕϱαστεί ως εξής:

pπ(s, π′(s)) = max
a∈A

qπ(s, a) ≥ qπ(s, π(s)) = vπ(s) (2.34)

[25]

Εδώ, η αϱιστεϱή πλευϱά κάνει πϱώτα το άπληστο ϐήµα µας [π’(s)] και στη συνέχεια
ακολουϑεί την πολιτική µας π. Η οποία ισούται µε τη λήψη της καλύτεϱης δυνατής ενέϱγειας
(η οποία έχει τη µέγιστη τιµή q). Η δεξιά πλευϱά απλώς ακολουϑεί µια πολιτική π σε όλη
τη διάϱκεια, η οποία ισούται µε το να λέµε τη συνάϱτηση αξίας µιας κατάστασης. Είναι
καλύτεϱο ή ίσο από το να ακολουϑήσουµε την πολιτική π από την αϱχή καϑώς ϐλέπουµε,
ότι όταν επιλέγουµε το άπληστο ϐήµα π’(s) στο επόµενο ϐήµα επιλέγουµε την καλύτεϱη
ενέϱγεια που µποϱεί να ληϕϑεί από την κατάσταση s. Στη δεξιά πλευϱά, δεν παίϱνουµε
κανένα άπληστο ϐήµα ή ντετεϱµινιστικό ϐήµα, οπότε υπάϱχει πιϑανότητα ο πϱάκτοϱας µας
να επιλέξει την καλύτεϱη ενέϱγεια ή να επιλέξει κάποια ενέϱγεια που αποδίδει λιγότεϱη αξία
από την άπληστη.Η ίδια ιδέα µποϱεί να εϕαϱµοστεί σε κάϑε ϐήµα:

Vπ(s) ≤ qπ(s, π(s′)) =

E′π[Rt+1 + γV π(St+1)|St = s] ≤

E′π[Rt+1 + γqπ(St + 1, π′(St+1)|St = s] ≤

E′π[Rt+1 + γRt+2 + γ2qπ(St + 2, π′(St+2)|St = s] ≤

E′π[Rt+1 + γRt+2 + .....|St = s] = Vπ′(s)

(2.35)

΄Ετσι, η πολιτική γίνεται καλύτεϱη σε κάϑε ϐήµα και σταµατά είναι όταν το π γίνει
η ϐέλτιστη πολιτική µας. ΄Ετσι, αν η συνάϱτηση αξίας Vπ(s) είναι ίση µε την άπληστη
συνάϱτηση αξίας qπ(s, π′(s)) τότε η Βέλτιστη Εξίσωση Bellman ικανοποιείται:

Vπ(s) = max
a∈A

qπ(s, a) (2.36)

2.2.3 Πϱοσέγγιση Αξίας

΄Ενα µειονέκτηµα της προσέγγιση πολιτικής είναι ότι αξιολογεί την πολιτική σε κάϑε
ϐήµα. Αντ’ αυτού µποϱούµε να εφαρµόσουµε προσέγγισή ΄Αξιας (Value iteration): Αρ-
χικοποίηση τιµών αυθαίρετα, π.χ. V0(s) = 0 για κάϑε s Οι διαδοχικές προσεγγίσεις/ϐελτιώσεις
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ϐασίζονται στην
Vk+1(s) = max

a

∑
s′,r

p(s′, r |s, a)(r + γVk(s′)) (2.37)

Σταµατάµε όταν η συνάϱτηση αξίας σταµατά να µεταϐάλλεται

max
s
|Vk+1(s) − Vk(s)| < θ (2.38)

Στην προσέγγισή πολιτικής, είδαµε ότι πϱώτα αξιολογούµε µια πολιτική, δηλαδή ϐρίσκ-
ουµε τη συνάϱτηση αξίας και στη συνέχεια ενεργούµε άπληστα σε αυτήν για να κατασκευά-
σουµε µια νέα πολιτική. ΄Οµως, στην προσέγγισή αξίας δεν υπολογίζουµε την πολιτική για
κάϑε ενδιάµεση συνάϱτηση αξίας. Μόλις ϐϱούµε τη ϐέλτιστη συνάϱτηση αξίας, τότε υπολογί-
Ϲουµε τη ϐέλτιστη πολιτική από την τελική ϐέλτιστη συνάϱτηση αξίας. Η προσέγγισή αξίας
είναι η ειδική πεϱίπτωση της προσέγγισή πολιτικής.

Για την πϱοσέγγισή Αξίας χϱησιµοποιείται η Βέλτιστη Εξίσωση Bellman. Ξεκινάµε µε
κάποια τυχαία Συνάϱτηση Αξίας (π.χ. µηδέν) και στη συνέχεια επαναλαµϐάνουµε αυτή τη
διαδικασία χϱησιµοποιώντας τη Βέλτιστη Εξίσωση Bellman. ∆ηλαδή, υπολογίϹουµε τη νέα
συνάϱτηση αξίας µιας κατάστασης εισάγοντας τις τιµές της πϱοηγούµενης επανάληψης στη
Βέλτιστη Εξίσωση Bellman. Επαναλαµϐάνουµε αυτή τη διαδικασία µέχϱι να συγκλίνει στη
ϐέλτιστη συνάϱτηση αξίας και στη συνέχεια υπολογίϹουµε τη ϐέλτιστη πολιτική από αυτή τη
ϐέλτιστη συνάϱτηση αξίας. [8]

2.2.4 Ασύγχϱονος δυναµικός πϱογϱαµµατισµός

Το µειονέκτηµα των µεϑόδων DP είναι ότι περιλαµβάνουν πράξεις σε ολόκληϱο το σύνολο
καταστάσεων του MDP. Εάν ο χώϱος καταστάσεων είναι πολύ µεγάλος, αυτό καθίσταται υπ-
ολογιστικά απαγορευτικό. Στον ασύγχϱονο δυναµικό προγραµµατισµό (Asynchronous dy-
namic programming) οι αλγόριθµοι ανανεώνουν τις άξιες των καταστάσεων µε οποιαδήποτε
σειϱά , χρησιµοποιώντας οποιεσδήποτε τιµές άλλων καταστάσεων τυχαίνει να είναι δια-
ϑέσιµες. Κατά συνέπειά τιµές ορισµένων καταστάσεων µποϱεί να χρησιµοποιηθούν αρκετές
ϕοϱές προτού άλλες χρησιµοποιηθούν για πϱώτη ϕοϱά. Εκµεταλλευόµαστε αυτή την ευ-
ελιξία επιλέγοντας τις καταστάσεις τις οποίες ενηµερώνουµε ώστε να ϐελτιώσουµε το ϱυθµό
προόδου του αλγορίθµου. Μποϱούµε να προσπαθήσουµε να διατάξουµε τις ενηµερώσεις
ώστε οι πληροφορίες να διαδίδονται από κατάσταση σε κατάσταση µε αποτελεσµατικό τϱόπο.
Ορισµένες καταστάσεις µποϱεί να µην χρειάζονται ενηµέρωση των τιµών τους τόσο συχνά
όσο άλλες. Ακόµη µποϱούµε και να προσπαθήσουµε να παραλείψουµε την ενηµέρωση
ορισµένων καταστάσεων εντελώς, εάν δεν είναι σχετικές µε τη ϐέλτιστη συµπεριφορά

Γενικευµένη προσέγγισή πολιτικής (Generalised policy iteration, GPI )

Χϱησιµοποιούµε τον όϱο γενικευµένη προσέγγισή πολιτικής (GPI) για να αναφερθούµε
στη γενική ιδέα να αφήνουµε τις διαδικασίες αξιολόγησης και ϐελτίωσης πολιτικής να αλλη-
λεπιδρούν, ανεξάϱτητα τις λεπτοµέρειες των δύο διαδικασιών. Σχεδόν όλες οι µέϑοδοι
ενισχυτικής µάϑησης περιγράφονται καλά ως GPI. ∆ηλαδή, όλες έχουν αναγνωρίσιµες πολι-
τικές και συναρτήσεις αξίας, µε την πολιτική να ϐελτιώνεται πάντα σε σχέση µε τη συνάϱτηση
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αξίας και τη συνάϱτηση αξίας να οδηγείται πάντα πϱος τη συνάϱτηση αξίας της πολιτικής.
Αυτό απεικονίζεται στο Σχήµα 2.5

Σχήµα 2.5: Οι συναϱτήσεις αξίας και πολιτικής αλληλεπιδϱούν µέχϱι να είναι ϐέλτιστες και
συνεπώς συνεπείς µεταξύ τους.

Είναι εύκολο να διαπιστώσει κανείς ότι εάν τόσο η διαδικασία αξιολόγησης όσο και
η διαδικασία ϐελτίωσης σταθεροποιούνται, δηλαδή δεν παράγουν πλέον αλλαγές, τότε η
συνάϱτηση αξίας και η πολιτική πϱέπει να είναι ϐέλτιστες. Η συνάϱτηση αξίας σταθεροποιεί-
ται µόνο όταν είναι συνεπής µε την τϱέχουσα πολιτική και η πολιτική σταθεροποιείται µόνο
όταν είναι άπληστη σε σχέση µε την τϱέχουσα συνάϱτηση αξίας. Αυτό σηµαίνει ότι ισχύει η
εξίσωση Bellman και εποµένως ότι η πολιτική και η συνάϱτηση αξίας είναι ϐέλτιστες.

Οι διαδικασίες αξιολόγησης και ϐελτίωσης της πολιτικής αλληλεπιδϱούν ανεξαϱτήτως της
αναλυτικότητας των δύο διαδικασιών. Οι διαδικασίες αξιολόγησης και ϐελτίωσης στην GPI
µποϱεί να ϑεωϱηϑεί ότι:

• ΑνταγωνίϹονται υπό την έννοια ότι κινούνται πϱος αντίϑετες κατευϑύνσεις. Το να γίνει
η πολιτική άπληστη σε σχέση µε τη συνάϱτηση αξίας συνήϑως καϑιστά τη συνάϱτηση
αξίας λανϑασµένη για την αναϑεωϱηµένη πολιτική, και το να γίνει η συνάϱτηση αξίας
συνεπής µε την πολιτική τυπικά πϱοκαλεί ότι η πολιτική αυτή δεν είναι πλέον άπληστη.

• Μακϱοπϱόϑεσµα, ωστόσο συνεργάζεται, οι δύο διαδικασίες αλληλεπιδρούν για να
ϐϱουν µια ενιαία κοινή λύση

Αποτελεσµατικότητα του δυναµικού προγραµµατισµού

Αν n και k συµβολίζουν τον αριθµό των καταστάσεων και των ενεργειών, ο συνολικός
αριθµός των (ντετερµινιστικών) πολιτικών είναι kn. Μια µέϑοδος DP απαιτεί λιγότεϱες υπολ-
ογιστικές πράξεις από µια πολυωνυµική συνάϱτηση των n και k. Ωστόσο ο DP έχει περιορισ-
µένη εφαρµογή λόγω του προβλήµατος της διαστατικότητας, του γεγονότος ότι ο αριθµός των
καταστάσεων συχνά αυξάνεται εκθετικά µε τον αριθµό των µεταβλητών κατάστασης.Βέϐαιος
αυτό είναι η εγγενής δυσκολία του προβλήµατος, όχι του DP ως µεθόδου επίλυσης.
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2.3 Ενισχυτική µάϑηση χωϱίς µοντέλα

Το πλήϱες µοντέλο του περιβάλλοντος δεν είναι πάντα διαθέσιµο. Στην πεϱίπτωση αυτή,
ο πράκτορας µαθαίνει από την εµπειρία. Η εµπειρία µποϱεί να αποκτηθεί από την αλλη-
λεπίδραση µε προσηµειωµένο ή πραγµατικό περιβάλλον. Ακόµη και αν ο πράκτορας έχει
µια προσοµοίωση περιβάλλοντος, µποϱεί και πάλι να ϐϱει τη ϐέλτιστη συµπεριφορά. [26]

2.3.1 Μέϑοδοι Monte Carlo

Είναι πολλές οι περιπτώσεις, ιδιαίτερα στον πραγµατικό κόσµο, όπου δεν έχουµε δια-
ϑέσιµο ένα πλήϱες µοντέλο του προβλήµατος, είτε το πλήϑος των καταστάσεων είναι τόσο
µεγάλο που καθιστά αδύνατη την εφαρµογή µεϑόδων δυναµικού προγραµµατισµού. ΄Ενας
τϱόπος επίλυσής για αυτές τις περιπτώσεις είναι η χϱήση της µεθόδου Monte Carlo. H
µέϑοδος Monte Carlo αλληλεπιδρά µε το περιβάλλον και χρησιµοποιεί τον εµπειρικό µέσο
για την εκτίµηση των value functions. Για να καθορίσουµε τις αποδόσεις υποθέτουµε ότι η
εµπειρία χωρίζεται σε επεισόδια, και ότι όλα τα επεισόδια τελικά τερµατίζονται ανεξάϱτητα
από τις ενέϱγειες που επιλέγονται. Μόνο κατά την ολοκλήρωση ενός επεισοδίου αλλάζουν οι
εκτιµήσεις των τιµών και οι πολιτικές. Συνεπώς, οι µέϑοδοι Monte Carlo ενηµερώνονται ανά
επεισόδιο, αλλά όχι ϐήµα πϱος ϐήµα (online).

Οι µέϑοδοι Monte Carlo δειγµατοληπτούν και υπολογίζουν τον µέσο όϱο των αποδόσεων
για κάϑε Ϲεύγος κατάστασης-δϱάσης. Η απόδοση µετά την ανάληψη µιας δϱάσης σε µια
κατάσταση εξαρτάται από τις ενέϱγειες που αναλαµβάνονται σε µεταγενέστερες καταστά-
σεις του ίδιου επεισοδίου. Επειδή όλες οι επιλογές δϱάσης υποβάλλονται σε µάϑηση, το
πϱόϐληµα καθίσταται µη σταθερό σε σχέση µε την προηγούµενη κατάσταση. Για να χειρισ-
τούµε τη αστάθεια, προσαρµόζουµε την ιδέα της προσέγγισή γενικής πολιτικής (GPI) που
αναπτύχθηκε για το ∆Π. Ενώ εκεί υπολογίσαµε συναρτήσεις αξίας από τη γνώση του MDP,
εδώ µαθαίνουµε συναρτήσεις αξίας από δειγµατικές αποδόσεις µε το MDP. Η συνάϱτηση
αξίας και οι αντίστοιχες πολιτικές εξακολουθούν να αλληλεπιδρούν για να επιτύχουν τη
ϐέλτιστη κατάσταση, ουσιαστικά µε τον ίδιο τϱόπο µε την (GPI). ΄Οπως και στο κεφάλαιο της
∆Π, πϱώτα εξετάζουµε το πϱόϐληµα πρόβλεψης (το υπολογισµό των v και q για µια σταθερή
αυθαίρετη πολιτική ) και στη συνέχεια τη ϐελτίωση της πολιτικής, και, τέλος, το πϱόϐληµα
ελέγχου και η επίλυσή του από την GPI. Κάϑε µία από αυτές τις ιδέες που λαµβάνονται
από το DP επεκτείνεται στην πεϱίπτωση Monte Carlo στην οποία είναι διαθέσιµη µόνο η
δειγµατοληπτική εµπειρία [20]

Η πϱόϐλεψη Monte Carlo εκτιµά τη συνάϱτηση αξίας για µια δεδοµένη πολιτική.
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Αλγοριθµος 2.1: Monte Carlo prediction

1: Initialise V arbitrarily
2: Returns(s)← empty list ∀s ∈ S
3: repeat
4: Generate an episode using π
5: for s in the episode do
6: Returns(s)← append return following s
7: end for
8: V (s) = average(Returns(s))
9: until convergence

Κάϑε µέσος όϱος είναι µια αµεϱόληπτη εκτίµηση, και η τυπική απόκλιση του σϕάλµατός
του µειώνεται κατά 1/(

√
n) , όπου n είναι ο αϱιϑµός των αποδόσεων που υπολογίϹονται κατά

µέσο όϱο.

Αλγοριθµος 2.2: On-policy Monte Carlo control

1: Initialise Q and π arbitrarily
2: Returns (s, a)← empty list ∀s ∈ S, a ∈ A
3: repeat
4: for s ∈ S and a ∈ A do
5: Generate an episode using ε-greedy π starting with s, a
6: for s, a in the episode do
7: Returns(s, a)← append return following s, a
8: Q(s, a) = average(Returns(s, a))
9: end for

10: for s in the episode do
11: π(s) = argmaxaQ(s, a)
12: end for
13: end for
14: until convergence

Στις µεϑόδους εκτός πολιτικής έχουµε δύο πολιτικές :

• πολιτική-στόχος (target policy) είναι η πολιτική που µαϑαίνεται και ειναι άπληστη σε
σχέση µε την Q

• πολιτική συµπεριφοράς (behaviour policy), η πολιτική που παϱάγει συµπεριφορά.
Πϱέπει να έχει µη µηδενική πιθανότητα επιλογής όλων των ενεργειών που µποϱεί
να επιλεγούν από την πολιτική στόχου (coverage). Για να το εξασφαλίσουµε αυτό
απαιτούµε η πολιτική συµπεριφοράς να είναι µαλακή (δηλ, να επιλέγει όλες τις ενέϱγειες
σε όλες τις καταστάσεις µε µη µηδενική πιθανότητα).

Η πολιτική συµπεϱιϕοϱάς µ µποϱεί να είναι οποιαδήποτε, αλλά πϱοκειµένου να διασϕαλιστεί
η σύγκλιση π στη ϐέλτιστη πολιτική, πϱέπει να ληϕϑεί ένας άπειϱος αϱιϑµός από ανταµοιϐές
για κάϑε Ϲεύγος κατάστασης και δϱάσης.
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Αλγοριθµος 2.3: Off-policy Monte Carlo control

1: Initialise Q arbitrarily, C(s, a) = 0∀s ∈ S, a ∈ Aπ ← greedy with respect to Q
2: repeat
3: Generate an episode [s0, a0, ..., aT−1, sT ] using soft policy µ
4: R ← 0, W ← 1
5: for t ← 0, T do
6: R ← γR + rt+1
7: C(st , at)← C(st , at) +W

8: Q(st , at)← Q(st , at) +
W

C(st , at)
(R − Q(st , at))

9: π(s) = argmaxaQ(s, a)
10: if at , π(st) then
11: Exit for loop
12: end if

13: W ← W
1

µ(at , st
)

14: end for
15: until convergence

2.3.2 Μάϑηση πϱοσωϱινής διαϕοϱάς

Οι µέϑοδοι πϱοσωϱινής διαφοράς (Temporal-difference , TD ) είναι παρόµοιες µε τις
µεθόδους δυναµικού προγραµµατισµού, δηλαδή ενηµερώνουν τις εκτιµήσεις που ϐασίζον-
ται εν µέϱει σε άλλες εκτιµήσεις, χωϱίς να περιµένουν το τελικό αποτέλεσµα (bootstrap)
άλλα και την µέϑοδο Monte Carlo, µαθαίνουν απευθείας από την ακατέργαστη εµπειρία
χωϱίς µοντέλο της δυναµικής του περιβάλλοντος. Οι µέϑοδοι TD περιµένουν µόνο µέχϱι το
επόµενο χϱονικό ϐήµα για να ενηµερώσουν τις εκτιµήσεις των τιµών. Τη χϱονική στιγµή
t + 1 σχηµατίζουν αµέσως έναν στόχο και κάνουν µια ενηµέρωση χρησιµοποιώντας την
παρατηρούµενη ανταµοιβή rt + 1 και την τϱέχουσα εκτίµηση V (st + 1). [20]

V (st)← V (st) + α(rt+1 + γV (st+1) − V (st)) (2.39)

, όπου α > 0 . Να σηµειωϑεί ότι αυτό είναι παϱόµοιο µε την ενηµέϱωση MC µε τη διαϕοϱά
ότι πϱαγµατοποιείται σε κάϑε ϐήµα. Παϱόµοια µε τις µεϑόδους DP, η µέϑοδος TD ϐασίϹει
την ενηµέϱωσή της σε εν µέϱει σε µια υπάϱχουσα εκτίµηση - µια µέϑοδο bootstrapping.Η
παϱάµετϱος α είναι το ϐήµα µάϑησης (learning rate) του πϱάκτοϱα. Ο οϱός :

δt = rt+1 + γV (st+1) − V (st) (2.40)

ονοµάϹετε σϕάλµα εκτίµησής, το οποίο εµφανίζεται µε διάφορες µορφές στην ενισχυτική
µάϑηση.Το σϕάλµα TD σε κάϑε χϱονική στιγµή είναι το σϕάλµα της εκτίµησης που έγινε
εκείνη τη στιγµή. Επειδή το σϕάλµα TD στο ϐήµα t εξαρτάται από την επόµενη κατάσταση
και την επόµενη ανταµοιβή, δεν είναι πραγµατικά διαθέσιµο µέχϱι το ϐήµα t + 1. Η ενηµέρ-
ωση της συνάϱτησης αξίας µε το σϕάλµα TD ονοµάζεται εϕεδϱικό σϕάλµα. Το σϕάλµα TD
σχετίζεται µε την εξίσωση Bellman.
[8], [21]
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2.3.2 Μάϑηση πϱοσωϱινής διαϕοϱάς

SARSA

Η SARSA είναι µια µέϑοδος TD εντός της πολιτικής. Η οποία αποτελεί µια γενικευµένη
πϱοσεγγιστική µέϑοδος πολιτικής. Ισοϱϱοπεί µεταξύ διεϱεύνησης και εκµετάλλευσης.

Q(st , at)← Q(st , at) + α(rt + 1 + γQ(st+1, at+1) − Q(st , at)) (2.41)

Η ενηµέϱωση αυτή γίνεται µετά από κάϑε µετάϐαση από µια µη τεϱµατική κατάσταση st .
Εάν η st+1 είναι τεϱµατική, τότε το Q(st+1, at+1) οϱίϹεται ως µηδέν. Η εξίσωση ενηµέϱωσης για
την SARSA εξαϱτάται από την τϱέχουσα κατάσταση, την τϱέχουσα δϱάση, την ανταµοιϐή που
λαµϐάνεται, την επόµενη κατάσταση και την επόµενη δϱάση. Αυτή η παϱατήϱηση οδήγησε
στην ονοµασία της τεχνικής µάϑησης ως SARSA (State Action Reward State Action) που
συµϐολίϹει την πλειάδα (s, a, r, s′, a′).

Αλγοριθµος 2.4: SARSA

1: Initialise Q arbitrarily, Q(terminal, ·) = 0
2: repeat
3: Initialize s
4: Choose a ε-greedily
5: repeat
6: Take action a, observe r , s′

7: Choose a′ε-greedily
8: Q(s, a)← Q(s, a) + α(r + γQ(s′, a′) − Q(s, a))
9: s← s′, a ← a′

10: until s is terminal
11: until convergence

Ο αλγόριθµος SARSA είναι ένας αλγόριθµος εντός πολιτικής, πϱάγµα που σηµαίνει
ότι κατά την εκµάθηση της ϐέλτιστης πολιτικής χρησιµοποιεί την τϱέχουσα εκτίµηση της
ϐέλτιστης πολιτικής για τη δηµιουϱγία της συµπεριφοράς. Ο SARSA συγκλίνει σε µια
ϐέλτιστη πολιτική αϱκεί όλα τα Ϲεύγη κατάστασης-δϱάσης να επισκέπτονται άπειϱες ϕοϱές
και η πολιτική να συγκλίνει οριακά στην άπληστη πολιτική (ε = 1/t). [20]

Πϱοσδοκώµενη Sarsa (Expected Sarsa)

Μια εναλλακτική λύση στη λήψη µιας τυχαίας ενέϱγειας και χρησιµοποιώντας την εκ-
τίµηση της συνάϱτησης Q για την ενέϱγεια αυτή στο σϕάλµα TD- (όπως στο SARSA) είναι η
χϱήση της αναµενόµενης τιµής της συνάϱτησης Q.

Q(st , at)← Q(st , at) + α(E[Q(st+1, at+1)|st+1] − Q(st , at)) =

Q(st , at) + α(rt+1 + γ
′∑
a

π(α′|st+1)Q(st + 1, α′) − Q(st , at))
(2.42)

Αν και υπολογιστικά πιο πολύπλοκη, η µέϑοδος αυτή έχει χαµηλότερη διακύµανση.
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Επίσης γενικά αποδίδει καλύτεϱα και µποϱεί να είναι είτε εντός είτε εκτός πολιτικής.

2.3.3 Q-learning

Η Q-learning είναι µια µέϑοδος TD εκτός πολιτικής, στην οποία η µάϑηση της συνάϱτησης
δϱάσης-αξίας, Q, άµεσα προσεγγίζει τη ϐέλτιστη συνάϱτηση δϱάσης-αξίας, ανεξάϱτητα από
την ακολουθούµενη πολιτική.

Q(st , at)← Q(st , at) + α(rt+1 + γ max
α′

Q(st+1, α′) − Q(st , at)) (2.43)

Αυτό απλοποιεί δϱαµατικά την ανάλυση του αλγοϱίϑµου και επιτϱέπει την απόδειξη της
πϱώιµης σύγκλισης: το µόνο που απαιτείται για την οϱϑή σύγκλιση είναι όλα τα Ϲεύγη ∀a, s

να συνεχίϹουν να ενηµεϱώνονται. [26]

Αλγοριθµος 2.5: Q-learning

1: Initialise Q arbitrarily, Q(terminal, ·) = 0
2: repeat
3: Initialize s
4: repeat
5: Choose a ε-greedily
6: Take action a, observe r, s′

7: Q(s, a)← Q(s, a) + α(r + γ max′a Q(s′, a′) − Q(s, a))
8: s← s′

9: until s is terminal
10: until convergence

Πϱοσαϱµοσµένη Q-µάϑηση

Στην πϱοσαϱµοσµένη Q-µάϑηση (Fitted Q-learning) οι εµπειϱίες συγκεντϱώνονται σε ένα
δεδοµένο σύνολο δεδοµένων D µε τη µοϱϕή πλειάδων < s, a, r, s’ > όπου η κατάσταση στο
επόµενο χϱονικό ϐήµα s’ πϱοκύπτει από το T (s, a, ·) και η ανταµοιϐή r δίνεται από την
R(s, a, s’). Ο αλγόϱιϑµος ξεκινά µε κάποια τυχαία αϱχικοποίηση του των Q-τιµών Q(s, a; θ0)
όπου το θ0 αναϕέϱεται στις αϱχικές παϱαµέτϱους (συνήϑως έτσι ώστε οι αϱχικές τιµές Q
να είναι σχετικά κοντά στο 0, ώστε να να αποϕεύγεται η αϱγή µάϑηση). Στη συνέχεια, µια
πϱοσέγγιση των τιµών Q στο k-οστή επανάληψη Q(s, a; θk) ενηµεϱώνεται πϱος την συνάϱτησή
στόχου (target value)

Y Q
k = r + γ max

α′∈A
Q(s′, a′; θk), (2.44)

όπου το θk αναφέρεται σε ορισµένες παϱαµέτϱους που καθορίζουν τις τιµές Q στην k-
οστή επανάληψη. [27]

NFQ
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2.3.3 Q-learning

Στη νευϱωνικά πϱοσαϱµοσµένη µάϑηση Q (Neural Fitted Q NFQ), η κατάσταση µποϱεί
να δοϑεί ως είσοδος στο δίκτυο Q και να δοϑεί µια διαϕοϱετική έξοδος για κάϑε µία από
τις πιϑανές ενέϱγειες. Αυτό έχει ως αποτέλεσµά µια αποτελεσµατική δοµή που έχει το
πλεονέκτηµα ότι επιτυγχάνεται ο υπολογισµός της maxa′∈AQ(s′, a′; θk) σε ένα µόνο πέϱασµα
στο νευϱωνικό δίκτυο για ένα δεδοµένο s’. Οι Q- τιµές παϱαµετϱοποιούνται µε ένα νευϱωνικό
δίκτυο Q(s, a; θk) όπου οι παϱάµετϱοι θk ενηµεϱώνονται µε στοχαστική κάϑοδο ϐασισµένη
στην κλίση (gradient descent) ελαχιστοποιώντας την τετϱαγωνική συνάϱτησή της απώλειάς:

LDQN = (Q(s, a; θk) − Y Q
k )2 (2.45)

΄Ετσι, η ενηµέϱωση Q-learning καταλήγει στην ενηµέϱωση των παϱαµέτϱων:

θk+1 = θk + α(Y Q
k − Q(s, a; θk))∇θk Q(s, α; θk), (2.46)

όπου το α είναι ένα κλιµακωτό µέγεθος ϐήµατος που ονοµάζεται ϱυθµός µάϑησης. Η
χϱήση της τετραγωνική απώλειας δεν είναι αυθαίρετη, εξασφαλίζει ότι το Q(s, α; θk) ϑα
πϱέπει να τείνει χωϱίς προκατάληψη πϱος την αναµενόµενη τιµή της τυχαίας µεταβλητής
Y Q

k . Εποµένως, εξασφαλίζει ότι η Q(s, a; θk) ϑα πϱέπει να τείνει πϱος την Q*(s, a) µετά από
πολλές επαναλήψεις, υποθέτοντας ότι το νευρωνικό δίκτυο είναι καλά προσαρµοσµένο για
την εργασία και ότι η εµπειρία που έχει συγκεντρωθεί στο σύνολο δεδοµένων D είναι επαϱκής
[28]
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Κεϕάλαιο 3

Βαϑιά Ενισχυτική Μάϑηση

3.1 Βαϑιά Ενισχυτική Μάϑηση

H ενισχυτική µάϑηση όπου η συνάϱτηση αξίας, η πολιτική ή το µοντέλο, προσεγγίζε-
ται µέσω ενός νευρωνικού δικτύου ονοµάζεται ϐαθιά ενισχυτική µάϑηση. Ποιο αναλυτικά
λαµβάνουµε µεθόδους ϐαθιάς ενισχυτικής µάϑησης (deep RL) όταν χρησιµοποιούµε ϐα-
ϑιά νευρωνικά δίκτυα για να αναπαραστήσουµε την κατάσταση ή την παϱατήϱηση και/ή
για να προσεγγίσουµε οποιοδήποτε από τα ακόλουϑα στοιχεία της ενισχυτικής µάϑησης:
συνάϱτηση αξίας, v̂(s; θ) ή q̂(s, a; θ), πολιτική π(a|s; ϑ) και µοντέλο (συνάϱτηση µετάϐασης
κατάστασης και συνάϱτηση ανταµοιβής). Εδώ, οι παϱάµετϱοι ϑ είναι τα ϐάϱη στα ϐαθιά
νευρωνικά δίκτυα. ΄Οταν χρησιµοποιούµε "ϱηχά" µοντέλα, όπως γραµµική συνάϱτηση, δέν-
τρα απόφασης, κωδικοποίηση πλακιδίων, και ούτω καθεξής, ως προσέγγιση συνάϱτησης,
λαµβάνουµε "ϱηχά" RL, και οι παϱάµετϱοι ϑ είναι οι παϱάµετϱοι ϐάϱους σε αυτά τα µον-
τέλα. Η ευδιάκριτη διαφορά µεταξύ της ϐαθιάς RL και της "ϱηχής" RL είναι το τι προσέγγιση
συνάϱτησης χρησιµοποιείται. Συνήϑως χρησιµοποιούµε στοχαστική κατάϐαση πλαγιάς (gra-
dient descent) για την ενηµέρωση των παϱαµέτϱων ϐάϱους στη ϐαθιά RL. ΄Οταν συνδυάζονται
εκτός πολιτικής, η προσέγγιση συνάϱτησης, ιδίως η µη γραµµική προσέγγιση συνάϱτησης,
και η εκκίνησης, µποϱεί να εµφανιστεί αστάθεια και απόκλιση. Ωστόσο, πρόσφατες εργασίες
όπως το ϐαϑύ δίκτυο Q το AlphaGo και άλλα σταθεροποιούν τη µάϑηση και επιτυγχάνουν
εξαιρετικά αποτελέσµατα. [20]

3.2 DQN

Το Βαϑύ Q-δίκτυο (Deep Q-Network,DQN) είναι ένας αλγόριθµος γενικού σκοπού που,
συνδυάζει την ενισχυτική µάϑηση µε µια κατηγορία τεχνητών νευρωνικών δικτύων, γνωστά ως
ϐαθιά νευρωνικά δίκτυα. O πράκτορας αλληλεπιδρά µε ένα περιβάλλον µέσω µιας ακολου-
ϑίας παϱατηϱήσεων, ενεργειών και ανταµοιβών. Ο στόχος του πράκτορα είναι να επιλέξει
ενέϱγειες µε τϱόπο που να µεγιστοποιεί τη συσσωρευτική µελλοντική ανταµοιβή. Πιο συγ-
κεκριµένα, χρησιµοποιούµε ένα ϐαϑύ συνελικτικό νευρωνικό δίκτυο για την προσέγγιση της
ϐέλτιστης συνάϱτησης αξίας-δϱάσης

Q ∗ (s, a) = max
π

E[rt + γrr+1 + γ2rr+2 + ...|st = s, at = a, π] (3.1)

το οποίο είναι το µέγιστο άθροισµα των ανταµοιβών rt πϱο εξοφληµένων κατά γ σε κάϑε
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χϱονικό ϐήµα t, που µποϱεί να επιτευχθεί από µια πολιτική συµπεριφοράς π = P(a|s), αϕού
γίνει µια παϱατήϱηση (s) και εκτελώντας µια ενέϱγεια (a). [29]

Είναι γνωστό ότι η ενισχυτική µάϑηση είναι ασταθής ή και αποκλίνει όταν χρησιµοποιεί-
ται µια η γραµµική προσέγγισή συναϱτήσεων, όπως ένα νευρωνικό δίκτυο, για την ανα-
παράσταση της συνάϱτησης Q. Αυτή η αστάθεια έχει διάφορες αιτίες: τις συσχετίσεις που
υπάρχουν στην ακολουθία των παϱατηϱήσεων, το γεγονός ότι µικϱές ενηµερώσεις στην Q
µποϱεί να αλλάξουν σηµαντικά την πολιτική και συνεπώς την κατανοµή των δεδοµένων, και
τις συσχετίσεις µεταξύ των τιµών δϱάσης Q και των τιµών-στόχων r + γ max′a Q(s′, a). Η
συνάϱτησή στόχου που χρησιµοποιείται από το DQN είναι:

Y DQN
t = Rt+1 + γ max

a
Q(St+1, a; θ−t ) (3.2)

ΑντιµετωπίϹουµε αυτές τις αστάθειες µε µια νέα παραλλαγή της µάϑησης Q, η οποία
χρησιµοποιεί δύο ϐασικές ιδέες. Πρώτον, χρησιµοποιήσαµε έναν ϐιολογικά εµπνευσµένο
µηχανισµό που ονοµάζεται επανάληψη εµπειρίας που τυχαιοποιεί τα δεδοµένα, αφαιρών-
τας έτσι τις συσχετίσεις στην ακολουθία παϱατηϱήσεων και εξοµαλύνοντας τις αλλαγές στην
κατανοµή των δεδοµένων . ∆εύτεϱον, χρησιµοποιήσαµε µια επαναληπτική ενηµέρωση που
προσαρµόζει τις τιµές δϱάσης Q πϱος τις τιµές στόχου που ενηµερώνονται µόνο περιοδικά,
µειώνοντας έτσι τις συσχετίσεις µε τον στόχο.

Ενώ υπάρχουν και άλλες σταθερές µέϑοδοι για την εκπαίδευση νευρωνικών δικτύων στο
πλαίσιο της ενισχυτικής µάϑησης, όπως η NFQ που είδαµε στην ενότητά Q-learning , οι
µέϑοδοι αυτές περιλαµβάνουν την επαναλαµβανόµενη εκπαίδευση των δικτύων εκ νέου σε
εκατοντάδες επαναλήψεις. Κατά συνέπεια, αυτές οι µέϑοδοι, σε αντίθεση µε τον αλγόριθµό
µας, είναι πολύ αναποτελεσµατικές για να χρησιµοποιηθούν µε επιτυχία σε µεγάλα νευρ-
ωνικά δίκτυα. Παϱαµετϱοποιούµε µια προσεγγιστική συνάϱτηση τιµής Q(s, a; θi) χρησι-
µοποιώντας ένα ϐαϑύ συνελικτικό νευρωνικό δίκτυο, στο οποίο θi είναι οι παϱάµετϱοί
(δηλαδή τα ϐάϱη) του Q-δικτύου στην επανάληψη i. Αποθηκεύουµε τις εµπειρίες et =

(st , at , rt , st+1) του πράκτορα σε κάϑε χϱονικό ϐήµα t σε ένα σύνολο δεδοµένων Dt = e1, ..., et .
Κατά τη διάϱκεια της µάϑησης, εφαρµόζουµε ενηµερώσεις Q-learning, σε δείγµατα (ή µίνι-
πακέτα) εµπειριών (s, a, r, s′) ∼ U (D), που αντλούνται οµοιόµοϱϕα-τυχαία από τη δεξαµενή
των αποθηκευµένων δειγµάτων. Η ενηµέρωση Q-µάϑησης στην επανάληψη i χρησιµοποιεί
την ακόλουϑη συνάϱτηση απωλειών:

Li(θi) = E(s,a,r,s′)∼U (D)[r + γ max
a′

Q(s′, a′; θ−ι ) − Q(s, a, θi))2 (3.3)

όπου γ είναι ο παράγοντας πϱοεξόϕλησης που καθορίζει τον ορίζοντα του πράκτορα, θi εί-
ναι οι παϱάµετϱοι του Q-δικτύου στην επανάληψη i και θ−i οι παϱάµετϱοι του δικτύου. [30] Οι
παϱάµετϱοι του δικτύου-στόχου θ−i ενηµερώνονται µόνο µε τις παϱαµέτϱους του Q-δικτύου
θi κάϑε C ∈ N επαναλήψεις µε την ακόλουϑη ανάθεση: θ−k = θk. Αυτό αποτϱέπει τη γρήγορη
διάδοση των ασταθειών και µειώνει τον κίνδυνο απόκλισης.

Το ανάδελτα της συνάϱτηση απωλειών, µε σεϐασµό στα ϐάϱη, µας δίνει την ακόλουϑη
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3.2 DQN

κλίση:

∇θi Li(θi) = Es,a,r,s′[(r + γ max
a′

Q(s′, a′; θ−ι ) − Q(s, a, θi))∇θi Q(s, a, θi)] (3.4)

Να σηµειωϑεί ότι αυτός ο αλγόϱιϑµος δεν έχει µοντέλο: επιλύει το έϱγο της ενισχυτικής
µάϑησης απευϑείας χϱησιµοποιώντας δείγµατα από τον εξοµοιωτή, χωϱίς να εκτιµά ϱητά την
ανταµοιϐή και τη δυναµική µετάϐασης P(r,s’|s,a). Είναι επίσης εκτός πολιτικής: µαϑαίνει
για την άπληστη πολιτική a = argmaxa′Q(s, a′; θ), ενώ ακολουϑεί µια συµπεϱιϕοϱά που
εξασϕαλίϹει επαϱκή εξεϱεύνηση του χώϱου καταστάσεων. Στην πϱάξη, η συµπεϱιϕοϱα συχνά
επιλέγεται από µια πολιτική ε-greedy, που ακολουϑεί την άπληστη πολιτική µε πιϑανότητα
1-ε και επιλέγει µια τυχαία ενέϱγεια µε πιϑανότητα ε.

Σχήµα 3.1: Σχεδιάγραµµα του αλγορίθµου DQN. Το Q(s, a; θk ) αρχικοποιείται σε τυχαίες
τιµές (κοντά στο 0) παντού στο πεδίο του και η µνήµη αναπαραγωγής είναι αρχικά κενή.
Οι παϱάµετϱοι στόχου του Q-δικτύου θ−k ενηµερώνονται µόνο κάϑε C επαναλήψεις µε τις
παϱαµέτϱους του Q-δικτύου θk και διατηρούνται σταθερές µεταξύ των ενηµεϱώσεων- η ενηµέρ-
ωση χρησιµοποιεί µια µίνι-οµάδα (π.χ. 32 στοιχεία) πλειάδων < s, a > που λαµβάνονται
τυχαία από τη µνήµη αναπαραγωγής µαϹί µε την αντίστοιχη µίνι-οµάδα τιµών στόχου για τις
πλειάδες. [21]
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Αλγοριθµος 3.1: Deep Q-learning with Experience Replay

1: Initialize replay memory D to capacity N
2: Initialize action-value function Q with random weights ϑ
3: Initialize target action-value function Q̂ with weights θ− = θ
4: for e dopisode = 1, Μ
5: Initialize sequence s1 = x1 and preprocessed sequence ϕ1 = ϕ(s1)
6: for t do=1,T
7: With probability ε select a random action at otherwise select at =

argmaxaQ(ϕ(st), α; θ)
8: Execute action at in emulator and observe reward rt and image xt+1
9: Set st+1 = st , at , xt+1 and preprocess ϕt+1 = ϕ(st+1)

10: Store transition (ϕt , at , rt , ϕt+1) in D
11: Sample random minibatch of transitions (ϕj, aj, rj, ϕj+1) from D
12: Set yj = rj for terminal ϕj + 1 OR yj = rj + γmaxa′Q(ϕj+1, a′; θ) for non-terminal

ϕj+1
13: Perform a gradient descent step on (yj−Q(ϕj, aj; θ))2 with respect to the network

parameters ϑ
14: Every C steps reset Q̂ = Q
15: end for
16: end for

[29]

Το πϱόϐληµά της υπεϱεκτίµησης

Ο αλγόϱιϑµος Q-learning υπεϱεκτιµά τις τιµές δϱάσης υπό οϱισµένες συνϑήκες.

Σχήµα 3.2: Απεικόνιση του τϱόπου µε τον οποίο o DQN υπεϱεκτιµά την συνάϱτηση ∆ϱάσης-
Αξίας.

Υπάϱχουν 2 κύϱιοι λόγοι για την υπεϱεκτίµηση, όπως ϕαίνεται στην 3.2. Ο πϱώτος λόγος
οϕείλεται στη συνάϱτηση µεγιστοποίησης που χϱησιµοποιείται για τον υπολογισµό της τιµής
στόχου. Ας υποϑέσουµε ότι οι πϱαγµατικές άξιες δϱάσης συµϐολίϹονται µε: x(a1)...x(an). Οι
ϑοϱυϐώδεις εκτιµήσεις που γίνονται από το DQN συµϐολίϹονται µε:Q(s, a1; w), ...Q(s, an; w)
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max
a

Q(s, a, w) ≥ max
a

(x(a)) (3.5)

εποµένως υπάϱχει υπεϱεκτίµηση της πϱαγµατικής τιµής της Q.
Ο δεύτερος λόγος είναι ότι οι υπερεκτιµηµένες τιµές Q χρησιµοποιούνται και πάλι για

την ενηµέρωση των ϐαϱών του δικτύου Q µέσω της οπισθοδιάδοσης. Αυτό καθιστά την υπ-
ερεκτίµηση πιο σοβαρή. Οι υπεραισιόδοξες εκτιµήσεις των τιµών δεν αποτελούν απαϱαίτητα
πϱόϐληµα από µόνες τους. Εάν όλες οι τιµές ήταν οµοιόµορφα υψηλότερες, τότε οι σχετικές
προτιµήσεις δϱάσης διατηρούνται και δεν ϑα περιµέναµε η προκύπτουσα πολιτική να είναι
χειϱότεϱη. Εάν, ωστόσο, οι υπερεκτιµήσεις δεν είναι οµοιόµορφες και δεν συγκεντρώνονται
σε καταστάσεις για τις οποίες ϑέλουµε να µάϑουµε περισσότερα, τότε µποϱεί να επηρεάσουν
αρνητικά την ποιότητα της πολιτικής που πϱοκύπτει. ∆ιαισθητικά όσο πιο συχνά εµφανίζεται
ένα συγκεκριµένο Ϲεύγος κατάστασης, δϱάσης στο buffer αναπαραγωγής, τόσο µεγαλύτεϱη
υπερεκτίµηση γίνεται σε αυτό το Ϲεύγος κατάστασης-δϱάσης.

3.2.1 ∆ιπλό DQN

Μια προσαρµογή του αλγορίθµου DQN µε στόχο να µειωθούν οι παϱατηϱούµενες υπ-
ερεκτιµήσεις αποτελεί το ∆ιπλό Βαϑύ Q-∆ίκτυο (DDQN), το οποίο οδηγεί επίσης σε πολύ
καλύτεϱη απόδοση σε διάφορα παιχνίδια. Για να µετριάσει την υπερεκτίµηση που προκαλεί-
ται από τη µεγιστοποίηση, το DDQN χρησιµοποιεί 2 Q-δίκτυα, ένα για τη λήψη ενεργειών
και ένα άλλο για την ενηµέρωση των ϐαϱών µέσω οπισθοδιάδοσης.

Ο τελεστής max στην τυπική Q-learning και στην DQN, εξίσωσή 3.2 χϱησιµοποιεί τις ίδιες
τιµές τόσο για την επιλογή όσο και για την αξιολόγηση µιας ενέϱγειας. Αυτό καϑιστά πιο
πιϑανό να επιλέξει υπεϱεκτιµηµένες τιµές, µε αποτέλεσµα υπεϱαισιόδοξες εκτιµήσεις Αξίας.
Για να το αποτϱέψουµε αυτό, µποϱούµε να διαχωϱίσουµε την επιλογή από την αξιολόγηση.
Αυτή είναι η ιδέα πίσω από την Double Q-learning [31]. Στον αϱχικό αλγόϱιϑµο Double
Q-learning, δύο συναϱτήσεις άξιας µαϑαίνουν αναϑέτοντας σε κάϑε εµπειϱία τυχαία την
ενηµέϱωση µιας από τις δύο συναϱτήσεις αξίας, έτσι ώστε να υπάϱχουν δύο σύνολα ϐαϱών, ϑ
και ϑ’. Για κάϑε ενηµέϱωση, το ένα σύνολο ϐαϱών χϱησιµοποιείται για τον πϱοσδιοϱισµό της
άπληστης πολιτικής και το άλλο για τον πϱοσδιοϱισµό της αξίας. Για µια σαϕή σύγκϱιση,
µποϱούµε πϱώτα να διαχωϱίσουµε την επιλογή και την αξιολόγηση στην Q-learning και να
ξαναγϱάψουµε τον στόχο της ως εξής:

Y Q
t = Rt+1 + γQ(St+1, arg max

a
Q(St+1, a; θt); θt) (3.6)

Το σϕάλµα διπλής Q-µάϑησης µποϱεί τότε να γϱαϕεί ως εξής:

Y DoubleQ
t = Rt+1 + γQ(St+1, arg max

a
Q(St+1, a; θt); θ′t). (3.7)

Να σηµειώσουµε ότι η επιλογή της δϱάσης, στο argmax, εξακολουϑεί να οϕείλεται στα
ϐάϱη θt . Αυτό σηµαίνει ότι, όπως και στην Q- µάϑηση, εξακολουϑούµε να εκτιµούµε την
τιµή της άπληστης πολιτικής σύµϕωνα µε τις τϱέχουσες αξίες, όπως οϱίϹονται από το θt .
Ωστόσο, χϱησιµοποιούµε το δεύτεϱο σύνολο ϐαϱών θ′t για να αξιολογήσουµε δίκαια την αξία
αυτής της πολιτικής. Αυτό το δεύτεϱο σύνολο ϐαϱών µποϱεί να ενηµεϱωϑεί συµµετϱικά,
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αλλάϹοντας τους ϱόλους των ϑ και ϑ’. [31]

Σχήµα 3.3: Αϱχιτεκτονική DDQN. [32]

3.3 Μέϑοδοι κλίσης πολιτικής

Οι µέϑοδοι πολιτικής κλίσης (policy gradient methods) αποτελούν µια ενδιαϕέϱουσα
κατηγοϱία αλγοϱίϑµων, καϑώς εϕαϱµόϹονται σε οποιαδήποτε µεταϐλητή παϱαµετϱοποίηση
πολιτικής- επεκτείνονται εύκολα στην πϱοσέγγιση συναϱτήσεων- ενσωµατώνουν δοµηµένους
χώϱους καταστάσεων και δϱάσεων- και είναι εύκολο να να υλοποιηϑούν στην πϱοσοµοίωση,
χωϱίς µοντέλα. Λόγω της ευελιξίας και της γενικότητάς τους, υπήϱξε επίσης ένας καταιγισµός
ϐελτιώσεων ώστε οι ιδέες αυτές να λειτουϱγήσουν εύϱωστα µε πϱοσεγγίσεις που ϐασίϹονται
σε ϐαϑιά νευϱωνικά δίκτυα. Οι µέϑοδοι αυτής της οικογένειας εκϕϱάϹουν µια πολιτική
ως πθ(a|s). Βελτιστοποιούν τις παϱαµέτϱους θ είτε άµεσα µεγιστοποιώντας την απόδοση
του στόχου J(πθ), είτε έµµεσα, µεγιστοποιώντας τοπικές πϱοσεγγίσεις της J(πθ). Αυτή η
ϐελτιστοποίηση πϱαγµατοποιείται σχεδόν πάντα εντός-πολιτικής (on-policy), πϱάγµα που
σηµαίνει ότι κάϑε ενηµέϱωση χϱησιµοποιεί µόνο δεδοµένα που συλλέγονται καϑώς ενεϱγεί
σύµϕωνα µε την πιο πϱόσϕατη έκδοση της πολιτικής. Η ϐελτιστοποίηση της πολιτικής
πεϱιλαµϐάνει επίσης συνήϑως µια πϱοσέγγιση Vφ(s) για την συνάϱτηση αξίας V π(s), η οποία
χϱησιµοποιείται για να ϐϱεϑεί ο τϱόπος µε τον οποίο ϑα ενηµεϱωϑεί η πολιτική. [33]
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3.3.1 ∆ϱάστης κϱιτής

Αντικειµενική συνάϱτηση

΄Ενας τϱόπος µεγιστοποιήσουµε τις ανταµοιβές µε ϐάση το ϑ, είναι να ϐϱούµε µια αν-
τικειµενική συνάϱτηση J(ϑ) τέτοια ώστε

J(θ) = Vπθ(s0) (3.8)

΄Οπου Vπθ είναι η συνάϱτηση αξίας για την πολιτική πθ και s0 είναι η αϱχική κατάσταση.
΄Αϱα µεγιστοποίηση της J(θ)σηµαίνει µεγιστοποίηση της Vπθ(s) .Πϱοκύπτει ότι :

∇J(θ) = ∇Vπθ(s0) (3.9)

Θεώϱηµα πολιτικής κλίσης

Ο υπολογισµός της κλίσης ∇θJ(θ) είναι δύσκολος επειδή εξαρτάται τόσο από την επι-
λογή δϱάσης (που καθορίζεται άµεσα από την πθ) όσο και από τη στάσιµη κατανοµή των
καταστάσεων ,δηλαδή την πιθανότητα να ϐρίσκεται κανείς στην κατάσταση s όταν ακολου-
ϑεί την πολιτική πθ. ∆εδοµένου ότι το περιβάλλον είναι γενικά άγνωστο, είναι δύσκολο να
εκτιµηθεί η επίδραση στην κατανοµή καταστάσεων από µια ενηµέρωση πολιτικής.

Το ϑεώϱηµα κλίσης πολιτικής παϱέχει µια αναµόρφωση της παραγώγου της αντικειµενικής
συνάϱτησης ώστε να µην περιλαµβάνει την παράγωγο της κατανοµής κατάστασης και να
απλοποιεί πολύ τον υπολογισµό της κλίσης ∇θJ(θ).

∇θJ(θ) = ∇θ

∑
s∈S

dπ(s)
∑
a∈A

Qπ(s, a)πθ(a|s) ∝
∑
s∈S

dπ(s)
∑
a∈A

Qπ(s, a)∇θπθ(a|s) (3.10)

΄Οπου dπ(s) είναι η κατανοµή υπό π (δηλαδή η πιϑανότητα να ϐϱίσκεται κανείς στην
κατάσταση s όταν ακολουϑεί την πολιτική π), Q(s,a) είναι η συνάϱτηση αξίας δϱάσης και
∇θπθ(a|s) ειναι η κλίση της π δεδοµένης της s και της ϑ. Τέλος, ∝ σηµαίνει αναλογικό.

΄Αϱα το ϑεώϱηµα λέει ότι ∇θJ(θ) είναι ανάλογο του αθροίσµατος της συνάϱτησης Q επί την
κλίση των πολιτικών για όλες τις ενέϱγειες στις καταστάσεις στις οποίες µποϱεί να ϐρισκό-
µαστε.

3.3.1 ∆ϱάστης κϱιτής

Οι µέϑοδοι δϱάστη κϱιτή είναι µέϑοδοι µάϑησης χϱονικών διαϕοϱών (TD) που διαϑέτουν
µια ξεχωϱιστή δοµή µνήµης για τη σαϕή αναπαϱάσταση της πολιτικής ανεξάϱτητα από τη
συνάϱτηση αξίας. Η δοµή της πολιτικής είναι γνωστή ως δϱάστης, επειδή χϱησιµοποιείται
για την επιλογή ενεϱγειών, και η εκτιµώµενη συνάϱτηση αξίας είναι γνωστή ως κϱιτής, επειδή
επικϱίνει τις ενέϱγειες που γίνονται από τον δϱάστη. Η µάϑηση είναι πάντα επί της πολιτικής:
ο κϱιτής πϱέπει να µάϑει και να επικϱίνει οποιαδήποτε πολιτική ακολουϑείται αυτή τη στιγµή
από τον δϱάστη. Η κϱιτική παίϱνει τη µοϱϕή σϕάλµατος (TD). Αυτό το κλιµακωτό σήµα είναι
η µοναδική έξοδος του κϱιτικού και οδηγεί όλη τη µάϑηση τόσο στον δϱάστη όσο και στον
κϱιτή. [20]
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Σχήµα 3.4: Η αϱχιτεκτονική της µεϑόδου δϱάστη-κϱιτή. [22]

Συνήϑως, ο κϱιτής είναι µια συνάϱτηση κατάστασης-αξίας. Μετά από κάϑε επιλογή
δϱάσης, ο κϱιτής αξιολογεί τη νέα κατάσταση για να καϑοϱίσει αν τα πϱάγµατα πήγαν
καλύτεϱα ή χειϱότεϱα από το αναµενόµενο. Αυτή η αξιολόγηση είναι το σϕάλµα (TD):

δt = rt + γV (st + 1) − V (st) (3.11)

όπου V είναι η τϱέχουσα συνάϱτηση αξίας που εϕαϱµόϹεται από τον κϱιτή. Εάν το σϕάλµα
είναι ϑετικό, υποδηλώνει ότι η τάση επιλογής της at ϑα πϱέπει να ενισχυϑεί για το µέλλον,
ενώ εάν το σϕάλµα TD είναι αϱνητικό, υποδηλώνει ότι η τάση ϑα πϱέπει να αποδυναµωϑεί.
[21]

3.3.2 A3C

Ο αλγόριθµος κϱιτή δϱάστη ασύγχϱονου πλεονεκτήµατος (asynchronous advantage
actor-critic (A3C)), χρησιµοποιεί πολλαπλούς πράκτορες µε κάϑε πράκτορα να έχει τις δικές
του παϱαµέτϱους δικτύου και ένα αντίγραφο του περιβάλλοντος. Αυτοί οι πράκτορες αλλη-
λεπιδρούν µε τα αντίστοιχα περιβάλλοντά τους ασύγχϱονα, µαθαίνοντας µε κάϑε αλληλεπί-
δραση. Κάϑε πράκτορας ελέγχεται από ένα ενιαίο δίκτυο. Καθώς κάϑε πράκτορας αποκτά
περισσότερη γνώση, συµβάλλει στη συνολική γνώση του συνολικού δικτύου. Η παϱουσία
ενός συνολικού δικτύου επιτϱέπει σε κάϑε πράκτορα να έχει πιο διαφοροποιηµένα δεδοµένα
εκπαίδευσης.

Ο Α3C διατηϱεί µια πολιτική π(at |st ; θ) και µια εκτίµηση της συνάϱτησής άξιας V (st ; θv).
΄Οπως και η παϱαλλαγή της Q-learning n-ϐηµάτων, χϱησιµοποιεί το ίδιο µείγµα επιστϱοϕών
n-ϐήµατος για την ενηµέϱωση τόσο της πολιτικής όσο και της συνάϱτησης αξίας. Η πολιτική
και η συνάϱτηση άξιας ενηµεϱώνονται µετά από κάϑε tmax ενέϱγειες ή όταν ϕτάσουµε σε µια
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Σχήµα 3.5: Αϱχιτεκτονική A3C που χϱησιµοποιεί πολλαπλούς κατανεµηµένους δϱάστες για
την εκµάϑηση των παϱαµέτϱων του πϱάκτοϱα.

τεϱµατική κατάσταση. Η ενηµέϱωση που πϱαγµατοποιείται από τον αλγόϱιϑµο µποϱεί να
ϑεωϱηϑεί ως

∇θ′ logπ(at |st ; θ′)A(st , at ; θ, θv) (3.12)

όπου A(st , at ; θ,θ v) είναι µια εκτίµηση της συνάϱτησης πλεονεκτήµατος που δίνεται από τη
σχέση

A(st , at ; θ,θ v) =
k−1∑
i=0

γ irt + i + γkV (st+k; θv) − V (st ; θv), (3.13)

όπου το k µποϱεί να µεταβάλλεται από κατάσταση σε κατάσταση και περιορίζεται από
tmax . [34]

΄Οπως και µε τις µεθόδους ϐασισµένες στην αξία, ϐασιζόµαστε σε παϱάλληλους εκ-
παιδευόµενους δϱάστες και συσσωρευµένες ενηµερώσεις για τη ϐελτίωση της σταθερότητας
της εκπαίδευσης. Σηµειώνουµε ότι ενώ οι παϱάµετϱοι ϑ της πολιτικής και θv της συνάϱτησης
αξίας εµφανίζονται ως ξεχωριστές για λόγους γενικότητας, στην πϱάξη πάντα µοιραζόµαστε
κάποιες από τις παϱαµέτϱους. [35] Συνήϑως χρησιµοποιούµε ένα συνελικτικό νευρωνικό
δίκτυο που έχει µία έξοδο softmax για την πολιτική π(at |st ; θ) και µία γραµµική έξοδο για
τη συνάϱτηση αξίας V (st ; θv), µε όλα τα επίπεδα µη εξόδου να είναι κοινά. Η κλίση της
πλήϱους αντικειµενικής συνάϱτησης που περιλαµβάνει τον όϱο ϱύϑµισης της εντροπίας ως
πϱος τις παϱαµέτϱους της πολιτικής έχει τη µοϱϕή

∇θ′ logπ(at |st ; θ′)(Rt − V (st ; θv)) + �∇θ′H(π(st ; θ′)), (3.14)

όπου H είναι η εντϱοπία. Η υπεϱπαϱάµετϱος ϐ ελέγχει την ισχύ του όϱου ϱύϑµισης της
εντϱοπίας.

3.3.3 IMPALA

Η Αρχιτεκτονική σηµαντικών ϐαϱών δϱάστη-µαϑητή (Importance Weighted Actor-Learner
Architecture (IMPALA)) έχει τη δυνατότητα να εκτελείται σε χιλιάδες µηχανές χωϱίς να
ϑυσιάζεται η σταθερότητα της εκπαίδευσης ή αποδοτικότητα των δεδοµένων. Σε αντίθεση µε
τους πράκτορες που ϐασίζονται στην A3C, στους οποίους οι εργαζόµενοι µεταδίδουν τις κλί-
σεις σε σχέση µε τις παϱαµέτϱους της πολιτικής σε έναν κεντρικό διακοµιστή παϱαµέτϱων, οι
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Αλγοριθµος 3.2: Asynchronous advantage actor-critic -ψευδοκώδικας για κάϑε νήµα
πϱάκτοϱα-µαϑητή.

1: // Assume global shared parameter vectors ϑ and θv and global shared counter T = 0
2: // Assume thread-specific parameter vectors ϑ’ and θ′v
3: Initialize thread step counter t ← 1
4: repeat
5: Reset gradients: dθ← 0 and dθv ← 0.
6: Synchronize thread-specific parameters ϑ’ = ϑ and θ′v = θv

7: tstart = t
8: Get state st

9: repeat
10: Perform at according to policy π(at |st ; θ′)
11: Receive reward rt and new state st + 1
12: t ← t + 1
13: T ← T + 1
14: until terminal st OR t − tstart == tmax

15: R = 0 for terminal st OR
16: R = V (st, θ′v) for non-terminal st // Bootstrap from last state
17: for i ∈ t − 1, ..., tstart do
18: R ← ri + γR
19: Accumulate gradients wrt ϑ’:dθ← dθ + ∇θ′logπ(ai |si; θ′)(R − V (si ; θ′v))
20: Accumulate gradients wrt θ′v : dθv ← dθv + ∂(R − V (si ; θ′v))2/∂θ′v
21: end for
22: Perform asynchronous update of ϑ using dϑ and of θv using dθv .
23: until T > Tmax
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3.3.3 IMPALA

πράκτορες IMPALA µεταδίδουν τις τροχιές της εµπειρίας (ακολουθίες καταστάσεων, δράσεις
και ανταµοιβές) σε ένα κεντρικό µαθητή. ∆εδοµένου ότι ο µαθητής στο IMPALA έχει πρόσ-
ϐαση σε πλήϱεις τροχιές εµπειρίας, χρησιµοποιείτε µια GPU για να εκτελούνται ενηµερώσεις
σε µίνι-πακέτα τροχιών, ενώ ταυτόχϱονα παραλληλίζουµε τις ανεξάϱτητες από το χϱόνο λει-
τουργίες. Ωστόσο, επειδή η πολιτική που χρησιµοποιείται για τη δηµιουϱγία µιας τροχιάς
µποϱεί να υστερεί σε σχέση µε την πολιτική του εκπαιδευόµενου κατά αρκετές ενηµερώσεις
τη στιγµή του υπολογισµού της κλίσης, η µάϑηση γίνεται εκτός πολιτικής. Για να διορθωθεί
η ασυµφωνία χρησιµοποιείτε ο αλγόριθµος V-trace off-policy actor-critic. [36]

Σχήµα 3.6: Κάϑε δϱάστης παϱάγει τροχιές και τις στέλνει µέσω µιας ουϱάς στον εκπαιδευό-
µενο. Πϱιν από την έναϱξη της επόµενης τροχιάς, ο δϱάστης λαµβάνει τις τελευταίες
παϱαµέτϱους πολιτικής από τον µαθητή. [36]

Το IMPALA χρησιµοποιεί µια δοµή δϱάστη-κϱιτή για την εκµάθηση µιας πολιτικής π και
µιας ϐασικής συνάϱτησης V π . Η διαδικασία παραγωγής εµπειριών είναι αποσυνδεδεµένη
από την εκµάθηση των παϱαµέτϱων των π και V π. Η αρχιτεκτονική αποτελείται από ένα
σύνολο δϱαστών, που παράγουν επανειληµµένα τροχιές εµπειριών, και έναν ή περισσότερ-
ους µαθητές, που χρησιµοποιούν τις εµπειρίες που αποστέλλονται από τους δϱάστες για να
µάϑουν το π εκτός πολιτικής. Στην αϱχή κάϑε τροχιάς, ένας δϱάστης ενηµεϱώνει τη δική του
τοπική πολιτική µ µε την τελευταία πολιτική π του µαθητή και την εκτελεί για n ϐήµατα στο
περιβάλλον του. Μετά από n ϐήµατα, ο δϱάστης στέλνει την τροχιά των καταστάσεων, των
ενεργειών και των ανταµοιβών x1, a1, r1, ...., xn, an, rn µαϹί µε τις αντίστοιχες κατανοµές πολι-
τικής µ(at |xt) και την αρχική κατάσταση LSTM στον µαθητή µέσω µιας ουϱάς. Στη συνέχεια,
ο µαθητής ενηµεϱώνει την πολιτική του π σε παϱτίδες τροχιών, κάϑε µία από τις οποίες
προέρχεται από πολλούς ϕοϱείς. Αυτή η απλή αρχιτεκτονική επιτϱέπει την επιτάχυνση του
µαθητή (ή των µαθητών) µε τη χϱήση GPU και την εύκολη κατανοµή των δϱαστών σε πολ-
λές µηχανές. Ωστόσο, η πολιτική π του µαθητή είναι ενδεχοµένως αρκετές ενηµερώσεις
µπϱοστά από την πολιτική µ του δϱάστη κατά τη στιγµή της ενηµέρωσης, εποµένως υπάρχει
καθυστέρηση πολιτικής µεταξύ των δϱαστών και του/των µαθητή/ων. Το V-trace διορθώνει
αυτή την καθυστέρηση για να επιτύχει εξαιρετικά υψηλή απόδοση δεδοµένων, διατηρώντας
παϱάλληλα την αποδοτικότητα των δεδοµένων.

O στόχος V-trace υπολογίζεται για κάϑε δϱάστη που ακολουθεί µια πολιτική συµπερι-
ϕοράς µ και παϱάγει µια τροχιά (xt, at, rt).Ο στόχος V-trace n ϐηµάτων για την προσέγγιση
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της τιµής V (xs) είναι

vs = V (xs) +
s+n−1∑

t=s

γt−s(
t−1∏
i=s

ci)δtV (3.15)

,οπου δtV η χϱονική διαϕοϱά

δtV = ρt ∗ (rt + γV (xt+1) − V (xt)) (3.16)

Ο λόγος του στόχου και της πολιτικής του πϱάκτοϱα οϱίϹεται από τη σχέση Ri =
π(ai |xi )
µ(ai |xi )

,
που χϱησιµοποιείται για τη δειγµατοληψία σπουδαιότητας ( importance sampling (IS))

ρi = min(ρ̄, Ri) (3.17)

ci = min(c̄, Ri) (3.18)

Στην πεϱίπτωση εντός-πολιτικής (όταν π = µ), και υποϑέτοντας ότι ĉ ≥ 1, τότε όλα τα
ci = 1 και ρt = 1, άϱα η πάνω γϱάϕετε ως:

vs = V (xs) +
s+n−1∑

t=s

γt−s(rt + γV (xt+1) − V (xt)) (3.19)

=

s+n−1∑
t=s

γt−srt + γnV (xs+n) (3.20)

ο οποίος είναι ο εντός πολιτικής στόχος Bellman για n ϐήµατα. ΄Ετσι, στην πεϱίπτωση
της on-policy, το V-trace ανάγεται στην ενηµέϱωση Bellman n-ϐήµατος για την on-policy.
Αυτή η ιδιότητα επιτϱέπει τη χϱήση του ίδιου αλγοϱίϑµου για δεδοµένα εκτός και εντός
πολιτικής. [36]

3.3.4 PPO

Ο αλγόϱιϑµος ϐελτιστοποίησης κοντινής πολίτικης PPO (proximal policy optimization)
αποτελεί µια απλούστευσή του TRPO( trust region policy optimization) µε συγκϱίσιµη αν
όχι καλύτεϱή επίδοσή. Στοχεύει στο πώς µποϱούµε να κάνουµε το µεγαλύτεϱο δυνατό ϐήµα
ως πϱος την ϐελτίωση µιας πολιτικής χϱησιµοποιώντας τα δεδοµένα που διαϑέτουµε αυτήν
τη στιγµή, χωϱίς η αλλαγή να είναι τόσο µεγάλη ώστε να καταϱϱεύσει η απόδοση µας.
΄Αϱα διατηϱεί την νέα πολιτική κοντά στην παλιά. Ο αλγόϱιϑµος PPO είναι ένας αλγόϱιϑµος
εντός πολιτικής και µποϱεί να χϱησιµοποιηϑεί για πεϱιϐάλλοντα µε διακϱιτή ή συνεχής
δϱάση. [37], [20]

rt (θ) =
πθ(αt |st)

πθold (αt |st)
(3.21)

Ο όϱος πθ είναι η πολιτική µας, είναι ένα νευρωνικό δίκτυο που παίϱνει τις παϱατηϱούµενες
καταστάσεις st από το περιβάλλον ως είσοδο και προτείνει ως έξοδο τις ενέϱγειες που πϱέπει
να γίνουν.

Το rt(θ) υποδηλώνει τον λόγο πιθανοτήτων µεταξύ των νέων ενηµερωµένων εξόδων πολι-
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τικής και των εξόδων της προηγούµενης παλιάς έκδοσης του δικτύου πολιτικής, λαµβάνοντας
υπόψη µια ακολουθία ενεργειών δειγµατοληψίας.Η τιµή rt(θ) ϑα είναι µεγαλύτεϱη από 1
εάν η ενέϱγεια είναι πιο πιθανή τώϱα από ό,τι ήταν στην παλιά έκδοση της πολιτικής και ϑα
είναι κάπου µεταξύ 0 και 1 εάν η ενέϱγεια είναι λιγότεϱο πιθανή τώϱα, από ό,τι πϱιν από το
τελευταίο ϐήµα διαβάθµισης (gradient step) [38]

O PPO-clip ενηµεϱώνει τις πολιτικές µέσω :

θk+1 = arg max
θ

E
s,a∼πθk

[L(s, a, θk , θ)] (3.22)

,

συνήϑως µε πολλαπλά ϐήµατα για τη µεγιστοποίηση του στόχου. H αντικειµενική
συνάϱτησή L δίνεται από τη σχέση :

LCLIP(θ) = Êt[min(rt(θ)Ât), clip(rt(θ), 1 − ϸ, 1 + ϸ)Ât)] (3.23)

Η προσδοκία Êt[....] υποδηλώνει τον εµπειρικό µέσο όϱο για µια πεπερασµένη παϱτίδα
δειγµάτων, σε ένα αλγόριθµο που εναλλάσσεται µεταξύ δειγµατοληψίας και ϐελτιστοποίησης.Ο
όϱος At είναι η εκτίµηση της συνάϱτησης πλεονεκτήµατος στο χϱονικό ϐήµα t. Η ε είναι µια
υπερπαράµετρος µε µικϱή τιµή που ελέγχει πόσο µακϱιά επιτϱέπεται να πάει η νέα πολιτική
από την παλιά.

Η αντικειµενική συνάϱτηση που ϐελτιστοποιεί το PPO είναι ένας τελεστής προσδοκίας,
εποµένως αυτό σηµαίνει ότι ϑα τον υπολογίσουµε σε παϱτίδες τροχιών. Ο τελεστής προσ-
δοκίας λαµβάνεται για τουλάχιστον δύο όϱους, ο πρώτος από αυτούς τους όϱους είναι rt(θ)
επί την εκτίµηση του πλεονεκτήµατος, εποµένως αυτός είναι ο προεπιλεγµένος στόχος για
κανονικές κλίσεις πολιτικής (policy gradients) που ωϑεί την πολιτική πϱος ενέϱγειες που
αποϕέϱουν υψηλό ϑετικό πλεονέκτηµα.Ο δεύτερος όϱος είναι πολύ παρόµοιος µε τον πϱώτο
εκτός από το ότι περιέχει µια περικοµµένη έκδοση της αναλογίας rt(θ) εφαρµόζοντας µια
λειτουργία αποκοπής µεταξύ 1 µείον έψιλον και 1 συν έψιλον όπου το έψιλον είναι συνήϑως
πεϱίπου 0,2. Τέλος, εφαρµόζεται ο τελεστής min στους δύο όϱους για να λάϐουµε το τελικό
αποτέλεσµα .

Για να το καταλάϐουµε διαισϑητικά, ας δούµε ένα απλό Ϲεύγος κατάστασης-δϱάσης (s,a)
και ας σκεϕτούµε τις πεϱιπτώσεις.

Αϱιστεϱά το πλεονέκτηµα είναι ϑετικό: Στην πεϱίπτωση αυτή η συνεισϕοϱά του στον
στόχο µειώνεται σε

L(s, a, θk , θ) = min
(

πθ(a|s)
πθk (a|s)

, (1 + ϸ)
)

Aπθk (s, a). (3.24)

Επειδή το πλεονέκτηµα είναι ϑετικό, η αντικειµενική ϑα αυξηθεί αν η δϱάση γίνει πιο
πιθανή - δηλαδή αν η πθ(a|s) αυξηθεί. Αλλά το min σε αυτόν τον όϱο ϑέτει ένα όϱιο στο
πόσο µποϱεί να αυξηθεί η αντικειµενική. Μόλις πθ(a|s) > (1+ ϸ)πθk (a|s), το min µπαίνει σε
λειτουργία και ο όϱος αυτός ϕτάνει σε ένα ανώτατο όϱιο (1 + ϸ)Aπθk (s, a). Συνεπώς: η νέα
πολιτική δεν ωφελείται από την αποµάκϱυνση από την παλιά πολιτική.

∆εξιά το πλεονέκτηµα για το συγκεκϱιµένο Ϲεύγος κατάστασης-δϱάσης είναι αϱνητικό,
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Σχήµα 3.7: Tα διαγϱάµµατα που παϱουσιάϹουν συνάϱτησης LCLIP ως συνάϱτηση του λόγου
πιϑανοτήτων r, για ϑετικά πλεονεκτήµατα (αϱιστεϱά) και αϱνητικά πλεονεκτήµατα (δεξιά). Ο
κόκκινος κύκλος σε κάϑε διάγϱαµµα δείχνει το σηµείο εκκίνησης της ϐελτιστοποίησης, δηλαδή
r = 1.

οπότε η συνεισϕοϱά του στον στόχο µειώνεται σε

L(s, a, θk , θ) = max
(

πθ(a|s)
πθk (a|s)

, (1 − ϸ)
)

Aπθk (s, a). (3.25)

Επειδή το πλεονέκτηµα είναι αϱνητικό, ο στόχος ϑα αυξηϑεί αν η δϱάση γίνει λιγότεϱο
πιϑανή - δηλαδή αν η πθ(a|s) µειωϑεί. Αλλά το max σε αυτόν τον όϱο ϑέτει ένα όϱιο στο
πόσο µποϱεί να αυξηϑεί η αντικειµενική . Μόλις πθ(a|s) < (1 − ϸ)πθk (a|s), το max µπαίνει
σε λειτουϱγία και ο όϱος αυτός ϕτάνει σε ένα ανώτατο όϱιο (1 − ϸ)Aπθk (s, a). Συνεπώς, και
πάλι: η νέα πολιτική δεν ωϕελείται από την αποµάκϱυνση από την παλιά πολιτική. [38]

Αυτό που είδαµε µέχϱι τώϱα είναι ότι η αποκοπή χϱησιµεύει ως ϱυϑµιστής, αϕαιϱώντας
τα κίνητϱα για δϱαµατική αλλαγή της πολιτικής, και η υπεϱπαϱάµετϱος ϸ αντιστοιχεί στο
πόσο µακϱιά µποϱεί να αποµακϱυνϑεί η νέα πολιτική από την παλιά, ενώ εξακολουϑεί να
επωϕελείται η αντικειµενική.

Αλγοριθµος 3.3: Algorithm 5 PPO with Clipped Objective

1: Input: initial policy parameters θ0, clipping threshold ε
2: for k = 0, 1, 2, ... do
3: Collect set of partial trajectories Dk on policy πk = π(θk)
4: Compute rewards-to-go R̂t

5: Estimate advantages Âπk
t using any advantage estimation algorithm

6: Compute policy update θk+1 = arg maxθ LCLIP
θk

(θ) by taking K steps of minibatch SGD
(via Adam), where

LCLIP
θk

(θ) = Eτ∼πk[
T∑

t=0
[min(rt(θ)Âπk

t , clip(rt(θ), 1 − ε, 1 + ε)Âπk
t )]] (3.26)

7: end for
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Κεϕάλαιο 4

Πεϱιγϱαϕή Συστήµατος

4.1 Πεϱιγϱαϕή παιχνιδιού

Στο παιχνίδι ελέγχουµε τον Mario και ο στόχος είναι να τερµατίσει κάϑε επίπεδο, στο
Βασίλειο των Μανιταριών (Mushroom Kingdom) , και να σώσει την Princess Peach (Πϱιγκίπισσα
Peach) από τον Bowser, πετυχαίνοντας το καλύτεϱο σκοϱ. Αυτό επιτυγχάνεται µειώνον-
τας τον χϱόνο τερµατισµού σκοτώνοντας εχϑϱούς και συλλέγοντας αντικείµενα. Ο παίκτης
µετακινείται από την αριστερή µεϱιά της οϑόνης στη δεξιά µεϱιά για να ϕτάσει τον πόλο της
σηµαίας στο τέλος κάϑε επιπέδου.

Χϱησιµοποιήσαµε το εξής περιβάλλον εκπαίδευσης gym-super-mario-bros κάνοντας τις
κατάλληλες τροποποιήσεις. Είναι ένα OpenAI Gym περιβαλλον για το Super Mario Bros. και
το Super Mario Bros. 2 (Lost Levels) στο Nintendo Entertainment System (NES) που χρησι-
µοποιεί τον εξοµοιωτή nes-py.Το Gym είναι µια ϐιβλιοθήκη ανοικτού κώδικα σε Python για
την ανάπτυξη και τη σύγκριση αλγορίθµων ενισχυτικής µάϑησης, παρέχοντας µια τυποποιη-
µένη διεπαϕή προγραµµατισµού εφαρµογών (API) για την επικοινωνία µεταξύ αλγορίθµων
µάϑησης και περιβαλλόντων, καθώς και ένα τυποποιηµένο σύνολο περιβαλλόντων συµβατών
µε αυτό το API. Το περιβάλλον αυτό στέλνει µόνο τα καϱέ (frames) από το κάϑε επίπεδο
του παιχνιδιού. ∆εν αποστέλλονται τα menu επιλογών, εικόνες ϕόϱτωσης κ.λ.π. [39] Το
περιβάλλον τϱέχει µε 30 καϱέ ανά δευτεϱόλεπτο (FPS), δέχεται µια ενέϱγεια και παϱάγει µια
έγχρωµη εικόνα 240×256×3 (από την οποία παράγεται µια παϱατήϱηση σε κάϑε ϐήµα.

4.2 Σύνολο ενεϱγειών

Στο αρχικό παιχνίδι, κάϑε ενέϱγεια που µποϱεί να κάνει ο Mario εκτελείται χρησι-
µοποιώντας το χειϱιστήϱιο, πατώντας τα κουµπιά "A" και "B" και τον σταυϱό κατευθύνσεων
σε συνδυασµό ή µεµονωµένα. Στο περιβάλλον προσοµοίωσης , τα κουµπιά συνδέονται µε
λέξεις-κλειδιά που περιγράφονται ως τέσσεϱις κατευθύνσεις, "A", "B" και "NOOP" όταν δεν
κάνουµε καµία δϱάση .

Πϱοσπαϑώντας να κάνουµε τον λιγότεϱο χϱόνο τερµατισµού σε κάϑε επίπεδο , η παρα-
µονή σε ένα σηµείο είναι η λιγότεϱο χϱήσιµη ενέϱγεια καθώς χάνουµε χϱόνο. Εποµένως,
καταργούµε τις ενέϱγειες που καθυστερούν την ολοκλήρωση του επιπέδου.

Οι διαϑέσιµες ενέϱγειες είναι:

• ΝΟΟΡ: µην κάνεις τίποτα
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• Α: άλµα

• Up: σκύψε , µπες σε ένα σωλήνα ή κατέϐα πϱος τα κάτω σε ένα “beanstalk” ϐλαστό
ϕασολιού (σκάλα)

• Down: σκαϱϕάλωσε πϱος τα πάνω σε ένα ϐλαστό ϕασολιού (σκάλα)

• Right: µετακινήσου πϱος τα δεξιά

• Right + Α: πήδηξε ή κολύµπησε πϱος τα πάνω ενώ κινείσαι πϱος τα δεξιά

• Right + Β: τϱέξε ή ϱίξε µπάλες ϕωτιάς (µόνο όταν ο Mario ϐϱίσκεται σε κατάσταση
"Fireball") ενώ κινείται πϱος τα δεξιά

• Right + Α + Β: συνδυασµός των δύο παϱαπάνω

Υπάϱχουν επίσης οι αντίστοιχες τέσσεϱις τελευταίες ενέϱγειες πϱος τα αϱιστεϱά. Αϱά
συνολικά έχουµε 12 διαϑέσιµες δϱάσεις.

Το περιβάλλον εκπαίδευσής καθορίζει ένα προσαρµοσµένο σύνολο ενεργειών που µποϱεί
να χρησιµοποιήσει ο Mario µε διάφορους ϐαθµούς πολυπλοκότητας. Η επιλογή ενός
απλούστερου χώϱου ενεργειών κάνει πιο γρήγορη και εύκολη την εκµάθηση του Mario,
αλλά τον εµποδίζει να δοκιµάσει πιο σύνθετες κινήσεις που µποϱεί να περιλαµβάνουν την εί-
σοδο σε σωλήνες και την πραγµατοποίηση προηγµένων αλµάτων που µποϱεί να απαιτούνται
για την επίλυση κάποιων επιπέδων. Υποστηρίζονται οι ακόλουθες επιλογές:

Right only

Ο Mario µποϱεί ουσιαστικά να πηγαίνει µόνο πϱος τα δεξιά. Αυτό απλοποιεί τη δι-
αδικασία εκπαίδευσης, αλλά εµποδίζει τον Mario να δοκιµάσει πιο σύνθετες ενέϱγειες. Υπ-
οστηρίζονται τα ακόλουϑα κουµπιά:
• ΝΟΟΡ • Right • Right + A • Right + B • Right + A + B

Simple movement

Εκτός από την κίνηση πϱος τα δεξιά και το τϱέξιµο/πήδηµα, ο Mario µποϱεί τώϱα να
πεϱπατάει αϱιστεϱά και να πηδάει στη ϑέση του. ΥποστηϱίϹονται τα ακόλουϑα κουµπιά:
• ΝΟΟΡ • Right • Right + A • Right + B • Right + A + B • A • Left

Complex movement

Αυτή η ενέϱγεια επιτϱέπει στον Mario να δοκιµάσει σχεδόν οποιαδήποτε από τις πιθανές
ενέϱγειες του παιχνιδιού. Αυτή η επιλογή ϑα πϱέπει να επιλέγεται από προεπιλογή για την
πιο ϱεαλιστική εξερεύνηση ενός επιπέδου, αλλά µποϱεί να αυξήσει το χϱόνο και την πολυ-
πλοκότητα της εκµάθησης ενός επιπέδου. Αυτός είναι ο µόνος παρεχόµενος χώϱος δϱάσης
που επιτϱέπει στον Mario να εισέλθει σε σωλήνες µε κάθετο προσανατολισµό. Υποστηρίζον-
ται τα ακόλουϑα κουµπιά:

• ΝΟΟΡ • Right • Right + A • Right + B • Right + A + B • A • Left • Left + A • Left + B
• Left + A + B • Down • Up
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4.3 Πεϱιϐάλλον εκπαίδευσης

Σχήµα 4.1: Στιγµιότυπο του παιχνιδιού

Ως παιχνίδι κονσόλας , τα επίπεδα είναι το ϑεµέλιο όπου κινείται ο ελεγχόµενος χαρακ-
τήρας. Σε αυτήν την εργασία , ϑεωρούµε ότι υπάρχουν 4 τύποι στοιχείων πλατφόρµας και 4
τύποι αντικειµένων σε κάϑε επίπεδο. Οι πλατφόρµες είναι (Ground, Pit, Cannon και Pipe)
και τα αντικείµενα (κέϱµα, µανιτάρι, τούϐλο, λουλούδι). Αναλυτικά :

• Ground: το έδαϕός ,η ϐάση κάϑε επιπέδου

• Pit: µια τϱύπα στο έδαϕος

• Cannon: ένα οδόϕϱαγµα που πυϱοϐολεί στην ευθεία έναν εχϑϱό που ονοµάζεται "Bul-
let Bill" ανά σύντοµα χϱονικά διαστήµατα

• Pipe: ένα κανάλι που µεταϕέϱει τον Mario σε άλλο σηµείο του επιπέδου, ϑα το αγνοή-
σουµε στην παϱούσα εργασία.

Τις πεϱισσότεϱες ϕοϱές, ο Mario τϱέχει στο έδαϕος και πηδά για να αποϕύγει τις τϱύπες. Αν
πέσει σε τϱύπα τότε πεϑαίνει. Το κανόνι (Cannon) λειτουϱγεί σχεδόν το ίδιο µε ένα κανονικό
εµπόδιο το οποίο µποϱεί να αγγίξει ο Mario, ωστόσο παϱάγει εχϑϱούς πεϱιοδικά.

Τα αντικείµενα είναι:

• Νόµισµα: κεϱδίϹει πόντους που αυξάνουν το σκοϱ

• Μανιτάϱι: αλλάϹει τον Μάϱιο από "µικϱό" σε "ψηλό" και κεϱδίϹει πόντους

• Λουλούδι: αλλάϹει τον Μάϱιο από "µικϱό" ή "ψηλό" σε " ϕλογεϱό" και κεϱδίϹει πόντους

• Τούϐλο: µποϱεί να δηµιουϱγήσει τα παϱαπάνω 3 αντικείµενα όταν το σπάσει ή όταν
το χτυπήσει ο Μάϱιο.
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Σε αντίϑεση µε τα στοιχεία της πλατϕόϱµας, τα αντικείµενα µποϱούν να εξαϕανιστούν
από τη σκηνή αν αλληλοεπιδϱάσουν µε τον παίκτη. Τα νοµίσµατα, τα µανιτάϱια και τα
λουλούδια, εξαϕανίϹονται όταν τα καταναλώνει ο Μάϱιο. ΄Ενα τούϐλο, ανεξάϱτητα από τον
τύπο του, µποϱεί επίσης να σπάσει και να εξαϕανιστεί, εάν ο Μάϱιο δεν είναι στην κατάσταση
“µικϱός”. Ωστόσο, δεν είναι όλα τα τούϐλα εύϑϱαυστα, τα τούϐλα που σπάνε είναι ακϱιϐώς
τα ίδια µε τα άϑϱαυστα µέχϱι να χτυπηϑούν .

΄Οταν ο Μάϱιο είναι "ψηλός", έχει διπλάσιο µέγεθος από ένα «µικϱό» Μάϱιο. ΄Οταν είναι "
ϕλογεϱός ", µποϱεί να ϱίξει µέχϱι δυο µπάλες ϕωτιάς τη ϕοϱά που σκοτώνουν εχϑϱούς όταν
τους ακουµπήσουν. Ο Μάϱιο δε ϑα αλλάξει ξανά κατάσταση εάν καταναλώσει µανιτάρι και
είναι ήδη ψηλός αντίστοιχα δε ϑα αλλάξει κατάσταση αν είναι "ϕλογεϱός" και καταναλώσει
ένα λουλούδι. Κάϑε ϕοϱά που έρχεται σε επαϕή µε εχϑϱούς κατεβαίνει µια κατάσταση κάτω
µε την εξής σειϱά από " ϕλογεϱός "σε "ψηλός" και από κει σε "µικϱός".

Υπάϱχει ένα χαρακτηριστικό στο Super Mario Bros που ονοµάζεται σωλήνες- τηλεµεταϕοϱας
(warp pipes). Ο σωλήνας-τηλεµεταϕοϱάς επιτϱέπει σε έναν παίκτη που µπαίνει µέσα να
παραλείψει συγκεκριµένα κοµµάτια του παιχνιδιού . Εάν ένας πράκτορας χρησιµοποιήσει
τον σωλήνα- τηλεµεταϕοϱάς, αυτό µποϱεί να µειώσει σηµαντικά το χϱόνο για να κερδίσει
ολόκληϱο το παιχνίδι παρακάµπτοντας κάποια στάδια. Η χϱήση αυτών επιτϱέπει σε έναν
πράκτορα να ανταγωνίζεται τους ανθρώπινους παίκτες ή ακόµα και να ανακαλύπτει περισ-
σότερους αποτελεσµατικός συνδυασµός για να νικήσει το παιχνίδι. Ωστόσο, στο εκπαιδευ-
τικό µας περιβάλλον, αγνοούµε τη δυνατότητα της τηλεµεταϕοϱάς µέσο των warp pipes για
απλοποίηση του προβλήµατος.

Καϑώς ο πράκτορας κινείται σε διαφορετικές ϑέσεις σε ένα επίπεδο, οι µεταβάσεις δηµιουρ-
γούνται από τις αλληλεπιδράσεις του µε το περιβάλλον. Οι µεταβάσεις, οι οποίες µποϱούν
να ανιχνευθούν από τον πράκτορά µας, αποτελούν την κατάσταση του περιβάλλοντος. Οι
νέες καταστάσεις που παρατηρούνται από τον πράκτορά µας παράγουν ένα σήµα "αντα-
µοιβής". Συνδυάζοντας τις ενέϱγειες που πραγµατοποιεί ο πράκτορας, τις µεταβάσεις µεταξύ
καταστάσεων και την πιθανή ανταµοιβή σε κάϑε µετάϐαση, ο πράκτορας αρχίζει να ϑέτει τις
ϐάσεις για ένα µοντέλο ενισχυτικής µάϑησης. Υποθέτουµε ότι ο πράκτορας µας δεν έχει
όλες τις πληροφορίες του περιβάλλοντος (π.χ. την ακϱιϐή εναποµένουσα απόσταση από τον
ιστό της σηµαίας προορισµού) και κατέχει µόνο τη γνώση που εµφανίζεται στην οϑόνη στην
τϱέχουσα κατάσταση (δηλ. το καϱέ). Βασικές πληροφορίες που είναι διαθέσιµες σε µια
κατάσταση είναι οι εξής:

• Θέση: οι συντεταγµένες του πϱάκτοϱα.

• Χϱόνος: ο υπολειπόµενος χϱόνος στο ϱολόι

• ∆ϱάση: η στάση του πϱάκτοϱα

• Κατάσταση: η κατάσταση διαϐίωσης και η λειτουϱγική κατάσταση ("µικϱός", "ψηλός"
και "πύϱινη σϕαίϱα") του πϱάκτοϱα

• Σηµαία: η κατάσταση της σηµαίας στο τέλος του επίπεδου (ενεργοποιήστε στον τερµα-
τισµό).
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Table 4.1: Αναλυτικά οι πληϱοϕοϱίες που µας επιστϱέϕει το πεϱιϐάλλον εκπαίδευσής µε τη
µέϑοδο step

Κλειδί Τύπος Πεϱιγϱαϕή
coins int Ο αϱιϑµός των συλλεχϑέντων κεϱµάτων
flag_get bool True αν ο Mario έϕτασε σε µια σηµαία ή ένα ax
life int Ο αϱιϑµός των Ϲωών που αποµένουν, δηλαδή 3, 2, 1
score int Το αϑϱοιστικό σκοϱ στο παιχνίδι
stage int Το τϱέχον στάδιο, δηλαδή 1, ..., 4
status str Η κατάσταση του Mario, δηλαδή ’small’, ’tall’, ’fireball’
time int Ο χϱόνος που αποµένει στο ϱολόι
world int Ο τϱέχων κόσµος, π.χ. 1, ..., 8
x_pos int Η ϑέση x του Mario στη σκηνή (από αϱιστεϱά)
y_pos int Η ϑέση y του Mario στη σκηνή (από κάτω)

Μεταξύ αυτών, οι πληροφορίες ϑέσης, χρόνου, δϱάσης χρησιµοποιούνται για την εξαγ-
ωγή της επόµενης κατάστασης και τον υπολογισµό της "ανταµοιβής" µιας δεδοµένης κατάσ-
τασης, οι λεπτοµέρειες της οποίας παρέχονται στην συνέχειά. Οι πληροφορίες κατάστασης
και οι πληροφορίες για το κοντάρι της σηµαίας χρησιµοποιούνται για να προσδιοριστεί αν
το παιχνίδι έχει τελειώσει.

4.4 Επεξεϱγασία πεϱιϐάλλοντος

Ο αϱχικός χώϱος παϱατήϱησης για το Super Mario Bros είναι µια RGB εικόνα 240
x 256 x 3. Συχνά αυτή είναι πεϱισσότεϱη πληϱοϕοϱία από όση χϱειάϹεται ο πϱάκτοϱάς
µας, για παϱάδειγµα, οι ενέϱγειες του Mario δεν εξαϱτώνται από το χϱώµα των σωλήνων
ή του ουϱανού. Πϱοκειµένου να επιταχύνουµε τον χϱόνο εκπαίδευσης του µοντέλου µας,
χϱησιµοποιήσαµε wrappers. ΄Ετσι εϕαϱµόϹουµε οϱισµένους µετασχηµατισµούς στα αϱχικά
δεδοµένα του πεϱιϐάλλοντος πϱιν τα στείλουµε στον πϱάκτοϱα.

Μετατϱέπουµε την εικόνα RGB σε κλίµακα του γκϱι- µε αυτόν τον τϱόπο µειώνεται
το µέγεϑος της κατάστασης χωϱίς να χάνονται χϱήσιµες πληϱοϕοϱίες. Τώϱα το µέγεϑος
κάϑε κατάστασης: [1, 240, 256] Με αυτό τον τϱόπο το πϱόϐληµά µας γίνεται υπολογιστικά
ευκολότεϱο, άϱα µειώνετε ο χϱόνος εκπαίδευσής.

Κάϑε καϱέ πεϱικόπτεται σε µια τετϱαγωνική εικόνα NxN, δηλαδή κάϑε κατάσταση στο
πεϱιϐάλλον είναι ένα 4 x 84 x 84 x 84 x 1 (µια λίστα από 4 συνεχή καϱέ 84 x 84 pixel γκϱι
κλίµακας), γεγονός που καϑιστά ταχύτεϱη και ευκολότεϱη την επεξεϱγασία των λεπτοµεϱειών
µιας εικόνας από ένα νευϱωνικό δίκτυο. ΣτοιϐάϹουµε πολλαπλά καϱέ µεταξύ τους για να
δείχνουν την κίνηση διαϕόϱων αντικειµένων. Αυτό ϐοηϑά τον πϱάκτοϱα να καταλάϐει, πώς
να αντιδϱάσει σε µια συγκεκϱιµένη κατάσταση, καϑώς είναι σε ϑέση να συµπεϱάνει πού
ϑα ϐϱίσκονται τα αντικείµενα σε µελλοντικές καταστάσεις. Αποτελεί παϱόµοιο τϱόπο µε τον
οποίο οι άνϑϱωποι εϱµηνεύουν τα πεϱιϐάλλοντα και τις καταστάσεις. Αν παίϱναµε ένα τυχαίο
στιγµιότυπο οϑόνης από ένα παιχνίδι και το µοιϱαϹόµασταν µε τον ϕίλο µας χωϱίς κανένα
πλαίσιο, µποϱεί να δυσκολευόταν να πϱοσδιοϱίσει πϱος ποια κατεύϑυνση κινείται κάϑε
αντικείµενο στην οϑόνη. Αν, ωστόσο, παίϱναµε τέσσεϱα στιγµιότυπα οϑόνης από τέσσεϱα
συνδεδεµένα καϱέ και µοιϱαϹόµασταν αυτά τα στιγµιότυπα οϑόνης µε τη σειϱά µε τον ϕίλο
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µας, πιϑανότατα ϑα ήταν πιο εύκολο να αποκϱυπτογϱαϕήσει την κατεύϑυνση της κίνησης
για κάϑε αντικείµενο στην εικόνα, καϑώς ϑα µποϱούσε να συγκϱίνει τυχόν διαϕοϱές µεταξύ
της ακολουϑίας. Για την µελέτη που ακολουϑεί επιλέχτηκαν 4 καϱέ.

Σχήµα 4.2: H τελική κατάσταση αποτελείται από 4 διαδοχικά καϱέ µε κλίµακα του γκϱι που
στοιϐάϹονται µεταξύ τους, όπως ϕαίνεται παϱαπάνω στην εικόνα στα αϱιστεϱά. Κάϑε ϕοϱά που
ο Mario πϱαγµατοποιεί µια ενέϱγεια, το πεϱιϐάλλον ανταποκϱίνεται µε µια κατάσταση αυτής
της δοµής.
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Κεϕάλαιο 5

Πειϱαµατική Μελέτη

5.1 Συνάϱτηση ανταµοιϐής

Υποϑέτουµε ότι ο στόχος του παιχνιδιού είναι να νικήσουµε το παιχνίδι όσο το δυνατόν
γϱηγοϱότεϱα. Για να το κάνουµε αυτό η συνάϱτηση ανταµοιβής υποθέτει ότι ο στόχος του
παιχνιδιού είναι να κινηθεί όσο το δυνατόν πιο δεξιά (να αυξήσει την τιµή x του πράκτορα),
όσο το δυνατόν πιο γρήγορα, χωϱίς να πεθάνει. Εποµένως, οι πιο σηµαντικές παϱάµετϱοι
είναι η οριζόντια απόσταση ∆x από το τϱέχον σηµείο πϱος τον τερµατισµό και η χϱονική δι-
αφορά ∆t µεταξύ του χρόνου έναϱξης και του χρόνου λήξης. Εκτός από αυτά τα δύο, επίσης
ϑεωρούµε ότι έχει σηµασία αν ο Mario ϕτάνει τελικά στο τέλος του επίπεδου f.

Θέλουµε να ενθαρρύνουµε τις τροχιές που νικούν το παιχνίδι, αλλά αυτό δεν πϱέπει να
επηϱεάϹει υπερβολικά τη συνολική ανταµοιβή, επειδή κάποιες τροχιές που δεν καταϕέϱνουν
να ϕτάσουν στον πϱοοϱισµό µποϱεί να είναι καλύτεϱες, αν κάποια λάϑη εξαλειϕϑούν. Η
ίδια λογική ισχύει και για µια ποινή ϑανάτου d, την οποία χρησιµοποιούµε για να προει-
δοποιήσουµε τον πράκτορα να αποϕύγει το σηµείο που πέθανε στο επόµενο επεισόδιο. ΄Αϱα
για τη µοντελοποίηση του παιχνιδιού, χρησιµοποιούµε τέσσεϱις ξεχωριστές µεταβλητές που
συνθέτουν την ανταµοιβή:

1. v: απόστασή, η διαϕοϱά στις τιµές x του πϱάκτοϱα µεταξύ των καταστάσεων στην
πϱοκειµένη πεϱίπτωση πϱόκειται για τη στιγµιαία ταχύτητα για το συγκεκϱιµένο ϐήµα

• v = ∆xn = xn+1 − xn

– xn είναι η ϑέση x πϱιν από το ϐήµα

– xn+1 είναι η ϑέση x µετά το ϐήµα

• κίνηση πϱος τα δεξιά⇔ v > 0

• κίνηση πϱος τα αϱιστεϱά⇔ v < 0

• παϱαµένει στην ίδια ϑέση⇔ v = 0

2. c : η διαφορά στο ϱολόι του παιχνιδιού µεταξύ των καϱέ η ποινή εµποδίζει τον πράκ-
τορα να παϱαµείνει ακίνητος.Ο χϱόνος ξεκινά από 400 δευτεϱόλεπτα για κάϑε επίπεδο
και µειώνεται κάϑε δευτεϱόλεπτο.

• c = ∆tn = tn − tn+1
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– tn είναι η ένδειξη του ϱολογιού πϱιν από το ϐήµα

– tn+1 είναι η ένδειξη του ϱολογιού µετά το ϐήµα

• κανένα τικ του ϱολογιού⇔ c = 0

• χτύπηµα ϱολογιού⇔ c < 0

3. dn: µια ποινή ϑανάτου που τιµωϱεί τον πϱάκτοϱα επειδή πεϑαίνει σε µια κατάσταση.
H ποινή αυτή ενϑαϱϱύνει τον πϱάκτοϱα να αποϕύγει το ϑάνατο

• Ϲωντανός⇔ d = 0

• νεκϱός⇔ d = σ, σ µια αϱνητική σταϑεϱά.

4. fn: µια ανταµοιϐή που επιϐϱαϐευϑεί τον πϱάκτοϱα επειδή τεϱµάτισε το επίπεδο, αν
συλλέξει τη σηµαία (ή νικήσει τον Bowser) στο τέλος του επιπέδου για να τον ενϑαϱϱύνει
να νικήσει επιτυχώς το στάδιο.

• τεϱµατισµός⇔ f = ϱ , ϱ µια ϑετική σταϑεϱά.

• αλλιώς⇔ f = 0

Αν και αυτό είναι ένα αρκετά ισχυϱό σύστηµα ανταµοιβής, τα επίπεδα ϑα µποϱούσαν να
παιχτούν πιο "κανονικά" (όπως ϑα τα έπαιϹαν οι περισσότεροι άνθρωποι), ανταµείβοντας τον
Mario για την αύξηση του σκοϱ του στο παιχνίδι, νικώντας εχϑϱούς, µαζεύοντας νοµίσµατα
και συλλέγοντας µανιτάρια. Αυτές οι πληροφορίες επιστρέφονται από το περιβάλλον εκ-
παίδευσής και στην συνάϱτησή ανταµοιβής προστίθεται ένας ακόµα οϱός s που επιβραβεύει
τον πράκτορά όταν αυξάνετε το σκοϱ του παιχνιδιού. s = σκοϱ παιχνιδιού / 40

΄Εστω rn η συνολική ανταµοιϐή στο n-οστό ϐήµα οϱίϹετε ως το άϑϱοισµά των παϱαπάνω
µεταϐλητών.

rn = v + c + fn + dn + s

Τεϱµατισµός επεισοδίων

Η εµπειρία στο παιχνίδι χωρίζεται σε επεισόδια. Στο τέλος κάϑε επεισοδίου, το περιβάλ-
λον επαναφέρεται στην αρχική του κατάσταση. Τα επεισόδια µποϱούν να τερµατιστούν κάτω
από τις εξής συνθήκες:

• Ο παίκτης ολοκληϱώνει ένα επίπεδο µε επιτυχία. Σε αυτό το σηµείο αναϕοϱάς, η ολοκ-
λήρωση ενός επιπέδου αντιστοιχεί στο πέϱασµα µιας ορισµένης οριζόντιας µετατόπισης
εντός του επιπέδου.

• Ο πϱάκτοϱας πεϑαίνει από έναν εχϑϱό ή πέϕτει σε µια τϱυπά

• τελειώνει ο χϱόνος του επίπεδου, αυτό ισοδυναµεί µε 400 χϱονικά ϐήµατα.

5.1.1 Απεικόνιση του πϱοϐλήµατος

΄Εχουµε αναφερθεί σε όλα τα στοιχεία που αποτελούν το πϱόϐληµά µας. Το πϱόϐληµα
διατυπώνεται ως πϱόϐληµα απόφασης Markov. ΄Οπου ο πράκτορας είναι οι αλγόριθµοι
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Σχήµα 5.1

DQN, DDQN, A3C, PPO, που ϑα αλληλεπιδράσουν µε το περιβάλλον. Το περιβάλλον, ο
κόσµος στον οποίο λειτουργεί ο πράκτορας, είναι το ίδιο το περιβάλλον του παιχνιδιού, και
οι καταστάσεις, πληροφορίες που έχει στη διάθεσή του ο πράκτορας σχετικά µε το τϱέχον
περιβάλλον του, δίνονται από τον προσοµοιωτή gym-super-mario-bros µε τις τροποποιή-
σεις που αναϕέϱαµε. Ενέϱγειες αποτελούν την αντίδραση που υιοθετεί ένας πράκτορας για
να αλληλεπιδράσει µε το περιβάλλον (εδώ, περπάτηµα, τρέξιµο, άλµα κ.λπ.), αναλυτικά κε-
ϕάλαιο 4.2 Ανταµοιβή είναι η ανατροφοδότηση που λαµβάνει ο πράκτορας από το περιβάλλον
για τις ενέϱγειές του, αναλυτικά κεφάλαιο 5.1.

5.1.2 Βιϐλιοϑήκες

Η υλοποίηση των αλγορίθµων σε αυτήν την εργασία πραγµατοποιήθηκε στην γλώσσα
προγραµµατισµού Python. H χϱήση της σε εφαρµογές µηχανικής µάϑησης είναι ευρεία
διότι, το Tensorflow και το Pytorch, τα πιο γνωστά πακέτα µοντελοποίησης νευρωνικών δικ-
τύων προσφέρουν εύχϱηστα API σε Python. Μια από τις σπουδαίες πτυχές της Python είναι
ότι υπάρχει µεγάλη πιθανότητα κάτι που χρειαζόµαστε να έχει ήδη δηµιουργηθεί και να είναι
διαθέσιµο σε µια ϐιβλιοθήκη. Μεϱικές από τις ϐασικές ϐιβλιοθήκες που χρησιµοποιήθηκαν
στην παϱούσα εργασία είναι οι ακόλουθες:

torch: Το Torch είναι µια ϐιβλιοθήκη µηχανικής µάϑησης ανοικτού κώδικα, ένα πλαίσιο
επιστηµονικών υπολογισµών και µια γλώσσα σεναϱίων ϐασισµένη στη γλώσσα προγραµµα-
τισµού Lua. Παϱέχει ένα ευϱύ ϕάσµα αλγορίθµων για ϐαθιά µάϑηση

gym_super_mario_bros: όπως αναϕέϱαµε και στο προηγούµενο κεφάλαιο,είναι ένα
περιβάλλον συµβατό µε το OpenAI Gym, το οποίο επιτϱέπει στα προγράµµατα Python να
αλληλεπιδρούν απϱόσκοπτα µε το Super Mario Bros.

nes_py: ΄Ενα πλαίσιο για τη διασύνδεση µεταξύ πεϱιϐαλλόντων παιχνιδιών NES, όπως το
Super Mario Bros. και εϕαϱµογών Python.

rllib: Μια ϐιβλιοθήκη ενισχυτικής µάϑησης ϐασισµένη πάνω στο Ray, η οποία περιλ-
αµβάνει αρκετά ισχυϱά µοντέλα και αλγορίθµους για την εύκολη δηµιουϱγία εφαρµογών
RL.
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numpy: συντοµογϱαϕία του "Numerical Python", ειναι µια ϐιϐλιοϑήκη Python που
χϱησιµοποιείται για την εϱγασία µε πίνακες. ∆ιαϑέτει επίσης συναϱτήσεις για την εϱγασία
στον τοµέα της γϱαµµικής άλγεϐϱας, του µετασχηµατισµού Fourier και των πινάκων.

matplotlib.pyplot: είναι µια συλλογή συναϱτήσεων που κάνουν το matplotlib να λει-
τουργεί όπως το MATLAB. Κάϑε συνάϱτηση pyplot κάνει κάποια αλλαγή σε ένα σχήµα: π.χ.
δηµιουϱγεί ένα σχήµα, δηµιουϱγεί µια περιοχή σχεδίασης σε ένα σχήµα, σχεδιάϹει κάποιες
γραµµές σε µια περιοχή σχεδίασης, διακοσµεί το γϱάϕηµα µε ετικέτες, κ.λπ.
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5.2 Παϱάµετϱοι Πειϱαµάτων και Αποτελέσµατα

Τις υλοποιήσεις των αλγορίθµων εκτελέστηκαν σε υπολογιστή του εργαστηρίου Συστη-
µάτων Τεχνητής Νοηµοσύνης και Μάϑησης µε επεξεργαστή Intel(R) Core(TM) i7-5820K
3.30GHz και Κάϱτα γϱαϕικών GeForce GTX 1080 8 GB. Ο ϐελτιστοποιητής (optimizer) που
χρησιµοποιήσαµε για τη ϐελτιστοποίηση της αντικειµενικής συνάϱτησης στις υλοποιήσεις
µας είναι ο Adam (adaptive moment estimation). Οι πράκτορες αξιολογήθηκαν ως πϱος την
ανταµοιβή που συγκέντρωσαν σε κάϑε επεισόδιο κατά την εκπαίδευσή τους και την ταχύτητα
εκπαίδευσης ενώ παϱάλληλα απεικονίζουµε τον κυλιόµενο µέσο όϱο των επεισοδιακών ϐα-
ϑµολογιών για όλα τα επεισόδια που ολοκληϱώϑηκαν µαϹί µε διάφορα άλλα στατιστικά
στοιχεία, όπως τα ποσοστά ολοκλήρωσης των επιπέδων, τον ϐέλτιστο χϱόνο ολοκλήρωσης
και τον µέσο όϱο ανταµοιβής των τελευταίων 100 επεισοδίων κάϑε αλγορίθµου.

Table 5.1: Παϱάµετϱοί DQN & DDQN

Παϱάµετϱος Τιµη Πεϱιγϱαϕή
world 1-1 Επιλογή επίπεδου

action-space simple
Το σύνολο ενεϱγειών που µποϱεί να χϱησιµοποιήσει
ο Mario όπως δίνεται από το gym-super-mario-bros.

lr 0.00025 Ο ϱυϑµός µάϑησης που ϑα χϱησιµοποιηϑεί
max_memory_size 30000
Batch size 32
Dropout 0,2

gamma 0.9
ΚαϑοϱίϹει τον συντελεστή πϱοεξόϕλησης που ϑα
χϱησιµοποιηϑεί για τις ανταµοιϐές

For epsilon greedy
0.99
1
0.02

Exploration decay
Exploration_max,
Exploration min*

*Στην αϱχή της εξεϱεύνησης ο πϱάκτοϱας πϱαγµατοποιεί τυχαίες δϱάσεις. Μετά από
κάϑε επεισόδιο, η ϐαϑµός της εξεϱεύνησης ϑα ϕϑίνει µέχϱι να ϕτάσει σε ένα ελάχιστο 0,02.
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Σχήµα 5.2: Καµπύλης εκµάϑησης DQN

Σχήµα 5.3: Καµπύλης εκµάϑησης DDQN
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Table 5.2: Παϱάµετϱοί A3C

Παϱάµετϱος Τιµή Πεϱιγϱαϕή
world 1-1 Επιλογή επίπεδου

action-space Simple movement
Το σύνολο ενεϱγειών που µποϱεί να χϱησιµοποιήσει
ο Mario όπως δίνεται από το gym-super-mario-bros.

beta 0.01
Ο συντελεστής που χϱησιµοποιείται στον υπολογισµό
της εντϱοπίας

gamma 0.9
ΚαϑοϱίϹει τον συντελεστή πϱοεξόϕλησης που ϑα
χϱησιµοποιηϑεί για τις ανταµοιϐές

learning-rate 1e-4 Ο ϱυϑµός µάϑησης που ϑα χϱησιµοποιηϑεί.

max-actions 200
Ο αϱιϑµός των ενεϱγειών που πϱέπει να επαναληϕϑούν
κατά τη διάϱκεια της δοκιµής

num-episodes 3500
Ο αϱιϑµός των επεισοδίων που ϑα εκτελεστούν στο
συγκεκϱιµένο πεϱιϐάλλον

num-processes 4
Ο αϱιϑµός των διεϱγασιών εκπαίδευσης που ϑα
εκτελούνται παϱάλληλα.

tau 1.0
Η τιµή που χϱησιµοποιείται για τον υπολογισµό του
Generalized Advantage Estimator (GAE).

Σχήµα 5.4: Καµπύλης εκµάϑησης A3C
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Table 5.3: Παϱάµετϱοί PPO

Παϱάµετϱος Τιµή Πεϱιγϱαϕή
world 1-1 Επιλογή επίπεδου

action-space Simple movement
Το σύνολο ενεϱγειών που µποϱεί να χϱησιµοποιήσει
ο Mario όπως δίνεται από το gym-super-mario-bros.

beta 0.01
Ο συντελεστής που χϱησιµοποιείται στον υπολογισµό
της εντϱοπίας

gamma 0.9
ΚαϑοϱίϹει τον συντελεστή πϱοεξόϕλησης που ϑα
χϱησιµοποιηϑεί για τις ανταµοιϐές

learning-rate 1e-4 Ο ϱυϑµός µάϑησης που ϑα χϱησιµοποιηϑεί.

max-actions 200
Ο αϱιϑµός των ενεϱγειών που πϱέπει να επαναληϕϑούν
κατά τη διάϱκεια της δοκιµής

num-processes 4
Ο αϱιϑµός των διεϱγασιών εκπαίδευσης που ϑα
εκτελούνται παϱάλληλα.

tau 1.0
Η τιµή που χϱησιµοποιείται για τον υπολογισµό του
Generalized Advantage Estimator (GAE).

epsilon 0.2 Παϱάµετϱος αποκοπής της αντικειµενικής

Σχήµα 5.5: Καµπύλης εκµάϑησης PPO

Table 5.4: Μέσος οϱός ανταµοιϐής των τελευταίων 100 επεισοδίων

DQN DDQN A3C PPO
Ανταµοιϐή 715.83 1542.48 3412.67 3385.905

Table 5.5: Καλύτεϱος χϱόνος τεϱµατισµού

DQN Μέσος άνϑϱωπος DDQN A3C PPO Παγκόσµιο ϱεκόϱ
Χϱόνος 139 336 338 346 348 348
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Σχήµα 5.6: Καµπύλες κυλιόµενου µέσου όϱου εκµάϑησης των Αλγοϱίϑµων µε παϱάϑυϱο τα
50 επεισόδιά

Σχήµα 5.7: Αϱιϑµός τεϱµατισµού επίπεδων ανά επεισόδιο
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5.3 Παϱατηϱήσεις και Συµπεϱάσµατα

Υπάϱχει ένα όϱιο στη µεγίστη ανταµοιϐή που που µποϱούν να συλλέξουν οι πϱάκτοϱες
στο 3500 καϑώς τα επίπεδά του παιχνιδιού είναι πεπεϱασµένα. Το DQN χϱησιµοποιεί την
επανάληψη εµπειϱιών για να µαϑαίνει από όλες τις πϱοηγούµενες πολιτικές. Από µόνο
του είναι ασταϑές και δίνει κακή σύγκλιση, συνεπώς απαιτεί διάϕοϱα πϱόσϑετα. Το DDQN
αποτελεί ϐελτίωσή του DQN, χϱησιµοποιεί δύο δίκτυα για να µειώσει την υπεϱαισιοδοξία του
DQN, µε αποτέλεσµα, ως ένα ϐαϑµό, πιο σταϑεϱή και αξιόπιστη µάϑηση. Ωστόσο χϱειάϹονται
πολλές επαναλήψεις ώστε να δώσει ικανοποιητικά αποτελέσµατά.

Τo A3C και το PPO δίνουν σηµαντικά καλύτεϱα αποτελέσµατα σε σύγκριση µε τους DQN
και Double DQN. Βασικό λόγο αποτελεί η ενσωµάτωση της µάϑησης από διαφορετικές εµ-
πειρίες µε τη χϱήση πολλαπλών επεξεργασιών. Μποϱεί να παϱατηϱηϑεί ότι το PPO παϱέχει
καλύτεϱο ϱυθµό σύγκλισης και απόδοσης από τις άλλες τεχνικές, αλλά είναι ευαίσθητο στις
αλλαγές. Παϱόλο που παίϱνει λιγότεϱο χϱόνο για να εκπαιδευτεί, δίνει καλύτεϱα αποτελέσ-
µατα σε σύγκριση µε άλλους αλγορίθµους Το A3C είναι ένας αλγόριθµος που συνδυάζει
τόσο τη µάϑηση ϐάσει αξίας όσο και τις κλίσεις πολιτικής. Ο πράκτορας εκτιµά τη δϱάση
µε ϐάση την πολιτική και ο κϱιτής εκτιµά τη συνάϱτηση αξίας της δϱάσης που αναλαµβάνει
ο δϱάστης και αξιολογεί την δϱάση. ∆ε δίνει καλύτεϱα αποτελέσµατα στην αρχική ϕάση,
ωστόσο έχει ϱαγδαία και σταθερή ϐελτίωσή µετά από έναν αριθµό επεισοδίων. Ο A3C επ-
ωφελείται όταν υπάρχει µεγάλη υπολογιστική ισχύς, και ϑα περιµέναµε αισϑητή ϐελτίωσή
αν τϱέχαµε τον αλγόριθµο σε ένα ακόµα πιο δυνατό µηχάνηµα. H απόδοσή των αλγορίθµων
ήταν η αναµενόµενη και συµφωνεί µε τη ϐιβλιογραφία [38], [31], [34], [40], [41].

Θα πϱέπει να σηµειώσουµε ότι µέσω της κατασκευής της συνάϱτησης ανταµοιβής επηρεά-
Ϲουµε τη ϐέλτιστη πολιτική και ϑα περιµέναµε αλλαγές στην επίδοση των αλγορίθµων αλ-
λάζοντας τα ϐάϱη στην συνάϱτησή ανταµοιβής ή κατασκευάζοντας µια νέα. [40] Επιπλέον οι
υπερπαράµετροι ϑα µποϱούσαν πάντα να χρήζουν ϐελτίωσης.

ΣυνοψίϹοντας, οι µέϑοδοι κλίσης πολιτικής (Policy Gradient) έχουν καλύτεϱη απόδοσή
από τις µεϑόδους Deep Q. Οι µέϑοδοι Deep Q συχνά συγκλίνουν αλλά όχι στη ϐέλτιστη
ανταµοιϐή. Η PPO είχε την καλύτεϱη απόδοση. Οι µέϑοδοι κλίσης πολιτικής εκπαιδεύονται
πολύ ταχύτεϱα. ΄Ολοι οι αλγόϱιϑµοι είναι επαϱκείς για την επίλυση του πεϱιϐάλλοντος.

5.4 Μελλοντικές κατευϑύνσεις

Τα πειράµατά χρειάζονται µεγάλο χϱονικό διάστηµα για να παράξουν αποτελέσµατά και
τα αποτελέσµατά αυτά εξαρτώνται υπερβολικά από τις υπερπαραµέτρους. Κατά συνέπειά ϑα
παϱουσίαϹε ενδιαφέρον η ανάπτυξη ενός αποδοτικού µηχανισµού ϱύϑµισης υπερπαραµέτρων
καθώς τεχνικές όπως το grid-search και fine-tuning είναι ιδιαίτερα κοστοβόρες σε χϱόνο υπ-
ολογισµού.

Επιπλέον ϑα µποϱούσαµε να εξετάσουµε τη δυνατότητα για µαθησιακή µεταϕοϱά (trans-
fer learning), δηλαδή αν οι πράκτορες ϑα είναι σε ϑέση να χρησιµοποιήσουν την τϱέχουσα
εµπειρία τους σε αυτό το περιβάλλον, ώστε να επιλύουν περιβάλλοντα που δεν έχουν συναν-
τήσει προηγουµένως. [42] ΄Ενα τέτοια περιβάλλον ϑα µποϱούσε να είναι το Super Mario
Maker 2 όπου ο παίκτης µποϱεί να κατασκευάσει επίπεδά χρησιµοποιώντας τα στοιχεία του
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Super Mario Bros, δίνοντας την δυνατότητα σε άλλους παίχτες να τα παίξουν. Υπάρχουν
έτσι µεγαλύτεϱα και δυσκολότεϱα επίπεδά από το Super Mario Bros. Οι τϱέχουσες µέϑοδοι
εξακολουθούν να υστερούν σε δύο µέτωπα την αποτελεσµατικότητα της µάϑησης ως πϱος τα
δεδοµένα και όπως αναϕέϱαµε την γενίκευση σε νέα περιβάλλοντα. Θα είχε µεγάλο ενδι-
αφέρον η διεϱεύνηση και εφαρµογή των πρόσφατων και εξαιρετικά υποσχόµενων ευρηµάτων
σχετικά µε τη χϱήση της επαύξησης δεδοµένων στην RL [43] για την τεράστια αύξηση της
αποτελεσµατικότητας του δείγµατος και της ισχύος της γενίκευσης.

Πϱοκειµένου να ενθαρρυνθεί καλύτεϱα η εξερεύνηση του χώϱου καταστάσεων, ϑα µποϱούσε
να χρησιµοποιηθεί µια µοϱϕή εσωτεϱικού κινήτϱου ανταµοιβής και όχι µια συνάϱτηση αν-
ταµοιβής κατασκευασµένη µε το χέϱι από εµάς, παρόµοια µε το RND [44] και το Agent57
[45].

Ο τοµέας της RL εξελίσσεται γρήγορα και νέοι αλγόριθµοι έχουν εµφανιστεί µετά τον
PPO (που είναι ο νεότερος αλγόριθµος σε αυτό το σύνολο). Ωστόσο, οι αλγόριθµοι αιχµής δεν
έχουν ακόµη υλοποιηθεί σε ϕιλικές πϱος τον χϱήστη ϐιβλιοθήκες Python ανοικτού κώδικα
και δεν έχουν συγκριθεί µε καθιερωµένους αλγορίθµους. Ιστορικά, οι σύγχϱονοι αλγόριθµοι
RL καθίστανται όλο και περισσότερο εφαρµόσιµοι σε ένα ευρύτερο ϕάσµα ϱυθµίσεων προβ-
ληµάτων και η απόδοσή τους αυξάνεται αναλογικά. Θα παϱουσίαϹε ιδιαίτερο ενδιαφέρον η
µελέτη αλγόριθµων αιχµής, καθώς και σύγκριση µε τις υπάρχουσες υλοποιήσεις ελπίζοντας
ότι ϑα ξεπερνούν οποιονδήποτε από αυτές που παρουσιάζονται στην παϱούσα εργασία.
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