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Περίληψη

Η παρούσα διπλωµατική εργασία ασχολείται µε το ϑέµα της Αναγνώρισης Συναισθήµατος
και της Ανίχνευσης Σθένους/∆ιέγερσης χρησιµοποιώντας µεθόδους Μηχανικής Μάθησης και
εξάγωντας πληροφορίες από εικόνες προσώπων. Το πεδίο της ανάλυσης συναισθηµάτων είναι
ένα πολύ ενεργό ερευνητικό πεδίο µε µεγάλο αριθµό εφαρµογών ακόµα και στην καθηµερινή
µας Ϲωή.

Προσεγγίσαµε αυτό το πρόβληµα κάνοντας χρήση Συνελικτικών Νευρωνικών ∆ικτύων
εκµεταλλευόµενοι επίσης την µέθοδο της επαύξησης δεδοµένων προκειµένου να έχουµε µε-
γαλύτερο αριθµό δεδοµένων. Η µεθοδολογία που υλοποιήσαµε κάνει σύζευξη δύο προβλη-
µάτων, ένα ταξινόµησης και ένα παλινδρόµησης, όπου εκµεταλλεύεται τις ετικέτες σθένους
και διέγερσης προκειµένου να οδηγήσει σε καλύτερη απόδοση στο πρόβληµα της ταξινόµη-
σης.

Οι ετικέτες παρέχονται από το σύνολο δεδοµένων που χρησιµοποιήσαµε, το Affectnet, το
οποίο αποτελείται από έναν µεγάλο αριθµό εικόνων που απεικονίζουν εκφράσεις ανθρώπων
και έχουν επισηµανθεί αναφορικά µε το συναίσθηµα, το σθένος και την διέγερση. Σχετικά
µε τις ετικέτες συναισθήµατος, αυτές ανήκουν σε µία εκ των 8 διακριτών κατηγοριών : Neu-
tral, Happy, Sad, Surprise, Fear, Disgust, Anger, Contempt ενώ οι ετικέτες σθένους και
διέγερσης απαρτίζονται από δεκαδικούς αριθµούς στο εύρος [-1,1].

΄Εχοντας εφαρµόσει πειραµατικά την µεθοδολογία µας, στην συνέχεια εκπαιδεύουµε τα
µοντέλα µας και ακολουθεί η τελική τους αξιολόγηση στο προαναφερθέν σύνολο δεδοµένων.

Λέξεις Κλειδιά

Τεχνητή Νοηµοσύνη, Μηχανική Μάθηση, Βαθιά Μάθηση, Συνελικτικά Νευρωνικά ∆ίκτυα,
Αναγνώριση Συναισθηµάτων, Ταξινόµηση, Παλινδρόµηση, Σθένος, ∆ιέγερση, Βασικά συναι-
σθήµατα.
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Abstract

This diploma thesis deals with the topic of Εmotion Recognition and Valence/Arousal
Detection using Machine Learning methods and extracting information from face images.
The field of sentiment analysis is a very active research field with a large number of
applications in our daily life.

We approached this problem by making use of Convolutional Neural Networks by
also exploiting the data augmentation method in order to get a larger amount of data.
The methodology we implemented couples two problems, a classification problem and
a regression problem, where it exploits the labels of valence/arousal in order to lead to
better performance in the classification problem.

The labels are provided by the dataset we used, called Affectnet, which consists of a
large number of images depicting human expressions that have been labeled with respect
to emotion, valence and arousal. Regarding the emotion labels, they belong to one of 8
distinct categories: Neutral, Happy, Sad, Surprise, Fear, Disgust, Anger, Contempt while
the valence and arousal labels are decimal numbers in the range [-1,1].

Having experimentally applied our methodology, we then train our models and finally
we evaluate them on the given dataset.

Keywords

Artificial Intelligence, Machine Learning, Deep Learning, Convolutional Neural Net-
works, Emotion Recognition, Classification, Regression, Valence, Arousal, Basic Expres-
sions.
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Κεφάλαιο 1

Εισαγωγή

Στις επόµενες ενότητες παραθέτουµε µία γενική εισαγωγή που αφορά το αντικείµενο της
διπλωµατικής και το πρόβληµα το οποίο επιθυµούµε να λύσουµε µέσω της εργασίας

µας. Στη συνέχεια περιγράφουµε την δοµή της εργασίας προκειµένου να είναι πιο εύκολη
η πλοήγηση του αναγνώστη σε αυτήν.

1.1 Περιγραφή του προβλήµατος

Το πεδίο της αναγνώρισης συναισθήµατος µε χρήση υπολογιστικής όρασης απασχολεί
µεγάλο πλήθος ερευνητών τα τελευταία χρόνια. Ο κλάδος της πληροφορικής που ασχολε-
ίται µε την αναγνώριση συναισθηµάτων ονοµάζεται συναισθηµατική υπολογιστική (Affective
computing) και αφορά την αναγνώριση ανθρώπινων συναισθηµάτων ϐασισµένων σε έναν ή
περισσότερους τύπους δεδοµένων που συλλέγονται από το άτοµο του οποίου η συναισθηµα-
τική κατάσταση αξιολογείται.

Η συναισθηµατική υπολογιστική δεν αναφέρεται σε ολοκληρωτική αναγνώριση των συ-
ναισθηµάτων αλλά σε µια προσέγγιση αυτών. Οι κύριες δυσκολίες σε ένα εγχείρηµα πλήρους
αναγνώρισης είναι αρχικά το γεγονός ότι σύµφωνα µε την ψυχολογία το συναίσθηµα είναι
µια σύνθετη υποκειµενική συνειδητή εµπειρία, εποµένως η κατηγοριοποίηση του εκάστοτε
συναισθήµατος σε µία κατηγορία η οποία ϑα έβρισκε σύµφωνους όλους τους ανθρώπους
ϑα ήταν πρακτικά αδύνατη, µιας και ο τρόπος που αντιλαµβάνεται ο κάθε ένας µία οπτική
έκφραση συναισθήµατος διαφέρει από άνθρωπο σε άνθρωπο. Επίσης, στην ϕύση τα συ-
ναισθήµατα είναι σύνθετα, δηλαδή µείξεις διαφόρων συναισθηµάτων και όχι διακριτά όπως
ϑα διευκόλυνε την ολοκληρωτική αναγνώριση τους. ΄Ετσι, ένας άνθρωπος µπορεί να είναι
χαρούµενος αλλά παράλληλα λίγο έκπληκτος, λίγο αισιόδοξος κ.ο.κ. Η αποτύπωση αυτού
του συναισθήµατος σε µία εικόνα υπάρχει µεγάλη πιθανότητα να ¨κρύβει¨ τα υπόλοιπα συ-
ναισθήµατα και έτσι ένα νευρωνικό δίκτυο να εντοπίζει µόνο το συναίσθηµα που είναι πιο
εµφανές, οδηγώντας σε µία ελλειπή αναγνώριση συναισθήµατος.

Πέρα όµως από την κατηγοριοποίηση του συναισθήµατος σε διακριτές κλάσεις, η συναι-
σθηµατική υπολογιστική περιλαµβάνει και άλλες εργασίες, εξίσου σηµαντικές, όπως είναι η
αναγνώριση του σθένους και της διέγερσης ενός συναισθήµατος. ΄Ετσι, ενώ σε µερικές εφαρ-
µογές χρειάζεται να εντοπίζουµε επακριβώς την συναισθηµατική κατάσταση του χρήστη, σε
άλλες κάτι τέτοιο δεν είναι τόσο χρήσιµο όσο το πόσο ϑετική/αρνητική και ενεργητική/πα-
ϑητική είναι η ψυχική του κατάσταση.
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Κεφάλαιο 1. Εισαγωγή

Οι παραπάνω εργασίες µπορούν να ϐρουν χρήση σε ένα ευρύ ϕάσµα πεδίων. Ενδεικτικά
αναφέρουµε τα κάτωθι :

• Ψυχολογία : Η ψυχοθεραπεία µπορεί να επωφεληθεί από εφαρµογές ανίχνευσης συ-
ναισθήµατος καθώς µε την αναγνώριση της συναισθηµατικής κατάστασης του ασθενή
η συµβουλευτική του επαγγελµατία υγείας ϑα είναι πιο στοχευµένη [26, 27, 28, 29,
30, 31, 32, 33, 34].

• Εκπαίδευση : Η αναγνώριση των συναισθηµάτων των µαθητών µπορεί να ϐοηθήσει
στην ανίχνευση της εµπλοκής του µαθητή στην εκπαιδευτική διαδικαδία (παραδείγ-
µατος χάρη αν ένας µαθητής δεν είναι συγκεντρωµένος στο µάθηµα τότα ϑα έχει παθη-
τική κατάσταση άρα αρνητική διέγερση) και στην ενίσχυση του τρόπου ηλεκτρονικής
µάθησης µε στοιχεία που ϑα εξασφαλίζουν την προσοχή του µαθητή [35, 36, 37, 38].

• Οδήγηση : Οι αυτοκινητοβιοµηχανίες µπορούν να αξιοποιήσουν την όραση υπολογι-
στών για την παρακολούθηση της συναισθηµατικής κατάστασης των οδηγών κατά την
οδήγηση. Ετσι, εάν ο οδηγός είναι πολύ κουρασµένος, αγχωµένος ή ϑυµωµένος, το
όχηµα µπορεί να παρέχει προειδοποιήσεις για µη ασφαλή οδήγηση [39, 40].

1.2 Αντικείµενο της διπλωµατικής

Σκοπός της παρούσας διπλωµατικής εργασίας είναι η προσέγγιση των ϑεµάτων της Α-
ναγνώρισης Συναισθήµατος και της Ανίχνευσης Σθένους/∆ιέγερσης από εικόνες, χρησιµο-
ποιώντας τεχνικές της Μηχανικής Μάθησης. Η προσέγγιση µας περιλαµβάνει την χρήση
Συνελικτικών Νευρωνικών ∆ικτύων προκειµένου να καταστεί εφικτή η ανίχνευση του συναι-
σθήµατος αλλά και των τιµών σθένους/διέγερσης, ανάλογα µε το πείραµα που εκτελούσαµε
κάθε ϕορά. Πιο αναλυτικά, η µεθοδολογία που παρουσιάζουµε, δεδοµένης µιας εικόνας προ-
σώπου είναι σε ϑέση να υπολογίσει την ετικέτα όσον αφορά το συναίσθηµα, κάνοντας χρήση
της γνώσης των ετικετών σθένους και διέγερσης. Επιπλέον, µέρος της εργασίας αποτελεί η
µελέτη της ϑεωρίας των Νευρωνικών ∆ικτύων αποσκοπώντας στη ϐαθύτερη κατανόησή της και
έπειτα στην εφαρµογή της για το σχεδιασµό, την εκπαίδευση και την αξιολόγηση µοντέλων
που επιλύουν το παραπάνω πρόβληµα. Τέλος, σηµαντικό ϱόλο για την τελική απόδοση των
µοντέλων παίζει η επιλογή των συνόλων δεδοµένων που ϑα χρησιµοποιήσουµε, µιας και ϑα
πρέπει να έχουν επαρκή δείγµατα, σωστές ετικέτες κ.ο.κ καθώς και η προεπεξεργασία του
συνόλου δεδοµένων, το οποίο ϑα αποτελέσει την είσοδο των µοντέλων µας.

1.3 Οργάνωση του τόµου

Η εργασία αυτή είναι οργανωµένη σε 8 Κεφάλαια, µε τα Κεφάλαια 2-4 να αποτελούν το
ϑεωρητικό κοµµάτι της εργασίας και τα Κεφάλαια 5-8 το πειραµατικό µέρος. Το Κεφάλαιο
2 περιέχει το ϑεωρητικό υπόβαθρο των πεδίων της µηχανικής µάθησης και των νευρωνικών
δικτύων που είναι απαραίτητο προκειµένου κάποιος να κατανοήσει πλήρως την παρούσα
εργασία. Στο Κεφάλαιο 3 γίνεται παρουσίαση της ϑεωρίας της ανάλυσης συναισθηµάτων,
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1.3 Οργάνωση του τόµου

η οποία αποτελεί κεντρικό ϑέµα της συγκεκριµένης εργασίας ενώ στο Κεφάλαιο 4 γίνε-
ται την περιγραφή των αντίστοιχων συνόλων δεδοµένων για την εκτέλεση των απαιτούµενων
εργασιών. Αναφορικά µε το πρακτικό µέρος, αρχικά στο Κεφάλαιο 5 ασχολούµαστε µε πα-
ϱεµφερείς εργασίες της επιστηµονικής κοινότητας στο πεδίο της ανάλυσης συναισθηµάτων.
Στην συνέχεια, αναλύεται η µεθοδολογία που ακολουθήθηκε για την εκ νέου επισήµανση
του συνόλου δεδοµένων µε ϐάση την σχετικότητα διαφορετικών ετικετών ενώ στο Κεφάλαιο
7 περιγράφεται ολόκληρη η πειραµατική διαδικασία µε αναλυτική περιγραφή των ϐηµάτων
εκπαίδευσης. Τέλος, στο Κεφάλαιο 8 παρουσιάζονται τα αποτελέσµατα της διπλωµατικής ερ-
γασίας ενώ στον Επίλογο αναφέρουµε τα τελικά συµπεράσµατα της διπλωµατικής εργασίας
και γίνονται προτάσεις για µελλοντικές επεκτάσεις.
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Κεφάλαιο 2

Θεωρητικό Υπόβαθρο

Σ ε αυτή την ενότητα ϑα καλύψουµε το απαραίτητο ϑεωρητικό υπόβαθρο το οποίο ϑα
πρέπει να γνωρίζει ο αναγνώστης προκειµένου να κατανοήσει την παρούσα εργασίας.

2.1 Μηχανική µάθηση

Μηχανική µάθηση (machine learning) ονοµάζεται το πεδίο της επιστήµης των υπολογι-
στών που µελετά τη δηµιουργία αλγορίθµων οι οποίοι «µαθαίνουν» χωρίς να έχουν προγραµ-
µατιστεί µε συγκεκριµένους κανόνες. Με άλλα λόγια, οι αλγόριθµοι αυτοί χρησιµοποιούν
δεδοµένα µε σκοπό να ανακαλύψουν µοτίβα και σχέσεις ώστε να κάνουν προβλέψεις ή να
πάρουν αποφάσεις. Αναφορές στη µηχανική µάθηση υπάρχουν από τη δεκαετία του 1960
όµως η χρήση των τεχνικών αυτών αυξήθηκε ϱαγδαία µετά τη δεκαετία του 1990 ως αποτέλε-
σµα της ανάπτυξης κλάδων της επιστήµης υπολογιστών όπως είναι η ψηφιοποίηση αρχείων,
η εξόρυξη δεδοµένων και οι υπερυπολογιστές. Εν γένει, ο τοµέας της Μηχανικής Μάθησης
αναπτύσσει τρεις τρόπους µάθησης, ανάλογους µε τους τρόπους µε τους οποίους µαθαίνει ο
άνθρωπος : επιβλεπόµενη µάθηση, µη επιβλεπόµενη µάθηση και ενισχυτική µάθηση.

2.1.1 Επιβλεπόµενη Μάθηση

Επιβλεπόµενη (supervised) µάθηση ονοµάζεται η τεχνική µε την οποία ένα πρόγραµµα
εκπαιδεύεται για να καταλάβει τη σχέση µεταξύ των δεδοµένων που δίνουµε και ενός επιθυ-
µητού αποτελέσµατος. ∆ηλαδή έχουµε προκαθορισµένη είσοδο (input – δεδοµένα) και έξοδο
(output – αποτέλεσµα). Αλλιώς, συνηθίζεται να λέµε ότι έχουµε δεδοµένα µε ετικέτες (labels)
που δείχνουν τη σύνδεση µε την έξοδο, τις οποίες έχουν ϐάλει άνθρωποι ή άλλοι κώδικες
(επιβλεπόµενη). Η επιβλεπόµενη µάθηση χρησιµοποιείται συνήθως σε προβλήµατα:

• Ταξινόµησης (Classification) : Η ταξινόµηση είναι ένα πρόβληµα αυτόµατης ανάθεσης
µιας ετικέτας σε ένα παράδειγµα που δεν έχει ετικέτα, δηλαδή η τιµή της ετικέτας
είναι ποιοτική, εφόσον αντιπροσωπεύει µία κλάση που περιγράφει το διάνυσµα χαρα-
κτηριστικών. Η ανίχνευση της ανεπιθύµητης ηλεκτρονικής αλληλογραφίας είναι ένα
διάσηµο παράδειγµα ταξινόµησης. Σε ένα πρόβληµα ταξινόµησης µια ετικέτα είναι
µέρος ενός πεπερασµένου συνόλου τάξεων. Εαν το µέγεθος του συνόλου των τάξε-
ων είναι δύο τότε µιλάµε για µια διωνυµική ταξινόµηση (binary classification) ενώ

∆ιπλωµατική Εργασία 23



Κεφάλαιο 2. Θεωρητικό Υπόβαθρο

όταν οι τάξεις είναι περισσότερες από δύο τότε µιλάµε για προβλήµατα πολυωνυµικής
ταξινόµησης (multiclass classification).

• Παλινδρόµησης (Regression) : σε αυτή την περίπτωση η τιµή της ετικέτας είναι ποσοτι-
κή, δηλαδή παίρνει συνεχείς τιµές περιγράφοντας ένα µέγεθος. Η εκτίµηση της τιµής
µια κατοικίας µε ϐάση τα χαρακτηριστικά του σπιτιού, όπως η περιοχή, ο αριθµός των
υπνοδωµατίων κ.λπ. είναι ένα διάσηµο παράδειγµα παλινδρόµησης.

Με λίγα λόγια η διαφορά των δύο ειδών προβληµάτων συνοψίζεται στις δύο παρακάτω
γραµµές :

Κατηγοριοποίηση είναι το πρόβληµα επιβλεπόµενης µάθησης µε διακριτές κλάσεις y.

Παλινδρόµηση είναι το πρόβληµα επιβλεπόµενης µάθησης µε συνεχείς κλάσεις y.

2.1.2 Μη επιβλεπόµενη Μάθηση

Η µη επιβλεπόµενη µάθηση (unsupervised learning) είναι το είδος εκπαίδευσης στο ο-
ποίο χρησιµοποιούνται πληροφορίες που δεν είναι ούτε ταξινοµηµένες ούτε επισηµασµένες
και έτσι δίνεται η δυνατότητα στον αλγόριθµο να ενεργεί σε αυτές τις πληροφορίες χωρίς κα-
ϑοδήγηση. Σκοπός είναι να οµαδοποιούνται ασαφείς πληροφορίες σύµφωνα µε οµοιότητες,
µοτίβα και διαφορές, χωρίς προηγούµενη εκπαίδευση σε δεδοµένα. [41] [42] Οι αλγόριθ-
µοι µη επιβλεπόµενης µάθησης εφαρµόζουν τις παρακάτω τεχνικές για να περιγράψουν τα
δεδοµένα:

• Οµαδοποίηση (Clustering): Πραγµατοποιείται µια διερεύνηση των δεδοµένων, προκει-
µένου να διαχωριστούν σε οµάδες (clusters), ϐάσει κάποιων µοτίβων χωρίς προηγούµε-
νη γνώση των χαρακτηριστικών της κάθε οµάδας. Τα χαρακτηριστικά προσδιορίζονται
από την οµοιότητα των επιµέρους δεδοµένων αλλά και από τις διαφορές από τα υ-
πόλοιπα .

• Μείωση διάστασης (Dimensionality reduction): Εξαιτίας της ύπαρξης «ϑορύβου» στα
εισερχόµενα δεδοµένα, οι αλγόριθµοι µηχανικής µάθησης χρησιµοποιούν τη µείωση
των διαστάσεων για την εξάλειψη αυτού του ϑορύβου κατά τον διαχωρισµό των σχετικών
πληροφοριών. [43]

2.1.3 Ενισχυτική Μάθηση

Στην ενισχυτική µάθηση (reinforcement learning) κατασκευάζουµε ένα εικονικό «περι-
ϐάλλον» που έχει συγκεκριµένους κανόνες και αφήνουµε τον υπολογιστή να αλληλεπιδράσει
µε αυτό µέχρι την επίτευξη κάποιου στόχου όπως η µεγιστοποίηση ενός σκορ. Για την ώρα
οι περισσότερες εφαρµογές αυτού του είδους µάθησης υπάρχουν σε παιχνίδια. Με τη χρήση
ενισχυτικής µάθησης, οι υπολογιστές µαθαίνουν να παίζουν τόσο καλά µερικά παιχνίδια που
πλέον οι άνθρωποι δεν µπορούν να τους ανταγωνιστούν. Στην ουσία, η ενισχυτική µάθηση
αφορά στην ανάπτυξη ενός αυτοσυντηρούµενου συστήµατος το οποίο, σε συνεχείς αλληλου-
χίες προσπάθειας και αποτυχίας, ϐελτιώνεται µε ϐάση το συνδυασµό των δεδοµένων και των
αλληλεπιδράσεων µε τα εισερχόµενα δεδοµένα.

24 ∆ιπλωµατική Εργασία



2.2 Τεχνητά νευρωνικά δίκτυα (ΤΝ∆)

2.2 Τεχνητά νευρωνικά δίκτυα (ΤΝ∆)

Τα Τεχνητά Νευρωνικά ∆ίκτυα (Artificial Neural Networks - ANNs), αποτελούν απλοποι-
ηµένα µοντέλα του κεντρικού νευρικού συστήµατος των Ϲώντων οργανισµών και ειδικότερα
του ανθρώπου. Οι λειτουργίες τους, µιµούνται αυτές των ϐιολογικών νευρώνων του εγκε-
ϕάλου και τη δοµή των ϐιολογικών Νευρικών ∆ικτύων. Επιχειρούν δηλαδή, να συνδυάσουν
την λειτουργία του ανθρώπινου εγκεφάλου, µε τον αυστηρά αφηρηµένο µαθηµατικό τρόπο
σκέψης, ξεχωρίζοντας µε αυτό τον τρόπο τα ΤΝ∆ από την Βιολογία και την κλασσική λειτουρ-
γία των υπολογιστών. ΄Ετσι, για παράδειγµα, ένα Νευρωνικό ∆ίκτυο είναι ικανό να µαθαίνει,
να εκπαιδεύεται, να ϑυµάται ή να ξεχνά µία αριθµητική παράσταση κ.λ.π, πράξεις που
µέχρι πρότινος αποδίδαµε µόνο στην ανθρώπινη σκέψη και ικανότητα. Επιπλέον, καθίστα-
νται ικανά να χρησιµοποιούν πολύπλοκες συναρτήσεις και άλλα σύνθετα αντικείµενα της
µαθηµατικής Ανάλυσης.

2.2.1 Το µοντέλο του τεχνητού νευρώνα

Ο Τεχνητός Νευρώνας (Artificial Neuron) είναι η ϐάση για τον σχεδιασµό των ΤΝ∆ κα-
ϑώς αποτελεί την ϐασική µονάδα επεξεργασίας των διαθέσιµων πληροφοριών. Για αυτό τον
λόγο ένα ΤΝ∆ χαρακτηρίζεται ως µια αλληλεπίδραση των απλών αυτών στοιχείων, δηλαδή
των τεχνητών νευρώνων. ΄Οπως έχει ήδη αναφερθεί ερέθισµά τους αποτέλεσαν οι νευρώνες
(neurons) που συνιστούν τον ανθρώπινο εγκέφαλο για αυτό και υπάρχει αντιστοιχία µεταξύ
τους στον τρόπο λειτουργία τους. Πιο συγκεκριµένα, ένας τεχνητός νευρώνας χαρακτηρίζεται
από τα εξής ϐασικά στοιχεία :

• Τα σήµατα εισόδου (input signals) xj ή αλλιώς την εισερχόµενη πληροφορία (input
information) η οποία µπορεί να προέρχεται είτε απευθείας από το περιβάλλον είτε από
κάποιον άλλον τεχνητό νευρώνα.

• ΄Ενα σύνολο από συνάψεις (synapses) ή συνδετικούς συνδέσµους, καθένας από τους
οποίους χαρακτηρίζεται από ένα συναπτικό ϐάρος (Synaptic Weight). ∆ηλαδή κάθε
σήµα εισόδου xj στην είσοδο της σύναψης j συνδεδεµένης µε τον νευρώνα k πολλαπλα-
σιάζεται µε το αντίστοιχο συναπτικό του ϐάρος wkj. Είναι σηµαντικό να τονιστεί πως ο
πρώτος δείκτης k αντιστοιχεί στον τεχνητό νευρώνα και ο δεύτερος δείκτης j στο τέλος
της εισόδου της σύναψης στην οποία αναφέρεται το ϐάρος (δηλαδή πρόκειται για τον
ίδιο δείκτη µε εκείνον του σήµατος εισόδου). Τα συναπτικά ϐάρη µπορούν να πάρουν
οποιαδήποτε τιµή, ωστόσο πολλές ϕορές γίνεται η κανονικοποίηση τους απαιτώντας το
άθροισµα τους να είναι ίσο µε 1.

• ΄Εναν αθροιστή (summing junction or adder) των σηµάτων εισόδου, αφού προηγου-
µένως αυτά έχουν σταθµιστεί µε την χρήση των συναπτικών ϐαρών.

• Μια συνάρτηση ενεργοποίησης (activation function) ή αλλιώς συνάρτηση µεταφοράς

(transfer function) ϕ(.) για τον περιορισµό του πλάτους της εξόδου ενός νευρώνα, σε
ένα κλειστό µοναδιαίο διάστηµα [0,1] ή [-1,1]. Μπορεί να χρησιµοποιηθεί οποιαδήπο-
τε συνάρτηση ως συνάρτηση ενεργοποίησης και σε ένα ΤΝ∆ να υπάρχουν νευρώνες µε
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διαφορετικές συναρτήσεις. Υπάρχουν διάφορες περιπτώσεις συναρτήσεων ενεργοπο-
ίησης όπως η ϐηµατική, η συνάρτηση προσήµου, η σιγµοειδής κ.ά. Τις περισσότερες
ϕορές οι προαναφερθείσες συναρτήσεις είναι µη γραµµικές έτσι ώστε η έξοδος να µην
είναι ευθέως ανάλογη µε την είσοδο. Ωστόσο µπορεί να χρησιµοποιηθεί και ως συνάρ-
τηση ενεργοποίησης η γραµµική συνάρτηση.

• Το σήµα εξόδου (output signal) yk το οποίο είναι ουσιαστικά το αποτέλεσµα που πα-
ϱάγεται από τον τεχνητό νευρώνα k.

• Τέλος ο τεχνητός νευρώνας περιλαµβάνει και µια εξωτερικά εφαρµοσµένη πόλωση ή
µεροληψία (bias) bk της οποίας η λειτουργία ϐοηθά στην αποφυγή του σφάλµατος στην
περίπτωση που τα δεδοµένα εισόδου είναι µηδενικά. Επιπλέον έχει ως αποτέλεσµα την
µείωση ή την αύξηση της εισόδου της συνάρτησης ενεργοποίησης ανάλογα µε το αν η
τιµή της είναι αρνητική ή ϑετική αντίστοιχα. [1]

Το Σχήµα 2.1 απεικονίζει την απλοποιηµένη δοµή ενός τεχνητού νευρώνα όπως την
περιγράψαµε παραπάνω.

Σχήµα 2.1: Απλοποιηµένη δοµή Τεχνητού Νευρώνα [1]

2.3 Συνελικτικά νευρωνικά δίκτυα (CNN)

Τα Συνελικτικά Νευρωνικά ∆ίκτυα (Convolutional Neural Networks - CNN) αποτελούν
δίκτυα ϐαθιάς µάθησης τα οποία χρησιµοποιούνται κυρίως σε ανάπτυξη εφαρµογών που
απαιτούν ανάλυση εικόνας και ϐίντεο. Το ϐασικό πλεονέκτηµα των συνελικτικών δικτύων
έναντι των παραδοσιακών πλήρως συνδεδεµένων δικτύων είναι η διατήρηση της χωρικής
συσχέτισης που υπάρχει σε µία εικόνα.

Ο όρος "συνελικτικό" προέρχεται από την γραµµική µαθηµατική πράξη της συνέλιξης, η
οποία εµπεριέχει τον πολλαπλασιασµό ενός συνόλου ϐαρών µε το διάνυσµα εισόδου, όπως
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και στα παραδοσιακά νευρωνικά δίκτυα. Η διαφορά είναι ότι στα συνελικτικά δίκτυα η δισδι-
άστατη είσοδος πολλαπλασιάζεται µε έναν δισδιάστατο πίνακα από ϐάρη, ο οποίος ονοµάζεται
πυρήνας (kernel) ή ϕίλτρο (filter). [44]

Σχήµα 2.2: Αρχιτεκτονική ενός Συνελικτικού Νευρωνικού ∆ικτύου [2]

΄Ενα Συνελικτικό Νευρωνικό ∆ίκτυο αποτελείται από έναν αριθµό από συνελικτικά (con-
volutional) και υποδειγµατοληπτικά (subsampling) επίπεδα, τα οποία, προαιρετικώς, ακο-
λουθούνται από πλήρως συνδεδεµένα επίπεδα (fully-connected layers). Η είσοδος περνάει
ακολουθιακά από µια σειρά επεξεργασιών όπου ένα ϐήµα επεξεργασίας, το οποίο συνήθως
αποκαλείται επίπεδο, ϑα µπορούσε να είναι ένα συνελικτικό επίπεδο (convolutional layer),
ένα συγκεντρωτικό επίπεδο (pooling layer), ένα επίπεδο κανονικοποίησης (normalization
layer), ένα πλήρως συνδεδεµένο επίπεδο (fully connected layer) ή ένα επίπεδο απωλειών
(loss layer). Θα περιγράψουµε λεπτοµερώς τα επίπεδα αυτά στην συνέχεια.

2.3.1 Επίπεδο Εισόδου (Input Layer)

Η είσοδος σε ένα τέτοιο δίκτυο είναι, συνήθως, ένας πίνακας 3 διάστασεων, ο οποίος
αποκαλείται τένσορας. Μια έγχρωµη εικόνα µπορεί να αναπαρασταθεί ως ένας τένσορας 3
διαστάσεων H x W x 3, όπου το H (height) αντιστοιχεί στον αριθµό των pixel της εικόνας
στον κάθετο άξονα, το W (width) αντιστοιχεί στον αριθµό των pixel της εικόνας στον οριζόντιο
άξονα και το 3 αναφέρεται στα τρία κανάλια χρωµάτων RGB (Red, Green, Blue). Σε περίπτω-
ση που έχουµε ασπρόµαυρη εικόνα τότε η τρίτη διάσταση ισούται µε 1 και η είσοδος του
δικτύου είναι ένας πίνακας δύο διαστάσεων όπου κάθε τιµή του πίνακα αντιστοιχεί σε ένα
εικονοστοιχείο

2.3.2 Συνελικτικό Επίπεδο (Convolutional Layer)

Τα επίπεδα συνέλιξης είναι ο πυρήνας των µοντέλων CNN. Οι παράµετροι ενός συνελι-
κτικού επιπέδου είναι µία σειρά από δισδιάστατα ϕίλτρα τα οποία όµως εκτείνονται σε όλο
το ϐάθος του όγκου εισόδου. Το ϐάθος των ϕίλτρων αυτών ισούται µε το ϐάθος του τένσορα
στην είσοδο. Τα επίπεδα αυτά εφαρµόζουν πράξη συνέλιξης πάνω στα δεδοµένα εισόδου, το
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οποίο επηρεάζει την δοµή των "τοπικών" διασυνδέσεων.Η συνέλιξη ενός ϕίλτρου µε τον όγκο
εισόδου παράγει έναν χάρτη ενεργοποίησης (activation map), µε τον τρόπο που ϕαίνεται στο
σχήµα 2.3. Στο παράδειγµα αυτό εφαρµόζεται ϕίλτρο διαστάσεων 5 × 5 × 3 σε έναν πίνακα
32 × 32 × 3 και παράγεται ένας χάρτης ενεργοποίησης διαστάσεων 28 × 28 × 1.

Σχήµα 2.3: Συνέλιξη ϕίλτρου ενός συνελικτικού επιπέδου µε τον πίνακα εισόδου και παραγωγή
ενός χάρτη ενεργοποίησης [3]

Η τιµή του ϐάθους του τένσορα στην έξοδο ενός συνελικτικού επιπέδου αντιστοιχεί στον
αριθµό των ϕίλτρων που εφαρµόζονται στον τένσορα εισόδου, δηλαδή ο αριθµός των χαρτών
ενεργοποίησης αντιστοιχεί στον αριθµό των ϕίλτρων, ο οποίος αποτελεί υπερπαράµετρο του
επιπέδου συνέλιξης. Το ϐήµα µετατόπισης (stride) του ϕίλτρου πάνω στην είσοδο είναι και
αυτό µία υπέρ-παράµετρος των επιπέδων συνέλιξης.

Σχήµα 2.4: Zero padding [4]

΄Ενα πρόβληµα που εµφανίζεται στην περίπτωση των µοντέλων CNN µε µεγάλο αριθµό
κρυφών επιπέδων είναι η γρήγορη µείωση των διαστάσεων µήκους και πλάτους του όγκου,
το οποίο είναι αποτέλεσµα της διαδοχικής εφαρµογής πράξεων συνέλιξης. Αυτή η συµπε-
ϱιφορά είναι ανεπιθύµητη αφού περιορίζει και τις διαστάσεις των ϕίλτρων που µπορούµε
να χρησιµοποιήσουµε σε κάθε συνελικτικό επίπεδο. Η χρήση ϕίλτρων µεγάλων διαστάσεων
ϕέρει σαν αποτέλεσµα την γρήγορη µείωση των διαστάσεων του όγκου. Για να αποτρέψου-
µε αυτή την συµπεριφορά µπορούµε να επεκτείνουµε τις διαστάσεις µήκους και πλάτους,

28 ∆ιπλωµατική Εργασία



2.3.3 Επίπεδο Ενεργοποίησης (Activation Layer)

προσθέτοντας µηδενικά στα σύνορα του όγκου εισόδου του εκάστοτε συνελικτικού επιπέδου.
Η διαδικασία αυτή ονοµάζεται zero-padding και ϕαίνεται στο σχήµα 2.4. Το µέγεθος του
συνόρου που προστίθεται είναι η τρίτη υπέρ-παράµετρος ενός επιπέδου συνέλιξης. [45]

2.3.3 Επίπεδο Ενεργοποίησης (Activation Layer)

Τα επίπεδα ενεργοποίησης είναι εξαιρετικά σηµαντικά για ένα τεχνητό νευρωνικό δίκτυο.
Είναι τα επίπεδα τα οποία εφαρµόζουν πάνω στους χάρτες ενεργοποίησης µια µη γραµµική
απεικόνιση στα στοιχεία τους. Μετά από κάθε συνελικτικό επίπεδο σε ένα CNN, εφαρµόζουµε
µια µη γραµµική συνάρτηση ενεργοποίησης, όπως η ReLU (Rectified Linear Unit) η οποία
εισάγει τη µη-γραµµικότητα και συγχρόνως είναι και η συνάρτηση ενεργοποίησης. [44] Μία
µονάδα ReLU µε κατώφλι το 0 περιγράφεται από τη σχέση:

Y (l)
i = max(0, Y (l−1)

i ) (2.1)

Οι µονάδες αυτές παρουσιάζουν τρία σηµαντικά πλεονεκτήµατα στα συνελικτικά νευρωνικά
δίκτυα σε σχέση µε παραδοσιακές συναρτήσεις ενεργοποίησης όπως είναι η σιγµοειδής ή η
υπερβολική εφαπτοµένη, είναι :

• Οι ReLUs έχουν την ικανότητα να µεταδίδουν την κλίση µεταξύ των επιπέδων πιο
αποδοτικά, µε αποτέλεσµα να αποφεύγεται η εξαφάνιση κλίσης (vanishing gradient)
που αποτελεί συχνό ϕαινόµενο στα ϐαθιά νευρωνικά δίκτυα.

• Οι ReLUs παρουσιάζουν µη αρνητικές τιµές κατωφλιού, το οποίο επιλύει το πρόβληµα
της ακύρωσης και συµβάλει σε ένα σποραδικό όγκο ενεργοποίησης στην έξοδο τους.
Η σποραδικότητα της εξόδου δηµιουργεί ανθεκτικότητα σε µικρές διακυµάνσεις της
εισόδου, που αποτελούν το ϑόρυβο [46].

• Οι ReLUs απαρτίζονται µόνο από απλές πράξεις όσον αναφορά το υπολογιστικό τους
κόστος (κυρίως συγκρίσεις), συνεπώς είναι πιο αποδοτικές στην υλοποίηση τους [5]

Σχήµα 2.5: Η συνάϱτηση ενεϱγοποίησης ReLU, max(0, x). [5]

∆ιπλωµατική Εργασία 29



Κεφάλαιο 2. Θεωρητικό Υπόβαθρο

Μία εξίσου σηµαντική συνάρτηση ενεργοποίησης που χρησιµοποιείται ευρέως στα ε-
πίπεδα ενεργοποίησης είναι η συνάρτηση softmax. Η Softmax συγλίνει ένα διάνυσµα τιµών
σε µία κατανοµή πιθανοτήτων. Τα στοιχεία του διανύσµατος εξόδου έχουν εύρος (0,1) και
αθροίζουν στο 1. Η Softmax περιγράφεται από την σχέση:

ezj∑
k ezk

(2.2)

όπου zi οποιοσδήποτε πραγµατικός αριθµός. [44]
΄Ενα επίπεδο ενεργοποίησης δέχεται µία είσοδο µεγέθους Winput × Hinput × Dinput και

εφαρµόζει την αντίστοιχη συνάρτηση ενεργοποίησης (Σχήµα 2.6). Καθώς η συνάρτηση
ενεργοποίησης εφαρµόζεται ανά στοιχείο, η έξοδος του επιπέδου ενεργοποίησης έχει ακριβώς
τις ίδιες διαστάσεις µε την είσοδο.

Τα επίπεδα ενεργοποίησης δεν είναι τεχνικά ¨επίπεδα¨ (εξαιτίας του γεγονότος ότι δεν
µαθαίνονται παράµετροι/βάρη µέσα σε ένα επίπεδο ενεργοποίησης) και µερικές ϕορές πα-
ϱαλείπονται από τα διαγράµµατα αρχιτεκτονικής δικτύου, καθώς ϑεωρείται ότι αµέσως µετά
από µια συνέλιξη ακολουθεί µια ενεργοποίηση.

Σχήµα 2.6: ΄Ενα παϱάδειγµα εισόδου και εξόδου από µία συνάϱτηση ενεϱγοποίησης ReLU,
max(0, x). [6]

2.3.4 Επίπεδο Υποδειγµατοληψίας (Pooling Layer)

Επόµενο επίπεδο µετά το τµήµα της συνέλιξης σε ένα CNN είναι το επίπεδο υποδειγµατο-
ληψίας. Μία από τις λειτουργίες του είναι η σταδιακή µείωση του µεγέθους αναπαράστασης
για τη µείωση του αριθµού των παραµέτρων και των υπολογισµών στο δίκτυο και, ως εκ
τούτου, για τη ϐελτίωση της γενίκευσης µε την αύξηση παραµέτρων. [47]

΄Οµως διαισθητικά ο λόγος που τοποθετείται ένα τέτοιο στρώµα είναι έτσι ώστε η εύρεση
ενός χαρακτηριστικού να µην είναι συνυφασµένη µε την ακριβή ϑέση. Αυτό επιτυγχάνεται
παραδείγµατος χάριν µε το max pooling µιας και η ύπαρξη ενός χαρακτηριστικού στην
περιοχή, ισοδυναµεί µε αυξηµένη απόκριση του ϕίλτρου, συνεπώς και µε αυξηµένη τιµή στο
ϕίλτρο. Αυτό διατηρεί µόνο τη µέγιστη τιµή σε εκείνη την περιοχή χωρίς να µας ενδιαφέρουν
οι µη αποκρίσεις.

Ο λόγος για τον οποίο η απλή δειγµατοληψία δεν είναι αρκετά αποδοτική είναι ότι δεν
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ϐοηθά στην προώθηση των µεγάλων ενεργοποιήσεων στο δίκτυο. ∆ηλαδή αν τύχει ένα εικονο-
στοιχείο µε µεγάλη τιµή να ϐρίσκεται σε σηµείο που προσπερνάει η υποδειγµατοληψία τότε
η ενεργοποίησή του ϑα χαθεί. Αυτό ϑα έχει σαν αποτέλεσµα την µείωση της απόδοσης του
δικτύου. Για να αντιµετωπιστεί αυτό το πρόβληµα, δηµιουργήθηκαν οι παρακάτω τεχνικές.

• Η τεχνική του average pooling : Σε αυτήν την τεχνική λαµβάνουµε τον µέσο όρο µιας
περιοχής στην οποία κάνουµε υποδειγµατοληψία. Για παράδειγµα αν εκτελέσουµε
υποδειγµατοληψία 1 : 2 ϑα λάβουµε τον µέσο όρο κάθε περιοχής 4 εικονοστοιχείων (2
× 2) (Σχήµα 2.7).

• Η τεχνική του max pooling : Σε αυτήν την τεχνική λαµβάνουµε την µέγιστη τιµή
της περιοχής στην οποία κάνουµε υποδειγµατοληψία. ΄Οπως και στο παραπάνω πα-
ϱάδειγµα για µια αντίστοιχη υποδειγµατοληψία ϑα λαµβάναµε την µέγιστη τιµή των 4
εικονοστοιχείων (Σχήµα 2.7).

Πειράµατα έχουν δείξει ότι η τεχνική του max pooling είναι πιο αποδοτική από την
τεχνική του average pooling [48], κάτι το οποίο είναι αναµενόµενο δεδοµένου ότι ϑέλουµε
να προωθούνται οι µέγιστες ενεργοποιήσεις µέσα στο δίκτυο και στην περίπτωση του average
pooling οι µεγάλες τιµές µειώνονται λόγω του µέσου όρου. [49]

Σχήµα 2.7: Επίπεδο υποδειγµατοληψίας [7]

2.3.5 Πλήρως Συνδεδεµένο Επίπεδο (Fully Connected Layer)

Το πλήρως συνδεδεµένο επίπεδο είναι µία παραδοσιακή αρχιτεκτονική πολλαπλών επι-
πέδων µε νευρώνες, η οποία χρησιµοποιεί µία συνάρτηση ενεργοποίησης (συνήθως τη soft-
max) στην έξοδό της. Κάθε επίπεδο που ανήκει σε αυτή την αρχιτεκτονική έχει την ιδιότητα
ότι κάθε νευρώνας που περιλαµβάνει, συνδέεται µε όλους τους νευρώνες του προηγούµενου
επιπέδου.

Η έξοδος των συνελικτικών επιπέδων και των επιπέδων υποδειγµατοληψίας αναπαριστά
χαρακτηριστικά υψηλών στρωµάτων. Στη ϐασική περίπτωση, που το πρόβληµα ανήκει στην
κατηγορία της ταξινόµησης (classification), ο σκοπός του πλήρως συνδεδεµένου επιπέδου
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είναι να χρησιµοποιήσει αυτά τα χαρακτηριστικά έτσι ώστε να ταξινοµήσει την εικόνα ει-
σόδου σε διάφορες κλάσεις, ϐασιζόµενο στο σύνολο δεδοµένων που χρησιµοποιήθηκε για
την εκπαίδευση του µοντέλου.

2.3.6 Επίπεδο Κανονικοποίησης Παρτίδας (Batch Normalization Layer)

Τα επίπεδα κανονικοποίησης παρτίδας χρησιµοποιούνται για την κανονικοποίηση των
ενεργοποιήσεων µιας δεδοµένης εισόδου πριν την διάδοση της στο επόµενο επίπεδο του
δικτύου.

Αν ϑεωρήσουµε ότι x είναι η είσοδος της κανονικοποίησης παρτίδας ενεργοποιήσεων,
τότε µπορούµε να υπολογίσουµε το κανονικοποιηµένο x̂ µέσω της ακόλουθης εξίσωσης :

x̂i =
xi − µ�√

σ2
� + ϸ

(2.3)

Κατά την εκπαίδευση, υπολογίζουµε τα µ� και σ� σε µία παρτίδα ϐ, όπου:

µ� =
1
M

m∑
i=1

xi σ2
� =

1
M

m∑
i=1

(xi − µ�)2 (2.4)

Θέτουµε το ε ίσο µε µία µικρή ϑετική ποσότητα όπως πχ e−7 για να αποφύγουµε την
διαίρεση µε το µηδέν.

Η κανονικοποίηση παρτίδας αποδεικνύεται ότι είναι πολύ αποτελεσµατική στην µείωση
του αριθµού των εποχών που χρειάζεται να εκπαιδευτεί ένα νευρωνικό. Επίσης έχει το
πρόσθετο πλεονέκτηµα να ϐοηθάει στη σταθεροποίηση της εκπαίδευσης, επιτρέποντας µία
µεγαλύτερη ποικιλία ϱυθµών εκπαίδευσης και ϐαρών κανονικοποίησης.[50]

2.3.7 Επίπεδο Απόσυρσης (Dropout Layer)

Αν και δεν αποτελεί κύριο συστατικό ενός CNN, το επίπεδο απόσυρσης χρησιµοποιείται
σε πολλές αρχιτεκτονικές δικτύων συνήθως πριν από το πλήρως συνδεδεµένο επίπεδο . Η
τεχνική της απόσυρσης είναι µια µέθοδος αποφυγής της υπερπροσαρµογής (overfitting)
στα νευρωνικά δίκτυα. Η υπερπροσαρµογή συµβαίνει όταν ένα µοντέλο ενώ ϕαινοµενικά
έχει εκπαιδευτεί εξαιρετικά καλά, στην πραγµατικότητα έχει απλώς αποµνηµονεύσει όλα τα
δεδοµένα εκπαίδευσης. Το πρόβληµα αποκαλύπτεται όταν το µοντέλο δοκιµαστεί σε σύνολο
δεδοµένων στο οποίο δεν έχει εκπαιδευτεί ποτέ, όπου και αποτυγχάνει στη γενίκευσή του.

Η τεχνική της απόσυρσης, όπως προδίδει και η ονοµασία της, αυτό που κάνει είναι ότι
αποσύρει ένα ποσοστό τυχαίων νευρώνων από κάποιο επίπεδο. (Σχήµα 2.8)

Η πιθανότητα της απόσυρσης αποφασίζεται από τον χρήστη, πρόκειται δηλαδή για µια
υπερπαράµετρο. Οι αποσυρόµενοι νευρώνες δε συµµετέχουν πλέον στον τρέχοντα γύρο
της εκπαίδευσης και αυτό έχει ως αποτέλεσµα τον εξαναγκασµό των υπόλοιπων (ενεργών)
νευρώνων του επιπέδου στον εντοπισµό νέων χαρακτηριστικών που δεν ϐασίζονται στους
προσωρινά (καθώς µπορεί να ενεργοποιηθούν ξανά σε επόµενο γύρο) ανενεργούς νευρώνες.
΄Οσο διαρκεί αυτή η διαδικασία, τα ϐάρη ανανεώνονται συνεχώς και ως αποτέλεσµα έχουµε
ποιοτικότερη εκπαίδευση δηλαδή λιγότερο ευαίσθητη στην υπερπροσαρµογή. [8]
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2.4 Σύγχρονα συνελικτικά νευρωνικά δίκτυα

Σχήµα 2.8: Τεχνική της απόσυρσης κόµβων-νευρώνων [8]

2.4 Σύγχρονα συνελικτικά νευρωνικά δίκτυα

Στο σηµείο αυτό ϑα παρουσιάσουµε µία γνωστή αρχιτεκτονιή δικτύων που χρησιµοποιε-
ίται κατά κόρον για την επίλυση προβληµάτων ταξινόµησης και παλινδρόµησης και την οποία
χρησιµοποιήσαµε και εµείς στο πειραµατικό µέρος της διπλωµατικής.

2.4.1 Resnet

Η ονοµασία "ResNet" αποτελεί συντοµογραφία της ϕράσης ‘Residual Network’.[9] ΄Οπως
υποδηλώνει το όνοµα του δικτύου, η νέα ορολογία που εισάγει είναι η «υπολειµµατική»
µάθηση (residual learning). Τα ϐαθιά συνελικτικά δίκτυα έχουν οδηγήσει σε µία σειρά α-
νακαλύψεων για την ταξινόµηση των εικόνων. ΄Ετσι, µε την πάροδο του χρόνου υπάρχει
µία τάση να αυξάνεται το ϐάθος των δικτύων έτσι ώστε να επιλύουν πιο σύνθετα προβλήµα-
τα. ΄Οµως, όσο αυξάνεται το ϐάθος του δικτύου η εκπαίδευση καθίσταται πιο δύσκολη. Η
«υπολειµµατική» µάθηση προσπαθεί να λύσει αυτό το πρόβληµα. Σε γενικές γραµµές, σε
ένα ϐαθύ συνελικτικό νευρωνικό δίκτυο, πολλά επίπεδα (layers) στοιβάζονται και εκπαιδε-
ύονται. Το δίκτυο µαθαίνει χαµηλού, µεσαίου και υψηλού επιπέδου χαρακτηριστικά στο
τέλος των επιπέδων του. Στην «υπολειµµατική» µάθηση πέρα από την εκµάθηση των τυπι-
κών χαρακτηριστικών, το δίκτυο προσπαθεί να µάθει και κάποια υπολείµµατα (residuals).
Το υπόλειµµα µπορεί να γίνει εύκολα κατανοητό ως η αφαίρεση του χαρακτηριστικού που
εξάχθηκε από την είσοδο ενός στρώµατος. Το ResNet εφαρµόζει αυτή τη µορφή µάθησης
χρησιµοποιώντας συνδέσεις συντόµευσης, συνδέοντας άµεσα την είσοδο του ν-οστού επι-
πέδου µε κάποιο επόµενο επίπεδο. ΄Εχει αποδειχθεί ότι η εφαρµογή αυτής της µορφής
µάθησης στα δίκτυα καθιστά ευκολότερη την εκπαίδευσή τους και επιλύει το πρόβληµα της
περιορισµένης ακρίβειας. [51]

Σχήµα 2.9: Γενική αναπαράσταση του δικτύου ResNet 34 επιπέδων.[9]
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2.5 Υπερπαράµετροι νευρωνικών δικτύων

Οι υπερπαράµετροι είναι οι µεταβλητές που καθορίζουν τη δοµή του δικτύου (π.χ.: αριθ-
µός κρυφών µονάδων) και οι µεταβλητές που καθορίζουν τον τρόπο εκπαίδευσης του δικτύου
(π.χ.: ϱυθµός µάθησης). Ονοµάζονται ‘υπερ’ επειδή επηρεάζουν τον τρόπο µε τον οποίο ϑα
υπολογίζονται οι παράµετροι (δηλαδή τα ϐάρη των συνδέσεων) και ορίζονται πριν από την εκ-
παίδευση του νευρωνικού. Οι ϐασικές υπερπαράµετροι είναι ο ϱυθµός απόσυρσης (Dropout
rate), ο ϱυθµός εκµάθησης (Learning rate), συνάρτηση ενεργοποίησης (Activation function),
ο αριθµός των εποχών (number of epochs) και το µέγεθος παρτίδας (Batch size).

Προκειµένου να γίνει πλήρως αντιληπτή η επίδραση των παρακάτω υπερπαραµέτρων,
είναι σηµαντικό να εξηγηθούν οι έννοιες της υπερεκπαίδευσης (overfitting) και της υποεκ-
παίδευσης (underfitting). ΄Οπως γνωρίζουµε, οι παράγοντες που καθορίζουν πόσο καλά ϑα
αποδώσει ένας αλγόριθµος µηχανικής µάθησης είναι η ικανότητά του:

• Να κάνει το σφάλµα εκπαίδευσης µικρό.

• Να µειώσει τη διαφορά µεταξύ του σφάλµατος εκπαίδευσης και του σφάλµατος δοκι-
µών.

Αυτοί οι δύο παράγοντες αντιστοιχούν στις δύο κεντρικές προκλήσεις της µηχανικής µάθη-
σης, την υπερεκπαίδευση και την υποεκπαίδευση. Πιο συγκεκριµένα, η υπερεκπαίδευση
δηµιουργείται εξαιτίας της αποµνηµόνευσης των δεδοµένων εκπαίδευσης και συνήθως οδη-
γεί σε κακή απόδοση στο σύνολο δοκιµών. Αυτό σηµαίνει ότι η απόδοση στο σύνολο εκπα-
ίδευσης µπορεί να είναι πολύ καλή, αλλά η απόδοση στο σύνολο δοκιµών να είναι αρκετά
κακή. [52] Από την άλλη, υποεκπαίδευση παρατηρείται όταν το µοντέλο δεν είναι αρκετά
σύνθετο ώστε να αποτυπώνει τη σχέση µεταξύ της εισόδου και της εξόδου, µε αποτέλεσµα να
µην προβλέπει σωστά την έξοδο.

Σχήµα 2.10: Παράδειγµα υποεκπαίδευσης, ισορροπηµένου µοντέλου και υπερεκπαίδευσης
αντίστοιχα. [10]

2.5.1 Ρυθµός Απόσυρσης (Dropout Rate)

΄Οπως έχουµε προαναφέρει στην Ενότητα 2.3.7 η απόσυρση είναι µια τεχνική κανο-
νικοποίησης για την αποφυγή της υπερεκπαίδευσης (αύξηση της ορθότητας επικύρωσης),
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2.5.2 Ρυθµός εκµάθησης (Learning rate)

αυξάνοντας έτσι τη γενικευτική ισχύ. Η πιθανότητα της απόσυρσης αποφασίζεται από τον
χρήστη αν και γενικά προτιµάται µία µικρή πιθανότητα απόσυρσης της τάξης του 20-50%
µιας και µια πολύ χαµηλή πιθανότητα έχει ελάχιστο αποτέλεσµα και µια πολύ υψηλή τιµή
οδηγεί σε υποεκµάθηση (under-learning) από το δίκτυο. [53]

2.5.2 Ρυθµός εκµάθησης (Learning rate)

Ο ϱυθµός εκµάθησης είναι µια υπερπαράµετρος που ελέγχει πόσο ϑα αλλάξει το µοντέλο
ως απάντηση στο εκτιµώµενο σφάλµα κάθε ϕορά που ενηµερώνονται τα ϐάρη του µοντέλου.
Η επιλογή του ϱυθµού εκµάθησης αποτελεί πρόκληση, καθώς µια πολύ µικρή τιµή µπορεί
να οδηγήσει σε µια αργή διαδικασία εκπαίδευσης που µπορεί οδηγήσει στο να κολλήσει
το µοντέλο σε µια σταθερή κατάσταση, ενώ µια πολύ µεγάλη τιµή µπορεί να οδηγήσει σε
πολύ γρήγορη εκµάθηση ενός µη ϐέλτιστου συνόλου ϐαρών ή σε µια ασταθή διαδικασία
εκπαίδευσης ή σε αδυναµία σύγκλισης στη ϐέλτιστη λύση. [54]

Σχήµα 2.11: Από αριστερά προς τα δεξια : (α) ΄Ενας µικρός ϱυθµός εκµάθησης απαιτεί πολ-
λές ενηµερώσεις πριν ϕτάσει στο ελάχιστο σηµείο, (ϐ) Ο ϐέλτιστος ϱυθµός εκµάθησης ϕτάνει
γρήγορα στο ελάχιστο σηµείο, (γ) Πολύ µεγάλος ϱυθµός εκµάθησης προκαλεί δραστικές ενη-
µερώσεις που οδηγούν σε αποκλίνουσες συµπεριφορές. [11]

2.5.3 Συνάρτηση ενεργοποίησης (Activation function)

Με ϐάση όσα έχουµε αναφέρει νωρίτερα, στα επίπεδα ενεργοποίησης χρησιµοποιείται
µία συνάρτηση ενεργοποίησης για την εισαγωγή µη γραµµικότητας στα µοντέλα, η οποία
επιτρέπει στα µοντέλα ϐαθιάς µάθησης να µαθαίνουν µη γραµµικά όρια πρόβλεψης. Οι τιµές
εισόδου που µετακινούνται από ένα επίπεδο σε ένα άλλο µεταβάλλονται συνεχώς σύµφωνα µε
τη συνάρτηση ενεργοποίησης, η οποία αποφασίζει τον τρόπο υπολογισµού των τιµών εισόδου
ενός επιπέδου σε τιµές εξόδου. Οι πιο συχνά χρησιµοποιούµενες συναρτήσεις ενεργοποίησης
είναι η ReLU, η σιγµοειδής και η softmax. (Σχήµα 2.16) [53]

2.5.4 Αριθµός εποχών (Number of epochs)

Ο αριθµός των εποχών είναι µια υπερπαράµετρος που καθορίζει τον αριθµό των ϕορών
που ο αλγόριθµος µάθησης ϑα επεξεργαστεί ολόκληρο το σύνολο δεδοµένων εκπαίδευσης.
Μια εποχή σηµαίνει ότι κάθε δείγµα στο σύνολο δεδοµένων εκπαίδευσης είχε την ευκαιρία
να ενηµερώσει τις εσωτερικές παραµέτρους του µοντέλου. Μια εποχή αποτελείται από µία ή
περισσότερες παρτίδες (batches). Συνήθως, η εκπαίδευση ενός νευρωνικού δικτύου απαιτεί
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Σχήµα 2.12: Παραδείγµατα συναρτήσεων ενεργοποίησης [12]

αρκετές εποχές. Ωστόσο η µεγάλη αύξηση του αριθµού των εποχών δεν σηµαίνει απαραίτητα
ότι το δίκτυο ϑα έχει καλύτερα αποτελέσµατα, µιας και µία λάθος επιλογή του αριθµού των
εποχών µπορεί να οδηγήσει σε υπερεκπαίδευση ή υποεκπαίδευση. [55]

2.5.5 Μέγεθος παρτίδας (Batch size)

Το µέγεθος παρτίδας είναι µία από τις σηµαντικές υπερπαραµέτρους στη µηχανική µάθη-
ση καθώς καθορίζει τον αριθµό των δειγµάτων που ϑα επεξεργαστούν πριν από την ενηµέρωση
των εσωτερικών παραµέτρων του µοντέλου. Το µέγεθος µιας παρτίδας πρέπει να είναι µεγα-
λύτερο ή ίσο µε 1 και µικρότερο ή ίσο µε τον αριθµό των δειγµάτων στο σύνολο δεδοµένων
εκπαίδευσης. ΄Οσο υψηλότερο είναι το µέγεθος παρτίδας, τόσο περισσότερο χώρο µνήµης
χρειαζόµαστε.

2.6 Τυπική Προεπεξεργασία Εικόνων Προσώπων

Κατά την εκπαίδευση των νευρωνικών χρησιµοποιήσαµε αποκλειστικά εικόνες που περι-
έχουν πρόσωπα. Παρόλο που είναι εφικτή η εκπαίδευση και µε την απευθείας τροφοδότηση
των αρχικών εικόνων στο νευρωνικό, η προεπεξεργασία των εικόνων συµβάλλει στην αύξηση
της ακρίβειας των αποτελεσµάτων και ως εκ τούτου τα περισσότερα σύνολα δεδοµένων πα-
ϱαθέτουν τις εικόνες που έχουν προκύψει µετά από µερικά στάδια προεπεξεργασίας. Τα πιο
συνηθισµένα στάδια περιλαµβάνουν :

• Ανίχνευση προσώπου και χαρακτηριστικών (Face and feature detection) : ΄Οταν ερ-
γαζόµαστε σε ένα πρόβληµα ταξινόµησης προσώπου, µπορεί να ϑέλουµε να κάνουµε
ανίχνευση προσώπου για να επικυρώσουµε (υπάρχει όντως κάποιο πρόσωπο ;), να πε-
ϱικόψουµε και να ισιώσουµε τις εικόνες µας. Η ανίχνευση προσώπου περιλαµβάνει τον
εντοπισµό ενός προσώπου από µια εικόνα χρησιµοποιώντας ολόκληρη την εικόνα (προ-
σέγγιση µε ϐάση την εικόνα) ή την ανίχνευση ενός ή περισσότερων χαρακτηριστικών
της εικόνας, όπως µύτη, µάτια, χείλη κ.λπ. (προσέγγιση ϐασισµένη σε χαρακτηρι-
στικά). Η ανίχνευση προσώπου µπορεί επίσης να γίνει µε ϐάση τα µοντέλα ενεργού
σχήµατος, όπως ο εντοπισµός των ορίων του κεφαλιού (bounding box). [13]

• Ευθυγράµµιση προσώπου (Face alignment) : Η ευθυγράµµιση προσώπων µπορε-
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Σχήµα 2.13: Παράδειγµα ανίχνευσης προσώπου και οφθαλµών. [13]

ί να οριστεί ως µια διαδικασία µετασχηµατισµού διαφορετικών συνόλων σηµείων από
εικόνες εισόδου (συστήµατα συντεταγµένων εισόδου) σε ένα άλλο σύστηµα συντεταγ-
µένων. Μπορούµε να ονοµάσουµε αυτό το σύστηµα συντεταγµένων ως σύστηµα συντε-
ταγµένων εξόδου και να το ορίσουµε ως το σταθερό πλαίσιο αναφοράς µας. Στόχος µας
είναι να παραµορφώσουµε και να µετασχηµατίσουµε όλες τις συντεταγµένες εισόδου
και να τις ευθυγραµµίσουµε µε τις συντεταγµένες εξόδου. Για το σκοπό αυτό, ϑα ε-
ϕαρµόσουµε τρεις ϐασικούς αφινικούς µετασχηµατισµούς : περιστροφή, µετατόπιση
και κλιµάκωση. Με αυτόν τον τρόπο, µπορούµε να µετασχηµατίσουµε τα ορόσηµα
του προσώπου από τα συστήµατα συντεταγµένων εισόδου στο σύστηµα συντεταγµένων
εξόδου. Η ευθυγράµµιση προσώπων επιτρέπει τη δηµιουργία αντιστοιχιών µεταξύ δια-
ϕορετικών εικόνων, έτσι ώστε οι εργασίες που ϑα εκτελεστούν σε διαφορετικές εικόνες
να µπορούν να εκτελούνται σε κοινή ϐάση. [56]

Σχήµα 2.14: Παράδειγµα ευθυγράµµισης προσώπου. [13]

• Περικοπή προσώπου (Face cropping) : Για να ϐοηθήσουµε το νευρωνικό δίκτυο στην
εργασία ταξινόµησης προσώπου, ϑα ήταν καλό να απαλλαγούµε από εξωτερικές πλη-
ϱοφορίες που αποσπούν την προσοχή, όπως το παρασκήνιο, τα ϱούχα ή τα αξεσουάρ,
το οποίο επιτυγχάνεται µε την περικοπή του προσώπου από την υπόλοιπη εικόνα. Η
περικοπή αυτή µπορεί χονδρικά να χωριστεί σε άνω περικοπή προσώπου και κάτω
περικοπή προσώπου. Η περικοπή του άνω µέρους του προσώπου αναφέρεται στη δια-
δικασία ϕιλτραρίσµατος των περιττών περιοχών από τη ϕωτογραφία ενός ατόµου από
το κεφάλι µέχρι τους ώµους. Αντίθετα, η περικοπή κάτω µέρους του προσώπου προ-
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σπαθεί να προσδιορίσει µε ακρίβεια τα αυτιά και τα µάτια στην περικοµµένη εικόνα
ενός ατόµου για να διευκολύνει την επακόλουθη αναγνώριση προσώπου. [14]

Σχήµα 2.15: Παράδειγµα περικοπής προσώπου. [13]

• Αλλαγή µεγέθους εικόνας (Image resizing) : Ο σκοπός της αλλαγής µεγέθους της
εικόνας είναι η παραγωγή µικρότερου µεγέθους δεδοµένων, το οποίο επιταχύνει τον
χρόνο επεξεργασίας. Προφανώς, τα διαφορετικά µεγέθη εικόνας µεταφέρουν διαφο-
ϱετικές πληροφορίες γι΄ αυτό και πρέπει να επιλεγεί το καλύτερο µέγεθος εικόνας.
[57]

Σχήµα 2.16: Παράδειγµα αλλαγής µεγέθους εικόνας. [13]

• Κανονικοποίηση εικόνας (Image normalization) : Η διακύµανση του ϕωτισµού είναι
µία από τις πιο σηµαντικές προκλήσεις στην αναγνώριση προσώπων. Μία εικόνα µε
ανεξέλεγκτες συνθήκες ϕωτισµού περιέχει µη οµοιόµορφη αντίθεση, δηλαδή η κατα-
νοµή της έντασης/των επιπέδων του γκρι δεν είναι ίδια. Για να γίνουν αυτά τα επίπεδα
ίσα ή σχεδόν ίσα χρησιµοποιούµε την τεχνική της κανονικοποίησης εικόνας, προκει-
µένου να διορθώσουµε τις πολύ σκούρες/ πολύ ϕωτεινές εικόνες. [13]

Σχήµα 2.17: Παράδειγµα κανονικοποίησης εικόνας. [13]
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• Αποθορυβοποίηση και ϕιλτράρισµα εικόνας (Image De-noising and Filtering) : Η α-
ποθορυβοποίηση εικόνας είναι η διαδικασία ανίχνευσης σηµαντικών χαρακτηριστικών
σε µια εικόνα και η ϐελτίωσή τους µε παράλληλη καταστολή του ϑορύβου του παρα-
σκηνίου. Παραδείγµατα χρήσιµων χαρακτηριστικών προς ϐελτίωση περιλαµβάνουν τις
γραµµές και τις ακµές καθώς και λειτουργίες που µπορούν να συµπληρώσουν κενά
για να δηµιουργήσουν µια πλήρη αναπαράσταση ενός αντικειµένου στην εικόνα-στόχο.
Το ϕιλτράρισµα εικόνας είναι κάθε τροποποίηση που µεταβάλλει κάποιο χαρακτηρι-
στικό µιας εικόνας εισόδου για να ληφθεί µια τροποποιηµένη εικόνα εξόδου. Για
παράδειγµα, το χωρικό ϕιλτράρισµα τροποποιεί τις εντάσεις των εικονοστοιχείων. Το
ϕασµατικό ϕιλτράρισµα µεταβάλλει ιδιότητες όπως είναι η απόχρωση και ο κορεσµός
ενώ άλλα ϕίλτρα µπορούν να ϐελτιώσουν χρονικά χαρακτηριστικά, όπως η ϑόλωση που
προέρχεται από κίνηση. [14]

Σχήµα 2.18: Παράδειγµα αποθορυβοποίησης εικόνας. [14]

2.7 Συναρτήσεις απωλειών (Loss Functions)

Η συνάρτηση απωλειών είναι η συνάρτηση που υπολογίζει την απόσταση µεταξύ της
τρέχουσας εξόδου του αλγορίθµου και της αναµενόµενης εξόδου, είναι δηλαδή µια µέθοδος
αξιολόγησης του τρόπου µε τον οποίο ο αλγόριθµός µας µοντελοποιεί τα δεδοµένα. Μπορεί
να κατηγοριοποιηθεί σε δύο οµάδες. Οι συναρτήσεις απωλειών παίζουν πολύ σηµαντικό ϱόλο
στην εκπαίδευση των νευρωνικών δικτύων, καθώς επιβραβεύουν το δίκτυο όταν κάνει σωστές
προβλέψεις και του επιβάλλουν ποινές όταν κάνει λανθασµένες. [44]. ∆εδοµένων των δύο
διαφορετικών εργασιών που κληθήκαµε να ασχοληθούµε, χρησιµοποιήσαµε συναρτήσεις
απωλειών από δύο διαφορετικές κατηγορίες, αυτές που είναι για ταξινόµηση και αυτές που
είναι για παλινδρόµηση.

2.7.1 Συνάρτηση Απωλειών Προβλήµατος Ταξινόµησης

΄Οσον αφορά το πρόβληµα ταξινόµησης δοκιµάσαµε δύο διαφορετικές συναρτήσεις απω-
λειών, την cross entropy και την kl divergence.

Η συνάρτηση απωλειών Cross Entropy αποτελεί συνήθη µέθοδος για την εκπαίδευση
µοντέλων ταξινόµησης πολλαπλών κλάσεων. Με την µέθοδο αυτή συγκρίνεται η πιθανότητα
πρόβλεψης της εξόδου του µοντέλου σε σχέση µε την αναµενόµενη κλάση και υπολογίζεται
το κόστος µε ϐάση την απόσταση µεταξύ τους, το οποίο στη συνέχεια επιβάλει την αντίστοιχη
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ποινή στο µοντέλο. Το κόστος υπολογίζεται για κάθε κλάση ξεχωριστά και στη συνέχεια
χρησιµοποιείται ο απλός ή ο σταθµισµένος µέσος όρος για την τελική εκτίµηση του κόστους
του µοντέλου. [44] Για προβλήµατα πολλαπλών (Μ) κλάσεων η απώλεια για κάθε κλάση
ορίζεται ως εξής :

loss = −
M∑

c=1
yo,clog(p0,c) (2.5)

όπου

• y : δυαδικός δείκτης (0 ή 1) εάν η ετικέτα κλάσης c είναι η σωστή ταξινόµηση για την
παρατήρηση o

• p : προβλεπόµενη πιθανότητα η παρατήρηση o να ανήκει στην κλάση c

Συγκεκριµένα, χρησιµοποιήσαµε και τις δύο µορφές της cross entropy, δηλαδή και την
categorical και την sparse, ανάλογα µε την µορφή των δεδοµένων που είχαµε κάθε ϕορά
(δηλαδή σε one hot encoded µορφή ή όχι αντίστοιχα).

΄Οσον αφορά την άλλη συνάρτηση απωλειών που χρησιµοποιήσαµε, η συνάρτηση απωλει-
ών Kullback-Leibler Divergence ποσοτικοποιεί το πόσο διαφέρει µια κατανοµή πιθανότητας
από µια άλλη κατανοµή πιθανότητας. Η απόκλιση KL είναι η σχετική εντροπία ή η διαφορά
µεταξύ της cross entropy και της εντροπίας ή κάποια απόσταση µεταξύ της πραγµατικής κα-
τανοµής πιθανοτήτων και της προβλεπόµενης κατανοµής πιθανοτήτων. Είναι ίση µε 0 όταν η
προβλεπόµενη κατανοµή πιθανότητας είναι ίδια µε την πραγµατική κατανοµή πιθανότητας
και ορίζεται ως :

loss = −
∑

x

p(x)log(q(x)/p(x)) (2.6)

2.7.2 Συνάρτηση Απωλειών Προβλήµατος Παλινδρόµησης

Για το πρόβληµα παλινδρόµησης χρησιµοποιήσαµε την συνάρτηση απωλειών Μέσο Τε-
τραγωνικό Σφάλµα (Mean Squared Error) που είναι η πιο συχνά χρησιµοποιούµενη συνάρ-
τηση απωλειών στα προβλήµατα παλινδρόµησης. Η συγκεκριµένη συνάρτηση απωλειών είναι
ο µέσος όρος των τετραγωνικών διαφορών µεταξύ των πραγµατικών και των προβλεπόµενων
τιµών, ή πιο αναλυτικά:

loss =
1
N

∑
i=0

N(y − ŷi)2 (2.7)

όπου ŷ είναι η προβλεπόµενη τιµή.

2.8 Μετρικές Αξιολόγησης Μοντέλων

Στο σηµείο αυτό αναφέρουµε την επιλογή των µετρικών αξιολόγησης των µοντέλων µας.
Οι µετρικές αξιολόγησης έχουν µεγάλη συµβολή στο έργο της αύξησης της τελικής απόδο-
σης του µοντέλου καθώς µε χρήση αυτών παρακολουθούµε την εκπαίδευση και κάνουµε
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τις απαραίτητες αλλαγές των παραµέτρων των µοντέλων έτσι ώστε να πετύχουµε το καλύτερο
δυνατό αποτέλεσµα. Εξίσου σηµαντική είναι η επιλογή της µετρικής να γίνεται µε γνώµονα
την επιλογή των µετρικών που χρησιµοποιούν και άλλες ερευνητικές οµάδες για την δεδο-
µένη εργασία και το δεδοµένο σύνολο δεδοµένων προκειµένου να είναι εφικτές οι συγκρίσεις
της επίδοσης των µοντέλων στο πλαίσιο της ευρύτερης ερευνητικής δραστηριότητας. [44]
Στην δική µας εργασία ασχοληθήκαµε µε δύο προβλήµατα, ένα ταξινόµησης και ένα πα-
λινδρόµησης, κάθε ένα εκ των οποίων απαιτούσε διαφορετική µετρική αξιολόγησης, όπως
περιγράφουµε λεπτοµερέστερα παρακάτω.

2.8.1 Μετρικές Αξιολόγησης Προβλήµατος Ταξινόµησης

Για το πρόβληµα της ταξινόµησης των συναισθηµάτων κάναµε χρήση τριών µετρικών:
της ορθότητας (accuracy), του f1 score και της µέσης ορθότητας (average accuracy). Προ-
κειµένου να γίνουν πιο εύκολα κατανοητοί οι τύποι των παραπάνω µετρικών αναφέρουµε τι
σηµαίνουν οι παρακάτω συντοµογραφίες.

• TP: True Positive, το σύνολο των προβλέψεων που είναι σωστές και ανήκουν στην κλάση
για την οποία υπολογίζουµε την ορθότητα.

• TN: True Negative, το σύνολο των προβλέψεων που είναι σωστές και δεν ανήκουν στην
κλάση για την οποία υπολογίζουµε την ορθότητα.

• FP: False Positive, το σύνολο των προβλέψεων που είναι λανθασµένες και ανήκουν
στην κλάση για την οποία υπολογίζουµε την ορθότητα.

• FN: False Negative, το σύνολο των προβλέψεων που είναι λανθασµένες και δεν ανήκουν
στην κλάση για την οποία υπολογίζουµε την ορθότητα.

∆εδοµένου των παραπάνω, ο τύπος µε τον οποίο υπολογίζεται η ορθότητα έχει ως εξής :

Accuracy =
TP + TN

TP + TN + FP + FN
(2.8)

Η ορθότητα παίρνει τιµές στο διάστηµα [0, 1] µε την τιµή 1 να δείχνει την καλύτερη
απόδοση και την τιµή 0 τη χειρότερη. Παρά το γεγονός ότι η ορθότητα είναι η απλούστερη
και πιο συχνά χρησιµοποιούµενη µετρική για προβλήµατα ταξινόµησης, δεν µπορεί να δείξει
την απόδοση του µοντέλου για κάθε κλάση ξεχωριστά και ειδικά στη περίπτωση σηµαντικά
µη ισορροπηµένου συνόλου δεδοµένων, όπου µία κλάση µπορεί να έχει µεγάλο πλήθος
παραδειγµάτων, δεν είναι αρκετά ενδεικτική για την επιτυχία του µοντέλου σε κλάσεις µε
µικρότερο αριθµό παραδειγµάτων. [44]

Η επόµενη µετρική που χρησιµοποιήσαµε είναι το f1 score. Προκειµένου να ορίσουµε
αυτή την µετρική, πρέπει πρώτα να αναφέρουµε τις δύο παρακάτω µετρικές :

Precision =
TP

TP + FP
, Recall =

TP

TP + FN
(2.9)

όπου το Precision ονοµάζεται Ακρίβεια και αφορά πόσα από τα παραδείγµατα που ο
ταξινοµητής έχει ταξινοµήσει ως ϑετικά είναι πραγµατικά ϑετικά και το Recall ονοµάζεται
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Ανάκληση και αφορά πόσα από τα ϑετικά παραδείγµατα κατάφερε να ϐρει ο ταξινοµητής.
Συνδυάζοντας αυτές τις δύο µετρικές προκύπτει το f1 score ως εξής :

F1score =
2 · Precision · Recall

Precision + Recall
(2.10)

Αντίστοιχα µε την ορθότητα, το F1 Score παίρνει και αυτό τιµές στο διάστηµα [0, 1]. Ο
τύπος F1 Score που χρησιµοποιήσαµε ονοµάζεται Macro F1 Score και ουσιαστικά υπολο-
γίζεται από τις µη σταθµισµένες τιµές των Precision και Recall, οι οποίες δεν εξαρτώνται
από το πλήθος των παραδειγµάτων κάθε κλάσης. Η µετρική αυτή δεν επηρεάζεται από τον
πληθυσµό της κάθε κλάσης και µας δίνει µία καλύτερη εικόνα της απόδοσης του ταξινο-
µητή ακόµα και για τις κλάσεις που έχουν µικρό πλήθος παραδειγµάτων, συνεπώς σε µη
ισορροπηµένα σύνολα δεδοµένων καθίσταται πιο χρήσιµο από την ακρίβεια.

Τέλος, χρησιµοποιήσαµε την µετρική της µέσης ορθότητας. Προκειµένου να υπολογι-
στεί η συγκεκριµένη µετρική χρησιµοποιήσαµε την έννοια του πίνακα σύγχυσης (confusion
matrix) η δοµή του οποίο ϕαίνεται στο σχήµα 2.19

Σχήµα 2.19: Η ερµηνεία των κελιών ενός confusion matrix.[15]

∆εδοµένου λοιπόν του πίνακα σύγχισης, η µέση ορθότητα ορίζεται ως η µέση τιµή της
διαγωνίου του, αφού πρώτα έχουν υποστεί όλες οι τιµές κανονικοποίηση. Η µέση ορθότητα
ήταν η µετρική στην οποία δώσαµε την µεγαλύτερη ϐαρύτητα προκειµένου να ελέγξουµε την
απόδοση του εκάστοτε µοντέλου στο πρόβληµα της ταξινόµησης.

2.8.2 Μετρικές Αξιολόγησης Προβλήµατος Παλινδρόµησης

΄Οσον αφορά το πρόβληµα της παλινδρόµησης χρησιµοποιήσαµε τις µετρικές Μέσο Τε-
τραγωνικό Σφάλµα (Mean Squared Error), και τον Συντελεστή Pearson.

Αναφορικά µε τις παραπάνω µετρικές, η πρώτη αντιπροσωπεύει το µέσο όρο της τετρα-
γωνικής διαφοράς µεταξύ της αρχικής και της προβλεπόµενης τιµής στο σύνολο δεδοµένων,
δηλαδή µετράει τη διακύµανση των υπολειµµάτων. Ο τύπος του Μέσου Τετραγωνικού Σφάλ-
µατος έχει ως εξής :

MSE =
1
N

N∑
i=1

(yi − ŷ)2 (2.11)

όπου yi η πραγµατική τιµή και ŷ η εκτιµώµενη τιµή. Η µετρική αυτή παίρνει τιµές
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στο [0,∞) µε το 0 να είναι η ιδανική αφού όλες οι εκτιµώµενες τιµές αντιστοιχίζονται στις
πραγµατικές τιµές, αντιπροσωπεύει δηλαδή την ϐέλτιστη συσχέτιση.

Από την άλλη, ο συντελεστής συσχέτισης Pearson είναι ο πιο συχνά χρησιµοποιηµένος
δείκτης συσχέτισης και ορίζεται σύµφωνα µε τον παρακάτω τύπο:

r =
sxy

sx · sy
=

∑N
i=1(xi − x̄)(yi − ȳ)√∑N

i=1(xi − x̄)2
√∑N

i=1(yi − ȳ)2
(2.12)

Ο δείκτης συσχέτισης r του Pearson αποτελείται από τα κάτωθι στοιχεία :

1. Από ένα ϑετικό ή αρνητικό πρόσηµο (το ϑετικό παραλείπεται)

• ΄Οταν αυξάνεται η µια µεταβλητή και ταυτόχρονα αυξάνεται και η άλλη, τότε
έχουµε ϑετική συσχέτιση (ϑετικό πρόσηµο)

• ΄Οταν µειώνεται η µια µεταβλητή και µειώνεται και η άλλη, τότε έχουµε ϑετική
συσχέτιση (ϑετικό πρόσηµο)

• ΄Οταν αυξάνεται η µια µεταβλητή και µειώνεται η άλλη, τότε έχουµε αρνητική
συσχέτιση (αρνητικό πρόσηµο)

2. Από µια αριθµητική τιµή που κυµαίνεται από -1.00 έως 1.00. Μία συσχέτιση ϑεωρείται
υψηλή όταν κυµαίνεται από 0.80 µέχρι 1.00. [58]

Στην εργασία µας χρειάστηκε να υπολογίζουµε κάθε ϕορά δύο συντελεστές, έναν για το
σθένος και έναν για την διέγερση.

2.9 Επαύξηση ∆εδοµένων (Data Augmentation)

Η επαύξηση δεδοµένων είναι µία τεχνική που χρησιµοποιείται για την αύξηση του όγκου
των δεδοµένων µε την προσθήκη ελαφρώς τροποποιηµένων αντιγράφων ήδη υπαρχόντων δε-
δοµένων ή νέων συνθετικών δεδοµένων που έχουν δηµιουργηθεί από υπάρχοντα δεδοµένα
[59]. Οι σύγχρονοι αλγόριθµοι ϐαθιάς µάθησης, όπως το συνελικτικό νευρωνικό δίκτυο
(CNN), µπορούν να µάθουν χαρακτηριστικά που είναι αναλλοίωτα ως προς την ϑέση τους
στην εικόνα. Παρ’ όλα αυτά, η επαύξηση µπορεί να ϐοηθήσει περαιτέρω σε αυτήν την ανε-
ξάρτητη, ως προς τον µετασχηµατισµό, προσέγγιση για τη µάθηση και µπορεί να ϐοηθήσει
το µοντέλο σε χαρακτηριστικά µάθησης που είναι επίσης αµετάβλητα σε µετασχηµατισµούς
όπως αριστερά-προς-δεξιά κλπ.

Η επαύξηση των δεδοµένων των εικόνων συνήθως εφαρµόζεται µόνο στο σύνολο δεδο-
µένων εκπαίδευσης και όχι στο σύνολο δεδοµένων επικύρωσης ή δοκιµής. Αυτό διαφέρει
από την προεπεξεργασία δεδοµένων, όπως η αλλαγή µεγέθους εικόνας και η κλιµάκωση
πίξελ, η οποία πρέπει να εκτελείται µε συνέπεια σε όλα τα σύνολα δεδοµένων που αλληλε-
πιδρούν µε το µοντέλο. [55]

Μερικοί από τους πιο ϐασικούς µετασχηµατισµούς στην επαύξηση των δεδοµένων είναι
οι παρακάτω:
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• Αναστροφή (Flip) : Μπορούµε να αναστρέψουµε τις ϕωτογραφίες από αριστερά προς
τα δεξιά και από πάνω προς τα κάτω. Θέλει προσοχή ωστόσο αυτός ο µετασχηµατι-
σµός µιας και ϑα πρέπει να λαµβάνουµε υπόψιν το είδος των εικόνων που ϑέλουµε
να αντιστρέψουµε. Παραδείγµατος χάρη, στην περίπτωση µας που χρησιµοποιούµε
εικόνες προσώπων, µία αναστροφή από πάνω προς τα κάτω δεν ϑα είχε νόηµα και ϑα
δυσκόλευε την σωστή εκπαίδευση του νευρωνικού µιας και πλέον δεν ϑα έδειχνε ένα
πρόσωπο.

Σχήµα 2.20: Από αριστερά, έχουµε την αρχική εικόνα, ακολουθούµενη από την εικόνα που
έχει αναστραφεί οριζόντια, και στη συνέχεια την εικόνα που έχει αναστραφεί κάθετα. [16]

• Περιστροφή (Rotation) : Στην περιστροφή, περιστρέφουµε την εικόνα κατά έναν µικρό
αριθµό µοιρών, συνήθως στο διάστηµα [-10,10].

Σχήµα 2.21: Οι εικόνες περιστρέφονται κατά 90 µοίρες δεξιόστροφα σε σχέση µε την προηγο-
ύµενη, καθώς κινούµαστε από αριστερά προς τα δεξιά. [16]

• Μεταβολή ϕωτεινότητας (Brightness range) : Μπορούµε να µεταβάλλουµε την ϕωτει-
νότητα µιας εικόνας µετατρέποντας την σε πιο σκοτεινή ή πιο σκούρα, ανάλογα µε
το εύρος µεταβολής ϕωτεινότητας το οποίο ϑα διαλέξουµε. Το εύρος αποτελείται από
δύο συνήθως δεκαδικούς αριθµούς που καθορίζουν τις επιτρεπτές τιµές µεταβολής της
ϕωτεινότητας. Στο Keras, η τιµή 1.0 ισούται µε την ουδέτερη ϕωτεινότητα, εποµένως
αν διαλέξουµε εύρος ϕωτεινότητας κάτω από 1, η εικόνα ϑα αρχίσει να σκουραίνει ενώ
πάνω από το 1 ϑα αρχίσει να γίνεται πιο ϕωτεινή.
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Σχήµα 2.22: Από αριστερά προς τα δεξιά, η αρχική εικόνα και η εικόνα µε µεταβολή ϕωτει-
νότητας µεγαλύτερη του 1. [17]
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Κεφάλαιο 3

Ανάλυση συναισθηµάτων

Η µελέτη των ανθρώπινων συναισθηµάτων έχει προχωρήσει σηµαντικά τα τελευταία
χρόνια σε σύγκριση µε τις πρώτες ϑεωρητικές προσεγγίσεις στις αρχές του αιώνα.

Παράλληλες εξελίξεις σε διαφορετικά πεδία της ψυχολογίας (π.χ. κλινική, κοινωνική, εξελι-
κτική) συγκλίνουν στην σηµασία που αποδίδουν στη µελέτη των συναισθηµάτων ως αυτόνοµο
πεδίο έρευνας. ΄Ενα µεγάλο σώµα κοινωνικών ψυχολογικών µελετών για τα συναισθήµατα
έχει δείξει την ύπαρξη ενός περιορισµένου αριθµού (‘βασικών’) συναισθηµάτων τα οποία πα-
ϱατηρεί κανείς στην έκφραση του προσώπου και τις συγκινησιακές αντιδράσεις ανθρώπων
σε όλο τον πλανήτη. Οι κύριοι υποστηρικτές της ϑεωρίας ακολουθούν την ψυχο-εξελικτική
προσέγγιση και εστιάζουν σε έρευνες που δείχνουν ότι τα ϐασικά συναισθήµατα (όπως χα-
ϱά, λύπη, ϑυµός, κ.α.) χαρακτηρίζονται από µια συγκεκριµένη δοµή και αποτελούν ένα
υπόδειγµα που συνδυάζει συγκεκριµένες ψυχοφυσιολογικές αντιδράσεις µε συγκεκριµένες
εκφράσεις του προσώπου και κέντρα του ϕλοιού του εγκεφάλου.

Οι πρόσφατες εξελικτικές ϑεωρίες συναισθήµατος ϑεωρούν, τα συναισθήµατα ως έµφυτες
απαντήσεις σε κάποια ερεθίσµατα. Οι εξελικτικοί ϑεωρητικοί αναγνωρίζουν, ακόµη, την
επιρροή της σκέψης και της µάθησης στο συναίσθηµα. Οι σηµαντικότερες προσέγγισεις που
επικρατούν στις εξελικτικές ϑεωρίες συναισθήµατος είναι η Θεωρία των Βασικών (∆ιακριτών)
Συναισθηµάτων, όπως αυτή διατυπώθηκε πρώτα απο τον ∆αρβίνο και στην συνέχεια από τον
Paul Ekman, η οποία περιγράφεται αναλυτικά παρακάτω, και η ∆ιαστατική Προσέγγιση η
οποία υποστηρίζει ότι το συναίσθηµα έχει δύο ή και τρεις ϐασικές κρυµµένες διαστάσεις
κατά µήκος των οποίων ϐρίσκονται όλα τα συναισθήµατα. Οι πιο κοινές διαστάσεις είναι
το σθένος (valence, που κυµαίνεται από την ευτυχία έως τη λύπη και η διέγερση arousal,
που κυµαίνεται από την ηρεµία έως την ένταση). Η τρίτη διάσταση που αναφέρεται λιγότερο
είναι η κυριαρχία, που κυµαίνεται από τον έλεγχο του συναισθήµατος έως το µη ελεγχόµενο
συναίσθηµα. Μια από τις σηµαντικότερες ϑεωρίες του µελέτησαν το συναίσθηµα ως προς τις
διαστάσεις του είναι η Θεωρία Συναισθηµάτων ως σηµεία πάνω σε διπολικούς άξονες (Τροχός
Συναισθηµάτων της Whissel και Θεωρία Συναισθηµάτων του Plutchik). [60]

3.1 Θεωρία των ∆ιακριτών Συναισθηµάτων

Η Θεωρία αυτή στηρίζεται στις εξελικτικές ϑεωρίες που αντιλαµβάνονται τα συναισθήµατα
ως διακριτές οντότητες, ανεξάρτητες µεταξύ τους.[61] Οι εξελικτικοί ϑεωρητικοί πιστεύουν ότι
όλοι οι ανθρώπινοι πολιτισµοί µοιράζονται ορισµένα συναισθήµατα, τα οποία είναι διακριτά,
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ϐασικά και παγκόσµια, όπως είναι η ευτυχία, η περιφρόνηση, η έκπληξη, η αποστροφή, ο
ϑυµός, ο ϕόβος, και η ϑλίψη. Θεωρούν δε ότι όλα τα άλλα συναισθήµατα προκύπτουν από τη
µίξη και τις διαφορετικές εντάσεις αυτών των πρωταρχικών ϐασικών συναισθηµάτων. Επίσης,
το καθένα από τα ϐασικά συναισθήµατα ϑεωρείται ότι έχει ένα µοναδικό πρότυπο ϕυσιολο-
γικής διέγερσης, µια µοναδική έκφραση συµπεριφοράς, ένα µοναδικό τρόπο οργάνωσης των
γνώσεων και της αντίληψης.

3.1.1 Η Θεωρία του ∆αρβίνου

Ο Charles Darwin (1874) υπήρξε ο πρώτος εµπνευστής της ϑεωρίας των ϐασικών συ-
ναισθηµάτων. Αρχικά, ασχολήθηκε µε τις µορφές έκφρασης των ϐασικών συναισθηµάτων
και υποστήριξε ότι οι εκφράσεις του προσώπου δεν είναι αποτέλεσµα εκµάθησης αλλά είναι
ϐιολογικά προκαθορισµένες. Θεώρησε ότι η έκφραση των ϐασικών συναισθηµάτων είναι α-
ναγκαία για την επιβίωση και εξέλιξη του ανθρώπινου είδους και επιτελείται µε αντιδράσεις
προσαρµοστικού χαρακτήρα. [61]

Συγκεκριµένα ο ∆αρβίνος ανέλυσε λεπτοµερώς γύρω στα δώδεκα ϐασικά συναισθήµα-
τα, ϑετικά και αρνητικά, περιγράφοντας για το καθένα τις χαρακτηριστικές εκφράσεις του
προσώπου καθώς και τους προσαρµοστικούς µηχανισµούς αντίδρασης προς το εκάστοτε
περιβαλλοντικό ερέθισµα. Η προσαρµοστική τους λειτουργία εντοπίζεται, αφενός µε το να
διευκολύνουν την επικοινωνία των ατόµων µε το κοινωνικό τους περιβάλλον, αφετέρου µε
την ϱύθµιση των συναισθηµάτων από τα ίδια τα άτοµα προκειµένου να ανταποκριθούν στις
απαιτήσεις του περιβάλλοντος

3.1.2 Η Θεωρία των Βασικών Συναισθηµάτων του Paul Ekman

Το ϐιβλίο του ∆αρβίνου ΄Η έκφραση των συγκινήσεων στους ανθρώπους και τα Ϲώα΄ (1872)
γίνεται αντικείµενο εξέτασης και επανεκδίδεται µε επιµέλεια του Paul Ekman [62] πρω-
τοπόρου µελετητή και υπέρµαχου της ϑεωρίας του «οικουµενικού» χαρακτήρα των συναι-
σθηµάτων. Ο Paul Ekman (1972) [63], εµπνευσµένος από την προσέγγιση του ∆αρβίνου,
υποστηρίζει ότι οι κινήσεις των µυών του προσώπου είναι τα ϐασικά στοιχεία των εκφράσεων
του προσώπου και ότι η σχέση µεταξύ αυτών των κινήσεων και των συναισθηµάτων είναι
οικουµενική. Πιο συγκεκριµένα, την περίοδο 1967-1968 έδειξε ϕωτογραφίες προσώπων να
εκφράζουν διάφορα συναισθήµατα σε ανθρώπους από διάφορα µέρη του κόσµου, όπως Βο-
ϱειοαµερικανούς, Ιάπωνες και µέλη της ϕυλής Φορέ στην Πάπουα Νέα Γουινέα, και ϐρήκε ότι
όλοι αναγνώριζαν τα ίδια συναισθήµατα σε κάθε πρόσωπο. [63] [64] Ακόµη, κινηµατογράφη-
σε τις εκφράσεις Αµερικανών και Ιαπώνων ϕοιτητών ενώ έβλεπαν ταινίες και παρατήρησε τις
ίδιες εκφράσεις και στις δύο οµάδες. Θεώρησε ότι τα αποτελέσµατα αυτά δείχνουν ότι η
έκφραση των συναισθηµάτων είναι σταθερή στους διάφορους πολιτισµούς και απέδωσε αυ-
τή την προφανή οικουµενικότητά στην εξέλιξη, τους έµφυτους µηχανισµούς του εγκεφάλου
ή σε κοινωνικές αναπτυξιακές διεργασίες. ΄Ετσι, ο Ekman σηµειώνει ότι ενώ οι καθολικές
εκφράσεις δεν αποδεικνύουν απόλυτα την ϑεωρία του ∆αρβίνου, εντούτοις παρέχονται ισχυ-
ϱές ενδείξεις για την δυνατότητα αυτή. Καταλήγει λοιπόν στο συµπέρασµα ότι, η έκφραση
µέσω του προσώπου µερικών ϐασικών συναισθηµάτων είναι έµφυτη. Με αυτόν τον τρόπο, ο
Ekman επιβεβαιώνει ερευνητικά την ύπαρξη τουλάχιστον έξι ϐασικών συναισθηµάτων: Της
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χαράς, της έκπληξης, του ϕόβου, της λύπης, του ϑυµού, της απέχθειας.

Ο Ekman µαζί µε τον Wallace Friesen χρησιµοποίησαν τα ευρήµατά τους για να δη-
µιουργήσουν το Σύστηµα Κωδικοποίησης Ενεργειών Προσώπου (FACS) , ένα πλήρες ευρε-
τήριο εκφράσεων του προσώπου. Εφάρµοσαν το FACS στη µελέτη της αλλαγής των εκφράσε-
ων στα άτοµα µε ψυχιατρικές διαταραχές και υποστήριξαν ότι όσοι πάσχουν από κατάθλιψη
και σχιζοφρένεια δεν µπορούν να αναγνωρίσουν συγκεκριµένα συναισθήµατα. Σήµερα, το
FACS παραµένει η πιο διαδεδοµένη µέθοδος για την κατηγοριοποίηση των εκφράσεων του
προσώπου αν και το 2006 µια έρευνα έδειξε ότι οι ∆υτικοευρωπαίοι και οι Ασιάτες χρησιµο-
ποιούν διαφορετική στρατηγική για να αποκωδικοποιήσουν τις εκφράσεις του προσώπου.[65]
[66] [67]

΄Οπως αναφέραµε, το µοντέλο αναπαράστασης συναισθηµάτων το οποίο κατηγοριοποιεί
όλα τα συναισθήµατα σε επτά ϐασικές κατηγορίες είναι το πιο ευρέως διαδεδοµένο στις
έρευνες αναγνώρισης συναισθήµατος. Οι 7 αυτές κατηγορίες είναι ο Θυµός, η Αηδία, ο
Φόβος, η Χαρά, η Λύπη, η ΄Εκπληξη και η Περιφρόνηση.[18] Υπάρχουν στοιχεία ότι τα 7 αυτά
συναισθήµατα συναντώνται σε όλους τους ανθρώπους ανεξάρτητα την ηλικία, την εθνικότητα,
το ϕύλο και οτιδήποτε µπορεί να διαχωρίσει τους ανθρώπους. Ωστόσο, τα συναισθήµατα
αυτά εκφράζονται από τους ανθρώπους σε διάφορες εντάσεις και µε διάφορους τρόπους στη
καθηµερινή Ϲωή, µε αποτέλεσµα η κάθε κατηγορία να περιλαµβάνει µία πολύ µεγάλη γκάµα
συναισθηµάτων. Το γεγονός αυτό δειχνεί ότι το µοντέλο αυτό δεν µπορεί να περιγράψει µε
ακρίβεια ένα συναίσθηµα αλλά το εντάσσει σε ένα ευρύτερο πλαίσιο συναισθηµάτων.[44]

Το σχήµα 3.1 απεικονίζει τα 7 ϐασικά συναισθήµατα µε ϐάση την ϑεωρία του Ekman.

Σχήµα 3.1: Επτά Βασικά Συναισθήµατα κατά Ekman [18]
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3.1.3 Σύστηµα Κωδικοποίησης Ενεργειών Προσώπου (FACS)

΄Οπως αναφέραµε πριν, ο Ekman µαζί µε τον Wallace Friesen ανέπτυξαν το ‘Σύστηµα
Κωδικοποίησης της ∆ράσης του Προσώπου’ (Facial Action Coding System, FACS) για την
περιγραφή των εκφράσεων του προσώπου από µονάδες δράσης (action units, AU). Συγκεκρι-
µένα, οι µονάδες δράσης είναι οι ϑεµελιώδεις ενέργειες των µεµονωµένων µυών ή των οµάδων
µυών. Από τα 44 FACS AU που όρισαν, τα 30 AU σχετίζονται ανατοµικά µε τις συσπάσεις
συγκεκριµένων µυών του προσώπου: 12 είναι για το άνω πρόσωπο, και 18 είναι για το κάτω
πρόσωπο, οι οποίες µπορούν να εµφανιστούν είτε µεµονωµένα είτε σε συνδυασµό.Αν και ο α-
ϱιθµός των µονάδων ατοµικής δράσης είναι σχετικά µικρός, έχουν παρατηρηθεί περισσότεροι
από 7.000 διαφορετικοί συνδυασµοί AU. [55] [68]

Σχήµα 3.2: Ενδεικτικά παραδείγµατα AU [19]

Με σύνθεση µονάδων δράσης µπορεί να προκύψει κάθε ένα από τα επτά ϐασικά συναι-
σθήµατα που αναφέρθηκαν παραπάνω, όπως ϕαίνεται και από το σχήµα 3.3 που ακολουθεί.

Σχήµα 3.3: ΄Εξι από τα επτά ϐασικά συναισθήµατα µε σύνθεση µονάδων δράσης [20]
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3.2 ∆ιαστατικές Αναπαραστάσεις

Μία εναλλακτική µέθοδος αναπαράστασης για τον χαρακτηρισµό συναισθηµατικών κα-
ταστάσεων είναι αυτή των διαστατικών αναπαραστάσεων. Κύριο χαρακτηριστικό της συγκε-
κριµένης αναπαράστασης είναι ότι είναι συνεχής, σε αντίθεση µε τις διακριτές κατηγορίες
τις οποίες έχουµε προαναφέρει. Η διαστατική αναπαράσταση εστιάζει σε µετρήσιµες παρα-
µέτρους που παρατηρούνται σε συναισθηµατικά επεισόδια και στο πώς αυτές συσχετίζονται.
Η συσχέτιση επιτυγχάνεται µε την απεικόνιση κάθε συναισθήµατος σαν σηµείο σε πολυδι-
άστατο χώρο. ΄Εχουν προταθεί ποικίλα Ϲευγάρια ή τριάδες από διαστάσεις ως ικανές για την
περιγραφή συναισθηµάτων. [69]

Ιστορικά, ο πρώτος που εισήγαγε την ιδέα της διαστατικής απεικόνισης ήταν ο Wundt
το 1903.[70] Την επανεισήγαγε ο Schlossberg περί τα µέσα του αιώνα προτείνοντας αρχι-
κά δύο διαστάσεις για τον χαρακτηρισµό εκφράσεων του προσώπου, την απόλαυση/δυσα-
ϱέσκεια (pleasure/displeasure) και την προσοχή/απόρριψη (attention/rejection). [71] Στην
συνέχεια εισήγαγε και µία τρίτη διάσταση, αυτή της διέγερσης (arousal). [72]

Μεταγενέστεροι ερευνητές, όπως ο Russell και η Whissell, πρότειναν την απεικόνιση των
συναισθηµάτων σε δύο διαστάσεις και µάλιστα σαν σηµεία πάνω σε έναν κυκλικό δίσκο.
[73] [74] ΄Αλλοι ερευνητές όπως ο Plutchik [75] και ο Daly [76] πρότειναν τρισδιάστατες
απεικονίσεις που οδήγησαν σε κωνικά µοντέλα. Και οι δύο εισήγαγαν ως τρίτη διάσταση
αυτή της έντασης. Ο Daly στηρίχθηκε στις υπάρχουσες δύο διαστάσεις ενώ ο Plutchik
πρότεινε ένα υβριδικό µοντέλο που συνδύαζε την ιδέα των ϐασικών συναισθηµάτων µε αυτή
της διαστατικής αναπαράστασης.

3.2.1 Σθένος και ∆ιέγερση (Valence and Arousal)

΄Οπως ήδη αναφέραµε, ο James Russell το 1980 διατύπωσε την αντίληψη ότι το κάθε
συναίσθηµα έχει δύο διαστάσεις. Το µοντέλο αυτό προτείνει ότι όλες οι συναισθηµατικές
καταστάσεις προκύπτουν από τις γνωστικές ερµηνείες των νευρικών αισθήσεων του πυρήνα
που είναι το προϊόν δύο ανεξάρτητων νευροφυσιολογικών συστηµάτων. Αυτό το µοντέλο
ϐρίσκεται σε αντίθεση µε τις ϑεωρίες των ϐασικών συναισθηµάτων, οι οποίες ϑεωρούν ότι ένα
διακριτό και ανεξάρτητο νευρικό σύστηµα προάγει κάθε συναίσθηµα. [55]

Σε αυτό το δισδιάστατο µοντέλο η µία διάσταση (η οριζόντια) είναι το σθένος (valence) και
η άλλη (η κάθετη) είναι η διέγερση (arousal) ποσότητες οι οποίες ορίζονται όπως παρακάτω.

• Σθένος : Κοινό χαρακτηριστικό των διαφόρων συναισθηµατικών καταστάσεων αποτελεί
το γεγονός ότι είναι αποτέλεσµα της επίδρασης που έχουν στο άτοµο οι συνάνθρωποι
του ή οι διάφορες καταστάσεις που ϐιώνει. Η επίδραση αυτή αποτιµάται από την
µεριά του χρήστη είτε ως ϑετική είτε ως αρνητική, εκφράζει δηλαδή πόσο ευχάριστο
ή δυσάρεστο είναι ένα ερέθισµα. ΄Οπως ϕαίνεται και στο Σχήµα 3.4, τα ευχάριστα
συναισθήµατα είναι αντιδιαµετρικά των δυσάρεστων στον άξονα αυτό. [77] [78]

• ∆ιέγερση : Ερευνητές έχουν επισηµάνει το γεγονός ότι το άτοµο, ϐιώνοντας τις δι-
άφορες συναισθηµατικές καταστάσεις, παρουσιάζει τάση συγκεκριµένων αντιδράσεων.
Σύµφωνα µε αυτή την παρατήρηση έγινε προσπάθεια να χαρακτηριστεί µία συναι-
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σθηµατική έκφραση µε ϐάση την ενεργοποίηση του προσώπου και του σώµατος. Η
διάσταση αυτή εκφράζει την ενεργοποίηση του συµπαθητικού νευρικού συστήµατος,
όπως είναι η αύξηση των παλµών και η ετοιµότητα για δράση.[69]

Και οι δύο διαστάσεις παίρνουν τιµές στο διάστηµα [-1,1] µε -1 να χαρακτηρίζει την πιο
αρνητική και την πιο παθητική συναισθηµατική κατάσταση ενώ µε 1 χαρακτηρίζεται η πιο
ϑετική και η πιο ενεργητική συναισθηµατική κατάσταση αντίστοιχα.[79]

Σχήµα 3.4: Ο δισδιάστατος κύκλος συναισθηµάτων [;]
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Κεφάλαιο 4

Σύνολα ∆εδοµένων

Στην παρούσα διπλωµατική ασχοληθήκαµε µε δύο διαφορετικές εργασίες. Η µία ε-
ίναι η επίλυση ενός προβλήµατος ταξινόµησης (classification task) καθώς Ϲητείται η

κατηγοριοποίηση κάθε εικόνας του συνόλου δοκιµής σε µία εκ των διακριτών κατηγοριών
συναισθηµάτων που έχουµε προαναφέρει. Η δεύτερη είναι η επίλυση ενός προβλήµατος
παλινδρόµησης (regression task) καθώς Ϲητείται ο υπολογισµός της τιµής του σθένους και
της διέγερσης για κάθε εικόνα του συνόλου δοκιµής. Για τις δύο αυτές εργασίες έπρεπε να
ϐρούµε τα κατάλληλα σύνολα δεδοµένων, τα οποία περιγράφονται αναλυτικότερα παρακάτω.

4.1 RAF-DB

Η Real-world Affective Faces Database (RAF-DB) [21] αποτελεί µια στατική ϐάση δεδο-
µένων µε περίπου 30 χιλιάδες εικόνες εκφράσεων προσώπου από το διαδίκτυο. Η διαδικα-
σία δηµιουργίας ετικετών της ϐάσης πραγµατοποιήθηκε µε τη µέθοδο του πληθοπορισµού
(crowdsourcing), µε την κάθε εικόνα να επισηµειώνεται ανεξάρτητα από περίπου 40 υπο-
µνηµατιστές. Οι εικόνες σε αυτή τη ϐάση δεδοµένων παρουσιάζουν µεγάλη ποικιλοµορφία
όσον αφορά την ηλικία, το ϕύλο και την εθνικότητα των υποκειµένων, τις στάσεις του κε-
ϕαλιού, τις συνθήκες ϕωτισµού, τις αποκρύψεις (π.χ. γυαλιά, τρίχες στο πρόσωπο ή ειδικά
εφέ), τις διαδικασίες µετα-επεξεργασίας (π.χ. διάφορα ϕίλτρα και ειδικά εφέ) κ.λπ. [80] [81]

Σχήµα 4.1: Παραδείγµατα εικόνων της RAF-DB από τις 6 ϐασικές κατηγορίες και από άλλες
12 σύνθετες συναισθηµατικές καταστάσεις [21]
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Το σύνολο των εικόνων της ϐάσης χωρίζεται σε 2 υποσύνολα. Στο πρώτο, υπάρχουν
15.339 εικόνες που έχουν επισηµειωθεί ως προς ένα από τα 7 ϐασικά συναισθήµατα (κα-
τηγορικό µοντέλο) ενώ στο δεύτερο, οι εικόνες έχουν χαρακτηριστεί ως προς 12 σύνθετες
συναισθηµατικές καταστάσεις. Εµείς, στα πλαίσια της παρούσας διπλωµατικής, ασχολη-
ϑήκαµε µόνο µε το πρώτο υποσύνολο.

Στο σχήµα 4.2 εµφανίζεται η κατανοµή δειγµάτων σε κλάσεις για το σύνολο εκπαίδευσης
(training set) και το σύνολο επικύρωσης (validation set) της ϐάσης RAF-DB.

Σχήµα 4.2: Κατανοµή δειγµάτων σε κλάσεις για το σύνολο εκπαίδευσης (training set) και το
σύνολο επικύρωσης (validation set) [22]

Το σύνολο δεδοµένον RAF-DB χρησιµοποιείται για την επίλυση του προβλήµατος ταξι-
νόµησης.

4.2 Afew-VA

Το σύνολο δεδοµένων AFEW-VA είναι µια συλλογή εξαιρετικά ακριβών ανά καρέ σχολια-
σµών σθένους και διέγερσης, µαζί µε ανά καρέ σχολιασµούς 68 ορόσηµων του προσώπου
για 600 απαιτητικά ϐίντεο κλιπ. Αυτά τα κλιπ προέρχονται από ταινίες µεγάλου µήκους
και είχαν επίσης σχολιαστεί ως προς τις διακριτές κατηγορίες συναισθηµάτων µε τη µορφή
της ϐάσης δεδοµένων AFEW. [82] [83] Εποµένως, το σύνολο δεδοµένων αποτελείται απο
ϕακέλους όπου ο κάθε ένας αντιστοιχεί σε εικόνες που έχουν ληφθεί διαδοχικά από συγκε-
κριµένα καρέ ϐίντεο.

Η ϐάση αποτελείται από 30028 εικόνες οι οποίες δεν είναι εκ των προτέρων διαχωρισµένες
σε train και test set. Εµείς επιλέξαµε έναν τυχαίο διαχωρισµό 20018 εικόνων σε train set
και 9910 σε test set.

Στο Σχήµα 4.3 απεικονίζονται στιγµιότυπα που έχουν ληφθεί διαδοχικά από το ίδιο
κοµµάτι µίας ταινίας καθώς και οι αντίστοιχες τιµές σθένους και διέγερσης.

΄Οσον αφορά την κατανοµή των τιµών σθένους και διέγερσης σε αυτό το σύνολο δεδο-
µένων, µε ϐάση το Σχήµα 4.4 παρατηρούµε ότι οι περισσότερες τιµές συγκεντρώνονται στο
2ο τεταρτηµόριο µε ϑετικό arousal και αρνητικό valence. Επίσης, ϐλέπουµε ότι υπάρχουν
αρκετές τιµές και στο 1ο και 3ο τεταρτηµόριο ενώ καµία τιµή δεν υπάρχει στο 4ο τεταρτη-
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Σχήµα 4.3: Παράδειγµα επισηµειωµένων τιµών valence και arousal για ένα δείγµα ϐίντεο από
το σύνολο δεδοµένων µας µαζί µε µερικά αντιπροσωπευτικά καρέ. [23]

µόριο, κάτι το οποίο είναι αναµενόµενο µιας και αντιπροσωπεύει ϑετικό valence και αρνητικό
arousal, δηλαδή ένα συναίσθηµα το οποίο είναι ϑετικό και παράλληλα παθητικό.

Σχήµα 4.4: Κατανοµή των τιµών valence και arousal στο σύνολο δεδοµένων AFEW-VA. [23]

Το σύνολο δεδοµένον AFEW-VA χρησιµοποιείται για την επίλυση του προβλήµατος πα-
λινδρόµησης.

4.3 AffectNet

Η AffectNet [24] αποτελεί µια στατική ϐάση δεδοµένων η οποία περιλαµβάνει πάνω από
1 εκατοµµύριο εικόνες εκφράσεων προσώπου κάτω από µη-ελεγχόµενες συνθήκες, in-the-
wild. Οι εικόνες αυτές συγκεντρώθηκαν από το ίντερνετ αξιοποιώντας τρεις ϐασικές µηχανές
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αναζήτησης και 1250 λέξεις-κλειδιά σχετικές µε το συναίσθηµα σε 6 διαφορετικές γλώσσες.
Οι µισές περίπου από τις εικόνες (440 χιλιάδες) περιέχουν ετικέτες ως προς ένα από τα
7 ϐασικά συναισθήµατα (συν το συναίσθηµα της περιφρόνησης) καθώς και ως προς τις
συνιστώσες Valence-Arousal (διανυσµατικό µοντέλο). Το σύνολο εκπαίδευσης της ϐάσης
αποτελείται από περίπου 321 χιλ. εικόνες ενώ το σύνολο επικύρωσης από 5 χιλ. Στα
πλαίσια της παρούσας διπλωµατικής αξιοποιούµε µία µικρότερη έκδοση αυτής της ϐάσης,
την AffectNet8Labels στην οποία το σύνολο εκπαίδευσης της ϐάσης αποτελείται από περίπου
280 χιλ. εικόνες ενώ το σύνολο επικύρωσης από περίπου 4 χιλ. [25] [84]

Σχήµα 4.5: ∆είγµα εικόνων από την ϐάση AffectNet. [24]

Οπως ϐλέπουµε στο σχήµα 4.6, το σύνολο εκπαίδευσης είναι µη-ισορροπηµένο, µε την
κλάση “happy” να έχει µε διαφορά τα περισσότερα δείγµατα. ∆εύτερη ϐρίσκεται η “neutral”
µε επίσης µεγάλο αριθµό εικόνων ενώ ακολουθούν όλες οι υπόλοιπες. Το σύνολο επικύρωσης
είναι πλήρως ισορροπηµένο, µε όλες τις κλάσεις να έχουν τον ίδιο αριθµό δειγµάτων (500).

Αναφορικά µε την κατανοµή των τιµών Valence-Arousal όπως απεικονίζεται στο σχήµα 4.7
υπάρχουν περισσότερα δείγµατα στο κέντρο και στο δεξιό µέσο (ϑετική αξία και µικρή ϑετι-
κή διέγερση) της περιφέρειας, γεγονός που επιβεβαιώνει τον υψηλότερο αριθµό “happy” και
“neutral” εικόνων στη ϐάση δεδοµένων σε σύγκριση µε άλλες κατηγορίες στο κατηγορηµα-
τικό µοντέλο. [25]
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Σχήµα 4.6: Κατανοµή δειγµάτων σε κλάσεις για το σύνολο εκπαίδευσης (training set) και για
το σύνολο επικύρωσης (validation set) της ϐάσης AffectNet. [22]

Σχήµα 4.7: Κατανοµή δειγµάτων valence-arousal σε τεταρτηµόρια της ϐάσης AffectNet. [25]
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Μέρος II

Πρακτικό Μέρος
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Κεφάλαιο 5

Παρεµφερείς εργασίες

Στο παρόν κεφάλαιο ϑα ασχοληθούµε µε την έρευνα που έχει ήδη γίνει γύρω από το πε-
δίο της ανίχνευσης συναισθήµατος και της εκτίµησης σθένους/διέγερσης περιγράφο-

ντας περιληπτικά την δουλειά που έχει γίνει από άλλους ερευνητές και τα αποτελέσµατα στα
οποία κατέληξαν. Θα εξερευνήσουµε τις παρεµφερείς εργασίες χρονολογικά, από τις πιο
παλιές στις πιο νέες.

Αρχικά, στο πεδίο της αναγνώρισης της έκφρασης του προσώπου αρκετοί ερευνητές ήρ-
ϑαν αντιµέτωποι µε το ϑέµα της αλληλοεπικάλυψης και της παραλλαγής στάσεων, το οποίο
επέφερε αλλαγή στην εµφάνιση του προσώπου και εποµένως δηµιουργούσε δυσκολίες στην
ανίχνευση της έκφρασης. Στην εργασία ¨Region Attention Networks for Pose and Occlu-
sion Robust Facial Expression Recognition¨ [85], αρχικά επισηµάνθηκαν αρκετά σύνολα
δεδοµένων µε ετικέτες που αφορούν την στάση και την απόκρυψη και στην συνέχεια δη-
µιουργήθηκε ένα δίκτυο για την προσαρµοστική αποτύπωση της σηµασίας των περιοχών του
προσώπου στην αναγνώριση της έκφρασης. Τέλος, προτάθηκε µία συνάρτηση απωλειών η
οποία δίνει περισσότερη προσοχή σε σηµαντικές περιοχές του προσώπου.

Στην συνέχεια, στην εργασία τους ¨Deep Neural Network Augmentation: Generating
Faces for Affect Analysis¨ [86, 87] οι συγγραφείς ασχολήθηκαν µε την σύνθεση εκφράσεων
προσώπου. Το σύστηµα τους δέχεται σαν είσοδο µία ουδέτερη εικόνα ανθρώπου και µία
ϐασική έκφραση προσώπου ή ένα Ϲεύγος τιµών σθένους-διέγερσης και παράγει ως έξοδο την
αρχική εικόνα µε την αντίστοιχη έκφραση προσώπου. ΄Επειτα, οι νέες αυτές εικόνες χρη-
σιµοποιήθηκαν για επαύξηση δεδοµένων κατά την εκπαίδευση ϐαθιών νευρωνικών δικτύων
για την αναγνώριση της έκφρασης σε άλλες ϐάσεις δεδοµένων.

Παρόλο που το µοντέλο StarGAN έχει ξεχωρίσει για τις επιδόσεις του στην σύνθεση
εκφράσεων του προσώπου, δεν είναι πάντοτε επαρκές µιας και δεν έχει την δυνατότητα
να δηµιουργήσει εκφράσεις δεδοµένου ενός Ϲεύγους σθένους/διέγερσης. Αυτό αποτελεί
πρόβληµα µιας και οι ϐασικές εκφράσεις του προσώπου τις οποίες µπορεί να δηµιουργήσει
το StarGAN δεν αντικατοπτρίζουν τα µεικτά συναισθήµατα (διαστατική αναπαράσταση) που
εµφανίζονται στις καθηµερινές αλληλεπιδράσεις ανθρώπου-υπολογιστή. Γιάυτό τον λόγο,
στο ¨VA-StarGAN: Continuous Affect Generation¨ [88] δηµιουργήθηκε ένα νέο µοντέλο, το
VA-StarGAN το οποίο εκτελεί και τις δύο λειτουργίες, καλύπτοντας έτσι το κενό του StarGAN.

Η εργασία ¨Exploiting multi-CNN features in CNN-RNN based Dimensional Emotion
Recognition on the OMG in-the-wild Dataset¨ [89, 90] αφορά το ϑέµα της εκτίµησης των τι-
µών σθένους και διέγερσης. ΄Εχοντας δηµιουργήσει ένα δίκτυο που αποτελείται από CNN και
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RNN, χρησιµοποιούν τα χαρακτηριστικά που έχουν εξαχθεί κατά την εκπαίδευση του CNN
στα σύνολα δεδοµένων Aff-Wild [91, 92, 93] και Aff-Wild2 [94, 95, 96, 97, 98, 99, 100] και
τα τροφοδοτούν στο υποδίκτυο RNN. Στην συνέχεια, κάνουν χρήση του παραπάνω δικτύου
στο σύνολο δεδοµένων One-Minute Gradual-Emotion (OMG-Emotion) για την ανίχνευση
του σθένους και της διέγερσης.

Μία άλλη σηµαντική εργασία που αφορά το πεδίο µε το οποίο ασχολούµαστε στην παρο-
ύσα διπλωµατική είναι η ¨Distribution Matching for Heterogeneous Multi-Task Learning:
a Large-scale Face Study¨ [101, 102] η οποία ασχολείται µε την ετερογενή µάθηση πολ-
λαπλών εργασιών (Heterogeneous Multi-Task Learning). Πιο συγκεκριµένα, στην συγκε-
κριµένη εργασία κάνουν χρήση της αντιστοίχισης κατανοµής (distribution matching) και
της συν-επισηµείωση ετικετών (label coannotation) προκειµένου να εκτελεστούν ετερογενείς
εργασίες παράλληλα. Επίσης προτείνουν το πρώτο ολιστικό δίκτυο (το FaceBehaviorNet) για
την ανάλυση της συµπεριφοράς του προσώπου το οποίο µπορεί να προβλέψει ταυτόχρονα τα
7 ϐασικά συναισθήµατα, 17 µονάδες δράσης και τις συνεχείς τιµές σθένους/διέγερσης. Οι
δύο µελέτες περιπτώσεων (case studies) µε τις οποίες ασχολούνται είναι ο συναισθηµατικός
υπολογισµός (affective computing) και η αναγνώριση προσώπου (face recognition). Τέλος,
διεξήγαγαν µία εκτεταµένη πειραµατική µελέτη στην οποία αξιολόγησαν το FaceBehavior-
Net σε 10 ϐάσεις δεδοµένων και παρατήρησαν ότι µετά την εκπαίδευση το νευρωνικό τους
υπερτερεί έναντι των δικτύων µεµονωµένης εργασίας (single-task) σε όλες τις εργασίες και
σε όλες τις ϐάσεις δεδοµένων.
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Κεφάλαιο 6

Μεθοδολογία

Στο κεφάλαιο αυτό ϑα αναλύσουµε την µεθοδολογία που ακολουθήσαµε για την επίλυση
του προβλήµατος µε το οποίο ασχολούµαστε. Στόχος µας ήταν να συνδυάσουµε τις δύο

ανεξάρτητες εργασίες (αυτή της ταξινόµησης και αυτή της παλινδρόµησης) δηµιουργώντας
ένα σύστηµα που µε δεδοµένη την µία µπορεί να εκτελέσει την άλλη. Αυτό το πετύχαµε µε την
προεπεξεργασία πριν την εκπαίδευση του νευρωνικού, διαδικασία την οποία ϑα συζητήσουµε
πιο αναλυτικά παρακάτω.

6.1 Εκ νέου επισήµανση µε ϐάση την σχετικότητα διαφορετι-

κών ετικετών

΄Οπως προαναφέρθηκε, το σύνολο δεδοµένων Affectnet που χρησιµοποιήσαµε αποτελε-
ίται από εικόνες που έχουν επισηµανθεί τόσο όσον αφορά το συναίσθηµα όσο και για τις τιµές
σθένους και διέγερσης. Εποµένως για την πρώτη µέθοδο που υλοποιήσαµε, αρχικά λάβαµε
την ετικέτα κάθε εικόνας αναφορικά µε το συναίσθηµα, η οποία λαµβάνει τιµές από 0 έως 7.
Για να διευκολύνουµε τις µετέπειτα πράξεις µετατρέπουµε κάθε ετικέτα σε one hot encoded
µορφή, δηλαδή κάθε εικόνα ϑα έχει 1 στο συναίσθηµα το οποίο αποτελεί την ετικέτα του και
0 σε όλα τα υπόλοιπα. Στην συνέχεια, ϑέλουµε να υπολογίσουµε σηµασιολογικά σύµφωνες
οµάδες (clusters) µε ϐάση το συναίσθηµα. Στην συγκεκριµένη περίπτωση, οι οµάδες αυτές
καθορίζονται υπολογίζοντας την µέση τιµή σθένους και διέγερσης ανά συναίσθηµα και τα
αποτελέσµατα που παίρνουµε ϕαίνονται σχηµατικά παρακάτω:

Σχήµα 6.1: Τα clusters που έχουν δηµιουργηθεί.
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΄Επειτα, υπολογίζουµε την ευκλείδια απόσταση κάθε εικόνας από κάθε cluster µε ϐάση
τις αντίστοιχες τιµές σθένους και διέγερσης. ΄Ετσι για κάθε εικόνα παίρνουµε 8 ευκλείδιες
αποστάσεις. Για να είναι πιο πλήρης η περιγραφή µας παραθέτουµε το παρακάτω παράδειγ-
µα:

Σχήµα 6.2: Τα clusters που έχουν δηµιουργηθεί και πού τοποθετείται σε σχέση µε τα clusters
µία τυχαία εικόνα µε σθένος = 0.785714 και διέγερση = -0.055556.

Σχήµα 6.3: Οι αποστάσεις από κάθε cluster (neutral, happy, sad, surprise, fear, disgust,
anger, contempt αντίστοιχα).

Από αυτές τις αποστάσεις κάθε εικόνας κρατάµε την µέγιστη και την διαιρούµε µε κάθε
µία εκ των 8 αποστάσεων. Το αποτέλεσµα που προκύπτει είναι µία νέα λίστα 8 αντικειµένων
για κάθε εικόνα, δηλαδή:

Σχήµα 6.4: Οι νέες αποστάσεις που υπολογίζονται από τον τύπο max(distance)/distance.

Την νέα λίστα που προέκυψε την περνάµε από την συνάρτηση softmax η οποία µετα-
τρέπει κάθε αντικείµενο της λίστας σε πιθανότητα. Παρατηρούµε ότι το συναίσθηµα που
είχε την µικρότερη απόσταση από την συγκεκριµένη εικόνα, στο τέλος έχει την µεγαλύτερη
πιθανότητα µετά την εφαρµογή της softmax.
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6.2 Εκκαθάριση ∆εδοµένων (Data Cleaning)

Σχήµα 6.5: Οι αποστάσεις µετά την εφαρµογή της softmax.

Τέλος, ϑέλουµε οι τελικές ετικέτες κάθε εικόνας να είναι γραµµικός συνδυασµός των
αρχικών ετικετών και των ετικετών µετά την softmax σύµφωνα µε τον τύπο:

labelsnew = λ · labelsreal + (1 − λ) · labelssmoothed (6.1)

όπου το λ παίρνει τιµές στο διάστηµα (0, 1). Στην συνέχεια εκπαιδεύουµε κατά τα γνωστά
το νευρωνικό µε τις νέες ετικέτες.

6.2 Εκκαθάριση ∆εδοµένων (Data Cleaning)

΄Οπως είναι γνωστό, τα σύνολα δεδοµένων που διατίθενται για εκπαίδευση έχουν επιση-
µανθεί είτε χειροκίνητα από ανθρώπους είτε µε κάποιον αυτόµατο τρόπο, και µε τους δύο
τρόπους ωστόσο να είναι επιρρεπείς σε σφάλµατα λόγω υποκειµενικότητας. Προκειµένου να
έχουµε όσο το δυνατόν πιο ακριβείς ετικέτες στα δεδοµένα, εφαρµόσαµε µία µέθοδο εκκα-
ϑάρισης δεδοµένων πριν την χρήση τους. Για κάθε µία εικόνα εξετάσαµε αν οι τιµές σθένους
και διέγερσης που της έχουν ανατεθεί συµµορφώνονται µε τις ϑεωρητικά αποδεκτές για το
συναίσθηµα το οποίο παρουσιάζει, αν δεν συµβαίνει αυτό τότε τις διαγράφουµε από το σύνο-
λο εκπαίδευσης. Παρακάτω παραθέτουµε τα αποτελέσµατα που λάβαµε για κάθε κλάση
συναισθήµατος.

6.2.1 Ουδέτερη έκφραση (Neutral)

΄Οσον αφορά το ουδέτερο συναίσθηµα, πρέπει το σθένος και η διέγερση να λαµβάνουν
τιµές στο διάστηµα [-0.1,0.1]. Οι ιδανικές τιµές ϑα ήταν 0 και για τα δύο µιας και το ουδέτερο
εξ ορισµού δεν ϑεωρείται ούτε αρνητικό αλλά ούτε και ϑετικό συναίσθηµα και παράλληλα
ούτε ενργητικό αλλά ούτε και παθητικό. Παρ΄ όλα αυτά, στις ανθρώπινες εκφράσεις είναι
πρακτικά αδύνατο να υπάρξει το πλήρως ουδέτερο συναίσθηµα οπότε τυπικά ϑεωρούνται
αποδεκτές οι τιµές µέχρι ± 0.1. Ορίζοντας αυτούς τους περιορισµούς ϐρήκαµε ότι από
τις 74.874 εικόνες του συνόλου εκπαίδευσης που έχουν ετικέτα ουδέτερο, οι 31.745 έχουν
λάθος ετικέτα.

6.2.2 Χαρούµενη έκφραση (Happy)

Αναφορικά µε το χαρούµενο συναίσθηµα δοκιµάσαµε δύο πιθανά εύρη τιµών. Το πρώτο
είναι ότι οι τιµές σθένους και διέγερσης ϑα πρέπει να είναι αµφότερες ϑετικές. Αυτή η
δοκιµή µας έδειξε ότι από τις 134.415 εικόνες µε ετικέτα χαρούµενο, οι 37.317 ήταν λάθος.
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Στην συνέχεια δοκιµάσαµε ένα ακόµα πιο αυστηρό κριτήριο, όπου τόσο το σθένος όσο και
η διέγερση έχουν τιµές µεγαλύτερες από 0.1. Αυτή την τιµή την ϐάλαµε µε το σκεπτικό ότι
εφόσον το ουδέτερο περιέχει τιµές µέχρι το 0.1, για να έιναι σίγουρα χαρούµενη έκφραση
και όχι ουδέτερη, ϑα πρέπει να είναι πιο ϑετική και πιο ενεργητική από το ουδέτερο. Με
αυτές τις τιµές ϐγάλαµε ότι από τις 134.415 εικόνες, οι 75.111 είναι λάθος, δηλαδή αριθµός
µεγαλύτερος από την πρώτη δοκιµή όπως και αναµέναµε.

6.2.3 Λυπηµένη έκφραση (Sad)

Σχετικά µε την λύπη, ο µόνος περιορισµός που µπορούµε να ϑέσουµε είναι το σθένος
να είναι αρνητικό, µιας και σαν συναίσθηµα µπορει να εκφραστεί ως ενεργητική λύπη αλλά
και ως παθητική λύπη. Μόνο µε αυτόν τον περιορισµό λοιπον, πήραµε ότι από τις 25.459
εικόνες που έχουν ετικέτα λυπηµένο, 5 εικόνες είχαν λάθος ετικέτα.

6.2.4 ΄Εκπληκτη έκφραση (Surprise)

΄Οσον αφορά το συναίσθηµα της έκπληξης, δεν ϑέσαµε περιορισµούς και επιλέξαµε να
κρατήσουµε όλα τα αντίστοιχα δεδοµένα αυτούσια. Ο λόγος για κάτι τέτοιο είναι διότι οι
απόψεις διίστανται σχετικά µε το τι εύρος τιµών σθένους και διέγερσης έχει το συγκεκριµένο
συναίσθηµα µε µερικούς ερευνητές να υποστηρίζουν ότι έχει αρνητικό σθένος και ϑετική
διέγερση [103] και άλλοι ότι έχει ϑετικό σθένος και ϑετική/µηδενική διέγερση [104]. Επειδή
λοιπόν δεν υπάρχει συµφωνία στις ϑεωρητικές τιµές αυτού του συναισθήµατος, κρατήσαµε
όλα τα δείγµατα του.

6.2.5 ΄Εκφραση ϕόβου (Fear)

Για το συναίσθηµα του ϕόβου, γνωρίζουµε µε σιγουριά ότι ϑα πρέπει να έχει αρνητικό
σθένος το οποίο ορίσαµε ως περιορισµό. Με αυτόν τον τρόπο, είδαµε ότι από τις 6.378
εικόνες µε ϕοβισµένες εκφράσεις είχαν λάθος ετικέτα οι 29.

6.2.6 ΄Εκφραση αηδίας (Disgust)

Η έκφραση αηδίας, αντίστοιχα µε την λύπη και τον ϕόβο, πρέπει να έχει αρνητικό σθένος.
Εποµένως µε αυτόν τον περιορισµό ϐρήκαµε 8 λάθος εικόνες από τις 3.803 που ήταν αρχικά.

6.2.7 Θυµωµένη έκφραση (Anger)

Αναφορικά µε τον ϑυµό, δεδοµένου ότι είναι ένα αρνητικό συναίσθηµα, είναι αυτονόητο
ότ έχει αρνητικό σθένος, το οποίο οδήγησε στο να ϐρεθούν 7 λάθος εικόνες από τις 24.882.

6.2.8 ΄Εκφραση περιφρόνησης (Contempt)

Τέλος, για την περιφρόνηση ϑέσαµε πάλι τον περιορισµό αρνητικού σθένους το οποιο
µας έδειξε ότι από τις 3.750 εικόνες, οι 109 ήταν λάθος.

΄Οπως ϐλέπουµε στον παρακάτω πίνακα, οι µεγαλύτεροι αριθµοί λάθος εικόνων αφορούν
το ουδέτερο και το χαρούµενο συναίσθηµα. Αυτό αφενός εξηγείται από το γεγονός ότι αυτές
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6.3 Εκκαθάριση δεδοµένων στο σύνολο δοκιµής

Expression Αριθµός
αρχικών
εικόνων

Αριθµός
λάθος
εικόνων

Ποσοστό λάθος
εικόνων (επί των
αρχικών)

Neutral 74.874 31.745 42.4 %

Happy
(1ηδoκιµη)

134.415 37.317 27.8 %

Happy
(2ηδoκιµη)

134.415 75.111 55.9 %

Sad 25.459 5 0.02 %

Fear 6.378 29 0.5 %

Disgust 3.803 8 0.2 %

Anger 24.882 7 0.03 %

Contempt 3.750 109 2.9 %

Πίνακας 6.1: Αριθµός εικόνων πριν την εκκαθάριση δεδοµένων και ποσοστά λάθος εικόνων
ανά συναίσθηµα

οι δύο κλάσεις περιέχουν τις περισσότερες εικόνες συγκριτικά µε τις υπόλοιπες αλλά και
επειδή τα δύο αυτά συναισθήµατα αρκετές ϕορές έχουν επικαλυπτόµενες τιµές σθένους και
διέγερσης µιας και στις οριακές τιµές µπορεί µία ουδέτερη έκφραση να χαρακτηριστεί ως
χαρά και το αντίστροφο.

6.3 Εκκαθάριση δεδοµένων στο σύνολο δοκιµής

Ακολουθώντας την παραπάνω διαδικασία, για στατιστικούς λόγους ελέγξαµε αν οι ετι-
κέτες του συνόλου δοκιµής ικανοποιούν τους περιορισµούς που έχουν ήδη αναφερθεί. Τα
αποτελέσµατα που λάβαµε συνοψίζονται στον πίνακα της επόµενης σελίδας.

Λάµβάνοντας υπόψιν τον παρακάτω πίνακα, παρατηρούµε ότι µε ϐάση τα στατιστικά
υπάρχουν αρκετά λάθη κυρίως στα συναισθήµατα Neutral, Happy όπως αντίστοιχα υπέδειξαν
τα στατιστικά που παράξαµε για το σύνολο εκπαίδευσης. ∆εδοµένου του γεγονότος όµως ότι
όλοι οι ερευνητές που έχουν χρησιµοποιήσει το συγκεκριµένο σύνολο δεδοµένων δεν έχουν
εκτελέσει κάποια εκκαθάριση δεδοµένων στο σύνολο δοκιµής, για λόγους ευκολίας στην
σύγκριση της απόδοσης του συστήµατος µας σε σχέση µε άλλα, δεν εκτελέσαµε εκκαθάριση
δεδοµένων σε αυτή την περίπτωση.
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Expression Αριθµός
αρχικών
εικόνων

Αριθµός
λάθος
εικόνων

Ποσοστό λάθος
εικόνων (επί των
αρχικών)

Neutral 500 151 30.2 %

Happy
(1ηδoκιµη)

500 109 21.8 %

Happy
(2ηδoκιµη)

500 287 57.4 %

Sad 500 0 0 %

Fear 500 3 0.6 %

Disgust 500 1 0.02 %

Anger 500 0 0 %

Contempt 500 13 2.6 %

Πίνακας 6.2: Αριθµός εικόνων και ποσοστά λάθος εικόνων ανά συναίσθηµα στο σύνολο
δοκιµής
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Κεφάλαιο 7

Πειραµατική ∆ιαδικασία

Στο συγκεκριµένο κεφάλαιο παρουσιάζουµε την πειραµατική διαδικασία που ακολου-
ϑήθηκε ώστε να γίνει η εκπαίδευση των κατάλληλων µοντέλων. Για την επιτυχή

εκπαίδευση των µοντέλων και την τελική επιλογή των υπερπαραµέτρων έγιναν µία σειρά
από πειράµατα χρησιµοποιώντας διάφορα υπολογιστικά συστήµατα. Παρακάτω γίνεται α-
ναλυτική παρουσίαση των ενεργειών και των πειραµάτων που πραγµατοποιήθηκαν σε κάθε
υπολογιστικό σύστηµα και το λογισµικό που χρησιµοποιήθηκε. Ακόµη, αναγράφεται µε
συγκεκριµένα ϐήµατα η συνολική διαδικασία εκπαίδευσης των µοντέλων και αναλύονται οι
επιλογές κάθε παραµέτρου.

7.1 Υπολογιστικά Συστήµατα

Το µεγαλύτερο µέρος της εκπαίδευσης των µοντέλων µας έγινε στην πλατφόρµα ανάπτυ-
ξης και εκτέλεσης κώδικα Python, Google Colaboratory. Η πλατφόρµα αυτή διαθέτει µία
Μονάδα Επεξεργασίας Γραφικών (GPU) Tesla K80 µε µνήµη 12GB αν και οι GPU που δια-
ϑέτει µεταβάλλονται κατά διαστήµατα σύµφωνα µε τα επίσηµα έγγραφα της Google. [105]

7.2 ∆ιαδικασία Εκπαίδευσης

Στο συγκεκριµένο σηµείο ϑα περιγράψουµε τα διακριτά ϐήµατα που ακολουθήσαµε για
την εκπαίδευση των µοντέλων. Αξίζει να σηµειωθεί ότι στην συγκεκριµένη εργασία χρησι-
µοποιήσαµε το µοντέλο Resnet ωστόσο η µεθοδολογία που έχουµε ακολουθήσει λειτουργεί
ανεξάρτητα της αρχιτεκτονικής που χρησιµοποιείται.

• Βήµα 1 : ∆ιάβασµα των αρχείων εκπαίδευσης και δοκιµής από το σύνολο δεδοµένων
Affectnet, τα οποία περιέχουν την διαδροµή (path) κάθε εικόνας και τις αντίστοιχες
ετικέτες.

• Βήµα 2 : Εφαρµογή data cleaning µε τον τρόπο που αναφέρθηκε στην Ενότητα 6.2.
Αφού υπολογίσαµε τις λάθος επισηµασµένες εικόνες τις διαγράψαµε από το σύνολο
εκπαίδευσης.

• Βήµα 3 : Εφαρµογή του label smoothing µε τον τρόπο που έχει αναφερθεί στην Ενότη-
τα 6.1. Ορισµός των 8 οµαδών (clusters) υπολογίζοντας την µέση τιµή του σθένους και
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της διέγερσης, µία για κάθε έκφραση (Neutral, Happiness, Sadness, Surprise, Fear,
Disgust, Anger, Contempt). Υπολογισµός για κάθε εικόνα της ευκλείδιας απόστασης
των τιµών σθένους και διέγερσης της από τις 8 οµάδες. Στην συνέχεια, υπολογισµός
των νέων τιµών αποστάσεων οι οποίες ορίζονται ως η διαίρεση της µέγιστης απόστασης
ανά εικόνα δια την εκάστοτε απόσταση κάθε συναισθήµατος και έπειτα πέρασµα των
νέων αποστάσεων από την συνάρτηση softmax. Τέλος, ορισµός των νέων ετικέτων µε
ϐάση την σχέση

labelsnew = λ · labelsreal + (1 − λ) · labelssmoothed (7.1)

Πειραµατιστήκαµε µε τις τιµές λ = 0, 0.3, 0.5, 0.7, 0.9.

• Βήµα 4 : Εκ νέου εφαρµογή της µεθόδου data cleaning µιας και µπορεί µερικές
εικόνες µετά την µέθοδο label smoothing να έχουν αλλαξει ετικέτα ϐασικού συναι-
σθήµατος εποµένως ϑα πρέπει να υπακούουν στους αντίστοιχους περιορισµους. Στην
συγκεκριµένη περίπτωση της Affectnet δεν ϐρήκαµε λάθος επισηµασµένες εικόνες
µετά το label smoothing.

• Βήµα 5 : Μετατροπή των εικόνων εισόδου ανά παρτίδα έτσι ώστε να γίνει η τροφοδότηση
τους στο δίκτυο. Συγκεκριµένα γίνεται η µετατροπή του µεγέθους των RGB εικόνων
σε 3×96×96 από 3×224×224 και κανονικοποίηση των τιµών κάθε εικονοστοιχείου.

• Βήµα 6 : Φόρτωση των εικόνων του συνόλου δεδοµένων ανά παρτίδα (batch) µε χρήση
generators. Το µέγεθος παρτίδας (batch size) µεταβαλλόταν για το σύνολο εκπαίδευ-
σης, ανάλογα µε την εργασία που εκτελούσαµε, ενώ για το σύνολο δοκιµής παρέµενε
σταθερό και ίσο µε 93.

• Βήµα 7 : Ορισµός του µοντέλου και των κατάλληλων υπερπαραµέτρων. Συγκεκριµένα
επιλέξαµε το µοντέλο Resnet, ως συνάρτηση ενεργοποίησης την softmax, ως συνάρτηση
απωλειών την categorical crossentropy, ως ϐελτιστοποιητή τον Adam και ως ϱυθµό
εκµάθησης το 0.0001.

• Βήµα 8 : Εκπαίδευση των µοντέλων στο σύνολο δεδοµένων εκπαίδευσης για ένα πλήθος
εποχών (epoch). Το µοντέλο κάθε εποχή τροφοδοτείται µε όλο το σύνολο δεδοµένων και
προσαρµόζει τις παραµέτρους του. Συνεπώς µε κάθε εποχή ϐελτιώνεται στην πρόβλεψη
των σωστών ετικετών. Το πλήθος των εποχών εδώ είναι 5-15.

• Βήµα 9 : Αξιολόγηση του µοντέλου σύµφωνα µε το σύνολο δοκιµής. Μετά το πέρας
κάθε εποχής το µοντέλο πραγµατοποιεί προβλέψεις για το σύνολο δοκιµής µε ϐάση
τις µετρικές αξιολόγησης που αναλύσαµε στην Ενότητα 2.8 και µε αυτό τον τρόπο
επιλέγεται το καλύτερο µοντέλο, το οποίο και αποθηκεύετα

΄Εχουµε εκπαιδεύσει επίσης την Affectnet και χωρίς την µεθοδολογία του label smooth-
ing (τόσο για την ανίχνευση συναισθηµάτων όσο και σθένους/διέγερσης) και του data clean-
ing προκειµένου να χρησιµεύσουν ως baselines, όπου ακολουθήσαµε τα ίδια ϐήµατα µε
παραπάνω παραλείποντας τα ϐήµατα 2-4.
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Αποτελέσµατα και Αξιολόγηση

Στην συγκεκριµένη ενότητα ϑα αναφέρουµε τις υπερπαραµέτρους που επιλέχθηκαν για
την εκπαίδευση κάθε µοντέλου µε ϐάση τις καµπύλες µετρικής εκπαίδευσης και αξιο-

λόγησης για τα καλύτερα µοντέλα κάθε κατηγορίας. Αξίζει να αναφερθεί ότι για κάθε µοντέλο
η εκπαίδευση γινόταν για ένα πλήθος 10-20 εποχών από τις οποίες εν τέλει κρατούσαµε τα
ϐάρη που έδιναν το ϐέλτιστο αποτέλεσµα στην µετρική αξιολόγησης στο σύνολο εκπαίδευσης.
Ακόµα, δοκιµάσαµε διαφορετικές τιµές ϱυθµών εκµάθησης στο εύρος 10−3 − 10−6 καθώς
και batch size και παρακάτω αναφέρουµε τις ϐέλτιστες τιµές για κάθε µοντέλο. ΄Οσον αφορά
τις συναρτήσεις απωλειών, επιλέξαµε σε όλες τις εργασίες παλινδρόµησης να είναι η mean

squared error ενώ στις εργασίες ταξινόµησης η categorical crossentropy. Επιπλέον, ϑα πα-
ϱουσιάσουµε τα αποτελέσµατα των µοντέλων όπως αυτά αξιολογήθηκαν µε ϐάση τις µετρικές
αξιολόγησης του κάθε προβλήµατος (Mean squared error, Pearson correlation coefficient
για παλινδρόµηση, Accuracy, F1 score, Average accuracy για ταξινόµηση).

8.1 Αξιολόγηση Μοντέλων Σθένους-∆ιέγερσης

Αναφορικά µε την ανίχνευση του σθένους και της διέγερσης,χρησιµοποιήσαµε το µο-
ντέλο ResNet-50 σε ολόκληρο το σύνολο δεδοµένων Affectnet. Μετά από αρκετές δοκιµές,
καταλήξαµε ότι τα ϐέλτιστα αποτελέσµατα σε σχέση µε τις επιλεγµένες µετρικές προέκυπταν
µε ϱυθµό εκµάθησης ίσο µε 10−2, γραµµική συνάρτηση ενεργοποίησης και batch size ίσο
µε 203 για το σύνολο εκπαίδευσης και 93 για το σύνολο δοκιµής. Τρέξαµε το µοντέλο για 15
εποχές και ϐρήκαµε ότι τα ϐέλτιστα αποτελέσµατα λήφθηκαν στην 2η εποχή όπως ϕαίνεται
και στο Σχήµα 8.1.

Σχήµα 8.1: Καµπύλες ορθότητας εκπαίδευσης και αξιολόγησης προβλήµατος παλινδρόµησης.
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Μοντέλο Μετρική Επαύξηση δεδοµένων

Mean Squared Error Pearson CC valence Pearson CC arousal

ResNet-50 0.16 0.57 0.50 -
ResNet-50 0.14 0.60 0.48 ✓

Πίνακας 8.1: Αποτελέσµατα των µοντέλων παλινδρόµησης σθένους-διέγερσης στο σύνολο
αξιολόγησης.

΄Επειτα, δοκιµάσαµε να εκτελέσουµε επαύξηση δεδοµένων στο συγκεκριµένο µοντέλο
µε τις ίδιες παραµέτρους. Πιο συγκεκριµένα, εφαρµόσαµε horizontal flip, rotation και
brightness range. Παρατηρήσαµε ότι για το συγκεκριµένο σύνολο δεδοµένων η µεταβολή της
ϕωτεινότητας δεν συνείσφερε στο να αυξηθεί σηµαντικά κάποια µετρική, ενώ η περιστροφή
των εικόνων -δεδοµένου ότι οι εικόνες στην Affectnet είναι ευθυγραµµισµένες προκειµένου
να διευκολυνθεί η σωστή ταξινόµηση- ουσιαστικά αναιρούσε αυτή την ευθυγράµµιση και
έβγαζε χειρότερα αποτελέσµατα. Γιάυτό τον λόγο κρατήσαµε µόνο την αναστροφή η οποία
µας έβγαλε τα καλύτερα αποτελέσµατα στην 5η εποχή όπως ϕαίνεται στο Σχήµα 8.2.

Σχήµα 8.2: Καµπύλες ορθότητας εκπαίδευσης και αξιολόγησης προβλήµατος παλινδρόµησης
µε εφαρµογή επαύξησης δεδοµένων.

8.2 Αξιολόγηση Μοντέλων Βασικών Συναισθηµάτων

Αρχικά εκπαιδεύσαµε το µοντέλο ResNet-50 σε ολόκληρο το σύνολο δεδοµένων Affectnet
προκειµένου να λειτουργήσει ως baseline για τα µετέπειτα πειράµατα. Η εκπαίδευση έγινε
για ένα σύνολο 10 εποχών, ωστόσο τα καλύτερα αποτελέσµατα λήφθηκαν µετά το τέλος της
4ης εποχής, εποµένως κρατήσαµε τα συγκεκριµένα ϐάρη προκειµένου να αξιολογήσουµε
το νευρωνικό µας. Αναφορικά µε τις υπερπαραµέτρους, ο ϱυθµός εκµάθησης τέθηκε 10−4,
χρησιµοποιήθηκε η συνάρτηση ενεργοποίησης softmax και επιλέξαµε batch size ίσο µε 203
για το σύνολο εκπαίδευσης και 93 για το σύνολο δοκιµής. Στο Σχήµα 8.3 παρουσιάζονται οι
καµπύλες της µετρικής ορθότητας κατά την εκπαίδευση και την αξιολόγηση. Βλέπουµε ότι
πράγµατι η ορθότητα αξιολόγησης ϕτάνει σε µέγιστο στις 4 εποχές.

Στην συνέχεια δοκιµάσαµε να εκτελέσουµε επαύξηση δεδοµένων στο συγκεκριµένο µο-
ντέλο µε τις ίδιες παραµέτρους. Για τους λόγους που αναφέραµε και παραπάνω κρατήσαµε
µόνο την αναστροφή η οποία µας έβγαλε τα καλύτερα αποτελέσµατα στην 5η εποχή όπως
ϕαίνεται στο Σχήµα 8.4.
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Σχήµα 8.3: Καµπύλες ορθότητας εκπαίδευσης και αξιολόγησης προβλήµατος ταξινόµησης.

Μοντέλο Μετρική Επαύξηση δεδοµένων

Accuracy F1 score Average accuracy

ResNet-50 0.49 0.45 0.49 -
ResNet-50 0.50 0.46 0.50 ✓

Πίνακας 8.2: Αποτελέσµατα των µοντέλων ταξινόµησης των 7 ϐασικών συναισθηµάτων στο
σύνολο αξιολόγησης.

Σχήµα 8.4: Καµπύλες ορθότητας εκπαίδευσης και αξιολόγησης προβλήµατος ταξινόµησης µε
εφαρµογή επαύξησης δεδοµένων.

8.3 Αξιολόγηση Μοντέλων Συνδυασµού Βασικών Συναισθηµάτων

και Σθένους/∆ιέγερσης

Στην συνέχεια, εκτελέσαµε multitask learning όπου ανιχνεύονται παράλληλα και τα
ϐασικά συναισθήµατα και οι τιµές σθένους/διέγερσης. Παρά το γεγονός ότι η αναγνώριση
των ϐασικών συναισθηµάτων γινόταν µε ικανοποιητικό ϐαθµό, η ανίχνευση των τιµών σθένους
και διέγερσης είχε χαµηλή απόδοση. Θεωρήσαµε ότι η αιτία αυτού είναι πιθανόν οι µικρός
αριθµός εποχών (το τρέξαµε για 15 εποχές) δεδοµένου ότι πλέον χρειάζεται περισσότερη
εκπαίδευση για να εκτελεί και τις δύο εργασίες καθώς και το µέγεθος του batch size καθώς
πιθανόν ήθελε µεγαλύτερο από 203 που το είχαµε για το σύνολο εκπαίδευσης, ωστόσο και
για τα δύο είχαµε το πρόβληµα της έλλειψης υπολογιστικών πόρων (τόσο όσον αφορά την
GPU όσο και αναφορικά µε τον χώρο στην µνήµη). ∆οκιµάσαµε τιµές ϱυθµού εκµάθησης στο
διάστηµα 10−4 - 10−1 και τελικά επιλέξαµε ϱυθµό εκµάθησης 10−3 που έβγαλε τα καλύτερα
αποτελέσµατα στις 7 εποχές.
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Μοντέλο Μετρική Επαύξηση δεδοµένων

Accuracy F1 score Avg accuracy Pearson CC val. Pearson CC ar.

ResNet-50 0.49 0.45 0.49 5.78 ·10−11 5 ·10−11 -
ResNet-50 0.46 0.42 0.46 6.11 ·10−12 9.72 ·10−11 ✓

Πίνακας 8.3: Αποτελέσµατα των µοντέλων ταξινόµησης των 7 ϐασικών συναισθηµάτων και
ανίχνευσης σθένους/διέγερσης στο σύνολο αξιολόγησης.

Στην συνέχεια, δοκιµάσαµε επαύξηση δεδοµένων χρησιµοποιώντας την αναστροφή η
οποία είδαµε ότι επέφερε ϐελτίωση της απόδοσης αναφορικά µε την ανίχνευση σθένους/δι-
έγερσης αλλά χειροτέρευση της αναγνώρισης συναισθήµατος (Σχήµα 8.3).

8.4 Αξιολόγηση Μοντέλων εκ νέου Επισήµανσης µε ϐάση την

Σχετικότητα ∆ιαφορετικών Ετικετών

Αφού εκπαιδεύσαµε όλα τα παραπάνω νευρωνικά προκειµένου να έχουµε κάποιες τιµές
απλών unit tasks προς σύγκριση, στην συνέχεια ασχοληθήκαµε µε την µεθοδολογία που
προτείναµε σε αυτή την εργασία. Πειραµατιστήκαµε µε τιµές από λ = 0 (κρατώντας δηλαδή
µόνο τις νέες ετικέτες) έως λ = 0.7. ∆οκιµάσαµε επίσης τις µεθόδους data cleaning και εκ
νέου relabelling προκειµένου να δούµε κατά πόσο συνεισφέρουν στην αύξηση των µετρικών.

Αρχικά δοκιµάσαµε την δηµιουργία clusters απευθείας πάνω στο σύνολο εκπαίδευσης.
Οι οµάδες που δηµιουργήθηκαν έχουν ως εξής :

Σχήµα 8.5: Τα clusters που έχουν δηµιουργηθεί.

Στα πειράµατα που τρέξαµε δοκιµάσαµε τις τιµές λ που αναφέρθηκαν παραπάνω και
τιµές ϱυθµού εκµάθησης 10−3 και 10−4 και ϐρήκαµε ότι σε όλα τα µοντέλα, η τιµή 10−4

έδωσε τα καλύτερα αποτελέσµατα. Το µοντέλο που έδωσε τα ϐέλτιστα αποτελέσµατα είναι
αυτό για λ = 0.7 µε ϱυθµό εκµάθησης 10−4, batch size 91 για το σύνολο εκπαίδευσης
και 93 για το σύνολο δοκιµής και συνάρτηση ενεργοποίησης την softmax. Τα καλύτερα
αποτελέσµατα τα έδωσε στην 5η εποχή όπως ϕαίνεται και στο παρακάτω σχήµα. Οι τιµές
που λάβαµε για τα υπόλοιπα λ συνοψίζονται στον Πίνακα στο τέλος της ενότητας.

΄Επειρα εφαρµόσαµε την µέθοδο της εκκαθάρισης λάθος επισηµασµένων εικόνων προ-
κειµένου να έχει σωστές ετικέτες το σύνολο εκπαίδευσης και άρα να έχουµε καλύτερα α-
ποτελέσµατα. Στην παρούσα ϕάση δοκιµάσαµε και σαν συνάρτηση απωλειών την Kull-
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Σχήµα 8.6: Καµπύλες ορθότητας εκπαίδευσης και αξιολόγησης προβλήµατος ταξινόµησης µε
λ = 0.7.

back–Leibler divergence η οποία ωστόσο µας έδωσε χειρότερα αποτελέσµατα από την Cate-
gorical crossentropy εποµένως κρατήσαµε την δεύτερη. Τα ϐέλτιστα αποτελέσµατα µας τα
έδωσε το λ = 0.9 στις 3 εποχές όπως ϐλέπουµε και στο Σχήµα 8.7.

Σχήµα 8.7: Καµπύλες ορθότητας εκπαίδευσης και αξιολόγησης προβλήµατος ταξινόµησης µε
λ = 0.9 έπειτα από εκκαθάριση δεδοµένων.

Τέλος, υπολογίσαµε εκ νέου τα clusters µετά την εκκαθάριση δεδοµένων µιας και οι
ετικέτες που έχουν µείνει είναι πιο ακριβείς (Σχήµα ;;).

Σε αυτή την περίπτωση, δοκιµάσαµε µόνο τις τιµές λ=0.9, λ = 0.7, λ = 0.5 εφόσον αυτές
είχαν ϐέλτιστη απόδοση στα προηγούµενα στάδια. Τα καλύτερα αποτελέσµατα τα πήραµε
για λ = 0.7 και συγκεκριµένα στην 4η εποχή. Η καµπύλη ορθότητας εκπαίδευσης και

Σχήµα 8.8: Τα νέα clusters που έχουν δηµιουργηθεί σε σύγκριση µε τα αρχικά. Παρατηρούµε
ότι µετά την εκκαθάριση τα νέα clusters έχουν µετατοπιστεί.
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Μοντέλο Μετρική Data Cleaning Εκ νέου Data Cleaning

Accuracy F1 score Average accuracy

ResNet-50,λ=0.9 0.48 0.45 0.48 - -
ResNet-50,λ=0.7 0.49 0.45 0.49 - -
ResNet-50,λ=0.5 0.47 0.43 0.46 - -
ResNet-50,λ=0.3 0.48 0.45 0.48 - -
ResNet-50,λ=0 0.44 0.40 0.44 - -

ResNet-50,λ=0.9 0.54 0.52 0.54 ✓ -
ResNet-50,λ=0.7 0.52 0.50 0.52 ✓ -
ResNet-50,λ=0.5 0.51 0.49 0.51 ✓ -
ResNet-50,λ=0.3 0.50 0.47 0.50 ✓ -
ResNet-50,λ=0 0.50 0.47 0.50 ✓ -

ResNet-50,λ=0.9 0.52 0.49 0.52 ✓ ✓

ResNet-50,λ=0.7 0.52 0.50 0.52 ✓ ✓

ResNet-50,λ=0.5 0.51 0.49 0.51 ✓ ✓

Πίνακας 8.4: Αποτελέσµατα των µοντέλων ταξινόµησης των 7 ϐασικών συναισθηµάτων στο
σύνολο αξιολόγησης.

αξιολόγησης ϕαίνεται στο Σχήµα 8.9.

Σχήµα 8.9: Καµπύλες ορθότητας εκπαίδευσης και αξιολόγησης προβλήµατος ταξινόµησης µε
λ = 0.7 έπειτα από εκκαθάριση δεδοµένων και εκ νέου υπολογισµό των clusters.

8.5 Στατιστικά που αφορούν την εκκαθάριση δεδοµένων

΄Οπως έχουµε αναφέρει στο Κεφάλαιο 6, εκτελέσαµε εκκαθάριση δεδοµένων στο σύνολο
εκπαίδευσης µετά το relabelling προκειµένου να αποµακρύνουµε ετικέτες που είχαν λάθη.
Με τον τρόπο αυτό, σε µερικές περιπτώσεις άλλαξαν οι ακραίες τιµές (outliers) για κάθε
συναίσθηµα, µε τρόπο που συνοψίζεται στους παρακάτω πίνακες. Οι πίνακες αυτοί αφορούν
κάθε εικόνα που έχει ως ετικέτα το συναίσθηµα που αναγράφεται ως τίτλος, και αναφέρουν
την µέγιστη, ελάχιστη, µέση τιµή κάθε συναισθήµατος µετά το relabelling πριν και µετά
την εκκαθάριση δεδοµένων. ΄Οπως ϑα παρατηρήσει κανείς, δεν αναφέρουµε τον πίνακα
που αφορά το συναίσθηµα surprise µιας και όπως έχουµε προαναφέρει δεν κάναµε κάποια
εκκαθάριση σε δεδοµένα µε αυτή την έκφραση εφόσον δεν µπορούσαµε να ϑέσουµε κάποιους
σαφείς περιορισµούς.

Με ϐάση τα παρακάτω αποτελέσµατα, παρατηρούµε ότι στις περισσότερες περιπτώσεις
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Neutral Συναίσθηµα

Neutral Happy Sad Surprise Fear Disgust Anger Contempt

max πριν 1 0.3 0.28 0.20 0.29 0.1 0.14 0.07
max µετά 1 0.002 0.003 0.003 0.003 0.003 0.004 0.003
min πριν 0.7 6.13·10−117 7.37·10−117 5.96·10−117 5.65·10−117 5.61·10−117 6.35·10−117 5.91·10−117

min µετά 0.97 0 0 0 0 0 0 0
mean πριν 0.92 0.01 0.01 0.006 0.006 0.01 0.01 0.01
mean µετά 0.99 3.41·10−5 4.07·10−5 3.69·10−5 3.43·10−5 3.26·10−5 3.83·10−5 3.43·10−5

Πίνακας 8.5: Αποτελέσµατα των µοντέλων ταξινόµησης των 7 ϐασικών συναισθηµάτων στο
σύνολο αξιολόγησης για το συναίσθηµα Neutral.

Happy Συναίσθηµα

Neutral Happy Sad Surprise Fear Disgust Anger Contempt

max πριν 0.29 1 0.29 0.3 0.29 0.02 0.18 0.09
max µετά 0.23 1 0.01 0.3 0.04 0.01 0.02 0.02
min πριν 0 0.7 0 0 0 0 0 0
min µετά 1.57·10−276 0.7 6.10·10−277 1.64·10−276 9.24·10−277 6.08·10−277 7.23·10−277 6.69·10−277

mean πριν 0.007 0.97 0.002 0.005 0.003 0.002 0.002 0.002
mean µετά 0.004 0.98 0.001 0.004 0.001 0.001 0.001 0.001

Πίνακας 8.6: Αποτελέσµατα των µοντέλων ταξινόµησης των 7 ϐασικών συναισθηµάτων στο
σύνολο αξιολόγησης για το συναίσθηµα Happy.

Sad Συναίσθηµα

Neutral Happy Sad Surprise Fear Disgust Anger Contempt

max πριν 0.29 0.26 1 0.06 0.3 0.3 0.3 0.3
max µετά 0.29 0.03 1 0.04 0.3 0.3 0.3 0.3
min πριν 4.62·10−314 1.45·10−314 0.7 1.56·10−314 1.73·10−314 3.49·10−314 2.62·10−314 2.6·10−314

min µετά 0 0 0.7 0 0 0 0 0
mean πριν 0.02 0.003 0.94 0.003 0.003 0.008 0.004 0.006
mean µετά 0.01 0.003 0.95 0.003 0.003 0.008 0.005 0.006

Πίνακας 8.7: Αποτελέσµατα των µοντέλων ταξινόµησης των 7 ϐασικών συναισθηµάτων στο
σύνολο αξιολόγησης για το συναίσθηµα Sad.

Fear Συναίσθηµα

Neutral Happy Sad Surprise Fear Disgust Anger Contempt

max πριν 0.18 0.03 0.29 0.29 1 0.3 0.29 0.3
max µετά 0.16 0.02 0.29 0.13 1 0.3 0.29 0.29
min πριν 0 0 0 0 0.7 0 0 0
min µετά 0 0 0 0 0.7 0 0 0

mean πριν 0.002 0.0008 0.001 0.006 0.97 0.002 0.004 0.003
mean µετά 0.002 0.0009 0.001 0.005 0.97 0.002 0.004 0.003

Πίνακας 8.8: Αποτελέσµατα των µοντέλων ταξινόµησης των 7 ϐασικών συναισθηµάτων στο
σύνολο αξιολόγησης για το συναίσθηµα Fear.
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Disgust Συναίσθηµα

Neutral Happy Sad Surprise Fear Disgust Anger Contempt

max πριν 0.29 0.01 0.29 0.29 0.29 1 0.29 0.3
max µετά 0.26 0.01 0.29 0.05 0.29 1 0.29 0.3
min πριν 1.1·10−303 5·10−304 1.32·10−303 8.77·10−304 1.63·10−303 0.7 3.8·10−302 1.15·10−301

min µετά 1.61·10−204 8.05·10−205 2.12·10−204 1.4·10−204 2.62·10−204 0.7 6.09·10−203 2.87·10−202

mean πριν 0.002 0.0006 0.002 0.001 0.003 0.94 0.015 0.02
mean µετά 0.002 0.0006 0.002 0.001 0.003 0.94 0.015 0.02

Πίνακας 8.9: Αποτελέσµατα των µοντέλων ταξινόµησης των 7 ϐασικών συναισθηµάτων στο
σύνολο αξιολόγησης για το συναίσθηµα Disgust.

Anger Συναίσθηµα

Neutral Happy Sad Surprise Fear Disgust Anger Contempt

max πριν 0.29 0.02 0.29 0.29 0.3 0.3 1 0.3
max µετά 0.29 0.02 0.29 0.13 0.3 0.3 1 0.3
min πριν 0 0 0 0 0 0 0.7 0
min µετά 0 0 0 0 0 0 0.7 0

mean πριν 0.008 0.002 0.005 0.006 0.02 0.07 0.8 0.07
mean µετά 0.008 0.002 0.005 0.006 0.02 0.07 0.8 0.06

Πίνακας 8.10: Αποτελέσµατα των µοντέλων ταξινόµησης των 7 ϐασικών συναισθηµάτων στο
σύνολο αξιολόγησης για το συναίσθηµα Anger.

Contempt Συναίσθηµα

Neutral Happy Sad Surprise Fear Disgust Anger Contempt

max πριν 0.29 0.18 0.08 0.3 0.3 0.29 0.3 1
max µετά 0.26 0.02 0.28 0.06 0.3 0.29 0.3 1
min πριν 4.87·10−133 2.41·10−133 4.04·10−133 5.51·10−133 1.76·10−132 3.31·10−131 1.64·10−125 0.7
min µετά 8.57·10−115 4.66·10−115 7.72·10−115 1.02·10−114 3.14·10−114 7.6·10−113 9.37·10−109 0.7

mean πριν 0.005 0.001 0.001 0.007 0.01 0.02 0.07 0.87
mean µετά 0.003 0.0009 0.001 0.002 0.01 0.01 0.07 0.89

Πίνακας 8.11: Αποτελέσµατα των µοντέλων ταξινόµησης των 7 ϐασικών συναισθηµάτων στο
σύνολο αξιολόγησης για το συναίσθηµα Contempt.
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άλλαξαν οι τιµές max, min, mean άλλοτε κατά πολύ άλλοτε λίγο. ΄Οσον αφορά το ουδέτερο
συναίσθηµα, ϐλέπουµε ότι µετά την εκκαθάριση µίκρυναν αρκετά οι τιµές των υπόλοιπων
συναισθηµάτων σε σύγκριση µε πριν, το οποίο δείχνει ότι η µέθοδος αυτή ήταν επιτυχηµένη
αφού πλέον αναδεικνύεται η ουδετερότητα του συγκεκριµένου συναισθήµατος και η µη
συσχέτιση του µε τα υπόλοιπα. Σχετικά µε το χαρούµενο συναίσθηµα, η δεύτερη µεγαλύτερη
τιµή είναι του ουδέτερου συναισθήµατος κάτι το οποίο είναι λογικό µιας και όπως είδαµε στο
Κεφάλαιο 6 στις οριακές τιµές µπορεί µία ουδέτερη έκφραση να χαρακτηριστεί ως χαρά και
το αντίστροφο. Για τα αρνητικά συναισθήµατα sad, fear, disgust, anger, contempt ϐλέπουµε
ότι έχουν κοντινές τιµές µεταξύ τους και απόκλιση από τα happy, surprise.
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Κεφάλαιο 9

Επίλογος και Μελλοντικές Επεκτάσεις

Στο Κεφάλαιο αυτό συνοψίζουµε το περιεχόµενο της παρούσας διπλωµατικής εργασίας
και αναφέρουµε τα γενικά συµπεράσµατα που προέκυψαν από την πειραµατική µελέτη του
ϑέµατος που επιλέξαµε. Στην συνέχεια, προτείνουµε µελλοντικές επεκτάσεις των εργασι-
ών που έχουµε ήδη επιτελέσει οι οποίες ϑα έχουν ως στόχο την ενδεχόµενη ϐελτίωση των
αποτελεσµάτων.

9.1 Συµπεράσµατα ∆ιπλωµατικής Εργασίας

΄Οπως έχουµε προαναφέρει, στόχος της παρούσας διπλωµατικής ήταν η προσέγγιση του
προβλήµατος της αναγνώρισης ανθρωπίνων συναισθηµάτων και της ανίχνευσης των τιµών
σθένους και διέγερσης µε µεθόδους µηχανικής µάθησης χρησιµοποιώντας εικόνες προ-
σώπων. Προκειµένου να διευκολυνθεί η διαδικασία κατανόησης του προβλήµατος και υ-
λοποίησης µοντέλων για την επίλυση του, εκτελέσαµε µία εκτενή µελέτη του πεδίου της
ανάλυσης συναισθηµάτων και των ϑεωριών γύρω από αυτήν καθώς και του πεδίου της µηχα-
νικής µάθησης δίνοντας την αρµόζουσα προσοχή στο ϑεωρητικό υπόβαθρο. Στο πλαίσιο της
απόκτησης γνώσεων σχετικών µε τους τοµείς αυτούς, έπαιξε σηµαντικό ϱόλο και η µελέτη
σχετικών ερευνητικών δηµοσιεύσεων οι οποίες µας παρείχαν ιδέες που οδήγησαν στην τελική
υλοποίηση της µεθόδου µας.

Ο συνδυασµός γνώσεων και για τα δύο πεδία αποτέλεσε την ϐάση για την εφαρµογή
των δικών µας µεθόδων. Πιο συγκεκριµένα, καταφέραµε να αποφασίσουµε ποιο σύνολο
δεδοµένων ϑα ήταν το ιδανικό για την δική µας περίπτωση, να σχεδιάσουµε την µέθοδο της
εκ νέου επισήµανσης εικόνων µε ϐάση την σχετικότητα των ετικετών σθένους/διέγερσης και
ϐασικών συναισθηµάτων καθώς και να αποφασίσουµε ποιές παράµετροι (π.χ. τρόπος υπο-
λογισµού αποστάσεων από κάθε cluster συναισθήµατος) ήταν οι καλύτεροι, να επιλέξουµε
τα κατάλληλα µοντέλα και τις κατάλληλες υπερπαραµέτρους και τελικά να αποφασίσουµε
τις µετρικές αξιολόγησης που ϑα χρησιµοποιήσουµε, όλα αυτά αξιοποιώντας τις δυνατότητες
που µας προσφέρει η γλώσσα προγραµµατισµού Python.

Σαν τελικό συµπέρασµα της παρούσας διπλωµατικής εργασίας, λαµβάνουµε το γεγονός
ότι η αναγνώριση των ανθρωπίνων συναισθηµάτων και των τιµών σθένους/διέγερσης είναι µία
αρκετά πολύπλοκη διαδικασία που απαιτεί εκτεταµένη µελέτη και πειραµατισµούς. Επίσης
είδαµε ότι η σύζευξη των δύο αυτών εργασιών -οι οποίες ύπο άλλες συνθήκες ϕαίνονται
ασυσχέτιστες- µέσω της εκµετάλλευσης των ετικετών της µίας εργασίας για τον υπολογισµό
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της άλλης εργασίας, εγγυάται καλύτερα αποτελέσµατα από ότι η εκτέλεση της κάθε εργασίας
ανεξάρτητα από την άλλη. Ωστόσο αυτό που δεν ϑα έπρεπε να ξεχνάµε είναι ότι η διάκριση
των ανθρωπίνων συναισθηµάτων καθώς και η αναγνώριση του πόσο ενεργητικό/παθητικό
και ϑετικό/αρνητικό είναι ένα συναίσθηµα, αποτελεί µερικές ϕορές µία δύσκολη διαδικασία
ακόµα και για τον ίδιο τον άνθρωπο, πόσω µάλλον για τα νευρωνικά δίκτυα.

9.2 Μελλοντικές Επεκτάσεις

Παρά το γεγονός ότι προσπαθήσαµε η παρούσα διπλωµατική να είναι όσο το δυνατόν πιο
πλήρης, υπάρχει ένας µεγάλος αριθµός επεκτάσεων της προς διαφορετικές κατευθύνσεις.

Αρχικά, το σύνολο δεδοµένων παίζει ϐασικό ϱόλο στην επιτυχή εκπαίδευση και την α-
πόδοση των µοντέλων µηχανικής µάθησης. Η επιλογή του συνόλου δεδοµένων Affectnet
ήταν µία αρκετά καλή επιλογή, ωστόσο περιείχε µερικά λάθη στις ετικέτες όπως έχουµε α-
ναφέρει στο Κεφάλαιο 6 και επίσης ϑα µπορούσε να έχει περισσότερες εικόνες ειδικά όσον
αφορά το σύνολο δοκιµής που περιείχε µόνο 500 ανά συναίσθηµα. Μία ίσως ακόµα κα-
λύτερη επιλογή ϑα ήταν αυτή της Aff-Wild2 [91] η οποία έχει πολύ µεγαλύτερο µέγεθος,
εποµένως το νευρωνικό ϑα εκπαιδευόταν και ϑα δοκιµαζόταν σε µεγαλύτερο αριθµό εικόνων
δίνοντας έτσι ακριβέστερα αποτελέσµατα.

Εξίσου σηµαντικό ϱόλο παίζει και η επιλογή του νευρωνικού δικτύου, στην περίπτωση
µας του Resnet-50. ∆εδοµένου ότι η µεθοδολογία µας δουλεύει ανεξάρτητα από την επιλογή
του συνελικτικού νευρωνικού δικτύου, ο πειραµατισµός µε άλλα µοντέλα και η ϐελτιστο-
ποίηση των υπερπαραµέτρων τους ίσως οδηγούσε σε καλύτερα αποτελέσµατα από τα δικά
µας.

Επιπρόσθετα, δεδοµένου ότι το multitask learning που δοκιµάσαµε είχε χαµηλή απόδο-
ση όσον αφορά την ανίχνευση σθένους και διέγερσης, ϑα µπορούσαν να γίνουν περισσότεροι
πειραµατισµοί σε αυτό το κοµµάτι προκειµένου να επιτευχθούν καλύτερα αποτελέσµατα,
κάτι το οποίο δεν υλοποιήσαµε εφόσον δεν ήταν στα πλαίσια της παρούσας διπλωµατικής
εργασίας. Επιπλέον, ϑα ήταν ενδιαφέρον να χρησιµοποιηθεί η µεθοδολογία µας κατά την
εκπαίδευση ενός νευρωνικού µε multitask learning µιας και πιθανότατα ϑα ϐελτίωνε την
απόδοση.

Μία άλλη επέκταση της µεθοδολογίας µας ϑα ήταν αντί να αποτελεί ουσιαστικά προε-
πεξεργασία δεδοµένων πριν την εκπαίδευση του νευρωνικού, να ενσωµατωθεί το relabelling
ως µέρος της εκπαίδευσης του νευρωνικού. Αυτό ϑα µπορούσε να το πετύχει κανείς συν-
δυάζοντας την ανίχνευση σθένους/διέγερσης µε την αναγνώριση συναισθηµάτων µέσω της
δηµιουργίας µίας εξειδικευµένης συνάρτησης απωλειών. Τέλος, ϑα µπορούσε κάποιος να
εκµεταλλευτεί τις ετικέτες συναισθήµατος προκειµένου να ϐγάλει συµπεράσµατα για τις ετι-
κέτες σθένους και διέγερσης, το αντίθετο δηλαδή από αυτό που υλοποιήσαµε εµείς.
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