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Περίληψη

Οι καθυστερήσεις πτήσεων είναι ένα πολύ σηµαντικό ϑέµα για τις αεροπορικές µεταφορές
σε όλο τον κόσµο λόγω των συσχετιζόµενων οικονοµικών Ϲηµιών που υφίσταται συνεχώς η
αεροπορική ϐιοµηχανία.

Αυτές οι καθυστερήσεις δεν προκαλούν µόνο ταλαιπωρία στις αεροπορικές εταιρείες, αλ-
λά και στους επιβάτες. Με τον αυξηµένο χρόνο ταξιδιού έρχεται και η αύξηση των εξόδων
που σχετίζονται µε το ϕαγητό και τη διαµονή και αυτό οδηγεί σε πρόσθετο άγχος µεταξύ των
επιβατών. Οι αεροπορικές εταιρείες επίσης υποφέρουν από πρόσθετα κόστη όπως αυτά που
σχετίζονται το πλήρωµα των αεροσκαφών, την αλλαγή αεροσκαφών και την αυξηµένη κα-
τανάλωση καυσίµου προσπαθώντας να µειωσουν τον συνολικό χρόνο πτήσης. Τα αµφότερα
αµαυρώνουν τη ϕήµη των αεροπορικών εταιρειών και συχνά οδηγούν σε απώλεια Ϲήτησης
από τους επιβάτες.

Στόχος της παρούσας διπλωµατικής εργασίας είναι αρχικά η διερευνητική ανάλυση δε-
δοµένων πτήσεων για την εξόρυξη χρήσιµων πληροφοριών που σχετιζονται µε τις καθυστε-
ϱήσεις πτήσεων και στη συνέχεια η ανάπτυξη µοντέλων µηχανικής και ϐαθιάς µάθησης για
την πρόβλεψη των καθυστερήσεων.

Πιο συγκεκριµένα, η διερευνητική ανάλυση δεδοµένων πτήσεων χωρίζεται σε τέσσερις
ϕάσεις. Αρχικά εύρεση πηγής δεδοµένων. ΄Επειτα ο καθαρισµός τους και στη συνέχεια η
δηµιουργία χαρακτηριστικών που ϑα ϐοηθήσουν στην διαδικασία της πρόβλεψης των καθη-
στερήσεων. Τέλος για την πρόβλεψη των καθυστερήσεων το οποίο ϑα αντιµετωπιστεί ως ένα
πρόβληµα κατηγοριοποίησης ϑα εφαρµοστούν πρώτον τεχνικές επιβλεπόµενης µάθησης µε
αλγορίθµους όπως εκµάθηση συνόλου, συσκευασίας και δεύτερον ϐαθιά µάθηση µε χρήση
πολυεπιπεδού νευρωνικού δικτύου.

Λέξεις Κλειδιά

Κατηγοριοποίηση ή Ταξινόµηση, Μηχανική Μάθηση, Βαθιά Μάθηση, Νευρωνικά ∆ίκτυα,
∆ιερευνητική Ανάλυση ∆εδοµένων, Αλγόριθµος Εκµάθησης Συνόλου, Αλγόριθµος Συσκευα-
σίας, Επιβλεπόµενη Μάθηση
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Abstract

Flight delays are a very important issue for air transportation around the world be-
cause of the associated financial losses that the aviation industry constantly suffers.

These delays not only cause inconvenience to airlines, but also to passengers. With
increased travel time comes increased costs associated with food and accommodation
and this leads to additional stress among passengers. Airlines also suffer from additional
costs such as those related to crews, changing aircraft, increased fuel consumption trying
to reduce the total flight time and many others that tarnish the reputation of the airlines
and often lead to a loss of demand from passengers.

The objective of this thesis is firstly the exploratory data analysis (EDA) of flights to
extract useful information related to flight delays and then the development of machine
learning and deep learning models to predict delays.

More specifically, the exploratory analysis of flight data is divided into four phases.
First find a data source. Then cleaning them up and then creating features that will help
in the delay prediction process. Finally, for delay prediction which will be treated as a
classification problem, supervised learning techniques with algorithms such as ensemble
and bagging learning and secondly deep learning using multi-layer neural network (MLP)
will be applied.

Keywords

Classification, Machine Learning, Deep Learning, Neural Networks, Exploratory Data
Analysis, Ensemble Learning Algorithm, Bagging Algorithm, Supervised Learning
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Πρόλογος

Η συγκεκριµένη διπλωµατική εργασία αναπτύχθηκε σε ερευνητικό πλαίσιο για να µε-
λετήσουµε ποια είναι τα χαρακτηριστικά εκείνα και σε ποιον ϐαθµο επηρεάζουν την καθυ-
στέρηση µιας πτήσης. Η ερευνα εκτέλέστηκε σε συνεργασία µε διπλωµατικούς ερευνητές και
καθοδηγητές του ΕΜΠ του τµήµατος της κας Βαρβαρίγου. Το εργαστήριο ϐρίσκεται στον
τοµέα Επικοινωνιών, Ηλεκτρονικής και Συστηµάτων Πληροφορικής της Σχολής ΕΜΠ.

∆ιπλωµατική Εργασία 15





Κεφάλαιο 1

Εισαγωγή

Η αεροπορική ϐιοµηχανία είναι σηµαντικός τοµέας της υποδοµής της κάθε χώρας που
προσφέρει ευκολία στην εγχώρια και διεθνή µεταφορά των ανθρώπων και σηµαντικά

οικονοµικά οφέλη για την κοινωνία. Η ϐιωσιµότητα του συστήµατος µεταφορών διαδρα-
µατίζει επίσης σηµαντικό ϱόλο στη µείωση της χρήσης ενέργειας και των εκποµπών στην
ατµόσφαιρα [16].

Με την ανάπτυξη της κοινωνίας και τις ταξιδιωτικές απαιτήσεις, περισσότεροι άνθρωποι
επιλέγουν τις πτήσεις ως τον προτιµότερο τρόπο µεταφοράς λόγω του χρόνου ταξιδιού, της
ευκολίας ή του κόστους. Συνοπτικά, η ϐελτίωση της αξιοπιστίας των υπηρεσιών πτήσεων όχι
µόνο ϑα εξοικονοµούσε χρόνο στους πελάτες και ϑα ϐελτίωνε την ικανοποίηση των πελατών,
αλλά ϑα οδηγούσε επίσης σε ϐιώσιµη ανάπτυξη και εξοικονόµηση πόρων, όπως κάυσιµα.

΄Ενα ενδιαφέρον στατιστικό στοιχείο σύµφωνα µε στοιχεία από το Γραφείο Στατιστικών
Μεταφορών των Ηνωµένων Πολιτειών είναι οτι περισσότερο από το 20% των πτήσεων στις
ΗΠΑ καθυστέρησαν το 2018. Αυτές οι καθυστερήσεις έχουν σοβαρό οικονοµικό αντίκτυπο
που ισοδυναµεί µε 40,7 δισεκατοµµύρια δολάρια ετησίως.

΄Ολα τα παραπάνω καθιστούν επιτακτική την ανάγκη για ανάλυση και ακριβή πρόβλεψη
καθυστερήσεων στην εναέρια κυκλοφορία.

1.1 Αντικείµενο της διπλωµατικής

Στην παρούσα διπλωµατική εργασία ϑα ασχοληθούµε µε ακριβώς αυτά τα δύο µέρη. Τα
δεδοµένα πτήσεων ϑα τα αντλήσουµε απο το Γραφείο Στατιστικών Μεταφορών των Ηνωµένων
Πολιτειών για το έτος 2019.

1. Το πρώτο µέρος αφορά την διερευνητική ανάλυση (EDA) του συνόλου δεδοµένων.
Σκοπός εδώ είναι να ερευνήσουµε σχέσεις µεταξύ µεταβλητών-χαρακτηριστικών του
συνόλου των δεδοµένων. Η ανάλυση είναι σηµαντικό κοµµάτι διότι οι καθυστερήσεις
στα αεροδρόµια µπορεί να προκύψουν από τις διάφορες λειτουργίες αεροπορικών εται-
ϱειών, τη συµφόρηση εναέριας κυκλοφορίας, τις καιρικές συνθήκες, τις πρωτοβουλίες
οσον αφορά τη διαχείριση εναέριας κυκλοφορίας κ.λπ. Οι περισσότεροι από τους
λόγους είναι στοχαστικά ϕαινόµενα που είναι δύσκολο να προβλεφθούν έγκαιρα και
µε ακρίβεια.

2. Το δεύτερο µέρος αφορά την πρόβλεψη των καθυστερήσεων το οποίο ϑα αντιµετωπιστεί
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ως ένα πρόβληµα κατηγοριοποίησης. Συνεπώς από την οπτική της επιβλεπόµενης
µάθησης µε τη χρήση αλγορίθµων όπως εκµάθηση συνόλου, συσκευασίας ϑα δούµε
τι τιµές ακρίβειας, precision recall , f1-score λαµβάνουµε. Στη συνέχεια ϑα δούµε αν
µπορούµε να οδηγηθούµε σε παρεµφερή αποτελέσµατα µε τη χρήση πολυεπιπεδων
νευρωνικών δικτύων και ϐαθιάς µάθησης.

Υπάρχουν πολλά παραδείγµατα λογισµικού ανοιχτού κώδικα, εν µέρει στην Python, που
διευκολύνουν τους αναλυτές να εκπαιδεύουν, να δοκιµάζουν και να επικυρώνουν µοντέλα.
Παραδείγµατος χάριν το Scikit-learn είναι µια εργαλειοθήκη της Python που µπορεί να
χρησιµοποιηθεί για να συγκρίνει την εγκυρότητα και την αξιοπιστία των µοντέλων πρόβλεψης
και να επιλέξει τα µε την καλύτερη απόδοση[17].

1.2 Οργάνωση του τόµου

Η εργασία αυτή είναι οργανωµένη σε έξι κεφάλαια : Στο Κεφάλαιο 2 δίνεται το ϑεωρητικό
υπόβαθρο των ϐασικών τεχνολογιών που σχετίζονται µε τη διπλωµατική αυτή, όσον αφορά
το κοµµάτι της της Μηχανικής Μάθησης. Αρχικά περιγράφονται η έννοια της Μηχανικής
Μάθησης και διάφορες µέθοδοι της. Στη συνέχεια ασχολούµαστε συγκεκριµένα µε την Επι-
ϐλεπόµενη Μάθηση και τα Βαθιά Νευρωνικά ∆ίκτυα που αποτελούν ϑεµέλια της εργασίας
όπου γίνεται εις ϐάθος εισαγωγή στα συγκεκριµένα ϑεωρητικά και πρακτικά εργαλεία µε
τα οποία ϑα προσεγγίσουµε το ϑέµα. Στο κεφάλαιο 3 γίνεται σύντοµη εισαγωγή στο ϱόλο
της ∆ιερευνητικής Ανάλυσης δεδοµένων και τη σηµασία της. Στο Κεφάλαιο 4 παρουσιάζε-
ται το σύνολο των δεδοµένων που ϑα χρησιµοποιήσουµε για την εκπαίδευση , καθώς και
η ανάλυση των χαρακτηριστικών-µεταβλητών µε την διευρενητική ανάλυση δεδοµένων. Στο
κεφάλαιο 5, γίνεται αναλυτική περιγραφή της πειραµατικής διαδικασίας καθώς και σχολια-
σµός των αποφάσεων που πήραµε για τις παραµέτρου του συστήµατος. ΄Υστερα έχουµε την
ανάλυση των αποτελεσµάτων που προέκυψαν. Τέλος στο Κεφάλαιο 6 παραθέτονται τα τελικά
συµπεράσµατα καθώς και µελλοντικές επεκτάσεις.
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Κεφάλαιο 2

Θεωρητικό υπόβαθρο Μηχανικής Μάθησης

2.1 Μηχανική Μάθηση

2.1.1 Ορισµός και µέθοδοι Μηχανικής Μάθησης

Η Μηχανική Μάθηση (Machine Learning - ML) είναι ένα πεδίο της Τεχνητής Νοηµο-
σύνης (Artificial Intelligence - AI) που ασχολείται µε το σχεδιασµό προγραµµάτων τα

οποία µπορούν να µαθαίνουν κανόνες από δεδοµένα και µπορούν να προσαρµόζονται στις
αλλαγές και να ϐελτιώνουν την απόδοση τους µε την εµπειρία χωρίς ανθρώπινη παρέµβαση
[18]. Ο Tom M. Mitchell πρότεινε έναν πιο επίσηµο ορισµό που χρησιµοποιείται ευρέως : ΅Ε-
να πρόγραµµα υπολογιστή λέγεται ότι µαθαίνει απο εµπειρία Ε ως προς µια κλάση εργασιών
Τ και ένα µέτρο επίδοσης Π, αν η επίδοση του σε εργασίες της κλάσης Τ, όπως αποτιµάται
απο το µέτρο Π, ϐελτιώνεται µε την εµπειρία Ε¨ [19].

Εκτός από το ότι είναι ένα από τα αρχικά όνειρα της Επιστήµης Υπολογιστών, η Μηχανική
Μάθηση έχει καθοριστική σηµασία, σήµερα, καθώς οι υπολογιστές προβλέπεται να επιλύουν
όλο και πιο περίπλοκα προβλήµατα και να ενοποιούνται περισσότερο στην καθηµερινότη-
τά µας. Η σηµασία της Μηχανικής Μάθησης έγκειται στο ότι πολλά από τα προβλήµατα
που ϑέλουµε να λύσουµε δεν είναι εργασίες που γνωρίζουµε ϱητά πως να πούµε σε έναν
υπολογιστή να τις λύσει.

Οι αλγόριθµοι µηχανικής µάθησης µπορούν να ταξινοµηθούν σε τρεις µεγάλες κατηγο-
ϱίες, ανάλογα µε τη ϕύση του εκπαιδευτικού «σήµατος» ή την «ανατροφοδότηση» που είναι
διαθέσιµα σε ένα σύστηµα εκµάθησης. [20]. Αυτές είναι :

• Επιβλεπόµενη µάθηση (Supervised Learning): Ονοµάζεται επίσης κατηγοριοπο-
ίηση ή επαγωγική µάθηση. ΄Ενας αλγόριθµος επιβλεπόµενης µάθησης αναλύει τα
δεδοµένα εκπαίδευσης και παράγει µια συνάρτηση που αντιστοιχεί ένα σύνολο µετα-
ϐλητών εισόδου Χ σε µε µια επιθυµητή µεταβλητή εξόδου Ψ. Σκοπός είναι η πρόβλεψη
των εξόδων για δεδοµένα που δεν έχουµε δει ακόµα [21]. Οι αλγόριθµοι της Επιβλε-
πόµενης Μάθησης µπορούν να χωριστούν σε δύο κατηγορίες µε ϐάση την επιθυµητή
έξοδο.

– Κατηγοριοποίηση (Classification), που χρησιµοποιείται όταν οι έξοδοι ανήκουν
σε ένα διακριτό σύνολο τιµών οι οποίες ϑα λέγονται κλάσεις. Στην πιο απλή πε-
ϱίπτωση όπου έχουµε δύο πιθανές κλάσεις το πρόβληµα ϑα ονοµάζεται δυαδική
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κατηγοριοποίηση (binary classification)

– Παλινδρόµηση (Regression), που χρησιµοποιείται για την πρόβλεψη εξόδων
που ανήκουν σε ένα σύνολο πραγµατικών αριθµών.

Περισσότερες πληροφορίες για την επιβλεπόµενη µάθηση αναφέρονται στο επόµενο
υποκεφάλαιο µιας και είναι το αντικείµενο που ταιριάζει στο ϑέµα της παρούσας δι-
πλωµατικής όπου οι πτήσεις ϑα κατηγοριοποιούνται σε καθυστερηµένες και µη.

• Μη Επιβλεπόµενη µάθηση (Unsupervised Learning): ΄Ενας αλγόριθµος µη επιβλε-
πόµενης µάθησης λαµβάνει ένα σύνολο δεδοµένων το οποίο περιέχει µόνο εισόδους και
στοχεύει να ϐρει µία οµαδοποίηση ή συσταδοποίηση τους εντοπίζοντας κοινά σηµεία.
Κατά µία έννοια, η µη επιβλεπόµενη µάθηση µπορεί να ϑεωρηθεί ως εύρεση προτύπων
στα δεδοµένα πέρα από αυτό που ϑεωρείται καθαρός µη δοµηµένος ϑόρυβος [22]. ∆ύο
κλασικά παραδείγµατα µη επιβλεπόµενηω µάθησηω είναι η οµαδοποίηση (clustering)
και η µείωση διαστάσεων (dimensionality reduction).

• Ενισχυτική Μάθηση (Reinforcement Learning- RL): ΄Ενα µοντέλο RL αποτελείται
από πέντε δοµικά στοιχεία και πιο συγκεκριµένα τους πράκτορες (agents), το περιβάλ-

λον (environment), τις καταστάσεις (states), τις δράσεις (actions) και τις ανταµοιβές

(rewards). Ο τρόπος µε τον οποίο αλληλεπιδρούν αυτά τα δοµικά στοιχεία ϕαίνεται
στο Σχήµα 2.1 Είναι το πρόβληµα που αντιµετωπίζει ένας πράκτορας λογισµικού που
πρέπει να µάθει να προσαρµόζει τη συµπεριφορά του µέσω αλληλεπιδράσεων δοκι-
µής και λάθους µε ένα δυναµικό περιβάλλον µεγιστοποιώντας ένα αριθµητικό σήµα
ανταµοιβής[23]. Στις πιο ενδιαφέρουσες και προκλητικές περιπτώσεις, ο αλγόριθµος
ϑα εκτελέσει ενέργειες που µπορεί να επηρεάσουν όχι µόνο την άµεση ανταµοιβή αλλά
και την επόµενη κατάσταση και, µέσω αυτής, όλες τις επόµενες ανταµοιβές.

Σχήµα 2.1: Παράδειγµα ενός RL δικτύου (Πηγή: [1])

2.2 Επιβλεπόµενη Μάθηση

Η παρούσα διπλωµατική εργασία ασχολείται µε το ϑέµα της πρόβλεψης καθυστερήσεων
σε πτήσεις το οποιο ανήκει στην κατηγορία κλασικής επιβλεπόµενης µάθησης. Κρίνεται απα-
ϱαίτητο λοιπόν να παρουσιάσουµε και να εξηγήσουµε σε ϐάθος τις τεχνικές επιβλεπόµενης
µάθησης που ϑα χρησιµοποιηθούν για το σκοπό της εργασίας.
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2.2.1 ∆έντρα Απόφασης (Decision Trees)

Τα δέντρα απόφασης είναι µηχανισµοί πρόβλεψης γενικού σκοπού που εφαρµόζονται ευ-
ϱέως ως ταξινοµητές σε προβλήµατα κατηγοριοποίησης. Ο "De Ville Barry" [24] αναφέρει ότι
είναι ένα υψηλά διεπιστηµονικό εργαλείο, µε πεδία εφαρµογής όπως : τεχνητή νοηµοσύνη,
µηχανική µάθηση, ανακάλυψη γνώσης και εξόρυξη δεδοµένων .

΄Ενα δέντρο απόφασης χρησιµοποιείται για τη δηµιουργία µοντέλων που µιµούνται την
δοµή ενός δέντρου. Ταξινοµεί τα δεδοµένα αναδροµικά σε υποσύνολα : από τον ¨κορµό
δέντρου¨ (tree trunk), σε ¨κλαδιά¨ (branches) έως ¨φύλλα¨ (leafs). Κάθε κόµβος στο δέντρο
καθορίζει µια δοκιµή κάποιου χαρακτηριστικού του στιγµιότυπου και κάθε κλάδος που
κατέρχεται από αυτόν τον κόµβο αντιστοιχεί σε µία από τις πιθανές τιµές για αυτό το χα-
ϱακτηριστικό. ΄Ενα στιγµιότυπο ταξινοµείται ξεκινώντας από τον ϱιζικό κόµβο του δέντρου,
δοκιµάζοντας το χαρακτηριστικό που καθορίζεται από αυτόν τον κόµβο και µετά µετακι-
νώντας προς τα κάτω τον κλάδο δέντρου που αντιστοιχεί στην τιµή του χαρακτηριστικού
στο συγκεκριµένο παράδειγµα. Αυτή η διαδικασία στη συνέχεια επαναλαµβάνεται για το
υποδέντρο που έχει ϱίζες στον νέο κόµβο. [19].

Το παρακάτω σχήµα αποτελεί ένα παράδειγµα δέντρου απόφασης το οποίο σκοπεύει
στην λήψη απόφασης Ϲωής ή ϑανάτου για κάποιον άνθρωπο που υπήρξε στον Τιτανικό,
λαµβάνοντας υπόψιν χαρακτηριστικά όπως ϕύλο,ηλικία κ.ά.

΄Ενα µεγάλο µειονέκτηµα του αλγορίθµου των δέντρων απόφασης είναι ότι οδηγεί ε-
ύκολα σε υπερπροσαρµογή (overfitting), αφού υπάρχει η πιθανότητα δηµιουργίας µεγάλου
πλήθους κλαδιών λόγω ϑορύβου ή ακραίων τιµών (ουτλιερς). Σε µια τέτοια περίπτωση πα-
ϱόλο που το µοντέλο µπορεί να έχει καλή απόδοση στα δεδοµένα εκπαίδευσης ϑα έχει κακή
απόδοση σε καινούρια δεδοµένα.

Σχήµα 2.2: Παράδειγµα ενός Decision Tree (Πηγή:[2])
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2.3 Εκµάθηση Συνόλου (Ensemble learning)

Η εκµάθηση συνόλου είναι ένας γενικός όρος (umbrella term) για µεθόδους που συν-
δυάζουν πολλαπλούς επαγωγείς (inducers) για να λάβουν µια απόφαση, συνήθως

σε εργασίες επιβλεπόµενης µηχανικής µάθησης [25]. ΄Ενας επαγωγέας, που αναφέρεται ε-
πίσης ως ϐασικός µαθητής (base learner), είναι ένας αλγόριθµος που λαµβάνει ένα σύνολο
επισηµασµένων (labeled) παραδειγµάτων ως είσοδο και παράγει ένα µοντέλο (π.χ. ταξινοµη-
τή ή παλινδροµητή) που γενικεύει αυτά τα παραδείγµατα. Χρησιµοποιώντας το παραχθέν
µοντέλο, µπορούν να γίνουν προβλέψεις για νέα παραδείγµατα µη επισηµασµένα. ΄Ενας επα-
γωγέας συνόλου µπορεί να είναι αλγόριθµος οποιουδήποτε τύπου µηχανικής µάθησης (π.χ.
δέντρα αποφάσεων, νευρωνικά δίκτυα, µοντέλα παλινδρόµησης, κ.λπ.). Η κύρια υπόθεση
της εκµάθησης συνόλου είναι ότι συνδυάζοντας πολλαπλά µοντέλα, τα σφάλµατα ενός µόνο
επαγωγέα πιθανότατα ϑα αντισταθµιστούν από άλλους επαγωγείς, και ως αποτέλεσµα, η συ-
νολική απόδοση πρόβλεψης του συνόλου ϑα είναι καλύτερη από αυτή ενός µεµονωµένου
επαγωγέα. Το παραπάνω εξηγεί ουσιαστικά τον λόγο που οι µέθοδοι εκµάθησης συνόλου
ϑεωρούνται τελευταίας τεχνολογίας (state-of-the-art) λύση για πολλές προκλήσεις της µη-
χανικής µάθησης . Οι επαγωγείς πολλές ϕορές αναφέρονται και ως µαθητές ή αδύναµοι
µαθητές. Ο συνδυασµός πολλών αδύναµων µαθητών δηµιουργεί έναν δυνατό µαθητή.

Σχήµα 2.3: Αναπαράσταση των τύπων µεθόδων συνόλου. Εδώ, το m αντιπροσωπεύει έναν
αδύναµο µαθητή. d1, d2, d3, d4 είναι τα τυχαία δείγµατα από τα δεδοµένα D. d’, d”, d” είναι
ενηµερωµένα δεδοµένα εκπαίδευσης µε ϐάση τα αποτελέσµατα από τον προηγούµενο αδύναµο
µαθητή.(Πηγή :[3])

2.3.1 Γιατί δουλεύουν οι τεχνικές εκµάθησης συνόλου·

Υπάρχουν διάφοροι λόγοι για τους οποίους οι µέθοδοι συνόλου συχνά ϐελτιώνουν την
προγνωστική απόδοση:

• Αποφυγή υπερπροσαρµογής: ΄Οταν είναι διαθέσιµος µόνο ένας µικρός όγκος δεδο-
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2.4 Η Τεχνική της Ενίσχυσης (Boosting)

µένων, ένας αλγόριθµος µάθησης είναι επιρρεπής στην εύρεση πολλών διαφορετικών
υποθέσεων που προβλέπουν τέλεια όλα τα δεδοµένα εκπαίδευσης, ενώ κάνει κακές
προβλέψεις για περιπτώσεις που δεν έχει δει[25].

Ο µέσος όρος διαφορετικών υποθέσεων µειώνει τον κίνδυνο επιλογής λανθασµένης
υπόθεσης και εποµένως ϐελτιώνει τη συνολική απόδοση του συστήµατος πρόβλεψης.

• Υπολογιστικό πλεονέκτηµα: Οι µεµονωµένοι µαθητές που πραγµατοποιούν τοπι-
κές αναζητήσεις µπορεί να κολλήσουν στο τοπικό ϐέλτιστο. Με το συνδυασµό πολ-
λών µαθητών, οι µέθοδοι συνόλου µειώνουν τον κίνδυνο απόκτησης ενός τοπικού
ελάχιστου[25].

• Αναπαράσταση: Η ϐέλτιστη υπόθεση µπορεί να ϐρίσκεται εκτός του χώρου οποιου-
δήποτε µεµονωµένου µοντέλου. Συνδυάζοντας διαφορετικά µοντέλα, ο χώρος αναζήτη-
σης µπορεί να επεκταθεί και ως εκ τούτου, επιτυγχάνεται καλύτερη προσαρµογή στο
χώρο δεδοµένων[25].

2.4 Η Τεχνική της Ενίσχυσης (Boosting)

Η Ενίσχυση είναι µια µέθοδος συνόλου στην οποία κάθε προγνωστικός παράγοντας
µαθαίνει από τα προηγούµενα λάθη των προβλέψεων για να κάνει καλύτερες προ-

ϐλέψεις στο µέλλον. Η τεχνική συνδυάζει αρκετούς αδύναµους µαθητές(weak learners)
που είναι διατεταγµένοι µε διαδοχικό τρόπο έτσι ώστε ο καθένας να µαθαίνει από τα λάθη
του προηγούµενου ώστε να δηµιουργηθεί ένα καλύτερο µοντέλο πρόβλεψης. Ως εκ τούτου,
ένας ισχυρός µαθητής διαµορφώνεται µέσω της σηµαντικής ϐελτίωσης της προβλεψιµότητας
των µοντέλων. Παρακάτω ϕαίνεται ο τρόπος εκπαίδευσης ενός µοντέλου ϕτιαγµένο µε την
τεχνική της ενίσχυσης.

Σχήµα 2.4: Training Boosting Models(Πηγή:[4])

Παραδείγµατα γνωστών αλγορίθµων ενίσχυσης αποτελούν οι :
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2.4.1 AdaBoost - Αλγόριθµος Προσαρµοσµένης Ενίσχυσης :

Η κύρια ιδέα του AdaBoost είναι να επικεντρωθεί σε περιπτώσεις που προηγουµένως ε-
ίχαν ταξινοµηθεί εσφαλµένα κατά την εκπαίδευση ενός νέου επαγωγέα. Το επίπεδο εστίασης
που δίνεται καθορίζεται από ένα ϐάρος που αποδίδεται σε κάθε περίπτωση στο σετ προ-
πόνησης. Η πιο απλή περίπτωση προσαρµοσµένης ενίσχυσης είναι αυτή που χρησιµοποιεί
δέντρα απόφασης ως weak learners ή επαγωγείς. Σε αυτή την περίπτωση κάθε αδύναµος
µαθητής είναι ένα Decision Tree Stump που χωρίζει τα δεδοµένα σε 2 κατηγορίες. Το κάθε
δέντρο απόφασης λοιπόν αξιολογεί ένα χαρακτηριστικό του συνολικού Dataset. Συνδυα-
σµός µεγάλου αριθµού τέτοιων επαγωγέων δηµιουργεί ένα µοντέλο που συγκλίνει σε µεγάλη
ακρίβεια πρόβλεψης.

Ο αλγόριθµος έχει ως εξής : Στην πρώτη επανάληψη, το ίδιο ϐάρος αποδίδεται σε όλες τις
περιπτώσεις. Σε κάθε επανάληψη, τα ϐάρη των λανθασµένων περιπτώσεων αυξάνονται, ενώ
τα ϐάρη των σωστά ταξινοµηµένων περιπτώσεων µειώνονται. Επιπλέον, ϐάρη αποδίδονται
και στους εκάστοτε base learners µε ϐάση την συνολική προγνωστική απόδοση.

Σχήµα 2.5: Training of an AdaBoost classifier. The first classifier trains on unweighted
data, then reweights the data for the next and so on to produce the final classifier. (Πηγή :[5])

2.4.2 Gradient Boost : Ενίσχυση Κλίσης

Σε µηχανές ενίσχυσης κλίσης, ή απλά, GBM, η διαδικασία µάθησης προσαρµόζει διαδο-
χικά νέα µοντέλα για να παρέχει µια πιο ακριβή εκτίµηση της µεταβλητής εξόδου. Η ϐασική
ιδέα πίσω από αυτόν τον αλγόριθµο είναι η κατασκευή των νέων ϐασικών µαθητών base
learners µε τρόπο τέτοιο ώστε ο τωρινός µαθητής να είναι πιο αποδοτικός απο τον προη-
γούµενο του. Σε αντίθεση µε την περίπτωση της Προσαρµοσµένης Ενίσχυσης εδώ τα ϐάρη
δεν αυξάνουν αλλά ϐελτιστοποιούµε σε κάθε ϐήµα την συνάρτηση απώλειας του προηγούµε-
νου µαθητή. Αυτό επιτυγχάνεται όταν οι νέοι ϐασικοί µαθητές συσχετίζονται στο µέγιστο µε
την αρνητική κλίση της συνάρτησης απώλειας, η οποία αφορά το σύνολο (ensemble) [26].Η
επαναληπτική διαδικασία σταµατά είτε όταν το σφάλµα δεν αλλάζει.
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2.4.3 XGBoost : Ακραία Ενίσχυση κλίσης

Σχήµα 2.6: Algorithm 1. Friedman’s Gradient Boost algorithm.(Πηγή:[6])

2.4.3 XGBoost : Ακραία Ενίσχυση κλίσης

Το XGBoost είναι συντοµογραφία για το πακέτο eXtreme Gradient Boost. Είναι µια
αποτελεσµατική και επεκτάσιµη εφαρµογή του αλγορίθµου ενίσχυσης κλίσης από τον [27].
Το πακέτο περιλαµβάνει επιλυτή γραµµικών µοντέλων και αλγόριθµο εκµάθησης δέντρων.
Υποστηρίζει διάφορες συναρτήσεις σκοπού, συµπεριλαµβανοµένης της παλινδρόµησης, της
ταξινόµησης και της κατάταξης. Είναι σχεδιασµένο ώστε να επιτυχαχύνει την υπολογιστική
πολυπλοκότητα και να δηµιουργεί αποδοτικά µοντέλα. Με το XGBoost, τα δέντρα δηµιουρ-
γούνται παράλληλα, αντί να είναι διαδοχικά όπως το Gradient Boosting Decision Trees -
(GBDT) . Αρχικά, δηµιουργεί ένα µοντέλο ϐασισµένο σε ένα υποσύνολο των δεδοµένων. Με
αυτό το µοντέλο γίνονται προβλέψεις σε ολόκληρο το σύνολο των δεδοµένων εκπαίδευσης
και κατόπιν υπολογίζεται το ϐελτιστοποιεί το σφάλµα µέσω της αρνητική κλίσης της συνάρ-
τησης απώλειας. ΄Υστερα ακολουθεί µια στρατηγική επιπεδο ανά επίπεδο, σαρώνοντας τις
τιµές κλίσης και χρησιµοποιώντας αυτά τα επιµέρους αθροίσµατα για την αξιολόγηση της
ποιότητας των διαχωρισµών σε κάθε πιθανό διαχωρισµό στο σετ εκπαίδευσης.

2.5 Η Τεχνική της Συσκευασίας (Bagging)

Η τεχνική της Συσκευασίας Bagging [28] είναι µια απλή αλλά αποτελεσµατική προ-
σέγγιση για τη δηµιουργία ενός συνόλου ανεξάρτητων µοντέλων στα οποία κάθε ε-

παγωγέας εκπαιδεύεται χρησιµοποιώντας ένα δείγµα στιγµιότυπων που λαµβάνονται από το
αρχικό σύνολο δεδοµένων µε αντικατάσταση. Προκειµένου να διασφαλιστεί επαρκής αριθµός
στιγµιότυπων ανά επαγωγέα, κάθε δείγµα περιέχει συνήθως τον ίδιο αριθµό στιγµιότυπων
όπως στο αρχικό σύνολο δεδοµένων. Στην συνέχεια γίνεται ψηφοφορία voting και η πλειο-
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ψηφία των προβλέψεων των επαγωγέων καθορίζει την τελική πρόβλεψη ενός αόρατουunseen
στιγµιότυπου [29]. Εφόσον η δειγµατοληψία γίνεται µε αντικαταστάσεις, ορισµένα από τα
αρχικά στιγµιότυπα είναι πιθανό να εµφανιστούν περισσότερες από µία ϕορές όταν εκπαι-
δεύετε ο ίδιος επαγωγέας, ενώ άλλα στιγµιότυπα µπορεί να µην περιλαµβάνονται καθόλου.
∆εδοµένου ότι οι επαγωγείς εκπαιδεύονται ανεξάρτητα, το bagging µπορεί εύκολα να εφαρ-
µοστεί µε παράλληλο τρόπο εκπαιδεύοντας κάθε επαγωγέα χρησιµοποιώντας διαφορετικές
υπολογιστικές µονάδες.

Σχήµα 2.7: Bagging (independent predictors) vs. Boosting (sequential predictors).(Πηγή :[7])

2.5.1 Τυχαία ∆άση (RF - Random Forests)

Μία απο τις πιο διαδεδοµένες µεθόδους εκµάθησης συνόλου (Ensemble Learning) είναι
τα Τυχαία ∆άση. Χρησιµοποιούνται συνήθως για προβλήµατα ταξινόµησης(ή κατηγοριοπο-
ίησης) και παλινδρόµησης. Τα RF εισήχθησαν από τον Leo Breiman [30] ο οποίος εµπνε-
ύστηκε από παλαιότερες εργασίες των Amit και Geman και είναι µια επέκταση της ιδέας του
Breiman για το Bagging που αναπτύχθηκε ως ανταγωνιστής της ενίσχυσης. Ο αλγόριθµος
RF χρησιµοποιεί έναν µεγάλο αριθµό ανεξάρτητων δέντρων απόφασης. Τα εκάστοτε δέντρα
κατασκευάζονται µε τη διαδικασία που περιγράφεται στον αλγόρθµο του Σχήµατος 2.8. Η
παράµετρος εισόδου Ν αντιπροσωπεύει τον αριθµό των µεταβλητών εισόδου που χρησιµο-
ποιούνται για τον προσδιορισµό της απόφασης σε έναν κόµβο του δέντρου. Προκειµένου να
αναπτυχθεί ένα τυχαίο δέντρο που εξακολουθεί να είναι επαρκώς ακριβές, η τυχαιότητα εγ-
χέεται στους επαγωγείς του δέντρου απόφασης χρησιµοποιώντας δύο διαδικασίες τυχαιοπο-
ίησης : (α) εκπαίδευση κάθε δέντρου σε διαφορετικό δείγµα στιγµιοτύπων(τυχαίο υποσύνολο
από τα συνολικά δεδοµένα) ή (ϐ) αντί να επιλέγει τον καλύτερο διαχωρισµό σε κάθε κόµβο,
ο επαγωγέας δειγµατοληπτεί τυχαία ένα υποσύνολο των χαρακτηριστικών και επιλέγει τον
καλύτερο διαχωρισµό µεταξύ τους. Μετά την διαδικασία κατασκευής των δέντρων που ϑα
συµβει κατά την εκπαίδευση του RF, επέρχεται όπως υποδηλώνει και η τεχνική του Bagging
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2.6 Τεχνητά Νευρωνικά ∆ίκτυα (Artificial Neural Networks - ANN)

ψηφοφορία των δέντρων ώστε να καθοριστεί η συµπεριφορά του µοντέλου σε δεδοµένα που
δεν έχουµε δει (unseen data).

Σχήµα 2.8: The Random Forest Algorithm (Πηγή:[8])

Σχήµα 2.9: Random Forest Classifier (Πηγή:[9])

2.6 Τεχνητά Νευρωνικά ∆ίκτυα (Artificial Neural Networks -

ANN)

Τα τεχνητά νευρωνικά δίκτυα (ANN), που συνήθως ονοµάζονται απλά νευρωνικά δίκτυα
(NN) , είναι υπολογιστικά συστήµατα εµπνευσµένα από τα ϐιολογικά νευρωνικά δίκτυα

που συνιστούν τους εγκεφάλους των Ϲώων.
΄Ενα ANN ϐασίζεται σε µια συλλογή συνδεδεµένων µονάδων ή κόµβων που ονοµάζονται

τεχνητοί νευρώνες, οι οποίοι µοντελοποιούν τους νευρώνες σε έναν ϐιολογικό εγκέφαλο [31].
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Κάθε σύνδεση, όπως οι συνάψεις σε έναν ϐιολογικό εγκέφαλο, µπορεί να µεταδώσει ένα
σήµα σε άλλους νευρώνες.

Οι νευρώνες είναι τα δοµικά στοιχεία του δικτύου. Κάθε τέτοιος κόµβος δέχεται ένα
σύνολο αριθµητικών εισόδων από διαφορετικές πηγές (είτε από άλλους νευρώνες, είτε α-
πό το περιβάλλον), επιτελεί έναν υπολογισµό µε ϐάση αυτές τις εισόδους και παράγει µία
έξοδο. Η εν λόγω έξοδος είτε κατευθύνεται στο περιβάλλον, είτε τροφοδοτείται ως είσοδος
σε άλλους νευρώνες του δικτύου. Υπάρχουν τρεις τύποι νευρώνων: οι νευρώνες εισόδου,
οι νευρώνες εξόδου και οι υπολογιστικοί νευρώνες ή κρυµµένοι νευρώνες. Οι νευρώνες ει-
σόδου δεν επιτελούν κανέναν υπολογισµό, µεσολαβούν απλώς ανάµεσα στις περιβαλλοντικές
εισόδους του δικτύου και στους υπολογιστικούς νευρώνες. Οι νευρώνες εξόδου διοχετεύουν
στο περιβάλλον τις τελικές αριθµητικές εξόδους του δικτύου. Οι υπολογιστικοί νευρώνες
πολλαπλασιάζουν κάθε είσοδό τους µε το αντίστοιχο συναπτικό ϐάρος και υπολογίζουν το
ολικό άθροισµα των γινοµένων. Το άθροισµα αυτό τροφοδοτείται ως όρισµα στη συνάρτηση
ενεργοποίησης, την οποία υλοποιεί εσωτερικά κάθε κόµβος. Η τιµή που λαµβάνει η συνάρ-
τηση για το εν λόγω όρισµα είναι και η έξοδος του νευρώνα για τις τρέχουσες εισόδους και
ϐάρη.

Σχήµα 2.10: Simple neural network (Πηγή:[10])

2.6.1 Perceptrons

Ο νευρώνας Perceptron είναι ένα είδος τεχνητού νευρωνικού δικτύου που εφευρέθηκε το
1957 στο Αεροναυτικό Εργαστήριο του Κορνέλλ από τον Φρανκ Ρόζενµπλαττ.

Ο Perceptron είναι ένας δυαδικός ταξινοµητής, δηλαδή µία συνάρτηση η οποία απει-
κονίζει την είσοδο x (ένα διάνυσµα µε πραγµατικές τιµές) σε µία τιµή εξόδου f(x) (µία και
µοναδική δυαδική τιµή)

f (x) =

 1 if w · x + b ≥ 0
0 else

που w είναι ένα διάνυσµα από ϐάρη µε πραγµατικές τιµές και w*x είναι το εσωτερικό
γινόµενο µεταξύ των διανυσµάτων w και εισόδων x. Το b είναι το ’bias’, ένας σταθερός όρος
ο οποίος δεν εξαρτάται από καµία τιµή εισόδου.
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2.6.2 Multi Layer Perceptrons - MLP

Η τιµή της f(x) ϑα είναι 1 ή 0 και χρησιµοποιείται για να ταξινοµήσει το x είτε ως
ϑετικό ή αρνητικό στιγµιότυπο, στην περίπτωση ενός δυαδικού προβλήµατος ταξινόµησης.
Το bias χρησιµοποιείται για την µετατόπιση της συνάρτησης ενεργοποίησης ή για να δώσει
στον νευρώνα εξόδου ένα ϐασικό επίπεδο δραστηριότητας. Αν το b είναι αρνητικό τότε ο
ϐεβαρηµένος συνδυασµός των εισόδων πρέπει να παραγάγει µία ϑετική τιµή µεγαλύτερη του
-b έτσι ώστε να αναγκάσει τον νευρώνα που ταξινοµεί να έχει τιµή άνω του κατωφλίου 0.
Χωρικά, το bias µεταβάλει την ϑέση (αλλά όχι τον προσανατολισµό) του συνόρου απόφασης.

Εφόσον οι είσοδοι τροφοδοτούνται στο δίκτυο άµεσα µέσω των ϐεβαρηµένων συνδέσεων, ο
νευρώνας µπορεί να ϑεωρηθεί ως ένα απλό είδος νευρωνικού δικτύου εµπρός τροφοδότησης.

Σχήµα 2.11: παράδειγµα ενός Perceptron (Πηγή:[11])

2.6.2 Multi Layer Perceptrons - MLP

΄Ενα πολυεπίπεδο Perceptron (Multi-layer Perceptrons - MLP) είναι ένα πλήρως συνδε-
δεµένο τεχνητό νευρωνικό δίκτο (ΑΝΝ) πρόσθιας τροφοδότησης (feed forward). Αποτελείται
από πολλά επίπεδα (layers) επεξεργασίας µεταξύ της εισόδου και εξόδου. Σε ένα MLP υ-
πάρχουν τουλάχιστον τρία επίπεδα νευρώνων, όπου οι νευρώνες ανήκουν σε ένα από τρία
διαφορετικά είδη επιπέδου:

• Επίπεδο εισόδου (input layer)

• Κρυφά επίπεδα (hidden layers)

• Επίπεδο Εξόδου (output layer)

΄Ολα τα επίπεδα έχουν κόµβους και κάθε κόµβος έχει ένα ϐάρος το οποίο λαµβάνεται
υπόψη κατά την επεξεργασία πληροφοριών από το ένα επίπεδο στο επόµενο επίπεδο. ΄Ενα
τυπικό MLP ϕαίνεται στο Σχήµα 2.12. Κάθε κόµβος του δικτύου είναι ένας νευρώνας, ο
οποίος ενεργοποιείται από µη-γραµµική συνάρτηση (λ.χ. την ηµι-γραµµική) η οποία λέγεται
συνάρτηση ενεργοποίησης. Για την εκπαίδευση του δικτύου χρησιµοποιείται ο αλγόριθµος
της προς τα πίσω διάδοσης του σφάλµατος (back-propagation).
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Σχήµα 2.12: MLP µε 2 κρυφά επίπεδα (Πηγή: [12])

2.6.3 Συναρτήσεις Ενεργοποίησης (Activation Functions)

Τα σήµατα που παράγονται απο έναν τεχνητό νευρώνα ενός νευρωνικού δικτύου όπως το

perceptron έχουν την µορφή y = f(
n∑

i=1
wixi + b). Η f(x) ονοµάζεται συνάρτηση ενεργοποίησης

όπως αναφέραµε στο προηγούµενο κεφάλαιο. Εάν µια συνάρτηση ενεργοποίησης δεν χρησι-
µοποιείται σε ένα νευρωνικό δίκτυο, τότε το σήµα εξόδου ϑα είναι απλώς µια απλή γραµµική
συνάρτηση που είναι απλώς ένα πολυώνυµο ϐαθµού ένα [32].

Μια γραµµική εξίσωση είναι απλή και εύκολη στην επίλυση αλλά η πολυπλοκότητά της
είναι περιορισµένη και τα ΑΝΝ που ϑα παραχθούν δεν έχουν τη δυνατότητα να µάθουν και
να αναγνωρίσουν σύνθετες αντιστοιχίσεις από δεδοµένα. Το νευρωνικό δίκτυο χωρίς συναρ-
τήσεις ενεργοποίησης λειτουργεί ως µοντέλο γραµµικής παλινδρόµησης µε περιορισµένη
απόδοση και ισχύ τις περισσότερες ϕορές. Είναι επιθυµητό λοιπόν ένα νευρωνικό δίκτυο
όχι µόνο να µαθαίνει και να υπολογίζει µια γραµµική συνάρτηση αλλά να εκτελεί εργασίες
πιο περίπλοκες από αυτές όπως η µοντελοποίηση περίπλοκων τύπων δεδοµένων όπως ει-
κόνες, ϐίντεο, ήχος, οµιλία, κείµενο κ.λπ. Οι συναρτήσεις αυτές είναι εξαιρετικά χρήσιµες
διότι µπορούν να οριστούν µε κατάλληλο τρόπο ώστε η έξοδος τους να είναι οποιοσδήποτε
αριθµός.

Η λειτουργία της συνάρτησης, µπορεί να χαρακτηριστεί ως λειτουργία ϕίλτρου που µε-
ταφέρει την έξοδο στο διάστηµα που κρίνεται ϐολικότερο. Υπάρχουν διάφορες συναρτήσεις
ενεργοποίησης, παρακάτω παρουσιάζονται κάποιες από τις συνηθέστερες.

• Σιγµοειδής Συνάρτηση: Είναι η πιο ευρέως χρησιµοποιούµενη συνάρτηση ενεργοπο-
ίησης. Είναι µια µη γραµµική συνάρτηση. Ορίζεται ως : f(x) = 1

1+exp(−x) . Η σιγµοειδής
συνάρτηση µετασχηµατίζει τις τιµές στην περιοχή από 0 έως 1 , είναι συνεχώς διαφορο-
ποιήσιµη και είναι µια οµαλή συνάρτηση σε σχήµα S. Επίσης, η σιγµοειδής συνάρτηση
δεν είναι συµµετρική ως προς το µηδέν, πράγµα που σηµαίνει ότι τα πρόσηµα όλων
των τιµών εξόδου των νευρώνων ϑα είναι ίδια.
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2.6.3 Συναρτήσεις Ενεργοποίησης (Activation Functions)

Σχήµα 2.13: Logistic Curve Function (Πηγή: Wikipedia)

• Binary Step Function : ΄Οταν έχουµε µια συνάρτηση ενεργοποίησης, το πιο σηµαντικό
πράγµα που πρέπει να λάβουµε υπόψη είναι το κατώφλι του ταξινοµητή δηλαδή αν
η τιµή του γραµµικού µετασχηµατισµού οφείλει να ενεργοποιήσει τον νευρώνα ή να
τον απενεργοποιήσει. Μπορούµε να πούµε ότι ένας νευρώνας ενεργοποιείται εάν η
είσοδος στη συνάρτηση ενεργοποίησης είναι µεγαλύτερη από µια τιµή κατωφλίου,
διαφορετικά απενεργοποιείται. Σε αυτή την περίπτωση η έξοδος δεν τροφοδοτείται
ως είσοδος στο επόµενο στρώµα. Η λειτουργία της Βηµατικής Συνάρτησης είναι η
απλούστερη ενεργοποίηση που υπάρχει για αυτήν την δουλειά. Ορίζεται ως

U (x) =

 1 if x ≥ 0
0 else

• Συνάρτηση Υπερβολικής Εφαπτοµένης - (Τanh) : Η συνάρτηση Τanh είναι παρόµοια
µε τη σιγµοειδή συνάρτηση , αλλά είναι συµµετρική γύρω από το µηδέν. Αυτό έχει ως
αποτέλεσµα διαφορετικά πρόσηµα εξόδων από τα προηγούµενα στρώµατα να τροφο-
δοτηθούν ως είσοδος στο επόµενο στρώµα. Ορίζεται ως : f(x) = exp(2x)−1

exp(2x)+1

Η συνάρτηση Τanh είναι συνεχής, διαφοροποιήσιµη και οι τιµές ϐρίσκονται στην πε-
ϱιοχή -1 έως 1.

• Μονάδα Γραµµικής Ανόρθωσης (Rectified Linear Unit – ReLU) :

Η Μονάδα Γραµµικής Ανόρθωσης είναι µια µη γραµµική συνάρτηση ενεργοποίησης
που χρησιµοποιείται ευρέως σε νευρωνικά δίκτυα. Το µεγάλο πλεονέκτηµα της χρήσης
της συνάρτησης ReLU είναι ότι όλοι οι νευρώνες δεν ενεργοποιούνται ταυτόχρονα. Αυτό
σηµαίνει ότι ένας νευρώνας ϑα απενεργοποιηθεί µόνο όταν η έξοδος του γραµµικού
µετασχηµατισµού είναι µηδέν. Ορίζεται µαθηµατικά ως: f(x) = max(0,x)
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Σχήµα 2.14: Hyperbolic Tangent Function (Πηγή: Wikipedia)

Σχήµα 2.15: ReLU (Πηγή: [13])

2.6.4 Εκπαίδευση Πολυστρωµατικού Perceptron - MLP

Ο κυριότερος αλγόριθµος που χρησιµοποιείται στην εκπαίδευση MLPs είναι ο αλγόριθ-
µος οπίσθιας διάδοσης (backpropagation). Ο αλγόριθµος εφαρµόζει την ιδέα της ελαφριάς
µεταβολής των ϐαρών σε κάθε ϐήµα εκπαίδευσης, ανάλογα µε τη συνεισφορά τους στη συ-
νάρτηση σφάλµατος που χρησιµοποιείται, προς την κατεύθυνση που ελαχιστοποιεί την τιµή
σφάλµατος. Ως ϐήµα εκπαίδευσης ϑεωρείται η τροφοδότηση του µοντέλου µε ένα δεδοµένα
ή µια µικρή οµάδα των δεδοµένων (batch) και προσαρµογή των ϐαρών σύµφωνα µε τον
κανόνα εκπαίδευσης.

2.6.5 Μετρικές Αξιολόγησης – Evaluation Metrics

Η επιλογή της κατάλληλης µετρικής αξιολόγησης είναι ένα κρίσιµο ϐήµα για να διασφα-
λίσουµε ότι η εκπαίδευση του µοντέλου του ταξινοµητή είναι ϐέλτιστη[33]. Αυτές οι µετρικές
εφαρµόζονται στα δεδοµένα αξιολόγησης (test set). Για προβλήµατα δυαδικής ταξινόµησης,
η διάκριση της καλύτερης (ϐέλτιστης) λύσης κατά την εκπαίδευση ταξινόµησης µπορεί να
οριστεί µε ϐάση τον πίνακα σύγχυσης όπως ϕαίνεται στο Σχήµα 2.16.
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2.6.5 Μετρικές Αξιολόγησης – Evaluation Metrics

Σχήµα 2.16: (Πηγή : [14])

• True Positive – TP: Αληθώς ϑετική ονοµάζεται µια πρόβλεψη όπου το µοντέλο προ-
ϐλέπει σωστά τη ϑετική κλάσση.

• False Positive – FP: Ψευδώς ϑετική. Ονοµάζεται επίσης σφάλµα τύπου 1, ένα α-
ποτέλεσµα όπου το µοντέλο προβλέπει λανθασµένα τη ϑετική κλάση όταν είναι στην
πραγµατικότητα αρνητική.

• True Negative – TN: Αληθώς αρνητική ονοµάζεται µια πρόβλεψη όπου το µοντέλο
προβλέπει σωστά την αρνητική τάξη.

• False Negative – FN: Ψευδώς αρνητική. Ονοµάζεται επίσης σφάλµα τύπου 2, ένα
αποτέλεσµα όπου το µοντέλο προβλέπει λανθασµένα την αρνητική κλάση όταν είναι
πραγµατικά ϑετική.

Συνολικά χρησιµοποιούµε τις παρακάτω µετρήσεις για την αξιολόγηση των αποτελε-
σµάτων του µοντέλου.

• Ορθότητα - Accuracy : Γενικά, µετρά την αναλογία των σωστών προβλέψεων ως προς
τον συνολικό αριθµό των στιγµιοτύπων που αξιολογήθηκαν

Accuracy = tp+tn
tp+tn+fp+fn

• Ακρίβεια – Precision : Είναι ο λόγος των σωστών αποτελεσµάτων πρόβλεψης µιας
κλάσης προς τον συνολικό αριθµό των προβλέψεων αυτής της κλάσης. Η µετρική
αυτή συνοψίζει την ικανότητα του µοντέλου να επιστρέφει ως αποτελέσµατα δείγµατα
συναφή µε την συγκεκριµένη κλάση.

Precision = tp
tp+fp

• Ανάκληση - Recall : Είναι ο λόγος των σωστών προβλέψεων µιας κλάσης προς το σύνολο
των δειγµάτων που πραγµατικά ανήκουν σε αυτήν.

Recall = tp
tp+fn

• F1 Score: : Αποτελεί τον αρµονικό µέσο των µετρήσεων :Precision και Recall.

F1 score = 2Precision∗Recall
Precision+Recall
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Κεφάλαιο 3

∆ιερευνητική Ανάλυση ∆εδοµένων (Exploratory

Data Analysis - EDA)

3.1 Τι είναι η EDA;

Η ∆ιερευνητική ανάλυση δεδοµένων ή EDA είναι µέρος της διαδικασίας της επιστήµης
δεδοµένων. Αφορά τη διαδικασία διεξαγωγής αρχικών ερευνών σε δεδοµένα µε σκο-

πό να ανακαλύπτονται χαρακτηριστικά και µοτίβα, να εντοπίζονται ανωµαλίες και να ε-
λέγχονται υποθέσεις µε τη ϐοήθεια περιγραφικών στατιστικών (descriptive statistics) και
γραφικών αναπαραστάσεων. Η EDA είναι πολύ σηµαντική πριν από την µηχανική χαρακτη-
ϱιστικών (feature engineering) και την µοντελοποίηση (modeling), επειδή σε αυτό το στάδιο
πρέπει πρώτα να κατανοήσουµε το περιεχόµενων των δεδοµένων όπως την κατανοµή τους,
τη συχνότητα, τη συσχέτιση και άλλα. Στην πράξη, η περιέργεια είναι πολύ σηµαντική σε
αυτή τη διαδικασία [34]. Τέλος Η EDA δεν καθοδηγείται από την επιθυµία να επιβεβαιώσει
την παρουσία ενός συγκεκριµένου αποτελέσµατος και δεν υποστηρίζεται από ένα στατιστικό
µοντέλο που ενσωµατώνει µια µαθηµατική έκφραση για ένα τέτοιο αποτέλεσµα. [35].

Μία από τις ϐασικές αναφορές για την EDA είναι το περιεκτικό ϐιβλίο του Tukey [36]. Ο
Tukey, στην εργασία του, είχε ως στόχο να δηµιουργήσει ένα πλαίσιο ανάλυσης δεδοµένων
όπου η οπτική εξέταση συνόλων δεδοµένων, µέσω στατιστικά σηµαντικών αναπαραστάσεων,
παίζει τον κεντρικό ϱόλο για να ϐοηθήσει τον αναλυτή να διατυπώσει υποθέσεις που ϑα
µπορούσαν να δοκιµαστούν σε νέα σύνολα δεδοµένων. Η έµφαση σε δύο έννοιες, όπως ο
δυναµικός πειραµατισµός σε δεδοµένα (π.χ. αξιολόγηση των αποτελεσµάτων σε διαφορετι-
κά υποσύνολα του ίδιου συνόλου δεδοµένων, υπό διαφορετικές συνθήκες προεπεξεργασίας
δεδοµένων) και οι εξαντλητικές δυνατότητες οπτικοποίησης προσφέρουν στους ερευνητές τη
δυνατότητα να εντοπίσουν ακραίες τιµές, τάσεις και µοτίβα στα δεδοµένα, πάνω στις οποίες
µπορούν να οικοδοµηθούν νέες ϑεωρίες και υποθέσεις

3.1.1 Χαρακτηριστικά της EDA

Η EDA σαν διεργασία διέπεται απο συγκεκριµένα χαρακτηριστικά.

• Κατανόηση των δεδοµένων.

• ∆ιαχείρηση µη ισορροπηµένων δεδοµένων
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• ∆ιαχείρηση ακραίων τιµών

• Μετασχηµατισµός µεταβλητών

• ΄Ελεγχος υποθέσεων

• ΄Ελεγχος Multicollinearity

Γενικά, η EDA πραγµατοποιείται µε διάφορες µεθόδους :

• Μονοµεταβλητή ανάλυση : Περιγραφική ανάλυση µε µία µεταβλητή

• Ανάλυση δύο µεταβλητών : Ανάλυση σχέσης µε δύο µεταβλητές

• Ανάλυση πολλών µεταβλητών : Ανάλυση χρησιµοποιώντας περισσότερες από ή ίσες
µε τρεις µεταβλητές

Σχήµα 3.1: parts of EDA

3.2 Περιγραφική στατιστική

΄Ολα εκείνα τα εργαλεία οπτικοποίησης που επιτρέπουν την εξερεύνηση µονο- και ολι-
γοβαρών δεδοµένων µπορούν να ϑεωρηθούν ως όργανα περιγραφικής στατιστικής [37]. Η
περιγραφική στατιστική ορίζεται συνήθως ως ένας τρόπος σύνοψης/εξαγωγής πληροφοριών
από µία ή λίγες µεταβλητές : σε σύγκριση µε τις στατιστικές συµπερασµάτων, των οπο-
ίων ο στόχος είναι η αξιολόγηση της εγκυρότητας µιας υπόθεσης που γίνεται σε δεδοµένα
µέτρησης. Η περιγραφική στατιστική είναι απλώς διερευνητική. Συγκεκριµένα, ορισµένα
σηµαντικά γεγονότα µπορούν να εξαχθούν σχετικά µε µια µεταβλητή:

• Μέτρο της κεντρικής τάσης, δηλαδή της κεντρικής ϑέσης µιας κατανοµής συχνότητας
µιας οµάδας δεδοµένων. Με άλλα λόγια, ένας αριθµός που είναι καλύτερα κατάλλη-
λος για να αντιπροσωπεύει την τιµή των δειγµάτων που ερευνήθηκαν σε σχέση µε τη
µετρούµενη ιδιότητα. Τα τυπικά στατιστικά στοιχεία είναι ο µέσος όρος, ο διάµεσος
και ο τρόπος λειτουργίας.
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3.2 Περιγραφική στατιστική

• ΄Ενα µέτρο εξάπλωσης, που περιγράφει πόσο διασκορπισµένες είναι οι µετρούµενες
τιµές γύρω από την κεντρική τιµή. Τα τυπικά στατιστικά στοιχεία είναι το εύρος, τα
τεταρτηµόρια και η τυπική απόκλιση.

• ΄Ενα µέτρο ασυµµετρίας (λοξής) και αιχµής (κύρτωσης) της κατανοµής συχνότητας,
δηλαδή εάν η εξάπλωση των δεδοµένων γύρω από την κεντρική τιµή είναι συµµετρική
και στις δύο κατευθύνσεις αριστερά/δεξιά και πόσο έντονη/επίπεδη είναι η κατανοµή
στην κεντρική ϑέση , αντίστοιχα.

Αν και είναι χρήσιµα, αυτά τα στατιστικά στοιχεία είναι µόνο µια σύνοψη δεδοµένων και
δεν προσφέρουν άµεσο πλεονέκτηµα ερµηνείας σε σύγκριση µε µια γραφική αναπαράσταση
των δεδοµένων. Τα κύρια γραφικά εργαλεία για περιγραφικές στατιστικές είναι τα ιστογράµ-
µατα συχνότητας, τα γραφήµατα κουτιού και τα διαγράµµατα διασποράς. Αυτά τα εργαλεία
είναι χρήσιµα για την επιθεώρηση των στατιστικών που αναφέρθηκαν προηγουµένως, την
παρουσία ακραίων τιµών και πολλαπλών καταστάσεων στα δεδοµένα (ιστογράµµατα), για
την επισήµανση των αλλαγών τοποθεσίας και διακύµανσης µεταξύ διαφορετικών οµάδων
δεδοµένων ή µεταξύ πολλών µεταβλητών (box-whisker), για την αποκάλυψη σχέσεων ή συ-
σχετίσεις µεταξύ δύο µεταβλητών (διαγράµµατα διασποράς), καθώς και για να τονίσει την
εξάρτηση σε σχέση µε κάποιο κριτήριο ταξινόµησης, όπως σειρά εκτέλεσης, χρόνος, ϑέση
κ.λπ.
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Μέρος II

Πρακτικό Μέρος
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Κεφάλαιο 4

∆ιερευνητική Ανάλυση στο Σύνολο των ∆εδο-

µένων

Στο κεφάλαιο αυτό παρουσιάζεται το αρχικό µέρος της ∆Α∆ που αφορά την συλλογή,
την κατανόηση και ύστερα τον καθαρισµό και την προεπεξεργασία των δεδοµένων

πτήσεων και µετεωρολογικών στοιχείων.

4.1 Συλλογή ∆εδοµένων

Στα πλαίσια διεξαγωγής της παρούσας εργασίας αρχικά είχαµε δεδοµένα για εγχώριες
πτήσεις µε τα αντίστοιχα µετεωρολογικά στοιχεία τους ωστόσο σε ένα σηµείο αυτά χάθηκαν
για λόγους που έχουν να κάνουν µε τον σερερ της σχολής. Η κατεύθυνση λοιπόν που ακο-
λουθήσαµε ύστερα ήταν η αναζήτηση ανοιχτών δεδοµένων στο διαδίκτυο. Τα τελικά δεδοµένα
που χρησιµοπιήθηκαν λοιπόν είναι αυτά από το Bureau of Transportation Statistics (BTS)
του υπουργείου Μεταφορών των ΗΠΑ. https://www.bts.gov/. Μέσω της πλατφόρµας δεδο-
µένων του BTS υπάρχει η δυνατότητα επιλογής των χαρακτηριστικών που επιθυµεί ο χρήστης
να συλλέξει. Επιλέγηκαν όσα χαρακτηριστικά είχαν να κάνουν µε ώρα και ηµεροµηνία της
πτήσης, αεροδρόµιο αναχώρησης, προγραµµατισµένες και πραγµατικές ώρες αναχώρησης,
απόσταση, χρόνο στον αέρα, συνολικά λεπτά καθυστέρησης και λεπτά καθυστέρησης α-
νά κατηγορία καθυστέρησης. Το dataset περιέχει έγκυρα στοιχεία που αναφέρθηκαν από
πιστοποιηµένους αεροµεταφορείς των ΗΠΑ που αντιπροσωπεύουν τουλάχιστον το ένα τοις
εκατό των εσόδων τακτικών επιβατών εσωτερικού. Τα τελικά δεδοµένα είναι µια µίξη των
δεδοµένων "Reporting Carrier On-Time Performance" του 2019 και των δεδοµένων καιρο-
ύ για αεροδρόµια για το 2019 που ϐρίκαµε από το National Centers for Environmental
Information https://www.ncdc.noaa.gov/cdo-web/datasets

4.2 Περιγραφή ∆εδοµένων

Στην ενότητα αυτή περιγράφονται τα στοιχεία των dataset για τις αεροπορικές πτήσεις
και τις καιρικές συνθήκες.

Πτήσεις

΄Οσον αφορά τις πτήσεις έχουµε:
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• ’YEAR’, ’MONTH’, ’DAY-OF-MONTH’, ’DAY-OF-WEEK’ στοιχεία που αφορούν τον χρόνο
που διεξάγεται η πτήση

• ’AIRLINE’, ’ORIGIN-AIRPORT-ID’,’ORIGIN’,’ORIGIN-CITY-NAME’,’DEST-AIRPORT-ID’,
’DEST’,’DEST-CITY-NAME’ στοιχεία που αφορούν την αεροπορική εταιρεία που διε-
ξάγει την πτήση, την προέλευση και τον προορισµό

• ’SCHEDULED-DEP-TIME’, ’DEP-TIME’, ’DEP-DELAY’, ’SCHEDULED-ARR-TIME’,’ARR-
TIME’, ’ARR-DELAY’, ’SCHEDULED-ELAPSED-TIME’, ’ACTUAL-ELAPSED-TIME’ στοι-
χεία που αφορούν τον προβλεπόµενο και τον πραγµατικό χρόνο αναχώρησης και άφι-
ξης και τις καθυστερήσεις

• ’WHEELS-OFF’, ’WHEELS-ON’, στοιχεία που αφορούν τη χρονική στιγµή όπου το
αεροπλάνο αφήνει τις ϱόδες του απο το έδαφος ( διαφέρει απο τη στιγµή αναχώρησης
κατα ελάχιστο) και τη στιγµή που οι ϱόδες του αεροπλάνου ακουµπούν το έδαφος κατα
την προσγείωση

• ’TAXI-OUT’, ’TAXI-IN’, στοιχεία που αφορούν τη χρονική διάρκεια µεταξύ της ανα-
χώρησης και του wheels-off δηλαδή στοιχεία που αναφέρονται στο χρόνο εδάφους

Τέλος έχουµε και πληροφορία για τις κατηγορίες καθυστερησης. Αυτές διακρίνονται σε
πέντε διαφορετικές :

• CARRIER-DELAY = Delay caused by the airline in minutes. Η αιτία της ακύρωσης
ή καθυστέρησης οφείλεται σε παράγοντες που ϐρίσκονται υπό τον έλεγχο του αερο-
µεταφορέα (π.χ. προβλήµατα συντήρησης ή πληρώµατος, καθαρισµός αεροσκαφών,
ϕόρτωση αποσκευών, τροφοδοσία κ.λπ.).

• WEATHER-DELAY = Delay caused by weather. Ακραίες µετεωρολογικές συνθήκες
(πραγµατικές ή προβλέψεις) που κατά την κρίση του αεροµεταφορέα, καθυστερούν ή
αποτρέπουν τη λειτουργία πτήσης όπως ανεµοστρόβιλοι, χιονοθύελλες ή τυφώνες.

• NAS-DELAY = Delay caused by air system. Καθυστερήσεις και ακυρώσεις που οφείλο-
νται στο εθνικό αεροπορικό σύστηµα που αναφέρονται σε ένα ευρύ ϕάσµα συνθηκών,
όπως µη ακραίες καιρικές συνθήκες, λειτουργίες αεροδροµίου, ϐαριά κυκλοφορία και
έλεγχος εναέριας κυκλοφορίας.

• SECURITY-DELAY = caused by security reasons. Καθυστερήσεις ή ακυρώσεις που
προκαλούνται από εκκένωση τερµατικού σταθµού ή χώρου του αεροδροµίου, επανε-
πιβίβαση σε αεροσκάφος λόγω παραβίασης ασφάλειας, µη λειτουργικού εξοπλισµού
ελέγχου και / ή µεγάλων γραµµών που υπερβαίνουν τα 29 λεπτά σε περιοχές ελέγχου.

• LATE-AIRCRAFT-DELAY = Delay caused by security. Μια προηγούµενη πτήση µε
το ίδιο αεροσκάφος αφίχθει αργά, µε αποτέλεσµα την αργοπορηµένη αναχώρηση της
παρούσας πτήσης.
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Καιρικές Συνθήκες

΄Οσον αφορά τις καιρικές συνθήκες έχουµε :

• DATE στοιχείο που αφορά τον χρόνο που διεξάγεται η πτήση

• PRCP: Precipitation (i.e., rain, melted snow) Στην ουσία είναι ο κωδικός κακοκαιρίας

• SNOW: Snowfall

• SNWD: Snow depth

• TMAX: Daily maximum temperature

• AWND: Average daily wind speed

• ORIGIN-AIRPORT-ID

• AIRPORT-NAME

Σηµειώνεται επίσης, πως δεδοµένα διατίθενται σε αρχεία µε comma separated values
(.csv).

4.3 Εργαλεία Ανάλυσης

Υπάρχουν πολλά παραδείγµατα λογισµικού ανοιχτού κώδικα, εν µέρει στην Python, που
διευκολύνουν τους αναλυτές να εκπαιδεύουν, να δοκιµάζουν και να επικυρώνουν µοντέλα.
Παραδείγµατος χάριν το Scikit-learn είναι µια εργαλειοθήκη της Python που µπορεί να χρη-
σιµοποιηθεί για να συγκρίνει την εγκυρότητα και την αξιοπιστία των µοντέλων πρόβλεψης
και να επιλέξει τα µε την καλύτερη απόδοση[17]. Η γλώσσα προγραµµατισµού που χρησι-
µοποιήθηκε σε ολόκληρη την εργασία είναι η Python3. Η γλώσσα Πψτηον σε συνδυασµό µε
συγκεκριµένες ϐιβλιοθήκες χρησιµοποιήθηκε τόσο για την προεπεξεργασία, καθαρισµό και
συγχώνευση των δεδοµένων, όσο και για τη δηµιουργία και εκπαίδευση µοντέλων Μηχανικής
Μάθησης. ΄Ολα τα πειράµατα εκτελέστηκαν σε Cloud service , Google Colab. Η ϐιβλιοθήκη
που χρησιµοποιήθηκε κατα κόρον είναι η Pandas η οποία προσφέρει µεθόδους για εύκολη
διαχείριση και οργάνωση µεγάλου όγκου δεδοµένων. Η ϐιβλιοθήκη NumPy χρησιµοποιε-
ίται για πράξεις µεταξύ πινάκων. ∆ιαθέτει πληθώρα συναρτήσεων στο πεδίο της γραµµικής
άλγεβρας, µετασχηµατισµούς κ.α. Η Matplotlib είναι µια εύχρηστη ϐιβλιοθήκη απεικόνισης
(plotting library), η οποία διαθέτει συναρτήσεις απεικόνισης γραφηµάτων αλλά και εικόνων.
Η Scipy περιέχει επιπλέον επιστηµονικές µεθόδους. Η ϐιβλιοθήκη Scikit-Learn είναι µία
ϐιβλιοθήκη ανοιχτού κώδικα (open source), η οποία χρησιµοποιήθηκε σε διάφορα στάδια
της εκπαίδευσης αλγορίθµων ML. Παραδείγµατα της χρήσης της είναι η χρήση της train-
test-split για τον διαχωρισµό των δεδοµένων σε σύνολα εκπαίδευσης (train test) και ελέγχου
(test set). Περιέχει µεθόδους κανονικοποίησης δεδοµένων . Η σηµαντικότερη συνεισφορά
της ϐιβλιοθήκης είναι ϐέβαια η πληθώρα των έτοιµων ταξινοµητών που διαθέτει τους οποίους
χρησιµοποιήσαµε και εκπαιδεύσαµε για την δηµιουργία προβλέψεων για το πρόβληµα µας.
Επιπλέον χρησιµοποιήθηκε η ϐιβλιοθήκη XGBoost και ADABoost για την υλοποίηση και
εκπαίδευση των αντίστοιχων µοντέλων.
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4.4 Καθαρισµός ∆εδοµένων

Σε αυτην την ενότητα ασχολούµαστε µε τον καθαρισµό των δεδοµένων και την προεπερ-
γασία τους ώστε να είναι έτοιµα για ανάλυση.

Μία πτήση όπως ορίζεται απο το Υπουργείο Μεταφορών των ΗΠΑ είναι καθυστερηµένη
εάν είχε προγραµµατιστεί να ϕτάσει σε κάποια ώρα και η προγραµατική άφιξη είναι του-
λάχιστον δεκαπέντε λεπτά αργότερα.

Αρχικά ϑα πρέπει να αφαιρέσουµε την πληροφορία που µας είναι περιττή. Θα ασχο-
ληθούµε µε πτήσεις που ειναι delayed , όχι µε τις cancelled, άρα δεν χρειαζόµαστε να
συµπεριλάβουµε τις cancelled στο dataset. Μία canceled πτήση είναι µη καθυστερηµένη
εξ ορισµού αφού δεν έχει ϕύγει από ούτε ϕτάσει σε κάποιο αεροδρόµιο. Ο λόγος που είναι
cancelled πάλι δεν µας ενδιαφέρει στα πλαίσια της εργασίας.

΄Επειτα διαχειριζόµαστε τις diverted πτήσεις. Σε µία diverted πτήση το αεροπλάνο έχει
προσγειωθεί σε διαφορετικό αεροδρόµιο απο αυτό που ήταν αρχικά προγραµµατισµένο.
Αυτό ϕυσικά είναι προσωρινό και η αεροπορική εταιρεία έχει την ευθύνη να µεταφέρει
τους επιβάτες στον τελικό τους προορισµό χωρίς επιπλέον κόστος. Συνεπώς δεν χρειάζεται να
αφαιρέσουµε τις diverted πτήσεις αλλά µόνο την στήλη αφού αποτελεί πρόσθετη πληροφορία
που δεν χρειαζόµατε.

Τέλος ϑέλουµε να διαχειριστούµε τις στήλες από τα δεδοµένα µας που έχουν NAN val-
ues, δηλαδή τιµές απροσδιόριστες που δεν γνωρίζουµε εκ των προτέρων. Υπάρχουν πτήσεις
¨φαντάσµατα¨ στις οποίες δεν έχουµε τιµές για την ώρα αναχώρησης, ώρα άφιξης, ούτε για
τους χρόνους εδάφους (taxi-in , taxi-out). Αποτελούν τιµές που δεν µπορούµε να εφαρ-
µόσουµε κάποια τεχνική filling για να προσθέσουµε δικές µας τιµές χωρις να αλλοιώσουµε
τα στατιστικά στοιχεία όλου του δείγµατος. Συνεπώς αφαιρούνται.

4.4.1 Συγχώνευση ∆εδοµένων

Για την πιο αποτελεσµατική εκπαίδευση των µοντέλων είναι απαραίτητο να συγχωνευ-
σουµε διαθέσιµη πληροφορία για τον καιρό. ΄Εχοντας καθαρίσει τα 2 σύνολα δεδοµένων που
αφορούν τις πτήσεις και τον καιρό προχωράµε στη συγχώνευση τους σε ένα σύνολο δεδο-
µένων, στο οποίο κάθε καταχώρηση ϕέρει πληροφορία για όλα στα στοιχεία µιας πτήσης και
επιπλέον πληροφορία για τον καιρό την ώρα άφιξης. Συγχωνεύουµε εσωτερικά (Inner Join)
µε ϐάση το Origin-Airport-ID και την ηµεροµηνία της πτήσης.

4.5 ∆ιερευνητική Ανάλυση ∆εδοµένων - (EDA)

Ξεκινώντας την EDA ϑέλουµε να ερευνήσουµε τα δεδοµένα µε σκοπό να ϐρούµε ενδια-
ϕέροντα χαρακτηριστικά και µοτίβα και ύστερα να εκτελέσουµε διαδικασίες προεπεξεργα-
σίας. Ως δεδοµένα ϑα ϑεωρήσουµε τώρα τις πρώτες 500000 σειρές του dataset για διευ-
κόλυνση στο χρόνο εκτέλεσης.
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4.5 ∆ιερευνητική Ανάλυση ∆εδοµένων - (EDA)

Πτήσεις στην ώρα τους ή επαρκώς καθυστερηµένες :

Στο παρακάτω Σχήµα 4.1 µπορούµε να πάρουµε µια εικόνα για την ποσόστωση των
πτήσεων που έχουν ϕθάσει στην ώρα τους (status 0), τις πτήσεις που άργησαν το πολύ 30
λεπτά(status 1), και τις πτήσεις που άργησαν πάνω απο 30 λεπτά(status 2)

Σχήµα 4.1: Flights on time (status 0), Flights slightly delayed(status 1), Flights highly
delayed status 2)

Βαθµός συσχέτισεις χαρακτηριστικών του συνόλου δεδοµένων

Μπορούµε να δούµε το ϐαθµό συσχέτισης των χαρακτηριστικών του dataset για να
κρίνουµε την σηµαντικότητα τους στην ανάλυση µας και αργότερα στο αλγόριθµο ML Η
συσχέτιση µετρά την ισχύ και την κατεύθυνση µεταξύ δύο στηλών σε ένα σύνολο δεδοµένων.
Η συσχέτιση χρησιµοποιείται συχνά για να ϐρεθεί η σχέση µεταξύ ενός χαρακτηριστικού και
του στοιχείου-στόχου, που για µας εδώ στόχος είναι η δυαδική µεταβλητή που δείχνει αν η
πτήση είναι καθυστερηµένη ή οχι.

Με ϐάση το παρακάτω πίνακα µπορούµε να εξάγουµε πολλά συµπεράσµατα
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Σχήµα 4.2: Correlation Matrix for all the features

Τα χαρακτηριστικά που λείπουν είναι οι κατηγορικές στήλες. Αν ϑεωρήσουµε ένα όριο
στο 50 τοις εκατο στον πίνακα συσχέτισης, ϕαίνεται ότι έχουµε συσχέτιση στα ακόλουθα:

ARR-DELAY µε DEP-DELAY, WHEELS-ON µε WHEELS-OFF ,SCHEDULED-ELAPSED-
TIME µε ACTUAL-ELAPSED-TIME, AIR-TIME, DISTANCE και DELAY-STATUS µε is-DELAYED

Υπάρχει λοιπόν µια πιθανή πολυσυγγραµµικότητα µε αυτές τις σχέσεις.

Η κατανοµή των καιρικών συνθηκών είναι η ακόλουθη:

Σχήµα 4.3: Histograms for all the weather features

48 ∆ιπλωµατική Εργασία



4.5.1 Univariate Analysis

4.5.1 Univariate Analysis

Μονοµεταβλητή Περιγραφική Στατιστική αφορά τους τρόπους που µπορούµε να περι-
γράψουµε µοτίβα που ϐρίσκονται σε µονοµεταβλητά δεδοµένα. Περιλαµβάνουν την κεντρι-
κή τάση (µέσος όρος, λειτουργία και διάµεσος) και διασπορά: εύρος , διακύµανση, µέγιστο,
ελάχιστο, τεταρτηµόρια (συµπεριλαµβανοµένου του διατεταρτηµορίου εύρους) και τυπική
απόκλιση.

Υπάρχουν πολλές επιλογές για την περιγραφή δεδοµένων µε µονοµεταβλητά δεδοµένα.
Αναφορικά:

• Πίνακες κατανοµής συχνότητας.

• Ραβδογράµµατα.

• Ιστογράµµατα.

• Πολύγωνα Συχνότητας.

• ∆ιαγράµµατα πίτας.

Ποσοστό καθυστερηµένων πτήσεων ανά αεροπορική εταιρεία :

Το πρώτο πράγµα που πρέπει να υπολογίσουµε είναι το συνολικό ποσοστό των καθυ-
στερηµένων πτήσεων για να µπορούµε να κάνουµε σωστές συγκρίσεις µε κάθε αεροπορική
εταιρεία. Αυτό µπορούµε να το δούµε στο Σχήµα 4.4. Οι αεροπορικές εταιρείες ϑα ήθελαν
να είναι κάτω από το µέσο ποσοστό καθυστερηµένων πτήσεων για να ϐρίσκονται σε αποδεκτή
ϑέση, έτσι ώστε ο µαγικός αριθµός να αντιπροσωπεύει το κατώφλι µας. Οι αεροπορικές εται-
ϱείες που ϐρίσκονται πάνω από την κόκκινη γραµµή (21%) ϑα ήταν κατά κοινή λογική αυτές
που οι ταξιδιώτες ϑα ήθελαν να αποφύγουν, καθώς σηµαίνει ότι ϑα έχουν τις περισσότερες
καθυστερήσεις.
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Σχήµα 4.4: Percentage of delayed Flights

Ας εξετάσουµε ποιες είναι οι χειρότερες και καλύτερες µέρες για ταξίδι µε ϐάση τις
καθυστερήσεις πτήσεων:

Σχήµα 4.5: Delayed Flights per day
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4.5.1 Univariate Analysis

Σχήµα 4.6: Delayed Flights per month

Ας εξετάσουµε τα αεροδρόµια απο τα οποία ξεκινούν οι πτήσεις (origin Airports). Βλέπου-
µε στο Σχήµα 4.7 για την κατανοµή των καιρικών συνθηκών ότι το Atlanta Municipal και το
Chicago O’Hare International έχει τις περισσότερες πτήσεις.

Σχήµα 4.7: Origin Airports count plots
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Σχήµα 4.8: airlines piechart

Σχήµα 4.9: airlines countplots

Τέλος ϑα ερευνήσουµε το πως η επιλογή κάποιου προορισµου µπορεί να επηρεάσει τις
καθυστερήσεις. Στο σχήµα 4.10 ϐλέπουµε λοιπόν τους πιο δηµοφιλής προορισµούς µαζί µε
τις καθυστερήσεις των πτήσεων.
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4.5.2 Bivariate Analysis

Σχήµα 4.10: Most Popular Destinations and their Average Arrival Delays

4.5.2 Bivariate Analysis

Ονοµάζεται η ανάλυση διµεταβλητών δεδοµένων. Είναι µια από τις απλούστερες µορφές
στατιστικής ανάλυσης, που χρησιµοποιείται για να διαπιστωθεί εάν υπάρχει σχέση µεταξύ
δύο συνόλων τιµών.

Σε αυτήν την ενότητα, ϑα ερευνήσουµε τις παραλλαγές των καθυστερήσεων σε σχέση
µε το αεροδρόµιο προέλευσης και για κάθε αεροπορική εταιρεία. Το πρώτο ϐήµα λοιπόν
συνίσταται στον προσδιορισµό του µέσου όρου των καθυστερήσεων ανά αεροδρόµιο. ΄Υστερα
µε ϐάση αυτούς τους µέσους όρους ϑα εµφανίσουµε ένα heatmap (ϐλέπε Σχήµα 4.11 για
την καλύτερη αναπαράσταση του τελικού αποτελέσµατος.

Αυτό το σχήµα επιτρέπει την εξαγωγή ορισµένων συµπερασµάτων. Πρώτον, εξετάζοντας τα
δεδοµένα που σχετίζονται µε τις διάφορες αεροπορικές εταιρείες, ϐρίσκουµε τη συµπεριφορά
που παρατηρήσαµε προηγουµένως : για παράδειγµα, αν εξετάσουµε το αριστερά πλαίσιο,
ϑα ϕανεί ότι η στήλη που σχετίζεται µε τις Skywest Airlines και ExpressJet αναφέρει ως επί
το πλείστον µεγάλες καθυστερήσεις, ενώ η στήλη που σχετίζεται µε την Ρεπυβλις Αιρωαψς
σχετίζεται κυρίως µε καθυστερήσεις µικρότερες των 5 λεπτών.

Τέλος, µπορούµε να συµπεράνουµε από αυτές τις παρατηρήσεις ότι υπάρχει µεγάλη
µεταβλητότητα στις µέσες καθυστερήσεις, τόσο µεταξύ των διαφορετικών αεροδροµίων όσο
και µεταξύ των διαφορετικών αεροπορικών εταιρειών. Αυτό είναι σηµαντικό γιατί υπονοεί
ότι για να µοντελοποιηθούν µε ακρίβεια οι καθυστερήσεις, ϑα είναι απαραίτητο να υιοθετη-
ϑεί ένα µοντέλο που να είναι συγκεκριµένο για την εταιρεία και το αεροδρόµιο της χώρας
προέλευσης.

Ενδιαφέρον παρουσιάζει η ανάλυση των χρόνων εδάφους Taxi-In και Taxi-out. Ανα-
ϕέρουµε ξανά πως ως taxi-in νοείται ο χρόνος από τη στιγµή που οι ϱόδες του αεροπλάνου
ακουµπούν το έδαφος µέχρι να ϕτάσει στην πύλη του αεροδροµίου και ταξι-ουτ το αντίθετο.
Στη γραφική παράσταση 4.12 παρατηρούµε ότι το taxi in είναι πάντα µικρότερο κατά µέση
τιµή απο το taxi out. Αυτό σηµαίνει πως όταν τα αεροπλάνα αργουν συνήθως ϑα εξοικονο-
µούν χρόνο κατα την προσγείωση. Πως συµβαίνει όµως αυτο στην πράξη· Πολλά αεροπλάνα
επιταχύνουν στο στάδιο του taxi-in δηλαδή αφού οι ϱόδες τους ακουµπήσουν το έδαφος και
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Σχήµα 4.11: How does the origin airport impact delays? Analysis of Airports and Airlines

κινηθούν µέχρι την πύλη του αεροδροµίο, ακόµη και σε κατάσταση ϱελαντί, και ειδικά µε
τους δύο κινητήρες σε λειτουργία (τα περισσότερα είναι διπλά αεριωθούµενα). Εάν το αερο-
σκάφος έχει εγκεκριµένη διαδικασία για taxi-in µε µόνο έναν κινητήρα, ο πιλότος µπορεί
να επιλέξει να το κάνει και µετά να ξεκινήσει τον δεύτερο κινητήρα κοντά στον διάδροµο
προσγείωσης.
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4.5.2 Bivariate Analysis

Σχήµα 4.12: Taxi in and Taxi out by Airlines

Σχήµα 4.13: Arrival delays by Airline

Σχήµα 4.14: Impact of Delays
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Μπορούµε ακόµα να αναλύσουµε την επίπτωση των καθυστερήσεων (καθυστέρηση ανα-
χώρησης έναντι καθυστέρησης άφιξης). Σε αυτήν την γραφική 4.14, µπορούµε να δούµε ότι
οι καθυστερήσεις άφιξης είναι γενικά χαµηλότερες από τις καθυστερήσεις αναχώρησης για
την ίδια αεροπορική εταιρεία. Αυτό υποδηλώνει ότι οι αεροπορικές εταιρείες προσαρµόζουν
την ταχύτητα της πτήσης τους προκειµένου να µειώσουν τις καθυστερήσεις κατά την άφιξη.

4.6 Exploratory Data Analysis for weather data

Σε αυτήν την ενότητα, ϑα ερευνήσουµε τις µεταβλητές καιρού που σχετίζονται µε τις
καθυστερήσεις. Θα δούµε επίσης την κατηγοριοποίηση της συνολικής καθυστέρησης για
την εκαστοτε γραµµή σε CARRIER-DELAY, LATE-AIRCRAFT-DELAY, WEATHER-DELAY,
NAS-DELAY, SECURITY-DELAY.

Σχήµα 4.15: Different kind of delays

4.7 Τεχνικές Προεπεξεργασίας ∆εδοµένων για Modeling

4.7.1 One hot Encoding

Για κατηγορικές µεταβλητές η κωδικοποίηση σε ακέραιους δεν είναι αρκετή. Σε αυτή την
περίπτωση χρησιµοποιούµε κωδικοποίηση One-Hot κατά την οποία αφαιρείται η κατηγορι-
κή µεταβλητή και προστίθεται µια νέα δυαδική µεταβλητή που αναφέρεται σε κάθε µοναδική
τιµή της µεταβλητής αυτής. Στην εργασία αυτή τέτοια κωδικοποίηση χρησιµοποιήθηκε για
τις αεροπορικές εταιρείες, τα αεροδρόµια ∆εν είναι, προφανώς, µια εξαιρετική επιλογή για
την κωδικοποίηση κατηγορικών µεταβλητών από την οπτική γωνία της µηχανικής µάθησης.
Το πιο προφανές είναι η µεγάλη ποσότητα διαστάσεων που προσθέτει, και είναι γνωστό ότι
γενικά µια µικρότερη ποσότητα διαστάσεων είναι καλύτερη. Για παράδειγµα, εάν επρόκειτο
να έχουµε µια στήλη που αντιπροσωπεύει µια πολιτεία των ΗΠΑ (π.χ. Καλιφόρνια, Νέα
Υόρκη), ένα σύστηµα κωδικοποίησης µίας κλήσης ϑα είχε ως αποτέλεσµα πενήντα επιπλέον
διαστάσεις.
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4.7.2 Integer encoding

Σχήµα 4.16: One hot encoding example[15]

4.7.2 Integer encoding

Για τις στήλες που έχουν πληροφορία για χρόνο συνηθως σε κατηγορική µορφή όπως πχ,
τον προβλεπόµενο χρόνο αναχώρησης και άφιξης (SCHEDULED-DEP-TIME, SCHEDULED-
ARR-TIME) χρησιµοποιούµε µια τεχνική µετατροπης του κατηγορήµατος σε ακέραιο. Θα
εφαρµοστή κωδικοποίηση One-Hot σε αυτές τις στήλες, τέτοια ώστε να ταξινοµείται η ώρα
σε 4 χρονικά slices της ηµέρας. Εποµένως ϑα χωρίσουµε τον χρόνο σε 4 τέταρτα των ηµερών
που σηµαίνει 6 ώρες το καθένα. Επιπλέον ϑα εφαρµόσουµε την ίδια µέθοδο, στους µήνες
και στις µέρες.

4.8 Υπερδειγµατοληψία και Υποδειγµατοληψία

Σε ένα σύνολο δεδοµένων όταν τα πλήθη δειγµάτων των κλάσεων διαφέρουν σηµαντικά
µεταξύ τους χρησιµοποιούµε τον όρο Μη-Ισορροπηµένο (imbalanced) Dataset. Αν και δεν
υπάρχει κάποιος ορισµός, εµπειρικά όταν ο λόγος µεταξύ του αριθµού των δειγµάτων σε ένα
σύνολο δεδοµένων δύο κλάσεων ξεπερνά τα 2:3 ϑεωρούµε το σύνολο µη ισορροπηµένο. Οι
περισσότεροι ταξινοµητές τείνουν να εκπαιδεύονται πιο αποτελεσµατικά εάν το πλήθος των
δειγµάτων στις διαφορετικές κλάσεις είναι ισορροπηµένο. Στο σύνολο δεδοµένων που έχουµε
κατασκευάσει ο λόγος των κλάσεων non-delayed και delayed της στήλης “is-Delayed” είναι
4:1. Αυτό σηµαίνει ότι το σύνολο µας δεν είναι ισορροπηµένο. Παρόλα αυτά το σύνολο µας
αποτελείται από µεγάλο αριθµό δειγµάτων (6558649 δείγµατα) µε αποτέλεσµα η ισορρο-
πία των κλάσεων στη συγκεκριµένη περίπτωση να µην είναι καθοριστικής σηµασίας αφού
υπάρχουν αρκετά δεδοµένα για αποτελεσµατική εκπαίδευση. Υπάρχουν δύο µέθοδοι για
να εξισορροπήσουµε τις κλάσεις σε ένα σύνολο δεδοµένων. Στη µέθοδο της υπέρδειγµατο-
ληψίας (oversampling) επιλέγονται τυχαία δείγµατα από την κλάση που υστερεί σε πλήθος
δειγµάτων και επαναλαµβάνονται µέχρι να εξισωθεί ο αριθµός των δειγµάτων µεταξύ των
κλάσεων. Αντίθετα, στην υποδειγµατοληψία (undesrampling), επιλέγεται η κλάση µε τα πε-
ϱισσότερα δείγµατα και αφαιρούνται από αυτήν δείγµατα µέχρι να ϕτάσουν το πλήθος των
δειγµάτων της άλλης κλάσης. Στα πλαίσια της πειραµατικής διαδικασίας χρησιµοποιήθηκαν
οι µέθοδοι της ϐιβλιοθήκες imbalanced learn, RandomOverSampler και RandomUnder-
Sampler αντίστοιχα. Παρατηρήθηκε ότι µε τη χρήση και των δύο µεθόδων τα µοντέλα µας
εκπαιδεύονταν λιγότερο αποτελεσµατικά και είχαµε µια πτώση της ορθότητας (accuracy) της
τάξης του 1
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Προτού περάσουµε στη µηχανική µάθηση πρέπει να τονισουµε ότι έχουν εξεταστεί µόνο
χαρακτηριστικά που γνωρίζει κάποιος πριν απογειωθεί. Τα υπόλοιπα έχουν αφαιρεθεί. Με
αυτόν τον τρόπο αυτό που προβλέπουµε είναι a priori γνώση επιϐίϐασης, δηλαδή για το
πριν επιβιβαστείτε στο αεροπλάνο και όχι ενώ ϐρίσκεστε στο αεροπλάνο στον αέρα, κάτι που
δεν ϑα ήταν πολύ χρήσιµο καθώς ϑα ϑέλατε να µάθετε αν ϑα αργήσετε πριν επιβιβαστείτε
στο αεροπλάνο. Η προσθήκη οποιουδήποτε από τα χαρακτηριστικά TAXI-OUT, TAXI-
IN, WHEELS-OFF, WHEELS-ON, ARR-DELAY, ACTUAL-ELAPSED-TIME ϑα αύξανε την
ακρίβειά σας σε τουλάχιστον 80%, κάτι που ακούγεται υπέροχο, αλλά και πάλι, ποιο είναι
το νόηµα αν είστε ήδη στον αέρα ;
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Κεφάλαιο 5

Πειραµατικά αποτελέσµατα Μηχανικής Μάθησης

Στο κεφάλαιο αυτό ϑα εφαρµόσουµε όλες τις τεχνικές Μηχανικής Μάθησης που είδαµε
στο κεφάλαιο 2.1. Σε κάθε µοντέλο για την παραγωγή των ϐέλτιστων δυνατών α-

ποτελεσµάτων έπρεπε να γίνει ϐελτιστοποίηση υπερ-παραµέτρων (hyperparameter tuning).
Στο παρόν κεφάλαιο εξηγείται η διαδικασία ϐελτιστοποίησης των υπερ-παραµέτρων των µο-
ντέλων, καθώς και παρατίθενται και σχολιάζονται πίνακες µε τις τιµές κάθε µετρικής για
κάθε µοντέλο όπως προέκυψαν στην αξιολόγηση του συνόλου ελέγχου (τεστ σετ).

5.1 Βελτιστοποίηση Υπερ-Παραµέτρων

Η απόδοση όλων των πιθανών συνδυασµών υπερ-παραµέτρων στο εκάστοτε µοντέλο γίνε-
ται µε τη µέθοδο της αναζήτησης πλέγµατος (Grid Search). Η αναζήτηση πλέγµατος είναι
απλά η εξαντλητική αναζήτηση όλων των συνδυασµών ενός ορισµένου συνόλου τιµών για
κάθε υπερ-παράµετρο του µοντέλου. Οι τιµές αυτές ορίζονται χειροκίνητα ϐάσει δοκιµών
και εµπειρικής γνώσης. Η µέθοδος πρέπει να καθοδηγείται από µια µετρική επίδοσης η οπο-
ία αποτιµάται πάνω στο σύνολο ελέγχου (test set) µε τη χρήση διασταυρωµένης επικύρωσης
(Cross Validation). Η υλοποίηση της µεθόδου έγινε µέσω της συνάρτησης GridSearchCV της
ϐιβλιοθήκης Sci-kit Learn. Κατά την τεχνική αυτή τα δεδοµένα εκπαίδευσης (training set)
χωρίζονται σε ένα σταθερό αριθµό πτυχών (folds) στον οποίο ϑα γίνει το Cross Validation. Σε
αυτή τη µέθοδο, χωρίζουµε το σετ εκπαίδευσης σε υποσύνολα ίσου µεγέθους Κ ή σε σύνολα
δειγµάτων που ονοµάζονται ϕολδς. Η εκπαιδευτική διαδικασία αποτελείται από µια σειρά
επαναλήψεων. Κατά τη διάρκεια κάθε επανάληψης, τα ϐήµατα είναι :

1. ∆ιατηρήστε ένα υποσύνολο ως δεδοµένα επικύρωσης και εκπαιδεύστε το µοντέλο µη-
χανικής εκµάθησης στα υπόλοιπα υποσύνολα Κ-1.

2. Παρατηρήστε πώς λειτουργεί το µοντέλο στο δείγµα επικύρωσης.

3. Βαθµολογήστε την απόδοση του µοντέλου µε ϐάση την ποιότητα των δεδοµένων εξόδου.

Χρησιµοποιώντας αυτή τη µέθοδο έχουµε αποτελεσµατικότερη εκπαίδευση και αποφεύγου-
µε το πρόβληµα της υπερπροσαρµογής (οερφιττινγ)
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Για την εκπαίδευση των µοντέλων το σύνολο δεδοµένων χωρίστηκε σε σύνολο εκπαίδευ-
σης και σύνολο ελέγχου. ΄Εγινε χρήση της µεθόδου τραιν_τεστ_σπλιτ από τη ϐιβλιοθήκη
Σςι-κιτ λεαρν. Το σύνολο ελέγχου αποτελεί το 30% των δεδοµένων, και το υπόλοιπο 70%
χρησιµοποιήθηκαν για την εκπαίδευση. Για κάθε µοντέλο εξετάστηκαν οι ακόλουθες υπερ-
παραµέτροι :

• Decision Trees : criterion, max_depth, max_features, min_samples_leaf, min_sam-
ples_split, splitter

• Random Forest : bootstrap, max_depth, max_features, min_samples leaf, min_-
samples_split, n_estimators

• AdaBoost : algorithm, learning_rate, n_estimators

• XGBoost : colsample_bytree, eta, gamma, learning_rate, max_depth, min_child_-
weight, subsample

• Multi_Layer Perceptron : activation, alpha, hidden_layer_sizes,learning_rate,solver

5.2 Υπερπροσαρµογή (Overfitting)

Η υπερπροσαρµογή είναι µια ανεπιθύµητη συµπεριφορά µηχανικής µάθησης που εµ-
ϕανίζεται όταν το µοντέλο µηχανικής εκµάθησης παρέχει ακριβείς προβλέψεις για δεδοµένα
εκπαίδευσης αλλά όχι για νέα δεδοµένα. ΄Οταν οι επιστήµονες δεδοµένων χρησιµοποιούν
µοντέλα µηχανικής µάθησης για να κάνουν προβλέψεις, εκπαιδεύουν πρώτα το µοντέλο σε
ένα γνωστό σύνολο δεδοµένων. Στη συνέχεια, µε ϐάση αυτές τις πληροφορίες, το µοντέλο
προσπαθεί να προβλέψει τα αποτελέσµατα για νέα σύνολα δεδοµένων. ΄Ενα µοντέλο υπερ-
προσαρµογής µπορεί να δώσει ανακριβείς προβλέψεις και δεν µπορεί να αποδώσει καλά για
όλους τους τύπους νέων δεδοµένων. Για την αποφυγή του προβλήµατος αυτού εφαρµόζουµε
την µέθοδο της διασταυρούµενης επικύρωσης (k-fold Cross Validation).

5.3 Αποτελέσµατα

Για την αξιολόγηση των πειραµάτων χρησιµοποιήθηκαν οι µετρικές που αναφέρθηκαν στο
Κεφάλαιο 2.6.5. Η ϐάση (baseline) για την αξιολόγηση των προβλέψεων στα δεδοµένα µας
είναι το 79.6%. Ο λόγος είναι ότι το ποσοστό αυτό αντιστοιχεί στη κλάση των πτήσεων non_-
delayed, δηλαδή στις πτήσεις µε is_Delayed status = 0. Σηµειώνεται ότι οι µετρικές precision
και recall αναφέρονται µε σταθµισµένο µέσο όρο λόγω της ανισορροπίας των κλάσεων, για
µια πιο ορθή εικόνα των αποτελεσµάτων.

Πριν περάσουµε στα αποτελέσµατα πρέπει να επισυµάνουµε ότι έχουν εξεταστεί µόνο
χαρακτηριστικά για το σετ δεδοµένων που γνωρίζει κάποιος πριν απογειωθεί. Τα υπόλοιπα
έχουν αφαιρεθεί. Αυτό µας οδηγεί στη σκέψη ότι το dep_delay αν και highly correlated µε το
arrival_delay χαρακτηριστικό των πτήσεων -γεγονός που διαπιστώσαµε κατά την διερευνητι-
κή ανάλυση δεδοµένων- είναι µάλλον απαραίτητο. Συνεπώς στα αποτελέσµατα του εκάστοτε
αλγορίθµου µηχανικής µάθησης που χρησιµοποιήθηκε έχει ερευνηθεί πρώτον η περίπτωση
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5.3.1 Αποτελέσµατα Decision Trees

που έχουµε διατηρήσει το dep_delay σαν χαρακτηριστικό και δεύτερον η περίπτωση που έχει
αφαιρεθεί απο το dataset .

Μετά το πέρας της εκπαίδευσης και της ϐελτιστοποίησης υπερ-παραµέτρων, συνολικά
λοιπόν τα µοντέλα µας έδωσαν τα ακόλουθα αποτελέσµατα:

5.3.1 Αποτελέσµατα Decision Trees

Σχήµα 5.1: Classification report for Decision Tree Classifier without Departure Delay ac-
counted

Σχήµα 5.2: Classification report for Decision Tree Classifier with Departure Delay accounted

5.3.2 Αποτελέσµατα Bagged Trees

Σχήµα 5.3: Classification report for Bagged Trees Classifier without Departure Delay
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Σχήµα 5.4: Classification report for Bagged Trees Classifier with Departure Delay

5.3.3 Αποτελέσµατα Random Forest

Σχήµα 5.5: Classification report for Random Forest Classifier without Departure Delay

Σχήµα 5.6: Classification report for Random Forest Classifier with Departure Delay
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5.3.3 Αποτελέσµατα Random Forest

Σχήµα 5.7: Feature Importance for Random Forrest Classifier without Departure Delay
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Σχήµα 5.8: Feature Importance for Random Forrest Classifier with Departure Delay

5.3.4 Αποτελέσµατα ADAptive Boost

Σχήµα 5.9: Classification report for ADAptive Boost Classifier without Departure Delay
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5.3.5 Αποτελέσµατα Gradient Boosted Trees

Σχήµα 5.10: Classification report for ADAptive Boost Classifier with Departure Delay

Σχήµα 5.11: Cross validation score for ADAboost without Departure Delay

Σχήµα 5.12: Cross validation score for ADAboost with Departure Delay

5.3.5 Αποτελέσµατα Gradient Boosted Trees

Σχήµα 5.13: Classification report for Gradient Boosted Trees Classifier without Departure
Delay

Σχήµα 5.14: Classification report for Gradient Boosted Trees Classifier Departure Delay
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Σχήµα 5.15: Cross validation score for Gradient Boosted Trees without Departure Delay

5.3.6 Αποτελέσµατα eXtreme gradient Boosting

Σχήµα 5.16: Classification report for eXtreme Gradient Boosting Classifier without Depar-
ture Delay

5.3.7 Αποτελέσµατα Multi Layer Perceptron

Συνθήκες που πρέπει να ισχύουν για ένα νευρωνικό δίκτυο:

1. Τα δεδοµένα πρέπει να είναι καθαρά αριθµητικά

2. Τα δεδοµένα δεν µπορούν να περιέχουν τιµές που λείπουν

3. Τα δεδοµένα πρέπει να κανονικοποιηθούν

∆οκιµάσαµε να χτίσουµε διάφορα ακολουθιακό µοντέλα. ΄Ενα ακολουθιακό µοντέλο ε-
ίναι κατάλληλο για µια απλή στοίβα στρωµάτων όπου κάθε στρώµα έχει ακριβώς έναν τανυστή
εισόδου και έναν τανυστή εξόδου.

Για την δηµιουργία των στρωµάτων χρησιµοποιήθηκε η ϐιβλιοθήκη Keras του Tensor-
flow. Ως στρώµατα χρησιµοποιούµε πυκνά (densely) συνδεδεµένα στρώµατα.

Τι είναι ένα πυκνό στρώµα;

Σε οποιοδήποτε νευρωνικό δίκτυο, ένα πυκνό στρώµα είναι ένα στρώµα που είναι ϐαθιά
συνδεδεµένο µε το προηγούµενο στρώµα του, που σηµαίνει ότι οι νευρώνες του στρώµατος
συνδέονται µε κάθε νευρώνα του προηγούµενου στρώµατός του. Αυτό το επίπεδο είναι το
πιο συχνά χρησιµοποιούµενο στρώµα σε τεχνητά νευρωνικά δίκτυα. Για την δηµιουργία
του καλούµε την συνάρτηση ∆ενσε του Κεϱασ. Κάθε πυκνό στρώµα υλοποιεί τη λειτουργία :
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5.3.7 Αποτελέσµατα Multi Layer Perceptron

output = activation(dot(input, kernel) + bias), ακριβώς όπως είδαµε στο κεφάλαιο 2.6.1.
Ο τρόπος ενεργοποίησης (activation) του στρώµατος(νευρώνα) δηλώνεται ως όρισµα κατά τη
δηµιουργία του και είναι µία εκ των συναρτήσεων ενεργοποίησης που είδαµε στο κεφάλαιο
2.6.3. Ο πυρήνας (kernel) είναι ένας πίνακας ϐαρών που δηµιουργείται από το επίπεδο και
το bias είναι ένα διάνυσµα πόλωσης που δηµιουργείται από το επίπεδο.

Η πρώτη µας δοκιµή είναι να δηµιουργήσουµε ένα MLP 2 επιπέδων ως εξής:

model_1 = Sequential()

model_1.add(Dense(30, activation=’tanh’, input_shape=(53,)))

model_1.add(Dense(1, activation=’sigmoid’))

∆ηλαδή εδώ ϑα έχουµε 2-στρώµατα (input, output ). Το πρώτο ϑα έχει 30 διαστάσεις
ως έξοδο, είσοδο 54 διαστάσεις που αντιστοιχούν στις στήλες των χαρακτηριστικών του σετ
δεδοµένων µετά το one-hot encoding και ενεργοποίηση την Συνάρτηση Υπερβολικής Εφα-
πτοµένης. Το δεύτερο στρώµα είναι η τελική έξοδος και ϑα έχει συνάρτηση ενεργοποίησης
την Σιγµοειδή.

Σχήµα 5.17: Classification report for MLP model1 with Departure Delay
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Σχήµα 5.18: Training results for MLP model1 with Departure Delay

Σχήµα 5.19: Confusion Matrix for MLP model1 with Departure Delay

Η δεύτερη απόπειρα είναι να δηµιουργήσουµε ένα MLP 3 επιπέδων ως εξής:

model_2 = Sequential()
model_2.add(Dense(30, activation=’tanh’, input_shape=(53,)))
model_2.add(Dense(10, activation=’tanh’))
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model_2.add(Dense(1, activation=’sigmoid’))

∆ηλαδή εδώ ϑα έχουµε 3-στρώµατα (input, 1-hidden, output ). Το πρώτο ϑα έχει 30 δια-
στάσεις ως έξοδο, είσοδο 54 διαστάσεις που αντιστοιχούν στις στήλες των χαρακτηριστικών
του σετ δεδοµένων µετά το one-hot encoding και ενεργοποίηση την Συνάρτηση Υπερβολικής
Εφαπτοµένης. Το δεύτερο στρώµα ϑα έχει 10 διαστάσεις ως έξοδο, ενεργοποίηση την Συνάρ-
τηση Υπερβολικής Εφαπτοµένης. Τέλος, το τρίτο στρώµα είναι η τελική έξοδος και ϑα έχει
συνάρτηση ενεργοποίησης την Σιγµοειδή.

Σχήµα 5.20: Classification report for MLP model2 with Departure Delay

Σχήµα 5.21: Training results for MLP model2 with Departure Delay
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Σχήµα 5.22: Confusion Matrix for MLP model2 with Departure Delay

Η τρίτη δοκιµή είναι να δηµιουργήσουµε ένα MLP 3 επιπέδων ως εξής:

model_3 = Sequential()

model_3.add(Dense(30, activation=’relu’, input_shape=(53,)))

model_3.add(Dense(10, activation=’relu’))

model_3.add(Dense(5, activation=’relu’))

model_3.add(Dense(1, activation=’sigmoid’))

∆ηλαδή εδώ ϑα έχουµε 4-στρώµατα (input, 2-hidden, output ). Το πρώτο ϑα έχει 30 δια-
στάσεις ως έξοδο, είσοδο 54 διαστάσεις που αντιστοιχούν στις στήλες των χαρακτηριστικών
του σετ δεδοµένων µετά το one-hot encoding και ενεργοποίηση την Συνάρτηση Υπερβολι-
κής Εφαπτοµένης. Το δεύτερο στρώµα ϑα έχει 10 διαστάσεις ως έξοδο, ενεργοποίηση την
Συνάρτηση Υπερβολικής Εφαπτοµένης. Το τρίτο στρώµα ϑα έχει 5 διαστάσεις ως έξοδο, ε-
νεργοποίηση την Συνάρτηση Υπερβολικής Εφαπτοµένης. Τέλος, το τέταρτο στρώµα είναι η
τελική έξοδος και ϑα έχει συνάρτηση ενεργοποίησης την Σιγµοειδή.

Σχήµα 5.23: Classification report for MLP model3 with Departure Delay
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Σχήµα 5.24: Training results for MLP model3 with Departure Delay

Σχήµα 5.25: Confusion Matrix for MLP model3 with Departure Delay

5.3.8 Γενικές παρατηρήσεις

Στα τελικά δεδοµένα εκπαίδευσης που κατασκευάσαµε µπορούµε να καταλάβουµε πόσο
καθοριστικό ϱόλο στην πρόβλεψη καθυστέρησης κατα την άφιξη µιας πτήσης παίζει η πλη-
ϱοφορία του departure_delay. Στους περισσότερους ταξινοµητές τα ποσοστά διαφέρουν κατα
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τεράστιο ϐαθµό στην πρόβλεψη των καθυστερηµένων πτήσεων, ενώ η ακρίβεια του κάθε ταξι-
νοµητή πλην των Random Forrest, Decision Tree που έχει εκπαιδευτεί µε την πληροφορία
για το dep_delay είναι πάντα πάνω απο το baseline.
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Επίλογος
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Κεφάλαιο 6

Επίλογος

6.1 Συµπεράσµατα

Στην παρούσα εργασία χρησιµοποιήθηκαν τεχνικές Επιβλεπόµενης Μάθησης µε σκοπό
την πρόβλεψη καθυστέρησης πτήσεων µε την ταξινόµηση τους σε δύο κατηγορίες, τις κα-
ϑυστερηµένες και τις µη καθυστερηµένες (Delayed, non_Delayed). Σκοπός ήταν η µελέτη
τόσο του ενδεχοµένου επιτυχούς πρόβλεψης των καθυστερήσεων χρήσει τεχνικών Μηχανικής
Μάθησης, όσο και η διερεύνηση των παραγόντων εκείνων, που συµβάλλουν σηµαντικότερα
καθορίζοντας την επιτυχία της πρόβλεψης. Μετά τη διεξαγωγή πειραµάτων µε διάφορα
µοντέλα ταξινοµητών, οι οποίοι χρησιµοποιούν ποικίλες τεχνικές για την επίλυση του διε-
ϱευνώµενου προβλήµατος, συµπεράναµε ότι οι καλύτεροι αλγόριθµοι για την αντιµετώπιση
του, είναι αλγόριθµοι συνόλου Ensemble Algorithms και συγκεκριµένα αυτοί που χρησιµο-
ποιούν την τεχνική ακραίας Ενίσχυσης και Ενισχυσης Κλίσης XGBoost και Gradient Boost.
Οι τρεις αλγόριθµοι ενίσχυσης οι οποίοι εξετάστηκαν στα πλαίσια της πειραµατικής διαδι-
κασίας ήταν οι AdaBoost, Gradient Boost και XGBoost, µε τον τελευταίο να αποδεικνύεται
καλύτερο/αποδοτικότερο για το πρόβληµα µας. Επιπρόσθετως, πολυ καλή απόδοση έδειξαν
να έχουν και τα νευρωνικά δίκτυα δηλαδή οι πολυστρωµατικοί νευρώνες(MLP).

Συνεπώς διαπιστώσαµε εµπεριστατωµένα ότι η πρόβλεψη των καθυστερήσεων

είναι αντικειµενική εφόσον ϐασίζεται σε στοχαστικά µεγέθη όπως είναι ο καιρός

και οι προηγούµενες καθυστερήσεις και ακριβής σε µεγάλο ποσοστό στο οποίο συµ-

µετέχει οχι µονον οι καιρικές συνθήκες αλλα και η γνώση παραµέτρων(όπως το

departure delay) κατά την αναχώρηση της πτήσης.

6.2 Μελλοντικές Επεκτάσεις

Το σύστηµα που αναπτύχθηκε στα πλαίσια αυτής της διπλωµατικής εργασίας ϑα µπο-
ϱούσε να ϐελτιωθεί και να επεκταθεί περαιτέρω, τουλάχιστον ως προς τρεις κατευθύνσεις.
Συγκεκριµένα, αναφέρονται τα ακόλουθα:

• Στοχευµένη ανάλυση για µία πόλη ή αεροδρόµιο και πολλούς προορισµούς

• Μπορούµε να τρέξουµε ξανα τους αλγορίθµους µηχανικής µάθησης και των νευρωνι-
κών δικτύων για το αεροδρόµιο που επιλέξαµε
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• Επέκταση του σετ δεδοµένων ώστε να περιέχει πληροφορία για τις προηγούµενες
πτήσεις. ΄Ενας πολύ σηµαντικών λόγος όπως δείξαµε είναι η καθυστέρηση στην ανα-
χώρηση. Εύλογο λοιπόν είναι πως η µεταβίβαση απο µια πτήση σε άλλη οταν υπάρχει
ανταπόκριση να συµµετέχει και αυτή στην καθυστέρηση. ΄Αρα ϑα µπορούσαµε να προ-
σθέσουµε την ώρα µετεπιβίβασης που έχεις από την µία πτήση για την άλλη και µετά
να ακολουθήσουµε σε νέα ανάλυση και modeling
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Ελληνικοί όροι :

ΜΜ Μηχανική Μάθηση
ΤΝ∆ Τεχνητό Νευρωνικό ∆ίκτυο
κ.α. και άλλα
κ.ο.κ και ούτω καθεξής
Αγγλικοί όροι :

NAS National Airspace System
BTS Bureau of Transportation Statistics
FAA Federal Aviation Administration
NTSB National Transportation Safety Board
NOAA National Oceanic and Atmospheric Administration
ΚΝΝ K-Nearest Neighbors
MLE Maximum Likelihood Estimation
OLS Ordinary Least Squares
LDA Linear Discriminant Analysis
QDA Quadratic Discriminant Analysis
RF Random Forest
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UTC Coordinated Universal Time
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