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Περίληψη

Η ευρεία ανάπτυξη των ϐαθιών συνελικτικών δικτύων και ειδικότερα των αρχιτεκτονικών
κωδικοποιητή-αποκωδικοποιητή έχει οδηγήσει στην εκτεταµένη χρήση τους για την επίλυση
του προβλήµατος της σηµασιολογικής κατάτµησης εικόνας. Παρόλα αυτά, προκειµένου να
εκπαιδευτούν µοντέλα µε ικανοποιητική ικανότητα γενίκευσης για το συγκεκριµένο πρόβλη-
µα απαιτούνται µεγάλου πλήθους σύνολα επισηµασµένων δεδοµένων. Στην περίπτωση της
σηµασιολογικής κατάτµησης η επισήµανση δεδοµένων είναι µια αρκετά χρονοβόρα διαδι-
κασία, καθώς σε κάθε εικονοστοιχείο πρέπει να ανατεθεί µία σηµασιολογική κλάση. Για
αυτόν τον λόγο, ιδιαίτερη έµφαση δίνεται σε ανάπτυξη µεθόδων ηµιεπιβλεπόµενης µάθησης,
όπου το δίκτυο εκπαιδεύεται πάνω σε λιγότερα επισηµασµένα και σε περισσότερα µη επιση-
µασµένα δεδοµένα, µε στόχο να µπορεί να παρουσιάζει εξίσου καλή ικανότητα γενίκευσης.
Στην παρούσα διπλωµατική εξετάζεται η µέθοδος της κανονικοποίησης συνέπειας (consis-
tency regularization) για την αξιοποίηση των µη επισηµασµένων δεδοµένων, σύµφωνα µε
την οποία το δίκτυο καλείται να παράγει όµοιες προβλέψεις για διαταραγµένες (perturbed)
εκδοχές της εικόνας εισόδου (διαταραχές εισόδου). Συγκεκριµένα, χρησιµοποιούµε το πα-
ϱάδειγµα εκπαίδευσης της ασθενούς-ισχυρής συνέπειας (weak-to-strong consistency), κατά
το οποίο το δίκτυο δέχεται στην είσοδο µία ασθενώς διαταραγµένη εκδοχή (λιγότερο έντονη
επαύξηση, ασθενής επαύξηση) και η πρόβλεψη του για αυτή χρησιµοποιείται ως ψευδο-
ετικέτα για την επίβλεψη της αντίστοιχης εξόδου της ισχυρά διαταραγµένης εκδοχής (πιο
έντονη επαύξηση, ισχυρή επαύξηση). Για τη δηµιουργία της ισχυρά επαυξηµένης εκδοχής
µιας εικόνας, πειραµατιζόµαστε µε διάφορες µεθόδους επαύξησης, όπως µε µετασχηµα-
τισµούς χρώµατος (color distortions, color augmentation), καθώς και µε τεχνικές µίξης
Ϲευγών εικόνων, όπως οι ClassMix, CutMix, οι οποίες συνδυάζουν εικόνες µε σκοπό την πα-
ϱαγωγή νέων πιο πολύπλοκων τεχνητών εικόνων µε διευρυµένο σηµασιολογικό περιεχόµενο.
Παράλληλα, πειραµατιζόµαστε και µε την περίπτωση όπου το δίκτυο τροφοδοτείται µε δύο
ισχυρά επαυξηµένες εκδοχές που έχουν παραχθεί είτε µε την ίδια, είτε και µε διαφορετική
µέθοδο επαύξησης. Αναφέρουµε και συγκρίνουµε τα πειραµατικά αποτελέσµατα στα σύνολα
δεδοµένων Pascal VOC 2012, CelebAMask-HQ και QaTa-COV19-v2.

Λέξεις Κλειδιά

σηµασιολογική κατάτµηση εικόνας, ϐαθιά συνελικτικά δίκτυα, δίκτυα κωδικοποιητή-
αποκωδικοποιητή, ηµιεπιβλεπόµενη µάθηση, κανονικοποίηση συνέπειας, διαταραχές ει-
σόδου, ασθενής-ισχυρή συνέπεια, ψευδοετικέτα, ισχυρή επαύξηση, ασθενής επαύξηση, µε-
τασχηµατισµοί χρώµατος, ClassMix, CutMix.
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Abstract

The widespread development of deep convolutional networks, especially encoder-
decoder architectures, has led to their extensive use in solving the problem of image
semantic segmentation. However, large labeled datasets are required to train models
with satisfactory generalization ability for this problem. In the case of semantic segmen-
tation, data labeling is a time-consuming process, as each image pixel must be assigned
to a semantic class. Therefore, particular emphasis is placed on the development of
semi-supervised learning methods, where the network is trained on fewer labeled and
more unlabeled data, with the aim of exhibiting equally good generalization ability. In
this thesis, the consistency regularization method is examined to exploit unlabeled data,
according to which the network is called to produce similar predictions for perturbed
input images. Specifically, we use the example of weak-to-strong consistency training,
where the network accepts a weakly perturbed version (less intense augmentation, weak
augmentation) in the input and its prediction for it is used as a pseudo-label to supervise
the corresponding output of the strongly perturbed version (more intense augmentation,
strong augmentation). To create the strongly augmented version of an image, we experi-
ment with various augmentation methods, such as color distortions(color augmentation),
as well as image mixing techniques, such as ClassMix, CutMix, which combine images
in order to produce new and more complex artificial images with an extended semantic
content. At the same time, we are experimenting also with the case where the network is
fed with two strongly augmented versions that have been generated either with the same
or different augmentation method. We report and compare the experimental results on
the Pascal VOC 2012, CelebAMask-HQ, and QaTa-COV19-v2 datasets.

Keywords

image semantic segmentation, deep convolutional networks, encoder-decoder archite-
ctures, semi-supervised learning, consistency regularization, input perturbations, weak-
strong consistency, pseudo-label, strong augmentation, weak augmentation, color distor-
tions, color augmentation, ClassMix, CutMix
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Κεφάλαιο 1

Εισαγωγή

1.1 Αντικείµενο της διπλωµατικής

Η σηµασιολογική κατάτµηση εικόνας αποτελεί έναν πολύ σηµαντικό τοµέα της όρασης
υπολογιστών µε πολλές εφαρµογές σε προβλήµατα του πραγµατικού κόσµου. Η διαµέριση
της εικόνας σε υποπεριοχές και η αναγνώριση αντικειµένων και περιοχών ενδιαφέροντος
σε αυτή, µέσω αλγορίθµων µηχανικής µάθησης, συνεισφέρει στην καλύτερη κατανόηση
του περιεχοµένου της που είναι απαραίτητη για τη δηµιουργία αξιόπιστων συστηµάτων τε-
χνητής νοηµοσύνης, τα οποία ϑα µπορούν να επιλύουν προβλήµατα της καθηµερινότητας.
Μερικοί από τους τοµείς που η σηµασιολογική κατάτµηση ϐρίσκει ευρεία εφαρµογή είναι
τα αυτο-οδηγούµενα οχήµατα (Self-driving vehicles) [28, 29, 30, 31], η τµηµατοποίηση ι-
ατρικών εικόνων (medical image segmentation) [32, 33], η τµηµατοποίηση δορυφορικών
εικόνων(land cover segmentation) [34, 35], καθώς και η κατανόηση σκηνών (scene un-
derstanding) [36]. Η ϱαγδαία ανάπτυξη των ϐαθιών νευρωνικών δικτύων έχει οδηγήσει τα
τελευταία χρόνια στη ευρεία χρήση τους σε προβλήµατα σηµασιολογικής κατάτµησης µε τα
αποτελέσµατα να είναι πολύ ικανοποιητικά. Παρόλα αυτά, προκειµένου να έχουµε αξιόπιστα
µοντέλα που ϑα παρουσιάζουν καλή ικανότητα γενίκευσης απαιτούνται µεγάλες ποσότητες
επισηµασµένων δεδοµένων (labeled data) για την εκπαίδευση των ϐαθιών νευρωνικών δι-
κτύων. Σε ένα πρόβληµα όπως η σηµασιολογική κατάτµηση, η δηµιουργία ετικετών (data
labeling) ϑεωρείται αρκετά χρονοβόρα διαδικασία, καθώς χρειάζεται σε κάθε εικονοστοιχείο
pixel να αποδοθεί µία ετικέτα. Χαρακτηριστικά, για το σύνολο δεδοµένων Cityscapes [37],
αναφέρεται ότι για να γίνει η επισήµανση όλων των pixel µίας εικόνας απαιτούνται κατα
µέσο όρο 90 λεπτά. Για αυτόν τον λόγο τα τελευταία χρόνια έχει πραγµατοποιηθεί µεγάλη
έρευνα γύρω από αλγορίθµους ηµιεπιβλεπόµενης µάθησης που αξιοποιούν ένα σχετικά µι-
κρό πλήθος επισηµασµένων(labeled) δεδοµένων σε συνδυασµό µε ένα αρκετά µεγαλύτερο
πλήθος µη επισηµασµένων (unlabeled) δεδοµένων µε σκόπο την εκπαίδευση µοντέλων που
ϑα µπορούν να παρουσιάζουν παρόµοια ικανότητα γενίκευσης µε τα πλήρως επιβλεπόµενα
µοντέλα, µετριάζοντας έτσι την ανάγκη για µεγάλους όγκους επισηµασµένων δεδοµένων.

Στην παρούσα διπλωµατική εργασία εξετάζουµε τη µέθοδο της κανονικοποίησης συ-
νέπειας (consistency regularization) [38], µίας πολύ διαδεδοµένης τεχνικής για ηµιεπιβλε-
πόµενη µάθηση, όπου το δίκτυο καλείται να µάθει να παράγει όµοιες εξόδους για διαφορετι-
κές επαυξηµένες (augmented) ή διαταραγµένες (perturbed) εκδοχές ενός δείγµατος εισόδου.
Πιο συγκεκριµένα, ϐασιζόµαστε στο παράδειγµα εκπαίδευσης ασθενούς-ισχυρής συνέπειας
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του FixMatch[13], όπου η πρόβλεψη για µία ασθενώς επαυξηµένη εικόνα χρησιµοποιείται
ως ψευδοετικέτα για την επίβλεψη της εξόδου της αντίστοιχης ισχυρά επαυξηµένης εκδο-
χής. Για τη δηµιουργία της ισχυρά επαυξηµένης εκδοχής µιάς εικόνας πειραµατιζόµαστε
µε τις τεχνικές επαύξησης ClassMix [16], CutMix[15], καθώς και µε την επαύξηση χρώµα-
τος (color augmentation) [39]. Επιπροσθέτως, αξιοποιώντας την ιδέα που προτείνεται στο
[14] για τη δηµιουργία δύο ισχυρά επαυξηµένων εκδοχών και την ταυτόχρονη τροφοδότηση
τους στο δίκτυο, πειραµατιζόµαστε µε τις διαφορετικές µεθόδους επαύξησης που µπορούν
να παραχθούν αυτές οι δύο εκδοχές (π.χ ClassMix + CutMix). Αναφέρουµε τα πειραµατικά
µας αποτελέσµατα στα σύνολα δεδοµένων Pascal VOC 2012 [19], CelebAMask-HQ [20] και
QaTa-COV19 [21, 22] και παρουσιάζουµε επιπλέον ποιοτικά αποτελέσµατα που παράγει το
δίκτυο κατάτµησης.

Τέλος να αναφέρουµε ότι αρχιτεκτονικές ϐαθιών νευρωνικών δικτύων έχουν υλοποιη-
ϑεί και χρησιµοποιηθεί σε διάφορες εφαρµογές από µέλη του Εργαστηρίου Συστηµάτων
Τεχνητής Νοηµοσύνης και Μάθησης (AILS) του ΕΜΠ. Ειδικότερα επιβλεπόµενες τεχνικές
CNN και CNN-RNN έχουν εφαρµοστεί για κατηγοριοποίηση αντικειµένων, στην ιατρική δι-
άγνωση νευροεκφυλιστικών ασθενειών, όπως της νόσου του Πάρκινσον [40, 41, 42, 43, 44]
ή της Covid-19 [45, 46, 47, 48], περιλαµβάνοντας κατάτµηση 2D ή 3D εικόνων. ΄Εµφα-
ση έχει δοθεί στην διαφάνεια και στην προσαρµογή των µοντέλων [49, 50, 51] αλλά και
στην ανάπτυξη πλέον σύνθετων αρχιτεκτονικών, µπαϋεσιανών, µε κάψουλες και αβεβαιότητα
[52, 53, 54, 55]. Βαθιές ηµι- και αυτο- επιβλεπόµενες 3D νευρωνικές αρχιτεκτονικές, αλ-
λά και αρχιτεκτονικές κωδικοποιητή- αποκωδικοποιητή έχουν εφαρµοστεί στην ανίχνευση
ϐλαβών σε πυρηνικούς αντιδραστήρες [56, 57], στην πρόβλεψη της παραγωγής στον αγρο-
τικό τοµέα [58, 59] και στην αναγνώριση και σύνθεση συναισθήµατος [60, 61], ενώ άλλες
εφαρµόζονται σε προβλήµατα ανάλυσης εικόνων και αλληλεπίδρασης ανθρώπου-υπολογιστή
[62, 63].

1.2 Οργάνωση του τόµου

Η εργασία περιλαµβάνει τα εξής κεφάλαια :

• Κεφάλαιο 2: Μια συνοπτική παρουσιάση ϑεωρητικών εννοιών που είναι απαραίτητες
για τη καλύτερη κατανόηση της εργασίας.

• Κεφάλαιο 3: Παρουσιάση των ϐασικών µεθόδων κανονικοποίησης συνέπειας που
συναντόνται στη ϐιβλιογραφία.

• Κεφάλαιο 4: Παρουσίαση των συνόλων δεδοµένων που χρησιµοποιούνται στην εργα-
σία.

• Κεφάλαιο 5: Παρουσίαση της ϐασικής µεθοδολογίας που ακολουθούµε.

• Κεφάλαιο 6: Παρουσίαση πειραµατικών αποτελεσµάτων.

• Κεφάλαιο 7: Τελικά συµπεράσµατα και µελλοντικές επεκτάσεις.
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Κεφάλαιο 2

Θεωρητικό υπόβαθρο

2.1 Κατάτµηση εικόνας

Π ϱόκειται για το πρόβληµα της όρασης υπολογιστών και της ψηφιακής ανάλυσης
εικόνας, το οποίο στοχεύει στην οµαδοποίηση όµοιων περιοχών ή τµηµάτων µιάς

εικόνας. Μπορούµε να ϑεωρήσουµε ότι µία ψηφιακή εικόνα αναπαρίσταται από ένα σύνολο
από pixels, τα οποία ανήκουν σε κάποια κλάση. Συνεπώς το πρόβληµα της δόµησης όµοιων
τµηµάτων εικόνας είναι ισοδύναµο µε την κατηγοριοποίηση σε επίπεδο pixel. Η κατάτµηση
εικόνας αποτελεί µία επέκταση του προβλήµατος της κατηγοριοποίησης εικόνας, καθώς
εκτός από την κατηγοριοποίηση πραγµατοποιείται και ο εντοπισµός της ακριβής ϑέσης και
των ορίων των αντικειµένων που απεικονίζονται [1].

Εικόνα 2.1: Παράδειγµα της κατηγοριοποίησης (classification) και της κατάτµησης (segmen-
tation)[1]

2.1.1 Είδη κατάτµησης εικόνας

Οι 2 ϐασικοί τρόποι για να τµηµατοποιηθεί µία εικόνα είναι οι εξής :

• Σηµασιολογική κατάτµηση (Semantic Segmentation).

• Κατάτµηση παραδειγµάτων (Instance Segmentation).

Σηµασιολογική κατάτµηση εικόνας: Κατηγοριοποίηση των pixels µιας εικόνας σε
σηµασιολογικές κλάσεις. Τα pixels που ανήκουν σε κάποια συγκεκριµένη κλάση απλώς
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ταξινοµούνται σε αυτή χωρίς να λαµβάνεται υπόψην περαιτέρω πληροφορία [1].
Κατάτµηση παραδειγµάτων εικόνας: Η κατηγοριοποίηση των pixels γίνεται µε ϐάση

το πλήθος των αντικειµένων (παρουσιών) που συναντώνται σε µία εικόνα χωρίς να λαµ-
ϐάνονται υπόψην κλάσεις. ΄Ενας αλγόριθµος τµηµατοποίησης παραδειγµάτων δεν ξέρει την
κλάση στην οποία ανήκει µια περιοχή, αλλά µπορεί να διαχωρίσει επικαλυπτόµενες ή πολύ
παρόµοιες περιοχές αντικειµένων µε ϐάση τα όριά τους [1].

Εικόνα 2.2: Αριστερά:Semantic Segmentation ∆εξιά :Instance Segmentation [2]

2.2 Συνελικτικά Νευρωνικά ∆ίκτυα για την επίλυση του προ-

ϐλήµατος της σηµασιολογικής κατάτµησης εικόνας

΄Ενα συνελικτικό δίκτυο παίρνει ως είσοδο µία RGB εικόνα και προσπαθεί να παράξει
ως έξοδο έναν χάρτη τµηµατοποίησης(segmentation map), χωρικών διαστάσεων ίδιων µε
της εικόνας εισόδου, ο οποίος περιέχει σε κάθε του ϑέση έναν ακέραιο δείκτη (class index)
που υποδηλώνει την κλάση που έχει ταξινοµηθεί το αντίστοιχο pixel της αρχικής εικόνας.
Μπορούµε να πούµε ότι το πρόβληµα της σηµασιολογικής κατάτµησης αποτελεί ουσιαστικά
ένα πρόβληµα κατηγοριοποίησης (classification) σε επίπεδο pixel [3].

Εικόνα 2.3: Παράδειγµα τµηµατοποίησης µε 5 σηµασιολογικές κλάσεις [3]

Υποθέτουµε τα ότι έχουµε τα εξής :

• Εικόνα εισόδου RGB µε χωρικές διαστάσεις (H,W), έστω I ∈ RHxWx3

• Σύνολο C µε πλήθος Κ σηµασιολογικές κλάσεις, έστω C = {0, 1, 2, .., K − 1}
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• Συνελικτικό δίκτυο µε παραµέτρους ϑ, έστω f (θ)

Εφαρµόζοντας το δίκτυο f στην εικόνα εισόδου I, τότε έχουµε:

y = f (I) ∈ RHxWx |C| (2.1)

Η έξοδος του δικτύου αποτελείται από χάρτες χαρακτηριστικών (feature maps) Κ-καναλιών
(πλήθος σηµασιολογικών κλάσεων) και χωρικών διαστάσεων ίδιων µε της εικόνας εισόδου. Αν
εφαρµόσουµε την συνάρτηση argmax για κάθε pixel της εξόδου y του δικτύου ϑα παραχθεί
ο χάρτης τµηµατοποίησης y∗(segmented map) που έχουµε αναφέρει.

y∗ = argmax (f (I)) = argmax (y) ∈ RHxWx1 (2.2)

Εικόνα 2.4: One-Hot encoded πρόβλεψη του δικτύου πριν την εφαρµογή της argmax [3]

Εποµένως, η one-hot encoded πρόβλεψη του δικτύου που διάθετει κανάλια όσα και οι
κλάσεις του προβλήµατος µπορεί να αναχθεί σε µία εικόνα ενός µόνο καναλιού (single-
channel) µετά την εφαρµογή της argmax σε κάθε pixel. Το αποτέλεσµα εκτός από χάρτης
τµηµατοποίησης ονοµάζεται και µάσκα τµηµατοποίησης (segmentation mask) 2.5 [3].

2.2.1 Αρχιτεκτονικές Encoder - Decoder

Στόχος είναι να σχεδιάσουµε αρχιτεκτονικές συνελικτικών δικτύων που ϑα επιλύουν το
πρόβληµα. Μία πρώτη προσέγγιση είναι να κατασευάσουµε ένα δίκτυο, το οποίο ϑα απο-
τελείται µόνο από διαδοχικά συνελικτικά επίπεδα που ϑα έχουν το ίδιο γέµισµα(padding),
έτσι ώστε οι χωρικές διαστάσεις να διατηρούνται σταθερές κατά το πέρασµα της εικόνας από
το δίκτυο. Με αυτό τον τρόπο το δίκτυο µπορεί να µάθει µία αντιστοίχιση απο τον χώρο της
εικόνας εισόδου RHxWx3 στον χώρο του τελικού χάρτη τµηµατοποίησης RHxWx1. Μία τέτοια
αρχιτεκτονική ϕαίνεται στην εικόνα 2.6 [3].
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Εικόνα 2.5: Η τελική µάσκα µετά την εφαρµογή της argmax [3]

Εικόνα 2.6: [4]

Βλέπουµε, λοιπόν, ότι η αρχική χωρική ανάλυση της εικόνας διατηρείται κατά το πέρα-
σµα της απο το δίκτυο, κάτι που στην πράξη αποδεικνύεται αρκέτα ακριβό υπολογιστικά.

Γενικά στις σύγχρονες αρκτεκτονικές ϐαθιών συνελικτικών δικτύων γίνεται χρήση τε-
χνικών υποδειγµατοληψίας (downsampling) έτσι ώστε να µειώνεται η διαστατικότητα των
ενδιάµεσων χαρτών χαρακτηριστικών (feature maps) που παράγονται και να ελαφρύνεται
το υπολογιστικό κόστος του forward περάσµατος της εικόνας. Τέτοιες τεχνικές είναι είτε η
χρήση συνελικτικών επιπέδων µε stride > 1, είτε πράξεις pooling. Σε περιπτώσεις απλής
κατηγοριοποίησης (classification) η µείωση της διαστατικότητας δεν αποτελεί πρόβληµα,
καθώς στην έξοδο του το δίκτυο απλά πρέπει να αποφανθεί για το περιεχόµενο της εικόνας
εισόδου [3]. Σε ένα πρόβληµα σηµασιολογικής τµηµατοποίησης όµως, όπου πρέπει να γίνει
κατηγοριοποίηση του κάθε pixel ξεχωριστά, όπως έχουµε αναφέρει σε προηγούµενη πα-
ϱάγραφο η έξοδος του δικτύου ϑα πρέπει να είναι ένας χάρτης τµηµατοποίησης που ϑα
έχει χωρική ανάλυση ίδια µε αυτή της αρχικής εικόνας[3]. Συνεπώς, µε κάποιο τρόπο τα
ενδιάµεσα χαµηλής χωρικής ανάλυσης χαρακτηριστικά που έχουν παραχθεί χρειάζεται να
αναδειγµατοληπτηθούν (upsampling) στην αρχική χωρική ανάλυση της εικόνας εισόδου [3].

Η πιο διαδεδοµένη προσέγγιση για προβλήµατα σηµασιολογικής τµηµατοποίησης ε-
ίναι αρχιτεκτονικές, οι οποίες διαθέτουν δοµή κωδικοποιητή - αποκωδικοποιητή (encoder-
decoder). Μία από τις πρώτες δουλειές που πρότειναν τέτοιου είδους δίκτυα είναι το Seg-
Net[5], όπου η εικόνα εισόδου περνάει αρχικά απο διαδοχικά συνελικτικά (convolutional
layers with stride) και υποδειγµατοληπτικα επίπεδα (pooling layers), έτσι ώστε να γίνεται
συµπίεση της πληροφορίας σε χάρτες χαρακτηριστικών (feature maps) χαµηλής χωρικής
διαστατικότητας. Το τµήµα του δικτύου που επιτελεί τα παραπάνω είναι ουσιαστικά ο en-
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coder. Εν συνεχεία, το δεύτερο τµήµα του δικτύου ο decoder αναλαµβάνει να αποσυµπιέσει
και να ανακατασκευάσει την έξοδο που παίρνει απο τον encoder. Με διαδοχικές πράξεις
αναδειγµατοληψίας (upsampling) ο decoder παράγει στην έξοδο του το τελικό χάρτη τµηµα-
τοποίησης (segmentation map) που έχει τη χωρική ανάλυση της εικόνας εισόδου.

Εικόνα 2.7: Η αρχιτεκτονική encoder-decoder, όπως αυτή παρουσιάζεται στο SegNet [5]

Τα δίκτυα της παραπάνω µορφής ονοµάζονται πλήρως συνελικτικά δίκτυα (Fully Con-
volutional Networks), καθώς αποτελούνται αποκλειστικά απο συνελικτικά επίπεδα και δεν
έχουν κανένα πλήρως συνδεδεµένο επίπεδο (fully connected layer).

Ας υποθέσουµε τα εξής :

• Εικόνα εισόδου RGB I ∈ RHxWx3

• C σηµασιολογικές κλάσεις

• Συνελικτικο δίκτυο µε παραµέτρους θ, έστω f (θ), το οποίο αποτελείται από 2 επιµέρους
τµήµατα:

– δίκτυο Encoder, µε παραµέτρους θ1, έστω e(θ1)

– δίκτυο Decoder, µε παραµέτρους θ2, έστω d(θ1)

– θ = θ1 ∪ θ2

Εφαρµόζουµε τον encoder e στην εικόνα εισόδου και παίρνουµε τα ενδιάµεσα χαρακτηρι-
στικά χαµηλής χωρικής διαστατικότητας.

yf = e(I) ∈ RH/4xW/4xD (2.3)

Υποθέτουµε, ότι ο encoder υποτετραπλασιάζει την αρχική χωρική ανάλυση της εικόνας και
ότι τα παραγόµενα ενδιάµεσα χαρακτηριστικά ϐρίσκονται σε έναν χώρο υψηλής διαστατι-
κότητας, έστω D.

΄Εν συνέχεια τα ενδιαµέσα χαρακτηριστικά τροφοδοντούνται στον decoder. Ο decoder
ϑα παράξει χάρτες χαρακτηριστικών χωρικής ανάλυσης ίδιας µε της εικόνας εισόδου, ενώ τα
κανάλια ϑα είναι ίσα µε τον αριθµό των κλάσεων. Ουσιαστικά, κάθε κανάλι αντιπροσωπε-
ύει µία κλάση. Επίσης, στην έξοδο του decoder εφαρµόζονται διαδοχικά σε επίπεδο pixel
οι συναρτήσεις softmax και argmax για να προκύψει ο τελικός χάρτης τµηµατοποίησης
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(segmentation map).
y = softmax(d(yf )) ∈ RHxWxC (2.4)

yo = argmax(y) ∈ RHxW (2.5)

2.2.2 Τα δίκτυα DeepLabV3 και DeepLabV3plus

΄Οπως, αναφέραµε στην προηγούµενη παράγραφο, τα πλήρως συνελικτικά δίκτυα(FCN),
τα οποία ακολουθούν την αρχιτεκτονική encoder-decoder είναι αυτά που χρησιµοποιούνται
κατ΄ εξοχήν στα περισσότερα προβλήµατα σηµασιολογικής κατάτµησης. ΄Ενα πρόβληµα που
αντιµετώπιζουν αυτές οι αρχιτεκτονικές είναι ότι οι χάρτες χαρακτηριστικών (features maps)
που παράγονται, καθώς προχωράµε σε ϐαθύτερα επίπεδα του δικτύου, υπόκεινται σε συνε-
λίξεις και πράξεις pooling που έχουν ως αποτέλεσµα τη µείωση της χωρικής ανάλυσης τους
και συνεπώς, την απώλεια πληροφορίας που είναι πολύ σηµαντική για ένα πρόβληµα τµη-
µατοποίησης, όπου ϑέλουµε ο τελικός χάρτης τµηµατοποίησης να είναι καλής ποιότητας.
Οι αρχιτεκτονικές τύπου Deeplab[7], που παρουσιάζουµε εδώ, προσπαθούν να µετριάσουν
το παραπάνω πρόβληµα µε την εισαγωγή των εξής δύο ιδεών :

• ∆ιεσταλµένες συνελίξεις (Atrous Convolutions ή Dilated Convolutions)[7]

• Spatial Pyramid Pooling[7]

Dilated Convolutions: Πρόκειται για συνελίξεις που πραγµατοποιούνται µεταξύ των χαρτών
χαρακτηριστικών και ϕίλτρων, τα οποία περιέχουν µηδενικά µεταξύ δύο διαδοχικών µη
µηδενικών τιµών τους. Το πλήθος των µηδενικών που εισάγονται, καθορίζεται από έναν
αριθµό που ονοµάζεται dilation rate και συµβολίζεται µε r. Συγκεκριµένα, ανάµεσα σε κάθε
Ϲεύγος διαδοχικών τιµών ενός αρχικού ϕίλτρου, εισάγονται r-1 µηδενικά σε κάθε διάσταση,
έτσι ώστε ένα προκύψει το dilated ϕίλτρο. Προφανώς, αν επιλεγεί r = 1, τότε αυτό σηµαίνει
ότι χρησιµοποιούµε ακριβώς το αρχικό ϕίλτρο, χωρίς dilation.

Εικόνα 2.8: Φίλτρο αρχικών χωρικών διαστάσεων 3x3, µε προσθήκη διαφόρων ϱυθµών δια-
στολής (dilation rates) [6]

Αυτό που επιτυγχάνεται µε την εισαγωγή του ϱυθµού διαστολής είναι ότι µεγαλώνει το
πεδίο ϑέασης(field of view) του ϕίλτρου µε αποτέλεσµα να διευρύνεται η πληροφοριά που
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εξάγεται µετά από κάθε συνέλιξη. Εποµένως, κάνοντας χρήση τέτοιων συνελίξεων µπορούµε
χωρίς πράξεις pooling να διατηρούµε την ίδια χωρική ανάλυση και ταυτόχρονα να εξάγουµε
πληροφορία σε πολλαπλές κλίµακες, αυξάνοντας τον ϱυθµό διαστολής. Επιπλέον, η διε-
ύρυνση των πυρήνων µε αυτό τον τρόπο δεν επιφέρει υπολογιστική επιβάρυνση, καθώς δεν
αυξάνονται σε πλήθος οι τιµές των ϕίλτρων (ϐάρη του δικτύου).

Dilated Spatial Pyramid Pooling: Αξιοποιώντας το παραπάνω είδος συνέλιξης µπο-
ϱεί να δοµηθεί το Dilated Spatial Pyramid Pooling(DSPP). Ουσιαστικά, πρόκειται για µία
συνιστώσα ή επίπεδο(layer), η οποία αποτελείται από παράλληλες διεσταλµένες συνελίξεις
µε διαφορετικό ϱυθµό διαστολής και εφαρµόζεται σε κάποια χαρακτηριστικά εισόδου. Ο
στόχος είναι αξιοποιώντας τους διαφορετικούς ϱυθµούς r να µπορεί να εξαχθεί πληροφορία
σε πολλαπλές κλίµακες.

Εικόνα 2.9: Η δοµή του Atrous Spatial Pyramid Pooling[7]

DeeplabV3 [6]

Το δίκτυο DeepLabV3[6] ουσιαστικά είναι η εξέλιξη της οικογένειας δικτύων DeepLab [7]
που αποτελούν state of the art αρχιτεκτονικές για τη σηµασιολογική κατάτµηση εικόνας. Η
συγκεκριµένη αρχιτεκτονική αποτελείται από 2 ϐασικές συνιστώσες. ΄Ενα ϐαθύ συνελικτικό
δίκτυο (π.χ ResNet[23]), το οποίο ονοµάζεται και ϱαχοκοκαλιά(backbone), καθώς και τη δο-
µή Dilated Spatial Pyramid Pooling. Ουσιαστικά, στα χαρακτηριστικά εξόδου που παράγει
το ResNet, εφαρµόζεται το Dilated Spatial Pyramid Pooling, για την εξαγωγή πληροφοριάς
σε πολλαπλές κλίµακες.

DeepLabV3plus [8]

Το DeepLabV3plus[8] αποτελεί την εξέλιξη της αρχιτεκτονικής DeepLabV3, καθώς την
ενσωµατώνει σε µία ενιαία αρχιτεκτονική τύπου encoder-decoder. Το δίκτυο DeepLabV3,
λοιπόν, αποτελεί τον encoder, ο οποίος µε χρήση της δοµής Dilated Spatial Pyramid Pool-
ing µπορεί να αποµονώνει χαρακτηριστικά σε πολλαπλές κλίµακες. Ο decoder αυτό που
κάνει είναι να παίρνει την έξοδο του Dilated Spatial Pyramid Pooling να κάνει µία υπερ-
δειγµατοληψία και να ενώνει αυτά τα χαρακτηριστικά µε κάποια χαµηλότερου επιπέδου (π.χ
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ακµές, καµπύλες κ.λ.π)(low - level features) που έχουν εξαχθεί από τα αρχικά επίπεδα του
encoder. Συγκεκριµένα, αυτά είναι χαρακτηριστικά που παράγονται στα αρχικά επίπεδα
του backbone ResNet και συνδυάζονται µε αυτά που έχει εξάγει ο encoder για να µετριαστεί
η απώλεια πληροφορίας σε ότι έχει να κάνει µε τα όρια των αντικειµένων προς κατάτµηση.
Τα χαµηλού επιπέδου χαρακτηριστικά, επειδή είναι υψηλής διαστατικότητας, έχουν δηλαδή
πολλά κανάλια, ϕιλτράρονται από µία 1x1 συνέλιξη, ώστε να µειωθεί η διαστατικότητα τους.
Αυτό γίνεται, έτσι ώστε να µην υπερκαλύψουν τα υψηλού επιπέδου χαρακτηριστικά(high-
level features) που έχουν εξαχθεί από το DSPP. Τέλος, µετά από κάποιες ακόµα συνελίξεις
και µία τελική υπερδειγµατοληψία (upsampling) παράγεται ο τελικός χάρτης τµηµατοποίη-
σης.

Εικόνα 2.10: Η αρχιτεκτονική DeepLabV3 [6]

Εικόνα 2.11: Η αρχιτεκτονική DeepLabV3plus [8]
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2.3 Ηµιεπιβλεπόµενη Μάθηση (Semi-Supervised Learning)

Πρόκειται για ένα σύνολο αλγορίθµων µηχανικής µάθησης που συνδυάζουν τα χαρα-
κτηριστικά της επιβλεποµένης (supervised learning) και της µη-επιβλεπόµενης µάθησης
(unsupervised learning). Ουσιαστικά, αποτελεί µία υβριδική µέθοδο µάθησης, η οπο-
ία αξιοποιεί ταυτόχρονα τόσο δεδοµένα µε ετικέτα (labeled data), όσο και δεδοµένα χω-
ϱίς ετικέτα (unlabeled data) κατά την εκπαίδευση του µοντέλου. Στόχος είναι η χρήση
των επιπλέον µη επισηµασµένων δεδοµένων να επιφέρουν ϐελτίωση στην απόδοση του µο-
ντέλου. Σε ένα πρόβληµα ηµιεπιβλεπόµενης µάθησης έχουµε ένα συνολο δεδοµένων D,
όπου D = Dl ∪ Du . Το Dl πρόκειται για το σύνολο των επισηµασµένων (labeled) δεδοµένων
µεγέθους N , έστω Dl = {x1l , x2l , ..., xlN } µε αντίστοιχες ετικέτες Υ = {yl1, yl2, ..., ylN }. Επι-
πλέον, έχουµε το σύνολο των µη επισηµασµένων (unlabeled) δεδοµένων Du µεγέθους M, έστω
Du = {x1u , x2u , ..., xuM } για τα οποία δεν διαθέτουµε ετικέτες. Γενικά, ϑέλουµε το πλήθος των
µη επισηµασµένων δεδοµένων να είναι αρκετά µεγαλύτερο από αυτό των επισηµασµένων,
N << M .

Στόχος είναι να αξιοποιηθούν τα µη επισηµασµένα δεδοµένα, ώστε να παραχθεί ένα
µοντέλο fθ (fθ : X → Y , X χώρος χαρακτηριστικών, Y χώρος ετικετών), το οποίο ϑα έχει
καλύτερη προβλεπτική ικανότητα από ότι ϑα είχε εάν χρησιµοποιούσαµε µόνο τα επιση-
µασµένα δεδοµένα κατά την εκπαίδευση και ϑα προσεγγίζει σε απόδοση το µοντέλο που
εκπαιδεύεται µε όλες τις ετικέτες διαθέσιµες[64]. Για να έχουµε ϐελτίωση στην απόδοση
του µοντέλου σε σχέση µε την απλή επιβλεπόµενη εκπαίδευση, χρειάζεται η γνώση πάνω
στην P(x)(κατανοµή δεδοµένων) που αποκτάται από την αξιοποίηση των µη επισηµασµένων
δεδοµένων να είναι χρήσιµη κατά την αποτίµηση της κατανοµής P(y|x)[65, 66]. Με απλά
λόγια χρειάζεται τα µη επισηµασµένα δεδοµένα να προέρχονται από κατανοµή σχετική µε
το πρόβληµα που ϑέλουµε να λύσουµε.

Η γενική ιδέα πίσω από τις µεθόδους που εξετάζουµε και χρησιµοποιούµε στην παρούσα
διπλωµατική είναι ότι το µοντέλο εκπαιδεύεται µε σκοπό την ϐελτιστοποίηση µίας συνδυα-
στικής συνάρτησης κόστους (loss function) που αποτελείται απο δύο όρους [64].

Ltotal = Llabeled + η(t) · Lunlabeled (2.6)

Ο πρώτος όρος είναι η κλασική συνάρτηση κόστους που χρησιµοποιείται στην επιβλεπόµενη
µάθηση (π.χ cross entropy, mean square error) και υπολογίζεται πάνω στα επισηµασµένα
δεδοµένα. Ο δεύτερος όρος αποτελεί τη συνάρτηση κόστους που αξιοποιεί τα µη επισηµα-
σµένα δεδοµένα και στόχος των αλγορίθµων ηµιεπιβλεπόµενης µάθησης είναι να σχεδιάσουν
κατάλληλα το συγκεκριµένο κόστος. Η συνεισφορά της Lunlabeled στη συνολική ηµιεπιβλε-
πόµενη συνάρτηση κόστους συνήθως καθορίζεται από ένα ϐάρος η(t). Το συγκεκριµένο
ϐάρος µπορεί να είναι είτε µία σταθερά, είτε µία συνάρτηση ϱάµπας εξαρτώµενη από το
ϐήµα εκπαίδευσης t που προσαρµόζει ανάλογα την επίδραση του όρου Lunlabeled κατά τη
διάρκεια της εκπαίδευσης.
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2.3.1 Βασικές υποθέσεις στην ηµιεπιβλεπόµενη µάθηση

Για να έχει νόηµα η εφαρµογή των αλγορίθµων ηµιεπιβλεπόµενης µάθησης χρειάζεται να
ληφθούν υπόψην ορισµένες υποθέσεις που αφορούν τη δοµή των δεδοµένων εκπαίδευσης.

• Υπόθεση Οµαλότητας (Smoothness Assumption) [65, 66]: Εάν δύο δείγµατα x1,
x2 που ϐρίσκονται σε µία περιοχή του χώρου, όπου υπάρχει πυκνή συγκέντρωση
δεδοµένων (high density cluster , high density region) είναι κοντά, τότε κοντά ϑα
πρέπει να είναι και οι αντίστοιχες προβλέψεις y1, y2 [65, 66]. Πρακτικά αυτό µας
λέει ότι αν τα x1, x2 είναι κοντά στον χώρο πρέπει να έχουν την ίδια ετικέτα σε ένα
πρόβληµα κατηγοριοποίησης, δηλαδή τα y1, y2 να είναι ίδια.

• Υπόθεση Συστάδας (Cluster Assumption) [65, 66]: Αν δύο δείγµατα ϐρίσκονται στην
ίδια συστάδα (cluster) σε έναν χώρο, τότε πιθανώς να ανήκουν στην ίδια κλάση [65, 66].
Ουσιαστικά αυτό αποτελεί µία ειδική περίπτωση της υπόθεσης οµαλότητας. Θεωρούµε
ότι τα δείγµατα είσοδου σχηµατίζουν συστάδες στον χώρο και κάθε συστάδα αντιπρο-
σωπεύει µία κλάση[64].

• Υπόθεση διαχωρισµού χαµηλής πυκνότητας (Low - Density Separation Assump-
tion): Εδώ υποθέτουµε ότι το όριο απόφασης (decision boundary) που παράγεται από
κάποιον ταξινοµητή πρέπει να ϐρίσκεται σε µία περιοχή χαµηλής πυκνότητας του
χώρου, δηλαδή σε περιοχές που δεν έχουν σχηµατιστεί συστάδες (clusters) δεδοµένων.
΄Εδω έχουµε άµεση συσχέτιση µε την υπόθεση συστάδας, καθώς εάν ένα όριο απόφα-
σης διερχόταν από µία περιοχή υψηλής πυκνότητας (high -density region), δηλαδή
από µία συστάδα, ϑα τη διαµέριζε σε δύο ξεχωριστές κλάσεις µε αποτέλεσµα να υπήρ-
χαν δείγµατα της ίδιας συστάδας τα οποία ϑα είχαν διαφορετική κλάση και ϑα είχαµε
έτσι παραβίαση της υπόθεσης συστάδας [64].

Εικόνα 2.12: Υποθέσεις οµαλότητας (smoothness) και χαµηλής πυκνότητας (low-density)[9]

Στο παραπάνω σχήµα οι τελείες µε το αχνό χρώµα αντιπροσωπεύουν τα µη επισηµα-
σµένα και οι σταυροί µε τα τρίγωνα τα επισηµασµένα δεδοµένα για ένα πρόβληµα δυα-
δικής κατηγοριοποίησης. Η µη διακεκοµµένη γραµµή απεικονίζει ένα ϐέλτιστο όριο
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απόφασης που µπορεί να έβρισκε ένας επιβλεπόµενος αλγόριθµος αξιοποιώντας µόνο
τα επισηµασµένα δεδοµένα. Από την άλλη η διακεκοµµένη γραµµή αντιπροσωπεύει
ένα όριο αποφάσης κάποιου ηµιεπιβλεπόµενου αλγορίθµου, ο οποίος κάνει χρήση
και των µη επισηµασµένων δεδοµένων, ωθώντας το όριο απόφασης σε περιοχές χαµη-
λής πυκνότητας, ϐασιζόµενος στις υποθέσεις οµαλότητας (smoothness assumption),
συστάδας (cluster assumption) και διαχωρισµού χαµηλής πυκνότητας (low-density
separation).

• Υπόθεση Manifold (Manifold Assumption): Γενικά στα πρόβληµατα µηχανικής µάθη-
σης του πραγµατικού κόσµου τα δεδοµένα εκπαίδευσης που καλούµαστε να δια-
χειριστούµε είναι υψηλής διαστατικότητας. Για παράδειγµα µία εικόνα RGB χω-
ϱικών διαστάσεων (256, 256) ανήκει στον χώρο R256x256x3, ο οποίος έχει διάσταση
256x256x3 = 196608. Σύµφωνα µε αυτή την υπόθεση τα δείγµατα που ϐρίσκο-
νται σε έναν χώρο υψηλής διαστατικότητας (high-dimensional) συνήθως συγκεντρώνο-
νται σε υποδοµές (substructures), οι οποίες είναι µικρότερης διαστατικότητας (lower-
dimension). Αυτές, οι υποδοµές είναι τοπολογικοί χώροι που ονοµάζονται mani-
folds[9]. Στην περίπτωση της ηµιεπιβλεπόµενης µάθησης, η υπόθεση αναφέρει ότι
ο χώρος εισόδου µπορεί να αποτελείται από πολλαπλά χαµηλότερης διαστατικότητας
manifolds στα οποία ϐρίσκονται τα δεδοµένα και ότι τα δεδοµένα που ϐρίσκονται στο
ίδιο manifold ανήκουν στην ίδια κλάση (έχουν ίδιο label) [9]. Εποµένως, εάν καθο-
ϱίσουµε το πλήθος των manifolds που απεικονίζονται τα δεδοµένα, καθώς και ποια
δείγµατα ανήκουν στο κάθε manifold ϑα µπορέσουµε να συµπεράνουµε τις κλάσεις
που ανήκουν τα µη επισηµασµένα δεδοµένα µε ϐάση τα επισηµασµένα µε τα οποία
συνυπάρχουν στο ίδιο manifold[9].

Εικόνα 2.13: Υπόθεση Manifold[9]

Στην παραπάνω εικόνα ϐλέπουµε µε τη διακεκοµµένη γραµµή το ϐέλτιστο όριο α-
πόφασης που ϐρίσκει ο ηµιεπιβλεπόµενος αλγόριθµος. Τα δεδοµένα απεικονίζονται
σε 2 δισδιάστατα manifolds και η κατηγοριοποίηση των µη επισηµασµένων δειγµάτων
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γίνεται µε ϐάση τα επισηµασµένα δείγµατα που υπάρχουν στο αντίστοιχο manifold.

2.3.2 Κανονικοποίηση Συνέπειας (Consistency Regularization)

Μία πολύ διαδεδοµένη προσέγγιση στην ηµιεπιβλεπόµενη µάθηση είναι η κανονικοπο-
ίηση συνέπειας (consistency regularization). Η γενική ιδέα στην οποία ϐασίζονται όλοι οι
αλγόριθµοι αυτής της κατηγορίας είναι ότι οι µικρές µεταβολές ή διαταραχές (perturbations)
που µπορούν να εφαρµοστούν πάνω σε κάποιο µη επισηµασµένο δείγµα εισόδου (εφαρµογή
κάποιου µετασχηµατισµού επαύξησης δεδοµένων, προσθήκη ϑορύβου γκαουσιανού σε µια
εικόνα κ.λ.π) δεν ϑα επηρεάσουν σε µεγάλο ϐαθµό την τελική πρόβλεψη του µοντέλου[64].
΄Οπως έχουµε αναφέρει και στις υποθέσεις συστάδας και διαχωρισµού χαµηλής πυκνότη-
τας, τα όρια απόφασης ϐρίσκονται σε χαµηλής πυκνότητας περιοχές και διαχωρίζουν µεταξύ
τους τις συστάδες που αποτελούν τις υψηλής πυκνότητας περιοχές και αντιπροσωπεύουν
τις διαφορετικές κλάσεις. Συνεπώς, κάτω από την εφαρµογή κάποιας µικρής διαταραχής
(perturbation) ϑεωρούµε ότι δεν ϑα πρέπει να παραβιάζονται οι παραπάνω υποθέσεις και η
πιθανότητα το διαταραγµένο (perturbed) δείγµα να ανήκει σε διαφορετική κλάση ϑα πρέπει
να είναι µικρή[64]. Αξιοποιώντας, λοιπόν, τα µη επισηµασµένα δεδοµένα κατά την εκπα-
ίδευση, στόχος είναι το µοντέλο να έχει τη δυνατότητα να παράγει κοντινές προβλέψεις για
κάποιο δείγµα και τη διαταραγµένη (perturbed) εκδοχή αυτού, δηλαδή συνεπείς προβλέψεις
για παρόµοια δείγµατα εισόδου.

΄Εν γένει, όπως ϑα δούµε και στη συνέχεια διαταραχές (perturbations) εκτός από τα
δείγµατα εισόδου µπορούµε να εφαρµόσουµε τόσο σε επίπεδο δικτύου (network pertur-
bation)[18], όταν αναφερόµαστε σε νευρωνικά δίκτυα, καθώς και σε επίπεδο ενδιάµεσων
χαρακτηριστικών που µπορεί να παράγει κάποιο δίκτυο (feature perturbation)[17].

Εάν υποθέσουµε ότι έχουµε κάποιο µη επισηµασµένο δείγµα u1 και τη διαταραγµένη
εκδοχή αυτού u1per και τα τροφοδοτήσουµε σε ένα δίκτυο f (θ), τότε ο στόχος ϑα είναι το
δίκτυο να παράξει συνεπείς προβλέψεις ελαχιστοποιώντας την απόσταση αυτών, δηλαδή την
ποσότητα D(fθ(u1), fθ(u1per)). Οπότε ο δεύτερος όρος της 2.6 που αξιοποιεί τα µη επιση-
µασµένα δεδοµένα συνήθως είναι µία συνάρτηση που αξιολογεί απόσταση δύο κατανοµών
(π.χ Mean Square Error, Kullback-Leiber divergence, Jensen-Shannon divergence, cross-
entropy) [64] .

Εικόνα 2.14: Η γενική ιδέα της κανονικοποίησης συνέπειας (consistency regularization) σε
ένα πρόβληµα κατηγοριοποίησης [10]
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To µοντέλο Mean Teacher [67] Στις µεθόδους κανονικοποίησης συνέπειας, όπως είδαµε
εφαρµόζουµε διαταραχές στα µη επισηµασµένα δεδοµένα και εν συνεχεία τα τροφοδοτούµε
στο δίκτυο, απαιτώντας ίδιες εξόδους µεταξύ του δείγµατος και της διαταραγµένης εκδοχής
αυτού. Το µοντέλο που χρησιµοποιείται σε αυτές τις περιπτώσεις είναι αυτό του Student -
Teacher. Ουσιαστικά, πρόκειται για δύο δίκτυα που στις περισσότερες ϕορές έχουν κοι-
νές παραµέτρους θ και στόχος είναι να υπάρχει συνέπεια στις εξόδους του student µε τον
teacher για τις διαταραγµένες (perturbed) εισόδους. Οµοίως, το µοντέλο Mean Teacher [67]
αποτελείται από τα δίκτυα Student και Teacher τα οποία έχουν την ίδια αρχιτεκτονική µε τη
διαφορά ότι τα ϐάρη του teacher είναι ο εκθετικός κινητός µέσος όρος (exponential moving
average a.k.a EMA)[68] των ϐαρών του student. Ουσιαστικά τα ϐάρη του teacher αποτε-
λούν τον µέσο όρο των ϐαρών του student πάνω σε όλα τα ϐήµατα εκπαίδευσης (training
steps)[67], για αυτό και έχει την ονοµασία mean teacher. ∆ηλαδή, τα ϐάρη του teacher στο
ϐήµα εκπαίδευσης t δίνονται από τη σχέση θteacher

t = λ ∗ θteacher
t−1 + (1 − λ) ∗ θstudent

t [67].
Το λ αποτελεί συντελεστή εξοµάλυνσης και είναι υπερπαράµετρος. Σύµφωνα µε την αρχική
δηµοσίευση[67], ο µέσος όρος των ϐαρών πάνω σε όλα τα ϐήµατα εκπαίδευσης µπορεί να
παράξει πιό ακριβή µοντέλα teachers σε σχέση µε το αν χρησιµοποιούνταν απλά τα τελικά
ϐάρη του student[67].

Η µεθοδολογία έδω είναι ότι για κάθε δείγµα επισηµασµένο και µη επισηµασµένο πα-
ϱάγονται τυχαία 2 επαυξηµένες εκδοχές (input perturbation). Η πρώτη εκδοχή τροφοδο-
τείται στο δίκτυο student και η δεύτερη στον teacher. Το κόστος συνέπειας (consistency
loss) που χρησιµοποιείται ειναι το MSE για τις προβλέψεις των δικτύων student και teacher,
καθώς ϑέλουµε να ωθήσουµε τα δίκτυα να παράγουν ίδιες εξόδους. Για την περίπτωση των
επισηµασµένων δεδοµένων γίνεται υπολογισµός και του κόστους cross entropy µε ϐάση τις
διαθέσιµες ετικέτες. Το τελικό κόστος αποτελείται απο τη συνάρτηση απωλειών cross entropy
και τον όρο κανονικοποίησης consistency loss σύµφωνα µε την γενική σχέση 2.6.[10]

Εικόνα 2.15: Η µέθοδος Mean Teacher [10]

Η γενική συνάρτηση κόστους έδω µπορεί να εκραστεί ως εξής [64]:

L =
1
|Dl |

∑
(x,y)∈Dl

CE(y, fθstudent (x)) +w(t) ∗
1
|Du |

∑
x∈Du

dMSE(fθstudent (x)), fθteacher (xperturbed)) (2.7)
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Το παράδειγµα εκπαίδευσης συνέπειας Interpolation Consistency Training (ICT)[11]

Ας υποθέσουµε ότι έχουµε µία πράξη παρεµβολής (interpolation) δύο δειγµάτων όπως η
MixUp [69], η οποία εκφράζεται ως εξής : Mix(a, b) = λ ∗ a + (1 − λ) ∗ b, όπου ϐάρος
λ ∼ Beta(α, α) για α ∈ [0,∞] [64]. Τότε, στόχος του ICT είναι να εκπαιδεύσει το µοντέλο να
παραµένει συνεπές κάτω από πράξεις παρεµβολής µεταξύ των µη επισηµασµένων δειγµάτων.
∆ηλαδή, για ένα δίκτυο student fθ και για τον αντίστοιχο EMA teacher fθ′ απαιτείται συνέπεια
µεταξύ των ποσοτήτων fθ(Mixλ(u1, u2)) και Mixλ(fθ′(u1), fθ′(u2)), όπου u1, u2 δύο τυχαία µη
επισηµασµένα δείγµατα [11].

Σύµφωνα µε το [11] τέτοιου είδους πράξεις µίξης δειγµάτων µπορούν να αξιοποιηθούν
ως διαταραχές για Ϲεύγη µη επισηµασµένων δειγµάτων. Γενικά, τα δείγµατα που ϐρίσκονται
σε χαµηλής πυκνότητας περιοχές, δηλαδή κοντά στα όρια απόφασης είναι κατάλληλα για
να εφαρµοστεί σε αυτά κανονικοποίηση συνέπειας. Αυτό ισχύει, καθώς εάν ϑεωρήσουµε
ένα δείγµα u1, το οποίο υποθέτουµε ότι ϐρίσκεται κοντά στο όριο απόφασης τότε εάν δη-
µιουργήσουµε µία διαταραγµένη εκδοχη αυτού, έστω u1 + δ, τότε είναι πιθανό το u1 + δ να
περάσει από την άλλη πλευρά του ορίου απόφασης παραβιάζοντας τη συνθήκη διαχωρισµού
χαµηλής πυκνότητας. Από την άλλη σε υψηλής πυκνότητας περιοχές µία τέτοια παραβίαση
δεν ϑα συνέβαινε, καθώς τα δείγµατα ϐρίσκονται µακρία απο το όριο απόφασης και µικρές
διαταραχές δεν ϑα οδηγούσαν πέρα από αυτό[11]. Γενικά, ϑέλουµε µια διαταραχή u1 + δ

κάποιου δείγµατος u1 που ϐρίσκεται κοντά στο όριο απόφασης, ώστε το u1 + δ να ϐρίσκεται
από την αντίθετη πλευρά του ορίου απόφασης[11]. Η ιδέα απλά να χρησιµοποιούµε τυχαίες
διαταραχές δεν είναι αποδοτική, καθώς το υποσύνολο των κατευθύνσεων που οδηγούν κοντά
στο όριο απόφασης είναι ένα εξαιρετικά µικρό ποσοστό του συνολικού χώρου[11]. Αυτό που
προτείνεται είναι να ϑεωρησουµε µία διαταραχή(perturbation) ενός δείγµατος u1, την πράξη
Mix µε κάποιο άλλο δείγµα u2. ∆ηλαδή, u1 + δ = Mixλ(u1, u2). Για προβλήµατα που έχουν
µεγάλο αριθµό κλάσεων και παρόµοια κατανοµή µεταξύ των δειγµάτων της κάθε κλάσης ε-
ίναι πολύ πιθανό τα δείγµατα (u1, u2) να ϐρίσκονται σε διαφορετική συστάδα και να ανήκουν
σε διαφορετική κλάση[64]. Αν υποθέσουµε, επίσης, και ότι ένα εκ των 2 δειγµάτων(π.χ το
u1) ϐρίσκεται κόντα και σε µία χαµηλής πυκνότητας περιοχή (κατάλληλο δείγµα για εφαρ-
µοστεί κανονικοποίηση συνέπειας), τότε το να πραγµατοποιήσουµε µία πράξη µίξης π.χ µε
το u2 ϑα οδηγήσει το όριο απόφασης σε µια χαµηλής πυκνότητας περιοχή. Συνεπώς, οι
πράξεις παρεµβολής (interpolation) αποτελούν καλές διαταραχές (perturbations) για την
κανονικοποίηση συνέπειας (consistency regularization)[11].

Το γενικό παράδειγµα εκπαίδευσης του ICT αποτελείται από δύο κλάδους (branches),
ενώ και εδώ χρησιµοποιείται το µοντέλο Mean Teacher. Ο πρώτος κλάδος αξιοποιεί τα επι-
σηµασµένα δεδοµένα. Συγκεκριµένα, αυτά τροφοδοτούνται στο δίκτυο student fθstudent και
υπολογίζεται το cross-entropy κόστος µε ϐάση τις διαθέσιµες ετικέτες. Στον δεύτερο κλάδο
που αξιοποιούνται τα µη επισηµασµένα δεδοµένα, αρχικά επιλέγονται τυχαία 2 δείγµατα τα
οποία γίνονται Mix και το παραγόµενο δείγµα τροφοδοτείται στο δίκτυο student. Παράλλη-
λα, τα 2 αρχικά δείγµατα δίνονται ως είσοδο στο δίκτυο teacher fθema−teacher , το οποίο παράγει
τις αντίστοιχές εξόδους, οι οποίες και αυτές γίνονται Mix. Τέλος, απαιτείται συνέπεια µεταξύ
της εξόδου του student και της εξόδου που προέκυψε από την ανάµειξη των δύο εξόδων του
teacher. Και σε αυτή την περίπτωση το τελικό κόστος αποτελείται από την cross-entropy και
το κόστος συνέπειας µεταξύ student-teacher.
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2.3.3 Ψευδοετικέτες (Pseudolabels)

Μαθηµατικά το συνολικό κόστος για το ICT µπορεί να εκφραστεί ως εξής [11] [64]:

L =
1
|Dl |

∑
(x,y)∈Dl

CE(y, fθstudent (x))

+w(t) ∗
1
|Du |

∑
(u1,u2)∈Du

dMSE(fθstudent (Mixλ(u1, u2)), Mixλ(fθema−teacher (u1), fθema−teacher (u2)) (2.8)

Εικόνα 2.16: Η µέθοδος Interpolation Consistency Training [11]

2.3.3 Ψευδοετικέτες (Pseudolabels)

Η χρησιµοποίηση των προβλέψεων του µοντέλου πάνω στα µη επισηµασµένα δεδοµένα
κατά τη διάρκεια της εκπαίδευσης ονοµάζεται pseudo-labeling[70, 71]. Ουσιαστικά, αυτό
που γίνεται είναι η κατανοµή που παράγει η συνάρτηση softmax στην έξοδο του δικτύου
να περνάει από µία πράξη argmax και εν συνεχεία να παράγεται ένας δείκτης (index) που
υποδηλώνει την κλάση. Αυτό αποτελεί την ψευδοετικέτα (pseudolabel). Ακόµη µπορεί να
εκφραστεί και ως one-hot διάνυσµα.

Για παράδειγµα για ένα πρόβληµα κατηγοριοποίησης C κλάσεων, έστω ότι έχουµε ένα
µη επισηµασµένο δείγµα u και το τροφοδοτούµε στο δίκτυο, το οποίο παράγει µία κατανοµή
softmax για αυτό το δείγµα.

ymodelprediction = fθ(u) ∈ RC∑
C

ymodelpredictionC = 1

ypseudo = yargmax = argmax(ymodelprediction) ∈ {1, 2, 3, ..., C}

Το yargmax ουσιαστικά αποτελεί την ψευδοετικέτα, καθώς δηλώνει την κλάση µε τη µεγαλύτε-
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Κεφάλαιο 2. Θεωρητικό υπόβαθρο

ϱη ϐεβαιότητα (confidence), σύµφωνα µε την πρόβλεψη του µοντέλου. ΄Οπως, αναφέραµε η
ψευδοετικέτα µπορεί να εκφραστεί και ώς one-hot διάνυσµα, δηλαδή ώς ένα διάνυσµα µε
µηδενικά σε όλες τις ϑέσεις εκτός από τη ϑέση yargmax .

Παρόµοια για ένα πρόβληµα σηµασιολογικής κατάτµησης C κλάσεων ϑα έχουµε:

ymodelprediction = fθ(u) ∈ RHxWxC

ypseudo = yargmax = argmax(ymodelprediction) ∈ RHxW

΄Οπως έχουµε αναφέρει παράγεται ένας χάρτης τµηµατοποιήσης (segmentation map), όπου
σε κάθε pixel της αρχικής εικόνας έχει ανατεθεί µία κλάση. Η χρήση ψευδοετικετών κατά
την εκπαίδευση του µοντέλου µπορεί να ϑεωρηθεί και µία µορφή ελαχιστοποίησης εντροπίας
(Entropy Minimization) [72], καθώς το µοντέλο ενθαρρύνεται να παράγει προβλέψεις υψηλής
ϐεβαιότητας (high-confidence) για τα µη επισηµασµένα δεδοµένα, ελαχιστοποιώντας την
εντροπία των πιθανοτήτων των κλάσεων, ωθώντας το όριο απόφασης σε χαµηλής πυκνότητας
(low-density) περιοχές. Αυτο συµβαίνει, καθώς οι προβέψεις του µοντέλου για τη ϐεβαιότητα
της κάθε κλάσης αποτελούν µέτρο που δηλώνει την επικάλυψη των κλάσεων (class overlap).
Το να µειωθεί η εντροπία αυτών των προβλέψεων(δηλαδή να παράγονται υψηλής ϐεβαιότητας
προβλέψεις) είναι ισοδύναµο µε τη µείωση της επικάλυψης των κλάσεων και συνεπώς της
ικανοποίησης των υποθέσεων συστάδας (cluster) και χαµηλής πυκνότητας διαχωρισµού (low-
denisty separation)[73, 70].

Μία συνήθης και απλή τεχνική που αξιοποιεί ψευδοετικέτες είναι το µοντέλο να εκπαιδε-
ύεται πρώτα στα επισηµασµένα δεδοµένα και εν συνεχεία να χρησηµοποιείται για να παράξει
ψευδοετικέτες για τα µη επισηµασµένα δεδοµένα. ΄Επειτα, τα αρχικά επισηµασµένα δεδο-
µένα εµπλουτίζονται µε τις παραγόµενες ψευδοετικέτες και όλα µαζί χρησιµοποιούνται εκ
νέου για την περαιτέρω εκπαίδευση του µοντέλου µε τον συνήθη επιβλεπόµενο τρόπο.

Μία διαφορετική και πιό σύγχρονη προσέγγιση που έχει επιφέρει αρκετά state-of-the art
αποτελέσµατα είναι ο συνδυασµός της µεθόδου των ψευδοετικετών µε την κανονικοποίηση
συνέπειας που έχουµε αναφέρει. Τέτοιου είδους αλγόριθµοι σε κάθε ϐήµα εκπαίδευσης αξιο-
ποιούν παράλληλα τόσο τα επισηµασµένα, όσο και τα µη επισηµασµένα δεδοµένα, κάνοντας
χρήση της γενικής συνάρτησης κόστους 2.6.

Ας πάρουµε ως παράδειγµα το µοντέλο Mean Teacher. Προκείµένου να αξιοποιηθούν
οι ψευδοετικέτες ο όρος του κόστους συνέπειας αποτελείται από το κόστος cross-entropy
µεταξύ των προβλέψεων του student για τα διαταραγµένα (perturbed) µη επισηµασµένα
δείγµατα και των ψευδοετικετών που παράγονται από τον teacher για την αρχική εκδοχή
των µη επισηµασµένων δειγµάτων. Γενικά, η λογική είναι ότι το δίκτυο teacher παράγει
ψευδοετικέτες και ο student µαθαίνει αξιοποιώντας αυτές κατά την εκπαίδευση[73]. Κάνου-
µε χρήση ορισµένων συµβολισµών από το [64]. Η συνάρτηση κόστους µπορεί να τώρα να
γραφτεί ως :

L =
1
|Dl |

∑
(x,y)∈Dl

CE(y, fθstudent (x)) +w(t) ∗
1
|Du |

∑
x∈Du

CE(ypseudo, fθstudent (xperturbed)) (2.9)
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2.3.3 Ψευδοετικέτες (Pseudolabels)

Αντίστοιχα για το ICT ϑα έχουµε:

L =
1
|Dl |

∑
(x,y)∈Dl

CE(y, fθstudent (x))

+w(t) ∗
1
|Du |

∑
(u1,u2)∈Du

CE(Mixλ(ypseudo1, ypseudo2), fθstudent (Mixλ(u1, u2)) (2.10)
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Κεφάλαιο 3

Σχετική ϐιβλιογραφία µεθόδων κανονικοποίη-

σης συνέπειας για την ηµιεπιβλεπόµενη κατάτµη-

ση εικόνας

Ηηµιεπιβλεπόµενη σηµασιολογική κατάτµηση εικόνας (semi-supervised semantic seg-
mentation) αποτελεί ένα πολύ σύγχρονο ερευνητικό πεδίο, το οποίο τα τελευταία

χρόνια έχει γνωρίσει σηµαντική πρόοδο, ειδικά µε την εισαγωγή και την ευρεία χρησιµοπο-
ίηση τεχνικών ϐαθιάς µάθησης για την επίλυση του προβλήµατος. Σε αυτό το κεφάλαιο ϑα
παρουσιάσουµε κάποιες ϐασικές σχετικές εργασίες που στηρίζονται στην ιδέα της κανονικο-
ποίησης συνέπειας (consistency regularization), τις οποίες ϑα οµαδοποιήσουµε ανάλογα µε
τη γενική µεθοδολογία την οποία ακολουθούν.

3.1 Σχετικές εργασίες

Οι µέθοδοι που ϐασίζονται στην κανονικοποίηση συνέπειας (consistency regularization)
έχουν ως κοινό στοιχείο, όπως έχουµε αναφέρει, την αξιοποίηση διαταραχών (perturbations),
οι οποίες µπορούν να εφαρµοστούν στα παρακάτω επίπεδα.

• ∆ιαταραχές σε επίπεδο εισόδου (input-level): Προσθήκη γκαουσιανού ϑορύβου
σε µία εικόνα, εφαρµογή άλλων µετασχηµατισµών επαύξησης δεδοµένων σε εικόνες
εισόδου(data augmentation).

• ∆ιαταραχές σε επίπεδο ενδιάµεσων χαρακτηριστικών (feature-level):Προσθήκη
ϑορύβου σε κάποια ενδιάµεσα παραγόµενα χαρακτηριστικά από το δίκτυο, εφαρµογή
dropout σε κάποια χαρακτηριστικά.

• ∆ιαταραχές σε επίπεδο δικτύου (network-level): Αρχικοποίηση του ίδιου δικτύου
µε διαφορετικές παραµέτρους.

3.1.1 Προσεγγίσεις ϐασισµένες σε διαταραχές επιπέδου εισόδου (input-level

perturbations)

Η ϐασική ιδεά για όλες τις µεθόδους που αξιοποιούν διαταραχές σε επίπεδο εισόδου προ-
έρχεται απο την ηµιεπιβλεπόµενη κατηγοριοποιήση (semi-supervised classification) και ε-
ίναι η δουλειά των Kihyuk Sohn et al. [13]. Η συγκεκριµένη µέθοδος που ονοµάζεται
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Κεφάλαιο 3. Σχετική ϐιβλιογραφία µεθόδων κανονικοποίησης συνέπειας για την ηµιεπιβλεπόµενη κατάτµηση
εικόνας

FixMatch συνδυάζει τη µέθοδο της κανονικοποίησης συνέπειας µε την τεχνική των ψευδοε-
τικετών.

Οι συγγραφείς εισάγουν τις έννοιες δύο ειδών επαύξησης δεδοµένων (data augmenta-
tion).

• Ασθενής επαύξηση δεδοµένων (Weak data augmentation)

• Ισχυρή επαύξηση δεδοµένων (Strong data augmentation)

Η ασθενής επαύξηση αποτελείται από µετασχηµατισµούς οριζόντιας ή κάθετης αναστρο-
ϕής (horizontal flipping, vertical flipping) µίας εικόνας, καθώς και µετασχηµατισµούς µε-
τατόπισης (shifting transforms) κατά τον οριζόντιο ή κατακόρυφο άξονα. Από την άλλη η
ισχυρή επαύξηση αναφέρεται ότι περιλαµβάνει µετασχηµατισµούς αντίθεσης (contrast), ϕω-
τεινότητας(brightness), χρώµατος (color) κ.λ.π µίας εικόνας εισόδου. Συγκεκριµένα, για την
παραγωγή ισχυρά επαυξηµένων εικόνων οι τεχνικές που χρησιµοποιούνται είναι η RandAug-
ment[12] και η CTAugment [74], οι οποίες επιλέγουν τυχαία ένα πλήθος µετασχηµατισµών
που ϑα εφαρµοστούν διαδοχικά.

Η ισχύς των µετασχηµατισµών αυτών καθορίζεται από µία παράµετρο M, η οποία στο
RandAugment [12] ονοµάζεται magnitude. ΄Οπως είναι εµφανές και στο παρακάτω πα-
ϱάδειγµα από το RandAugment, όσο αυξάνεται η τιµή του magnitude, τόσο πιο έντονος
γίνεται ο µετασχηµατισµός.

Εικόνα 3.1: Παράδειγµα της επίδρασης του magnitude στη περίπτωση της ισχυρής
επαύξησης[12]

Η ιδέα, λοιπόν, του FixMatch είναι ότι για κάποιο µη επισηµασµένο δείγµα παράγο-
νται 2 επαυξηµένες εκδοχές αυτού, η ασθενώς επαυξηµένη και η ισχυρά επαυξηµένη. Η
ασθενώς επαυξηµένη εκδοχή τροφοδοτείται στο δίκτυο, το οποίο παράγει µια πρόβλεψη για
αυτή. Η συγκεκριµένη πρόβλεψη ϕιλτράρεται µε ένα κατώφλι (threshold), και µετατρέπε-
ται σε ψευδοετικέτα. Με αυτόν τον τρόπο µόνο οι υψηλής ϐεβαιότητας (high-confidence)
προβλέψεις του δικτύου για την ασθενώς επαυξηµένη εικόνα µετατρέπονται σε ψευδοετι-
κέτες. ΄Εν συνεχεία, στο δίκτυο τροφοδοτείται η ισχυρά επαυξηµένη εκδοχή για την οποία
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3.1.1 Προσεγγίσεις ϐασισµένες σε διαταραχές επιπέδου εισόδου (input-level perturbations)

παράγεται η αντίστοιχη πρόβλεψη. Η ψευδοετικέτα που παράχθηκε για την ασθενώς επαυ-
ξηµένη εκδοχή χρησιµοποιείται για να επιβλέψει, µέσω του κόστους cross-entropy την έξοδο
του δικτύου για την ισχυρά επαυξηµένη εκδοχή. ∆ιαισθητικά, µπορούµε να πούµε ότι το
δίκτυο είναι σε ϑέση να παράγει ικανοποιητικές ψευδοετικέτες για τις ασθενώς επαυξηµένες
εικόνες, αλλά δυσκολεύεται να παράξει ψευδοετικέτες για τις ισχυρά επαυξηµένες εκδοχές
αυτών. Συνεπώς, καλείται να µάθει να παράγει ικανοποιητικές προβλέψεις και για τις ι-
σχυρά επαυξηµένες εισόδους µε επίβλεψη µέσω των καλής ποιότητας ψευδοετικετών που
έχουν παραχθεί για την ασθενώς επαυξηµένη είσοδο. Η συγκεκριµένη µέθοδος αποτελεί
ένα παράδειγµα εκπαίδευσης που ονοµάζεται ασθενής-ισχυρή κανονικοποίηση συνέπειας
(weak-to-strong consistency regularization).

Εικόνα 3.2: Το γενικό pipeline του FixMatch [13]

Η ιδέα του FixMatch µπορεί να επεκταθεί και στο πρόβληµα της κατάτµησης εικόνας
(image segmentation). Μία από τις δουλειές που ασχολείται µε αυτό, είναι η δηµοσίευση των
Lihe Yang et al.[14], η οποία εµβαθύνει στο FixMatch για την περίπτωση της σηµασιολογικής
κατάτµησης, καθώς και σε επεκτάσεις αυτού, όπως ϑα δούµε και στη συνέχεια.

΄Οπως έχουµε αναφέρει, χρησιµοποιείται η ιδέα της ασθενούς-ισχυρής συνέπειας για την
αξιοποίηση των µη επισηµασµένων δεδοµένων. Η γενική συνάρτηση κόστους ουσιαστικά
ακολουθεί το παράδειγµα της 2.6. Ο επιβλεπόµενος όρος αποτελείται από το κόστος cross-
entropy για τα επισηµασµένα δεδοµένα , ενώ ο µη επιβλεπόµενος όρος µπορεί να αποτελείται
εν γένει από µία συνάρτηση κόστους που µετράει τη µεταξύ απόσταση των κατανοµών εξόδου
του ασθενούς(weak) και ισχυρού(strong) κλάδου αντίστοιχα. Σύµφωνα, µε το [14] έχουµε τα
εξής :

• Aweak, Astrong: Συναρτήσεις ασθενούς και ισχυρής επαύξησης δεδοµένων για µία ει-
κόνα εισόδου.

• ∆ίκτυα F
′

και F : teacher και student αντίστοιχα. Στην περίπτωση του FixMatch τα
δίκτυα teacher και student είναι ακριβώς ίδια (αρχιτεκτονική και παράµετροι).

• pweak = F
′

(Aweak(xu)): έξοδος του δικτύου teacher για την ασθενώς επαυξηµένη ει-
κόνα.

• pstrong = F (Astrong(Aweak(xu))): έξοδος του δικτύου student για την ισχυρά επαυξηµένη
εικόνα. Αυτό που ϐλέπουµε εδώ είναι η ισχυρή επαύξηση εφαρµόζεται πάνω από την
ασθενή (on the top of).
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εικόνας

Ο ηµιεπιβλεπόµενος όρος της συνάρτησης κόστους για µία δέσµη (batch) Bu µη επιση-
µασµένων δεδοµένων µπορεί να εκφραστεί ως [14]:

Lu =
1
|Bu |

∑
u∈Bu

1[(max(pweak ≥ τthres)]H(pweak , pstrong) (3.1)

, όπου H συνάρτηση εντροπίας. Συνήθως, πρόκειται για το κόστος cross-entropy.
Βλέπουµε ότι, γίνεται χρήση ενός κατωφλίου (threshold), το οποίο ϕιλτράρει τις ψευδο-

ετικέτες (τους χάρτες τµηµατοποίησης) που παράγει ο teacher για τις ασθενώς επαυξηµένες
εικόνες. Με αυτό τον τρόπο εξασφαλίζεται ότι στον υπολογισµό του κόστους λαµβάνονται
υπόψην µόνο τα pixels για τα οποία ο teacher έχει παράξει πρόβλεψη µε υψηλή ϐεβαιότητα.
Εποµένως, τυχόν ϑορυβώδεις προβλέψεις δεν επηρεάζουν την εκπαίδευση του µοντέλου.

Εικόνα 3.3: FixMatch όπως παρουσιάζεται στο [14]

Βλέπουµε, λοιπόν, ότι στον teacher δίνεται η ασθενώς επαυξηµένη εικόνα και παράγεται
η αντίστοιχη ψευδοετικέτα, η οποία χρησιµοποιείται για την επίβλεψη της εξόδου του student
για την ισχυρά επαυξηµένη εικόνα. Να τονίσουµε επίσης ότι, ο αλγόριθµος οπισθοδιάδοσης
σφάλµατος (backpropagation)[75] που χρησιµοποείται για την εκπαίδευση των νευρωνικών
δικτύων εφαρµόζεται µόνο κατά µήκος του δικτύου student (strong augmented κλάδος)
που είναι άλλωστε και το δίκτυο που καλείται να µάθει να παράγει σωστές προβλέψεις για
τις ισχυρά επαυξηµένες εικόνες µέσω της επίβλεψης από τις ψευδοετικέτες που παρέχονται
από τον teacher. ΄Εν συνεχεία οι παράµετροι του student ανατίθονται στο δίκτυο teacher
κατα µήκος του οποίου, όπως είπαµε δεν εκτελείται οπισθοδιάδοση σφάλµατος.

Επίπλέον, µία από τις επεκτάσεις που περιγράφονται στη δηµοσίευση των Lihe Yang
et al.[14] είναι η δηµιουργία δύο ισχυρά επαυξηµένων εκδοχών µίας εικόνας εισόδου και
τροφοδότησης αυτών στο δίκτυο student. Παράλληλα, οι έξοδοι του student για τις δύο ι-
σχυρά επαυξηµένες εκδοχές επιβλέπονται από την ψευδοετικέτα που παράγει ο teacher όταν
του δίνεται είσοδος η ασθενώς επαυξηµένη εικόνα. Ουσιαστικά, οι δύο ισχυρά επαυξηµένες
εκδοχές παράγονται από την αρχική ασθενώς επαυξηµένη εικόνα, εφαρµόζοντας πάνω σε
αυτή 2 ϕορές την µη-ντετερµινιστική (οι µετασχηµατισµοι που ϑα εφαρµοστούν όπως είδα-
µε επιλέγονται τυχαία) συνάρτηση Astrong. Η συγκεκριµένη ιδέα διαπιστώνεται πειραµατικά
ότι ϐελτιώνει το baseline FixMatch, καθώς διερευνάται καλύτερα ο χώρος των διαταραχών
σε επίπεδο εισόδου του δικτύου, αξιοποιούνται σε µεγαλύτερο ϐαθµό οι διάφορες ισχυρές
διαταραχές, δίνεται µεγαλύτερη πληροφορία στο µοντέλο, ενώ οι συγγραφείς εικάζουν ότι
η απαίτηση συνέπειας µεταξύ της ασθενώς επαυξηµένη εκδοχής µε των δύο ισχυρά επαυ-
ξηµένων πιθανόν να επιφέρει και συνέπεια ανάµεσα στις δύο ισχυρά επαυξηµένες εκδοχές,
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3.1.1 Προσεγγίσεις ϐασισµένες σε διαταραχές επιπέδου εισόδου (input-level perturbations)

λειτουργώντας ως µία επιπλέον µορφή κανονικοποίησης συνέπειας. Με την προσθήκη και
της δεύτερης ισχυρά επαυξηµένης εικόνας ο όρος του κόστους που αξιοποιεί τα µη επιση-
µασµένα δεδοµένα γίνεται ως εξής µε ϐάση το [14]:

Lu =
1
|Bu |

∑
u∈Bu

1[(max(pweak ≥ τthres)]((H(pweak , pstrong1) + H(pweak , pstrong2)) (3.2)

Εικόνα 3.4: FixMatch µε δύο ισχυρά επαυξηµένες εκδοχές της εικόνας εισόδου [14]

Γενικά, στο FixMatch και σε συναφείς µεθόδους που αξιοποιούν διαταραχές σε επίπεδο
εισόδου και ειδικότερα το παράδειγµα της ασθενούς-ισχυρής συνέπειας, καθοριστικό ϱόλο
έχει η επιλογή των µετασχηµατισµών για την παραγωγή των ισχυρά επαυξηµένων εισόδων.
΄Οπως αναφέρεται και στο [14] και έχει διαπιστωθεί και πειραµατικά ότι η χρήση του κλάδου
που δέχεται ως είσοδο ισχυρές διαταραχές είναι απαραίτητη, καθώς αυτές προσθέτουν επι-
πλέον πληροφοριά και ϐοηθούν στην αποτελεσµατική αξιοποίηση των πλεονεκτηµάτων της
κανονικοποίησης συνέπειας(consistency regularization). Η απουσία ισχυρών διαταραχών
µετατρέπει την ιδέα του FixMatch σε µία απλοϊκή µέθοδο self-training[76], η οποία ενδεχο-
µένως να έχει πολύ χειρότερα αποτελέσµατα.

Οι Geoffrey French et al.[15] προτείνουν µεθόδους µίξης δειγµάτων, παρόµοιες µε
τη MixUp [69] που έχουµε αναφέρει σε προηγούµενο κεφάλαιο, ως µία καλή επιλογή
για δηµιουργία ισχυρά επαυξηµένων εικόνων σε προβλήµατα σηµασιολογικής κατάτµη-
σης(semantic segmentation). Συγκεκριµένα, προτείνεται η επέκταση της χρήσης της µε-
ϑόδου CutMix[77] στο πρόβληµα της κατάτµησης εικόνας. Η CutMix αναµειγνύει δύο µη
επισηµασµένες εικόνες εξάγοντας µία ορθογώνια περιοχή (rectangular patch) από τη µία
και προσαρτώντας την στην άλλη. Η επιλογή του µεγέθους της ορθογώνιας περιοχής και της
ϑέσης του πάνω στην εικόνα γίνεται µε τυχαίο τρόπο.

΄Αν υποθέσουµε, ότι έχουµε δύο µη επισηµασµένες εικόνες u1, u2, τότε η cutmixed εικόνα
ϑα παράγεται ως εξής σύµφωνα µε το [15]: CutMix(u1, u2, M) = M ∗u1+ (1−M)∗u2, όπου M

µία δυαδική µάσκα που περιλαµβάνει άσους στις ϑέσεις που καθορίζουν την ορθογώνια πε-
ϱιοχή και µηδενικά οπουδήποτε αλλού. ΄Ενας, τέτοιου είδους µετασχηµατισµός παράγει µία
ισχυρά επαυξηµένη εικόνα, έστω ustrongperturbed = CutMix(u1, u2, M). ΄Εν συνεχεία ακολου-
ϑώντας το παράδειγµα του ICT [11], οι συγγραφείς προτείνουν την ενσωµάτωση του CutMix
σε αυτό. Μετά τη δηµιουργία του cutmixed δείγµατος, οι επιµέρους µη επισηµασµένες ει-
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κόνες δίνονται στο δίκτυο teacher, έστω f ′. Ο teacher ϑα παράξει τις εξόδους f ′(u1), f ′(u2), οι
οποίες ϑα γίνουν και αυτές cutmixed CutMix(f ′(u1), f ′(u2)), ώστε να προκύψει η αντίστοιχη
ψευδοετικέτα που ϑα επιβλέψει την έξοδο του student.

Εικόνα 3.5: Ενσωµάτωση του CutMix στο παράδειγµα του Interpolation Consistency Training
[15]

Μία άλλη πράξη µίξης που χρησιµοποιείται για την παραγωγή ισχυρά επαυξηµένων
δειγµάτων είναι η δουλειά των Viktor Olsson et al.[16], οι οποίοι προτείνουν τη µέθοδο ε-
παύξησης δεδοµένων ClassMix για το πρόβληµα της σηµασιολογικής κατάτµησης εικόνας.
Η ClassMix όµοια µε την CutMix, χρησιµοποιεί Ϲεύγη µη επισηµασµένων εικόνων, προκει-
µένου να παραχθεί µία καινούρια ισχυρά επαυξηµένη εικόνα. Η διαφορά των δύο µεθόδων
οφείλεται στον τρόπο µε το οποίο παράγεται η µάσκα µίξης M . Στην περίπτωση του Class-
Mix, αντί για µία ορθογώνια περιοχή, εξάγονται σηµασιολογικές κλάσεις από τη µία εικόνα
και προσαρτούνται στην άλλη, δηµιουργώντας ένα εντελώς καινούριο δείγµα. Συγκεκριµένα,
επιλέγονται οι µισές από τις σηµασιολογικές κλάσεις που υπάρχουν στην πρώτη εικόνα και
µεταφέρονται στη δεύτερη.

Σύµφωνα µε το [16], λοιπόν, δύο µη επισηµασµένες εικόνες επιλέγονται τυχαία, έστω
A, B και τροφοδοτούνται στο δίκτυο teacher f ′(θ) (και σε αυτή την περίπτωση ακολουθε-
ίται το µοντέλο του Mean Teacher [67] και του ICT [11]), ώστε να παραχθούν οι ποσότητες
SA = f ′θ (A), SB = f ′θ (B) που ουσιαστικά πρόκειται για τους χάρτες τµηµατοποίησης. Εν
συνεχεία, στο SA εφαρµόζεται µία argmax σε επίπεδο pixel, ώστε να παραχθεί η µάσκα
S′A = argmax(SA), η οποία σε κάθε ϑέση (i, j) έχει τον δείκτη της κλάσης (class index) που
ταξινοµήθηκε το αντίστοιχο pixel της αρχικής εικόνας A µε ϐάση την argmax. Η δυαδική
µάσκα µίξης M παράγεται µε την τυχαία επιλογή των µισών κλάσεων από αυτές που υπάρ-
χουν στην S′A, ϑέτοντας τα pixels αυτών των κλάσεων την τιµή 1 στην M και 0 οπουδήποτε
αλλού, αποµονώνοντας έτσι pixels της εικόνας A που έχουν ταξινοµηθεί στην επιλεγµένη
κλάση. Η µάσκα M χρησιµοποιείται για την µίξη των αρχικών εικόνων και την παραγωγή
της ισχυρά επαυξηµένης εικόνας XA = M ∗A + (1−M) ∗B, καθώς και για τη µίξη των SA, SB

για τη δηµιουργία της αντίστοιχης ψευδοετικέτας YA = M ∗ SA + (1 −M) ∗ SB της XA.

΄Οπως, είπαµε επειδή ακολουθούνται τα µοντέλα Mean Teacher και ICT, η εικόνα µίξης
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3.1.2 Προσεγγίσεις ϐασισµένες σε διαταραχές ενδιάµεσων χαρακτηριστικών (feature-level perturbations)

XA ϑα τροφοδοτηθεί στο δίκτυο f (θ) student, η έξοδος του οποίου ϑα επιβλέπεται από την
ψευδοετικέτα YA, η οποία παράγεται όπως είδαµε από τη µίξη των εξόδων του teacher για
τις δύο αρχικές εικόνες A, B.

Εικόνα 3.6: Η µέθοδος µίξης ClassMix [16]

Η συνολική συνάρτηση κόστους όπως περιγράφεται στη δηµοσίευση είναι η παρακάτω[16]:

L(θ) = E[l(fθ(XL), YL) + λ · l(fθ(XA), YA)] (3.3)

, όπου (XL , YL) οι επισηµασµένες εικόνες µαζί µε την αντίστοιχη ετικέτα και οι (XA, YA)
οι classmixed εικόνες µαζί µε την αντίστοιχη ψευδοετικέτα. Το λ πρόκειται για την υπερ-
παράµετρο που καθορίζει τη συνεισφορά του µη επιβλεπόµενου όρου και το l το κόστος σε
επίπεδο pixel cross-entropy [16].

l(Pred, Y ) = −
1

H ·W

H∑
i=1

W∑
j=1

C∑
c=1

Y (i, j, c) · log Pred(i, j, c) (3.4)

3.1.2 Προσεγγίσεις ϐασισµένες σε διαταραχές ενδιάµεσων χαρακτηριστι-

κών (feature-level perturbations)

Η δηµοσίευση των Yassine Ouali et al.[17] προτείνει µία µεθοδολογία που στηρίζεται σε
εφαρµογή διαταραχών σε ενδιάµεσες αναπαραστάσεις (intermediate representations, inter-
mediate features) που παράγονται από κάποιο επίπεδο του δικτύου τµηµατοποίησης. ΄Οπως
γνωρίζουµε, ένα δίκτυο τµηµατοποίησης αποτελέιται από δύο µέρη: Τον encoder και τον de-
coder. Η ιδέα που προτείνεται από τους συγγραφείς στο [17] είναι η εφαρµογή διαφορετικών
διαταραχών στα ενδιάµεσα χαρακτηριστικά που παράγονται στην έξοδο του encoder.

Πιο συγκεκριµένα, το δίκτυο τµηµατοποίησης αποτελείται από έναν κοινό encoder (shared
encoder) και από τον ϐασικό decoder (main decoder). Τα επισηµασµένα δεδοµένα αξιο-
ποιούνται µε τον κλασικό τρόπο, δηλαδή τροφοδοτούνται στο δίκτυο shared encoder - main
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Αλγοριθµος 3.1: Ο αλγόριθµος του ClassMix, όπως διατυπώνεται στο [16]

Είσοδος: A, B, fθ′ (δύο unlabeled εικόνες προς µίξη και δίκτυο fθ′ )
΄Εξοδος: XA, YA (classmixed εικόνα µε το αντίστοιχο pseudolabel)

SA = fθ′(A) , SB = fθ′(B)
S
′

A = argmax(SA) (pixel-wise argmax, πάνω στις κλάσεις)
C = set(S

′

A) (σύνολο C των διαφορετικών κλάσεων που υπαρχούν στη πρόβλεψη του δικτύο SA)
c = randomSelect(C) (Τυχαιά επιλογή υποσυνόλου κλάσεων µε πλήθος |c| = |C|/2)
for (i, j) ∈ S

′

A do
if S

′

A(i, j) ∈ c then
M(i, j) = 1

else
M(i, j) = 0

end if
end for
XA = M ∗ A + (1 −M) ∗ B , YA = M ∗ SA + (1 −M) ∗ SB

return XA, YA

decoder και υπολογίζεται το κόστος cross-entropy µε ϐάση τις αντίστοιχες ψευδοετικέτες.
Για την αξιοποίηση των µη επισηµασµένων δεδοµένων γίνεται χρήση επιπλέον ϐοηθητικών
decoders (auxiliary decoders). Αυτό που γίνεται είναι η εφαρµογή διάφορετικών διαταραχών
σε πλήθος ίσο µε τον αριθµό των ϐοηθητικών decoders που υπάρχουν, στην κοινή έξοδο του
encoder µε αποτέλεσµα να παράγονται διαφορετικές διαταραγµένες εκδοχές των χαρακτη-
ϱιστικών εξόδου του encoder. Εν συνεχεία, οι διαταραγµένες εκδοχές δίνονται ως είσοδο
στο ϐασικό και στους ϐοηθητικούς decoders και επιβάλλεται συνέπεια µεταξύ της εξόδου
του ϐασικού decoder και των εξόδων των ϐοηθητικών decoders. Το παραπάνω παράδειγµα
εκπαίδευσης ονοµάζεται απο τους συγγραφείς Cross-Consistency Training (CCT)[17].

Εικόνα 3.7: Η ϐασική ιδεά του Cross Consistency Training (CCT)[17]

΄Οπως, ϐλέπουµε το δίκτυο f αποτελείται από έναν κοινό encoder, έναν ϐασικό decoder
και K σε πλήθος ϐοηθητικούς decoders που δέχονται στην είσοδο τους τα διαταραγµένα
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3.1.3 Προσεγγίσεις ϐασισµένες σε διαταραχές σε επίπεδο δικτύου (network-level perturbations)

χαρακτηριστικά από την έξοδο του encoder. Ο κλάδος που αξιοποιεί τα επισηµασµένα
δεδοµένα είναι ουσιαστικά ο shared encoder - main decoder και µπορεί να συµβολιστεί
ως f = goh. ΄Ως σύνθεση, δηλαδή του encoder h και του ϐασικού decoder g. Επιπλέον,
υπάρχουν K ϐοηθητικοι decoders, όπως είπαµε που µπορούν να συµβολιστούν ως gk

aux , k ∈

[1, ..., K]. ΄Εστω µη επισηµασµένο δείγµα xu
i που το τροφοδοτούµε στον κοινό encoder.

Τότε ο encoder ϑα παραξει µία κρυφή αναπαράσταση (hidden representation), έστω zi =

h(xu
i ). Εφαρµόζοντας, σε αυτή την αναπαράσταση K σε πλήθος διαταραχές ϑα προκύψουν

K διαφορετικές διαταραγµένες εκδοχές της εξόδου του encoder, έστω zk
i . Κάθε ένα από τα

zk
i τροφοδότείται στο αντίστοιχο k-ϐοηθητικό decoder.

Η συνολική συνάρτηση κόστους σύµφωνα µε το [17] µπορεί να εκφραστεί ως εξής :

L = Ls + ω · Lu

Ls =
1
|Dl |

∑
x l

i ,yi∈Dl

CE(yi , f (x l
i )) (3.5)

Lu =
1
|Du |

1
K

∑
xu

i ∈Du

K∑
k=1

d(g(zi), d(gk
aux (pr(zi))) (3.6)

Ο µη επιβλεπόµενος όρος χρησηµοποιεί µία συνάρτηση που αξιολογεί την απόσταση δύο
κατανοµών (π.χ Mean Square Error). Συγκεκριµένα, το g(zi) αποτελεί την έξοδο του ϐα-
σικού decoder, ενώ το gk

aux (pr(zi)) την έξοδο του k-οστού ϐοηθητικού decoder για τη k-
διαταραγµένη εκδοχή της εξόδου zi , η οποία προκύπτει από την εφαρµογή µίας στοχαστικής
συνάρτησης διαταραχής pr στο zi [17]. ΄Οπως, έχει αναφερθεί στόχος είναι η ελαχιστοποίηση
της απόστασης, δηλαδη η συνέπεια (consistency), µεταξύ της εξόδου του ϐασικού decoder
και των επιµέρους εξόδων των ϐοηθητικών decoders. Το ω αποτελεί το ϐάρος που καθορίζει
τη συνεισφορά του µη επιβλεπόµενου όρου στο συνολικό κόστος.

Ενδεικτικά αναφέρουµε κάποιες από τις συναρτήσεις διαταραχών(perutbation) που χρη-
σιµοποιούνται στο [17]:

• F-Noise: ∆ειγµατοληπτείται οµοιόµορφος ϑόρυβος N U (−0.3, 0.3) ίδιων διαστάσεων µε
τα χαρακτηριστικά εξόδου z του encoder. Η διαταραγµένη εκδοχή προκύπτει ως εξής :
zperturbed = (z ∗ N) + z

• Εφαρµογή τυχαίου Spatial Dropout[78] στα χαρακτηριστικά z.

3.1.3 Προσεγγίσεις ϐασισµένες σε διαταραχές σε επίπεδο δικτύου (network-

level perturbations)

Μία σηµαντική δουλειά που ανήκει σε αυτή την κατηγορία είναι αυτή των Xiaokang
Chen et al.[18]. Οι συγγραφείς εδώ, προτείνουν τη χρήση δύο δικτύων κατάτµησης ίδιας
αρχιτεκτονικής, τα οποία έχουν διαφορετική αρχικοποίηση παραµέτρων, έστω f (θ1), f (θ2).
Στα δίκτυα δίνεται ως είσοδος η ίδια εικόνα και απαιτείται συνέπεια στις εξόδους τους. Αυτό,
όπως έχουµε πει ϑεωρείται µία µορφή διαταραχής (perturbation) σε επίπεδο δικτύου. Επι-
πλέον, γίνεται και χρήση ψευδοετικετών. Συγκεκριµένα, οι ψευδοετικέτες που παράγονται
από το ένα δίκτυο χρησιµοποιούνται για την επίβλεψη του δεύτερου δικτύου και το αντίστρο-
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ϕο, µέσω του κόστους cross entropy. Για αυτό και η ιδέα ονοµάζεται διασταυρούµενη
ψευδοεπίβλεψη (Cross Pseudo Supervision).

Αν υποθέσουµε, ότι έχουµε µία µη επισηµασµένη (unlabeled) εικόνα εισόδου X , η οποία
πιθανόν να έχει υποστεί κάποιο είδος επαύξησης, τότε αν τροφοδοτηθεί στα δύο δίκτυα ϑα
ισχύει :

P1 = fθ1(X )

P2 = fθ2(X )

Τα P1, P2 αποτελούν τους χάρτες ϐεβαιότητας ή εξόδους softmax (confidence maps) που
πάραξαν τα δίκτυα για την κοινή είσοδο. Από τα P1, P2 µπορούν να προκύψουν οι one-hot
ψευδοετικέτες Υ1,Υ2, οι οποίες χρησιµοποιούνται για την επίβλεψη των δικτύων fθ2 και fθ1

αντίστοιχα. Να τονίσουµε ότι ο αλγόριθµος οπισθοδιάδοσης σφάλµατος (backpropagation)
εκτελείται κατά µήκος και των δύο δικτύων.

Εικόνα 3.8: Η ιδεά του Cross Pseudo Supervision[18]

Η συνάρτηση κόστους, όπως συνήθως αποτελείται από έναν επιβλεπόµενο και έναν µη
επιβλεπόµενο όρο. Για τα επισηµασµένα δεδοµένα υπολογίζεται το κόστος cross-entropy µε
ϐάση τις διαθέσιµες ετικέτες. Σύµφωνα µε το [18] έχουµε:

Ls =
1
|Dl |

∑
X∈Dl

1
W · H

W ·H∑
i=0

lCE(p1i , y∗1i) + lCE(p2i , y∗2i) (3.7)

Τα p1i , p2i αποτελούν διανύσµατα ϐεβαιότητας (confidence) για κάθε pixel i που ανήκει στα
P1, P2. Αντίστοιχα, τα y∗1i , y∗2i αποτελούν τις one-hot ψευδοετικέτες για κάθε pixel i στις
διαθέσιµες ετικέτες Υ∗1,Υ∗2.

Για την περίπτωση των µη επισηµασµένων δεδοµένων το κόστος διασταυρούµενης ψευ-
δοεπίβλεψης µπορεί να γραφτεί σύµφωνα µε το [18] ως εξής :

Lcps =
1
|Du |

∑
X∈Du

1
W · H

W ·H∑
i=0

lCE(p1i , y2i) + lCE(p2i , y1i) (3.8)

΄Οπως ϐλέπουµε, οι one-hot ψευδοετικέτες y1i για κάθε pixel στο Υ1, επιβλέπουν τις εξόδους
p2i , ενώ οι y2i τις p1i . Στη δηµοσίευση αναφέρεται, επίσης, ότι το κόστος Lcps υπολογίζεται
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3.1.4 Συνδυαστικές προσεγγίσεις

και για τα επισηµασµένα δεδοµένα. Το συνολικό κόστος γράφεται ως Ltotal = Ls + λ · Lcps,
όπου λ το ϐάρος συνεισφοράς του ηµιεπιβλεπόµενου όρου.

3.1.4 Συνδυαστικές προσεγγίσεις

Πολλές ϕορές µπορεί να αποδειχτεί αποδοτικός ένας συνδυασµός διαφορετικών ειδών
διαταραχών. Μια τέτοια περίπτωση αποτελεί η επέκταση που προτείνεται ξανά από το [14],
όπου πραγµατοποιείται συνδυασµός διαταραχών επιπέδου εισόδου (input-level) και επι-
πέδου χαρακτηριστικών (feature-level). Σύµφωνα µε τους συγγραφείς, µε τον παραπάνω
συνδυασµό µπορεί να εξερευνηθεί ένας µεγαλύτερος χώρος διαταραχών (perturbation space)
και να διασφαλιστεί η συνέπεια (consistency) των προβλέψεων σε διαφορετικά επίπεδα. Για
την διαταραχή των χαρακτηριστικών χρησιµοποιείται ένα απλό επίπεδο dropout στην έξοδο
του encoder του δικτύου κατάτµησης, προκειµένου να αποκόπτονται κάθε ϕορά διαφορετικά
χαρακτηριστικά στον κλάδο της ασθενούς επαυξηµένης εκδοχής (weak augmented).

Αν ϑεωρήσουµε τον encoder g και P την συνάρτηση διαταραχής χαρακτηριστικών τότε τα
διατεραγµένα χαρακτηριστικά της εξόδου του encoder ϑα είναι τα εξής σύµφωνα µε το [14].

efp = P(g(xweak))

Η αντίστοιχη έξοδος του decoder h µε είσοδο τα παραπάνω διαταραγµένα χαρακτηριστικά
ϑα είναι [14]:

pfp = h(efp)

Εικόνα 3.9: Συνδυασµός διαταραχών επιπέδου εισόδου και επιπέδου χαρακτηριστικών [14]

Η συνάρτηση κόστους σε αυτή την περίπτωση µπορεί να γραφτεί ως εξής [14]:

Lu =
1
|Bu |

∑
u∈Bu

1[(max(pweak ≥ τthres)]((H(pweak , pstrong) + H(pweak , pfp)) (3.9)
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Κεφάλαιο 3. Σχετική ϐιβλιογραφία µεθόδων κανονικοποίησης συνέπειας για την ηµιεπιβλεπόµενη κατάτµηση
εικόνας

Βλέπουµε, λοιπόν ότι η ασθενώς επαυξηµένη εκδοχή επιβλέπει τόσο την έξοδο της ισχυρής
εκδοχής, όσο και την έξοδο που προκύπτει από εφαρµογή διαταραχών στα χαρακτηριστικά.

Μια επίσης πολύ διαδεδοµένη τεχνική που χρησιµοποιείται τα τελευταία χρόνια στο το-
µέα της ηµιεπιβλεπόµενης κατάτµησης εικόνας είναι ο συνδυασµός όλων των παραπάνω
τεχνικών της κανονικοποίησης συνέπειας που έχουµε παρουσιάσει µε την ιδέα της συγκρι-
τικής µάθησης (Contrastive Learning) [79]. ∆ιαισθητικά, αυτό που προσπαθεί να πετύχει το
contrastive learning είναι να εκπαιδεύσει το δίκτυο να παράγει χαρακτηριστικά που ϐρίσκο-
νται κοντά το ένα µε το άλλο σε έναν χώρο από embeddings, για τα δείγµατα που ανήκουν
στην ίδια κλάση, και αντίστοιχα να αποµακρύνει στον χώρο τα χαρακτηριστικά που παράγο-
νται για δείγµατα που ανήκουν σε διαφορετικές κλάσεις. Για παράδειγµα, στην περίπτωση
της κατάτµησης εικόνας σκοπός είναι τα χαρακτηριστικά των pixels της ίδιας κλάσης να
ωθούνται κόντα στον χώρο, ενώ τα χαρακτηριστικά των pixels διαφορετικών κλάσεων να απο-
µακρύνονται µεταξύ τους. Το παραπάνω επιτυγχάνεται µε την προσθήκη ενός ακόµη όρου
στο συνολικό κόστος που ονοµάζεται InfoNCE [80]. Κάποιες, από τις δουλειές που αξιοποιο-
ύν αυτόν τον όρο στο συνολικό κόστος είναι οι [81, 82, 83]. Με τη χρήση αυτού του όρου
είναι δυνατό το δίκτυο κατάτµησης να παράγει καλύτερα δοµηµένους χώρους ενδιάµεσων
χαρακτηρικών µε πιο εµφανείς συστάδες για τα pixels ίδιας κλάσης, έτσι ώστε να είναι πιο
εύκολος ο διαχωρισµός τους και συνεπώς το αποτέλεσµα της κατάτµησης να είναι καλύτερης
ποιότητας.
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Μέρος II

Πρακτικό Μέρος
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Κεφάλαιο 4

Επισκόπηση συνόλων δεδοµένων

Στο παρόν κεφάλαιο αναφερόµαστε στα σύνολα δεδοµένων σηµασιολογικής κατάτµησης
που χρησιµοποιήσαµε για τη διεξαγωγή των πειραµάτων. Πιο συγκεκριµένα, δίνουµε

γενικές πληροφορίες για κάθε σύνολο, παρουσιάζουµε τις σηµασιολγογικές κλάσεις που πε-
ϱιλαµβάνει κάθε ένα από αύτα, καθώς και ορισµένα παραδείγµατα εικόνων µε τις αντίστοιχες
ετικέτες κατάτµησης τους. Επιπλέον, αναφερόµαστε σε επιλογές που κάναµε όσον αφορά
την προετοιµασία των δεδοµένων για την εκπαίδευση.

4.1 Pascal VOC 2012

Το Pascal VOC 2012 [19] αποτελεί ένα ϐασικό σύνολο δεδοµένων για το πρόβληµα της
σηµασιολογικής κατάτµησης εικόνων αντικειµένων από τον ϕυσικό κόσµο. Περιλαµβάνει
21 σηµασιολογικές κλάσεις συµπεριλαµβανοµένης της κλάσης background. Το πρωτότυπο

background:0 dining table:11
airplane:1 dog:12

bicycle:2 horse:13

bird:3 motorbike:14

boat:4 person:15

bottle:5 potted plant:16

bus:6 sheep:17

car:7 sofa:18

cat:8 train:19

chair:9 tv/monitor:20

cow:10 -

Πίνακας 4.1: Σηµασιολογικές κλάσεις στο σύνολο Pascal

σύνολο περιέχει 1464 εικόνες για εκπαίδευση (train) και 1449 για επικύρωση (validation).
Ακολουθώντας τις πρακτικές της σχετικής ϐιβλιογραφίας [18, 15, 84] κάνουµε χρήση των ε-
πιπλέον ετικετών κατάτµησης που προσφέρονται από το σύνολο SBD [85], µίας επαυξηµένης
εκδοχής του Pascal, µε αποτέλεσµα το τελικό σύνολο εκπαίδευσης που ϑα πειραµατιστούµε
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Κεφάλαιο 4. Επισκόπηση συνόλων δεδοµένων

να αποτελείται από 10582 εικόνες. ΄Οπως ϐλέπουµε και στον πίνακα 4.1 κάθε κλάση προσ-
διορίζεται από κάποιον δείκτη (class index) στο διάστηµα [0−20]. Επιπλέον, σε κάθε κλάση
αντιστοιχίζεται κάποιο χρώµα rgb, ώστε να µπορεί να οπτικοποιηθεί καλύτερα στις ετικέτες
κατάτµησης. Παρακάτω παρουσιάζεται η επίσηµη αντιστοίχιση.

Εικόνα 4.1: Η αντιστοίχιση κλάσεων και χρωµάτων για το σύνολο Pascal [19]

Εικόνα 4.2: Παρδείγµατα εικόνων και ετικετών από το σύνολο Pascal [19]

Στις παραπάνω εικόνες ϐλέπουµε δύο µορφές κωδικοποίησης για τις ετικέτες κατάτµη-
σης. Η πρώτη κωδικοποίηση πρόκειται για µία εικόνα ενός µόνο καναλιού, όπου η τιµή του
κάθε pixel (i, j) αντιστοιχεί σε έναν δείκτη κλάσης (class index) στο εύρος [0−20]. Για να είναι
εµφανή τα αντικείµενα που περιέχονται έχει γίνει αναπαράσταση της εικόνας σε αποχρώσεις
του γκρι (gray scale). Επιπλέον , η συγκεκριµένη µάσκα κατάτµησης χρησιµοποιείται κατα
τη διάρκεια της εκπαίδευσης ως στόχος (target), καθώς µπορεί εύκολα να µετατραπεί σε
one-hot . Η δεύτερη µορφή της ετικέτας κατάτµησης ϐρίσκεται σε RGB κωδικοποίηση και
για την οπτικοποίηση των κλάσεων γίνεται χρήση των χρωµάτων που έχουν αντιστοιχηθεί σε
κάθε µία απο αυτές. Συνήθως, η συγκεκριµένη µορφή χρησιµοποιείται για την καλύτερη
παρουσίαση των αποτελεσµάτων κατάτµησης.

4.2 CelebAMask-HQ

Το συγκεκριµένο σύνολο δεδοµένων [20] περιέχει εικόνες υψηλής ανάλυσης (high-resolution
HQ) προσώπων διασήµων ατόµων, οι οποίες έχουν επιλεχθεί από το µεγάλης κλίµακας σύνο-
λο δεδοµένων CelebA [86]. Το CelebAMask-HQ ϑεωρείται επίσης ένα µεγάλης κλίµακας
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4.2 CelebAMask-HQ

σύνολο, καθώς αποτελείται από 30000 εικόνες προσώπων διαστάσεων (512, 512) για τα ο-
ποία προσφέρονται οι αντίστοιχες µάσκες κατάτµησης µερών του ανθρώπινου προσώπου και
διάφορων αντικειµένων που µπορεί να υπάρχουν σε αυτό. Πιο συγκεκριµένα περιλαµβάνο-
νται οι παρακάτω 19 σηµασιολογικές κλάσεις.

background:0 upper lip:11
skin:1 lower lip:12

nose:2 hair:13

eye glasses:3 hat:14

left eye:4 earring:15

right-eye:5 necklace:16

left brow:6 neck:17

right brow:7 cloth:18

left ear:8 -

right ear:9 -

mouth:10 -

Πίνακας 4.2: Σηµασιολογικές κλάσεις στο σύνολο CelebAMask-HQ [20]

Τα δεδοµένα ειναι διαχωρισµένα σε σύνολα εκπαίδευσης, επικύρωσης και ελέγχου µε
µεγέθη 24183, 2993 και 2824 αντίστοιχα. Εξαιτίας του µεγάλου πλήθους δεδοµένων κα-
ϑίσταται πρακτικά δύσκολος ο πειραµατισµός πάνω σε όλο το σύνολο, λόγω και της µη ύπαρ-
ξης αρκετών πόρων για τη διαχείρηση δεδοµένων αυτής της κλίµακας. Συνεπώς, επιλέγουµε
να εφαρµόσουµε τους αλγορίθµους πάνω σε ένα υποσύνολο του αρχικού CelebAMask-HQ,
το οποίο δηµιουργούµε δειγµατοληπτώντας τυχαία 12000 εικόνες από το σύνολο εκπαίδευ-
σης. Παρακάτω παρουσιάζουµε την κατανοµή των pixels ανά κλάση για το αρχικό σύνολο
εκπαίδευσης, καθώς και για το υποσύνολο που δηµιουργήσαµε.

Εικόνα 4.3: Κατανοµή πλήθους pixel για το ολικό σύνολο εκπαίδευσής
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Εικόνα 4.4: Κατανοµή πλήθους pixel για το υποσύνολο εκπαίδευσής

Παρατηρούµε ότι η µορφή της κατανοµής του πλήθους των pixels ανα κλάση είναι πα-
νοµοιότυπη. Η κλάση µε τον µικρότερο αριθµό από pixel είναι η necklace µε 1088278
pixels στο αρχικό σύνολο εκπαίδευσης και 526676 για το υποσύνολο που δηµιουργήσαµε.
Επειδή, διαπιστώσαµε ότι κατά την εκπαίδευση, το µοντέλο δεν ήταν ικανό να αναγνωρίσει
τη συγκεκριµένη κλάση από τα υπάρχοντα δεδοµένα και για αυτό επιλέξαµε να αναφέρουµε
τα πειραµατικά αποτελέσµατα για το πρόβληµα 18 σηµασιολογικών κλάσεων. Στη συνέχεια,
παρουσιάζουµε την αντιστοίχιση χρώµατος µε κλάση, καθώς και παραδείγµατα εικόνων και
ετικετών κατάτµησης από το σύνολο δεδοµένων.

Εικόνα 4.5: Η αντιστοίχιση κλάσεων και χρωµάτων για το σύνολο CelebAMask-HQ [20]

Εικόνα 4.6: Παρδείγµατα εικόνων και ετικετών από το σύνολο CelebAMask-HQ [20]
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4.3 QaTa-COV19 Dataset

4.3 QaTa-COV19 Dataset

Το QaTa-COV19 [21, 22] πρόκειται για ένα σύνολο δεδοµένων από το πεδίο της ιατρικής,
το οποίο έχει δηµιουργηθεί από ερευνητές των πανεπιστηµίων του Κατάρ, της πόλης Τάµπερε
στη Φιλανδία και της εταιρείας Hamad Medical Corporation. Το συγκεκριµένο σύνολο απο-
τελείται από ακτινογραφίες ϑώρακος ασθενών για τις οποίες παρέχονται µάσκες κατάτµησης
της περιοχής των πνευµόνων που έχει µολυνθεί εξαιτίας του Covid-19. Η αρχική έκδοση του
συνόλου αποτελούνταν από 4603 ακτινογραφίες, ενώ η δεύτερη έκδοση του που χρησιµο-
ποιούµε επεκτάθηκε στις 9258 ακτινογραφίες. Οι µάσκες κατάτµησης περιλαµβάνουν δύο
µόνο σηµασιολογικές κλάσεις (binary segmentation), την κλάση background και την κλάση
που αντιπροσωπεύει την µολυσµένη περιοχή του πνεύµονα (infected region).

background:0 infected region:1

Πίνακας 4.3: Σηµασιολογικές κλάσεις στο σύνολο QaTa-COV19 [21, 22]

Τα δεδοµένα χωρίζονται σε ένα σύνολο εκπαίδευσης που περιέχει 7145 εικόνες και σε
ένα σύνολο ελέγχου που περιλαµβάνει 2113. Επειδή, σε αυτό το σύνολο δεδοµένων έχουµε
µόνο δύο κλάσεις επιλέγουµε να αντιστοιχίσουµε το background το µαύρο χρώµα και στην
περιοχή µόλυνσης το κόκκινο.

Εικόνα 4.7: Η αντιστοίχιση κλάσεων και χρωµάτων για το σύνολο QaTa-COV19[21, 22]

Εικόνα 4.8: Παρδείγµατα εικόνων και ετικετών από το σύνολο QaTa-COV19 [19]
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Κεφάλαιο 5

Γενική µεθοδολογία και υλοποίηση

Σε αυτό το κεφάλαιο παρουσιάζουµε τη γενική µεθοδολογία, καθώς και τις λεπτοµέρειες
της υλοποίησης µας, τόσο για την επιβλεπόµενη, όσο και για την ηµιεπιβλεπόµενη

προσέγγιση που επιλέξαµε να ακολουθήσουµε κατά τον πειραµατισµό µας µε τα προανα-
ϕερθέντα σύνολα δεδοµένων.

5.1 ∆ιαχωρισµός δεδοµένων σε επισηµασµένα (labeled) και µη

επισηµασµένα (unlabeled)

Προκειµένου να εφαρµόσουµε τεχνικές ηµιεπιβλεπόµενης µάθησης χρειάζεται να έχουµε
ένα επαρκές σε µέγεθος σύνολο από µη επισηµασµένα δεδοµένα τα οποία ϑα αξιοποιούνται
µαζί µε τα επισηµασµένα κατα τη διάρκεια της εκπαίδευσης. Γι΄ αυτό τον λόγο επιλέγουµε
να πραγµατοποιήσουµε κάποιες διαµερίσεις στα σύνολα εκπαίδευσης (training sets) των
συνόλων δεδοµένων που χρησιµοποιούµε (datasets), έτσι ώστε κάθε σύνολο εκπαίδευσης να
αποτελείται από τα επιµέρους σύνολα των επισηµασµένων (labeled) και µη επισηµασµένων
(unlabeled) δειγµάτων.

Παρακάτω αναφέρονται για κάθε σύνολο δεδοµένων οι διαµερίσεις που πραγµατοποι-
ήσαµε. ΄Οπως, ϕαίνεται έχουµε κάνει περισσότερες από µία διαµερίσεις για κάθε σύνολο,
προκειµένου να µπορεί η ηµιεπιβλεπόµενη µέθοδος να αξιολογηθεί υπό διάφορες ποσότητες
επισηµασµένων και µη επισηµασµένων δεδοµένων.

Πίνακας 5.1: ∆ιαµερίσεις επισηµασµένων/µη επισηµασµένων δεδοµένων για το σύνολο Pascal
VOC 2012

Dataset 1/32 1/16 1/8 1/4

Pascal 330 labels 662 labels 1300 labels 2645 labels

Πίνακας 5.2: ∆ιαµερίσεις επισηµασµένων/µη επισηµασµένων δεδοµένων για το σύνολο
CelebAMask-HQ

Dataset 1/64 1/32 1/16

CelebAMask-HQ 187 labels 375 labels 750 labels
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Πίνακας 5.3: ∆ιαµερίσεις επισηµασµένων/µη επισηµασµένων δεδοµένων για το σύνολο QaTa-
COV19

Dataset 1/32 1/16 1/8 1/4

QaTa-COV19 223 labels 446 labels 893 labels 1786 labels

Οι συγκεκριµένες διαµερίσεις εκφράζουν το ποσοστό του αρχικού συνόλου εκπαίδευσης
(training set) για το οποίο χρησιµοποιούνται οι ετικέτες των δειγµάτων για κάθε σύνολο δε-
δοµένων. Τα δείγµατα τα οποία ϑεωρούνται επισηµασµένα (labeled) δειγµατοληπτούνται µε
τυχαίο τρόπο από το αρχικό σύνολο εκπαίδευσης. Για την περίπτωση της αµειγώς επιβλε-
πόµενης µάθησης, κατά την εκπαίδευση γίνεται αποκλειστικά χρήση των επισηµασµένων
δεδοµένων, το πλήθος των οποίων αναφέρεται στους παραπάνω πίνακες. Από την άλλη,
κατά την εφαρµογή της ηµιεπιβλέποµενης µάθησης αξιοποιούνται επιπλέον και τα εναπο-
µέιναντα µη επισηµασµένα δεδοµένα. Για παράδειγµα, το σύνολο δεδοµένων pascal που
αποτελείται απο ένα σύνολο εκπαίδευσης µε 10582 εικόνες, αν ϑεωρήσουµε µία διαµέριση
1/32 για αυτό, ϑα σηµαίνει ότι οι 10582div32 = 330 από αυτές τις εικόνες ϑα ϑεωρηθούν
επισηµασµένες και ϑα µπορούν να αξιοποιηθούν οι ετικέτες τους, ενώ οι εναποµείναντες
10582 − 330 = 10252 ϑα χρησιµοποιηθούν ως µη επισηµασµένες.

5.2 Αρχιτεκτονική δικτύου κατάτµησης (Segmentation network

architecture)

Το δίκτυο που επιλέγουµε να χρησιµοποιήσουµε για την εκπαίδευση στα παραπάνω
σύνολα δεδοµένων είναι το DeepLabv3plus 2.11, το οποίο έχουµε αναφέρει και στο κε-
ϕάλαιο του ϑεωρητικού υποβάθρου. Σε αυτή την παράγραφο ϑα εµβαθύνουµε σε περισσότε-
ϱες δοµικές λεπτοµέρειες αυτής της αρχιτεκτονικής. Το DeepLabv3plus, όπως έχουµε πει
αποτελείται από τρείς επιµέρους συνιστώσες :

• Το δίκτυο ¨ραχοκοκαλιάς¨ backbone

• Τη δοµή Atrous Spatial Pyramid Pooling (ASPP) που µαζί µε το backbone αποτελούν
τον κωδικοποιητή (encoder)

• Τον αποκωδικοποιήτη (decoder)

∆ίκτυο backbone Για το δίκτυο backbone που αποτελεί τον ϐασικό εξαγωγέα χαρακτηρι-
στικών (feature extractor) κάνουµε χρήση της αρχιτεκτονικής ResNet101[23]. Επιλέγουµε
να αρχικοποιήσουµε το δίκτυο µε τα προεκπαιδεύµενα ϐάρη από το σύνολο δεδοµένων Im-
ageNet[87], εφαρµόζοντας έτσι µεταφορά µάθησης (transfer learning)[88] από το σύνολο
ImageNet στα σύνολα Pascal, CelebAMask-HQ και QaTa-COV19. Να τονίσουµε ότι κατα
την εκπαίδευση κάνουµε unfreeze τα ϐάρη ώστε οι τιµές τους να ανανεώνονται κανονικά,
εκτελώντας έτσι fine-tuning πάνω στα σύνολα δεδοµένων που εξετάζουµε. Παρακάτω παρου-
σιάζουµε ένα γενικό διάγραµµα για την αρχιτεκτονική ResNet101 που χρησιµοποιούµε.
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Εικόνα 5.1: Η αρχιτεκτονική ResNet101[23]

΄Οπως ϕαίνεται και στην εικόνα 5.1, έχουµε αφαιρέσει την κεφαλή κατηγοριοποίησης
(classification head) του resnet και στην έξοδο παίρνουµε τα χαρακτηριστικά που παράγει
η τελευταία οµάδα συνελίξεων της αρχιτεκτονικής όπως ορίζεται στο [23] την οποία έχουµε
ονοµάσει layer4. Επίσης, ϐλέπουµε ότι για µία εικόνα διαστάσεων (321, 321), τα χαρακτη-
ϱιστικά της εξόδου είναι χωρικής διαστατικότητας (21, 21), κάτι που σηµαίνει ότι το δίκτυο
κάνει µία συµπίεση της τάξης 1 προς 16 (stride εξόδου).

Η δοµή ASPP Για τη δοµή ASPP κάνουµε χρήση διευρηµένων συνελίξεων (dilated convo-
lutions) µε ϱυθµούς r = 6, 12, 18, µε µέγεθος πυρήνα (kernel) 3x3, οι οποίες εφαρµόζονται
στα χαρακτηριστικά εξόδου του ResNet101, έτσι ώστε να διευκολυνθεί ο εντοπισµός πε-
ϱιεχοµένου πολλαπλών κλιµάκων (multiscale context). Επιπλέον εκτελούµε µία συνέλιξη
µε µέγεθος πυρήνα 1x1 (pointwise[8]) και ένα Global Average Pooling, το οποίο ουσια-
στικά υπολογίζει το µέσο όρο όλων των χαρακτηριστικών. Οι έξοδοι που παράγονται από
κάθε συνέλιξη του ASPP είναι διαστατικότητας 21x21x256. Τα παραγόµενα χαρακτηριστι-
κά ενώνονται µε αποτέλεσµα να ϕτάνουν τη διαστατικότητα τους σε 5 ∗ 256 = 1280. Εν
συνεχεία σε αυτά εφαρµόζεται µία συνέλιξη 1x1, η οποία επαναφέρει τη διαστατικότητα σε
21x21x256.

Το δίκτυο decoder Ο αποκωδικοποιητής, πρώτα εφαρµόζει µία 1x1 συνέλιξη στα χαρα-
κτηριστικά χαµηλού επιπέδου (low level features) που παράγονται στην έξοδο layer1 του
δικτύου ResNet101, προκειµένου να µειωθεί ο αριθµός των καναλιών από 256 σε 48. Αυτό,
όπως έχουµε πει γίνεται προκειµένου να ϕιλτραριστούν σε έναν ϐαθµό τα υψηλης διασταστι-
κότητας χαρακτηριστικά που εξάγονται από τα αρχικά επίπεδα, για τα οποία αν διατηρηθεί
η αρχική διαστατικότητα, πιθανόν να δυσκολεύουν την εκπαίδευση. Η προσθήκη των χα-
µηλού επιπέδου χαρακτηριστικών ϐοηθά το µοντέλο να µπορεί να εντοπίσει καλύτερα τα
όρια των αντικειµένων, όπως ακµές, γραµµές κ.λ.π. Στη συνέχεια, η έξοδος του ASPP υπερ-
δειγµατοληπτείται, προκειµένου να ταιριάξει σε χωρικές διαστάσεις µε τα χαµηλού επιπέδου
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Εικόνα 5.2: Η δοµή ASPP [6]

χαρακτηριστικά (81, 81) µε τα οποία συνενώνεται. ΄Επειτα, µετά από κάποιες ακόµα συνε-
λίξεις και µία τελική υπερδειγµατοληψία παράγεται το αποτέλεσµα κατάτµησης. Παρακάτω,
ϐλέπουµε ένα γενικό σχήµα της αρχιτεκτονικής. Η χωρικές διαστάσεις των χαρακτηριστικών
προκύπτουν για παράδειγµα εισόδου χωρικών διαστάσεων (321, 321).

Εικόνα 5.3: Η δοµή του Deeplabv3plus για είσοδο διαστατικότητας (321, 321)
[8]

5.3 Επιβλεπόµενη προσέγγιση (Supervised approach)

΄Οπως έχουµε αναφέρει κατα την εφαρµογή επιβλεπόµενης µάθησης για την επίλυση
του προβλήµατος της κατάτµησης εικόνας για τα σύνολα δεδοµένων που έχουµε παρουσι-
άσει, γίνεται χρήση αποκλειστικά των επισηµασµένων δειγµάτων (labeled samples) για κάθε
διαµέριση που δηµιουργήσαµε.
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Πιο συγκεκριµένα, ακολουθώντας το συνηθισµενο πρότυπο εκπαίδευσης για την αµειγώς
επιβλεπόµενη µάθηση, τα επισηµασµένα δεδοµένα τροφοδούνται στο δίκτυο κατάτµησης
DeepLabv3plus, το οποίο παράγει τις αντίστοιχες µάσκες κατάτµησης (segmentation maps),
οι οποίες επιβλέπονται από τις διαθέσιµες ετικέτες µέσω του κόστους cross-entropy, το οποίο
υπολογίζεται σε επίπεδο pixel (pixel-wise cross entropy).

΄Οπως είναι γνωστό, τα δεδοµένα δίνονται στο δίκτυο σε δέσµες (batches). Σε κάθε δέσµη
δεδοµένων, πριν δοθεί ως είσοδος στο δίκτυο, πραγµατοποιούνται ορισµένοι µετασχηµα-
τισµοί επαύξησης (data augmentation transforms) πάνω στα δείγµατα που περιέχει. Οι
συγκεκριµένοι µετασχµηµατισµοί είναι στοχαστικοί. Συνεπώς, σε κάθε δέσµη που δέχεται
το δίκτυο ως είσοδο κατά τη διάρκεια µίας εποχής εκπαίδευσης, περιέχονται κάθε ϕορά
διαφορετικές επαυξηµένες εκδοχές των εικόνων (τυχαιότητα στη εφαρµογή των µετασχηµα-
τισµών), γεγονός που αυξάνει τη ποικιλότητα των δειγµάτων που ¨βλέπει¨ το δίκτυο σε κάθε
επανάληψη εκπαίδευσης (training iteration), ϐοηθώντας το να αποφύγει την υπερεκπαίδευ-
ση (overfitting) και να ενισχύσει την ικανότητα γενίκευσης του. Παρακάτω παρουσιάζουµε
τους µετασχηµατισµούς που εφαρµόζονται στις εικόνες. Να σηµειωθεί εδώ ότι ακολουθούµε
τις συνήθεις τεχνικές επαύξησης που χρησιµοποιούνται και στα [16, 82, 39].

• Κανονικοποίηση των τιµών των pixels στο εύρος [0, 1] και στη συνέχεια κανονικόποιη-
ση κάθε καναλιού της εικόνας µε ϐάση τη µέση τιµή µ = [0.485, 0.456, 0.406] και τη
τυπικη απόκλιση σ = [0.229, 0.224, 0.225] του σύνολου δεδοµένων ImageNet. Αυτό
αποτελεί µία συνήθης πρακτική όταν το δίκτυο αρχικοποιείται µε ϐάρη προεκπαιδευ-
µένα στο ImageNet.

• Τυχαία αλλαγή κλίµακας (µεγέθους) της εικόνας (Random Scaling)[89]. Ο µετασχη-
µατισµός καθορίζεται από έναν παράγοντα, έστω a, ο οποίος εκφράζει το πόσες ϕορές
ϑα µειωθούν ή ϑα αυξήθουν οι διαστάσεις µιας εικόνας. Συνήθως, η παράµετρος α επι-
λέγεται τυχαία από ένα έυρος πραγµατικών αριθµών. Για παράδειγµα αν υποθέσουµε
ότι επιλέγεται τυχαία κάποια τιµή του a από το διάστηµα [minscale, maxscale2], τότε
η νέα εικόνα ϑα έχει διαστάσεις (aH, aW ).

• Τυχαιά περικοπή της εικόνας (Random Cropping)[89]. Εφαρµόζεται, αµέσως µετά
την τυχαία αλλαγή κλίµακας και αποκόπτει τυχαία µια περιοχή της εικόνας (image
patch) µεγέθους (CropSizeHeight, CropSizeWidth). Στην περίπτωση που οι διαστάσεις
αποκοπής είναι µεγαλύτερες από τις διαστάσεις της εικόνας τότε ο εναποµείναντας
χώρος γεµίζεται µε µηδενικά (image padding).

• Οριζόντια ανατροπή της εικόνας (Horizontal flipping)[89]. Η εικόνα αναστρέφεται γύρω
από τον y άξονα.

• Μετασχηµατισµοί χρώµατος µε προσαρµογές στη ϕωτεινότητα (brightness), την αντίθε-
ση (contrast), τον κορεσµό (saturation), και τη χροιά (hue) της εικόνας. Οι συγκεκρι-
µένοι µετασχηµατισµοί χρώµατος γίνονται µε χρήση της συνάρτησης ColorJitter[24]
της Pytorch

• Γκαουσιανό ϑόλωµα της εικόνας (gaussian blurring[90])
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Αλγοριθµος 5.1: Γενική συνάρτηση ϐασικών µετασχηµατισµών

Είσοδος: I (εικόνα εισόδου)
΄Εξοδος: I tr (µετασχηµατισµένη εικόνα)

I tr = I
I tr = RandScaling(I tr), I tr = RandCropping(I tr)
if rand.uniform() ≤ 0.5 then

I tr = HorizontalFlip(I tr)
end if
if rand.uniform() ≤ 0.5 then

I tr = ColorJitter(I tr)
end if
if rand.uniform() ≤ 0.5 then

I tr = GaussianBlurr(I tr)
end if
return I tr

Παρακάτω παραθέτουµε για κάθε σύνολο δεδοµένων, τους ϐασικούς µετασχηµατισµο-
ύς που εφαρµόσαµε σε κάθε περίπτωση, καθώς και παραδείγµατα πιθανών επαυξηµένων
εκδοχών που µπορεί να προκύψουν. Να τονίσουµε ότι στην περίπτωση των χωρικών µετα-
σχηµατισµών (random scaling, random cropping, horizontal flipping) χρειάζεται να πραγ-
µατοποιηθούν οι ίδιοι µετασχηµατισµοί και στις αντίστοιχες ετικέτες των εικόνων εισόδου.

• Pascal: Για το σύνολο δεδοµένων Pascal επιλέγουµε να εφαρµόσουµε τυχαία αλλαγή
κλίµακας (random scaling) µε παράµετρο a ∈ [0.5, 1.8], ενώ για τη τυχαία αποκοπή
(random cropping) ορίζουµε το µέγεθος της περιοχής αποκοπής (patch) σε (321, 321).
Επίσης, εφαρµόζουµε οριζόντια αναστροφή (horizontal flipping). Οι παράµετροι για
τους µετασχηµατισµους χρώµατος (color jittering) και το γκαουσιανό ϑόλωµα (gaus-
sian blurring) τους δανειζόµαστε από τις δουλειές [16][82].

Εικόνα 5.4: Πιθανές επαυξηµένες εκδοχές και αντίστοιχες ετικέτες κάποιου τυχαίου δείγµατος
από το σύνολο Pascal
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• CelebAMask-HQ: Τυχαία αλλαγή κλίµακας µε a ∈ [0.8, 1.5] και τυχαία αποκοπή µε-
γέθους (321, 321). ΄Οµοίως, µετασχηµατισµοί χρώµατος και ϑολώµατος από [16][82].

Εικόνα 5.5: Πιθανές επαυξηµένες εκδοχές και αντίστοιχες ετικέτες κάποιου τυχαίου δείγµατος
από το σύνολο CelebAMask-HQ

• QaTa-COV19 Dataset: Εδώ εφαρµόζουµε τυχαιά αναστροφή εικόνας (horizontal flip-
ping) και µετασχηµατισµούς χρώµατος και ϑολώµατος από [16][82]

Εικόνα 5.6: Πιθανές επαυξηµένες εκδοχές και αντίστοιχες ετικέτες κάποιου τυχαίου δείγµατος
από το σύνολο QaTa-COV19 Dataset

Στο παρακάτω σχήµα απεικονίζεται αφαιρετικά το γενικό παράδειγµα της επιβλεπόµενης
προσέγγισης, όπου αξιοποιούµε αποκλειστικά τα επισηµασµένα δεδοµένα κατα την εκπα-
ίδευση για την κάθε διαµέριση.
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Εικόνα 5.7: Γενικό παράδειγµα της αµειγώς επιβλεπόµενης προσέγγισης

Υποθέτουµε ότι έχουµε µία δέσµη από εικόνες RGB (batch) µεγέθους B, έστω X =

[x1, x2, ..., xB], X ∈ RBxHxWx3 µε τις αντίστοιχες ετικέτες Y = [y1, y2, ..., yB], Y ∈ RBxHxWxC

(C ο αριθµός των σηµασιολογικών κλάσεων) σε one-hot µορφή και το δίκτυο κατάτµησης
fθ. Επιπλέον, ϑεωρούµε τις προβλέψεις του δίκτυου για την δέσµη εισόδου X , έστω P =

[fθ(x1), fθ(x2), ..., fθ(xB)] µε P ∈ RBxHxWxC. Το κόστος cross-entropy σε επίπεδο pixel για τη
τρέχουσα δέσµη εικόνων µπορεί να γραφτεί ως εξής :

Lsup(Υ, P) =
1
B

B∑
b=1

−
1

H ·W

H∑
i=1

W∑
j=1

C∑
c=1

Yb,i,j,c · log(Pb,i,j,c) (5.1)

΄Αν ϑεωρήσουµε ότι το σύνολο δεδοµένων έχει χωριστεί και N δέσµες µεγέθους B, τότε το
συνολικό κόστος ϑα είναι απλά ο µέσος όρος των ποσοτήτων Lsup(Υ, P) για τις N δέσµες.

LS =
1
N

N∑
n=1

Lsup(Yn, Pn) (5.2)

Για την επιβλεπόµενη εκπαίδευση του δικτύου ορίζουµε και για τα τρία σύνολα δεδο-
µένων το µέγεθος δέσµης (batch size) στις 20 εικόνες, ενώ κάνουµε χρήση του ϐελτιστοποιητή
(optimizer) SGD. Επιπλέον για το σύνολο Pascal εκπαιδεύουµε το δίκτυο για 40.000 ενηµε-
ϱώσεις της κλίσης (gradient updates, training iterations), ενώ για τα σύνολα CelebAMask-
HQ, QaTa-COV19 20.000 ενηµερώσεις. ΄Οσον αφορά το ϱυθµό εκµάθησης (learning rate)
επιλέγουµε να χρησιµοποιήσουµε την πολυωνυµική πολιτική (polynomial learning rate pol-
icy)[91] µε αρχικούς ϱυθµούς 0.002 για το Pascal και 0.01 για τα CelebAMask-HQ, QaTa-
COV19.
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5.4 Ηµιεπιβλεπόµενη προσέγγιση (Semi-Supervised approach)

Προκειµένου να αξιοποιήσουµε τα επιπλέον µη επισηµασµένα δεδοµένα µε ϐάση τις
διαµερίσεις που παρουσιάσαµε στην παράγραφο 5.1 και να δούµε σε τι ϐαθµό µπορούν
να συνεισφέρουν στην απόδοση του µοντέλου για τα τρία σύνολα δεδοµένων, επιλέγουµε
να εξετάσουµε µεθόδους που ϐασίζονται σε διαταραχές επιπέδου εισόδου (input-level per-
turbations). Πιο συγκεκριµένα, ακολουθώντας το παράδειγµα της ασθενούς προς ισχυρής
συνέπειας (weak-to-strong consistency)[14, 13] και του FixMatch [13], πειραµατιζόµαστε
µε διάφορες τεχνικές ισχυρής επαύξησης στα µη επισηµασµένα δεδοµένα και πως κάθε
µία απο αυτές επιδρά στην εκπαίδευση του δικτύου. Ιδιαίτερη έµφαση δίνουµε σε τεχνικές
επαύξησης που περιλαµβάνουν µίξη δεδοµένων, όπως οι ClassMix[16] και CutMix[15].

5.4.1 Οι υποθέσεις συστάδας (cluster) και χαµηλής πυκνότητας διαχωρι-

σµού (low density separation) σε προβλήµατα σηµασιολογικής κατάτµη-

σης

Στην παράγραφο 2.3.1, διατυπώνουµε τις υποθέσεις συστάδας και διαχωρισµού χαµη-
λής πυκνότητας, αναφέροντας ϑεωρητικά ότι πρέπει να ικανοποιούνται για την κατανοµή
εισόδου των δεδοµένων, έτσι ώστε η εφαρµογή ηµιεπιβλεπόµενης µάθησης να ϐοηθάει στην
καλύτερη επίλυση του προβλήµατος. Παρόλα αυτά η συντριπτική πλειοψηφία προβληµάτων
µηχανικής µάθησης που συναντόνται στην πράξη διαθέτουν υψηλής διαστατικότητας (high-
dimensional) δεδοµένα τα οποία δεν σχηµατίζουν συστάδες, οι οποίες χωρίζονται από περιο-
χές χαµηλής πυκνότητας στο χώρο εισόδου. ΄Οσον αφορά τα προβλήµατα σηµασιολογικής
κατάτµησης στη δουλειά των Geoff French et al. [15] αναφέρεται ότι οι συγκεκριµένες
συνθήκες δεν ισχύουν για την κατανοµή εισόδου των pixels της εικόνας προς κατάτµηση.
Αυτό δεν σηµαίνει όµως, ότι δεν µπορεί να εφαρµοστεί η κανονικοποίηση συνέπειας µε ε-
πιτυχία σε τέτοιου είδους προβλήµατα κατάτµησης. Οι µέθοδοι κανονικοποίησης συνέπειας
εκπαιδεύουν το δίκτυο να παράγει όµοιες εξόδους για µία εικόνα και τη διαταραγµένη (per-
turbed) εκδοχή αυτής, αυξάνοντας έτσι την ευστάθεια του και την ικανότητα γενίκευσης.
Επιπλέον, τα ϐαθιά δίκτυα κατάτµησης αρχιτεκτονικής encoder-decoder έχουν τη δυνα-
τότητα να παράγουν ενδιάµεσες αναπαραστάσεις χαρακτηριστικών για την εικόνα εισόδου
και να κατηγοριοποιούν το κάθε pixel σωστά ανεξάρτητα τη µορφή της κατανοµής εισόδου.

Παρακάτω, παραθέτουµε δύο παραδείγµατα εικόνων από τα σύνολα Pascal και CelebAMask-
HQ µαζί µε τον χάρτη ϐεβαιότητας (confidence map) που παράγει το δίκτυο κατάτµησης.
Θέτοντας ένα κατώφλι (threshold π.χ 0.80) ϕιλτράρουµε τους χάρτες εντοπίζοντας έτσι τις πε-
ϱιοχές µε pixels χαµηλής ϐεβαιότητας (low confidence). Βλέπουµε, ότι οι περιοχές χαµηλής
ϐεβαιότητας ταυτίζονται σε ικανοποιητικό ϐαθµό µε τα όρια των κλάσεων (class boundaries)
που περιέχονται στην εικόνα. Γενικά µπορούµε να συµπεράνουµε ότι τα pixels που ϐρίσκο-
νται στα όρια των κλάσεων είναι αυτά που παρουσιάζουν τη µεγαλύτερη αβεβαιότητα και να
υποθέσουµε ότι αυτά τα pixels ϐρίσκονται σε περιοχές χαµηλής πυκνότητας (low density
regions) στο χώρο των χαρακτηριστικών εξόδου, οι οποίες χωρίζουν τις περιοχές υψηλής πυ-
κνότητας (high density regions), όπου πιθανώς να ϐρίσκονται τα pixels µε υψηλή ϐεβαιότητα
(high confidence).
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Εικόνα 5.8: Παράδειγµα κατωφλιοµένου χάρτη ϐεβαιότητας για εικόνα από το σύνολο Pascal

Εικόνα 5.9: Παράδειγµα κατωφλιοµένου χάρτη ϐεβαιότητας για εικόνα από το σύνολο
CelebAMask-HQ

Το παραπάνω συµπέρασµα µπορεί να διαπιστωθεί σε ένα ϐαθµό απο την οπτικοποίηση
που πραγµατοποιούµε για τις δύο παραπάνω εικόνες σε επίπεδο κατανοµής pixel εισόδου
και σε επίπεδο των χαρακτηριστικών που παράγονται µετά το συνελικτικό επίπεδο 3x3, 256
του decoder, τα οποία έχουν 256 κανάλια. Η οπτικοποίηση στις δύο διαστάσεις γίνεται µε
τη µέθοδο µείωση διαστατικότητας UMAP [92].

Εικόνα 5.10: Οπτικοποίηση της κατανοµής εισόδου των pixels για το παράδειγµα από το Pascal
µε χρήση UMAP

Βλέπουµε ότι τα pixels εισόδου δεν σχηµατίζουν εµφανείς συστάδες σε σχέση µε τα
χαρακτηριστικά των pixels που παράγονται από το προτελευταίο συνελικτικό επίπεδο του
decoder, όπου διακρίνουµε πιο εµφανή συσταδοποίηση.
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5.4.1 Οι υποθέσεις συστάδας (cluster) και χαµηλής πυκνότητας διαχωρισµού (low density separation) σε
προβλήµατα σηµασιολογικής κατάτµησης

Εικόνα 5.11: Οπτικοποίηση της κατανοµής εισόδου των χαρακτηριστικών των pixels του προ-
τελευταίου συνελικτικού επιπέδου του decoder για το παράδειγµα από το Pascal µε χρήση
UMAP

Παρόµοια συµπεριφορά διακρίνουµε και για την εικόνα από το CelebAMask-HQ.

Εικόνα 5.12: Οπτικοποίηση της κατανοµής εισόδου των pixels και των χαρακτηριστικών που
παράγει ο decoder για το παράδειγµα από το CelebAMask-HQ µε χρήση της τεχνικής µείωσης
διαστατικότητας UMAP
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5.4.2 Εφαρµογή ισχυρών διαταραχών επιπέδου εισόδου (strong input-level

perturbations)

Η γενική ιδέα µας είναι να αξιοποιήσουµε το παράδειγµα εκπαίδευσης του FixMatch[13,
14] και της ασθενούς-ισχυρής συνέπειας (weak-to-strong consistency) για τη σηµασιολογική
κατάτµηση και να πειραµατιστούµε µε διάφορες διαταραχές που µπορούµε να εφαρµόσουµε
για την ισχυρή επαύξηση των µη επισηµασµένων εικόνων εισόδου. Βασική συνιστώσα εδώ
αποτελεί το µοντέλο student-teacher. ΄Οπως έχουµε αναφέρει οι προβλέψεις που παράγει
ο teacher για τις ασθενώς επαυξηµένες µη επισηµασµένες εικόνες, µετατρέπονται σε ψευ-
δοετικέτες, οι οποίες χρησιµοποιούνται για την επίβλεψη των εξόδων του student, ο οποίος
δέχεται ως είσοδο ισχυρά επαυξηµένες εικόνες. Η οπισθοδιάδοση σφάλµατος πραγµατοποιε-
ίται αποκλειστικά κατά µήκος του δικτύου student. Η λογική πίσω από αυτό, είναι ότι για
τις ασθενώς επαυξηµένες εικόνες, οι οποίες περιλαµβάνουν λιγότερο έντονη επαύξηση, το
δίκτυο teacher έχει την ικανότητα να παράγει πιο εύκολα προβλέψεις υψηλής ϐεβαιότητας
(high confidence predictions) για αυτές. Αντιθέτως, για τις εντονότερα επαυξηµένες εικόνες,
δηλαδή τις ισχυρά επαυξηµένες είναι πιο δύσκολο να παραχθούν αποτελέσµατα υψηλής
ποιότητας. Συνεπώς, στόχος είναι να εκπαιδεύσουµε το δίκτυο student να µάθει να παράγει
υψηλής ποιότητας προβλέψεις για αυτές, αξιοποιώντας τις ψευδοετικέτες καλής ποιότητας
που παράγει ο teacher για τις ασθενώς επαυξηµένες εικόνες.

Για να έχει το παραπάνω σχήµα εκπαίδευσης καλά αποτελέσµατα, αξιοποιώντας τα µη
επισηµασµένα δεδοµένα προς ϐελτίωση της απόδοσης, χρειάζεται να επιλεχθούν µε προσοχή
οι µέθοδοι ισχυρής επαύξησης, οι οποίες έχουν κύριο ϱόλο για την εξέλιξη της εκπαίδευσης.
Είναι σηµαντικό το µοντέλο να εκτεθεί σε διαφορετικές παραλλαγές των δεδοµένων, ώστε να
γίνει ανθεκτικό σε µεταβολές που µπορεί να συναντήσει και να µάθει να γενικεύει σε νέα
δείγµατα, ϐελτιώνοντας την απόδοση του. ΄Εν συνεχεία παραθέτουµε τα είδη των διαταραχών
που χρησιµοποιούµε για τον κλάδο του student (ισχυρός κλάδος).

Ισχυρή επαύξηση µε µετασχηµατισµούς χρώµατος (Cοlor Augmentation) και ϑολώµα-

τος (Blurring)

Εδώ κάνουµε χρήση της συνάρτησης ColorJittering[24], η οποία προσαρµόζει τυχαιά
κάθε ϕορά τις παραµέτρους της ϕωτεινότητας (brightness), της αντίθεσης (contrast), του
κορεσµού (saturation), και της χροιάς (hue) της εικόνας. Επιπλέον, χρησιµοποιούµε τη
συνάρτηση Gaussian Blurring της Pytorch [25] που εφαρµόζει γκαουσιανό ϑόλωµα [90].
Οι µετασχηµατισµοί χρώµατος που εφαρµόζει η ColorJittering, µεταβάλλουν ικανοποιητικά
την εµφάνιση της εικόνας, επιτρέποντας στο δίκτυο να µάθει να αναγνωρίζει τα αντικείµενα
όχι µόνο ϐασιζόµενο στο σύνηθες χρώµα που µπορεί να έχουν, απλά αποµνηµονεύοντας
το [39]. Από την άλλη, η εφαρµογή γκαουσιανού ϑολώµατος κάνει πιο απαιτητική την
αναγνώριση, καθώς οι ακµές των αντικειµένων γίνονται λιγότερο ξεκάθαρες. Οι παραπάνω
µετασχηµατισµοί αυξάνουν την αβεβαιότητα του δικτύου, ωθώντας το να µαθαίνει πιο γενικές
αναπαραστάσεις από τα µη επισηµασµένα δεδοµένα. ΄Οσον αφορά την ασθενή επαύξηση
εφαρµόζουµε τυχαία αλλαγή κλίµακας (RandomScaling) [25] και τυχαία εξαγωγή περιοχής
(Random Cropping) [89]. Παρακάτω παραθέτουµε παραδείγµατα ασθενούς και ισχυρής
επαύξησης (Color jitter, Gaussian Blur) για τα τρία σύνολα δεδοµένων.
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Εικόνα 5.13: Παραδείγµατα ασθενούς και ισχυρής επαύξησης για το σύνολο Pascal

Εικόνα 5.14: Παραδείγµατα ασθενούς και ισχυρής επαύξησης για το σύνολο CelebAMask-HQ

Εικόνα 5.15: Παραδείγµατα ασθενούς και ισχυρής επαύξησης για το σύνολο QaTa-COV19

Παρακάτω παρουσιάζουµε τον τρόπο που αξιοποιούνται τα µη επισηµασµένα δεδοµένα
κατά την εκπαίδευση. ΄Οπως, ϐλέπουµε η ισχυρή επαύξηση εφαρµόζεται πάντα πάνω στην
ασθενώς επαυξηµένη εικόνα. Το δίκτυο teacher, όπως έχουµε πεί παράγει προβλέψεις για τις
ασθενώς επαυξηµένες εικόνες, οι οποίες µετατρέπονται σε ψευδοετικέτες που επιβλέπουν την
έξοδο του student. ΄Οπως ϕαίνεται τα ϐάρη του teacher είναι ο εκθετικός κινητός µέσος όρος
(EMA [68]) των ϐαρών του student. Για αυτό και δεν εκτελούµε οπισθοδιάδοση σφάλµατος
κατά µήκος του κλάδου του teacher. ΄Οσον αφορά τα επισηµασµένα δεδοµένα, ακολουθείται
ακριβώς η µεθοδολογία που περιγράψαµε στην παράγραφο 5.3 για την αξιοποίηση τους.
Κάνουµε χρήση κάποιων συµβολισµών από [64]. Ο µη επιβλεπόµενος όρος της συνάρτησης
κόστους µπορεί να γραφτεί ως εξής, όπου LCE το κόστος cross-entropy:

LU =
1
|Du |

∑
x∈Du

LCE(ypseudo, f student
θ (xstrong)) (5.3)
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Το συνολικό κόστος µπορεί να γραφτεί ώς :

Ltotal = LS + λ · LU

Ο όρος LS αποτελεί το κόστος cross-entropy, όπως το έχουµε διατύπωσει στην εξίσωση
5.2. Ως ϐάρος συνεισφοράς λ του µη επιβλεπόµενου όρου έχουµε επιλέξει ακολουθώντας τα
[16, 15, 82, 93], όπου ορίζεται ως το ποσοστό των pixels των ψευδοετικετών, τα οποία έχουν
ϐεβαιότητα (confidence) πάνω από ένα υψηλό κατώφλι (π.χ 0.96). ∆ηλαδή, αν ϑεωρήσουµε
µία ψευδοετικέτα p, τότε το λ για την τρέχουσα ψευδοετικέτα ϑα είναι :

λ =
1

H ·W

∑
i

∑
j

1[max(pij ≥ τthres)] (5.4)

, όπου p η ψευδοετικέτα που παράγει ο teacher για κάποια εικόνα και H ·W , το συνολικό
πλήθος pixels στην τρέχουσα εικόνα.

Με αυτό τον τρόπο καταφέρνουµε να µην επηρεάζεται το µοντέλο από ϑορυβώδεις ψευ-
δοετικέτες που παράγονται στην αρχή της εκπαίδευσης.

Εικόνα 5.16: Ο µη επιβλεπόµενος κλάδος για τη περίπτωση εφαρµογής µετασχηµατών χρώµα-
τος και ϑολώµατος ως τεχνικές ισχυρής επαύξησης

Ισχυρή επαύξηση µε CutMix και ClassMix

Οι µέθοδοι CutMix [15] και ClassMix [16], όπως έχουµε αναφέρει και στην παράγραφο
3.1.1, αποτελούν δύο αρκετά διαδεδοµένες τεχνικές επαύξησης δεδοµένων που αξιοποιούν
συνήθως δύο δείγµατα και τα αναµειγνύουν µε αποτέλεσµα την δηµιουργία ενός καινούριου
δείγµατος. Τα δύο επιµέρους δείγµατα αναµειγνύονται µε τη ϐοήθεια µίας δυαδικής µάσκας
M, η οποία επιλέγει την περιοχή της µίας εικόνας που ϑα µεταφερθεί στην άλλη, ώστε
να προκύψει µία εντελώς νεά εικόνα. Η διαφορά των δύο µεθόδων έγκειται στο τρόπο
παραγωγής της δυαδικής µάσκας M . Για δύο εικόνες x1, x2 ϑα έχουµε:

xnew = M · x1 + (1 −M) · x2

ynew = M · y1 + (1 −M) · y2
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Ο πολλαπλασιασµός που εκτελείται ανάµεσα στη µάσκα M και στις εικόνες είναι element-
wise και στόχος είναι να αποµονωθεί η περιοχή της πρώτης εικόνας που ϑα προσαρτηθεί
στη δεύτερη. ΄Οπως, έχουµε αναφέρει και στην 3.1.1, στην περίπτωση του Cutmix, εξάγεται
τυχαία µία ορθογώνια περιοχή από την πρώτη εικόνα και προστίθεται στη δεύτερη, ενώ στο
ClassMix µπορεί να εξάγεται µία ολόκληρη περιοχή που καταλαµβάνει µία σηµασιολογική
κλάση και να µεταφέρεται στη δεύτερη. Η µορφή των παραγόµενων εικόνων, καθώς και της
µάσκας µίξης µπορούν να κατανοηθούν καλύτερα από τα παρακάτω παραδείγµατα.

Εικόνα 5.17: Παράδειγµα CutMix για δύο τυχαίες εικόνες από το σύνολο Pascal

Εικόνα 5.18: Παράδειγµα CutMix για δύο τυχαίες εικόνες από το σύνολο CelebAMask-HQ
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Εικόνα 5.19: Παράδειγµα ClassMix για δύο τυχαίες εικόνες από το σύνολο Pascal

Εικόνα 5.20: Παράδειγµα ClassMix για δύο τυχαίες εικόνες από το σύνολο CelebAMask-HQ

Εικόνα 5.21: Παράδειγµα CutMix για δύο τυχαίες εικόνες από το σύνολο QaTa-COV19

΄Οπως ϐλέπουµε για την περίπτωση του Cutmix παρατηρούµε στις 5.17, 5.18 ότι η
δυαδική µάσκα µίξης περιέχει άσους αποκλειστικά στα σηµεία που ορίζουν την επιφάνεια
της ορθογώνιας περιοχής που αποκόπτεται από την πρώτη εικόνα και χρησιµοποιείται τόσο
για την ανάµειξη των εικόνων, όσο και των αντίστοιχων ετικετών. Από την άλλη, όσον αφορά
το ClassMix ϐλέπουµε ότι η δυαδική µάσκα περιέχει άσους στις περιοχές που ορίζονται
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Εικόνα 5.22: Παράδειγµα ClassMix για δύο τυχαίες εικόνες από το σύνολο QaTa-COV19

από σηµασιολογικές κλάσεις στην αρχική εικόνα. Σύµφωνα µε τον αλγόριθµο 3.1 κάθε
ϕορά µεταφέρονται οι µισές κλάσεις που υπάρχουν από την ετικέτα της πρώτης εικόνας, στη
δεύτερη εικόνα. Για παράδειγµα στην 5.19, η εικόνα από το σύνολο Pascal περιέχει τρείς
κλάσεις (background, person, horse). Το ClassMix µεταφέρει 3div2 κλάσεις στη δεύτερη
εικόνα και στη συγκεκριµένη περίπτωση επιλέγεται τυχαία η κλάση horse.

Για την περίπτωση της ασθενούς-ισχυρής συνέπειας επιλέγουµε να χρησιµοποιήσουµε
τις παραπάνω τεχνικές, προκειµένου να παράξουµε τις ισχυρά επαυξηµένες εκδοχές των
µη επισηµασµένων εικόνων. ΄Οπως, είδαµε τόσο το CutMix, όσο και το ClassMix µπορούν
να παράξουν πρωτότυπες εικόνες που ϕέρουν µεγάλη ποικιλοµορφία και έχουν διευρυµένο
σηµασιολογικό περιεχόµενο, ωθώντας το δίκτυο κατάτµησης στην εκµάθηση αρκετά πιο
δύσκολων παραδειγµάτων και στη δυνατότητα αναγνώρισης αντικειµένων σε διαφορετικές
συνθήκες και περιβάλλοντα. Ακολουθούµε το παράδειγµα εκπαίδευσης σύµφωνα µε τα
[16, 15, 82] που στηρίζεται ουσιαστικά στην ιδέα του ICT [11]. Σε δύο τυχαία επιλεγµένες
µη επισηµασµένες εικόνες εφαρµόζουµε µία από τις παραπάνω τεχνικές, παράγοντας µία νέα
εικόνα µίξης που ϑεωρείται ισχυρά επαυξηµένη (εφαρµόζουµε επιπλέον µετασχηµατισµούς
χρώµατος και ϑολώµατος), η οποία δίνεται ως είσοδος στο δίκτυο student. Παράλληλα,
οι δύο επιµέρους εικόνες τροφοδοτούνται στο δίκτυο teacher που παράγει τις αντίστοιχες
ψευδοετικέτες, οι οποίες αναµειγνύονται εκ νέου, ώστε να προκύψει η ψευδοετικέτα που ϑα
επιβλέψει την έξοδο του student. Με αυτόν τον τρόπο, το δίκτυο student µαθαίνει να παράγει
ικανοποιητικές προβλέψεις για τις αναµειγµένες εικόνες µε την ϐοήθεια των ψευδοετικέτων
που του παρέχονται από τον teacher, οι οποίες έχουν παραχθεί από τις επιµέρους ασθενώς
επαυξηµένες εικόνες. Για την ανάµειξη των εικόνων επιλέγουµε να ακολουθήσουµε τη λογική
του [16], όπου στην εκάστοτε δέσµη δεδοµένων (batch) κάθε εικόνα αναµειγνύεται µε την
αµέσως επόµενη της, εξασφαλίζοντας έτσι ότι πάντα ϑα πραγµατοποιείται µίξη διαφορετικών
εικόνων.

Παρακάτω, παρουσιάζουµε πιο αναλυτικά την διαδικασία εκπαίδευσης. Ας υποθέσουµε
ότι εφαρµόζουµε τη µέθοδο ClassMix και έχουµε µία δέσµη µη επισηµασµένων εικόνων
µεγέθους 4 από το σύνολο CelebAMask-HQ.

΄Οπως, έχουµε αναφέρει κάθε εικόνα γίνεται classmixed µε την αµέσως επόµενη της,
συνεπώς, ϑα έχουµε τις εξής µίξεις : (u1, u2), (u2, u3), (u3, u4) και (u4, u1).
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Εικόνα 5.23: ∆έσµη µη επισηµασµένων δεδοµένων από το σύνολο CelebAMask-HQ

Εικόνα 5.24: ∆έσµη δεδοµένων µετά την εφαρµογή του ClassMix

Στη συνέχεια εφαρµόζουµε και επιπλέον µετασχηµατισµούς χρώµατος και ϑολώµατος,
έτσι ώστε να προκύψει η τελική µορφή της ισχυρά επαυξηµένης δέσµης µη επισηµασµένων
δεδοµένων που ϑα δοθεί ως είσοδος στον student.

Εικόνα 5.25: ∆έσµη δεδοµένων µετά τους µετασχηµατισµούς Colorjitter[24] και Gaussian
Blur[25]

Κάνουµε χρήση ορισµένων συµβολισµών από το [64]. Το συνολικό κόστος µπορεί να
γραφτεί ως εξής, όπου lce το κόστος cross-entropy:

Ltotal =
1
|DL |

∑
(x,y)∈DL

lCE(y, f student
θ (x))

+ λ ·
1
|DU |

∑
(u1,u2)∈DU

lCE(ClassMix(f teacher
θ′ (u1), f teacher

θ′ (u2)), f student
θ (ClassMix(u1, u2)))

(5.5)

΄Οπου, όπως έχουµε αναφέρει ο µη επιβλεπόµενος όρος πολλαπλασιάζεται µε τον συντε-
λεστή λ 5.4.
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Εικόνα 5.26: Παράδειγµα εκπαίδευσης µε εφαρµογή Classmix ως ισχυρή επαύξηση

Ισχυρή επαύξηση µε συνδυασµούς των τεχνικών ClassMix και CutMix

Στη δουλειά των Lihe Yang et al. [14] προτείνεται ως επέκταση του κλασικού FixMatch, η
τροφοδότηση του δικτύου µε δύο ή περισσότερες ισχυρά επαυξηµένες εκδοχές µίας εικόνας,
προκειµένου να γίνει µεγαλύτερη αξιοποίηση των πλεονεκτήµατων που προσφέρει η ισχυρή
επαύξηση στην ηµιεπιβλεπόµενη κατάτµηση, καθώς το µοντέλο µπορεί να γενικεύει καλύτε-
ϱα, µαθαίνοντας ένα µεγαλύτερο εύρος παραλλαγών των δεδοµένων. Ουσιαστικά, η ιδεά
προέρχεται από την ηµιεπιβλεπόµενη κατηγοριοποίηση και τις δηµοσίευσεις MixMatch[94],
ReMixMatch[74], όπου το δίκτυο εκτίθεται σε πολλαλπλές επαυξηµένες εκδοχές µίας αρ-
χικής εικόνας. Στο [14], οι συγγραφείς, προκειµένου να κατασκευάσουν τις δύο ισχυρά
επαυξηµένες εκδοχές κάνουν χρήση του CutMix και για τις δύο. Εµείς, ακολουθώντας τη
συγκεκριµένη µεθοδολογία των δύο επαυξηµένων εκδοχών επιλέγουµε να πειραµατιστούµε
µε διάφορους συνδυασµούς για την παραγωγή κάθε µίας εκ των δύο αυτών εκδοχών. Συ-
γκεκριµένα, δοκιµάζουµε να παράξουµε τη µία ισχυρά επαυξηµένη εκδοχή µε ClassMix
και την άλλη µε CutMix. ∆ιαισθητικά, εκµεταλλευόµενοι την ποικιλοµορφία των εικόνων
που παράγοντνται από τις παραπάνω µεθόδους, ϑέλουµε να εξετάσουµε κατά πόσο το δίκτυο
µπορεί να ωφεληθεί, µαθαίνοντας παράλληλα να τµηµατοποιεί τόσο τις ClassMixed εικόνες,
όσο και τις CutMixed. Επιπλέον, πειραµατιζόµαστε και µε την περίπτωση που οι δύο ισχυρά
επαυξηµένες εκδοχές προκύπτουν µε εφαρµογή του ClassMix (ϑα προκύπτουν διαφορετικές
εικόνες, καθώς οι κλάσεις που ϑα αναµειχθούν επιλέγονται τυχαία κάθε ϕορά). Παρακάτω,
παρουσιάζουµε τη διαδικασία εκπαίδευσης για το συνδυασµό ClassMix-CutMix, ϕέρνοντας
ως παράδειγµα εικόνες από το σύνολο Pascal. Θεωρούµε, πάλι, ότι έχουµε µία δέσµη
ασθενώς επαυξηµένων µη επισηµασµένων εικόνων µεγέθους 4.
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Εικόνα 5.27: ∆έσµη µη επισηµασµένων δεδοµένων από το σύνολο Pascal

Εικόνα 5.28: ∆έσµη των παραγόµενων Classmixed δεδοµένων

Εικόνα 5.29: ∆έσµη των παραγόµενων CutMixed δεδοµένων

Το δίκτυο student, λοιπόν εκτίθεται ταυτόχρονα στις δύο παραπάνω εκδοχές των εικόνων
µε σκοπό να µάθει να τις τµηµατοποιεί κάτω υπο την επίβλεψη των ψευδοετικετών που πα-
ϱάγει ο teacher, τόσο για τις ClassMixed, όσο και για τις CutMixed εικόνες. Σε αυτό το
σηµείο µπορούµε να κάνουµε την εξής παρατήρηση. Προκειµένου να παράξουµε εικόνες µε
επιπλέον ποικιλοµορφία µπορούµε να επιλέξουµε οι εικόνες Cutmixed να παράγονται µε τη
µεταφορά κάποιου patch από τη δεύτερη στην πρώτη εικόνα, έτσι ώστε ο student να µπορεί
να µάθει να τµηµατοποιεί τα ίδια αντικείµενα υπο διαφορετικά περιβάλλοντα στο back-
ground. Γι΄ αυτό και για τη δηµιουργία της δέσµης των ClassMixed εικόνων αναµειγνύουµε
τις εικόνες (ui , ui+1), ενώ για την CutMixed δέσµη τις (ui+1, ui). Αντίστοιχα, το ίδιο µπορεί να
γίνει και µε τη χρήση άλλων συνδυασµών (ClassMixed-ClassMixed, CutMixed-CutMixed).

Το συνολικό κόστος για το παραπάνω πρότυπο εκπαίδευσης µπορεί να γραφτεί(κάνουµε
χρήση κάποιων συµβολισµών από το [64]) σύµφωνα µε το [14] ως εξής :
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Εικόνα 5.30: Κλάδος αξιοποίησης των µη επισηµασµένων δεδοµένων µε την τεχνική των δύο
ισχυρά επαυξηµένων εκδοχών [14]. Στη συγκεκριµένη περίπτωση για τη δηµιουργία των δύο
ισχυρών διαταραχών αξιοποιείται το ClassMix και το CutMix αντίστοιχα.

Ltotal =
1
|DL |

∑
(x,y)∈DL

lCE(y, f student
θ (x))

+ λ(
1
2
·

1
|DU |

∑
(u1,u2)∈DU

lCE(ClassMix(f teacher
θ′ (u1), f teacher

θ′ (u2)), f student
θ (ClassMix(u1, u2)))

+
1
2
·

1
|DU |

∑
(u1,u2)∈DU

lCE(CutMix(f teacher
θ′ (u1), f teacher

θ′ (u2)), f student
θ (CutMix(u1, u2)))) (5.6)

, όπου lCE το κόστος cross-entropy και λ 5.4 το ϐάρος συνεισφοράς του µη επιβλεπόµενου
όρου. Επιπλέον, πολλαπλασιάζουµε τους δύο όρους του µη επιβλεπόµενου κόστους µε 1

2 ,
ώστε να έχουν ίση συνεισφορά. Αντίστοιχα, µπορεί να εκφραστεί το σύνολικό κόστος για
οποιαδήποτε τεχνική µίξης χρησιµοποιηθεί για τη παραγωγή των δύο ισχυρά επαυξηµένων
εικόνων.

Επιµέρους λεπτοµέρειες υλοποίησης ΄Οσον αφορά επιπλέον λεπτοµέρειες υλοποίησης
για την ηµιεπιβλεπόµενη προσέγγιση που περιγράψαµε σε αυτή την παράγραφο κάνουµε
χρήση του ϐελτιστοποιητή (optimizer) SGD και στα τρία σύνολα δεδοµένων. Οι αρχικοί
ϱυθµοί εκµάθησης είναι 0.002 για το Pascal και 0.01 για τα CelebAMask-HQ και Qata-
COV19 αντίστοιχα, ενώ κάνουµε χρήση της πολυωνυµικής πολιτικής για τη σταδιακή µείωση
του ϱυθµού[91] κατά την εκπαίδευση.

Επίσης, όπως έχουµε πει στην περίπτωση της ηµιεπιβλεπόµενης µάθησης έχουµε άνισες
ποσότητες επισηµασµένων και µη επισηµασµένων δεδοµένων (τα µη επισηµασµένα είναι αρ-
κετά περισσότερα από τα επισηµασµένα). Στη δική µας περίπτωση επιλέγουµε να ορίσουµε
ως εποχή το πέρασµα όλων των επισηµασµένων δεδοµένων από το δίκτυο, όπως γίνεται και
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στην υλοποίηση της δηµοσίευσης [82]. Στην αρχή κάθε εποχής δειγµατοληπτούµε τυχαία
µε τη ϐοήθεια ενός RandomSampler [95] το µεγαλύτερο σύνολο µη επισηµασµένων δεδο-
µένων, επιλέγοντας τυχαία ίσο πλήθος µε αυτό των επισηµασµένων δεδοµένων. Συνεπώς, σε
κάθε εποχή το δίκτυο ϐλέπει όλα τα επισηµασµένα δεδοµένα και ίσο αριθµό διαφορετικών
µη επισηµασµένων δεδοµένων κάθε ϕορά. Με αυτό τον τρόπο µπορούµε να αξιοποιήσουµε
ικανοποιητικά την πληροφορία που µας παρέχεται από το συνολικό πλήθος των µη επιση-
µασµένων δεδοµένων. Επιλέγουµε δέσµη εκπαίδευσης µε συνολικό µέγεθος 20, η οποία
αποτελείται από 10 επισηµασµένα και 10 µη επισηµασµένα δείγµατα. Τέλος για το σύνολο
Pascal εκπαιδεύουµε το δίκτυο για 40.000 ενηµερώσεις της κλίσης (gradient updates, train-
ing iterations), ενώ για τα CelebAMask-HQ και QaTa-COV19 για 20.000 ενηµερώσεις. ΄Ολα
τα πειράµατα εκτελέστηκαν στον υπερυπολογιστή ARIS[96] σε κόµβους τύπου ml node, µέσω
SLURM JOBS, κάνοντας χρήση µίας GPU τύπου NVIDIA Volta V100[97]. Επιπλέον λεπτο-
µέρειες υλοποίησης µπορούν να ϐρεθούν στο σύνδεσµο:https://github.com/nysp78/semi-
supervised-semantic-segmentation.
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Κεφάλαιο 6

Παρουσίαση και σχολιασµός πειραµατικών απο-

τελεσµάτων

6.1 Μετρικές αξιολόγησης

Η ϐασική µετρική που χρησιµοποιούµε για να αξιολογήσουµε την απόδοση των µο-
ντέλων, όσον αφορά την ποιότητα των µασκών κατάτµησης που παράγουν, είναι η Intersection-

Over-Union (IOU) ή αλλιώς Jaccard Index [98]. Η µετρική IOU ουσιαστικά εκφράζει το
ποσοστό επικάλυψης µεταξύ της µάσκας κατάτµησης (ground truth mask) που χρησιµο-
ποιείται ως ετικέτα (label) και της πρόβλεψης που παράγει το δίκτυο κατάτµησης (prediction
mask). Εποµένως, µέσω του IOU µπορούµε σε ικανοποιητικό ϐαθµό να αντιληφθούµε πόσο
καλά µπορεί να τµηµατοποιήσει το δίκτυο τα αντικείµενα της εικόνας.

IOU =
GroundTruth ∩ Prediction

GroundTruth ∪ Prediction
(6.1)

Το IOU υπολογίζεται για κάθε σηµασιολογική κλάση ξεχωριστά, ως ο λόγος του πλήθους
των κοινών και στις δύο µάσκες pixels, προς το πλήθος των pixels που ϐρίσκονται είτε στη
µια είτε στην άλλη. Στη συνέχεια λαµβάνεται ο αριθµητικός µέσος όρος (meanIOU) µεταξύ
των επιµέρους IOU της κάθε κλάσης.

Κάνοντας χρήση των παρακάτω εννοιών :

• True Positives (TP): Πλήθος pixels που ταξινοµήθηκαν στη σωστή κλασή, έστω Ci .

• False Positives (FP): Πλήθος pixels που ταξινοµήθηκαν λανθασµένα στη κλάση Ci ,
αλλά άνηκαν σε διαφορετική.

• False Negatives (FN): Πλήθος pixels που άνηκαν στη κλάση Ci , αλλά ταξινοµήθηκαν
λανθασµένα σε διαφορετική κλάση.

Το score IOU για κάποια κλάση Ci µπορεί να εκφραστεί ως εξής :

IOUCI =
TPCi

TPCi + FPCi + FNCi

(6.2)
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Εικόνα 6.1: Αναπαράσταση της µετρικής IOU, εικόνα από [26]. Η µετρική για τη συγκεκριµένη
κλάση υπολογίζεται ως ο λόγος του πλήθους των pixels της µάσκας A ∩ B, προς το αντίστοιχο
πλήθος της µάσκας A ∪ B.

Μπορούν επίσης να χρησηµοποιηθούν και άλλες µετρικές για την αξιολόγηση της απόδο-
σης ενός µοντέλου κατάτµησης, όπως το Dice coefficient [99] που εκφράζει πάλι ποσοστό
επικάλυψης ως εξής :

DICECI =
2 · TPCi

2 · TPCi + FPCi + FNCi

(6.3)

Σε αυτή την περίπτωση η τοµή TP υπολογίζεται δύο ϕορές, για αυτό και δεν αφαιρείται από
τον παρονοµαστή. Επιπλέον, χρησιµοποιείται και το F1 − score [100], το οποίο εκφράζεται
ως ο αρµονικός µέσος µεταξύ ακρίβειας (presicion) και ανάκλησης (recall). Η ακρίβεια
πρόκειται για τον λόγο µεταξύ των ορθώς ταξινοµηµένων pixels σε µια κλάση προς τον ολικό
αριθµό από pixels που ταξινοµήθηκαν σε αυτή. Η ανάκληση εκφράζει τον λόγο µεταξύ των
ορθώς ταξινοµηµένων pixel σε µια κλάση προς τον ολικό αριθµό pixel που ανήκουν σε αυτή
την κλάση.

PrecisionCi =
TPCi

TPCi + FPCi

RecallCi =
TPCi

TPCi + FNCi

F1 − scoreCi = 2 ·
Precision · Recall

Precision + Recall
(6.4)
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6.2 Πειραµατικά αποτελέσµατα για το σύνολο Pascal VOC 2012

Παραθέτουµε συγκεντρωτικά τα πειραµατικά αποτελέσµατα για το σύνολο δεδοµένων
Pascal, αναφέροντας τη µετρική mIOU πάνω στο επίσηµο σύνολο επικύρωσης (validation
set) για τις τέσσερις διαµερίσεις. Για κάθε διαµέριση έχουµε εκπαιδεύσει ένα επιβλεπόµενο
µοντέλο αποκλειστικά στα διαθέσιµα επισηµασµένα δεδοµένα και επιπλέον ηµιεπιβλεπόµε-
να µοντέλα µε διαταραχές επιπέδου εισόδου (color augmentation, ClassMix, CutMix) που
αξιοποιούν τα µη επισηµασµένα δεδοµένα. Τα παρακάτω αποτελέσµατα για τις ηµιπεπιβλε-
πόµενες µεθόδους έχουν παραχθεί µε την αξιολόγηση του καλύτερου µοντέλου teacher που
αποθηκεύτηκε (checkpoint) κατα τη διάρκεια της εκπαίδευσης πάνω στο σύνολο επικύρωσης
του Pascal.

Πίνακας 6.1: Πειραµατικά αποτελέσµατα (mIOU) για το σύνολο επικύρωσης του PASCAL VOC
2012. Σε παρένθεση ϕαίνεται το πλήθος των επισηµασµένων δεδοµένων σε κάθε διαµέριση.

Method 1/32(330) 1/16(662) 1/8(1323) 1/4(2645) all labels(10582)
Supervised 60.03 66.20 69.58 72.92 77.85

Color augmentation 67.15 71.31 74.63 76.01 -
CutMix 70.92 73.21 74.67 76.11 -

ClassMix 71.94 73.82 74.65 76.49 -
ClassMix + CutMix 72.56 74.62 75.84 77.30 -

ClassMix + ClassMix 72.54 74.02 75.62 76.29 -
CutMix + CutMix 70.78 73.16 75.33 77.15 -

Παρατηρήσεις και σχολιασµός Με µία πρώτη µατιά µπορούµε να δούµε ότι η χρήση
κανονικοποίησης συνέπειας µε αξιοποίηση των επιπλέον µη επισηµασµένων δεδοµένων ε-
πιφέρει σηµαντικές ϐελτιώσεις σε σχέση µε την κλασική επιβλεπόµενη εκπαίδευση (super-
vised baseline). Οι διαταραχές που εφαρµόζονται είτε µέσω µετασχηµατισµών χρώµατος
(color augmentation), είτε µε χρήση των τεχνικών µίξης CutMix, ClassMix πάνω στα µη
επισηµασµένα δεδοµένα, ϐοηθούν στη µείωση της υπερπροσαρµογής του µοντέλου στα λίγα
διαθέσιµα επισηµασµένα δεδοµένα και ενισχύουν την ικανότητα γενίκευσης σε δεδοµένα
που καλείται να τµηµατοποιήσει για πρώτη ϕορά. Επιπροσθέτως, η χρήση δύο ισχυρά επαυ-
ξηµένων εκδοχών, ϕαίνεται ότι ϐοηθά στην περαιτέρω ϐελτίωση της απόδοσης.

Προκειµένου να κατανοηθούν καλύτερα τα παραπάνω αποτελέσµατα παρουσιάζουµε τις
καµπύλες µάθησης για το επιβλεπόµενο και µη επιβλεπόµενο κόστος, καθώς και την α-
ντίστοιχη απώλεια στο σύνολο επικύρωσης (validation) για την κάθε µέθοδο. Αρχικά παρα-
ϑέτουµε την καµπύλη του επιβλεπόµενου κόστους πάνω στα επισηµασµένα δεδοµένα που
χρησιµοποιεί το δίκτυο και για κάθε διαµέριση έχει την παρακάτω µορφή. Βλέπουµε, ότι το
µοντέλο προσαρµόζεται πλήρως στα λίγα επισηµασµένα δεδοµένα.
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Εικόνα 6.2: Καµπύλη µάθησης για τα επισηµασµένα δεδοµένα (supervised loss)

Στη συνέχεια παραθέτουµε τις καµπύλες του µη επιβλεπόµενου κόστους και της α-
πώλειας επικύρωσης (validation loss), αρχικά για τις διαµερίσεις 1/32, 1/16.

Εικόνα 6.3: Καµπύλες µη επιβλεπόµενης απώλειας και απώλειας επικύρωσης για τη διαµέριση
1/32
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Εικόνα 6.4: Καµπύλες µη επιβλεπόµενης απώλειας και απώλειας επικύρωσης για τη διαµέριση
1/16

Με ϐάση τις παραπάνω καµπύλες µπορούµε να πούµε ότι όλες οι µέθοδοι κανονικο-
ποίησης συνέπειας που εφαρµόζονται ϐοηθούν πολύ στην ελάττωση της υπερπροσαρµογής
(overfitting). Πιο συγκεκριµένα, ϐλέπουµε και στις δύο διαµερίσεις, όπως είναι ϕυσικό, το
supervised only µοντέλο (γκϱί γϱαµµή) να υπερπροσαρµόζεται πάρα πολύ στα λίγα επι-
σηµασµένα δεδοµένα µε αποτέλεσµα να µην µπορεί να µειώσει την απώλεια στα δεδοµένα
επικύρωσης. Η χρήση µετασχηµατισµών χρώµατος (µπλέ γραµµή) ως ισχυρή διαταραχή έχει
τη δυνανότητα σε κάποιο ϐαθµό να συνεισφέρει στη µείωση αυτής της υπερπροσαρµογής και
στην αύξηση του mIOU (πίνακας 6.4). Περαιτέρω, αύξηση της ικανότητας γενίκευσης και
του mUOΙ προσφέρουν οι µέθοδοι µίξης (CutMix, ClassMix), αλλά και η εκπαίδευση σε δύο
ισχυρά επαυξηµένες εκδοχές που προκύπτουν µε συνδυασµούς αυτών (ClassMix-CutMix,
ClassMix-ClassMix, CutMix-CutMix), καθώς παράγονται εικόνες µε µεγαλύτερο σηµασιο-
λογικό περιεχόµενο και µε περισσότερη ποικολοµορφία. ΄Οπως, ϕαίνεται η εκπαίδευση του
student πάνω σε τέτοιες πολύπλοκες εικόνες ϐοηθά κατά πολύ στη ϐελτίωση της γενίκευσης.

΄Οσον αφορά τη µορφή του µη επιβλεπόµενου κόστους, παρατήρουµε ότι στις αρχικές
επαναλήψεις εκπαίδευσης (training iterations), η συνεισφορά του είναι µικρή και αυτό ο-
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ϕείλεται στο συντελεστή λ (Εξ. 5.4 - ποσοστό pixels ψευδοετικέτας που έχουν ϐεβαιότητα
πάνω από ένα κατώφλι). Στην αρχή της εκπαίδευσης ο teacher δεν παράγει ακόµα καλής
ποιότητας ψευδοετικέτες και έχει µεγάλη αβεβαιότητα για τις κλάσεις των pixels, εποµένως
σε αυτό το διάστηµα η ϐελτιστοποίηση οδηγείται κυρίως από τον επιβλεπόµενο όρο (supe-
vised loss). Σταδιακά, ο teacher µαθαίνει να παράγει καλύτερης ποιότητας ψευδοετικέτες
µε µεγαλύτερη ϐεβαιότητα και το µη επιβλεπόµενο κόστος λαµβάνεται περισσότερο υπόψην
κατά την εκπαίδευση, µε τον student να προσπαθεί να προσαρµοστεί στις ψευδοετικέτες που
του παρέχονται από τον teacher και να µειώσει την απόσταση από αυτές (µείωση απώλειας).
Οι µικρότερες τιµές απώλειας παρουσιάζονται για την παραγωγή της ισχυρης εκδοχής µε
µετασχηµατισµούς χρώµατος, ενώ οι απώλειες για τις µεθόδους CutMix, ClassMix και τους
συνδυασµούς τους, ϐλέπουµε ότι κυµαίνονται σε µεγαλύτερες τιµές. Οι µικρές τιµές α-
πώλειας για το color augmentation µπορούµε να συµπεράνουµε ότι οφείλονται στη µικρή
απόσταση που έχουν οι προβλέψεις του student από τις ψευδοετικέτες του teacher. Ο µε-
τασχηµατισµός χρώµατος δεν εισάγει τόσο µεγάλη ποικολοµορφία, συνεπώς είναι αρκετά
εύκολο για τον student να µάθει να παράγει καλές προβλέψεις για τον συγκεκριµένο ισχυρό
µετασχηµατισµό. Εποµένως, λαµβάνοντας υπόψην και την υψηλότερη απώλεια επικύρω-
σης, µπορούµε να πούµε ότι για τη συγκεκριµένη επαύξηση ο student υπερπροσαρµόζεται
στις ψευδοετικέτες του teacher και παρόλο το µικρό µη επιβλεπόµενο κόστος δεν µπορεί να
γενικεύσει καλύτερα. Απο την άλλη οι απώλειες για τις µεθόδους CutMix, ClassMix, Class-
Mix+CutMix κ.λ.π, ϐλέπουµε ότι λαµβάνουν µεγαλύτερες τιµές, καθώς είναι πιο δύσκολο για
τον student να µάθει τµηµατοποιήσει τις αναµειγµένες εικόνες και παρόλο το µεγαλύτερο
κόστος παρατηρούµε ότι η ικανότητα γενίκευσης του δικτύου ϐελτιώνεται σε µεγάλο ϐαθ-
µό σε σύγκριση µε τον απλο µετασχηµατισµό χρώµατος. Οι πιο ισχυροί µετασχηµατισµοί
µίξης εισάγουν επιπλέον κανονικοποίηση και επιτρέπουν στο δίκτυο να µάθεί καλύτερες
αναπαραστάσεις και να γενικεύσει καλύτερα.

Στη συνέχεια παραθέτουµε τις αντίστοιχες καµπύλες για τις διαµερίσεις 1/8 και 1/4.

Εικόνα 6.5: Καµπύλες µη επιβλεπόµενης απώλειας για τη διαµέριση 1/8
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Εικόνα 6.6: Καµπύλες απώλειας επικύρωσης για τη διαµέριση 1/8

Εικόνα 6.7: Καµπύλες µη επιβλεπόµενης απώλειας για τη διαµέριση 1/4

Για τις διαµερίσεις µε περισσότερα διαθέσιµα επισηµασµένα δεδοµένα για την εκπαίδευ-
ση του δικτύου το επιβλεπόµενο µοντέλο (supervised only) γενικεύει καλύτερα σε σχέση µε
τις διαµερίσεις λιγότερων επισηµασµένων δεδοµένων. Αυτό είναι κάτι αναµενόµενο, καθώς
όπως ϐλέπουµε και στο πίνακα 6.4, καθώς αυξάνονται τα επισηµασµένα δεδοµένα, το δίκτυο
µπορεί να µαθαίνει την επιπλέον πληροφορία που προσφέρουν και να αυξάνει την ικανότητα
γενίκευσης. Για αυτό και παρατηρείται, ότι οι υπόλοιπες µέθοδοι που αξιοποιούν και τα µη
επισηµασµένα δεδοµένα επιφέρουν λιγότερη ϐελτίωση στη γενίκευση σε σχέση µε τις διαµε-
ϱίσεις λιγότερων δεδοµένων. Παρόλα αυτά, ϐλέπουµε ξανά ότι οι µέθοδοι κανονικοποίησης
συνέπειας ακόµη και σε περιπτώσεις µεγαλύτερου πλήθους επισηµασµένων δεδοµένων µπο-
ϱούν να ϐοηθήσουν. Η τάση που παρατηρείται από τις γραφικές της συνάρτησης απώλειας
επικύρωσης, αλλά και απο το mIOU του πίνακα 6.4 είναι ότι ο µετασχηµατισµός χρώµατος
επιφέρει παρόµοια γενίκευση και απόδοση mIOU σε σύγκριση µε τις τεχνικές µίξης CutMix,
ClassMix, οι οποίες όµως παραµένουν ακόµη και εδώ λίγο καλύτερες. Σε αυτές τις διαµε-
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Εικόνα 6.8: Καµπύλες επικύρωσης για τη διαµέριση 1/4

ϱίσεις όπου έχουµε περισσότερα επισηµασµένα δεδοµένα διαθέσιµα, το δίκτυο είναι σε ϑέση
µόνο από την εκπαίδευση πάνω σε αυτά να παρουσιάζει καλύτερη ικανότητα γενίκευσης,
εποµένως για να αυξήσουµε περαιτέρω αυτή την ικανότητα ενδεχοµένως να χρειάζεται να
εφαρµόσουµε ακόµη πιο ισχυρούς µετασχηµαστιµούς που ϑα εισάγουν περισσότερη ποικι-
λοµορφία. Αυτό ϕαίνεται να επιτυγχάνεται σε ένα ϐαθµό µε την εκπαίδευση του student
πάνω σε δύο ισχυρα επαυξηµένες εκδοχές. Βλέπουµε ότι οι µέθοδοι ClassMix-CutMix,
ClassMix-ClassMix, CutMix-CutMix προσφέρουν ελαφρώς µεγαλύτερη ικανότητα γενίκευ-
σης σε σχέση µε τις CutMix, ClassMix για τις διαµερίσεις µε περισσότερα επισήµασµένα
δεδοµένα. Εξαίρεση αποτέλει στη διαµέριση 1/4 η µέθοδος ClassMix-Classmix, η οποία
δίνει λίγο χειρότερη απόδοση(76.29) σε σύγκριση µε την ClassMix(76.49). Αυτο µπορεί να
υποδηλώνει µια παραπάνω υπερπροσαρµογή στην τεχνική ClassMix, όταν χρησιµοποιείται
δύο ϕορές στις ίδιες ασθενώς επαυξηµένες εικόνες. Εδώ να αναφέρουµε ότι σε κάθε εικόνα
στο σύνολο Pascal περιέχονται λίγες κλάσεις, το background και άλλες 2-3 το πολύ κλάσεις.
Συνεπώς, η εφαρµογή του ClassMix στο ίδιο Ϲεύγος εικόνων δύο ϕορές είναι πιθανόν να
συντελεί στη µεταφορά ίδιων κλάσεων κάθε ϕορά µε αποτέλεσµα την µη επίτευξη περαιτέρω
ποικιλοµορφίας.

Γενικά από το πίνακα των συγκεντρωντικών αποτελεσµάτων 6.4 παρατηρούµε ότι για το
συγκεκριµένο σύνολο η µέθοδος των δύο επαυξηµένων εκδοχών ClassMix-Cutmix επιφέρει
τη µεγαλύτερη ικανότητα γενίκευσης για όλες τις διαµερίσεις. Ο συνδυασµός δύο διαφορε-
τικών µεθόδων µίξης, ενδεχοµένως να προσφέρει εικόνες µε µεγαλύτερη ποικολοµορφία για
την εκπαίδευση του student µε αποτέλεσµα την αποφυγή ενδεχόµενης υπερπροσαρµογής
στον ίδιο τύπο επαύξησης και στην ελαφρώς καλύτερη απόδοση mIOU στο σύνολο Pascal.

Παρακάτω παραθέτουµε ορισµένα παραδείγµατα από τις ψευδοετικέτες που παράγει ο
teacher και τις αντίστοιχες προβλέψεις που κάνει ο student για κάθε είδος ισχυρής επα-
ύξησης που χρησιµοποιήσαµε, για ένα µοντέλο εκπαιδεύµενο µε τη µέθοδο ClassMixed-
Cutmixed µε 1323 επισηµασµένα δεδοµένα (1/8).
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Εικόνα 6.9: Οι ψευδοετικέτες που παράγει ο teacher και ακριβώς από κάτω οι αντίστοιχες
προβλέψεις του student για εικόνες που έχει εφαρµοστεί µόνο µετασχηµατισµός χρώµατος

Εικόνα 6.10: Οι ψευδοετικέτες που παράγει ο teacher και ακριβώς από κάτω οι αντίστοιχες
προβλέψεις του student για cutmixed εικόνες

Στη διαµέριση 1/8 παρατηρείται η µεγαλύτερη ϐελτίωση στην απόδοση mIOU από τη
µέθοδο των δύο ισχυρά επαυξηµένων εκδοχών ClassMixed-CutMixed(75.84) σε σύγκριση
µε τα µεµονωµένα ClassMix(74.65) και Cutmix(74.67). Παίρνοντας ως παράδειγµα τη συ-
γκεκριµένη διαµέριση παραθέτουµε κάποια στοιχεία σχετικά µε τη ϐεβαιότητα (confidence)
των ψευδοετικετών που παράγει ο teacher και των προβλέψεων που κάνει ο student για τις
cutmixed, classmixed και color augmented εικόνες.
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Εικόνα 6.11: Οι ψευδοετικέτες που παράγει ο teacher και ακριβώς από κάτω οι αντίστοιχες
προβλέψεις του student για classmixed εικόνες

Πίνακας 6.2: Μέση ϐεβαιότητα (mean confidence) των παραγόµενων ψευδοετικετών του
teacher και των αντίστοιχων προβλέψεων του student για την περίπτωση της διαµέρισης 1/8

Method pseudolabels confidence predictions confidence
Color augmentation 89.08 85.41

CutMix 85.94 75.84
ClassMix 84.65 71.83

ClassMix + CutMix 88.25, 88.03 80.06, 80.32

Από τον παραπάνω πίνακα ϐλέπουµε ότι κατά την εκπαίδευση του µοντέλου µε µετασχη-
µατισµούς χρώµατος ο teacher παράγει ψευδοετικέτες µε µέγαλη µέση ϐεβαιότητα(89.08),
ενώ υψηλής ϐεβαιότητας(85.41) είναι και οι αντίστοιχες προβλέψεις του student για τις color
augmented εικόνες. Από την άλλη παρατηρούµε ότι για τις µεθόδους Cutmix και ClassMix
τόσο οι ψευδοετικέτες(85.94, 84,65) όσο και οι προβλέψεις(75.84, 71.83) έχουν χαµηλότερη
µέση ϐεβαιότητα, κάτι αναµενόµενο, αφού οι συγκεκριµένες µέθοδοι παράγουν πιο δύσκο-
λες εικόνες επιφέροντας µεγαλύτερη αβεβαιότητα στο student, ο οποίος καλείται να µάθει
να τις τµηµατοποιεί. Παράλληλα, ο student εκπαιδευµένος µε τη µέθοδο ClassMix-CutMix
ϐλέπουµε ότι παράγει προβλέψεις τόσο για τις ClassMixed εικόνες, όσο και για τις Cut-
Mixed µε µεγαλύτερη ϐεβαιότητα(80.06, 80.32). Αυτό ενδεχοµένως να συµβαίνει, καθώς
η ταυτόχρονη έκθεση του student τόσο σε classmixed, όσο και σε cutmixed εικόνες, ενι-
σχύει την ικανότητα του να παράγει προβλέψεις µε υψηλότερη ϐεβαιότητα και για τις δύο
εκδοχές εικόνων. Πρέπει να υπογραµµίσουµε εδώ, ότι η υψηλή ϐεβαιότητα στις προβλέψεις
δεν σηµαίνει απαραίτητα ότι το µοντέλο ϑα γενικεύει καλά και σε δεδοµένα που ϐλέπει
για πρώτη ϕορά. Για παράδειγµα, στην περίπτωση του color augmentation ϐλέπουµε ότι
ο student παράγει προβλέψεις µε τη µεγαλύτερη ϐεβαιότητα, παρόλα αυτά στο σύνολο ε-
πικύρωσης αδυνατεί να έχει τόσο καλή γενίκευση, όσο οι µέθοδοι ClassMix, Cutmix, στις
οποίες οι προβλέψεις του student έχουν µικρότερη µέση ϐεβαιότητα. Επιπλέον, µε τη µέθο-
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δο ClassMix-CutMix ο student µπορεί να τµηµατοποιεί µε µεγαλύτερη ϐεβαιότητα και τις
δύο εκδοχές εικόνων και παράλληλα να γενικεύει καλύτερα από τις άλλες µεθόδους. Γενικά,
η υπερβολική ϐεβαιότητα(over-confidence) δεν συνεπάγεται απαραίτητα καλύτερη ικανότη-
τα γενίκευσης. Πολλές ϕορές µάλιστα υποδηλώνει την υπερπροσαρµογή του δικτύου στα
δεδοµένα εκπαίδευσης. Αντίθετα, η µείσωση της ϐεβαιότητας σε κάποιο ϐαθµό, µέσω πιο
περίπλοκων τεχνικών επαύξησης µπορεί να επιτρέψει στο µοντέλο να γενικεύει καλύτερα,
όπως άλλωστε στις περιπτώσεις των µεθόδων ClassMix, CutMix, ClassMix+CutMix.

΄Εν συνεχεία για τις µεθόδους ClassMix, CutMix και ClassMix+CutMix για τη διαµέριση
1/8 παραθέτουµε τη µετρική IOU για τις επιµέρους 21 κλάσεις του προβήµατος.

Πίνακας 6.3: Η µετρική mIOU για κάθε σηµασιολογική κλάση του Pascal για τις µεθόδους
Supevised, CutMix, ClassMix, ClassMix + Cutmix στην περίπτωση της διαµέρισης 1/8

Sup only CutMix ClassMix ClassMix+Cutmix
background:0 0.9271 0.9401 0.9392 0.9421

airplane:1 0.8823 0.8859 0.8712 0.8941

bicycle:2 0.4115 0.4079 0.4152 0.4210

bird:3 0.8623 0.8815 0.8659 0.8916

boat:4 0.6313 0.6674 0.6673 0.7086

bottle:5 0.7795 0.7464 0.7750 0.7912

bus:6 0.8695 0.9393 0.9269 0.9393

car:7 0.8243 0.8620 0.8637 0.8624

cat:8 0.8914 0.8991 0.8723 0.9055

chair:9 0.2915 0.3565 0.3310 0.3526

cow:10 0.7400 0.8276 0.8212 0.8480

dining table:11 0.3277 0.5403 0.5451 0.5407
dog:12 0.8297 0.8512 0.8282 0.8667

horse:13 0.7425 0.8465 0.8201 0.8336

motorbike:14 0.8160 0.8265 0.8392 0.8191

person:15 0.8286 0.8555 0.8560 0.8587

potted plant:16 0.3404 0.4511 0.5822 0.5486

sheep:17 0.7695 0.8678 0.8130 0.8510

sofa:18 0.4188 0.5135 0.4640 0.4843

train:19 0.7302 0.8340 0.8588 0.8330

tv/monitor:20 0.6991 0.6942 0.7104 0.7359

Παρατηρούµε ότι η εκπαίδευση του δικτύου µε δύο ισχυρά επαυξηµένες εκδοχές ε-
πιφέρει ϐελτίωση στις περισσότερες κλάσεις. ΄Εν συνεχεία παραθέτουµε κάποια ποιοτικά
αποτελέσµτα που παράγει το δίκτυο για τυχαίες εικόνες από το σύνολο επικύρωσης.
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Εικόνα 6.12: Ποιοτικά αποτελέσµατα που παράγει το δίκτυο για εικόνες από το σύνολο επι-
κύρωσης του Pascal VOC 2012
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6.3 Πειραµατικά αποτελέσµατα για το σύνολο CelebAMask-HQ

Για το συγκεκριµένο σύνολο παρουσιάζουµε τη µετρική mIOU για τις 18 κλάσεις πάνω
στο επίσηµο σύνολο επικύρωσης του CelebAMask-HQ, όπως περιγράψαµε στην παράγραφο
4.2.

Πίνακας 6.4: Πειραµατικά αποτελέσµατα (mIOU) για το σύνολο επικύρωσης του CelebAMask-
HQ

Method 1/64(187) 1/32(375) 1/16(750) all labels(12000)
Supervised 72.20 74.29 75.91 80.10

Color perturbation 66.62 72.36 74.63 -
CutMix 75.68 76.90 77.83 -

ClassMix 76.56 77.62 78.46 -
ClassMix + CutMix 76.42 77.47 78.25 -

Παρατηρήσεις και σχολιασµός ΄Οπως ϐλέπουµε από τα παραπάνω αποτελέσµατα οι δια-
ταραχές εισόδου ClassMix και CutMix, καθώς και ο συνδυασµός ClassMix + CutMix είναι οι
µέθοδοι που επιφέρουν ϐελτιώσεις σε σύγκριση µε το απλό επιβλεπόµενο µοντέλο για τις τρεις
διαµερίσεις. Οι ClassMix και ClassMix+CutMix επιφέρουν λίγο καλύτερη γενίκευση από
την CutMix, ενώ επίσης παρατηρούµε ότι σε αυτό το σύνολο ο συνδυασµός ClassMix+CutMix
δεν ϐελτιώνει την απόδοση περαιτέρω σε σχέση µε το απλό ClassMix. ΄Οσον αφορά τώρα τη
διαταράχη εισόδου µε εφαρµογή µετασχηµατισµών χρώµατος (color augmentation/pertru-
bation) ϐλέπουµε ότι δεν αποδίδει καλά και µάλιστα το µοντέλο που εκπαιδεύεται µε αυτή
παρουσιάζει χειρότερη ικανότητα γενίκευσης, ακόµη και από τη απλή επιβλεπόµενη µέθοδο.
Ο λόγος που συµβαίνει αυτό είναι γιατί η επαύξηση χρώµατος ϕαίνεται να µην προσδίδει
την απαραίτητη ποικιλοµορφία στις εικόνες, ώστε το µοντέλο να παρουσιάζει ευστάθεια και
να µπορεί να γενικεύει καλύτερα. ΄Οπως, έχουµε αναφέρει στο παράδειγµα εκπαίδευσης
ασθενούς-ισχυρής συνέπειας είναι απαραίτητη η ύπαρξη ισχυρών µεθόδων επαύξησης, έτσι
ώστε ο teacher να µπορεί να παράγει υψηλής ποιότητας ψευδοετικέτες και ο student µε
την έκθεση του σε πιο πολύπλοκες εικόνες να γίνεται πιο ανθεκτικός σε µεταβολές και να
µαθαίνει καλύτερες αναπαράστασεις που ϑα τον ϐοηθήσουν στην καλύτερη γενίκευση σε
δεδοµένα που ϐλέπει για πρώτη ϕορά. Σε αντίθετη περίπτωση, αν οι ισχυροί µετασχηµατι-
σµοί αντικατασταθούν από πιο ασθενείς µετασχηµατισµούς που δεν προσφέρουν παραπάνω
πληροφορία στο δίκτυο, τότε είναι πολύ πιθανό ο student να παράγει προβλέψεις µε µεγάλη
ϐεβαιότητα (over-confidence) για τις λιγότερο δύσκολες προς κατάτµηση ασθενώς επαυξη-
µένες εικόνες. Εποµένως, είναι πιθανό να παρουσιάσει υπερπροσαρµογή σε ψευδοετικέτες
του teacher που ϑα είναι λιγότερο ακριβείς, λόγω της έλλειψης ισχυρών µετασχηµατισµών.

Στην περίπτωση µας προφανώς συµβαίνει κάτι τέτοιο. Οι µεταβολές του χρώµατος στις ει-
κόνες που εφαρµόζουµε για να δηµιουργήσουµε την ισχυρά επαυξηµένη εκδοχή της εικόνας
δεν προσφέρουν χρήσιµη πληροφορία που ϑα ϐοηθήσει τον student να τµηµατοποιεί µέρη
του ανθρώπινου προσώπου, επιφέροντας υπερπροσαρµογή στις ενδεχοµένως όχι τόσο ποιο-
τικές ψευδοετικέτες του teacher και µείωση κατά πολύ της ικανότητας γενίκευσης. Αντίθετα,
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οι τεχνικές ClassMix, CutMix παράγουν ισχυρά επαυξηµένες εικόνες που παρουσιάζουν µε-
γάλη ποικιλία συνδυασµών από µέρη του ανθρώπινου προσώπου, δίνοντας τα κατάλληλα
σήµατα εισόδου στο δίκτυο που ϑα ϐοηθήσουν στη γενίκευση.

Οι παραπάνω παρατηρήσεις µπορούν να διαπιστωθούν και από τα πειραµατικά αποτε-
λέσµατα µας. Παίρνοντας, ως παράδειγµα τη διαµέριση 1/32 µε 375 ετικέτες παρουσιάζου-
µε τις καµπύλες µάθησης της µη επιβλεπόµενης απώλειας, καθώς και της απώλειας στο
σύνολο επικύρωσης.

Εικόνα 6.13: Καµπύλες µη επιβλεπόµενης απώλειας και απώλειας επικύρωσης για τη δια-
µέριση 1/32(375 ετικέτες)

Παρατηρώντας τα δύο παραπάνω σχήµατα, αντιλαµβανόµαστε ότι η µέθοδος που αξιο-
ποιεί επαύξηση χρώµατος (µπλέ γραµµή), παρουσιάζει µεγάλη υπερπροσαρµογή στις ψευ-
δοετικέτες που παράγονται από τον teacher και αποτυγχάνει να γενικεύσει. Για αυτό και
διακρίνουµε αρκετά µικρές τιµές µη επιβλεπόµενης απώλειας και µεγάλες τιµές απώλειας
επικύρωσης. Η υπερπροσαρµογή στις ψευδοετικέτες του teacher οδηγεί το µοντέλο να πα-
ϱουσιάσει χειρότερη γενίκευση ακόµη και από την επιβλεπόµενη µέθοδο. Από την άλλη, οι
µέθοδοι ClassMix, CutMix, ϐλέπουµε ότι παρουσιάζουν µεγαλύτερες τιµές µη επιβλεπόµε-
νης απώλειας, η οποία όµως σταδιακά µειώνεται, πράγµα που σηµαίνει ότι ο student µα-

100 ∆ιπλωµατική Εργασία



6.3 Πειραµατικά αποτελέσµατα για το σύνολο CelebAMask-HQ

ϑαίνει σταδιακά την καλύτερη τµηµατοποίηση των αναµειγµένων εικόνων υπο την επίβλεψή
του teacher , ενώ παρατηρείται αισθητή µείωση της υπερπροσαρµογής και αρκετά καλύτερη
ικανότητα γενίκευσης σε σχέση µε το επιβλεπόµενο µοντέλο.

Εν συνεχεία παρουσιάζουµε τις ψευδοετικέτες που παράγει ο teacher και τις αντίστοιχες
προβλέψεις του student για τις µεθόδους color perturbation και ClassMix κατά τη διάρκεια
της εκπαίδευσης. Ενδεικτικά παραθέτουµε τα αποτελέσµτα γις τις δύο µεθόδους µετά από
1600 επαναλήψεις εκπαίδευσης (training iterations, gradient updates).

Εικόνα 6.14: Ψευδοετικέτες και αντίστοιχες προβλέψεις κατά τη διάρκεια της εκπαίδευσης µε
τη µέθοδο επαύξησης χρώµατος

Εικόνα 6.15: Ψευδοετικέτες και αντίστοιχες προβλέψεις κατά τη διάρκεια της εκπαίδευσης µε
τη µέθοδο ClassMix

Μπορούµε να παρατηρήσουµε ότι το µοντέλο που χρησιµοποιεί ως µέθοδο ισχυρής επα-
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ύξησης µετασχηµατισµούς χρώµατος αδυνατεί να παράξει καλές ψευδοετικέτες όσον αφορά
,κυρίως την τµηµατοποίηση των µατιών, των ϕρυδιών και σε ένα ϐαθµό του στόµατος. Α-
ντίθετα, ϐλέπουµε ότι οι teacher-student που εκπαιδεύονται µε τη µέθοδο ClassMix για
τις ίδιες επαναλήψεις εκπαίδευσης µπορούν να παράξουν καλύτερης ποιότητας ψευδοετι-
κέτες(teacher) και καλύτερης ποιότητας προβλέψεις(student). Εποµένως, οι αρχικές µας
παρατηρήσεις σχετικά µε την υπερπροσαρµογή του student σε µέτριας ποιότητας ψευδο-
ετικέτες για τη µέθοδο color perturbation διαπιστώνονται και από τα παραπάνω ποιοτικά
αποτελέσµατα.

Για τη διαµέριση 1/64(187 ετικέτες) παρατηρείται η µεγαλύτερη ϐελτίωση σε σύγκριση
µε το επιβλεπόµενο µοντέλο. Για τη συγκεκριµένη διαµέριση παραθέτουµε αναλυτικά τη
µετρική IOU για κάθε κλάση για τις µεθόδους supervised και ClassMix.

Πίνακας 6.5: Μετρική IOU της κάθε κλάσης στο σύνολο CelebAMask-HQ για τις µεθόδους
Supervised και ClassMix(187 ετικέτες)

Sup only ClassMix
background:0 0.8980 0.9183

skin:1 0.9085 0.9174

nose:2 0.8652 0.8725

eye glasses:3 0.6915 0.7633

left eye:4 0.7649 0.7672

right-eye:5 0.7622 0.7669

left brow:6 0.6863 0.7090

right brow:7 0.6854 0.7082

left ear:8 0.7004 0.7435

right ear:9 0.6959 0.7356

mouth:10 0.7644 0.7715

upper lip:11 0.7207 0.7550

lower lip:12 0.7564 0.7936

hair:13 0.8796 0.9022

hat:14 0.5269 0.7512

earring:15 0.2898 0.3679

neck:16 0.7743 0.8041

cloth:17 0.6248 0.7334

Παρακάτω για τα ίδια µοντέλα (supervised, ClassMix) παραθέτουµε ορισµένα ποιοτικά
αποτελέσµατα που παράγει το δίκτυο τµηµατοποίησης για τυχαίες εικόνες από το σύνολο
επικύρωσης του CelebAMask-HQ
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Εικόνα 6.16: Ποιοτικά αποτελέσµατα που παράγει το δίκτυο για εικόνες από το σύνολο επι-
κύρωσης του CelebAMask-HQ
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6.4 Πειραµατικά αποτελέσµατα για το σύνολο QaTa-COV19-v2

Παραθέτουµε το µέσο IOU πάνω στο σύνολο επικύρωσης του QaTa-COV19-v2

Πίνακας 6.6: Πειραµατικά αποτελέσµατα (mIOU) για το σύνολο επικύρωσης του QaTa-COV19

Method 1/32(223) 1/16(446) 1/8(893) 1/4(1786) all labels(7145)
Supervised 81.16 83.42 83.85 85.11 86.76

Color perturbation 83.25 84.65 85.23 86.17 -
CutMix 82.82 84.48 85.19 86.33 -

ClassMix 83.42 84.47 85.16 86.14 -
ClassMix + CutMix 82.94 84.50 85.27 86.29 -

Παρατηρούµε ότι η αξιοποίηση των επιπλέον µη επισηµασµένων δεδοµένων µε εφαρ-
µογή κανονικοποίησης συνέπειας επιφέρει ϐελτίωση σε σχέση µε την απλή επιβλεπόµενη
εκπαίδευση. ΄Οπως ϐλέπουµε, τόσο η εφαρµογή µετασχηµατισµών χρώµατος, όσο και η ε-
ϕαρµογή των πιο σύνθετων µεθόδων µίξης ClassMix, CutMix, επιφέρουν παρόµοιες αυξήσεις
στην απόδοση του µοντέλου. Αυτό σηµαίνει ότι η επαύξηση χρώµατος για το συγκεκριµένο
σύνολο δεδοµένων προσφέρει ικανοποιητική ποικιλοµορφία, ώστε να αξιοποιηθεί η πλη-
ϱοφορία των µη επισηµασµένων δεδοµένων, ενώ η εφαρµογή των τεχνικών ClassMix και
CutMix δεν προσδίδουν επιπρόσθετη πληροφορία κατά την εκπαίδευση. ΄Οπως ϕαίνεται,
ακόµη και η απλή επιβλεπόµενη µέθοδος µπορεί να γενικεύει σε ικανοποιητικό ϐαθµό στο
σύνολο επικύρωσης, για αυτό και υπάρχει λιγότερη αύξηση στην απόδοση σε σχέση µε τα
προηγούµενα δύο σύνολα.

Ενδεικτικά παραθέτουµε τις καµπύλες της µη επιβλεπόµενης απώλειας και της απώλειας
επικύρωσης για τη διαµέριση 1/16 (446 ετικέτες).

Εικόνα 6.17: Καµπύλη µη επιβλεπόµενης απώλειας για τη διαµέριση για το σύνολο QaTa-
COV19
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Εικόνα 6.18: Καµπύλη απώλειας επικύρωσης στο σύνολο QaTa-COV19

Παρατηρούµε ότι όλες οι µέθοδοι έχουν παρόµοιες τιµές µη επιβλεπόµενης απώλειας,
η οποία µειώνεται ϕυσιολογικά, κάτι που σηµαίνει ότι ο student µαθαίνει οµαλά από τις
ψευδοετικέτες του teacher. Παράλληλα, ϐλέπουµε πως εξίσου όλες οι µέθοδοι επιφέρουν
µείωση της υπερπροσαρµογής, σε σχέση µε το επιβλεπόµενο µοντέλο και καλύτερη ικανότητα
γενίκευσης.

Παρακάτω για την ίδια διαµέριση παραθέτουµε το IOU για τις δύο κλάσεις του προ-
ϐλήµατος.

Πίνακας 6.7: Μετρική IOU της κάθε κλάσης στο σύνολο QaTa-COV19 για τη διαµέριση
1/16(446)

Sup only Color Aug ClassMix CutMix ClassMix+CutMix
background:0 0.9551 0.9595 0.9588 0.9590 0.9590

infection:1 0.7134 0.7337 0.7307 0.7307 0.7312

Πίνακας 6.8: Μετρική Recall της κάθε κλάσης στο σύνολο QaTa-COV19 για τη διαµέριση
1/16(446)

Sup only Color Aug ClassMix CutMix ClassMix+CutMix
background:0 0.9748 0.9797 0.9790 0.9791 0.9791

infection:1 0.8358 0.8442 0.8444 0.8444 0.8447

Παρατηρώντας και τη µετρική recall ϐλέπουµε ότι οι ηµιεπιβλεπόµενες τεχνικές συνει-
σφέρουν στην αύξηση της συγκεκριµένης µετρικής και για τις δύο κλάσεις. Αυτό σηµαίνει
ότι έχουµε λιγότερο κακή ταξινόµηση στα pixel που ανήκουν στην κλάση infection και κα-
τηγοριοποιούνται στην background (FN), σηµαντικό για προβλήµατα ιατρικής ϕύσεως.
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Εικόνα 6.19: Ποιοτικά αποτελέσµατα που παράγει το δίκτυο για εικόνες από το σύνολο επι-
κύρωσης του QaTa-COV19 για τις µεθόδους supervised και color perturbation στη διαµέριση
1/16(446 ετικέτες)
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Κεφάλαιο 7

Τελικά συµπεράσµατα και µελλοντικές επεκτάσεις

7.1 Συµπεράσµατα

Ανακεφαλαιώνοντας, στην παρούσα διπλωµατική µελετήσαµε την επίδραση τεχνικών η-
µιεπιβλεπόµένης µάθησης, ϐασισµένες στην κανονικοποίηση συνέπειας, οι οποίες χρησι-
µοποιούν διαταραχές επιπέδου εισόδου (input-level perturbations) κατά το πρότυπο της
ασθενούς-ισχυρής συνέπειας για την αξιοποίηση των µη επισηµασµένων δεδοµένων. Από τα
πειράµατα που εκτελέσαµε στα τρία σύνολα δεδοµένων παρατηρήσαµε γενικά ότι η κανονι-
κοποίηση συνέπειας ϐοήθησε στη ϐελτίωση της απόδοσης σε σχέση την απλή επιβλεπόµενη
εκπαίδευση. Η µέθοδος που επιλέγεται για την παραγωγή της ισχυρά επαυξηµένης εκδοχής
της εικόνας εισόδου έχει διαφορετική επίδραση στην απόδοση του µοντέλου.

Πιο συγκεκριµένα, όσον αφορά το σύνολο δεδοµένων Pascal παρατηρούµε ότι όλες οι
µέθοδοι ισχυρής επαύξησης που εφαρµόζονται (µετασχηµατισµός χρώµατος, ClassMix, Cut-
Mix, ClassMix+CutMix αποδεικνύονται ιδιαίτερα αποτελεσµάτικές 6.4, καθώς ϐελτιώνουν σε
µεγάλο ϐαθµό την απόδοση σε σχέση µε το επιβλεπόµενο µοντέλο. Σε όλες τις διαµερίσεις
επισηµασµένων/µη επισηµασµένων δεδοµένων ϐλέπουµε ότι η µέθοδος που αξιοποιεί δύο
ισχυρά επαυξηµένες εκδοχές, σύµφωνα µε το [14] ClassMix+CutMix αποδίδει καλύτερα.

Στα πειράµατα του συνόλου CelebAMask-HQ παρατηρούµε ότι η εφαρµογή µετασχηµα-
τισµού χρώµατος (color augmentation) δεν αποδίδει καθόλου καλά και µάλιστα οδηγεί σε
χειρότερη ικανότητα γενίκευσης σε σχέση µε την απλή επιβλεπόµενη µάθηση. Αυτό, όπως
αναφέραµε συµβαίνει επειδή για το πρόβληµα της τµηµατοποίησης µερών του ανθρώπινου
προσώπου η απλή µεταβολή του χρώµατος δεν παρέχει την απαραίτητη πληροφορία στο
δίκτυο, ώστε να µπορεί να παράξει ποιοτικές ψευδοετικέτες και να µάθει να τµηµατοποιεί µε
επιτυχία τις µη επισηµασµένες εικόνες µε αποτέλεσµα να παρατηρείται υπερπροσαρµογή
σε µη ακριβείς ψευδοετικέτες και συνεπώς απώλεια της ικανότητας γενίκευσης. Αντιθέτως,
η χρήση των τεχνικών µίξης ClassMix, CutMix για την παραγωγή των ισχυρά επαυξηµένων
εικόνων αποδεικνύεται αρκετά αποδοτική, καθώς µε την ανάµειξη εικόνων διαφορετικών
προσώπων µπορούν να παραχθούν δείγµατα µε µεγαλύτερη ποικιλοµορφία που συνδυάζουν
τµήµατα του ανθρώπινου προσώπου που διαφέρουν από άτοµο σε άτοµο, σε σχήµα και σε
µέγεθος(µάτια, αυτιά, στόµα κ.λ.π). Εποµένως, το δίκτυο δέχεται πιο χρήσιµη πληροφορία
για την εκµάθηση της τµηµατοποίησης αυτών των µερών.
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΄Οσον αφορά το σύνολο QaTa-COV19, παρατηρούµε ότι οι τεχνικές ισχυρής επαύξησης
προσφέρουν την ίδια ϐελτίωση στην απόδοση, µε τις µεθόδους µίξης ClassMix, CutMix να
µην ϐοηθούν περαιτέρω όπως στα προηγούµενα σύνολα. Για το συγκεκριµένο σύνολο, λοι-
πόν, µπορούµε να πούµε ότι ένας σχετικά απλός µετασχηµατισµός χρώµατος είναι επαρκής
για να προσδώσει την απαραίτητη ποικιλοµορφία, ώστε το δίκτυο να επωφεληθεί από την
επιπλέον πληροφορία των µη επισηµασµένων δεδοµένων.

Γενικά, καταλήγουµε στο συµπέρασµα, ότι το παράδειγµα εκπαίδευσης ασθενούς-ισχυρής
συνέπειας για την αξιοποίηση των µη επισηµασµένων δεδοµένων µπορεί να επιφέρει σηµα-
ντικές ϐελτιώσεις στην απόδοση του µοντέλου σε σύγκριση µε την απλή επιβλεπόµενη εκ-
παίδευση. Μείζονος σηµασίας είναι η επιλογή της µεθόδου για τη δηµιουργία της ισχυρά
επαυξηµένης εκδοχής ενός δείγµατος. Οι µετασχηµατισµοί που εφαρµόζονται χρειάζεται να
προσφέρουν την απαραίτητη ποικιλοµορφία, ώστε να αποφεύγεται η υπερπροσαρµογή σε
κακής ποιότητας ψευδοετικέτες που µπορούν να οδηγήσουν σε κακή ικανότητα γενίκευσης
και συνεπώς στην υποβάθµιση του συγκεκριµένου παραδείγµατος εκπαίδευσης σε µία αφε-
λή διαδικασία self-training[76]. Επιπλέον, όσον αφορά το είδος της ισχυρής επαύξησης που
πρέπει να επιλεχθεί, αυτό εξαρτάται σε µεγάλο ϐαθµό από την κατανόµη των δεδοµένων του
κάθε συνόλου και τη ϕύση του εκάστοτε προβλήµατος τµηµατοποίησης και πρέπει να διαπι-
στώνεται µέσω πειραµάτων, µε τις µεθόδους µίξης ClassMix, CutMix να αποτελούν συνήθως
καλές επιλογές για προβλήµατα εικόνων του ϕυσικού κόσµου (natural images).

7.2 Μελλοντικές επεκτάσεις

Κάποιες πιθανές µελλόντικες επεκτάσεις που µπορούν να γίνουν για περαιτέρω διερε-
ύνηση και πειραµατισµό είναι οι παρακάτω:

• Εφαρµογή του παραδείγµατος της ασθενούς-ισχυρής συνέπειας (strong-to-weak con-
sistency) και των τεχνικών ClassMix και CutMix για την παραγωγή των ισχυρά επαυ-
ξηµένων δειγµάτων σε περισσότερα σύνολα δεδοµένων από διαφορετικά πεδία. Για
παράδειγµα σε σύνολα δεδοµένων δορυφορικών εικόνων (landcover segmentation),
σε επιπλέον σύνολα τµηµατοποίησης ανθρώπινου προσώπου (human face segmen-
tation), καθώς και σε άλλα σύνολα τµηµατοποίησης ιατρικών εικόνων µε σκοπό την
αξιοποίηση µη επισηµασµένων δεδοµένων για τη ϐελτίωση της απόδοσης.

• Περαιτέρω διευρεύνηση για την αποδοτικότητα των πολλαπλών ισχυρών εκδοχών[14]
που δίνονται ως είσοδο στο δίκτυο student και επιπλέον πειραµατισµός µε διάφορους
συνδυασµούς τεχνικών επαύξησης για την παραγωγή αυτών των ισχυρά επαυξηµένων
εκδοχών (π.χ ClassMix-CutMix, ClassMix-ClassMix, Classmix-Color augmentation
κ.λ.π).

• ∆ιερεύνηση της αποδοτικότητας του συνδυασµού διαταραχών επιπέδου εισόδου(input-
level perturbations) και διαταραχών επιπέδου ενδιάµεσων χαρακτηριστικών (feature-
level perturbations) που περιγράφεται στο [14] στα σύνολα CelebAMask-HQ, QaTa-
COV19, καθώς και σε άλλα σύνολα δεδοµένων που δεν έχει δοκιµαστεί µέχρι τώρα.
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• Εφαρµογή των τεχνικών ClassMix, CutMix, ClassMix+CutMix µε χρήση διαφορετικών
αρχιτεκτονικών κατάτµησης εκτός από το DeepLabv3plus.

• Πειραµατισµός µε διαφορετικές συναρτήσεις απώλειας για τη µέτρηση του σφάλµατος
µεταξύ ψευδοετικετών του teacher και προβλέψεων του student. Για παράδειγµα αντί
για το κόστος cross-entropy µπορεί να επιτευχθεί η συνέπεια µεταξύ student-teacher
µε χρήση του MSE ή της Focal loss [101] (µέσω αυτής της απώλειας µπορεί να δοθεί
ϐαρύτητα στις κλάσεις που το δίκτυο αντιµετωπίζει δυσκολία στην τµηµατοποίηση
τους), καθώς και άλλες συναρτήσεις κόστους.

• Εφαρµογή κανονικοποίησης συνέπειας για την περίπτωση της ηµιεπιβλεπόµενης κα-
τηγοριοποίησης ή τµηµατοποίησης ϐίντεο.
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Παράρτηµα Αʹ

Ποιοτικά αποτελέσµατα για εικόνες από το σύνο-

λο δεδοµένων Labeled Faces in the Wild
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Παράρτηµα Αʹ. Ποιοτικά αποτελέσµατα για εικόνες από το σύνολο δεδοµένων Labeled Faces in the Wild

Εικόνα Αʹ.1: Ποιοτικά αποτελέσµατα που παράγει το δίκτυο εκπαιδευµένο στο σύνολο
CelebAMask-HQ µε 187 επισηµασµένα δείγµατα για εικόνες από το σύνολο Labeled Faces
in the Wild [27]
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Εικόνα Αʹ.2: Ποιοτικά αποτελέσµατα που παράγει το δίκτυο εκπαιδευµένο στο σύνολο
CelebAMask-HQ µε 187 επισηµασµένα δείγµατα για εικόνες από το σύνολο Labeled Faces
in the Wild [27]
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