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Περίληψη

Η µηχανική µάθηση και η ανάπτυξη των νευρωνικών δικτύων έχει οδηγήσει στην εκτετα-
µένη χρήση τους στην επίλυση προβληµάτων κατηγοριοποίηση εικόνων. Για την εκπαίδευση
όµως τέτοιων µοντέλων και την παραγωγή συστηµάτων, που είναι αποδοτικά και γενικεύσι-
µα είναι αναγκαία η εκπαίδευση σε ένα µεγάλο πλήθος απο επισηµασµενα δεδοµένα. Σε
τοµείς όπως η ανάλυση ιατρικών εικόνων, η ανάπτυξη τέτοιων µεγάλων συνόλων δεδοµένων
αποτελεί µια σηµαντική πρόκληση. Για αυτόν τον λόγο σηµαντικό ερευνητικό ενδιαφέρον σε
αυτόν τον τοµέα επικεντρώνεται στην ανάπτυξη αποδοτικών τεχνικών εκπαίδευσης, που να
ϐασίζονται σε µικρό αριθµό δειγµάτων.

Σκοπός της συγκεκριµένης διπλωµατικής εργασίας είναι η µελέτη τέτοιων τεχνικών εκπα-
ίδευσης. Πιο συγκεκριµένα εφαρµόστηκε η τεχνική του few shot learning, η οποία χωρίζει τα
δεδοµένα σε υποσύνολα τα οποία αποτελούνται από συγκεκριµένο αριθµό δειγµάτων και α-
νήκουν σε τυχαια επιλεγµένες κλάσεις. Αφου τα δεδοµένα χωριστουν σε αυτα τα υποσύνολα,
στην συνέχεια εκτελείται η διαδικασία εκπαίδευσης σε κάθε ένα από τα υποσύνολα επεισο-
διακα. Επιπλέον, χρησιµοποιήθηκαν τεχνικές που εµπνέονται από το µοντέλο εκπαίδευσης
δασκάλου µαθητή και έχουν ως σκοπό την εκπαίδευση παραµέτρων ενος δικτύου, που ϑα
είναι εύκολα προσαρµόσιµες σε καινουρια σύνολα δεδοµένων µετα απο περιορισµένο αριθ-
µό επαναλήψεων. Στην συνέχεια δοκιµάστηκαν µοντελα µετασχηµατιστών όρασης (Vision
Transformers) για την κατηγοριοποίηση αυτών των δεδοµένων πράγµα, το οποίο ήταν σηµα-
ντική πρόκληση λόγω του περιορισµένου αριθµού δειγµάτων τον οποιο διέθεταν τα σύνολα
δεδοµένων τα οποία χρησιµοποιήθηκαν. Για την εκπαίδευση αυτών των δικτύων χρησιµο-
ποιήθηκε η µέθοδος του self-supervised learning, αλλά και σύνθετες τεχνικές επαύξησης
δεδοµένων για την δηµιουργια πιο περίπλοκων αναπαραστάσεων, µε σκοπό την αντιµετώπιση
του προβλήµατος του χαµηλου αριθµού δειγµάτων.

Τέλος τα αποτελέσµατα του µοντέλου µετασχηµατιστή (Transformer) που προέκυψαν
συγκρίθηκαν µε το δίκτυο, το οποίο επιτύγχανε τα καλύτερα αποτελέσµατα για το συγκεκρι-
µένο πρόβληµα και σύνολα δεδοµένων που επιλέχθηκαν. Συγκρίνοντας αυτά τα δύο δίκτυα
παρατηρήθηκε οτι το µοντέλο του µετασχηµατιστή Transformer πετυχαίνει αποτελέσµατα
συγκρίσιµα µε την προαναφερθείσα µέθοδο.

Λέξεις Κλειδιά

Μηχανική Μάθηση, Κατηγοριοποίηση, Νευρωνικά ∆ίκτυα, Συνελικτικά νευρωνικά δίκτυα,
Μετασχηµατιστες, Μετασχηµατιστες όρασης, Επαύξηση δεδοµένων,Επιβλεπόµενη µάθηση,
Self supervised learning, Few shot learning, PixMix, Cutmix, Mixup, Cutout
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Abstract

The ever-growing use of machine learning in different application and the extensive
development of neural networks has shown great results in solving image classification
problems. However to create efficient models with the ability to generalize, a large amount
of labeled data samples is required. The creation of such large datasets could prove to
be a challenging task especially in fields like medical imaging where there is a scarcity
of data. For this reason, there is a substantial research interest in developing efficient
training techniques based on a small number of samples in this field.

This diploma thesis aims to study such techniques. More specifically the few shot
learning method is applied, which separates the data in two subsets one used for training
and the other used as a novel dataset for the trained model to adapt to and make predi-
ctions for the samples. The datasets are then further divided into tasks, which consists
of a specific number of samples belonging to randomly selected classes. The training
process then proceeds episodically for each task. In addition, techniques inspired by a
teacher-student training model were used to train network models which will be capable
of adapting to a new dataset domain with a limited amount of training. Furthermore,
Vision Transformer models were used for the classification of these data, which posed a
significant challenge due to the limited number of samples available in the given data-
sets. For the training of the vision transformer network the method of self-supervised
learning was utilized. To address the problem of the small number of samples advanced
augmentation techniques were used.

Finally, the results of the Transformer model that emerged were compared with the
model that achieved the best results for the specific problem and the datasets selected.
From this comparison it was observed that the transformer model achieved comparable
results to the previously mentioned method.

Keywords

Machine Learning, Classification, Neural Networks, Convolution Neural Networks,
Transformers, Vision Transformers. Data augmentation, Supervised learning, Self supe-
rvised learning, Few shot learning, PixMix, Cutmix, Mixup, Cutout
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Κεφάλαιο 1

Εισαγωγή

Η τεχνητή νοηµοσύνη αποτελεί ένα συνεχώς εξελισσόµενο επιστηµονικό τοµέα µε ενα
ευρύ ϕάσµα εφαρµογών, ο οποίος έχει ως σκοπό την ανάπτυξη ευφυή συστηµάτων

για την επίλυση προβληµάτων. Πιο συγκεκριµένα σκοπός της τεχνητής νοηµοσύνης είναι η
ανάπτυξη συστηµάτων, τα οποία µπορούν να λάβουν αποφάσεις και να πραγµατοποιήσουν
προβλέψεις χωρις την ανθρώπινη παρέµβαση. Η µηχανική µάθηση αποτελεί µια κατηγορία
της τεχνητής νοηµοσύνης, που έχει ως σκοπό την εκπαίδευση δικτύων σε µεγάλα σύνολα
δεδοµένων, µε στόχο την εκµάθηση προτύπων και την χρήση αυτών στην λήψη αποφάσεων.

Τα νευρωνικά δίκτυα έχουν δείξει να επιτυγχάνουν πολύ καλή απόδοση στα προβλήµατα
µηχανικής µάθησης σε διάφορους τοµείς, όπως και αυτός της ανάλυσης ιατρικών εικόνων.
Το κύριο µειονεκτήµατα της εφαρµογής µεθόδων µηχανικής µάθησης είναι η ανάγκη για
µεγάλο όγκο δεδοµένων κατα την εκπαίδευση του δικτύου, ώστε αυτό να επιτύχει αποδοτικά
αποτελέσµατα. Κάτι τέτοιο αποτελεί ιδιαίτερη πρόκληση στο τοµέα των ιατρικών εικόνων, που
είναι πιο δύσκολη η συλλογή µεγάλου αριθµού δεδοµένων και ακόµα και αν αυτό είναι δυ-
νατό τα δείγµατα για την ίδια ασθένεια µπορεί να έχουν αρκετές διαφορές στον τρόπο µε τον
οποίο απεικονίζονται (τέτοιες διαφορές µπορεί να εξαρτώνται από το ιατρικό µηχάνηµα που
εξάγει τα αποτελέσµατα, την τεχνική που χρησιµοποιείται για την απεικόνιση κ.λ). Ακοµά
για την διάγνωση ασθενειών είναι σηµαντικό το δίκτυο να εξάγει αξιόπιστα αποτελέσµα-
τα, µε σκοπό να αποφευχθεί όσο είναι δυνατόν η πιθανότητα false negative ταξινόµησης.
Η ανάπτυξη τέτοιων αξιόπιστων συστηµάτων µηχανικής µάθησης για την κατηγοριοποίηση
νόσων µπορεί να ϐοηθήσει σε µεγάλο ϐαθµό στην ακριβή και γρήγορη διάγνωση επικίνδυνων
ασθενειών µε σκοπό την όσο δυνατόν ταχύτερη προσπάθεια περίθαλψης τους.

1.1 Αντικείµενο της διπλωµατικής

Η συγκεκριµένη διπλωµατική εργασία έχει ως σκοπό την µελέτη του προβλήµατος της
ανάπτυξης αποδοτικών µοντέλων µηχανικής µάθησης για αξιόπιστη κατηγοριοποίηση ια-
τρικών εικόνων. Πιο συγκεκριµένα µελετήθηκε το πρόβληµα της ανάπτυξης εύρωστων δι-
κτύων για την κατηγοριοποίηση εικόνων, που να ϐασίζονται σε µικρό αριθµό δεδοµένων για
την εκπαίδευση τους. Για την αντιµετώπιση αυτής της πρόκλησης µελετήθηκαν διάφορες
τεχνικές εκπαιδευσης, που προσπαθούν να αξιοποιήσουν αποδοτικά τον περιορισµένο α-
ϱιθµό δεδοµένων, µε σκοπό την παραγωγή µοντέλων που είναι γενικεύσιµα και µπορούν
να προσαρµοστούν γρήγορα σε µια διαφορετική κατανοµή δεδοµένων από αυτήν που είχαν
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εκπαιδευτεί µε περιορισµένη εκπαίδευση. Επιπλέον εφαρµόστηκαν διάφοροι αλγόριθµοι
για την εκπαίδευση µοντέλων, που ϑα είναι εύκολα προσαρµόσιµα σε καινούρια δεδοµένα.
Τέλος συγκρίθηκαν διαφορετικές αρχιτεκτονικές µοντέλων για την ταξινόµηση των ιατρι-
κών εικόνων, όπου κάποιες αρχιτεκτονικές χρησιµοποιούν συνελικτικά νευρωνικά δίκτυα,
ενώ επιπλέον δοκιµάστηκε και η χρήση αρχιτεκτονικών, που χρησιµοποιούν δίκτυα Vision
Transformers.

1.2 Οργάνωση του τόµου

Η συγκεκριµένη διπλωµατική εργασία οργανώθηκε σε 6 κεφάλαια, όπου στο πρώτο κε-
ϕάλαιο πραγµατοποιείται µια εισαγωγή στο ϑέµα, που µελετήθηκε στην διπλωµατική, στην
συνέχεια στο κεφάλαιο 2 πραγµατοποιείται µια ϑεωρητική ανάλυση των ϐασικών τεχνικών,
που χρησιµοποιήθηκαν για την υλοποίηση της συγκεκριµένης διπλωµατικής εργασίας. Στο
κεφαλαιο 3 αναφέρθηκαν παρόµοιες µελέτες που έχουν πραγµατοποιηθεί στο αντικείµενο
το οποίο µελετάµε, αλλά και συγκεκριµένες µέθοδοι πάνω στις οποίες ϐασιστήκαµε στην
παρούσα διπλωµατική εργασία. Στο επόµενο κεφάλαιο παρουσιάστηκαν αναλυτικότερα τα
συστήµατα τα οποία χρησιµοποιήσαµε καθώς πραγµατοποιήθηκε πιο λεπτοµερής παρου-
σίαση των τρόπων λειτουργίας αυτών. Επιπλέον αναλύθηκαν και τεχνικότερα Ϲητήµατα όπως
η διαδικασια προ επεξεργασίας των δεδοµένων και ο τρόπος µε τον οποίο οργανώθηκαν τα
δεδοµένα για την πραγµατοποιήση της εκπαίδευσης. Εκτος ϐεβαια απο τα δεδοµένα που
χρησιµοποιήθηκαν, έγινε παρουσίαση και των ϐασικών αλγορίθµων που µελετήθηκαν και
ανάλυση της ϐιβλιογραφίας πάνω στην οποία ϐασίστηκαν κάποιες τεχνικές. Το κεφάλαιο 5
αποτελεί µια παρουσίαση των πειραµατικών αποτελεσµάτων που προέκυψαν απο την µελέτη
µας για τα διαφορετικά δίκτυα και των παρατηρήσεων που αναδύθηκαν απο την εξαγωγη
αυτων των αποτελεσµάτων, επιπλέον αναφερθηκαν οι ϐασικές υπερ παράµετροι που χρη-
σιµοποιήθηκαν για την εκπαίδευση των δικτύων. Τέλος στο κεφαλαιο 6 µελετήθηκαν τα
ϐασικά συµπεράσµατα αυτής της διπλωµατικής εργασίας και παρουσιάστηκαν κάποιες µελ-
λοντικές επεκτάσεις, που µπορούν να χρησιµοποιηθούν για την ανάπτυξη των µεθόδων που
χρησιµοποιήσαµε.
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Θεωρητικό υπόβαθρο

Στο κεφάλαιο αυτό ϑα πραγµατοποιηθεί ανάλυση των ϑεωρητικών εννοιών πάνω στις
οποίες ϐασίζεται η πειραµατική µελέτη που πραγµατοποιήθηκε. Αρχικά ϑα αναλυ-

ϑούν γενικότερες έννοιες για την τεχνητή νοηµοσύνη και στην συνέχεια πιο εξειδικευµένες
τεχνικές που χρησιµοποιούνται στην εκπαίδευση νευρωνικών δικτύων.

2.1 Τεχνητή Νοηµοσύνη και Μηχανική Μάθηση

2.1.1 Τεχνητή Νοηµοσύνη

Η τεχνητή νοηµοσύνη αναφέρεται στον κλάδο της επιστήµης που ασχολείται µε την α-
νάπτυξη ευφυών υπολογιστικών συστηµάτων. Ευφυή είναι τα συστήµατα τα οποία µιµούµενα
την ανθρώπινη αντίληψη, γνώση και συµπεριφορά µπορούν να λάβουν αποφάσεις και να ε-
ξάγουν συµπεράσµατα. Η τεχνητή νοηµοσύνη εκτείνεται σε πολλούς κλάδους και ϐρίσκει
εφαρµογή σε όλο και περισσότερους τοµείς τα τελευταία χρόνια. Στην συγκεκριµένη µε-
λέτη πραγµατοποιήθηκε εφαρµογή της τεχνητής νοηµοσύνης στην ανάλυση και επεξεργασία
εικόνας στον επιστηµονικό τοµέα της ιατρικής.

2.1.2 Μηχανική Μάθηση

Η Μηχανική µάθηση αποτελεί ένα τοµέα της τεχνητής νοηµοσύνης, ο οποίος περιγράφει
συστήµατα τα οποία εκτελούν εργασίες µε ευφυή τρόπο και ϐελτιώνουν την επίδοση τους
µε επαναλαµβανόµενο αριθµό επαναλήψεων. Ενώ οι µέθοδοι τεχνητής νοηµοσύνης ϐασίζο-
νται σε αυστηρούς και πολύπλοκους κανόνες τους οποίους το πρόγραµµα ακολουθεί για να
δράσει, οι αλγόριθµοι µηχανικής µάθησης ϐασίζονται στον όγκο των δεδοµένων στα οποία
εκπαιδεύονται και µαθαίνουν από αυτά. Ο τρόπος που πραγµατοποιείται η µάθηση από
αυτά τα δεδοµένα είναι συνήθως η αναγνώριση προτύπων και µοτίβων που παρατηρείται σε
ένα σύνολο δεδοµένων, που ανήκει στην ίδια κατηγορία. Στην συνέχεια ϑα αναλύσουµε
τρεις τεχνικές µηχανικής µάθησης την επιβλεπόµενη µάθηση (supervised learning)[11],µη
επιβλεπόµενη µάθηση (unsupervised learning)[12], αυτό-επιβλεπόµενη µάθηση (self super-
vised learning)[13].
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Επιβλεπόµενη µάθηση(supervised learning)[11]

Οι αλγόριθµοι επιβλεπόµενης µάθησης αφορούν τους αλγόριθµους, οι οποίοι εκπαιδε-
ύονται σε δεδοµένα τα οποία συνοδεύονται επίσης από ετικέτες, οι οποίες παρέχουν πλη-
ϱοφορίες σχετικά µε την σωστή ταξινόµηση των δεδοµένων. Τα συστήµατα επιβλεπόµενης
µάθησης µαθαίνουν να εκτελούν µια αντιστοίχιση µεταξύ ενός συνόλου µεταβλητών εισόδου
J σε µια µεταβλητή εξόδου C και εφαρµόζουν αυτή την αντιστοίχιση για την πρόβλεψη των
εξόδων σε νέα δεδοµένα. Αυτού του είδους η µάθηση χρησιµοποιείται κυρίως σε προβλήµατα
ταξινόµησης, τα οποία έχουν σκοπό την κατηγοριοποίηση των δεδοµένων εισόδου, αλλά και
σε προβλήµατα παλινδρόµησης στα οποία προσεγγίζεται µια συνεχής τιµή, όπως η πρόβλεψη
της µελλοντικής τιµής ενός προϊόντος.

Μη επιβλεπόµενη µάθηση (unsupervised learning)[12]

Σε αντίθεση µε τα συστήµατα επιβλεπόµενης µάθησης, στην µη επιβλεπόµενη µάθηση τα
δεδοµένα εισόδου δεν συνοδεύονται από ετικέτες. Οι αλγοριθµοι µη επιβλεπόµενης µαθησης
καλούνται να αναγνωρίσουν πρότυπα σε δεδοµένα χωρίς να έχουν καµια προηγούµενη πλη-
ϱοφορία και καθοδήγηση σε αυτά συνεπώς το σύστηµα καλείται, να αναγνωρίσει συσχετίσεις
µεταξύ των δεδοµένων. Τέτοιου είδους αλγόριθµοι χρησιµοποιούνται σε προβλήµατα οµα-
δοποίησης, συσχετισµών και µείωσης διαστάσεων. Κάποιοι από αυτούς τους αλγόριθµους
είναι ο K-means, K-NN (k nearest neighbors) και PCA ( Principal Component Analysis)

Αυτό-επιβλεπόµενη µάθηση (self supervised learning)[13]

Η τεχνική της αυτό-επιβλεπόµενης µάθησης αποτελεί µια κατηγορία της µη-επιβλεπόµενης
µάθησης καθώς το σύστηµα εκπαιδεύεται σε ένα σύνολο δεδοµένων χωρίς να έχει τις ετικέτες
για αυτά. Με αυτό τον τρόπο το µοντέλο µαθαίνει πιο λεπτοµερείς αναπαραστάσεις των δε-
δοµένων σε σχέση µε αυτές που δίνονται από τον απλό διαχωρισµό των δεδοµένων. Αφου το
µοντέλο εκπαιδευτεί και µάθει πρότυπα για αυτά τα δεδοµένα που δεν έχουν ετικέτες. Στην
συνέχεια χρησιµοποιείται, για να κατηγοριοποιήσει δεδοµένα χρησιµοποιώντας τις δοσµένες
ετικέτες. Για καλύτερη κατανόηση της τεχνικής της αυτό-επιβλεπόµενης µάθησης µπορούµε
να την χωρίσουµε στα παρακάτω ϐήµατα

• ∆ηµιουργία των δεδοµένων εισόδου και των ετικετών τους

• Pre-training: εκπαίδευση του µοντέλου µε τα δεδοµένα και ετικέτες του προηγούµενου
ϐήµατος.

• Fine-tune: αρχικοποιήση του µοντέλου µε τις προεκπαιδεύµενες παραµέτρους του
pre-trained µοντέλου και εκπαίδευση του στα δεδοµένα ενδιαφέροντος

Η µέθοδος της αυτό-επιβλεπόµενης µάθησης ϐοηθά το µοντέλο στο να αποκτήσει πε-
ϱισσότερες χρήσιµες πληροφορίες για κάθε δείγµα σε σχέση µε την απλή επιβλεπόµενη
µάθηση. Αυτό συµβαίνει διότι συνήθως οι ετικέτες, που δίνουν οι ανθρωποι στα δεδοµένα
επικεντρώνονται στα πιο χαρακτηριστικά στοιχεία των δεδοµένων µε αποτέλεσµα πιο µικρές
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λεπτοµέρειες που τα απεικονίζουν να χάνονται. Για παράδειγµα αν ϑεωρήσουµε ότι τα δε-
δοµένα, στα οποία ϑέλουµε να εκπαιδεύσουµε το µοντέλο είναι εικόνες που αναπαριστούν
Ϲώα τότε οι ετικέτες ϑα δίνουν πληροφορίες µόνο σχετικά µε το Ϲώο που απεικονίζεται και
ϑα χάνονται λεπτοµέρειες σχετικά µε το περιβαλλον που απεικονίζεται στην εικόνα. Με την
αυτο-επιβλεπόµενη µάθηση όµως τα δεδοµένα χωρίζονται σε πιο λεπτοµερείς κατηγορίες,
έτσι το µοντέλο µπορεί να εξάγει περισσότερες και πιο λεπτοµερείς πληροφορίες σχετικά
µε τα δείγµατα. Αυτό ϐοηθάει το µοντέλο να µάθει πιο περίπλοκες αναπαραστάσεις των
δεδοµένων. Γενικώς χρησιµοποιείται για να παράξει µοντέλα που µπορούν να γενικεύσουν
καλύτερα, όταν προσαρµόζονται σε νέες αναπαραστάσεις δεδοµένων.

2.2 Νευρωνικά ∆ίκτυα

2.2.1 Βιολογικά Νευρωνικά ∆ίκτυα

Ο ανθρώπινος εγκέφαλος αποτελείται από εκατοµµύρια νευρώνες, οι οποίοι αποτελούν
κύτταρα που είναι συνδεδεµένα και επικοινωνουν µεταξύ τους. Κάθε νευρώνας αποτελείται
από το κυρίως σώµα τον άξονα και τους δενδρίτες. Οι νευρώνες ανταλλάσουν σήµατα ηλε-
κτρικής µορφής ο ένας µε τον άλλον µεσω νευροδιαβιβαστών. Οι νευρώνες ϐρίσκονται είτε
σε ενεργή είτε σε ανενεργή κατάσταση έτσι µπορούµε να ϑεωρήσουµε ότι ακολουθούν έναν
δυαδικό τρόπο λειτουργίας. ΄Οταν ο νευρώνας ϐρίσκεται σε ενεργή κατάσταση τότε παράγει
ηλεκτρικό παλµό. Σε έναν νευρώνα µπορούν να ϕτάνουν πολλά σήµατα µεσω των συνάψε-
ων αυτά τα ηλεκτρικά σήµατα αθροίζονται και αν ξεπερνούν ένα κατώφλι τότε ο νευρώνας
ενεργοποιείται και παράγει έναν παλµό. Σε αντίθετη περίπτωση δεν παράγει κάποιο σήµα
και το δυναµικό χάνεται. Κάθε σήµα που εισέρχεται σε έναν νευρώνα µπορεί να είναι είτε
διεγερτικό είτε ανασταλτικό, τα όποια προσθέτουν και αφαιρούν αντίστοιχα απο το κατώφλι
του δυναµικού.

2.2.2 Τεχνητά Νευρωνικά ∆ίκτυα

Τα τεχνητά νευρωνικά δίκτυα αποτελούν µια µοντελοποίηση των Βιολογικών Νευρωνι-
κών ∆ικτύων προσαρµοσµένων στις ικανότητες των υπολογιστικών συστηµάτων. Τα τεχνητά
νευρωνικά δίκτυα µοντελοποιούνται µε γράφους, όπου οι νευρώνες συνδέονται µεταξύ τους
και ανταλλάσουν µαθηµατικά δεδοµένα σε αντίθεση µε τους ηλεκτρικούς παλµούς που α-
νταλλάσσουν τα ϐιολογικά νευρωνικά δίκτυα. Κάθε είσοδος του νευρώνα πολλαπλασιάζεται
µε ένα ϐάρος η τιµή του οποίου προσαρµόζεται κατα την διάρκεια της εκπαίδευσης και
υποδηλώνει αν ο νευρώνας δρα ενισχυτικά ή αποσβετικά. Στην συνέχεια όλοι οι είσοδοι α-
ϑροίζονται και το άθροισµα πολλαπλασιάζεται µε το bias του νευρώνα και έπειτα εισάγεται
στην συνάρτηση ενεργοποίησης. Με την σειρά της η συνάρτηση ενεργοποίησης καθορίζει
αν ο τεχνητός νευρώνας ϑα ενεργοποιηθεί ή οχι (ϑα δώσει ως έξοδο 0 ή 1). Οι νευρώνες
του τεχνητού νευρωνικού δικτύου ακολουθούν µια παράλληλη οργάνωση που ονοµάζουµε
layers.

Το πρώτο layer στα νευρωνικά δίκτυα ονοµάζεται layer εισόδου, ενω το τελευταίο layer
ονοµάζεται layer εξόδου. Το τελικό layer εξόδου δίνει µια πρόβλεψη για τα δεδοµένα που
εισάγονται. Στην περίπτωση του supervised learning η πρόβλεψη εξόδου συγκρίνεται µε την
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αναµενόµενη έξοδο και υπολογίζεται η τιµή της loss function. Η τιµή του loss function
που προκύπτει προωθείται προς τα πίσω στο δίκτυο (backpropagation) και ανανεώνονται
οι παράµετροι του δικτύου µε ϐάση τον optimizer που έχει επιλεχθεί (στις περισσότερες
περιπτώσεις ο optimizer ακολουθεί µια µέθοδο gradient descent και πολλαπλασιάζεται µε
µια σταθερά learning rate). Αυτή η διαδικασία εκπαίδευσης έχει ως στόχο να ελαχιστοποιήσει
την τιµή της loss function και σταµατά µετα από έναν συγκεκριµένο αριθµό επαναλήψεων
που έχουµε ορίσει ή όταν το σφάλµα ϕτάσει κάτω απο ένα συγκεκριµένο κατώφλι.

2.2.3 Συνελικτικά Νευρωνικά ∆ίκτυα

Τα Συνελικτικά Νευρωνικά ∆ίκτυα CNNs[14] είναι µια κατηγορία νευρωνικών δικτύων, τα
οποία χρησιµοποιούνται στην Βαθια µάθηση κυρίως στον τοµέα της επεξεργασίας εικόνων.
Πιο συγκεκριµένα τα συνελικτικά νευρωνικά δίκτυα δέχονται ως είσοδο εικόνες και συνήθως
έχουν σκοπό την ταξινοµηση τους. Σηµαντική είναι επίσης και η ικανότητα τους να εξάγουν
χαρακτηριστικά από εικόνες πράγµα που τα καθιστά χρήσιµα σε πολλές εφαρµογές, αλ-
λά µπορεί να χρησιµοποιηθούν και ως δοµικά στοιχεία για την δηµιουργία πιο σύνθετων
δικτύων. Τα CNNs αποτελούνται απο τρια διαφορετικά επίπεδα (layers) τα convolutional
layers, τα pooling layers[15] και τα fully connected layers ως είσοδο παίρνουν συνήθως
εικόνες και στην περίπτωση του προβλήµατος ταξινόµησης επιστρέφουν στο τελευταίο επίπε-
δο µια σειρά απο πιθανότητες που δηλώνουν πόσο πιθανή είναι η είσοδος να ανήκει στην
αντίστοιχη κλάση.

Τα convolutional layers εφαρµόζουν ϕίλτρα στην εικόνα, τα οποία πραγµατοποιούν την
πράξη της συνέλιξης στα δεδοµένα εισόδου και εξάγουν χάρτες χαρακτηριστικών(feature
maps). Στην συνέχεια αυτοί οι χάρτες χαρακτηριστικών, οι οποίοι αποτελούν πίνακες, ει-
σάγονται στα επόµενα convolutional layers. Σε αυτούς τους πίνακες χαρακτηριστικών εφαρ-
µόζονται επίσης συναρτήσεις ενεργοποίησης (Relu[16], Sigmoid) διοτι η συνέλιξη από µόνη
της αποτελεί γραµµική πράξη. Επίσης υπάρχουν τα επίπεδα υποδειγµατοληψίας (pooling
layers), τα οποία έχουν ως στόχο την µείωση των διαστάσεων των πινάκων χαρακτηριστικών
που παίρνουν ως είσοδο. Στόχος αυτών των επιπέδων υποδειγµατοληψίας είναι να µειω-
ϑεί η ακρίβεια των χαρακτηριστικών, που έχει ως αποτέλεσµα την µείωση της ακρίβειας
των διαφορών µεταξύ των εικόνων. Κάτι τέτοιο είναι χρήσιµο, γιατι εµποδίζει το δίκτυο να
υπερεκπαιδευτεί σε ένα συγκεκριµένο σύνολο δεδοµένων πράγµα που µας οδηγεί στο over-
fitting. Για να επιτευχθεί αυτό και να µειωθεί η λεπτοµέρεια εξαγωγής χαρακτηριστικών
µετα απο κάθε convolution layer στο CNN τοποθετείται ένα pooling layer, για να µειώσει
την εξαγωγή λεπτοµερών χαρακτηριστικών, που ϑα οδηγήσουν στο overfitting. Τα πιο συχνά
χρησιµοποιούµενα pooling layers είναι το average polling και το max pooling, τα οποία
παίρνουν την µέση και την µέγιστη τιµή αντίστοιχα γύρω από ένα παράθυρο που ορίζεται
από τον χρήστη.

Το τελευταίο επίπεδο του CNN είναι το fully connected layer το συγκεκριµένο επίπεδο
δέχεται ως είσοδο ένα µονοδιάστατο διάνυσµα, οπότε άµα το προηγούµενο επίπεδο δίνει
ως έξοδο ένα πολυδιάστατο feature map, χρειάζεται να εφαρµοστεί ένα flattening για να
µετατραπεί σε µονοδιάστατο. Σε αυτό το επίπεδο όλοι οι νευρώνες εξόδου συνδέονται µε όλα
τα στοιχεία του µονοδιάστατου διανύσµατος
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Τα CNN απο τις αρχικές πιο απλές εφαρµογές τους, όπως το LeNet5[17], AlexNet[18],
VGG[19], GoogleNet[20] αποδείχθηκαν πολύ επιτυχή στις εφαρµογές της ταξινόµησης κα-
ϑώς παρουσίασαν state of the art αποτελέσµατα σε πολλά προβλήµατα κατηγοριοποίησης,
ξεπερνώντας άλλους τότε παραδοσιακούς αλγόριθµους ταξινόµησης. Στην συνέχεια µε την
εξέλιξη των CNN και την εφαρµογή τους σε δίκτυα όπως το ResNet[21] αξιοποιήθηκαν πιο
σύνθετες αρχιτεκτονικές των CNN µε περισσότερα layer. Τα CNN δίκτυα ακόµα και τώρα
πετυχαίνουν αποδοτικά αποτελέσµατα µε χρήση µεθόδων όπως το NFNet[22], ConvNext[23],
ResNest[24].

2.2.4 Batch Normalization

Το Batch Normalization[25] αποτελεί µια µέθοδο, που χρησιµοποιείται κατά την διάρ-
κεια εκπαίδευσης των νευρωνικών δικτύων και έχει ως σκοπό να κάνει την εκπαίδευση πιο
ευσταθή και πιο γρήγορη µέσω κανονικοποίησης των επιπέδων. Ο τρόπος µε τον όποιο κα-
νονικοποιεί τα δεδοµένα είναι να τα επανκλιµακοποιεί και να τους επαναρυθµίζει το κέντρο.
Η τεχνική του batch normalization εφαρµόζεται µόνο κατα την διάρκεια της εκπαίδευσης,
ενώ απενεργοποιείται κατα την διάρκεια της επικύρωσης (validation) και του ελέγχου (test).
Το batch normalization χρησιµοποιείται κυρίως για να αντιµετωπίσει το internal covariate
shift, δηλαδή την πιθανή µετατόπιση που µπορεί να έχει η κατανοµή των δεδοµένων που
εισαγονται ως batches στο δίκτυο, κάτι τέτοιο επιτυγχάνεται µέσω της κανονικοποίησης των
δεδοµένων αυτών.

2.2.5 Transformers

Οι Transformers[8] είναι µοντέλα νευρωνικών δικτύων, τα οποία παρατηρώντας τις σχέσεις
µεταξύ σειριακών δεδοµένων µπορούν να εξάγουν πληροφορίες σχετικά µε νοηµατικές συν-
δέσεις µεταξύ των δεδοµένων. Οι αρχιτεκτονικές αυτές ϐασίζονται σε ένα σύνολο εξελισσόµε-
νων µαθηµατικών τεχνικών που ονοµάζονται attention ή self-attention. Αυτές οι τεχνικές
ϐοηθούν στην εξαγωγή πληροφοριών σχετικά µε το πως µακρινα στοιχεία σε σειριακά δεδο-
µένα µπορούν να επηρεάσουν το ένα το άλλο.

Οι Transformers σε πολλά προβλήµατα αντικαθιστούν τα συνελικτικά νευρωνικά δίκτυα
CNN και τα επαναλαµβανόµενα νευρωνικά δίκτυα RNN, τα οποία αποτελούσαν τα πιο δι-
άσηµα νευρωνικά δίκτυα τα προηγούµενα χρόνια. Πιο συγκεκριµένα τα τελευταία χρόνια το
70% των paper που δηµοσιεύονται στο arXiv αφορούν transformers[26].

Ενα απο τα ϐασικά πλεονεκτήµατα των transformers είναι ότι εισήγαγαν την εκπαίδευση
χωρίς την ανάγκη ετικετών. Πριν απο τους transformers για την εκπαίδευση µοντέλων χρεια-
Ϲόντουσαν µεγάλα σύνολα δεδοµένων τα δείγµατα των οποίων είχαν ετικέτες, κάτι το οποίο
χρειάζονταν χρόνο και ήταν ακριβό. Οι transformers µε την ικανότητα τους να ϐρίσκουν
µαθηµατικά πρότυπα µεταξύ των αντικειµένων δίνουν αυτόµατα πρόσβαση σε ένα µεγάλο
σύνολο από δεδοµένα. Λόγω αυτής της ικανότητας τους µπορούν να χρησιµοποιηθούν τε-
χνικές εκπαίδευσης, που χειρίζονται µεγαλύτερο όγκο δεδοµένων χωρίς την ανάγκη καλώς
ορισµένων ετικετών, όπως η µέθοδος της αυτο-επιβλεπόµενης µάθησης που αναλύθηκε στο
2.1.2
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Σχήµα 2.1: Transformer architecture [8]

Vision Transformers

Οι Transformers αρχικά χρησιµοποιήθηκαν στον τοµέα της επεξεργασίας ϕυσικής γλώσ-
σας NLP και έδωσαν πολύ καλά αποτελέσµατα όπως το γλωσσικό µοντέλο BERT[27] και
GPT[28].

΄Οπως περιγράφηκε προηγουµένως οι transformers υπολογίζουν την σχέση µεταξύ Ϲευ-
γαριών από στοιχεία που εισάγονται στο σύστηµα αυτό πραγµατοποιείται µε τον µηχανισµό
attention. Για τις εικόνες αυτά τα στοιχεία (tokens) είναι τα pixel, ωστόσο γίνεται αντιληπτό
ότι ο υπολογισµός σχέσεων µεταξύ όλων των pixel είναι κάτι το οποίο υπολογιστικά είναι
πολύ ακριβό και δεν είναι δυνατή η διάθεση της αναγκαίας µνήµης για την πραγµατοποίη-
ση αυτού. Για αυτό οι ViT (vision transformers) χωρίζουν τις εικόνες σε µικρότερα τµήµατα
και υπολογίζουν τις σχέσεις µεταξύ αυτών των τµηµάτων της εικόνας, τα µικρότερα αυτά
τµήµατα εικόνων στην ϐιβλιογραφια αναφέρονται ως patches. Αυτός ο τρόπος είναι προφα-
νές ότι µικραίνει το υπολογιστικό κόστος σε πολύ µεγάλο ϐαθµό. Αφου η εικόνα χωριστεί
σε τµήµατα, αυτά τοποθετούνται στην σειρά και στην συνέχεια κάθε τµήµα της εικόνας ορ-
γανώνεται σε µια γραµµική σειρά και πολλαπλασιαζεται απο το αντίστοιχό embedding (τα
embedding αποτελούν διανύσµατα τα οποία µαθαίνει το µοντέλο κατα την διάρκεια της εκ-
παίδευσης). Τέλος αυτά τα γραµµικοποιηµένα και πολλάπλασιασµένα µε τα embeddings
τµήµατα patches της εικόνας τροφοδοτούνται στην είσοδο του transformer.
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Σχήµα 2.2: ViT Transformers [9]

Αναλύοντας πιο διεξοδικά τους vision transformers ϑεωρούµε εικόνες µε ύψος H και
πλάτος W και τις χωρίζουµε σε patches. Μετα τον χωρισµό της εικόνας σε µικρτότερα
τµήµατα προκύπτει N = H ·W

P2 σε αριθµό patches, µε κάθε patch να έχει διαστάσεις (PxP).
Πριν αυτά τα µικρότερα τµήµατος της εικόνας τροφοδοτηθούν εντός του Vision Transformer
αναδιοργανόνονται ακολουθιακά, ετσι ώστε να προκύψουν διανύσµατα xn

p τα οποία ϑα έχουν
διαστάσεις (P2xC), όπου n = 1, ...N . Αφου τα δεδοµένα εισαχθούν στο σύστηµα του trans-
former δηµιουργείται µια ακολουθία απο embedded patches τα οποία έχουν διάσταση D.
Επιπλέον δηµιουργείται και ενα εκπαιδεύσιµο class embedding το οποίο συνήθως συµβο-
λίζεται µε [CLS] και τοποθετείται στην αρχή της ακολουθίας των embeddings.Η τιµή αυτου
του embedding xclass χρησιµοποιείται για να δηλώνει το label της ταξινόµησης. Στο τελευταίο
στάδιο τα embeddings των τµηµάτων της εικόνας ενισχύονται µε µονοδιάστατα embeddings
ϑέσης τα οποία ανανεόνονται κατα την διάρκεια της εκπαίδευσης και έχουν ως σκοπό να
εξάγουν πληροφοριά σχετικά µε τις συσχετίσεις που έχουν patches, τα οποία ϐρίσκονται σε
αποµακρυσµένες ϑέσεις µεταξύ τους. Τελικά τα embeddings που προκύπτουν µπορούν να
συµβολιστούν µε τον παρακάτω τρόπο

z0 = [xclass : x1
p E; ..; xN

p E] + Epos (2.1)

Για την πραγµατοποίηση της ταξινόµησης τα embeddings που προκύπτουν τροφοδοτου-
νται στο Transformer που αποτελείται από ακολουθιακά συνδεδεµένα layer που είναι ίδια
µεταξύ τους. Στην συνέχεια επιστρέφεται η τιµή από το τελευταίο layer και τροφοδοτείται σε
ενα component, που ονοµάζεται head το οποίο πραγµατοποιεί την ταξινόµηση. Τα classifi-
cation heads συνήθως αποτελούνται απο multi layer perceptrons και εφαρµόζουν Gaussian
Error Linear Unit (GELU)[29].

Πιο συνοπτικά ο ViT δέχεται µια ακολουθία από embedded τµήµατα εικόνων (patches)
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τα οποία χωρίστηκαν πριν την δηµιουργία των embeddings. Εκτός από τα embeddings των
patches στην αρχή της ακολουθίας αυτών τοποθετείται ένα embedding, το οποίο χρησιµο-
ποιείται για το classification. Επιπλέον προστίθεται ένα embedding, που περιέχει πληρο-
ϕορίες για τις ϑέσεις των τµηµάτων της εικόνας.

Εκτός απο την κλασσική υλοποίηση των Vision Transformers όπου οι αρχικές εικόνες
χωρίζονται σε patches και εισάγονται στο δίκτυο του ViT, έχουν αναπτυχθεί και υβριδικές
τεχνικές που αξιοποιούν συνελικτικά νευρωνικά δίκτυα. Πιο συγκεκριµένα οι αρχικές ει-
κόνες εισάγονται σε αυτά τα δίκτυα απο τα οποια εξαγονται χαρακτηριστικά. Στην συνέχεια
αυτοι οι χάρτες χαρακτηριστικών, που εξάγονται από τα CNN χωρίζονται στα patches και
από εκεί και έπειτα ακολουθείται η ίδια διαδικασία που περιγράφηκε και προηγουµένως.
Τα ViT δίκτυα αρχικά προ εκπαιδεύονται σε µεγαλύτερα datasets, όπως το (ImageNet, JFT-
300M)[30] και στην συνέχεια πραγµατοποιείται fine-tuning σε αυτά µε χρήση µικρότερου
αριθµού κλάσεων.

Κατά την διάρκεια του fine-tuning το MLP δίκτυο αντικαθίσταται από ένα feed forward
layer το οποίο έχει διαστάσεις DxK µε D να είναι το embedding dimension και το K δη-
λώνει τον αριθµό των κλάσεων. Κατά την διάρκεια του fine-tuning σε πολλές περιπτώσεις
χρησιµοποιούνται εικόνες µεγαλύτερης διάστασης απο οτι στο στάδιο του pre-train κάτι
που προφανώς οδηγεί σε µεγαλύτερες ακολουθίες εικόνων και στην ύπαρξη περισσότερων
positional embeddings.

Το ϐασικό πλεονέκτηµα των Vision Transformers σε σχέση µε τα συνελικτικά νευρωνικά
δίκτυα είναι ότι µε την χρήση των self attention layers µπορούν να εξάγουν περιγραφές για
όλο το εύρος της εικονας και δεν είναι περιορισµένοι απο τα γειτονικά στοιχεία στις δύο
διαστάσεις τους όπως τα CNN.

Βέβαια τα µοντέλα των Vision Transformers χρειάζονται µεγάλο όγκο δεδοµένων εκπα-
ίδευσης, για να εξάγουν αποτελέσµατα, τα οποία ϑα είναι καλύτερα από τις µεθόδους CNN
που έχουν αναπτυχθεί. Σε αντίθετη περίπτωση οταν το σύνολο των δεδοµένων είναι µικρό
τα µοντέλα ViT τείνουν, να επιστρέφουν χαµηλότερα αποτελέσµατα σε σχέση µε αυτά, που
αξιοποιούν τα µοντέλα CNN.

Attention/Self-Attention Mechanism

Οι µηχανισµοί Attention και Self Attention επιτρέπουν στα µοντέλα transformer, να
δίνουν προσοχή σε διαφορετικά µέρη στα σειριακά δεδοµένα(sequences) όταν πραγµατο-
ποιούν προβλέψεις. Οι transformers είναι µοντέλα encoder/decoder που επεξεργάζονται
δεδοµένα και πιο συγκεκριµένα χρησιµοποιούν positional encoders για να κρατήσουν ανα-
ϕορές για τα δεδοµένα που εισάγονται και εξάγονται από το δίκτυο. Οι µηχανισµοί Attention
ακολουθούν αυτές τις επισηµανσεις και υπολογίζουν αλγεβρικούς χάρτες για το πως τα στοι-
χεία σχετίζονται µε άλλα.

Για τον υπολογισµό του Attention ϑεωρούµε αρχικά τα embeddings των δεδοµένων τα
οποία τα συµβολίζουµε ως V1, ..VN . Στην συνέχεια υπλογίζονται οι παράµετροι που δε-
ίχνουν τις οµοιότητες µεταξύ των διαφορετικών δεδοµένων αυτός ο υπολογισµός συνήθως
πραγµατοποιείται µεσω του εσωτερικού γινοµένου µεταξύ των embeddings και των δεδο-
µένων, δηλαδή µπορούµε να συµβολίσουµε αυτές τις παραµέτρους ως W11 = V1 · V1, W12 =
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V1 · V2, ..., W1N = V1 · VN . Αυτοι οι υπολογισµοί εφαρµόζονται για όλους τους συνδυα-
σµους embeddings και στην ουσία αποτελούν µια µετατροπή των υπολοίπων παράµετρων
των δεδοµένων ως προς το embedding µε το οποίο πολλαπλασιάζονται. Συνεπώς, όσο µε-
γαλύτερη είναι η τιµή αυτών, τόσο µεγαλύτερη σχέση έχουν αυτά τα δεδοµένα µεταξύ τους.
Επιπλέον για την πιο ευκολή εξαγωγή πληροφοριών εφαρµόζεται µια κανονικοποίηση στις
παραµέτρους WiN , ..., WiN , i = 1, ..N ώστε να αθροίζουν στο 1. Στο τελευταίο στάδιο αυτοι οι
παράµετροι πολλάπλασιαζονται µε τα αρχικά embeddings και στην συνέχεια προστίθενται
µεταξύ τους (αυτό πραγµατοποιείται για κάθε ενα απο τα δεδοµένα) και προκύπτουν οι τιµες
Y1 = W11 ·V1+W12 ·V2+, ..., W1N ·VN . Οι τιµές Y1, .., YN παρέχουν περισσότερες πληροφορίες
για το πως σχετίζονται τα δεδοµένα µεταξύ τους, που δεν είναι γειτονικά. Αξίζει να σηµειω-
ϑεί οτι σε αυτήν την µέθοδο δεν υπάρχουν εκπαιδεύσιµες παράµετροι, αλλά µπορούν να
προσθεθούν µέσω του πολλαπλασιασµού διανυσµάτων, οι οποίες ϑα είναι ικάνες να µάθουν
πρότυπα που προσφέρουν περισσότερες πληροφορίες για τις σχέσεις µεταξύ των δεδοµένων.
Για την εφαρµογή αυτών των εκπαιδεύσιµων παραµέτρων εισήχθησαν οι όροι Query, Key,
Value στους µηχανισµούς attention.

Αυτοι οι τρεις όροι δεν είναι τίποτα παραπάνω απο διαφορετικοί συµβολισµοί των em-
beddings των δεδοµένων που χρησιµοποιήθηκαν παραπάνω για τον υπολογισµό των παρα-
µέτρων. Αρχικά ϑεωρουµε Vi το embedding πάνω στο οποίο ϑέλουµε να αναπαραστίσουµε
την οµοιότητα µεταξύ των embeddings, των υπολοιπών δεδοµένων. Στην συγκεκριµένη πε-
ϱίπτωση αυτό το embedding Vi αναπαρίσταται ως το Query. Στην συνέχεια αυτό το Query
embedding πολλαπλασιάζεται, όπως και στα προηγούµενα ϐήµατα µε όλα τα embeddings
των υπολοιπών δεδοµένων, αλλά και µε το ίδιο embedding, ώστε να εξάγει τις παραµέτρους
weights. Αυτά τα embeddings (V1, ..VN ) µε τα οποία πολλαπλασιάζεται ονοµάζονται Key
embeddings. Στην συνέχεια µε τον ίδιο τρόπο που περιγράφηκε στην διαδικάσια του απλού
attention, αυτές οι παράµετροι που προκύπτουν (weights) πολλαπλασιάζονται µε τα Values.
΄Επειτα οι τιµές που υπολογίζονται απο τους αντίστοιχους πολλαπλασισµούς προστίθενται
µεταξύ τους και δίνουν το τελικό αποτέλεσµα. Σε αυτήν την διαδικασία µπορούν να προ-
στεθούν εκπαίδεύσιµες παράµετροι, ο τρόπος µε τον οποίο πραγµατοποιείται η εισαγωγή
αυτών είναι µε πολλαπλασιασµό των embeddings µε πίνακες που ϑα περιέχουν τις παρα-
µέτρους. Αφου τα embeddings έχουν διαστάσεις 1xD ο πολλαπλασιασµός τους απο δεξια µε
πίνακες MK που έχουν διαστάσεις DxD ϑα επιστρέψει διανύσµατα διαστασεών (1xD). ΄Ετσι
καθε ενα απο τα δεδοµένα που αποτελούν τα Query, Key, Value πολλαπλασιάζονται µε τους
αντίστοιχούς πίνακες Mk, Mq, Mv που έχουν διαστάσεις DxD.

Απο το διάγραµµα 2.3 µπορεί να γίνουν κατανοητά τα αλγοριθµικά ϐήµατα που ακο-
λουθούνται για την εξαγωγή των attention. ΄Οπου αρχικά αναπαρίστανται τα keys αλλά
και το Query, αυτά στην συνέχεια τροφοδοτούνται σε µια συνάρτηση η οποία επιστρέφει
ως έξοδο την οµοιότητα µεταξύ αυτών των embeddings. Στις περισσότερες µεθόδους υλο-
ποίησης attention µηχανισµών, αυτή η πληροφορία εξάγεται µε την εφαρµογή εσωτερικού
γινοµένου µεταξύ του query και του key (qT · ki ). Σε άλλες περιπτώσεις αυτή η τιµή µπορεί
να κανονικοποιείται διαιρώντας µε την τετραγωνική ϱίζα των διαστάσεων καθε κλειδιού. Στο
επόµενο ϐήµα εφαρµόζεται µια softmax συνάρτηση µε σκοπό να αναπαραστήσει ως πιθα-
νότητες τις τιµές που έχουν προκύψει για τις παραµέτρους weights. Αυτές οι παράµετροι
που προκύπτουν µετα την εφαρµογή του softmax πολλαπλασιάζονται µε τα αντίστοιχα em-
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Σχήµα 2.3: Attention Value pipeline [10]

beddings των δεδοµένων και έπειτα προστίθενται µεταξύ τους, ώστε να υπολογιστεί η τελική
τιµή attention value για το συγκεκριµένο query.

Σχήµα 2.4: Attention Block [10]

Η υλοποίηση του Attention Mechanism στα πλαίσια ανάπτυξης νευρωνικών δικτύων
ϕαίνεται στο 2.4, όπου τα embeddings περνάνε απο Linear layers, τα οποία λειτουργούν ως
πολλαπλασιαστές πινάκων. Στην συνέχεια το καθε ενα απο αυτά τα layers ορίζεται ως keys,
queries, values. Στο επόµενο ϐήµα εφαρµόζεται ενας πολλαπλασιασµός πινάκων µεταξύ
των keys,queries και τα αποτελέσµατα τροφοδοτούνται σε µια συνάρτηση normalization(π.χ.
σοφτµαξ). Οι παράµετροι που επιστρέφονται µετα απο την εφαρµογή αυτής της συνάρτησης
ονοµάζονται weights. Τα weights αυτά πολλαπλασιάζονται µε τα values και αθροίζονται ώστε
να προκύψει το τελικό διάνυσµα για το attention. Η εκπαίδευση των παραµέτρων µπορεί
να πραγµατοποιηθεί µε backpropagate υπολογίζοντας το gradient µε στόχο την εκπαίδευση
του Attention block.

Το Multi head Attention block αποτελεί µια υποκατηγορία των απλών Attention µηχα-
νισµών η οποία ϐοηθάει στην επίλυση προβληµάτων που αντιµετωπίζουν τα απλα δίκτυα
attention. Πιο συγκεκριµένα οι µηχανισµοι Multi-Head Attention[31] µπορούν να εξερευ-
νήσουν περισσότερες σχέσεις µεταξύ των δεδοµένων απο οτι ενα απλο σύστηµα Attention. Η
µεγάλη διαφορα της υλοποίησης τους σε σχέση µε την αρχιτεκτονική που ϕαίνεται στο 2.4
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είναι οτι για την εξαγωγή των στοιχείων Queries, Keys, Values χρησιµοποιούνται πολλαπλά
γραµµικά layer αντι για ένα. Αυτά τα layer εκπαιδεύονται παράλληλα και αποτελούνται από
ανεξάρτητες παραµέτρους µεταξύ τους. ΄Ετσι κάθε ένα από τα keys, queries, values δίνουν
πολλαπλές εξόδους αντι για µια. Αύτες οι πολλαπλές έξοδοι (Attention Values) στο τελικό
στάδιο συνενώνονται µεταξύ τους και αφου περάσουν από ένα τελευταίο πλήρως συνδεδε-
µένο layer επιστρέφουν το τελικό Attention value. Στο 2.5 ϕαίνεται µια αναπαράσταση του
multi-head Attention block.

Σχήµα 2.5: Multi Head Attention Block [10]

2.3 Πρόβληµα Ταξινόµησης

Ενα απο κυρια προβλήµατα που καλείται να λύσει ένα νευρωνικό δίκτυο είναι αυτό της
ταξινόµησης, στο συγκεκριµένο πρόβληµα δίνονται δεδοµένα τα οποία ανήκουν σε µια κατη-
γορια και µετα απο εκπαίδευση του δίκτυο καλείται να κατηγοριοποιήσει άγνωστα δεδοµένα
σε αυτές τις κατηγορίες. Στόχος λοιπόν αυτού του προβλήµατος είναι να αντιστοιχήσουµε
κάθε εικόνα σε µια ετικέτα (labels), το δίκτυο εξάγει ένα σύνολο από πιθανότητες οι οπο-
ίες αντιστοιχούν στην πιθανότητα η εικόνα να ανήκει στην κάθε κλάση και επιλέγεται η
µεγαλύτερη από αυτές ως η τελική ταξινόµηση του δεδοµένου εισόδου.

2.4 Επαύξηση ∆εδοµένων Data Augmentation

Η επαύξηση δεδοµένων είναι µια τεχνική που συνήθως χρησιµοποιείται σε σύνολα δε-
δοµένων τα οποία δεν έχουν επαρκή αριθµό δειγµάτων για την εκπαίδευση ενός µοντέλου
µηχανικής µάθησης. Σκοπός αυτής της τεχνικής είναι η δηµιουργία πρόσθετων δεδοµένων
εκπαίδευσης απο τα υπάρχοντα παραδείγµατα. Ο τρόπος που επιτυγχάνεται αυτό, είναι µε
την εφαρµογή τυχαίων µετασχηµατισµών όπως περιστροφή, περικοπή, προσθήκη ϑορύβου,
αλλαγή χρώµατος κ.λ.. Αφού εφαρµοστεί ενας ή ενα σύνολο απο αυτούς τους µετασχηµα-
τισµούς σε µια εικονα, προκύπτει ένα καινούριο δείγµα που ταιριάζει στο σύνολο των δεδο-
µένων. Τέτοιες τεχνικές ϐοηθούν και στην δηµιουργία ενός πιο σύνθετου συνόλου δεδοµένων
µε πιο δύσκολα δείγµατα, το οποίο µε την σειρά του οδηγεί σε ένα πιο καλά εκπαιδευµένο
µοντέλο, το οποίο έχει καλύτερη ικανότητα γενίκευσης.

Η επαύξηση δεδοµένων αποτελεί ϐασικό εργαλείο στην αντιµετώπιση της υπερεκπαιδευ-
σης overfitting, η οποία εµφανίζεται όταν το σύνολο των δεδοµένων δεν είναι επαρκές για την
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εκπαίδευση ή όταν απαρτίζεται από όµοια δεδοµένα εκπαίδευσης. Ετσι µε την εφαρµογή
τροποποιήσεων στα χαρακτηριστικά των εικόνων όπως στην κλίση,στην ανάλυση, στον προ-
σανατολισµό µπορούν, να προκύψουν δείγµατα τα οποία έχουν σηµαντικές διαφορές µεταξύ
τους. Εκτός από την απλή επαύξηση δεδοµένων, µπορούν να εφαρµοστούν και πιο σύνθετες
τεχνικές που παράγουν δείγµατα, που διαφερουν σε σηµαντικό ϐαθµό από την κατανοµή
του συνόλου δεδοµένων και ϐοηθουν το µοντέλο να εκπαιδευτεί σε πιο γενικές και σύνθετες
αναπαραστάσεις κάτι το οποίο οδηγεί σε καλύτερα γενικεύσιµα συστήµατα[32, 33]. Τέτοιες
τεχνικές είναι το cutout, cutmix, mixup και pixmix, που ϑα εξηγηθούν µε παραπάνω λεπτο-
µέρεια στην συνέχεια.΄Αλλες τεχνικές που χρησιµοποιήθηκαν ήταν το StyleGuide[34], όπου
στην συγκεκριµένη µέθοδο χρησιµοποιείται το content style decomposition, µε το οποίο
δηµιουργούνται ψεύτικές εικόνες που οδηγούνται προς ένα συγκεκριµένο πρότυπο style

2.5 Τεχνικές Εκπαίδευσης

2.5.1 Few shot learning

Τα νευρωνικά δίκτυα έχουν αποδειχθεί πολύ χρήσιµα τα τελευταία χρόνια στην επίλυση
προβληµάτων και ιδιαίτερα στην κατηγοριοποίηση δεδοµένων, ωστόσο υπάρχουν και κάποια
προβλήµατα, τα οποία συναντώνται κατα την διάρκεια της εκπαίδευσης. Ενα απο τα ση-
µαντικότερα προβλήµατα είναι η ανάγκη για µεγάλο όγκο δεδοµένων σε κάθε κατηγορία
(class), ώστε να εκπαιδευτεί το δίκτυο σωστά και να επιτύχει ορθή κατηγοριοποίηση των δε-
δοµένων. Παρόλα αυτα σε αρκετά προβλήµατα δεν υπάρχει ο αναγκαίος όγκος δεδοµένων σε
κάθε κλάση, ώστε να πραγµατοποιηθεί σωστή κατηγοριοποίηση των δεδοµένων. Για την α-
ντιµετώπιση αυτου του προβλήµατος έχουν αναπτυχθεί τεχνικές εκπαιδευσης του δικτύου σε
µικρότερο σύνολο δειγµάτων. Μια απο αυτές τις τεχνικές είναι το Few shot learning[35] στην
συγκεκριµένη µέθοδο το δίκτυο εκπαιδεύεται σε µια σειρά από διαφορετικά tasks. Καθε
task ορίζεται από τον αριθµό των κλάσεων και τον αριθµό των δεδοµένων που περιέχει. Πιο
συγκεκριµένα για τον ορισµό k-way n-shot tasks συλλέγουµε όλα τα διαθέσιµα δεδοµένα
και ϐρίσκουµε τις κλάσεις αυτών. Στην συνέχεια επιλέγουµε τυχαία k κλάσεις από το σύνολο
δεδοµένων και n τυχαία δείγµατα από αυτές τις κλάσεις. Για κάθε task επιλέγουµε διαφορε-
τικές κλάσεις και διαφορετικά δείγµατα, στην συνέχεια το δίκτυο εκπαιδεύεται για κάθε ένα
από αυτά τα tasks ξεχωριστά. Επίσης η τεχνική του Few shot learning είναι χρήσιµη, οταν τα
δεδοµένα στα οποία εκπαιδεύουµε το δίκτυο αντλούνται από διαφορετικό χώρο κατάστασης
και έχουν διαφορετική κατανοµή σε σχέση µε τα δεδοµένα που χρησιµοποιούνται για τον
έλεγχο και την επαλήθευση.

2.5.2 Transfer learning

Μια ακόµα µέθοδος προσαρµογής του δικτύου σε νέα δεδοµένα είναι η τεχνική του
transfer learning[36]. Η τεχνική του transfer learning έχει ως πρότυπο την ικανότητα του
ανθρώπινου οργανισµού να προσαρµόζει πρότερη γνώση, που είχε αποκτήσει σε καινούργια
προβλήµατα. Με τον ίδιο τρόπο αντι η εκπαίδευση ενός δικτύου σε κάποια δεδοµένα να
ξεκινάει από τυχαίες παραµέτρους, ϕορτώνονται παράµετροι ενός δικτύου µε την ίδια αρχι-
τεκτονική που είχαν εκπαιδευτεί σε παροµοια δεδοµένα ακόµα και αν δεν επίλυαν το ίδιο
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πρόβληµα. Στην συνέχεια ξεκινώντας µε αυτές τις παραµέτρους το δίκτυο εκπαιδεύεται στα
καινούρια δεδοµένα και προσαρµόζει τις παραµέτρους, που είχαν ϕορτωθεί στην εκµάθηση
αυτών των νέων δεδοµένων. Η συγκεκριµένη µέθοδος ονοµάζεται fine-tuning.

Για να περιγράψουµε την παραπάνω σχέση µαθηµατικά µπορούµε να ορίσουµε αρχικά
ενα πεδιο (domain), το οποίο αποτελείται από έναν χώρο κατάστασης X = {x1, ..., xn} και
µια πιθανοτική κατανοµή P(X ), κάθε διαφορετικό πεδίο (domain) έχει διαφορετικό χώρο
κατάστασης και διαφορετική πιθανοτική κατανοµή. ΄Εχοντας ως δεδοµένο ένα πεδίο D =

{X, P(X )} µπορούµε να ορίσουµε µία εργασία (task), που αποτελείται από ένα χώρο ετικετών
Y και µία συνάρτηση πρόβλεψης f (·), και συµβολίζεται µε T = {Y, f (·)}. Παίρνοντας Ϲεύγη
απο {xi , yi} µε xi ϸ X και yi ϸ Y µπορούµε, να ορίσουµε µια συνάρτηση εκτίµησης µε σκοπό
την εξαγωγή προβλέψεων για τις ετικέτες f (x) ενός δείγµατος x. Θεωρούµε ένα αρχικό τοµέα
για την προ-εκπαίδευση του δικτύου DS και έναν τόµεα στον οποίο ϑέλουµε το δίκτυο να
κάνει fine-tune DT . Πιο συγκεκριµένα ορίζουµε το DS ως :

DS = {(xs1 , ys1), ...., (xsnS
, ysnS

)} (2.2)

µε xSi να είναι το σύνολο δεδοµένων και ySi οι αντίστοιχες ετικέτες κλάσης. Με τον ίδιο τρόπο
για τον δεύτερο τοµέα έχουµε :

DT = {(xT1 , yT1), ...., (xTnT
, yTnT

)} (2.3)

µε είσοδο xTi και έξοδο yTi .

΄Εχοντας επεξηγήσει τα παραπάνω µεγέθη, µπορεί να δοθεί ο ορισµός για την µεταφορά
µάθησης. Με δεδοµένα εναν τοµέα - πηγή DS, έναν τοµέα - στόχο DT και τις αντίστοιχες
εκπαιδευόµενες εργασίες τους TS και TT , η µεταφορά µάθησης εστιάζει στην ϐελτίωση της
εκµάθησης της συνάρτησης πρόβλεψης του στόχου f (·)T στο DT , εκµεταλλευόµενη την γνώση
στα DS και TS, µε DS , DT και TS , TT .

Βέβαια υπάρχουν αρκετές τροποποιήσεις, που µπορούν να πραγµατοποιηθούν στον
τρόπο εκτέλεσης της µεθόδου µεταφοράς µάθησης ανάλογα µε το επιθυµητό πρόβληµα ε-
πίλυσης. Πολλά πειράµατα έχουν πραγµατοποιηθεί, που συγκρίνουν κλασικές µεθόδους
µηχανικής µάθησης µε αυτές της µεταφοράς µάθησης και έχουν εξαχθεί συµπεράσµατα οτι
οι µέθοδοι της µετάφορες µάθησης πέτυχαν καλύτερα αποτελέσµατα, έναντι των κλασσικών
µεθόδων σε πληθώρα προβληµάτων. Κάποιες εφαρµογές στις οποίες κατάφερε η µεταφορά
µάθησης να πετύχει αξιόλογα αποτελέσµατα ήταν εκείνες της κατηγοριοποίησης εικόνων,
συναισθηµάτων αλλά και σε εφαρµογές επεξεργασίας ϕυσικής γλώσσας. Ωστόσο η µετα-
ϕορά µάθησης έχει και κάποιους περιορισµούς, ο κύριος απο αυτους ειναι οτι ο τοµέας
των δεδοµένων πάνω στον οποίο εκπαίδευεται το δίκτυο χρειάζεται να έχει παρόµοιο χώρο
χαρακτηριστικών µε τον τοµέα δεδοµένων πάνω στον οποίο πραγµατοποιείται το fine tuning.

2.5.3 Meta Learning[1]

Εκτός απο την τεχνική της µεταφοράς µάθησης (transfer learning)[37] έχουν αναπτυ-
χθεί και άλλες µέθοδοι τα τελευταια χρονια, που ϐασίζονται στον τρόπο εκπαίδευσης του
ανθρώπινου οργανισµού και έχουν ως σκοπό να εκπαιδεύσουν νευρωνικά δίκτυα, τα οποία
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ϑα είναι ικανά να προσαρµοστούν γρήγορα σε δεδοµένα, τα οποία έχουν κάποιες διαφορές
από τον τοµέα(domain που εκπαιδεύτηκαν αρχικά. ΄Ετσι ϑα µπορούν να δηµιουργηθούν
εύρωστα (robust) δίκτυα, τα οποία µε εκπαίδευση σε λίγα δεδοµένα του καινούργιο συνόλου
ϑα επιστρέφουν αξιόλογες προβλέψεις[38]. Η τεχνική αυτή που ϑέλουµε να επιτύχουµε ο-
νοµάζεται Domain Generalization και υπάρχουν πολλές µέθοδοι που έχουν αναπτυχθεί για
να το επιτύχουν αυτό.

Μια απο αυτές τις τεχνικές στην οποία αξίζει να αναφερθούµε είναι αυτή του meta learn-
ing, η οποία ϐασίζεται στην ιδέα της ανάπτυξης ενός γενικού µοντέλου, το οποίο εκπαιδεύεται
σε πολλαπλα tasks είτε µέσω τεχνικών ϐελτιστοποίησης, τεχνικών που ϐασίζονται σε µετρι-
κές ή σε µοντέλα (optimization-based,metric-based,model-based techniques. Ο τρόπος µε
τον οποίο οργανώνεται η εκπαίδευση ενός µοντέλου µε την τεχνική του meta learning, είναι
ο διαχωρισµός του multi-source domain σε δεδοµένα µετα-εκπαίδευσης και µετα-ελέγχου
(meta-train,meta-test) µε σκοπό να προσοµοιώσει την µεταβολή του πεδίουdomain. Αν
ϑεωρήσουµε ως θ τις επιθυµητές παραµέτρους τότε ορίζεται η σχέση:

θ∗ = Learn(Smte
: φ∗)

= Learn(Smte
: MetaLearn(Smtrn

)),
(2.4)

όπου φ∗ = MetaLearn(Smtrn
) και αποτελούν τις παραµέτρους που εξήχθησαν κατα την διαδι-

κασία εκπαίδευσης στα meta-train δεδοµένα. Στην συνέχεια αυτές οι παράµετροι ϕορτώνο-
νται στο δίκτυο και αυτό εκπαιδεύεται για να µάθει τις θ∗ παραµετρους που προκύπτουν
απο τα meta-test δεδοµένα. Οι συναρτήσεις εκπαίδευσης Learn, MetaLearn µπορούν να υ-
λοποιηθούν µε πολλές διαφορετικές µεθόδους για την εκµάθηση των παραµέτρων. Μερικές
απο τις πιο γνωστές εφαρµογές είναι το reptile και το MAML, οι οποίες ϑα αναλυθούν µε µε-
γαλύτερη λεπτοµέρεια στο πρακτικό µέρος της παρούσας εργασίας. Η κύρια διαφορά αυτών
των τεχνικών αφορα τον τρόπο της ανανέωσης των παραµέτρων µε την τεχνική του gradient
descent. Το reptile ϐασίζεται στα gradient πρώτης τάξης, ενώ το MAML χρησιµοποιεί και
gradient δεύτερης τάξης.

θ = θ − α ·
∂(l(Smte; θ) + � · l(Smte; φ))

∂θ
(2.5)

µε τα α και � να είναι ϱυθµοι µάθησης(learning rates) για τις εξωτερικές και εσωτερικές
επαναλήψεις αντίστοιχα.
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Μέρος III

Πρακτικό Μέρος
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Κεφάλαιο 3

Περιγραφή ϑέµατος

Στο κεφάλαιο αυτό αρχικά γίνεται µια περιγραφή του προβλήµατος, που κληθήκαµε
να αντιµετωπίσουµε. δηλαδή αυτό της ταξινόµησης ϐιοϊατρικών εικόνων µε υψηλή

αξιοπιστία. Πιο συγκεκριµένα ϑα πραγµατοποιηθεί περιγραφή:

• των τριων συνόλων δεδοµένων που χρησιµοποιήθηκαν για την εκπαίδευση του µο-
ντέλου

• των τεχνικών επαύξησης δεδοµένων (techniques) που χρησιµοποιήθηκαν

• του συνελικτικού νευρωνικου δικτύου στο οποίο εισήχθησαν τα δεδοµένα για την ταξι-
νόµηση των εικόνων

• του τρόπου εκπαίδευσης που χρησιµοποιήθηκε για την επίλυση του προβλήµατος
κατηγοριοποίησης

3.1 Σχετικές εργασίες

Οι τεχνικές του few shot learning έχουν γνωρίσει µεγάλη επιτυχια σε ενα ευρύ σύνολο
προβληµάτων και έχουν αναπτυχθεί αρκετές τεχνικές, που ϐασίζονται πάνω σε αυτήν την
τεχνική εκπαίδευσης. Αυτές τις τεχνικές µπορούµε να τις χωρίσουµε σε δύο κύριες κατηγο-
ϱίες, η µια απο αυτές αναφέρεται σε τεχνικές που ϐασίζονται σε µετρικές [39, 40, 41, 42,
43, 44, 45] και η δεύτερη σε τεχνικές που ϐασίζονται σε optimazation[46, 47, 48, 49, 50]

Τα σύνολα δεδοµένων που χρησιµοποιήθηκαν είναι δηµοσίως διαθέσιµα και ϐρισκονται
στις εξής πηγές [51, 52, 53]. Η µέθοδος εκπαίδευσης του δικτύου έγινε µε τον ίδιο τρόπο
που περιγράφεται στο [2].

Επιπλέον χρησιµοποιήθηκε ο τρόπος εκπαίδευσης, που περιγράφεται στο [2] για τα τρια
ϐιοϊατρικά σύνολα δεδοµένων, που προαναφέρθηκαν και τα αποτελέσµατα που προέκυψαν
συγκρίθηκαν µε τα αποτελέσµατα που δίνονται στο [3].
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Κεφάλαιο 4

Ανάλυση και σχεδίαση

Στο κεφάλαιο αυτό παρουσιάζεται η µελέτη, που έγινε για την επιλύση του προβλήµατος
κατηγοριοποίησης εικόνων µε αυξηµένη αξιοπιστία. Αρχικά περιγράφουµε τα τρια

σύνολα δεδοµένων, που χρησιµοποιήσαµε για την εκπαίδευση του δικτύου. Στην συνέχεια
περιγράφτηκαν οι τεχνικές επαύξησης δεδοµένων, το νευρωνικό δίκτυο που χρησιµοποιήθη-
κε και η διαδικάσια εκπαίδευσης

4.1 Ανάλυση και περιγραφή δεδοµένων

Στην ενότητα αυτή ϑα παρουσιαστούν αναλυτικά τα τρια σύνολα δεδοµένων που χρησι-
µοποιήθηκαν

4.1.1 Pap Smear

Το Pap Smear dataset[51] αποτελείται απο µικρές εικόνες, που απεικονίζουν δείγµατα α-
πο ίστους, που εξήγθησαν απο τον τράχηλο. Αυτά τα δείγµατα δηµοσιεύθηκαν απο το Hervel
University Hospital και χρησιµοποιήθηκε σε αυτά η τεχνική Papanicholau, που αποτελεί
µια πολυχρωµατική κυτολογική τεχνική χρωµατισµού, που χρησιµοποιείται για διάγνωση
αλλάγων στα κύτταρα προτού προχώρησουν σε επεµβατικούς καρκίνους του τραχήλου. Το
σύνολο αυτών των δεδοµένων αποτελείται απο 917 εικόνες οι οποίες ειναι ανισοκατανεµη-
µένες σε 7 διαφορετικές κλάσεις απο ειδικούς πάνω στον συγκεκριµένο τοµέα. Οι 7 αυτές
κλάσεις είναι οι εξής :

• Carcinoma in situ αφορά καρκινικά κύτταρα τα οποία ϐρίσκονται εντός του ιστού και
δεν έχουν εξαπλωθεί εκτός του ιστού στα γύρω αγγεία

• Light Dysplastic αφορά καρκινικά κύτταρα τα οποία παρουσιάζουν ελαφριά δυσπλάσια

• Moderate Dysplastic αφορά καρκινικά κύτταρα τα οποία παρουσιαζουν µέτρια δυ-
σπλάσια

• Severe Dysplastic αφορά καρκινικά κύτταρα τα οποία παρουσιάζουν σοβαρή δυ-
σπλάσια

• Normal Columnar αφορά κύτταρα τα οποία παρουσιαζουν ϕυσιολογική στοίβαξη
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• Normal Intermediate αφορά ϕυσιολογικά κύτταρα στους µεσαίους ιστούς.

• Normal Superficial αφορά ϕυσιολογικά κύτταρα στους επιφανειακούς ιστούς.

Σχήµα 4.1: Pap-Smear samples

Απο αυτές τις 7 κλάσεις τέσσερις επιλέχθηκαν ως κλάσεις για το meta-train στάδιο και
πιο συγκεκριµένα οι κλάσεις (carcinoma in situ,light dysplastic,moderate dysplastic,severe
dysplastic). ΄Ενώ οι υπόλοιπες τρεις κλάσεις (normal columnar,normal intermediate, nor-
mal superficial) χρησιµοπποιήθηκαν για το meta-test στάδιο. Στο 4.1 ϕαίνεται ο αριθµός
των δειγµάτων ανα κλάση και στο 4.2 παρουσιάζονται µερικά παραδείγµατα ανα κλάση.

Σχήµα 4.2: Pap-Smear with no augmentation

4.1.2 BreakHis dataset

Το σύνολο δεδοµένων των Ιστοπαθολογικών εικόνων καρκίνου του στήθους[52] περιέχει
9109 εικόνες απο µικροσκόπιο που απεικονίζει οιδήµατα στο στήθος απο 82 περιστατικά σε
διαφορετικές κλίµακες (x40, x100, x200, x400). Οι εικόνες έχουν διαστάσεις 700x460. Το
σύνολο των δεδοµένων κατηγοροιοποιείται στις 8 παρακάτω κλάσεις :

• Adenosis αποτελεί έναν καλοήθη όγκο, που οφείλεται στην υπερόγκωση του αδένα
που παράγει γάλα
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• Tubular Adenoma αποτελεί ενα είδος καρκίνου, που ξεκινάει απο τους γαλακτοφόρους
αδένες και εξαπλώνεται στο υπόλοιπο του µαστού

• Phyliodes Tumor αφορά ένα είδος καρκίνου, που αναπτύσσεται στον συνδετικό ιστό

• Papillary Carcinoma είναι το πιο σύνηθες είδος καρκίνου, που αναπτύσσεται στον
ϑυροειδή αδένα.

• Lobular Carcinoma είναι ένα είδος καρκίνου, που ξεκινάει απο τους γαλακτόφορους
αδένες και εξαπλώνεται στους γύρω ιστούς του στήθους

• Mucinous Carcinoma Αφορά ένα είδος καρκινού, που εµφανίζεται στα κύτταρα που
παράγουν ϐλενογόνες προτείνεις και στην συνέχεια αυτές οι προτεινες γίνονται µέρος
του όγκου.

• Fibroadenoma αποτελεί έναν καλοήθη όγκο, που εµφανίζεται ως οίδηµα στο στήθος
και αποτελείται απο συνδυασµό αδενικού ιστού και συνδετικού ιστού.

• Ductal Carcinoma αποτελεί την ύπαρξη µη ϕυσιολογικών κυττάρων στους γαλακτο-
ϕόρους αγωγούς.

Σχήµα 4.3: BreakHis_40 samples

Απο τις προαναφερθήσες 8 κλάσεις 5 (papillary carcinoma,lobular carcinoma,mucinous
carcinoma,fibroadenoma,ductal carcinoma) επιλέχθησαν για το τοµέα του meta-train ενώ
οι υπόλοιπές 3 (Adenosis, Tubular Adenoma, Phyliodes Tumor) χρησιµοποιήθηκαν στον
τοµέα του meta-testing. Στο 4.3 ϕαίνεται ο αριθµός των δειγµάτων ανα κλάση και στο 4.4
παρουσιάζονται µερικά παραδείγµατα ανα κλάση.
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Σχήµα 4.4: BreakHis_40 with no augmentation

4.1.3 Isic dataset

Το Isic dataset[53] αποτελείται απο 10,015 είκονες, που απεικονίζουν το διαφορετικές
δερµατικές παθήσεις κατηγοριοποιηµένες σε 7 κλάσεις µε περισσότερες αναπαραστάσεις να
αφορούν καλοήθη ογκούς και λιγότερες κακοήθεις. Οι εικόνες έχουν διαστάσεις 700x460.

• Dermatofibroma αποτελεί έναν κοινό καλοήθη ινώδη όγκο, που ϐρίσκεται συνήθως
στο δέρµα των κάτω ποδιών

• Vascular Lesion αποτελούν αγγειακές ϐλάβες και είναι σχετικά συχνές ανωµαλίες του
δέρµατος και των αντίστοιχων ιστών και εµφανίζονται ως εκ γενετη σηµάδια

• Actinic Keratosis αποτελούν ξηρές κηλίδες δέρµατος, που έχουν καταστραφεί από τον
ήλιο. Συνήθως δεν αποτελούν πρόβληµα αλλά µπορούν εξελιχθούν σε καρκίνο του
δέρµατος.

• Basal Cell Carcinoma αποτελεί τον πιο συχνά εµφανιζόµενο καρκινό του δερµάτος και
οφείλεται κύριως στην εκθεση σε υπεριώδη ακτινοβολία.

• Benign Keratosis είναι ένα συχνά εµφανιζόµενο είδος καλοήθης όγκου το οποίο εµ-
ϕανίζεται στην επιδερµιδά και οφείλεται στην κερτίνη που υπάρχει στα επιδερµικά
κύτταρα.

• Melanoma είναι ένα είδος κακοήθη καρκίνου που εµφανίζεται στα κυττάρα τα οποία
είναι υπεύθυνα για το χρώµα του δερµατος µας τα οποία λέγονται µελανοκύτταρα.

• Melanocytic Nevus είναι συνήθως µια µη καρκινική κατάσταση των κυττάρων του
δέρµατος που είναι υπέυθυνα για το χρώµα του δέρµατος. Αποτελεί ενα είδος µελανο-
κυτταρικού όγκου που περιέχει κύτταρα σπίλων.
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4.2 Προεπεξεργασία δεδοµένων

Σχήµα 4.5: Isic_2018 samples

Απο τις προαναφερθήσες 7 κλάσεις 4 (Basal Cell Carcinoma, Benign Keratosis, Melanoma,
Melanocytic Nevus) επιλέχθησαν για το τοµέα του meta-train, ενώ οι υπόλοιπές 3 (Der-
matofibroma, Vascular Lesion, Actinic Keratosis) χρησιµοποιήθηκαν στον τοµέα του meta-
testing. Στο 4.5 ϕαίνεται ο αριθµός των δειγµάτων ανα κλάση και στο 4.6 παρουσιάζονται
µερικά παραδείγµατα ανα κλάση.

Σχήµα 4.6: Isic_2018 with no augmentation

4.2 Προεπεξεργασία δεδοµένων

4.2.1 Αρχική προεπεξεργασία και απλές τεχνικές επαύξησης δεδοµένων

Οι διαστάσεις ολών των εικόνων τροποποιήθηκαν απο τις αρχικές τους διαστάσεις σε µε-
γέθη 84x84. Στην συνέχεια εφαρµόστηκαν τυχαίες τεχνικές επαύξησης των δεδοµένων όπως
τυχαία περιστροφή, αναστροφή και τυχαία µετατόπιση. Τέλος εφαρµόστηκε µια κανονικο-
ποίηση των εικόνων ωστε οι τιµές απο 0-256 να τροποποιηθούν σε τιµές εως 1.
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4.2.2 Σύνθετες Τεχνικές Επαύξησης ∆εδοµένων

CutOut

Η τεχνική του cutout[54] παράγει τυχαία τετράγωνα τα οποία αλλάζουν τις τιµές των pixel
που καλύπτουν σε 0. Παρακάτω ϕαίνονται µερικά παραδείγµατα απο την τεχνική CutOut
για κάποια batches εικόνων. Το cutout αποτελεί µια πολύ καλύτερη τενική επάυξησης
δεδοµένων απο το dropout. Το dropout αφαιρεί τυχαία χαρακτηριστικά απο τους πίνακες
χαρακτηριστικών που προκύπτουν, τα οποία υπάρχει πιθανότητα να µην αφαιρεθούν απο
άλλους πινάκες χαρακτηριστικών. Αντίθετα επειδη το cutout αφαιρεί χαρακτηριστικά απο
το αρχικό σταδιο δεν υπάρχει πιθανότητα να περιέχει χαρακτηριστικά, που ανήκουν στις
κρυµµένες περιοχες.

Στα 4.7, 4.8, 4.9 το augmentation cutout που έχει εφαρµοστεί τυχαια σε εικόνες για τα
3 datasets που αναλύσαµε προηγουµένως

Σχήµα 4.7: Pap-Smear with cutout

Σχήµα 4.8: BreakHis_40 with cutout
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Σχήµα 4.9: ISIC_2018 with cutout

CutMix

Η τεχνική του cutmix[55] παράγει ενα καινούριο δείγµα κόβοντας ένα κοµµάτι απο
την εικόνα και προσθέτοντας το σε µια διαφορετική εικόνα απο το σύνολο των δεδοµένων
για εκπαίδευση. Επίσης τα δεδοµένα labels προσαρµόζονται κατάλληλα στις περιοχές που
έχουν κοπεί. Αν ϑεωρήσουµε δυο δείγµατα (xi , yi ) και (xm(i), ym(i)). Τότε το νέο εικονικό
δείγµα (x

′

, y
′

) γράφεται ως :

x
′

= F ⊙ xi + (1 − F ) ⊙ xm(i) (4.1)

y
′

= λ · yi + (1 − λ) · ym(i) (4.2)

Στα 4.10,4.11,4.12 ϕαίνεται το augmentation cutmix, που έχει εφαρµοστεί τυχαια σε
εικόνες για τα 3 datasets, που αναλύσαµε προηγουµένως

Σχήµα 4.10: Pap-Smear with cutmix

∆ιπλωµατική Εργασία 49



Κεφάλαιο 4. Ανάλυση και σχεδίαση

Σχήµα 4.11: BreakHis_40 with cutmix

Σχήµα 4.12: ISIC_2018 with cutmix

MixUp

Το mixup[56] είναι µια τεχνική επαύξησης δεδοµένων, η οποία ενισχύει την ικανότητα
του νευρωνικού δικτύου να γενικεύει δηµιουργόντας εικονικά δείγµατα απο την κατανοµή
των δεδοµένων. Τα εικονικά δείγµατα δηµιουργούνται µέσω γραµµικής παρεµβολής ενός
δείγµατος µε ενός άλλου τυχαια επιλεγµενου απο το ίδιο batch

xm
i = λ · xi + (1 − λ) · xm(i) (4.3)

ym
i = λ · xi + (1 − λ) · ym(i) (4.4)

όπου το λ ∼ Beta(ζ, ζ ). Στα 4.13,4.14,4.15 ϕαίνεται ενα batch εικόνων, για κάθε σύνολο
δεδοµένων που τους έχει εφαρµοστεί η τεχνική του mixup
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Σχήµα 4.13: Pap-Smear with mixup

Σχήµα 4.14: BreakHis_40 with mixup

Σχήµα 4.15: ISIC_2018 with mixup

PixMix[57]

Οι τεχνικές της επαύξησης των δεδοµένων χρησηµοποιούνται συχνά για να παραγούν
διαφορετικά και πολυπαραγοντικά δεδοµένα. ΄Ετσι οι περισσότερες τεχνικές επαύξησης δε-
δοµένων δηµιουργούν εικόνες που έχουν µεγαλύτερη εντροπία µεταξύ τους, δηλαδή εικόνες
µε µεγαλύτερες διαφορές. Με την τυχαία περιστροφή των εικόνων, την τυχαια περικοπή, την

∆ιπλωµατική Εργασία 51



Κεφάλαιο 4. Ανάλυση και σχεδίαση

τυχαια αλλάγη χρωµατων αυξάνεται η αβεβαιότητα και η τυχαιότητα των χρωµάτων. ΄Ετσι
τα δεδοµένα αποκτούν µεγαλύτερη περιπλοκότητα και παραλλαγές στα πρότυπα που εµ-
ϕανίζουν.Παρολα αυτά πολλές τεχνικές επαύξησης δεδοµένων αυξάνουν µερικές µετρικές
ασφάλειας[58], αλλά µειώνουν κάποιες άλλες. Λόγω αυτού του προβλήµατος έχουν πραγ-
µατοποιηθεί έρευνες για την ανάπτυξή τεχνικών επαύξησης, που ϑα ϐελτιώνουν όλες τις
µετρικές ασφάλειας, µια απο αυτές τις µελέτες που έχουν γίνει αφορά την χρήση σύνθετων
εικόνων. Οι σύνθετες εικόνες αποτελούν αναπραστάσεις, που εµφανίζουν µια περιπλοκότητα
στον τρόπο µε τον όποιο είναι δοµηµένες, ενα καλό παράδειγµα για αυτές τις εικόνες είναι
τα fractals[59] που χρησιµοποιούνται για την εκπαίδευση ταξινοµητών[59, 60].

Το PixMix[57] χρησιµοποιεί αυτές τις σύνθετες εικόνες, για να παράξει αναπαραστάσεις
που ϐελτιώνουν όλες τις µετρικές ασφάλειας. Οι σύνθετες εικόνες που χρησιµοποιούνται,
είναι fractals και χαρακτηριστικά απεικόνισης (feature visualization). Στόχος του PixMix
είναι να ϐοηθήσει µοντέλα, τα οποία ϑα έχουν τα εξής χαρακτηρισιτκά:

• Ευρωστότητα (Robustness): αναφέρεται στην ικανότητα δηµιουργίας µοντέλων µηχα-
νικής µάθησης, τα οποία είναι ανθεκτικά σε µετατοπίσεις της κατανοµής δεδοµένων.
Ερεύνες έχουν πραγµατοποιηθεί[61], που δείχνουν οτι όταν ενα CNN µοντέλο εκπαι-
δεύεται σε εικόνες µε διαφορετικό τρόπο αναπαράστασης(stylized images) παράγει
καλύτερα αποτελέσµατα ως προς την ευρωστία όταν πραγµατοποιεί προβλέψεις. Για
τον έλεγχο της ευρώστιας αυτών των µοντέλων χρησιµοποιούνται ειδικά σύνολά δεδο-
µένων ως benchmarks[62]. Ενα παράδειγµα απο αυτά είναι το ImageNet-c[63], το
οποίο περιέχει δεδοµένα µε corruptions και χρησιµοπούνται για τον έλεγχο µοντέλων
που έχουν εκπαιδευτεί στο ImageNet.

• Προσαρµοστικότητα (Calibration) αφορά την ικανότητα του δικτύου να ϐελτιστοποιεί
την ϐεβαιότητα των προβλέψεων[64, 65] που πραγµατοποιεί και είναι πολύ χρήσιµο
σε tasks που σχετίζονται µε την ταξινόµηση δεδοµένων. Οι τρόποι µε τους οποίους
τα µοντέλα πετυχαίνουν καλύτερο calibration, είναι µε την χρήση validation set και
εφαρµόζοντας pretrain[66].

• Ανίχνευση Ανωµαλιών (Anomaly Detection) αφορά την ικανότητα του µοντέλου να
εκτιµάει εαν ένα δεδοµένο, που εισάγεται, είναι µη οµάλο, δηλαδή δεν ανήκει στην
κατανοµή δεδοµένων πάνω στην οποία εκπαιδεύεται το µοντέλο. Πολλές έρευνες έχουν
πραγµατοποιηθεί για τον εντοπισµο δεδοµένων OOD (που δεν ανήκουν στην κατανο-
µή του συνόλου δεδοµένων εκπαίδευσης)[67] σε αυτές έχουν χρησιµοποιηθεί µοντέλα
GAN[68] και άλλα µοντέλα ταξινόµησης για την ανίχνευση διαφορετικότητας και ϕυ-
σικών ανοµαλιών.

Οι τεχνικές Data Augmentations ϐοηθάει στην δηµιουργία µοντέλων µηχανικής µάθη-
σης, τα οποία είναι πιο εύρωστα και αυξάνουν το accuraccy ενός µοντέλου όσο ϑα το ϐελτίωνε
µια αύξηση του µεγέθους του µοντέλου κατα 10 ϕορές. Πολλές τεχνικές επαύξησης δεδο-
µένων, όπως το Cutmix, Cutout, Mixup, AugMix[69] έχουν οδηγηθεί στο συµπέραµσα οτι
η προσθήκη περιοχών µε τυχαίο ϑόρυβο στις εικόνες εκπαίδευσης ϐελτιώνει την ευρωστία
(robustness) του δικτύου.
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Για την αξιολόγηση των τεχνικών επαύξησης χρησιµοπιούνται µετρικές ασφάλειας. Αυτές
οι µετρικές έχουν δείξει οτι οι τεχνικές Cutmix, Mixup, Cutout, Augmix, ShakeDrop[70]
επιδρούν διαφορετικά σε αυτές τις µετρικές. ΄Ερευνες έχουν δείξει οτι οι τεχνικές επαύξησεις
δεδοµένων συνήθως ϐελτιώνουν µερικές µετρικές, ενώ έχουν σχεδόν µηδενική επίδραση σε
άλλες. Η τεχνική επαύξησης PixMix αξιολογήθηκε στις παραπάνω µετρικές και έδειξε οτι
πετύχε καλύτερα αποτελέσµατα απο τις υπολοίπες τεχνικές επαύξησης σε όλες τις µετρικές.

Αναλύοντας την δοµή του Pixmix παρατηρούµε οτι αποτελείται απο δύο κύρια µέρη.
Το πρώτο µέρος είναι ένα σύνολο απο εικόνες οι οποίες έχουν σύνθετη δοµή και το δεύτε-
ϱο µέρος αποτελείται απο ενα σύστηµα, το οποίο εφαρµόζει διάφορες τροποποιήσεις στα
δεδοµένα εκπαίδευσης µε σκοπό την επαύξησης τους. ΄Ετσι το PixMix είναι ένα σύστηµα
που ενσωµατώνει διαφορετικά πρότυπα απο εικόνες σύνθετων δοµών (όπως fractals) και
χαρακτηριστικών αναπαράστασης στις υπάρχουσες εικόνες εκπαίδευσης. Σε αντίθεση µε
άλλες τεχνικές επαύξησης το PixMix δεν πραγµατοποιεί κάποια τροποποίηση στις κλάσεις
των εικόνων εκπαίδευσης, αφού τα fractals που εφαρµόζει σε αυτές δεν έχουν κλάσεις. Ε-
πιλέχθηκαν τα fractals επειδή έχουν κάποιες σηµαντικές ιδιότητες η κύρια απο αυτές είναι
οτι εχούν ιδιότητες µη τυχαιότητας και είναι αδύνατο να προκύψουν απο µέγιστη εντροπία
και διαδικασίες τυχαίου ϑορύβου.

Ο τρόπος µε τον οποίο πραγµατοποιείται η τεχνική επαύξησης PixMix είναι οτι αρχικά
το σύστηµα(Pipeline) παίρνει µια εικόνα εκπαίδευσης. Σε αυτή την εικόνα εκπαίδευσης ε-
ϕαρµοζεται µια τυχαία διαδικασία επαύξησης µε πιθανότητα 50%. Στην συνέχεια η εικόνα
επαυξάνεται n τυχαίες ϕορές µε µέγιστο αριθµό ενα k το οποίο δίνεται ως υπερπαράµετρος.
Οι τεχνικές augmentation των εικόνων πραγµατοποιούνται είτε αθροιστικά είτε πολλαπλα-
σιαστικά, όπου η εικόνα εκπαίδευσης αναµειγνύεται µε µια καινούρια επαύξηµενη εικόνα
ή µια εικόνα απο το σύνολο των σύνθετων εικόνων.

Στα 4.16,4.17,4.18 ϕαίνονται augmentations pixmix, που έχουν εφαρµοστεί τυχαια σε
εικόνες για τα 3 datasets, που αναλύσαµε προηγουµένως

Σχήµα 4.16: Pap-Smear with Pixmix
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Σχήµα 4.17: BreakHis_40 with Pixmix

Σχήµα 4.18: ISIC_2018 with Pixmix

4.3 Ανάλυση διαδικασίας εκπαίδευσης

Ακολουθήθηκαν δυο τρόποι εκπαίδευσης του µοντέλου στα datasets που αναλύθηκαν
παραπάνω. Ο πρώτος τρόπος ήταν µέσω της διαδικασίας του transfer learning και στην
συνέχεια ακολουθήθηκε η διαδικασία του meta learning, όπου χρησιµοποιήθηκε συγκε-
κριµένα ο αλγόριθµος (Reptile). Τέτοιες τεχνικές εφαρµόστηκαν λόγω του χαµηλού όγκου
δεδοµένων στα ϐιοϊατρικά datasets αλλά και των διαφορών στον τρόπο που παρουσιάζονται,
τέτοιες διαφορες αφορούν κυρίως τον τρόπο που απεικονίζονται τα δεδοµένα(το style των
εικόνων). Αυτή η έλλειψη σε µεγάλο όγκο labeled δεδοµένων κάνει πολύ δύσκολη την εκπα-
ίδευση µοντέλων που χρησιµοποιούν CNN δικτύα λόγω της ανάγκης αυτών να εκπαιδευτούν
σε µεγάλο όγκο δεδοµένων για να επιστρέψουν αξιόπιστα αποτελέσµατα. Για την αντιµε-
τώπιση αυτου του προβλήµατος αναπτύχθηκαν διαφορες τεχνικές[71, 72, 73] µια απο αυτές
ήταν η χρηση GAN για να παράγει αναταγωνιστικές εικόνες που ϑα µοιάζουν µε αυτες του
αρχικού συνόλου δεδοµένων. Επίσης στα περισσότερα µοντέλα που αναπτύχθηκαν για την
ταξινόµηση ϐιοιατρικών εικόνων χρησηµοποιήθηκαν τεχνικές transfer learning.

Για την αντιµετώπιση του προβλήµατος της διαφορετικότητας των δεδοµένων (διαφορετικά
styles) χρειάζεται, να δηµιουργηθούν µέσω της εκπαίδευσης µοντέλα, που ϑα γενικεύυουν
καλά, δηλαδή η εξαγωγή ακριβή αποτελεσµάτων σε δεδοµένα, που δεν ανήκουν ακριβώς στην
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ίδια κατανοµή µε τα δεδοµένα πάνω στα οποία εκπαιδεύτηκε το µοντέλο. Επίσης επειδή το
µοντέλο ταξινοµεί ϐιοιατρικά δεδοµένα είναι σηµαντικό να παράγει αξιόπιστα αποτελέσµατα.

Η τεχνική του Meta learning ϐασίζεται στην διαδικασία που ακολουθεί µια εκπαίδευση
τύπου δασκάλου-µαθητή (Teacher-Student). ΄Οπου αρχικά το δίκτυο εκπαίδευεται σε tasks
πάνω σε µια κατανοµή δεδοµένων, µε σκοπό την εκµάθηση των καλύτερων δυνατών παρα-
µέτρων, που να µπορούν να ανανεωθούν και να προσαρµοστούν κατάλληλα σε µια καινούρια
κατανοµή δεδοµένων. Πιο συγκεκριµένα το δίκτυο teacher έχει σκοπό να εκπαιδευτεί κα-
ταλλήλα σε µια κατονοµή δεδοµένων µε στόχο να παραξει παραµέτρους πάνω στις οποίες το
δίκτυο student ϑα µπορεί, να µάθει πιο εύκολα και µε µεγαλύτερη αξιοπιστία µια καινούρια
κατανοµή δεδοµένων.

4.3.1 Few Shot Learning

Το Few Shot Learning αποτελεί µια διαδικασία εκπαίδευσης, που εφαρµόζεται κυριως
σε σύνολα δεδοµένων στα οποία δεν υπάρχει µεγάλο πλήθος δειγµάτων. Αυτή η διαδικασία
εκπαίδευσης χωρίζει τα δείγµατα σε ένα σύνολο απο tasks επιλέγοντας ένα συγκεκριµένο
αριθµό δειγµάτων απο έναν αριθµό κλάσεων που επιλέγονται. Αυτά τα προβλήµατα εκπα-
ίδευσης ονοµάζονται k-way n-shot tasks όπου το k αντιπρωσοπευεί τον αριθµό των κλάσεων
πάνω στις οποίες πρέπει να πραγµατοποιήθει η ταξινόµηση των δεδοµένων εισόδου και το n
αντιπρωσοπεύει τον αριθµό των διαθέσιµων εικόνων για εκπαίδευση ανα κλάση.

Πιο συγκεκριµένα για την υλοποίηση του Few shot Learning, αρχικά ϕορτώθηκαν τα
δεδοµένα και πραγµατοποιήθηκαν σε αυτά κάποια απλά augmentations. Στην συνέχεια
µε την χρήση ενός Data generator που υλοποιήθηκε, δηµιουργήθηκαν τα απαραίτα tasks.
Για την δηµιουργία του κάθε task, επιλέχθηκαν τυχαίες κλάσεις µέχρι να ικανοποιούν τον
επιθυµητό αριθµό k και για την κάθε µια απο αυτές τις k κλάσεις δειγµατολήφθηκαν τυχαία
n δείγµατα απο όλα τα δεδοµένα, που είναι διαθέσιµα για αυτήν την κλάση. Εκτός απο
τα δείγµατα που χρησιµοποιήθηκαν για την εκπαίδευση, επιλέχθηκαν τυχαία δεδοµένα
για validation που ονοµάστηκαν queries αλλά και τα δείγµατα, που επιλέχθηκαν για το
testing, τα οποια ονοµάστηκαν test. Για κάθε task συλλέχθηκαν τυχαία δείγµατα για όλες
τις κατηγορίες support, query, test και ο αλγόριθµος δηµιουργίας των tasks υλοποιήθηκε
µε τέτοιο τρόπο, ώστε δεδοµένα που έχουν επιλεχθει σε µια απο τις τρείς κατηγοριές να µην
µπορούν να επιλεχθούν σε άλλη.

Αφου δηµιουργήθκε ο επιθυµητός αριθµός tasks σύµφωνα µε την διαδικασία που πε-
ϱιγράφηκε προηγουµένως τα δεδοµένα χωρίστηκαν σε µικρότερα batches, τα οποία ονο-
µάστηκαν mini batches και αυτά χρησιµοποιήθηκαν ως είσοδοι στο µοντέλο εκπαίδευσης.
Πριν απο την είσαγωγή τους, όµως στο µοντέλο εκπαίδευσης εφαρµόζεται στα δεδοµένα µια
απο τις τεχνικές επαύξησης (augmentation), που αναλύσαµε προηγουµένως (cutout, cut-
mix, mixup) µε πιθανότητα 50%. Αφου περάσουν όλα τα mini_batches απο το µοντέλο
ολοκληρώνεται ένας κύκλος εκπαίδευσης και µετά ακολουθεί το validation το οποίο πραγ-
µατοποιείται στα queries.
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4.3.2 Μοντέλο εκπαίδευσης στο MetaMed

Για την εκπαίδευση µοντέλων που χρησιµοποιούν την τεχνική του Meta learning επι-
λέγονται συστήµατα τα οποία αποτελούνται απο µικρό αριθµό παραµέτρων. Αυτό συµβαίνει
επειδή ϑέλουµε ένα µοντέλο, το οποίο αποτελείται απο ϐάρη (weights), που µπορούν να προ-
σαρµοστούν εύκολα σε µια κατανοµή εκτός πεδίου σε σχέση µε αυτήν πάνω στην οποία τα
εκπαίδευσαµε. ΄Ενας ακόµα λόγος που επιλέγονται µοντέλα µε µικρό αριθµό παραµέτρων
είναι το γεγονός οτι εκπαίδευουµε το µοντέλο πάνω σε µικρό αριθµό δεδοµένων έτσι σε
περίπτωση που επιλέγαµε µοντέλα µε µεγάλο αριθµό παραµέτρων ϑα οδηγούµασταν πολύ
γρήγορα σε overfitting και το µοντέλο δεν ϑα πραγµατοποιούσε καλή γενίκευση (general-
ization).

Στην περίπτωση του MetaMed επιλέχθηκε ένα δίκτυο, το οποίο αποτελείται απο τέσσερα
block συνελικτικών νευρωνικών δικτύων. Κάθε block αποτελείτε απο ενα συνελικτικό δίκτυο,
το οποίο εξάγει 32 απεικονίσεις χαρακτηριστικών µε διαστάσεις 3x3, στην συνέχεια σε αυτές
τις απεικονίσεις χαρακτηριστικών εφαρµόζεται µια συνάρτηση max-pooling µε ϐήµα 2x2,
δηλαδή η εικόνα χωρίζεται σε τετράγωνα διαστάσεων 2x2 pixel και απο αυτό επιλέγεται, αυτό
που έχει την µεγαλύτερη τιµή. Μετα το max-pooling εφαρµόζεται µια Relu function, η οποία
λειτουργεί ως κατώφλι για το πια χαρακτηρισιτικά είναι πιο σηµαντικά για την ταξινόµηση.
Το τελευταίο layer είναι το Batch Normalization, το οποίο εφαρµόζεται αποκλειστικά κατα
την διάρκεια της εκπαίδευσης training και πραγµατοποιεί µια κανονικοποίηση των εισόδων
που εισέρχονται στο µοντέλο, δηλαδή των batches, µε στόχο να κάνει την εκπαίδευση πιο
γρήγορη αλλά και πιο σταθερή. Μετά απο τα 4 συνελικτικά blocks ακολουθούν layers fully
connected δικτύων, τα οποία στην έξοδο τους καταλλήγουν σε διανύσµατα µε διαστάσεις ίσες
µε τον αριθµό των κλάσεων. Τέλος εφαρµόζεται µια συνάρτηση softmax, που δίνει ως έξοδο
τα confidence score για την κατηγοριοποίηση των δειγµάτων εισόδου σε κάθε κλάση.

4.3.3 Αλγόριθµοι εκπαίδευσης Meta training

Οι αλγόριθµοι Meta training αναπτύχθηκαν ϐασισµένοι στην ικανότητα του ανθρώπου
να προσαρµόζεται σε καινούρια tasks διαθέτοντας λίγες πληροφορίες. Ο τρόπος που προ-
σαρµόζεται σε αυτά τα tasks ο άνθρωπος είναι να χρησιµοποιεί πρότερες γνώσεις, που έχει
αποκτήσει απο άλλες παρόµοιες εργασίες. ΄Ετσι σκοπός του meta learning είναι να εκ-
παιδεύσει ένα µοντέλο σε ενα σύνολο απο tasks εκµάθησης, ώστε να µπορέσει να επιλύσει
άλλα tasks διαθέντοντας έναν µικρό αριθµό δειγµάτων εκπαίδευσης. Συνεπώς το µοντέλο
εκπαιδεύεται µε σκοπό οι παράµετροι του να µπορούν, να προσαρµοστούν, µετά απο πε-
ϱιορισµένο αριθµό gradient steps, µε περιορισµένο αριθµό δεδοµένων εκπαίδευσης σε ένα
καινούριο task και να παράξουν καλή γενίκευση στο task. Πιο συγκεκριµένα η µέθοδος του
meta learning προσπαθεί να εκπαιδεύσει µοντέλα, τα οποία ϑα παράγουν παραµέτρους, οι
οποίες ϑα είναι πιο εύκολο να προσαρµοστούν σε καινούρια δεδοµένα κατα την διαδικασια
του fine-tuning.

Η µέθοδος αυτή προσπαθεί να δηµιουργήσει ένα γρήγορο και εύκολα προσαρµόσιµο
µοντέλο κατι που αποτελεί πρόκληση, λόγω του περιορισµένου αριθµού νεων δεδοµένων,
που έχει το µοντέλο καθώς πρέπει να χρησιµοποιήσει την γνώση, που είχε απο τα προηγο-
ύµενα tasks, στα οποία είχε εκπαιδευτεί και να προσαρµοστεί στα καινούρια λίγα δεδοµένα
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αποφεύγοντας το overfitting

MAML(Model-Agnostic Meta-Learning)[46]

Το MAML αποτελεί µια µέθοδο, η οποία µπορεί να γενικευθεί σε µεγάλο ϐαθµό και να
χρησιµοποιηθεί σε κάθε πρόβληµα, η εκπαίδευση του οποίου ϐασίζεται σε µέθοδο gradient
descent. Η ϐασική ιδέα αυτης της µεθόδου είναι η εκπαίδευση των αρχικών παραµέτρων
του µοντέλου µε τέτοιο τρόπο, ώστε να µεγιστοποιηθεί η αποδοσή του σε ένα καινούριο task
πάνω στο οποίο ϑα εκπαιδευτεί για λίγα ϐήµατα µε την µέθοδο gradient descent και σε
περιορισµένο αριθµό δεδοµένων. Αυτή η µέθοδος εκπαίδευσης µπορεί να παράγει καλά
αποτελέσµατα σε ενα καινούριο task, διοτι µπορεί να αποτυπωθεί ως µια διαδικασία εκπα-
ίδευσης που παράγει απεικονίσεις χαρακτηριστικών, τα οποία είναι ικανά να προσαρµοστούν
σε πολλά tasks.

Συνεπώς αυτή η διαδικασία εκπαίδευσης ϐελτιστοποιείται για µοντέλα, που µπορούν
εύκολα και γρήγορα να προσαρµοστούν σε δεδοµένα µιας καινούριας κατανοµής επανα-
προσαρµόζοντας µόνο κάποια απο τα υψηλότερα επίπεδα του µοντέλου (layers), όπως τα
fully-connected, feed-forward layers του δικτύου. Η συγκεκριµένη λοιπόν διαδικασία εκ-
παίδευσης µπορεί, να ϑεωρηθεί ως µια προσπάθεια µεγιστοποίησης της ευαισθησίας της
συνάρτησης σφάλµατος (loss function) στα καινούρια δεδοµένα ως προς τις παραµέτρους
του δικτύου. ΄Οπου οταν αυτή η ευαισθησία είναι µεγάλη, µικρές αλλαγές στις παραµέτρους
µπορούν να οδηγήσουν σε µεγάλες ϐελτιώσεις του σφάλµατος σε καινούρια tasks.

΄Οπως εξηγήσαµε και προηγουµένως σκοπός των τεχνικών του meta-learning είναι η εκ-
παίδευση ενος γρήγορα προσαρµόσιµου δίκτυου σε καινούρια δεδοµένα, για να επιτευχθεί
αυτό το µοντέλο πραγµατοποιείται µια αρχική εκπαίδευση (meta-learning) σε ένα σύνολο
απο tasks, µε σκοπό αυτή η διαδικασία να παράγει παραµέτρους για το µοντέλο, οι οπο-
ίες µε περιορισµένη εκπαίδευση σε νεα δεδοµένα ϑα µπορούν να παραξούν αξιόπιστα και
επαρκή αποτελέσµατα. ΄Ετσι µπορούµε να ορίσουµε ένα µοντέλο ως f, το οποίο δέχεται ως
εισόδους δεδοµένα x και τα απεικονίζει ως εξόδους a. Επειδή σκοπός της µεθόδου MAML
είναι η δυνατότητα προσαρµογής σε πολλά και διαφορετικά tasks, επιλέχθηκε ένας τρόπος
εκπαίδευσης γενικού σκοπού. Πιο συγκεκριµένα κάθε task µπορεί να οριστεί ως

T = {L(x1, a1, ..., xH , aH ), q(x1), q(xt + 1|xt , at),H},

που αποτελείται απο µια loss function L, δηλαδή µια κατανοµή πάνω στις αρχικές παρατη-
ϱήσεις, η οποία κατανοµή αναπτύχθηκε στο στάδιο του meta-learning q(x1), µια κατανοµή
µετατροπής απο τις αρχικές παρατηρήσεις στις καινούριες q(xt + 1|xt , at) και µια παραµε-
τρό που δείχνει το µήκος ενός επεισοδίου H κατα το episodic training. ΄Ετσι το µοντέλο
παράγει δείγµατα µε µήκος H , επιλέγοντας µια απο τις εξόδους at σε κάθε χρονική στιγµή
t. Σε αυτές τις περιπτώσεις η συνάρτηση σφάλµατος L(x1, a1, ..., xH , aH ) → R παράγει α-
ποτελέσµατα σχετικά µε το σφάλµα ταξινόµησης, που αφορούν το συγκεκριµένο task. Στην
διαδικασία εκπαίδευσης του meta-learning ϑεωρούµε µια κατανοµή p(T ), την οποία ϑέλου-
µε να προσσεγγίσει το µοντέλο. Κατά την διαδικασία της εκπαίδευσης επιλέγουµε ενα task
Tι απο την κατανοµή p(T ) χρησιµοποιώντας k δείγµατα και παίρνοντας ως πληροφορία το
LTι . Αφου το µοντέλο πάρει αυτήν την πληροφορία του σφάλµατος εκπαιδεύεται σε ενα άλλο
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task, οταν το µοντέλο εκπαιδευτεί σε όλα τα tasks, συλλέγονται όλα τα σφάλµατα που έχουν
προκύψει και ανανεώνονται οι παράµετροι του µοντέλου f µε ϐάση το σφάλµα στα δεδοµένα,
που χρησιµοποιούνται ως test set (queries). Στην συνέχεια οταν ξεκινήσει η εκπαίδευση της
καινούριας εποχής του episodic training, επιλέγονται καινούρια τυχαία tasks Tι απο την
κατανοµή p(T )

Ο αλγόριθµος MAML ϐασίζεται στην ιδεα οτι κάποιες αναπραστάσεις µπορούν να µετα-
ϕερθούν πιο εύκολα σε διαφορετικά tasks και ο τρόπος που χρησιµοποιείται απο την µέθοδο,
για να ενθαρρύνει τέτοιες γενικού σκοπού αναπαραστάσεις είναι µε την χρήση gradient µε-
ϑόδων. ΄Ετσι σκοπός είναι η εκπαίδευση ενός µοντέλου µε τέτοιο τρόπο, ώστε ο gradient
τρόπος εκπαίδευσης, που χρησιµοποιείται να πραγµατοποιεί µεγάλη πρόοδο σε καινούρια
tasks, που προέρχονται απο την κατανοµή p(T ) χωρις να οδηγούνται σε υπερεκπαίδευση
(overfitting). Ο τρόπος που πραγµατοποιείται αυτό είναι µε εύρεση µοντέλων τα οποία ε-
ίναι πολύ ευαίσθητα σε αλλαγές στα tasks, έτσι ώστε µικρές αλλαγές στις παραµέτρους να
µπορούν να παράγουν µεγάλες ϐελτιώσεις στην συνάρτηση σφάλµατος για κάθε task που
παράγεται απο την κατανοµή p(T ).

Θεωρούµε ένα µοντέλο το οποίο απεικονίζεται απο την συνάρτηση fθ µε παραµέτρους θ.
Οταν το µοντέλο προσαρµόζεται σε ενα καινούριο task Tι οι παράµετροι του απο θ γίνονται
θ
′

t . Στην συγκεκριµένη µέθοδο οι παράµετροι θ
′

t υπολογίζονται µετα απο ένα ή περισσότερα
ϐήµατα της µεθόδου gradient descent σε ενα task Tι. Εαν πραγµατοποιείται ενα ϐήµα στο
gradient descent δηλαδη µια ανανέωση των παραµέτρων τότε η εξίσωση µπορεί να γραφτεί
ως

θ
′

t = θ − α∇θLTι (fθ),

όπου το a αποτελεί µια υπερ-παράµετρο που αναφέρεται στο µέγεθος του ϐήµατος, που
πραγµατοποιεί το gradient descent. Η παραπάνω εξίσωση αναφέρεται σε ανανεώσεις πα-
ϱαµέτρων που λαµβάνουν υπόψιν µόνο το gradient πρώτου ϐαθµού για χάρη απλοποίησης
των αναπαραστάσεων, αλλά η συνολική διαδικασια είναι ταυτόσηµη και οταν λαµβάνονται
υποψιν οι µεγαλύτεροι ϐαθµοί του gradient..

Η µαθηµατική σχέση που απεικονίζει τον τρόπο µε τον οποίο εκπαιδευεταί το µοντέλο
πανω σε µια εποχή του episodic training περιγράφεται απο την παρακάτω σχέση.

min
θ

∞∑
n=1
LTι (fθ′ι ) =

∑
Tι∼p(T )

LTι (fθ−α∇θLTι (fθ))

Σκοπός αυτού του meta-optimization τρόπου εκπαίδευσης είναι ο υπολογισµός πα-
ϱαµέτρων του µοντέλου, ετσι ώστε ένας µικρός αριθµός gradient ϐηµάτων πάνω σε ενα
task να παράγει αποτελέσµατα, που έχουν καλη απόδοση. Για την διαδικασία του meta-
optimazation πάνω σε ολα τα tasks χρησιµοποιείται το stochastic gradient descent (SGD)[74],
για να ανανεωθούν οι παράµετροι του. Ο τρόπος µε τον οποίο πραγµατοποιείται το meta-
optimazition ϕαίνεται στην παρακάτω εξίσωση

θ← θ −
∞∑

n=1
LTι (fθ′ι ) (4.5)

΄Ενα απο τα µεγαλύτερα υπολογιστικά κόστη του αλγορίθµου MAML είναι οτι κατα το
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ϐήµα του meta-update, όπου ανανεώνονται οι γενικές παράµετροι του δικτύου απαιτείται
ενα επιπλέον backward pass απο το µοντέλο f, ωστε να υπολογιστεί το Hessian γινόµενο.

Εξηγώντας αναλυτικότερα τον αλγόριθµο MAML ϑεωρουµε ενα συνολο δεδοµένων dataset,
απο αυτό δειγµατολειπτούµε τυχαία tasks Tι, όπου κάθε task παράγει K δείγµατα πάνω στα
οποία εκπαιδεύεται το µοντέλο. Τα δείγµατα που παράγει το task, εαν πρόκειται για few shot
learning αποτελούνται απο k τυχαία δείγµατα για κάθε n τυχαία κλάση που έχει επιλεχθει
για το συγκεκριµένο task, όπου τα k, n αναπαριστούν υπερπραµέτρους, που επιλέγονται
στην αρχή της εκπαίδευσης. Το loss του task υπολογίζεται ως το σφάλµα µεταξύ της εξόδου
του µοντέλου x και του label y για κάθε δείγµα. Για το πρόβληµα του της κατηγοριοποιήσης,
το σύνηθες loss function που χρησιµοποιείται, είναι το cross-entropy loss που περιγράφεται
απο την παρακάτω εξίσωση

LTι (fθφ) =
∑

x (j),y(j)∼Tι

y(j) log(fφ(x (j))) + (1 − y(j)) log(1 − fφ(x (j))) (4.6)

Αφου υπολογιστεί το loss 4.7 για τα δείγµατα του task που χρησιµοποιούνται στην εκπα-
ίδευση, στην συνέχεια µε την ϐοήθεια αυτού και του συνόλου δεδοµένων D, υπολογίζεται το
gradient του loss ∇θLTι . Αφου υπολογίστει το gradient, στην συνέχεια µε την ϐοήθεια του
optimizer SGD πραγµατοποιείται η ανανέωση των ϐαρών 4.5. ΄Επειτα επιλέγεται ενα τυχαίο
σύνολο δειγµάτων D

′

ι = {x
(j), y(j)} απο κάθε task Tι µε σκοπό να χρησιµοποιηθούν στο ϐήµα

του meta-update. Κατα το meta-update χρησιµοποιούναι τα δειγµατα D
′

ι = {x
(j), y(j)} που

συλλέχθηκαν απο κάθε task και οι loss function LTι (fθ′ι ) που υπολογίστηκαν απο την 4.7
για κάθε task. Η εξίσωση που χρησιµοποιείται για το meta-update περιγράφεται απο την
παρακάτω σχέση

θ← θ − �∇θ

∑
Tι∼p(T )

LTι (fθ′ι ) (4.7)

Αυτή η διαδικασία επαναλαµβάνεται για συγκεκριµένο αριθµό ϐηµάτων, που συνήθως ο-
ϱίζεται ως µια υπερπαράµετρος στην αρχή της εκπαίδευσης.

΄Οπως αναλύθηκε και προηγουµενως ο αλγόριθµος MAML πραγµατοποιεί µια εκπαίδευ-
ση, η οποία οδηγεί στην εκµάθηση παραµέρων, οι οποίες είναι ικανές να προσαρµοστούν
γρηγορα και αποδοτικά σε δεδοµένα που ακολουθούν διαφορετικές κατανοµές απο τα δεδο-
µένα στα οποία είχε εκπαιδευτεί αρχικά το µοντέλο. Ο τρόπος µε τον οποίο πραγµατοποιείται
αυτο είναι µε την δηµιουργία ευαίσθητων παραµέτρων, που µπορούν να εντοπίσουν γρήγορα
αλλάγες στα χαρακτηριστικά των tasks και να προσαρµοστουν πάνω σε αυτές. Ενα οµως α-
πο τα σηµαντικότερα προβλήµατα αυτού του αλγοριθµού είναι το υπολογιστικό κόστος, που
προέρχεται απο τον υπολογισµό των παραγώγων δεύτερης τάξης στο ϐήµα του meta-update.
Επισης στο [46] συγκρίθηκαν οι επιδόσεις του MAML, µε χρήση παραγώγων πρώτου και και
δευτέρου ϐαθµού για το ϐήµα του meta-update σε σύγκριση µε την χρήση µόνο πρώτων
παραγώγων. Τα αποτελέσµατα έδειξαν οτι αυτές οι δυο µέθοδοι δεν είχαν σηµαντικές διαφο-
ϱές στις επιδόσεις µεταξύ τους. Εκµεταλευόµενοι αυτές τις µικρές διαφορες στις επιδόσεις
µεταξύ των δυο µεθόδων αναπτύχθηκε ο αλγόριθµος Reptile [75], που αποτελεί µια πιο απλή
έκδοση του MAML, που χρησιµοποιεί παραγώγους µόνο πρώτου ϐαθµού.
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Reptile[75]

Εµπνευσµενοί απο τον αλγόριθµο MAML οι Nichol, Schulman[75] ανέπτυξαν τον αλ-
γόριθµο Reptile, ο οποίος έχει ως σκοπό την παρουσίαση µιας πιο απλής έκδοσης του
αλγορίθµού MAML, που να αποδίδει καλά στην εκµάθηση ενός καινούριου task που του
δίνεται, το οποίο ανήκει σε παρόµοια κατανοµή πάνω στην οποία είχε εκπαιδευτεί. Ο αλ-
γόριθµος Reptile λειτουργεί δειγµατολειπτώντας επαναληπτικά τυχαία tasks, στην συνέχεια
εκπαιδεύεται πάνω σε αυτά και µε αυτόν τον τρόπο µετατοπίζει τις παραµέτρους, που χρη-
σιµοποιούτναι για την αρχικοποίηση πιο κοντά στις παραµέτρους που έχουν εκπαιδευτεί
πάνω στο task. Η κύρια διαφορά του Reptile µε το MAML ειναι οτι στον πρώτο δεν χρειάζε-
ται διαφοροποίηση µέσω της µεθόδου optimization κάνοντας τον πολυ χρήσιµο στη επίλυση
προβληµάτων ϐελτιστοποίησης που χρειάζονται πολλά ϐήµατα ανανέωσης.

Πιο συγκεκριµένα για τον αλγόριθµο Reptile ϑεωρούµε οτι έχουµε πρόσβαση σε µια κα-
τανοµή δεδοµένων που αποτελείται απο tasks, όπου κάθε task αποτελεί ενα συγκεκριµένο
πρόβληµα (πρόβληµα ταξινόµησης, πρόβληµα κατάτµησης). Απο αυτήν την κατανοµή χω-
ϱίζουµε δυο σύνολα δεδοµένων ενα για εκπαίδευση (training set) και ενα για έλεγχο του
µοντέλου (testing set). Ο αλγόριθµος λοιπόν τροφοδοτείται µε το training set και πιο συγκε-
κριµένα µε τυχαία επαναλαµβανόµενα tasks, που εξάγονται απο το training set και µε αυτό
τον τρόπο εκπαιδεύεται, ώστε να παράξει ενα µοντέλο, το οποίο ϑα παρέχει παραµέτρους,
που ϑα έχουν µια καλή µέση απόδοση στο test set. Αφου κάθε task περιγράφει ενα πρόβλη-
µα εκπαίδευσης η καλή απόδοση σε αυτό αντιστοιχεί σε γρήγορη εκµάθηση του µοντέλου.
Η µέθοδος του meta learning έχει προσεγγιστεί απο πολλές διαφορετικές οπτικές γωνιές.
Μια µέθοδος χρησιµοποιεί reccurent neural networks (RNN) στον αλγόριθµο εκπαίδευσης
για την εκµάθηση των κατάλληλων παραµέτρων, αλλά δεν χρησιµοποιεί µεθόδους gradient
descent, κατα την διαδικασία του ελέγχου. Σε τέτοιες περιπτώσεις χρησιµοποιήθηκαν δίκτυα
LSTM για την πρόβλεψη στο επόµενο ϐήµα, όπως περιγραφηκε απο τον Hochreiter et al.[76].
Μια άλλη προσέγγιση είναι η εκµάθηση µιας καλής αρχικοποίησης των παραµέτρων σε ενα
µεγαλύτερο σύνολο δεδοµένων (όπως το ImageNet[77]) και µετα η προσαρµογή(fine-tune)
αυτων των παραµέτρων στο επιθυµητό dataset, τέτοιες προσεγγίσεις ϕαίνονται στο [78]. Το
προβληµα µε αυτήν την µέθοδο είναι οτι δεν ειµαστε σιγουροι αν η αρχικοποίηση των παρα-
µέτρων, που ϑα πάρουµε ϑα είναι καταλλήλη για να µας επιστέψει µια καλή αναπράσταση
οταν ϑα προσαρµόσουµε (fine-tuning) τις αναφερθείσες παραµέτρους στο µικρότερο σύνολο
δεδοµένων. ΄Οπως περιγράφηκε και προηγούµενως ο αλγόριθµός MAML αποτελεί µια πρεσ-
σέγγιση για την επίλυση αυτου του προβλήµατος, αφου ϐελτιώνει την απόδοση λαµβάνοντας
υποψιν την αρχικοποίηση, ωστόσο το προβληµα που εµφανίζεται µε τον αλγόριθµο MAML
είναι το µεγάλο υπολογιστικό κόστος λόγω των πολλών gradient step κατα την διάρκεια του
ελέγχου του αλγορίθµου.

Ο αλγόριθµος Reptile αποτελεί µια απλοποίηση του MAML, αφου µαθαίνει µια αρχικο-
ποίηση για τις παραµέτρους ενος νευρωνικού δικτύου, µε σκοπό την γρήγορη εκµάθηση των
παραµέτρων στο ϐήµα της ϐελτιστοποίηση (optimization) κατα την διάρκεια του ελέγχου.
Παρακάτω ϕαίνεται ο αλγόριθµός Reptile για n στο πλήθος επαναλήψεις, σε κάθε επανάλη-
ψη ϑεωρουµε οτι δειγµατολειπτούνται m τυχαία tasks τ. Επίσης ϑεωρουµε φ διάνυσµα των
παραµέτρων του µοντέλου και το SGD(Lτ , φ, k) απεικονίζει την συνάρτηση gradient descent,
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που πραγµατοποιεί k ϐήµατα στο σφάλµα L ξεκινώντας απο τις παραµέτρους φ

Αλγοριθµος 4.1: Reptile (batched version)[75]

Αρχικοποίησε φ

for iteration = 1, 2, . . ., n do ∆ηµιουργία Tasks τ1, τ2, . . . , τm

for i = 1, 2, . . . , m do

Υπολόγισε Wi = SGD(Lτ⟩ , φ, k)

end for

Ανανέωσε φ← φ + ϸ
k

∑m
i=1(Wi − φ)

end for

Η κύρια διαφορά του παραπάνω αλγορίθµου µε την εκπαίδευση πανω στο αναµενόµενο
σφάλµα E[LT (fθ′ι )] είναι οτι στον αλγόριθµο Reptile πραγµατοποιούνται πολλάπλα ϐήµατα
gradient descent κατα την διαδικασια του minimization του expected error, έτσι το µέσω
update δεν είναι ισο µε την αναννέωση στην µέση συνάρτηση. ΄Αρα η παρακάτω εξίσωση δεν
ισχύει για k > 1

Eτ[SGD(Lτ , φ, k)] , SGD(Eτ[Lτ], φ, k)

Αυτό συµβαινει, διοτι το αναµµενόµενο update εξαρταται απο τις παραµέτρους µεγαλύτερης
τάξης του Lτ. Παρακάτω ϕαίνονται οι εξισωσείς µε την χρήση της σειράς Taylor, που προσεγ-
γίζουν τις αναβαθµίσεις, που γίνονται στις παραµέτρους του µοντέλου κατα την εκτέλεση των
αλγορίθµων First Order MAML (FOMAML) και Reptile. Θεωρούµε για ευκολία πράξεων δυο
ϐήµατα SGD πρώτα στο σφάλµα L′ και µετα στο σφάλµα L∞ συνεπώς τα 0,1 αναφέρονται
σε διαφορετικά minibatches δεδοµένων απο το ίδιο task. Θεωρούµε επίσης φ τις αρχικές
παραµέτρους και α το ϐήµα ανανέωσης. Επίσης ϑεωρουµε τις παραγώγους L

′

(φ) =
∂

∂φL(φ),

L”
(φ) =

∂2

∂φ2L(φ). Μετα απο δυο ϐήµατα του SGD οι παράµετροι γίνονται

φ0 = φ (4.8)

φ1 = φ0 − αL
′

0(φ0) (4.9)

φ2 = φ0 − αL
′

0(φ0) − αL
′

1(φ1) (4.10)

Παρακάτω ϑα εφαρµοστεί η σειρά Taylor για να προσεγγιστεί η πρώτη παράγωγος του
L
′

1(φ1), που χρησιµοποιείται για να υπολογίστει το gradient απο τους αλγορίθµους Reptile
και MAML

L
′

1(φ1) = L
′

1(φ0) + L”
1(φ0)(φ1 − φ0) + O(α2) = L

′

1(φ0) − αL”
1(φ0)L”

0(φ0) + O(α2)

Ετσι η παράγωγος του gradient υπολογίζεται ως

gReptile =
φ0 − φ2

α
= L

′

0(φ0) + L
′

1(φ1) = L
′

0(φ0) + L
′

1(φ0) − αL”
1(φ0)L

′

0(φ0) + O(α2) (4.11)
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Και η παράγωγος του MAML υπολογίζεται ως

gMAML =
∂

∂φ0
L1(φ1) =

∂φ1

∂φ0
L
′

1(φ1) = (I − αL”
0(φ0))L

′

1(φ1)

= (I − αL”
0(φ0))(L

′

1(φ0) − αL”
1(φ0)L

′

0(φ0)) + O(α2)

= L
′

1(φ0) − αL”
1(φ0)L

′

0(φ0) − αL”
0(φ0)L

′

1(φ0) + O(α2) (4.12)

Επειδή χρησιµοποιούµε το First order MAML το gradient L
′

1(φ1) µετα απο την πρώτη
ανανέωση ϑεωρείτε σταθερό άρα η δεύτερη παράγωγος του είναι µηδενική συνεπώς, η 4.12
γράφεται

gFOMAML = L
′

1(φ0) − αL”
1(φ0)L

′

0(φ0) + O(α2) (4.13)

Υπολογίζοντας το expectation πάνω στα tasks τ και παίροντας δυο minibatches που
ορίζουν τα L0(φ1) και L1(φ1) παρατηρούµε οτι εµφανίζονται δυο όροι. Αρχικά, προκύπτει
το AvgGrad = Eτ,0[L

′

0(φ0)], το οποίο αποτελει το gradient του αναµµενόµενου σφάλµατος.
Επίσης, η αρνητική συνιστώσα αυτου του όρου απεικονίζει την κατεύθυνση που οδηγει τις
παραµέτρους φ προς την ελαχιστοποίηση του σφάλµατος.

Ο δεύτερος όρος που εµφανίζεται είναι το

AvgGradInner = Eτ,0,1[L”
0(φ)L

′

1(φ)]

=
1
2
Eτ,0,1[L”

0(φ)L
′

1(φ) + L”
1(φ)L

′

0(φ)]

=
1
2
Eτ,0,1[

∂

∂φ
L”

0(φ)L
′

1(φ)] (4.14)

Οπου η αρνητική συνιστώσα του παραπάνω όρου απεικονίζει την κατεύθυνση, η οποία
αυξάνει το εσωτερικό γινόµενο µεταξύ των gradients διαφορετικών minibatches για ενα
συγκεκριµένο task το οποίο ϐελτιώνει την γενίκευση.

E[gReptile] = 2AvgGrad − α · AvgGradInner + O(α2)

E[gMAML] = AvgGrad − 2α · AvgGradInner + O(α2)

E[gFOMAML] = AvgGrad − α · AvgGradInner + O(α2) (4.15)

Απο τις παραπάνω σχέσεις ϕαίνεται οτι όλες οι εξισώσεις των gradient αρχικά, οδηγούν
στην ελαχιστοποίηση του αναµµενόµενου σφάλµατος πάνω στα tasks, στην συνέχεια ο όρος
του υψηλότερου ϐαθµού AvgGradInner ϐοηθάει στο fast learning. Η ανάλυση µε την χρήση
σειρών Taylor δείχνει οτι η εκπαίδευση µε την χρήση µεθόδων stohastic gradient descent
πραγµατοποιεί µια ανανέωση των παραµέτρων, που µοιάζει µε την διαδικασια που ακολουθεί
ο αλγόριθµος MAML, που µεγιστοποιεί την γενίκευση µεταξύ διαφορετικών minibatches.
Αυτό µπορεί να εξηγήσει το γιατι οι τεχνικές pre-training στο ImageNet και fine-tuning στο
επιθυµητό dataset µε stohastic gradient descent παραγούν µια καλή αρχικοποίηση στις
παραµέτρους που γενικεύουν καλύτερα σε παρόµοια tasks. Αυτή η υπόθεση δείχνει οτι η
διαδικασία του joint training plus και στην συνέχεια η εφαρµογή του fine-tuning αποτελούν
µια ισχυρή µέθοδο για την επιλύση προβληµάτων µηχανικής µάθηση στον τοµέα του meta-
learning.
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4.3.4 ∆ιαδικασία εκπαίδευσης MetaMed[2]

Ο αλγόριθµος εκπαίδευσης του MetaMed ακολουθεί παρόµοια λογική µε την διαδικα-
σία εκπαίδευσης, που περιγράφηκες στο MAML[46] και µε τον τρόπο που παρουσιάστηκε
στο Reptile[75]. Στην συγκεκριµένη περίπτωση το πρόβληµα που αντιµετωπίζει ο αλγόριθµος
είναι αυτό της κατηγοριοποίησης σε long-tailed distributions, δηλάδη ϑέλουµε να επιλύσου-
µε το πρόβληµα της ταξινόµησης σε σύνολα δεδοµένα των οποίων οι κλάσεις δεν είναι ισοκα-
τανεµηµένες. Επίσης το few shot learning ϑα εφαρµοστεί στις κλάσεις για τις οποίες έχουµε
περισσότερα δεδοµένα (head), ενω το fine-tuning και ο έλεγχος ϑα πραγµατοποιηθούν στις
κλάσεις για τις οποίες δεν διαθέτουµε µεγάλο πλήθος δεδοµένων (tail of distribution). Η
εκπαίδευση ϑα πραγµατοποιηθεί στα τρια σύνολα δεδοµένων, που περιγράψαµε προηγου-
µένως στα υποκεφάλαια (4.1.1,4.1.2,4.1.3). ΄Ετσι µπορούµε να ορίσουµε ενα σύνολο απο
dataset, το οποίο το συµβολίζουµε ως εξης D = {D1, D2, . . . , Dn}k=1, όπου στην συγκεκριµένη
περίπτωση το n είναι ισο µε 3. Εξετάζοντας κάθε dataset ξεχωριστά µπορούµε να το ορισούµε
ως DK = {(x, y)j}

n
j=1, όπου το x συµβολίζει µια εικόνα του συνόλου δεδοµένο και το y συµ-

ϐολίζει την αντίστοιχη ετικέτα του. Κάθε ενα απο αυτά τα dataset, στην συνέχεια χωρίζεται
σε ενα σύνολο, που περιέχει ολά τα δεδοµένα, που ϑα χρησιµοποιηθουν στην εκπαίδευση,
το οποίο ονοµάζουµε Dmeta_train και περιέχει συνήθως τις κλάσεις που έχουν τα περισσότερα
δεδοµένα. Το άλλο σύνολο το συµβολίζουµε Dmeta_test και περιέχει τις κλάσεις του dataset
που έχουν τα λιγότερα δείγµατα. Απο τον τρόπο που ορίσαµε τα παραπάνω σύνολα ισχύει η
σχέση Dmeta_train ∩ Dmeta_test . Με την σειρά τους τα σύνολα δεδοµένων Dmeta_train, Dmeta_test

χωριζονται σε σύνολα train, test που ϑα χρησιµοποιηθούν για εκπαίδευση και έλεγχο, α-
ντίστοιχα αυτά τα σύνολα τα συµβολίζουµε ως Dtrain

meta_train, Dtest
meta_train, Dtrain

meta_test , Dtest
meta_test .

Ο τρόπος µε τον οποίο ϑα πραγµατοποιηθεί η εκπαίδευση κατα την εκτέλεση της διαδι-
κασίας του meta-learning και fine-tuning είναι µε την µέθοδο του few-shot learning, που
περιγράφηκε και στο υποκεφάλαιο (2.5.1). Η εκπαίδευση χωρίζεται σε επεισόδια, οπου
σε κάθε επεισόδιο πραγµατοποιείται εκπαίδευση του µοντέλου πάνω σε ένα σύνολο απο
tasks, που εξάγονται απο τα train υποσύνολα των συνόλων Dmeta_train, Dmeta_test κατα την
διαδικασία του meta-learning, fine-tuning αντιστοιχά. ΄Επειτα πραγµατοποιείται το ϐήµα
του meta-update, που ανανεωνεί τις γενικές παραµέτρους του δικτύου που στην συνέχεια
χρησιµοποιούνται, για να αρχικοποιήσουν το µοντέλο στο επόµενο επεισόδιο. Για την εκ-
παίδευση του µοντέλου και την ανανέωση των παραµέτρων χρησιµοποιείται ο αλγόριθµος
Reptile, που περιγράφηκε στο υποκεφάλαιο (4.3.3). Το τελευταίο ϐήµα κάθε επεισοδίου
στην εκπαίδευση ονοµάζεται meta-update και περιγράφεται απο την παρακάτω σχέση.

φ
′

← φ +
ϸ

m

m∑
i=1

(φ
′

k − φ) (4.16)

Στην σχέση 4.16 το φ
′

συµβολίζει τις καινουριές παραµέτρους που υπολογίζονται στο
τέλος του επεισοδίου, το φ συµβολίζει τις παραµέτρους που είχαν υπολογιστεί στο προηγο-
ύµενο επεισόδιο (αν είµαστε στο πρώτο επεισόδιο αυτές η παράµετροι έχουν αρχικοποιηθεί
τυχαια) και είχαν ϕορτώθει στο µοντέλο για την εκπαίδευση πάνω στα tasks, που επιλέχθη-
καν τυχαια για το συγκεκριµένο επεισόδιο απο το υποσύνολο train. Τέλος το φ

′

k συµβολίζει
τις παραµέτρους που προέκυψαν µετα την εκπαίδευση του µοντέλου πάνω στο k task για
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την εκπαίδευση αυτών των παραµέτρων χρησιµοποιήθηκε Adam optimizer.

Οταν τελειώσει η εκπαίδευση πάνω στα δεδοµένα Dmeta_train οι παράµετροι φ
′

που προ-
έκυψαν στο τελευταίο επεισόδιο ϕορτώνονται στο µοντέλο και εκτελείτε η διαδικασια του fine-
tuning πάνω σε tasks, τα οποία δειγµατολειπτούνται απο το σύνολο δεδοµένων Dtrain

meta_test και
ακολουθούν την διαδικασια δηµιουργιας tasks, που περιγράφει η µέθοδος few-shot learn-
ing που αναλύθηκε στο υποκεφάλαιο (2.5.1). Για την ανανέωση των παραµέτρων φ

′

κατα την
εκτέλεση του fine-tuning χρησιµοποιείται επίσης Adam optimizer. Ο αριθµός των επανα-
λήψεων που ϑα πραγµατοποιηθούν κατα το fine-tuning ορίζεται ως υπερπαράµετρος h. Στο
τέλος των επαναλήψεων προκύπτούν οι παράµετροι φ” που στην συνέχεια χρησιµοποιούνται,
για να πραγµατοποιήσουν προβλέψεις σχετικά µε το σε πια κλάση ανήκουν τα Dtest

meta_test , α-
πο τον αριθµό των σωστών προβλέψεων πανω σε αυτά τα δεδοµένα προκύπτει το accuracy
του µοντέλου πάνω στο συγκεκριµένο πρόβληµα ταξινόµησης, που χρησιµοποιείται και ως η
κύρια µετρική για τον έλεγχο της απόδοσης του αλγόριθµού MetaMed πάνω στα εξεταζόµενα
σύνολα δεδοµένων. Αξίζει επίσης, να σηµειώθει οτι κατα την διάρκεια εκπαίδευσης, τόσο στο
meta-learning, όσο και στο fine-tuning για τον υπολογισµό του σφάλµατος χρησιµοποιείται
το cross entropy loss, που η µαθηµατική του εξίσωση για ενα συγκεκριµένο tasks TK δίνεται
απο την σχέση

LTl (fφ) = −
∑

xi ,yi∼Tl

yi log(fφ(xi)) + (1 − yi) log(1 − fφ(xi)) (4.17)

Για καθε επεισόδιο εκπαίδευσης δειγµατολειπτούνται m τυχαια tasks και στην συνέχεια για
κάθε task πραγµατοποιείται εκπαίδευση στο µοντέλο. Πριν την εισαγωγή των δεδοµένων στο
µοντέλο το task χωρίζεται σε µικρότερα σύνολα δεδοµένων τα οποία ονοµάζουµε minibatches
και είναι αυτά που εισάγουµε στο µοντέλο κατα την διαδικασία εκπαίδευσης. Πριν την
εισαγωγή τους, όµως στο µοντέλο, πραγµατοποιείται στα δεδοµένα του minbatch µια απο τις
τεχνικές σύνθετης επαύξησης δεδοµένων (4.2.2, 4.2.2, 4.2.2) που αναλύσαµε προηγουµένως
µε πιθανότητα 50%.

Παρακάτω ϕαίνεται ο αλγόριθµος, που πραγµατοποιεί την εκπαίδευση που περιγράψαµε
προηγουµένως και ο αλγόριθµος που πραγµατοποιεί τις τεχνικές augmentations.
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Αλγοριθµος 4.2: MetaMed[2]

Είσοδος:
Dtest

meta_test ,
α, ϸ εσωτερικοί και εξωτερικοι ϱυθµοι εκµάθησης,
ζ παράµετρος κατανοµής,
h αριθµος επαναληψεων κατα το fine-tuning,
N αριθµός tasks,
M αριθµός επεισοδίων

΄Εξοδος: Μέσο accuracy για Ν few shot tasks
/* Meta-training Stage */

for iteration = 1, 2, . . . Μ do
Επιλεξε m τυχαία tasks απο το Dmeta−train σύνολο δεδοµένων
for iteration = 1, 2, . . . µ do

if augmentation then
λ ∼ Beta(ζ, ζ )
T = MetaTrainAug(T, augtype, λ)

end if
Υπολόγισε το σφάλµα LT (fφ) = −

∑
xi ,yi∼T yi log(fφ(xi)) + (1 − yi) log(1 − fφ(xi))

Ανανέωση των παραµέτρων φ µε χρήση Adam optimizer και του loss LT (fφ) σε φ′

end for
Meta-Update: φ← φ + � 1

m

∑m
i=1(φ′i − φ)

end for
/* Meta-testing Stage */

for i = 1 το N do
Επέλεξε τυχαίο n-way, k-shot few-shot task Tl , µε Tl ∈ Dmeta−test και χωρισε το σε
Dtrain

meta_test , Dtest
meta_test

Φόρτωσε τις παραµέτρους φ′ που υπολογίστηκαν στο meta-train
for iteration = 1, 2, . . . η do

Υπολόγισε το loss πάνω στο Dtrain
meta_test και ανανέωσε τις παραµέτρους φ′ σε φ′′ µε

την ϐοήθεια ενος Adam Optimizer
end for
Φόρτωσε τις παραµέτρους φ′′ και υπολόγισε το accuracy πάνω στο σύνολο δεδοµένων

Dtest
meta_test

end for

΄Οπως ϕαινεται ο αλγόριθµος (4.2) περιγράφει τόσο την διαδικασία του meta-learning
όσο και την διαδικασία του fine-tuning. Αρχικά δίνονται τυχαίες αρχικοποιήσεις στις πα-
ϱάµετρους του µοντέλου, στην συνέχεια εφαρµόζεται το for loop, που εκφράζει των αριθµό
των επεισοδίων στο meta training. Για κάθε εκτέλεση αυτου του loop δειγµατολειπτούνται
τυχαία tasks. Αυτά τα tasks στην συνέχεια χωρίζονται σε minibatches και τους εφαρµόζονται
οι τεχνικές augmentation που αναφέρθηκαν και προηγούµενως, η διαδικασία που ακολου-
ϑείται για το augmentation περιγράφεται απο τον αλγόριθµο (4.3). Τα αποτελέσµατα στην
συνέχεια που εξάγονται απο το µοντέλο συγκρίνονται µε τα ground truth y και υπολογίζε-
ται το cross entropy loss, το οποίο χρησιµοποιείται απο τον optimizer για την ανανέωση
των ϐαρών. Τέλος µετα την ολοκληρωση της εκπαίδευσης εξάγωνται οι παράµετροι που
υπολογίστηκαν για ολα τα tasks m που δειγµατολειφθήσαν µε σκοπό να υπολογιστεί το
meta-update. Οταν πραγµατοποιηθεί η εκπαίδευση για ολα τα επεισόδια (M) ακολουθεί το
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ϐήµα του fine-tuning. Στο συγκεκριµένο ϐήµα εκτελούµε ενα for loop για εναν συγεκριµένο
αριθµό few-shot tasks N, ο οποίος συµβολίζει τον αριθµό των tasks πάνω στον οποίο ϑα ελέγ-
ξουµε το µοντέλο µε χρήση της µετρικής accuracy, Μέσα στο for loop δειγµατολειπτούµε ενα
k-way, n-shot task, στην συνέχεια ϕορτώνουµε τις παραµέτρους, που υπολογίστηκαν στο
ϐήµα του meta-update και πραγµατοποιούµε fine-tuning για εναν αριθµό ϐηµάτων h, οταν
ολοκληρωθεί αυτή η εκπαίδευση πραγµατοποιείται ο έλεγχος για την εξαγωγή του accuracy

Αλγοριθµος 4.3: MetaTrainAug[2]

procedure MetaTrainAug(T, augtype, λ)

for each image, label pair {(xi , yi), i ≤ |T |} do ▷ Επανάληψη για κάθε task

if augtype == cutout then ▷ CutOut επαύξηση

Τυχαία δηµιουργία H mask

x i
m = H ⊙ xi

yi
m = yi

else

Τυχαία επιλογή δειγµάτων (xm , ym) ∈ T

if augtype == mixup then

MixUp επαύξηση

x i
m = λxi + (1 − λ)x i

m

yi
m = λyi + (1 − λ)yi

m

else ▷ CutMix επαύξηση

∆ηµιουργία τυχαιάς µάσκας F

x i
m = F ⊙ xi + (1 − F ) ⊙ x i

m

yi
m = λyi + (1 − λ)yi

m

end if

end if

Taug ← (x i
m , yi

m) ▷ ∆ηµιουργία καινούριου Task µε επαυξηµένα δείγµατα

end for
return augmented task(Taug)

Παρακάτω ϕαίνεται το pipeline του MetaMed που ακολουθήθηκε.
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4.4 PFEMED[3]

Σχήµα 4.19: MetaMed pipeline

4.4 PFEMED[3]

Το PFEMED[3] είναι ενα µοντέλο εµπνευσµένο απο το PFENET[4], που έχει ως σκοπό την
επιλύση του προβλήµατος του long tailed classification µε την µέθοδο του few shot learning
και του meta-learning που εξετάστηκε και απο το MetaMed[3]. Το συγκεκριµένο µοντέλο
έχει ως σκοπο την εξαγωγή γενικων και ειδικών χαρακτηριστικών απο ϐιοιατρικές εικόνες. Ο
τρόπος που πραγµατοποιήθηκε η εξαγωγή αυτων των δεδοµένων ήταν µε χρήση µια δοµής
διπλού κωδικοποιητή, όπου ο ένας κωδικοποιητής αποτελείται απο ενα CNN µοντέλο το
οποίο είχε εκπαιδευτεί στο ImageNet και ο δεύτερος κωδικοποιητής απο ενα CNN µοντέλο
το οποίο εκπαιδεύεται στο dataset που περιέχει τα δεδοµένα για τα οποία επιθυµούµε, να
εξάγουµε συµπεράσµατα. Επίσης εκτός απο αυτούς τους δυο encoder που εξάγουν πιο
χρήσιµα χαρακτηριστικά χρησιµοποιήθηκε και ενας Variational Autoencoder (VAE), που
αύξησε την ευρωστια των εξαγώµενων χαρακτηριστικών, που προκύπτουν απο την συνένωση
των χαρακτηριστικών που εξάγωνται απο τους δυο προαναφέροντες κωδικοποιητές. Τέλος
χρησιµοποιήθηκε η µέθοδος του PT-MAP[5] ωστε να ϐπηθήσει στην αύξηση του accuracy,

4.4.1 PFENET[4]

Για τα support, query δεδοµένα µπορούν, να εξαχθουν χαρακτηριστικά απο back-
bones και στην συνέχεια να τα επεξεργαστουν ώστε να εξάγουν παραµέτρους, που να ε-
ίναι χρήσιµες στην ταξινόµηση[79, 80] υπολογίζοντας το cosine similarity[81, 82, 83] ή την
συνέλιξη[84, 85, 86, 87, 88], για να εξάγουν την τελική πρόβλεψη. Η µέθοδος PFEMED
για την δηµιουργια σύνθετων χαρακτηριστικών που περιέχουν περισσότερες πληροφορίες
και ϐοηθούν στην εξαγωγή πιο εύρωστων χαρακτηριστικών εµπνεύστηκε απο την τεχνική του
PFENET που εφαρµόζει ενα σύνολο απο µετασχηµατισµούς σε χαρακτηριστικά που εξάγει
απο CNN µοντέλα. Αρχικά, το PFENET χρησιµοποιεί CNN µοντέλα, τα οποία ειχαν προε-
κεπαιδευτεί πάνω στο Imagenet ως backbones µε σκοπο την εξαγωγή χαρακτηριστικών απο
το δικτύο πάνω στο σύνολο δεδοµένων για το οποίο ϑελουµε να εξάγουµε προβλέψεις. Τα
χαρακτηριστικά που εξάγονται απο το δίκτυο χωρίζονται σε high level και mid level τα πρώτα
αφορούν δεδοµένα τα οποία εξάγωνται απο τα τελευταία layers του CNN και τα δεύτερα απο
µεσαία layer του CNN. Τα high level χαρακτηριστικά για τα support δεδοµένα στην συνέχεια
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περνάνε απο ενα binary masking, µε σκοπο να αφαιρεθουν οι πληροφορίες του background
και να κρατηθούν µόνο οι ϐασικές πληροφόρίες. Στην συνέχεια στα support δεδοµένα που
έχουν περάσει απο mask και στα query δεδοµένα εφαρµόζεται µια συνάρτηση cosine simi-
larity, µε σκοπό να ϐρεθούν οι περιοχές που έχουν µεγάλη συσχετισή µεταξύ τους. Αυτό το
σύνολο χαρακτηριστικών ονοµάζεται Prior Mask και η διαδικασία που περιγράφηκε Prior
Generation.

Η επόµενη µέθοδος που εφαρµόζεται για την ενίσχυση των χαρακτηριστικών είναι το
Feature Enrichment Module. Σε αυτό εισάγονται χαρακτηριστικά medium level στο σύστη-
µα query δεδοµένα, τα οποία έχουν περάσει απο µια average pooling συνάρτηση. Επίσης
εισάγονται και τα support δεδοµένα, τα οποία έχουν περάσει απο ενα global pooling στο
οποίο έχει χρησιµοποιηθεί και το Support Mask. Στην συνέχεια αυτά τα δεδοµένα προ-
σαρµόζονται σε διαφορετικές κλίµακες και συνενώνονται µεταξύ τους αλλά και µε το Prior
Mask. ΄Ετσι προκύπτει ενας πίνακας χαρακτηριστικών για κάθε διαφορετική κλίµακα. Ο-
λες οι κλίµακες εκτός απο την πρώτη χρησιµοποιούν χαρακτηριστικά απο τις προηγούµενες
κλίµακες µε τα οποία εννώνονται και προστίθενται µε σκοπο την αποφυγή επανάληψης µη
αναγκαίων πληροφοριών. Τέλος τα δεδοµένα τροποποιούνται στην κατάλληλη κλίµακα και
προστίθενται µεταξύ τους, µε σκοπό να πάρουµε το καινούριο feature το οποίο ϑα προσφέρει
περισσότερες πληροφορίες.

4.4.2 PT-MAP[5]

Εκτός απο το PFENET το PFEMED χρησιµοποιήσε και αυτό την µέθοδο του PT-MAP,
η οποια δέχεται ως είσοδο ενα σύνολο απο χαρακτηριστικά που εξάγονται απο ενα µοντέλο
και έχει ως σκοπό να τα κανονικοποιήσει σε µια Gaussian κατανοµή µε την χρήση της
µεθόδου Power Transform και στην συνέχεια πραγµατοποιεί την πρόβλεψη της κλάσης µε
τον υπολογισµό της maximum a posterior. Η συγκεκριµένη τεχνική αναπτύχθηκε λόγω της
αυξανόµενης χρήσης µεθόδων transfer learning στην επίλυση προβληµάτων few shot learn-
ing, όπου χρησιµοποιούνται χαρακτηριστικά που εξήχθησαν απο µοντέλα, τα οποία είχαν
εκπαιδευτεί σε µεγάλυτερα σύνολα δεδοµένων. Το πρόβληµα µε αυτές τις µέθοδους είναι οτι
τα χαρακτηριστικά, που εξάγωνται ϑεωρείτε οτι ακολούθουν µια συγκεκριµένη κατανοµή και
αυτή η κατανοµή ειναι παρόµοια µε αυτή των καινούριων novel δεδοµένων. Στην πραγµατι-
κότητα όµως οι κατανοµές των χαρακτηριστικών είναι αρκετά πολύπλοκες. ΄Ετσι η µέθοδος
του PT-MAP προτείνει εναν τρόπο προεπεξεργασιας των χαρακτηριστικών, µε σκοπό να τα
προσαρµόσει σε µια κατάλληλη κατανοµή και στην συνέχεια µε µια µέθοδο υπολογισµού
της maximum a posteriori προσπαθεί να αξιοποιήσει τις πληροφορίες, που παρέχει αυτή η
κατανοµή µε σκοπο την πρόβλεψη πιο αξιόπιστων αποτελεσµάτων.

΄Οπως έχουµε αναφέρει και σε προηγούµενα κεφάλαια, το πρόβλήµα του few shot learn-
ing µπορεί να οριστεί απο δυο σύνολα δεδοµένων, τα οποία δεν έχουν κοινά στοιχεια και
κλάσεις µεταξύ τους και στόχος µας για την επίλυση αυτου του προβλήµατος είναι η απο-
δοτική αξιοποιήση των δεδοµένων στο training dataset, µε σκοπό να εξαγούµε ικανοποιητι-
κά αποτελέσµατα στο novel dataset στο οποίο πραγµατοποιείται περιορισµένη εκπαίδευση
fine-tuning. ΄Οπως περιγράψαµε και στο 2.5.1 χωρίζουµε τα δεδοµένα σε support, query τα
πρώτα είναι τα δεδοµένα για τα οποία έχουµε ετικέτες και τα δεύτερα είναι αυτά πάνω στα
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οποία ϑέλουµε να πραγµατοποιήσουµε προβλέψεις. Εαν επίσης ϑεωρήσουµε w τις κλάσεις
που επιλέγονται σε ενα task έχουµε ενα σύνολο απο w(s+q) δεδοµένα. Επίσης ϑεωρούµε
fθ το µοντέλο το οποίο χρησιµοποιείται ως backbone για την εξαγωγή χαρακτηριστικών, το
µοντέλο πρέπει να περνάει απο µια RELU, ωστε να είναι ολοι οι παράµετροι των χαρακτηρι-
στικών του ϑετικοί.

Αν ϑεωρήσουµε ως v = fφ(x), x ∈ Dnovel , το οποίο συµβολίζει τα δεδοµένα που εξήχθη-
σαν απο το µοντέλο που επιλέχθηκε ως backbone. Η power transform που εφαρµόζεται
περιγράφεται απο την παρακάτω εξίσωση.

f (v) =


(v+ϸ)�

∥v+ϸ∥�2
if � , 0

log(∥v+ϸ∥)
log(∥v+ϸ∥) if � = 0

(4.18)

µε ϸ = 1ϸ−6 έτσι ώστε v+ ϸ να είναι ϑεττικό, το αποτελεί µια υπερπαράµετρο που επηρεάζει
την κατανοµή.

Αν ϑεωρήσουµε οτι τα δεδοµένα που προεπεξεργαστήκαµε ακολουθούν µια Gaussian
κατανοµή για κάθε κλάση. Ετσι ειναι σηµαντικό να οριστεί ενα καλά τοποθετηµενο κέντρο
µε σκοπό να πραγµατοποιηθούν καλές προβλέψεις. Ο τρόπος που πραγµατοποιούνται οι
προβλέψεις για την κατηγοριοποίηση των δειγµάτων είναι µε την χρήση ενος αλγορίθµου
Expectation-Maximization που ϑα υπολογίζει επαναληπτικά την maximum a posterior πι-
ϑανότητα των κέντρων των κλάσεων για κάθε δείγµα.

Η εκτίµηση αυτών των κέντρων µέσω του MAP µοιάζει µε την ελαχιστοποίηση της Wasser-
stein απόστασης. ΄Ετσι δηµιουργείται µια µέθοδος, που υπολόγιζει αυτήν την απόσταση µε
την χρήση του Sinkhorn αλγόριθµου. Αυτή η µέθοδος ϐοηθάει στην εκτίµηση της ϐέλτιστης
µεταφοράς απο την αρχική κατανοµή των χαρακτηριστικών σε µια που ϑα αντιστοιχεί στην
κατάλληλη Gaussian κατανοµή για την επιλογή τυχαίων δειγµάτων.

Για την περιγραφή των εξισώσεων που χρησιµοποιούνται για την εκτίµηση των κέντρων
των κατανοµών για κάθε κλάση ορίζουµαι ως fS, fQ το σύνολο των χαρακτηριστικών, που
απευθύνονται στα δεδοµένα, τα οποία γνωρίζουµε σε πια κλάση ανήκουν και τα δεδοµένα για
τα οποία δεν ξέρουµε σε πια κλάση ανήκουν και ϑέλουµε να πραγµατοποιήσουµε προβλέψεις
πάνω σε αυτά. Για αυτά τα χαρακτηριστικά ορίζουµε l(f) την αντίστοιχη κλάση στην οποία ϑα
ανήκουν. Επίσης συµβολίζουµε τα δεδοµένα για τα οποία δεν έχουµε labels ως fQ = (fi)i , 0 <

i ≤ wq και ορίζουµε τα κέντρα ως cj, 0 < j ≤ w µε το j να συµβολίζει την καθε κλάση.

Για τον υπολογισµό των κέντρων ακολουθούµε τον παρακάτω αλγόριθµο
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Αλγοριθµος 4.4: PT-MAP[5]

Παράµετροι : w, s, q, λ, α, nsteps
Αρχικοποιήση: cj =

1
s

∑
f ∈fS ,l(f )=j f

for i = 1 το nsteps do

Υπολόγισε Lij = (fi − cj)2,∀i, j

Υπολόγισε M∗ = Sinkhorn(L, p = 1wq, q = q1w, λ)

Υπολόγισε µj = g(M∗, j)

Ανανέωσε cj ← cj + α(µj − cj)
return l̂(fi) = arg maxj(M∗[i, j])

Ο πίνακας που χρησιµοποιείται για mapping, µε σκοπο να ελαχιστοποιήσει την Wasser-
stein distance συµβολίζεται ως M∗ που γράφεται ως

M∗ = Sinkhorn(L, p, q, λ) = arg min
M∈U (p,q)

∑
ij

MijLij + λH(M) (4.19)

µε U (p, q) ∈ Rwqxw, το οποίο αποτελείτε απο ϑεττικά στοιχεία µε τις σειρές να αθροίζουν σε
p και οι στήλες να αθροίζουν σε q. Το U (p, q) γράφεται ως

U (p, q) = {M ∈ Rwq×w |M1w = p, MT 1wq = q}

Το p αναφέρεται στην κατανοµή του µεγέθους, που χρησιµοποιεί κάθε δείγµα για ταξινόµηση
και το q αναφέρεται στον αριθµό των δειγµάτων, που είναι ταξινοµηµένα σε κάθε κλάση µε
αυτόν τον τρόπο περιέχονται ολοι οι τρόποι που µπορούν να ταξινοµηθούνουν τα δεδοµένα
στις κλάσεις

Η συνάρτηση που περιγράφει το loss L ∈ Rwqxw 4.19 αποτελείται από την ευκλείδεια
απόσταση µεταξύ των δεδοµένων οι κλάσεις των οποίων είναι άγνωστες και των κέντρων των
κλάσεων που έχουν υπολογιστεί, έτσι το Lij συµβολίζει την ευκλείδεια απόσταση µεταξύ ενος
δείγµατος i και ενος κέντρου µιας κλάσης j. Για την ταξινόµηση των δειγµάτων ϑεωρούµε
ότι ένα δείγµα µπορεί να κατηγοριοποιηθεί σε παραπάνω από µια κλάσεις. Ο δεύτερος
όρος του σφάλµατος ισοδυναµεί µε την εντροπία του πίνακα mapping και περιγράφεται
από την παρακάτω εξίσωση H(M) = −

∑
ij Mij log(Mij) το οποίο κανονικοποιείται απο την

υπερ-παράµετρο λ

΄Οπως ϕαίνεται και απο τον αλγόριθµο 4.4 στο πρώτο ϐήµα αρχικοποιούνται τα κέντρα
των κατανοµών των κλάσεων. Στην συνέχεια σε κάθε επανάληψη του αλγοριθµου τα κέντρα
επανεκτιµώνται, αφου σε κάθε iteration επαναυπολογίζεται ο πίνακας mapping M∗ πάνω στα
δείγµατα τα οποία δεν έχουν labels χρησιµοποιώντας το sinkhorn mapping. Τα δεδοµένα
τα οποία έχουν ετικέτες χρησιµοποιούνται και αυτά στον υπολογισµό των νέων κέντρων τα
οποία δίνονται από τις παρακάτω εξισώσεις.
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µj = g(M∗, j) =

∑wq
i=1 M∗ij fi +

∑
f ∈fS,‘(f )=j f

s +
∑wq

i=1 M∗ij
(4.20)

Με τον τρόπο που προτείνεται για την ανανέωση των ϐαρών µπορεί σε αρχικές επανα-
λήψεις τα κέντρα να οδηγηθούν σε αποφάσεις, που ειναι µακρια απο τα ϐέλτιστα κέντρα,
έτσι για την ανανέωση των ϐαρών χρησιµοποιείται µια παράµετρος που περιορίζει το πόσο
µεγάλα είναι τα ϐήµατα της ανανέωσης των ϐαρών. Αυτη η παράµετρος συµβολίζεται µε α

και µεταβάλλεται µε την αύξηση του αριθµου των επαναλήψεων. Η εξίσωση της ανανέωσης
των κέντρων δίνεται από την παρακάτω σχέση cj ← cj + α(µj − cj)

Μετα απο συγκεκριµένο αριθµό επαναλήψεων οι γραµµές του πίνακα M∗ αντιπροσωπε-
ύουν τις πιθανότητες του δείγµατος να ανήκει σε κάθε κλάση. Απο αυτές τις τιµές επιλέγεται
η µεγαλύτερη ως η τελική απόφαση ταξινόµησης του δείγµατος στην αντίστοιχη κλάση.

4.4.3 Feature Extraction and Enhancement(FEE)[3]

Η τεχνική που χρησιµοποιείται για την ενίσχυση των χαρακτηριστικών στο PFEMED αν
και ϐασίζεται στην µέθοδο που προτάθηκε απο το PFENET είναι διαφορετική κύριως στον
τρόπο µε τον οποίο συνδυάζει τα χαρακτηριστικά των support,query δειγµάτων. Παρακάτω
ϕαίνεται το framework που ακολουθείται για την ενίσχυση των χαρακτηριστικών.

Σχήµα 4.20: PFEMED feature enrichment

Απο την (4.20) ϕαίνεται οτι για την εξαγωγή χαρακτηριστικών χρησιµοποιούνται δυο
δίκτυα CNN ως encoder τα οποία έχουν την ίδια αρχιτεκτονική και στο µόνο πράγµα που
διαφέρουν είναι οι τιµές των παραµέτρων τους. Το πρώτο δίκτυο είναι εκπαιδευµένο στο mini
imagenet το οποίο αποτελεί ένα υποσύνολο του ImageNet και αυτό το δίκτυο χρησιµοποιείται
για την εξαγωγη γενικών χαρακτηριστικών πάνω στο σύνολο δεδοµένων για το οποίο ϑέλουµε
να εξάγουµε συµπεράσµατα. Εκτος απο αυτό το µοντέλο χρησιµοποιείται και ενα επιπλέον
CNN δίκτυο στην µορφή encoder. Αυτό το δίκτυο εκπαιδεύεται πάνω στο train dataset και
εξάγει χαρακτηριστικά τα οποία είναι πιο συγκεκριµένα και πιο κοντά στην κατανοµή των
δεδοµένων πάνω στην οποία ϑέλουµε να πραγµατοποιήσουµε προβλέψεις novel Dataset.
Τα χαρακτηριστικά που εξάγονται απο αυτό το δίκτυο είναι πιο συγκεκριµένα και δίνουν
πιο λεπτοµερείς πληροφορίες για τα δεδοµένα, τα οποία ϑέλουµε να προβλέψουµε. Αυτα τα
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χαρακτηριστικά τα ονοµάζουµε specific features, ενώ αυτα που εξήχθησαν απο το δίκτυο που
εκπαιδεύτηκε στο mini imagenet ονοµάζονται general features, στην συνέχεια αυτά τα δύο
σύνολα χαρακτηριστικών specific, general που εξήχθησαν συνενώνονται. Αυτή η διαδικασία
πραγµατοποιείται ξεχωριστα για τα support και query δεδοµένα.

Αφου τα specific, general χαρακτηριστικά ενωθούν σε έναν µεγαλύτερο πίνακα, στην
συνέχεια περνάνε απο ένα fully connected layer, το οποίο µειώνει τις διαστάσεις του πίνακα
χαρακτηριστικών. Αφου µειωθούν οι διαστάσεις του πίνακα χαρακτηριστικών στην συνέχεια
τροφοδοτούνται ως είσοδοι σε ενα Variational Autoencoder (VAE). Ο VAE είναι ένα µοντέλο
το οποίο αποτελείται από δοµές encoder, decoder, οι οποίες µε την σειράς τους αποτελούνται
απο layers Fully connected δικτύων. Ο ϱόλος του VAE είναι να τροφοδοτηθεί µε τα δεδοµένα
και να τα απεικονίσει σε έναν χώρο κατάστασης ως κανονικές κατανοµές µε ένα συγκεκριµένο
κέντρο και διασπορά. Αυτή η απεικόνιση προκύπτει απο την έξοδο του encoder και έχει
ως σκοπό την δηµιουργια κανονικοποιηµένων δειγµάτων, ωστε να µπορει να επιλεχθεί ενα
τυχαίο δείγµα και να ανακατασκευαστει µια ενισχυµένη αναπαράσταση απο τον decoder.
Ο VAE πετυχαίνει να απεικονίσει αυτά τα δείγµατα σε µικρότερους χώρους κατάστασης µε
τον υπολογισµό της posterior πιθανοτητας. Τα χαρακτηριστικά που εξάγονται απο αυτόν
τον autoencoder συµβολίζονται µε f 2 και στην συνέχεια αυτά τα χαρακτηριστικά εισαγονται
στο PT-MAP, που εξηγήσαµε στο 4.4.2. Εκτός απο τον VAE που υπολογίζει τις posterior
πιθανότητες των δειγµάτων χρησιµοποιείται ένα επιπλέον δίκτυο για την εκτίµηση των prior
πιθανοτήτων. Αυτό το δίκτυο δέχεται ως είσοδο pseudo inputs, τα οποία είναι τένσορες που
αποτελούνται µόνο απο την τιµή 1 και απο την υπόθεση οτι κάθε κλάση των ϐιοϊατρικών
συνόλων δεδοµένων έχει ένα κέντρο τον χώρο κατάσταση, που απεικονίζεται απο τον VAE
κοντα στο οποίο ϐρίσκονται τα δείγµατα που ανήκουν στην ίδια κλάση. Με αυτήν την
υπόθεση µπορούµε να συµπεράνουµε οτι µετα απο συγκεκριµένο αριθµό ϐελτιστοποιήσεων
και παρατηρήσεων οι προβλέψεις των prior ϑα συγκλίνουν στα ϐέλτιστα κέντρα των κλάσεων.

Σχήµα 4.21: PFEMED pipeline

Για την εκτίµηση του δικτύου χρησιµοποιείται gradient descent optimizer και η ανανέω-
ση των ϐαρών γίνεται µε ενα σύνθετο loss. Για την περιγραφή των εξισώσεων ορίζουµε τις
κατανοµές των posterior και των prior για µια i κλάση που συµβολίζονται ως pt(z(i)), pλ(z(i))
και περιγράφονται απο τις παρακάτω εξισώσεις.
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4.4.3 Feature Extraction and Enhancement(FEE)[3]

pt(z(i)) = qφ(z|x(i)) =

N(z(i)|u(i), σ(i)), z(i) ∈ Dbase

N(z(j)|v(j), λ(j)), z(j) ∈ Dnovel

(4.21)

pλ(z(i)) = qφ(z|d) =



N(z∗(1)|u
∗
(1), σ∗(1))

...

N(z∗(l)|u
∗
(l), σ∗(l))

N(z∗(1)|v
∗
(1), λ∗(1))
...

N(z∗(k)|v
∗
(k), λ∗(k))


(4.22)

Οπου d είναι τα pseudo inputs και x(i) είναι το i δείγµα, επίσης u∗(l), σ∗(l) και v∗(1), λ∗(1) είναι
οι κατανοµές των posterior στις γνωστές και άγνωστες κλάσεις i, j.

Το συνολικό loss αποτελείτε απο το Lclass που αποτελεί το cross entropy loss

Lclass = −
1
N

∑
i

(
yi log(yi) + (1 − yi) log(1 − yi)

)
mi

s.t.mi =

1, if yi ∈ Dbase

0, if yi ∈ Dnovel

Επίσης χρησιµοποιείται ενα loss, το οποίο υπολογίζει πόσο οµοια είναι τα γενικά µε τα
ειδικά χαρακτηριστικά και προσπαθει να τα αποµακρύνει µεταξύ τους, µε σκοπό να µην
υπαρχουν πλεονάζουσες πληροφορίες το οποίο συµβολίζεται ως Lrepul .

Lrepul =
1

N2

N∑
i=1

N∑
j=1

(1 − cos(zg
i , zs

j ))

Επιπλέον χρησιµοποιείται η µέση τετραγωνική απόσταση για τον υπολογισµό των διαφο-
ϱων των καινούριων ενισχυµένων δειγµάτων µε τα παλια που χρησιµοποιήθηκαν ως είσοδοι
και συµβολίζεται µε Lrecon

Lrecon =
1

N2

N∑
i=1

N∑
j=1

(f1(i) − f2(j))2

Ακόµα υπολογίζεται το σφάλµα της κατανοµής δεδοµένων που ανήκουν σε γνωστες
κλάσεις. Αυτό το σφάλµα συµβολίζεται ως Linner_known_post
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Linner_known_post = DKL(pt(x)||q(x)) (4.23)

= E(pt)[log(pt) − log(q)] (4.24)

=
1
2

log
∣∣∣∣∣ qpt

∣∣∣∣∣− (4.25)

1
2

E(pt)
(
(x − µp)TΣ−1

p (x − µp)
)
+ (4.26)

1
2

E(pt)
(
(x − µq)TΣ−1

q (x − µq)
)

(4.27)

=
1
2

(
− log |Σpt | − l + µT

p ptµp + TrΣ(pt)
)

(4.28)

Παρόµοια υπολογίζεται το loss µεταξυ των γνωστών και των άγνωστων χαρακτηριστικών
που συµβολίζεται µε Linner_prior

Linner_prior =
1
2

(
− log |pλ| − n + µT

p pλµp + Tr(pλ)
)

(4.29)

Επίσης υπολογίζεται ενα σφάλµα µεταξυ των prior και των posterior πιθανοτήτων για τις
γνωστές κλάσεις

Lintro_known =
1
2

log
∣∣∣∣∣Σpλ

Σpt

∣∣∣∣∣ − l

2
+

1
2

(µpt − µpλ)TΣ−1
q (µpt − µpλ) +

1
2

Tr(Σ−1
pλΣpt) (4.30)

Επίσης χρησιµοποιείται ενα triplet loss, µε σκοπό να υπάρξει µεγαλύτερος διαχωρισµός
µεταξύ των κλάσεων

Ltriplet =

k∑
i=1

l+k∑
j=1

(
∥µa − µp∥

2
2 − ∥µa − µn∥

2
2 + αw

)
(4.31)

Συνδυάζοντας αυτά τα σφάλµατα µεταξυ τους µπορούµε να πάρουµε το συνολικό σφάλµα
για την κατανοµή των χαρακτηριστικών Ldistri_1 = Linner_known_post + Linner_prior + Lintro_known +

Lintro_unknown + Ltriplet

Το συνολικό σφάλµα στην πρώτη ϕάση εκπαίδευσης υπολογίζεται ως Ltotal1 = Lclass +

Lrecon + Lrepul + Ldistri_1

Στην δεύτερη ϕάση της εκπαίδευσης παύει να χρησιµοποιείται το Lintrounknown, Ltriplet ,
διοτι µπορεί να δηµιουργηθούν προβλήµατα ασταθειας στην αντιστοιχια των posterior και
prior. Ετσι το loss δίνεται ως

Ldistri_1 = Linner_known_post + Linner_prior + Lintro_known

και
Ltotal_1 = Lclass + Lrecon + Lrepul + Ldistri_2

Μετα το τέλος αυτής της εκπαίδευσης, τα χαρακτηριστικά εισάγωνται στην PT-MAP µεθοδο,
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που αναλύθηκε στο 4.4.2
Ο αλγόριθµος που χρησιµοποιήθηκε για την εκπαίδευση ϕαίνεται παρακάτω

Αλγοριθµος 4.5: Αρχικοποίηση εκπαίδευσης

µi (i ∈ [1, l + k]): κέντρο της i κλάσης της posterior
µ∗j (j ∈ [1, l]): κέντρο της j κλάσης της prior
vm (m ∈ [1, k]): κέντρο της m αγνωστης κλάσης της prior
Αρχικοποίηση των επαναλήψεων ne = 90
Πρόλεψη του µ, µ∗, και του v απο το προτεινόµενο µοντέλο
[C(1), ..., C(k)] = K-means(v)
for m = 1 to k do

Αρχικοποίηση των κέντρων µl+m σε Cm

end for
for n = 0 το ne do

Πρόβλεψη του µ, µ∗, και v απο το προτεινόµενο µοντέλο
[C1, ..., Ck] = K-means(v)
for s = 1 to k do

Cs = arg min(DKL(C||µ∗s))
end for
Υπολογισµός του loss
Ενηµέρωση των παραµέτρων του µοντέλου

end for
return νέες παραµέτρους του µοντέλου =0

4.5 Few Ture[6]

Τα προβλήµατα του few shot learning απαιτούν την εκπαίδευση του δικτύου σε ένα µι-
κρό συνολο απο δεδοµένα, για αυτό τον λόγο προτιµούνται συνήθως µοντέλα, τα οποία έχουν
µικρό αριθµό παραµέτρων µε σκοπο να µην οδηγούνται σε overfitting κατα την διάρκεια εκ-
παίδευσης. Για αυτόν τον λόγω µοντέλα όπως οι transformers τείνουν να µην χρησιµοποιο-
ύνται στην επίλυση τέτοιων προβληµάτων. Το fewTure προτείνει έναν τρόπο εκπαίδευσης
µοντέλων transformers, ο οποίος παράγει αποτελέσµατα τα οποία µπορούν να συγκριθούν
µε τις state of the art µεθόδους σε dataset όπως το mini-imagenet, tierdimagenet κ.λ.π.

Πιο συγκεκριµένα το µοντέλο ακολουθεί ένα τρόπο εκπαίδευσης κατα τον οποίο χω-
ϱίζει την εικόνα εισόδου σε µικρότερες εικόνες και τις κωδικοποιεί µε την ϐοήθεια vit-
transformers, τις οποίες ονοµάζει patches κατι το οποίο ϐοηθάει στην δηµιουργία σηµα-
σιολογικών συνδέσεων µεταξύ τον τοπικών περιοχών πάνω στις εικόνες χωρίς να λαµβάνει
υπόψη τις αντιστοιχες κλάσεις. Απο αυτές τις µικρότερες αναπαραστάσεις εικόνων που έχουν
κωδικοποιηθεί επιλέγονται αυτές που παρέχουν τις περισσότερες πληροφορίες και χρησιµο-
ποιούνται ως συνάρτηση του support set µέσω online optimization. Αυτή η τεχνική ϐασίζεται
στην ανάπτυξη unsupervised µεθόδων εκπαίδευσης των δικτύων µε χρήση εικόνων που τους
εφαρµόζεται µια επικάλυψη. Αυτή η µοντελοποίηση έχει ως σκοπό να προσφέρει µια λύση
στο πρόβληµα µη καλώς ορισµένων ετικετών µαθαίνοντας πιο γενικές στατιστικές δοµές των
δεδοµένων αποφεύγοντας παράλληλα την Ϲηµιογόνα ταύτιση χαρακτηριστικών που οδηγεί
σε supervision collapse[89].
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Τα περισσότερα σύνολα δεδοµένων που αφορούν την ταξινόµηση εικόνων δίνουν ετικέτες
στις εικόνες µε ϐάση το κύριο χαρακτηριστικό τους, έτσι όταν το µοντέλο εκπαιδεύεται µε
µεθόδους gradient descent πάνω σε τέτοια δεδοµένα µαθαίνει να επικεντρώνεται στην κύρια
πληροφορία, που απεικονίζεται σε αυτά και αγνοεί πληροφορίες, οι οποίες ϕαίνονται α-
σήµαντες στην ταξινόµηση. Κάτι τέτοιο µπορεί να µην αποτελεί µεγάλο πρόβληµα σε σύνολα
δεδοµένων, τα οποία έχουν πολλά δείγµατα, αλλά στις περιπτώσεις που εφαρµόζονται µέθο-
δοι όπως το few shot learning, όπου η εκπαίδευση ϐασίζεται σε λίγα δεδοµένα και το σύνολο
των κλάσεων στα δεδοµένα εκπαίδευσης διαφέρει από τα δεδοµένα πρόβλεψης αυτή η πα-
ϱάλειψη δεδοµένων, τα οποία δεν ϑεωρούνται σηµαντικά µπορεί να οδηγήσει σε δίκτυα, τα
οποία δεν γενικεύουν ικανοποιητικά. Επίσης ένα άλλο σύνηθες πρόβληµα που προκύπτει
σε µεθόδους όπως το few shot learning είναι οτι το µοντέλο δίνει µεγάλη σηµασία σε χαρα-
κτηριστικά και πρότυπα που προέκυψαν κατα την διάρκεια της εκπαίδευσης, τα οποία δεν
συναντώνται στα δεδοµένα πάνω στα οποία ϑέλουµε να πραγµατοποιηθούν οι προβλέψεις,
αυτό µπορεί να οδηγήσει σε χαµηλά αποτελέσµατα κατα την διάρκεια της πρόβλεψης και
ονοµάζεται supervision collapse.

Για την αντιµετώπιση αυτου του προβλήµατος εχουν αναπτυχθεί κάποιες τεχνικές. Οι
περισσότερες από αυτές τις µεθόδους ϐασίζονται σε µεθόδους που συνδυαζουν σηµασιολο-
γικά τα δεδοµένα των support, query ή µπορεί να εξάγουν χάρτες χαρακτηριστικών που
απεικονίζουν την σηµασιολογική σύνδεση µεταξύ των δεδοµένων δίνοντας µεγαλύτερες τι-
µές σε περιοχές, όπου υπάρχει µεγαλύτερη συσχέτιση των χαρακτηριστικών. ΄Αλλες µέθοδοι
προτείνουν τεχνικές cross-attention µεταξύ των support και query χαρακτηριστικών που
επικεντρώνεται στις περιοχές που είναι σηµαντικές για ταξινόµηση. Τέτοιες µέθοδοι αν και
δίνουν καλά αποτελέσµατα επικεντρώνονται στις περιοχές, οι οποίες είναι σηµαντικές για την
ταξινόµηση στην αντίστοιχη κλάση, αρα οι πληροφορίες που παρέχουν σχετίζεται µόνο µε
την συγκεκριµένη κλάση και δεν παρέχουν πληροφορίες σχετικά µε κοινά χαρακτηριστικά
που µπορεί να συναντώνται µεταξύ δυο δειγµατων που ανήκουν σε διαφορετικές κλάσεις.

Μια µέθοδος λοιπόν που µπορεί να παρεχει χαρακτηριστικά, που περιέχουν περισσότε-
ϱες σηµασιολογικές πληροφορίες για τα δεδοµένα και να ϐρίσκει τις οµοιότητες αυτών µε
δεδοµένα, που ανήκουν στην ίδια κλάση, αλλά και σε διαφορετικές µπορεί να ϕανεί πολύ
χρήσιµη στην ανάπτυξη γενικότερων µοντέλων, που ϑα επιλύουν το πρόβληµα του few shot
learning.

Με αφορµή τις παραπάνω παρατηρήσεις προτάθηκε µια µέθοδος, που χωρίζει την εικόνα
σε µικρότερα τµήµατα, τα οποία ονοµάζονται patches και αποτελούν τοπικές περιοχές η ο-
ποίες έχουν µεγαλύτερη πιθανότητα να περιέχουν ένα χρήσιµο χαρακτηριστικό. Τα µοντέλα
που επιλέγονται να εκπαιδευτούν πάνω σε αυτά τα δεδοµένα είναι vision transformers και
η τεχνική εκπαίδευσης που επιλέγεται είναι το self-supervised learning, λόγω της έλλειψης
καλώς ορισµένων ετικετών. Επίσης χρησιµοποιείται επικάλυψη σε περιοχές των εικόνων, µε
σκοπό την εκπαίδευση πιο γενικών µοντέλων. Η ταξινόµηση ϐασίζεται στην εύρεση οµοιο-
τήτων µεταξυ των patches, που ορίσαµε για τα support δεδοµένα. Για την εύρεση αυτών
των νοηµατικών οµοιοτήτων µεταξύ των patches δηµιουργείται ενας χαρτης, που αποτελείται
απο τις prior πιθανότητες. Ο τρόπος µε τον οποίο δηµιουργείται αυτός ο χάρτης που δείχνει
την οµοιότητα των τοπικών περιοχών των support δεδοµένων είναι µε την χρήση παραµέτρων
που δηλώνουν την συνεισφορα του κάθε token στην σωστή ταξινόµηση των δειγµάτων των
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υπολοίπων support δεδοµένων, κατι το οποίο ενισχύει τις τιµές που αντιπροσωπευουν ισχυ-
ϱές οµοιότητες µεταξύ των κλάσεων και αποδυναµώνει τις περιοχές που µπορεί να υπάρχουν
οµοιότητες µεταξύ δεδοµένων διαφορετικών κλάσεων. Στην συνέχεια αυτή η παράµετροι ση-
µαντικότητας που εξάγονται χρησιµοποιούνται ως ϐάση για την εξαγωγή για την ταξινόµηση
των query δεδοµένων. Σε αντίθεση µε προηγούµενες µεθόδους στον συγκεκριµένο τρόπο
εκπαίδευσης τα query δεδοµένα δεν συµµετέχουν καθόλου στην διαδικασία εκπαίδευσης
του µοντέλου και χρησιµοποιούνται αποκλειστικά στο ϐήµα του validation.

Για τον ορισµό του προβλήµατος του few shot learning ϑα χρησιµοποιήσουµε τους συµ-
ϐολισµούς, που είχαµε χρησιµοποιήσει και στις προηγούµενες µεθόδους που εξηγήσαµε.
Για τα συνολά δεδοµένα ορίζουµε τα Dtrain, Dtest , τα οποία δεν έχουν κοινές κλάσεις. Ενώ
για το episodic training ορίζουµε τα support sets ως Xs = {(xs

nk , ys
nk) |n = 1, . . . , N ; k =

1, . . . , K; ys
nk ∈ Ctrain} µε xnk

s να είναι το k − th δείγµα της κλάσης n µε ετικέτα ys
nk και τα

query δεδοµένα γράφονται Xq = {(xn
q , yn

q ) |n = 1, . . . , N , όπου xn
q είναι ενα query δείγµα της

κλάσης n µε ετικέτα yn
q .

Απο το σχεδιάγραµµα 4.22 ϕαίνεται ότι η εικόνα πριν τροφοδοτηθεί στον transformer
περνάει από ένα ϕίλτρο pixmix, το οποίο εφαρµόζει τυχαία τον µετασχηµατισµό pixmix, που
αναλύθηκε στο 4.2.2. Στην συνέχεια η εικόνα χωρίζεται σε patches, τα οποία εισάγονται στο
σύστηµα του transformer. Πιο συγκεκριµένα τα patches χωρίζονται σε αυτά του support
set, τα οποία συµβολίζονται µε ps και αυτά του query set που συµβολίζονται µε pq, τα
οποία εισάγονται στον transformer. Η έξοδος του transformer επιστρέφει τα embeddings
των περιοχών των εικόνων, που εισήχθησαν και συµβολίζονται ως zs, zq για τα support, query
αντίστοιχα. Για την ταξινόµηση των δεδοµένων χρησιµοποιείται ο χάρτης που περιέχει τους
prior υπολογισµούς και εκφράζει την νοηµατική οµοιότητα των περιοχών των εικόνων που
έχουν κωδικοποιηθεί στα query δεδοµένα για τα οποία πραγµατοποιείται η εκτίµηση, αλλά
και για ολα τα support δείγµατα. Αυτός ο χάρτης οµοιότητας των prior αναπαριστά τις
συνδέσεις µεταξύ των δειγµάτων χωρίς να λαµβάνει υπόψη τις κλάσεις πράγµα, το οποίο
µπορεί να επηρεάζει αρνητικά την ταξινόµηση. Για αυτόν το λόγο χρησιµοποιείται και ένας
χάρτης, ο οποίος περιέχει τιµές που δείχνουν την συνεισφορά κάθε embedding στην σωστή
ταξινόµηση.

4.5.1 Vision Transformers

Με την ανάπτυξη των transforms και την επιτυχία τους στην επίλυση προβληµάτων επε-
ξεργασίας ϕωνής και ϕυσικής γλώσσας αρχισε να ερευνάτε η εφαρµογή τους και σε άλλους
τοµείς, όπως αυτος της επεξεργασίας εικόνας. Αντίστοιχα µε τους transformers που δέχονται
ως είσοδο µια ακολουθία από λέξεις, ετσι και στους ViT οι εικόνες χωρίζονται σε µικρότερα
τµήµατα(patches) και τοποθετουνται σειριακά, µε σκοπό να δηµιουργήσουν ένα διάνυσµα
απο τα patches, το οποίο στην συνέχεια τροφοδοτείται στον Transformer. Ο transformer
αποτελείται από µια σειρά από self-attention layers, τα οποία έχουν ως σκοπό να µάθουν
συσχετίσεις µεταξύ µη γειτονικών patches. Οι έξοδοι των ViT αποτελούνται από διανύσµατα
embeddings για κάθε patch. Με την χρήση του µοντέλου των ViT µπορούν να διερευνηθούν
συσχετίσεις των χαρακτηριστικών των εικόνων, οι οποίες δεν εξαρτώνται από την ϑέση τους
πάνω στην εικόνα. Το ϐασικό µειονέκτηµα των ViT είναι ότι έχουν πολλές παραµέτρους κατι
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το οποίο κάνει την εκπαίδευση πιο χρονοβόρα.

4.5.2 Masked Image Modeling

Στο Fewture σύστηµα χρησιµοποιήθηκε η τεχνική του Masked Image Modeling, η οποία
δηµιουργεί tokens µε νοηµατικές πληροφορίες, τα οποία στην συνέχεια χρησιµοποιούνται
για την πρόβλεψη ενός patch µιας εικόνας, το οποίο έχει περάσει από κάποιο masking. Αυτή
η ιδέα προήλθε απο το Masked Language Model, όπου στην αρχή κρύβει ένα τυχαίο κοµµατι
απο την ακολουθία των tokens, το οποίο στην συνέχεια καλείται να ανακατασκευάσει απο
τα υπόλοιπα tokens. Για την εκπαίδευση πραγµατοποιήθηκε χρήση του Masked Image
Modelling[90, 7, 91, 92, 93, 94, 95] καθώς τεχνικές αυτό-εκπαιδευσης έχουν δείξει, ότι
µπορούν να µάθουν πιο γενικεύσιµα χαρακτηριστικά ακόµα και σε µικρότερου µεγέθους
συνόλων δεδοµένων[6].

Πιο συγκεκριµένα κάθε ακολουθία από tokens µιας εικόνας συµβολίζεται ως x = xi
N
i=1

από αυτήν την ακολουθία tokens επιλέγεται τυχαία ένα δείγµα m ∈ 0, 1N στο οποίο εφαρ-
µόζεται µια σειρά από augmentations, µε σκοπό την δηµιουργία corrupted αναπαραστάσεων
αυτού του δείγµατος που µπορεί να συµβολιστεί ως x̂ , {x̂i | (1 −mi)xi +mie[MASK]}Ni=1. Σκο-
πός του µοντέλου εκπαίδευσης είναι να ανακτήσει τα masked tokens απο την εικόνα που
της έχουν εφαρµοστεί µετασχηµατισµοί, που έχουν ως σκοπό να την αλλοιώσουν.

4.5.3 Self-Distillation

Αυτή η µέθοδος ακολουθεί µια λογική εκπαίδευσης µαθητη-δασκαλου, όπου το µοντέλο
teacher αποτελεί έναν transformer που έχει περισσότερες παραµέτρους απο το µοντέλο stu-
dents και σκοπός είναι το µοντέλο students να αντλήσει πληροφορίες οχι µονο απο το cross
entropy loss στις ground truth ετικέτες αλλά και απο τις προβλέψεις του µοντέλου teacher
στα δεδοµένα. Ο τρόπος που πραγµατοποιείται αυτό είναι εφαρµόζοντας δύο διαφορετικές
τεχνικές augmentation στα δεδοµένα που παραγουν δυο διαφορετικές αναπαραστάσεις για
την εικόνα, οι οποίες συµβολίζονται µε ut , us και στην συνέχεια τροφοδοτούνται στα µοντέλα
teacher,student αντίστοιχα, τα οποία παράγουν τις αντίστοιχες προβλέψεις ut = Pθ′ (u) και
us = Pθ(u). Αυτές οι προβλέψεις χρησιµοποιούνται για την εκπαίδευσή του student µοντέλου
ελαχιστοποιώντας το cross entropy loss στις κατανοµές που υπολογίστηκαν

L = −Pθ′ (u)T log Pθ(u) (4.32)

4.5.4 iBOT[7]

Για την εκπαίδευση του ViT χρειάζεται να χρησιµοποιηθούν visual tokenizers για την
συγκεκριµένη εκπαίδευση χρησιµοποιήθηκε το iBOT [7], το οποίο εφαρµόζει το MIM που
αναλύθηκε στο 4.5.2 ως µια τεχνική απόσπασης πληροφοριών. Ο συγκεκριµένος tokenizer
πετυχαινει να αποσπάσει νοηµατικές πληροφορίες υψηλού επιπέδου εφαρµόζοντας τους
χάρτες οµοιότητας µεταξύ των εικόνων για τα token των κλάσεων. Επιπλέον ο συγκεκριµένος
tokenizer δεν χρειάζεται κάποια επιπλέον ϐήµατα pre-training καθώς ϐελτιστοποιείται µαζί
µε το MIM.
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4.5.4 iBOT[7]

Οι µέθοδοι που αναπτύχυθηκαν στο iBOT εµπνεύονται απο τις τεχνικές εκπαίδευσης
που αναπτύχθηκαν στο DINO[96] που προτείνει το Self-Distillation το οποίο υπολογίζει το
loss µε χρήση της εξίσωσης 4.32 και το BEiT που έχει ως σκοπό να ελαχιστοποιήσει την
εξίσωση4.33. Το iBOT χρησιµοποιεί το self-distillation loss για την δηµιουργία token και
πραγµατοποιεί το MIM µέσω αυτού.

−

N∑
i=1

mi · Pφ(xi)T log Pθ(x̂i) (4.33)

Για την εκπαίδευση του µοντέλου, όπως αναφέρθηκε και προηγουµένως πραγµατοποιο-
ύνται δύο τυχαία διαφορετικά augmentations, τα οποία παράγουν δύο διαφορετικές ανα-
παραστάσεις αυτής της εικόνας και συµβολίζονται µε u, v. Στην συνέχεια αυτές οι εικόνες
χωρίζονται σε patches και τους εφαρµόζεται blockwise masking. ΄Επειτα οι unmasked εκ-
δοχές των εικόνων εισάγονται στο δίκτυο teacher, ενώ οι masked εκδοχές στο student που
περιέχουν τα patches, τα οποία είναι προς ανακατασκευή. Οι αναπαραστάσεις των δεδο-
µένων γράφονται ως ut = Pθ′ (u) και us = Pθ(u). Χρησιµοποιώντας αυτές τις κατανοµές
µπορεί να οριστεί το loss του MIM, το οποίο χρησιµοποιείται για την εκπαίδευση και δίνεται
από τον τύπο

LMIM = −

N∑
i=1

mi · Pθ(ui)T log Pθ(ûi) (4.34)

Το µοντέλο που χρησιµοποιείται για την εκπαίδευση έχει ως backbone τον vision trans-
former και χρησιµοποιείται επίσης ένα projection head, έτσι το µοντέλο network δηµιουργεί
κατανοµές για κάθε patch, το οποίο περνάει από mask. ΄Οπως αναφέρθηκε και προηγου-
µένως ο tokenizer, που χρησιµοποιείται στο iBOT είναι επίσης εκπαιδεύσιµος στο MIM χωρις
την ανάγκη να εφαρµοστεί κάποιο pre-train σε αυτή. Το iBOT έχει ως σκοπό να ελαχιστο-
ποιήσει δυο losses, το πρώτο είναι το L[cls], το οποίο αφορά το σφάλµα µεταξύ των δύο
διαφορετικών αναπαραστάσεων των των student,teacher transformers.

L[CLS] = −Pθ′ (v)T log P[CLS]
θ (u) (4.35)
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Αλγοριθµος 4.6: iBOT[7] αλγόριθµος

Είσοδος:
gs, gt ▷ Μοντέλα µαθητή και δασκάλου
C, C0 ▷ Κέντρο cross view tokens για δάσκαλο και µαθητή
τs, τt ▷ Θερµοκρασία για normalization στα cross view tokens για δάσκαλο και µαθητή
τ
′

s, τ
′

t ▷ Θερµοκρασία για normalization στα patches για δάσκαλο και µαθητή
l ▷ Παράµετρος ανανέωσης παραµέτρων για το δίκτυο
m, m

′

▷ Παράµετρος ανανέωσης παραµέτρων για τα tokens και patches
gt .params = gs.params
for x in loader do

u, v = augment(x), augment(x) ▷ Παραγώγη ξεχωριστών αναπαραστάσεων για την
ιδια εικόνα

û, mu = blockwise mask(u) ▷ Τυχαια κάλυψη κάποιων tokens
v̂, mv = blockwise mask(v) ▷ Τυχαια κάλυψη κάποιων tokens
û [CLS]

s , us
πατςη = gs(û, return all tok=true) ▷ [n, K], [n, S2, K]

v̂s
[CLS], v̂s

patch = gs(v̂, return all tok=true) ▷ [n, K], [n, S2, K]

û [CLS]
t , û [patch]

t = gt(û, return all tok=true) ▷ [n, K], [n, S2, K]
v̂t

[CLS], v̂t
[patch] = gt(v̂, return all tok=true) ▷ [n, K], [n, S2, K]

L[CLS] =
H(ûs

[CLS],v̂
t
[CLS],C,τs,τt )
2 +

H(v̂s
[CLS],û

t
[CLS],C,τs,τt )
2

LMIM =
(mu ·H(û[patch]

s ,û[patch]
t ,C

′
,τ
′

s,τ
′

t )).sum(dim=1)
mu .sum(dim=1) /2 +

(mv ·H(v̂s
[patch],v̂

t
[patch],C

′
,τ
′

s,τ
′

t )).sum(dim=1)
mv.sum(dim=1) /2

(L[CLS].mean() + LMIM .mean()).backward()
update(gs) ▷ ανανέωση δασκάλου και µαθητή
gt .params = l · gt .params + (1 − l) · gs.params
C = m · C + (1 −m) · cat([u [CLS]

t , v[CLS]
t ]).mean(dim=0)

C = m
′

· C
′

+ (1 −m
′

) · cat([upatch
t , vpatch

t ]).mean(dim=0,1)
end for
procedure (H(s, t, c, τs, τt))
t = t.detach();
s = softmax(s/τs, dim = 1);
t = softmax((t − c)/τt , dim = 1);
return −(t · log(s).sum(dim = -1);

4.5.5 Pre-Train

Εµπνευσµένοι από το [7] και απο το [3] για την εκπαίδευση του transformer πάνω στα
train δεδοµένα η εκπαίδευση αντι να ξεκινήσει από την αρχή χρησιµοποιείται ένα δίκτυο,
το οποίο είχε προεκπαιδευτεί στο mini-imagenet και αποτελεί ενα υποσύνολο του Ima-
geNet[97] µε 100 κλάσεις, που αφορούν γενικότερες κατηγορίες αντικειµένων. Αφου το
δίκτυο εκπαίδευτει σε αυτά τα δεδοµένα στην συνέχεια ϕορτώνονται οι παράµετροι του και
πραγµατοποιείται fine-tuning πάνω στα train δεδοµένα του few shot learning.

4.5.6 Ταξινόµηση µε επαναυπολογισµό των παραµέτρων της οµοιτότητας

των tokens

Οι εικόνες πριν την εισαγωγή τους στους transformers χωρίζονται σε patches, ο αριθµός
των οποίων µπορεί να εκφραστεί απο την σχέση M = HxW

P2 και συµβολίζεται ως p = piM
i=1. Στην
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4.5.6 Ταξινόµηση µε επαναυπολογισµό των παραµέτρων της οµοιτότητας των tokens

συνέχεια ολα αυτά τα patches τοποθετούνται ακολουθιακά σε ενα διάνυσµα µιας διάστασης
και στην συνέχεια τα support αλλα και τα query αυτά διανύσµατα εισάγονται στο transformer
δίκτυο, όπου σαν έξοδο επιστρέφονται τα embeddings, τα οποία συµβολίζονται µε Zs, zq,
οπου καθε ενα απο αυτά τα embeddings αποτελείται απο tokens, τα οποία επλέγούµε να τα
συµβολίσουµε ως εξής Zs = {zs

nk |n = 1, . . . , N ; k = 1, . . . , K}. Καθέ ενα απο αυτά τα token
µπορεί να εκφραστεί ως zs

nk = {z
s
nkl | l = 1, . . . , L; zs

nkl ∈ R
D} και τα query tokens εκφράζονται

ως zq = {zlq | l = 1, . . . , L; zlq ∈ R
D}. Στις παραπάνω εξισώσεις το n αναπαριστά των αριθµό

των κλάσεων, το k αναπαριστά τον αριθµό των δειγµάτων και το l εκφράζει των αριθµό των
patches.

Σχήµα 4.22: FewTURE important generation

Αφου εξαχθούν τα embeddings για όλα τα support δεδοµένα αλλά και για κάθε query
δηµιουργείται µια νοηµατική σύνδεση υπολογίζοντας την οµοιότητα κάθε patch των sup-
port δεδοµένων µε κάθε patch των query δεδοµένων. Με αυτόν τον τρόπο δηµιουργείται
ενας πίνακας που παρουσιάζει την οµοιότητα µεταξύ των δειγµάτων που συµβολίζεται ως
S ∈ RN ·K ·LxL , όπου κάθε στοιχείο S υπολογίζεται απο µια συνάρτηση οµοιότητας και συ-
νήθως χρησιµοποιείται το cosine similarity. ΄Οπως αναλύθηκε και προηγουµένως η εύρεση
οµοιοτήτων σε tokens µπορεί να οδηγήσει σε λάθος συµπεράσµατα καθώς µπορεί να ϐρεθούν
κοινά στοιχεία σε δείγµατα, τα οποία ανήκουν σε διαφορετικές κλάσεις. Για αυτόν τον λόγο
εκτός απο τα similarity maps υιοθετείται και ενας πίνακας, ο οποίος είναι task specific και
έχει τιµές που εκφράζουν την σηµαντικότητα που έχουν τα tokens στην σωστή ταξινόµηση
των δειγµάτων. Αυτός ο πίνκας συµβολίζεται ως u ∈ RN ·K ·Lx1 και ανανεώνεται µε µεθόδους
optimization, που ϐασίζονται στην ταξινόµηση των support δειγµάτων. Στην συνέχεια αυτός
ο πίνακας προστίθεται στον χάρτη οµοιότητων S µε την µέθοδο broadcasting ως προς στήλη
S̃ = S + [u · 11xL], όπου κάθε αντικείµενο συµβολίζεται ως s

ls,lq
nk . Για την ταξινόµηση των

δειγµάτων εφαρµόζεται µια κανονικοποιήση των στοιχείων του πίνακα S και στην συνέχεια
εφαρµόζεται λογαριθµικό άθροισµα στα tokens, που ανήκουν στην ίδια κλάση των support
συνόλων. Αφού εφαρµοστεί αυτό το άθροισµα και προκύψουν N τιµές, που εκφράζουν τον
αριθµό τον κλάσεων εφαρµόζεται µια softmax συνάρτηση και το query δείγµα κατατάσεται
στην κλάση, που έχει την υψηλότερη τιµή απο την έξοδο softmax. Ο υπολογισµός που
περιγράψαµε παραπάνω µπορεί να εκφραστεί απο την εξίσωση

ŷq = softmax


log

K∑
k=1

L∑
lq=1

L∑
ls=1

exp

snk
ls,lq

τS




N

n=1

 (4.36)

∆ιπλωµατική Εργασία 81



Κεφάλαιο 4. Ανάλυση και σχεδίαση

4.5.7 Υπολογισµός τιµών πίνακα σηµαντικότητα

Για τον υπολογισµό των τιµών της σηµαντικότητας των tokens χρησιµοποιούνται όλα τα
δείγµατα του support συνόλου του task. Η συγκεκριµένη µέθοδος έχει ως σκοπό να τα-
ξινοµήσει τα support δείγµατα αντι για τα query δειγµατα. Για την εκπαίδευση αυτής της
µεθόδου χρησιµοποιείται ο πίνακας µε τα support tokens Zs, που ορίσαµε στα προηγούµενα
ϐήµατα και επίσης χρησιµοποιείται και ενα πίνακας Zsq που αποτελείτε ακριβώς απο τα ίδια
tokens µε τον Zq, αλλά για τον οποίο δεν γνωρίζουµε τις ετικέτες. Στην συνέχεια µε την ιδια
µέθοδο που εφαρµόστηκε προηγουµένως πραγµατοποιούµε και εδω pair wise similarity µε-
ταξύ των Zs, Zsq και προκύπτει ο πίνακας SS ∈ R

N ·K ·LxN ·K ·L . Ο πίνακας µε την σηµαντικότητα
των tokens αρχικοποιείται ως u0 = 0 ∈ RN ·K ·Lx1 και στην συνέχεια προστίθεται ως προς στήλη
στον S και προκύπτει ο S̃ = S + [u · 11xL]. Σκοπός αυτής της µεθόδου είναι η εύρεση των
tokens, που συνεισφέρουν ϑεττικά στην σωστή ταξινόµηση και στην εύρεση των tokens, που
συνεισφέρουν αρνητικά στην ταξινόµηση. Βεβαια σε αυτήν την περίπτωση τα support δεδο-
µένα και τα pseudo query δεδοµένα είναι τα ίδια οπότε εαν απλά εφαρµοστεί το similarity
ως προς τα patches τότε αυτά που είναι ίδια ϑα έχουν πολύ υψηλό similarity και ϑα ταξινο-
µούνται σωστά µόνα τους, για αυτό τον λόγο εφαρµοζεται ενα διαγώνιο masking µε blocks
διαστάσεων LxL στα δεδοµένα, που προκύπτουν απο τον χάρτη των οµοιότητων µε σκοπό η
ταξινόµηση να ϐασίζεται σε πληρόφορίες που προκύπτουν απο τις υπόλοιπες εικόνες. Στην
συνέχεια εφαρµόζεται µια κανονικοποίηση στις τιµές, που προκύπτουν από τον χάρτη και
εφαρµόζεται ένα λογαριθµικό άθροισµα για όλα τα δεδοµένα που ανήκουν στις ίδιες κλάσεις
και στην συνέχεια εφαρµόζεται µια συνάρτηση softmax, όπου η µεγαλύτερη από αυτές τις
τιµές είναι και η κλάση που επιλέγεται στην ταξινόµηση. Στην συνέχεια κατα την διαδικασία
της εκπαίδευσης υπολογιζεται το cross entropy loss, όπου και η ελαχιστοποιηση αυτού του
σφάλµατος αποτελεί τον στόχο της εκπαίδευσης. Την ελαχιστοποίηση αυτού του σφάλµατος
για όλα τα δείγµατα µπορούµε να την εκφράσουµε ως εξής

arg min
u

N∑
n=1

K∑
k=1

LCE(ynk
s , ŷnk

s (u)) (4.37)

Με την χρήση της πρόσθεσης ανα στηλη στον πίνακα σηµαντικότητας των tokens οι τιµές
σηµαντικότητας των παραµέτρων διαµοιράζονται σε όλα pseudo query tokens και ετσι το
µοντέλο ενθαρρύνεται να εκπαιδευτεί στα δεδοµένα χρησιµοποιώντας όλες τις διαθέσιµές
πληροφορίες. Με αυτον τον τρόπο ενισχύονται οι σχέσεις, που απεικονίζουν τις οµοιότητες
των δειγµατων µεταξύ δεδοµένων της ίδιας κλάσης, ενώ οι οµοιότητες που εµφανίζονται σε
δεδοµένα διαφορετικών κλάσεων αποθαρρύνονται.

Η συγκεκριµένη µέθοδος χρησιµοποιεί καινούρια στοιχεία, τα οποία δεν έχουν εφαρ-
µοστεί σε µεγάλο ϐαθµό στην επίλυση προβληµάτων few shot learning, όπως η εφαρµογή
του self supervised learning, που ϕαινεται [6] να αποδίδει αρκετά καλύτερα σε σύγκριση µε
supervised τεχνικές σε σύνολα δεδοµένων, όπως το (mini-imagenet, fc-100, cifar, tieredim-
agenet). Επίσης αντι για τις τεχνικές που χρησιµοποιούσαν ως backbone CNN µοντέλα και
εξήγαγαν χαρακτηριστικά πάνω στα οποία ϐασίζονταν για την ταξινόµηση των δεδοµένων ή
σε τεχνικές optimization, που αναλύθηκαν στο (4.3.3,4.3.3) στην συγκεκριµένη περίπτωση
χρησιµοποιήθηκαν transformers, οι οποίοι συχνα αποφεύγονται λόγω του µεγάλου όγκου
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Σχήµα 4.23: FewTURE important generation

δεδοµένων που χρειάζονται στην εκπαίδευση.

∆ιπλωµατική Εργασία 83





Κεφάλαιο 5

Υλοποίηση

Στο συγκεκριµένο κεφάλαιο περιγράφονται πιο συγκεκριµένα οι τρόποι υλοποίησης των
αλγορίθµων καθώς και πληροφορίες σχετικά µε τις υπερπαραµέτρους.

5.1 Βασικές Μέθοδοι Αναπτυξής των Αλγορίθµών και επεξερ-

γασίας των ∆εδοµένων

Στην ενότητα αυτή παρουσιάζονται οι ϐασικοί µέθοδοι στους αλγόριθµους που χρησιµο-
ποιήθηκαν, οι υπερπαράµετροι που επιλέχθησαν αλλά και τα πειράµατα που πραγµατοποι-
ήθηκαν.

5.1.1 Ανάλυση και Προεπεξεργασια ∆εδοµένων

Τα σύνολα δεδοµένων που επιλέχθηκαν είναι το Pap Smear το οποίο αποτελείται απο
7 κλάσεις που περιέχουν εικόνες που έχουν ληφθεί απο µικροσκόπιο και απεικονίζουν
κυτταρα τα οποία έχουν δειγµατοληπτειθεί απο test Pap που είχαν πραγµατοποιηθεί στο
Herlev University Hospital. Παρατηρούµε οτι οι κλάσεις αυτου του συνόλου δεδοµένων
είναι ανισοκατανεµηµένες. Απο ολές τις κλάσεις επιλέγονται ως train δεδοµένα, οι κλάσεις
που έχουν τα περισσότερα δείγµατα, ενω για test δεδοµένα novel Dataset επιλέγοναι οι
κλάσεις που έχουν τον µικρότερο αριθµό δειγµατών. Για τα σύνολα δεδοµένων BreakHis,
ISIC2018 ακολουθηθηκέ παρόµοια διαδικασία.

Τα δείγµατα του Pap Smear περιέχουν εικόνες διαφορετικών διαστάσεων έτσι για την
εύκολη εισαγώγη τους στα µοντέλα εκπαίδευσης (όπως CNN, Transformers, κ.λ) πραγµατο-
ποιείται µια ϱύθµιση του µεγέθους τους σε διαστάσεις 84x84. Επίσης παρατηρήθηκε οτι για
τα δείγµατα του Pap Smear και του Isic2018 η κύρια πληροφορία για την εξαγωγή συµπε-
ϱασµάτων στην εικόνα ϐρίσκεται στο κέντρο αυτής. Ετσι πραγµατοποιείται ενα center crop
σε αυτά τα δεδοµένα για να επικεντρωθεί το σύστηµα στην εξαγωγή χαρακτηριστικών απο τα
σηµαντικότερα σηµεια της εικόνας. Για το BreakHis dataset είναι πολύ δύσκολη η εξαγωγή
συµπερασµατών σχετικά µε την σηµαντικότητα των πληροφοριών πάνω στην εικόνα για ενα
άτοµο το οποίο δεν διαθέτει εξειδικευµένες γνώσεις.

Για το σύνολο δεδοµένων BreakHis όλες οι εικόνες έχουν τις ίδιες διαστάσεις οι οποίες
είναι (700x460). Επειδή αυτές οι διαστάσεις είναι πολύ µεγάλες και δηµιουργούν προβλήµα-
τα µε την περιορισµένη διάθεση µνήµης ram πραγµατοποιείται resize. Στην συγκεκριµένη
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περίπτωση οι εικόνες µετατρέπονται σε (84x84) σε άλλες περιπτώσεις είδαµε ότι µπορούν
να µετατραπούν σε (224 x 224). Το ISIC2018 αποτελείται από εικόνες που έχουν όλες
διαστάσεις (600x450). Για τον ίδιο λόγο που µετατρέψαµε τις εικόνες του BreakHis σε
µικρότερες διαστάσεις µετατρέπουµε και τις εικόνες του ISIC2018 σε (84x84)

Dataset Classes Number of samples Domain(train or test) Dimensions Image Format
BreakHis adenosis 113 novel 700 x 460 png

tubular_adenoma 121 novel 700 x 460 png
phyllodes_tumor 142 novel 700 x 460 png

papillary_carcinoma 150 train 700 x 460 png
lobular_carcinoma 170 train 700 x 460 png

mucinous_carcinoma 222 train 700 x 460 png
fibroadenoma 260 train 700 x 460 png

ductal_carcinoma 903 train 700 x 460 png
ISIC2018 dermatofibroma 115 novel 600 x 450 jpg

vascular_lesion 142 novel 600 x 450 jpg
actinic_keratosis 327 novel 600 x 450 jpg

basal_cell_carcinoma 514 train 600 x 450 jpg
benign_keratosis 1099 train 600 x 450 jpg

melanoma 1113 train 600 x 450 jpg
melanocytic_nevus 6075 train 600 x 450 jpg

Pap-Smear normal_superficiel 74 novel — BMP
normal_intermediate 70 novel — BMP

normal_columnar 98 novel — BMP
severe_dysplastic 196 train — BMP

moderate_dysplastic 146 train — BMP
light_dysplastic 182 train — BMP

carcinoma_in_situ 110 train — BMP

Table 5.1: Information about datasets

5.1.2 Αλγόριθµοι υλοποιήσης MetaMed

Παρακάτω ϕαίνονται και τα διαγράµµατα που δείχνουν τις διαφορετικές διαστάσεις των
εικόνων του Pap-Smear για το ύψος και το πλάτος των εικόνων αντίστοιχα.

Σχήµα 5.1: Pap Smear width dimensions

86 ∆ιπλωµατική Εργασία



5.1.3 Τεχνικές υλοποιήσης Transfer Learning

Σχήµα 5.2: Pap Smear height dimensions

5.1.3 Τεχνικές υλοποιήσης Transfer Learning

Για την τεχνική του Transfer learning το CNN δίκτυο αρχικά εκπαιδεύτηκε στα train
δεδοµένα των datasets Pap-Smear, Isic2018, BreakHis. Το δίκτυο CNN αποτελείται από 4
layer το κάθε ένα από αυτά τα layers περιέχει το CNN block το οποίο ορίζεται να περιέχει
32 ϕιλτρα στην συνέχεια αυτά περνάνε από ένα max polling µε stride 2, έπειτα εφαρµόζεται
µια συνάρτηση Relu και τέλος κατα την διάρκεια της εκπαίδευσης εφαρµόζεται και Batch
Normalization.

Στα δεδοµένα εφαρµόστηκαν πολλές διαφορετικές τεχνικές προεπεξεργασίας πριν ει-
σαχθούν στο µοντέλο για εκπαίδευσης. Αρχικά τα δεδοµένα τροφοδοτήθηκαν στο σύστηµα
χωρίς να του εφαρµοστεί κάποιο augmentation η µόνη αλλαγή που πραγµατοποιήθηκε ήταν
η αλλαγή του µεγέθους τους σε διαστάσεις 84x84 και οι τιµές των εικόνων τροποποιήθηκαν
µε εφαρµογή ενος normalization, για να είναι µεταξύ του [0,1]. Στην συνέχεια πραγµατοποι-
ήθηκε το pre-training για 1000 εποχές. Πριν απο την διαδικασια της εκπαίδευσης τα train
δεδοµένα χωρίστηκαν σε train και validation, µετα την εκπαίδευση το µοντέλο δοκιµάστηκε
στα validation δεδοµένα όπου τα αποτελέσµατα ήταν κοντά στο 60%. Αυτό δείχνει ότι τα
δεδοµένα για το train είναι πολύ λίγα για την εκπαίδευση του δικτύου. Επίσης τα validation
δεδοµένα χρησιµοποιήθηκαν για την εφαρµογή µιας µεθόδου Early Stopping όπου ελέγχει
το loss των µοντέλων και επιλέγει να κρατήσει αυτο µε το χαµηλότερο loss για το evaluation.

Στην συνέχεια δοκιµαστηκαν διαφορετικές τεχνικές augmentation για τον εµπλουτισµό
του dataset πιο συγκεκριµένα εφαρµόστηκαν µέθοδοι Random Crop, Horizontal Flip, Ver-
tical Flip µετα την εφαρµογή των augmentations και την εκπαίδευση αυτου του δικτύου
δοκιµαστηκαν πάλι τα αποτελέσµατα στα validation δεδοµένα στα οποία παρατηρήθηκε α-
ύξηση 10%. Τέλος χρησιµοποιήθηκαν και οι συνθέτες τεχνικές επαύξησης που αναλύθηκαν
στα (4.2.2,4.2.2,4.2.2) και τα αποτελέσµατα έδειξαν ότι το µοντέλο πέτυχε καλύτερη απόδο-
ση µε την εφαρµογή και αρχικών augmentation στην εικόνα αλλά και των σύνθετων. Το
οποίο δείχνει ότι µε αυτη την δηµιουργία πιο σύνθετών εικόνων η εκπαίδευση µε την µέθοδο
του transfer learning µπορεί να παράξει µοντέλα µε µεγαλύτερη ικανότητα γενίκευσης.

Αφου καταλήξαµε στο οτι τα καλύτερα αποτελέσµατα τα παίρνουµε µε εφαρµογή απλών
augmentations και στην συνέχεια µε εφαρµογή των σύνθετων (µε πιθανότητα 50% και α =
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0.25) augmentations προχωρήσαµε στην υλοποίηση της µεθόδου του few shot learning,
όπου δηµιουργήθηκε µια κλάση data generator που χώριζε τα δεδοµένα ανα κλάση και στην
συνέχεια για κάθε σύνολο δεδοµένων support, query, test που ορίσαµε ανα κλάση δώσαµε
µοναδικές τιµές ανα task. Αυτή η διαδικασία πραγµατοποιήθηκε για 400 διαφορετικά task
τα οποία τα χρησιµοποιούµε για το fine tuning και το τελικό evaluation του µοντέλου. Στην
αρχή της εκπαίδευσης ϕορτώνουµε τις παραµέτρους που προέκυψαν απο το προηγούµενο
ϐήµα που αναλύθηκε και ξεκινάµε το fine tuning στα train δεδοµένα το οποίο το εκτελούµε
για 50 επαναλήψεις πριν απο το evaluation. Αξίζει να σηµειωθεί οτι σε αυτό το σηµείο δεν
προστέθηκε κάποιο από τα σύνθετα augmentations (cutout, cutmix, mixup) παρα µόνο
τα αρχικά augmentations. Αυτό που παρατηρήθηκε στην συγκεκριµένη διαδικασία ηταν
οτι πολλές ϕορές το µοντέλο οδηγούνταν σε overfitting κατα την διάρκεια της εκπαίδευσης,
για την αποφυγή αυτου προστέθηκε µια διαδικασία Early Stopping. ΄Οπου το µοντέλο
ελέγχει τα αποτελέσµατα του µέσω των query δεδοµένων τα οποία χρησιµοποιούνται ως
validation και αν το σφάλµα αυξάνεται πάνω σε αυτά για 10 συνεχόµενες επαναλήψεις τότε
η διαδικασία εκπαίδευσης σταµατά και το evalutation στα test δεδοµένα πραγµατοποιείται
για τις παραµέτρους που πέτυχαν το χαµηλότερο loss. Με εφαρµογή αυτής της µεθόδου
παρατηρούµε οτι τα αποτελέσµατα που επιτεύχθηκαν ηταν υψηλότερα σε σχέση µε την απλή
εφαρµογή του transfer learning και σε κάποιες περιπτώσεις πλησίασαν αποτελέσµατα πιο
σύνθετων µεθόδων όπως το meta-learning.

Dataset
Few-shot

task
Transfer-
learning

Modified
Transfer
Learning

2-way
Pap-Smear 3 shot 80.12 82.24

5 shot 84.88 86.47
10 shot 90.38 89.52

3-way
Pap-Smear 3-shot 71.50 74.50

5-shot 77.92 80.40
10-shot 83.58 82.95

Table 5.2: PapSmear Transfer Learning model accuracy

Παρατηρώντας τα αποτελέσµατα ϐλέπουµε ότι το µοντέλο που εκπαιδεύτηκε στις πιο
σύνθετες εικόνες του συνόλου δεδοµένων παράγει χαµηλότερο accuracy στις περιπτώσεις
που το fine-tuning πραγµατοποιείται σε µεγαλύτερο σύνολο δεδοµένων, όπως οι περιπτώσεις
του 10 shot σε σχέση µε το µοντέλο transfer learning που χρησιµοποιεί απλές εικόνες. Σε
αντίθεση το σύστηµα σύνθετων εικόνων δίνει καλύτερα αποτελέσµατα σε περιπτώσεις που τα
δείγµατα είναι λιγότερα όπως το 5-shot, 3-shot. Απο τα παραπάνω αποτελέσµατα µπορούµε
να καταλήξουµε στο συµπέρασµα ότι η µέθοδος των πιο σύνθετων augmentatins παράγει
µοντέλα που δίνουν πιο γενικεύσιµα αποτελέσµατα, αφου µπορούν να πετύχουν υψηλότερο
accuracy σε περιπτώσεις που εκπαιδεύονται σε λιγότερα δείγµατα. Παρόµοια αποτελέσµατα
παρατηρήθηκαν και για τα σύνολα δεδοµένων (ISIC2018, BreakHis).
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Dataset
Few-shot

task
Transfer-
learning

Modified
Transfer
Learning

2-way
ISIC 2018 3 shot 66.88 70.64

5 shot 73.88 74.70
10 shot 80.38 81.44

3-way
ISIC 2018 3-shot 55.67 56.44

5-shot 59.67 60.33
10-shot 65.92 66.50

Table 5.3: ISIC2018 Transfer Learning model accuracy

Κατα την εκπαίδευση του Transfer learning χρησιµοποιήθηκαν ξεχωριστα οι τεχνικές
των advanced augmentation και δοκιµάστηκαν διαφορετικές τιµές για την πιθανότητα ε-
ϕαρµογής τους. Τα καλύτερα αποτελέσµατα παρατηρήθηκαν οταν για τα augmentations
του cutmix, mixup επιλέχθηκε πιθανότητα 50%. Επίσης επειδή αυτά τα augmentations
αναµειγνύουν µε δεδοµένα διαφορετικών κλάσεων χρησιµοποιήθηκαν one hot labels για τις
κλάσεις και το loss που υπολογίστηκε ήταν το cross entropy loss. Επιπλέον δοκιµάστηκαν
διαφορετικές τεχνικές optimizations όπως ο Adam, SGD σε αυτές τις δοκιµές παρατηρήθηκε
οτι ο Adam optimizer παράγει καλύτερα αποτελέσµατα και το learning rate που χρησιµο-
ποιήθηκε ήταν 0.001.
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Dataset
Few-shot

task
Transfer-
learning

Modified
Transfer
Learning

2-way
BreakHis x40 3 shot 76.12 77.90

5 shot 79.00 81.10
10 shot 82.25 84.80

3-way
BreakHis x40 3-shot 63.17 64.00

5-shot 65.08 68.80
10-shot 69.50 72.90

2-way
BreakHis x100 3 shot 78.50 74.83

5 shot 78.62 78.50
10 shot 82.00 83.60

3-way
BreakHis x100 3-shot 62.42 63.50

5-shot 64.33 65.40
10-shot 66.50 68.95

2-way
BreakHis x200 3 shot 73.62 71.24

5 shot 78.00 77.47
10 shot 79.75 80.52

3-way
BreakHis x200 3-shot 62.50 61.34

5-shot 64.92 65.47
10-shot 70.08 71.85

2-way
BreakHis x400 3 shot 72.88 71.50

5 shot 74.62 76.40
10 shot 77.50 80.62

3-way
BreakHis x400 3-shot 56.75 57.50

5-shot 61.75 60.28
10-shot 63.50 64.76

Table 5.4: BreakHis Transfer Learning model accuracy
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5.1.4 Τεχνικές υλοποιήσης Meta Learning

Στην τεχνική εκπαίδευσης του meta learning ακολουθήσαµε παρόµοια διαδικασία για
το fine tuning µε αυτη που περιγράφηκε παραπάνω για την µέθοδο transfer learning. Η
κύρια διαφορά αυτών των δύο ήταν στην διαδικασία του pre-training του µοντέλου όπου εκεί
εφαρµόστηκαν µέθοδοι που ϐασίζονται σε optimization του µοντέλου για προσαρµογή σε νέα
δεδοµένα τα οποία δεν έχει ξαναδεί. Ο αλγόριθµος που χρησιµοποιήθηκε για να πετυχουµε
ενα γενικεύσιµο και εύκολα προσαρµόσιµο µοντέλο ηταν ο Reptile. Για την εφαρµογή αυτού
του αλγορίθµου έπρεπε να χωρίσουµε τα train δεδοµένα σε tasks επίσης έπρεπε να ορίσουµε
τον αριθµό των εσωτερικών επαναλήψεων που ϑα πραγµατοποιούνταν στο δίκτυο. Τέλος ήταν
αναγκαίο να ϐρεθεί η κατάλληλη τεχνική επαυξησης δεδοµένων για κάθε dataset.

Αρχικά για τον αριθµό των task δοκιµάστηκαν µεγάλες τιµές, όπως το 40 οι οποίες
δεν πρόσφεραν τόσο καλά αποτελέσµατα για µικρά dataset. Αυτό συµβαίνει διότι για την
δηµιουργία πολλών task πολλά δεδοµένα ϑα χρειαστει να επαναληφθούν σε ενα επεισοδιο
εκπαιδευσης. Με αυτόν τον τρόπο κατα την ανανέωση των γενικών παραµέτρων στο ϐήµα
του meta update, τα δεδοµένα τα οποία ϑα επαναλαµβάνονται ϑα επηρεάζουν σε µεγαλύτερο
ϐαθµό τις γενικές παραµέτρους σε σχέση µε άλλα, έτσι είναι δυνατόν να δηµιουργηθεί ενα
bias προς αυτά τα δεδοµένα.

Για τον αριθµό των εσωτερικών επαναλήψεων που ϑα εκτελεστούν µε την χρήση του
Adam optimizer δοκιµάστηκαν διαφορετικές τιµές. Αρχικά ϑέσαµε την τιµή 30. Κατα την
εκτελεση του αλγορίθµου Reptile παρατηρήθηκε οτι ειδικά για τις περιπτώσεις που είχαµε
µικρό αριθµό δειγµάτων για εκπαίδευση (5-shot,3-shot) το µοντέλο οδηγούνταν γρηγορά σε
overfitting και οι παράµετροι που επιστρέφονταν στο στάδιο του meta update δεν ϐοηθούσαν
στην δηµιουργία ενός µοντέλου το οποίο ϑα µπορούσε να προσαρµοστεί σε νεα δεδοµένα.
Μετα απο µείωση των επαναλήψεων σε χαµηλότερο αριθµό παρατηρήσαµε ότι το µοντέλο
ήταν πιο αποδοτικό για µικρότερο αριθµό εσωτερικών επαναλήψεων αλλά για µεγαλύτερο
αριθµό εκτέλεσης επεισοδίων.

Για τις τεχνικές augmentation δεν παρατηρήθηκε κάποια που να ξεχωρίζει από τις άλλες.
Συνήθως καλύτερα απέδιδαν οι τεχικές cutmix και mixup, αλλά σε µερικές περιπτώσεις το
cutout και το απλό augmentation πέτυχαν καλύτερα αποτελέσµατα.

Για την εκπαίδευση του µοντέλου χρειαζόµαστε παραµέτρους οι οποίες να µπορούν να
προσαρµοστούν γρήγορα σε καινούργια δεδοµένα. ΄Ετσι κατα το validation του µοντέλου αντι
να πραγµατοποιείται απλός έλεγχος του accuracy στην ταξινόµηση των δεδοµένων, πραγµα-
τοποιείται αρχικά ενα στάδιο fine tuning, όπου το µοντέλο προσαρµόζεται σε δεδοµένα που
ϑεωρούµε ως train και στην συνέχεια πραγµατοποιείται το evaluation.

Αξίζει σε αυτό το σηµείο να σηµειωθεί ότι για κάθε task αρχικοποιείται ενας διαφορετικός
Adam optimizer µε σκοπο να µην υπάρξει Leakage µεταξύ των δεδοµένων κατι που µπορεί
να οδηγήσει στην εξαγωγή λάθος συµπερασµάτων για το µοντέλο.

΄Ενα ακόµα σηµείο το οποίο αξίζει να αναφέρουµε είναι ότι κατα τον χωρισµό των δεδο-
µένων σε tasks και πριν την εισαγωγή τους στο µοντέλο για την εκπαίδευση ή ακόµα και
στο evaluation χωρίζονται σε minibatches, ο χωρισµός αυτός σε µικρά batches οδηγεί στην
εξαγωγή καλύτερων αποτελεσµάτων σε σχέση µε την εισαγωγή όλων των δεδοµένων µαζι σαν
ενα µεγάλο batch.
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Το µοντέλο εκπαιδεύτηκε για 30000 επαναλήψεις επεισοδίων. Κατα την διάρκεια της εκ-
παίδευσης µε τον αλγόριθµό Reptile παρατηρήθηκε οτι το µοντέλο στην αρχή της εκπαίδευ-
σης ξεκινάει από χαµηλότερα accuracies και µετα από συγκεκριµένο αριθµό επαναλήψεων
το accuracy αυξάνεται αλλά µετα απο την 10000 επανάληψη αρχίζει να µειώνεται µεχρι που
µετα απο καποιες επαναλήψεις γύρω στην 15000 αρχίζει και αυξάνεται ξανα.

Τέλος αξίζει να σηµειωθεί οτι για την εφαρµογή τέτοιων τεχνικών εκπαιδευσης που ειναι
optimization based και ϐασίζονται σε πολλαπλές επαναλήψεις εκπαίδευσης και συχνή α-
νανέωση των παραµέτρων του µοντέλου είναι σηµαντικό να επιλεγούν µοντέλα τα οποία δεν
είναι πολύ περίπλοκα και δεν έχουν µεγάλο αριθµό παραµέτρων έτσι ωστε η εκπαίδευσή να
µην κρατάει πάρα πολύ χρόνο αλλά και το µοντέλο να µην οδηγείται σε overfitting.

5.1.5 Τεχνικές υλοποιήσης FewTURE αλγορίθµου

Για την εκπαίδευση του αλγόριθµου στην µέθοδο του FewTURE που χρησιµοποιεί trans-
formers χρειάστηκε µια προεπεξεργασία των δεδοµένων πιο συγκεκριµένα η δηµιουργία
augmentations για τις εικόνες και ο διαχωρισµός τους σε µικρότερα patches. Για την ε-
ϕαρµογή των augmentations ορίστηκε µια κλάση η οποία δηµιουργεί δύο διαφορετικές
ακολουθίες απο augmentations στις οποίες εφαρµόζονται τυχαία οι µέθοδοι της περιστρο-
ϕής, αλλοίωσης χρώµατος και η εφαρµογή Gaussian ϑορύβου. Αφου δηµιουργηθούν αυτές
οι ακολουθίες η πρώτη σειρά µετασχηµατισµών εφαρµόζεται στην εικόνα που καλείται απο
το dataset και αυτή η εικόνα αποθηκεύεται σε µια λίστα. Στην συνέχεια ανάλογα µε τον
αριθµό των διαφορετικών αναπαραστάσεων της εικόνας που έχει οριστεί ως υπερ παράµε-
τρος, εφαρµόζεται η δεύτερη ακολουθία µετασχηµατισµών τόσες ϕορές, όσες έχει οριστεί ο
αριθµός µείον µια ϕορά που απεικονίζει την αρχική αναπαράσταση. ΄Ολες οι εικόνες που
έχουν προκύψει στην συνέχεια τοποθετούνται ακολουθιακά σε µια λίστα. Επίσης ανάλογα
µε τον αριθµό των τοπικών αναπαραστάσεων που έχουν οριστεί πραγµατοποιείται τυχαία πε-
ϱικοπή στις εικόνες και εφαρµόζονται τεχνικές augmentation. Στην συνέχεια για τις εικόνες
που έχουν προκύψει εφαρµόζεται µε πιθανότητα 50% ο µετασχηµατισµός Pixmix ο οποίος
αναλύθηκε στο 4.2.2.

Κατα την εκτέλεση του pixmix augmentation επιλέγεται µια τυχαία εικόνα από το σύνο-
λο δεδοµένων fractals. Στην συνέχεια ελέγχεται η συνθήκη για το αν ϑα πραγµατοποιηθεί
τελικά το pixmix. Σε περίπτωση που δεν πραγµατοποιηθεί το augmentation εφαρµόζεται
απλά µια κανονικοποίηση των δεδοµένων και στην συνέχεια µετατρέπονται σε τένσορες. Αν
εφαρµοστεί η κανονικοποίηση τότε πραγµατοποιείται ενα augmentation στην εικόνα απο
τα (rotate, solarize, contrast, brightness, sharpness) και στην συνέχεια η εικόνα που προ-
κύπτει αναµειγνύεται µε την τυχαία εικόνα που επιλέχθηκε απο τα fractals. Η ανάµειξη
γίνεται επιλέγοντας τυχαία µεταξύ της πρόσθεσης των δυο εικόνων ή των πολλαπλασιασµό
αυτών. Αυτή η διαδικασία πραγµατοποιείται επαναληπτικά ανάλογα µε τον αριθµό της
υπερπαραµέτρου που έχουµε ορίσει. Μετά την ολοκλήρωση αυτής της επαναληπτικής δια-
δικασίας εφαρµόζεται κανονικοποίηση των δεδοµένων και στην συνέχεια µετατρέπονται σε
τένσορες.

Μετα την δηµιουργία των αναπαραστάσεων των εικόνων ορίζεται µια κλάση η οποία
χωρίζει τα δεδοµένα σε patches και στην συνέχεια εφαρµόζει Masking στα δεδοµένα α-
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νάλογα µε ποσοστό πρόβλεψης το οποίο έχει δοθεί. Το pred_ratio αποτελεί τον αριθµό
που καθορίζει το ποσοστό του masking που ϑα εφαρµοστεί και είναι µια τιµή υπερπα-
ϱαµέτρου η οποία επλέγεται µεταξύ (0.0−1.0), επίσης επιλέγεται τιµή για το pred_ratio_var
µεταξύ του (0.0 − 1.0). Αν οι τιµές του pred_ratio και pred_ratio_var είναι απλοί δεδ-
καδικοί αριθµοί τότε για την τελική τιµή του pred_ratio επιλέγεται µια τιµή µεταξύ των
(pred_ratio − pred_ratio_var, pred_ratio + pred_ratio_var). Ενώ στην περίπτωση που το
pred_ratio και το pred_ratio_var αποτελούν λίστες, πραγµατοποιείται η ίδια διαδικασία που
περιγράφηκε προηγουµένως για κάθε Ϲευγάρι των στοιχείων και απο τις τιµές που προ-
κύπτουν επιλέγεται µια απο αυτές. Αφου επιλεχθεί η τιµή του pred_ratio υπολογίζεται η
τιµή high που µας δίνει το άνω όριο των masks που ϑα πραγµατοποιηθούν. Το high υπολο-
γίζεται ως το γινόµενο pred_ratio · Height ·Width. Τα σχήµατα για τα masks τα επιλέγουµε
ως blocks ο ορισµός των ϑεσεων τους,του µέγεθους τους και του αριθµού τους πραγµατο-
ποιείται ακολουθώντας την µέθοδο που παρουσιάστηκε στο BEiT[90]. Πιο συγκεκριµένα η
υλοποίηση ϐασίζεται στο συγκεκριµένο κοµµάτι [98]. Αναφορικά ο υπολογισµός πραγµατο-
ποιείται παίρνοντας την µικρότερη απο τις διαστάσεις των εικόνων στην οποία εφαρµόζεται
ευκλέιδια διαίρεση µε το 3 και στην συνέχεια υψώνεται η τιµή που προκύπτει στο τετράγωνο.
΄Ετσι επιστρέφεται το low boundary για την επιλογή του mask. Επιπλέον µέσω τις τιµής του
high που υπολογίσαµε προηγουµένως πραγµατοποιείται η εκτίµηση του µέγιστου αριθµού
των patches που ϑα εφαρµοστούν και υπολογίζεται ως η διαφορά του high - mask_count.
΄Επειτα υπολογίζεται η κλίµακα των δύο διαστάσεων ως το elog aspect_ratio. Τέλος υπολογίζο-
νται οι τιµές h, w ως h = round

(√
target_area · aspect_ratio

)
, w = round

(√
target_area
aspect_ratio

)
οι

οποίες δηλώνουν τις διαστάσεις του κάθε mask. Με χρήση αυτών των τιµών ορίζεται το ανω
και το αριστερό άκρο του mask. Αφου υπολογιστούν οι ϑέσεις και το µέγεθος των masks
επιστρέφονται µαζι µε τις εικόνες.

Pretraining

Στην συνέχεια ορίζονται τα µοντέλα τα οποία χρησιµοποιήθηκαν στην εκπαίδευση. Αρ-
χικά ορίζεται το µοντέλο student στο οποίο εφαρµόζεται το masked image modeling, ενώ
στο µοντέλο του teacher δεν εφαρµόζεται MiM, επίσης δεν εφαρµόζεται drop_rate. Το µο-
ντέλο ViT transformer ορίζεται ως 12 blocks τα οποία αποτελούνται απο ενα Normalization
layer, ενα Attention layer, ενα δεύτερο Normalization layer και ενα mlp layer. Πριν την
εισαγωγή των δεδοµένων στο ViT Transformers εφαρµόζεται το PatchEmbed το οποίο επε-
ξεργάζεται τις εικόνες και τις χωρίζει σε patches µε την χρήση της µεθόδου Conv2d. Στην
συνέχεια ορίζονται τα cls_tokens τα οποία αποτελούν πίνακες µε µηδενικές τιµές, οι οποίες
ϑα χρησιµοποιηθούν στην εκπαίδευση για την εξαγωγη γενικότερων αποτελεσµάτων. Α-
κόµα ϑα χρησιµοποιηθούν και positional embedding για να αναδιοργανώσουν τα patches
στην σωστή σειρά. Αυτά τα positional embeddings εκπαιδεύονται κατα την διάρκεια του
pre-training και σε ορισµένες ϕορές κατα την διάρκεια του fine-tuning. ΄Οπου κατα την δι-
άρκεια της εκπαίδευσης αυτά τα embeddings συγκλίνουν σε έναν διανυσµατικό χώρο όπου
δείχνουν µεγάλη οµοιότητα µε τα γειτονικά τους positional embeddings. Αφου έχουν δη-
µιουργηθεί τα embeddings στην συνέχεια εισάγονται στο σύστηµα του Transformer όπου το
πρώτο αντικείµενο στο οποίο τροφοδοτούνται είναι το Attention module το οποίο ελέγχει τις
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οµοιότητες µεταξυ των tokens µε την διαδικασία που εξηγήθηκε στο 2.2.5. Στην συνέχεια
εφαρµόζονται µέθοδοι κανονικοποιήσης και τα embeddings περνούν από το στάδιο του Mlp.
Τέλος αν έχει οριστει fc normalization εφαρµόζεται αλλιώς επιστρέφονται τα δεδοµένα. Το
µοντέλο του teacher ορίζεται µε τον ίδιο τρόπο και ακολουθεί την ίδια αρχιτεκτονική χωρις
όµως να εφαρµόζεται σε αυτό η µέθοδος του MIM. Για την εκπαίδευση του µοντέλου όπως
αναφέρθηκε και προηγουµένως χρησιµοποιείται το iBOT[7].

Το iBOT όπως περιγράψαµε ακολουθεί µια self-supervised εκπαίδευση έτσι µετα την
εξαγωγή των προβλέψεων απο το µοντέλο ορίζονται τα κέντρα για το [cls] και για τα patch
που ϑα χρησιµοποιηθούν για τον υπολογισµό των losses Lcls,LMiM . Ο υπολογισµός του loss
πραγµατοποιείται µε την διαδικασία που περιγράφεται στο 4.6 όπου για το cls εφαρµόζεται
µια συνάρτηση softmax στις προβλέψεις που έχουν προκύψει για το teacher δίκτυο. Στην
συνέχεια αυτές χωρίζονται σε τµήµατα ανάλογα µε τον αριθµό των αναπαραστάσεων που έχει
οριστεί ως υπερπαράµετρος, για τα patches πραγµατοποιείται η ίδια διαδικασία. Στην συ-
νέχεια κατα τον υπολογισµό του loss παίρνουµε τις προβλέψεις των µοντέλων του student,
teacher. Αν η πρόβλεψη αφορά ενα patch στο οποίο έχει πραγµατοποιηθεί masking τότε ο
υπολογισµός του loss πραγµατοποιείται σύµφωνα µε την σχέση 4.34 ενω για την περίπτωση
που η πρόβλεψη αφορά patches τα οποία δεν είναι Masked χρησιµοποιείται το loss 4.35. Α-
ϕου υπολογιστούν αυτά τα σφάλµατα στην συνέχεια πραγµατοποιείται ανανέωση των κέντρων
για τα patches και για τα [CLS]. Το τελικό σφάλµα υπολογίζεται ως το άθροισµα αυτών των
δυο. Το οποίο στην συνέχεια χρησιµοποιείται για την ανανέωση των παραµέτρων µέσω του
optimizer.

Σχήµα 5.3: Ibot framework

Αυτή η διαδικασία αποτελεί το κοµµάτι του pre-training του µοντέλου και εκτελέστηκε
για 1600 εποχές. Για την εκπαίδευση του transformer. Κατα την διάρκεια εκτέλεσης αυτής
της διαδικασίας χρησιµοποιήθηκαν µόνο τα train δεδοµένα απο τον διαχωρισµό του dataset
και δεν χρησιµοποιήθηκε κανένα απο τα δείγµατα του novel dataset. Το επόµενο στάδιο
που ακολουθείται για την προσαρµογή του µοντέλου στα novel δεδοµένα αποτελεί το στάδιο
του Meta train και αφορά τα maps τα οποία παρουσιάστηκαν και στο (4.23,4.22).

Στα αρχικά στάδια του pre-training του few_TURE µοντέλου η εκπαίδευση πραγµατοποι-
ήθηκε µε τυχαία αρχικοποίηση των παραµέτρων και στην συνέχεια η εκπαίδευση αυτων πάνω
στα δεδοµένα του train. Κάτι τέτοιο λόγο του µικρού αριθµού των διαθέσιµων δεδοµένων
για εκπαίδευση οδήγησε το µοντέλο γρήγορα στο overfitting. Για την αντιµετώπιση αυτού
του προβλήµατος δοκιµαστηκαν να εφαρµοστουν σύνθετες τεχνικές augmentation µια από
αυτές ήταν η τεχνική του pixmix 4.2.2 η οποία όπως περιγράφεται συνδύαζε τις εικόνες µε
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fractals για να δηµιουργήσει πιο σύνθετες αναπαραστάσεις. Με την χρήση τέτοιων τεχνικών
καταφέραµε να δηµιουργήσουµε πιο σύνθετα δείγµατα εικόνων και να και να αποφύγουµε
σε µεγάλο ϐαθµό το overfitting.

Meta Training

Αφου ολοκληρώθει η διαδικασία του pre-train το επόµενο σταδιο είναι η προσαρµογή
του µοντέλου στο domain του novel dataset. Στο στάδιο του Meta train χρησιµοποιούµαι
επίσης το PixMix για τα δεδοµένα πριν τα χωρίσουµε σε tasks µε τον ίδιο τρόπο µε τον οποίο
το χρησιµοποιήσαµε στο στάδιο του pre-train. Το πρώτο στάδιο αποτελεί τον χωρισµό των δε-
δοµένων σε tasks, η διαδικασία που ακολουθείται είναι παρόµοια µε αυτή που περιγράφηκε
στα προηγούµενα ϐήµατα. Αρχικά ορίζεται ο αριθµός των δειγµατών που ϑα υπάρχουν σε
κάθε κλάση ενός task. Στην συνέχεια για το task οριζεται ο αριθµός των batches στα οποία
ϑα χωριστεί το task. Ετσι για κάθε batch δειγµατοληπτείται ένας αριθµός από κλάσεις στις
οποίες πραγµατοποιείται επαναληπτικά η επιλογή δειγµάτων, µολις ολοκληρωθεί αυτή η
διαδικασια µε την εντολή yield επιστρέφεται το batch το οποίο ϑα τροφοδοτηθεί στην συ-
νέχεια στο σύστηµα. ΄Επειτα αναταξινοµούνται τα δεδοµένα µε σκοπό να είναι οργανωµένα
ακολουθιακα δηλαδή πρώτα τα query της πρώτης κλάσης, στην συνέχεια αυτά της δεύτερης
κ.ο.κ., το ίδιο πραγµατοποιείται και για τα labels. Στο επόµενο ϐήµα της εκπαίδευσης του
Meta-train ϕορτώνονται τα µοντέλα που εκπαιδεύτηκαν στο στάδιο του pre-train και απο
αυτά εξήχθησαν τα embeddings τα οποία στην συνέχεια χωρίστηκαν στα support και στα
query δεδοµένα τα οποία αναταξινοµούνται, ωστε οι σειρές του πίνακα να αποτελούν τον
αριθµό των δειγµάτων. Αφου αποθηκευτούν τα embedings για τα support, query δεδοµένα
και ϐρεθεί ο αριθµός της ακολουθίας των patches για τα δυο σύνολα δεδοµένων ακολουθεί η
δηµιουργια του masking για τα support δεδοµένα, ώστε να µην στηρίζονται στο ίδιο δείγµα
για την ταξινόµηση, οταν πραγµατοποιείται η πρόβλεψη των pseudo-query δεδοµένων. Στην
συνέχεια πραγµατοποιείται µια επαναληπτική ακολουθία για την οποία υπολογίζεται ο πίνα-
κας σηµαντικότητας των παραµέτρων. Το πρώτο ϐήµα είναι ο υπολογισµός του optimization
του πίνακα µε τις παραµέτρους σηµαντικότητας. ΄Επειτα πραγµατοποιούνται επαναλήψεις,
όπου εξάγεται η πρόβλεψη του µοντέλου για τα support δεδοµένα και υπολογίζεται το loss
µε ϐάση τα ground truth labels, όπου στην συνέχεια χρησιµοποιείται για την ανανέωση των
παραµέτρων. Μετα την εκπαίδευση του διανύσµατος σηµαντικότητας των παραµέτρων υπο-
λογίζεται η πρόβλεψη των query δεδοµένων. Τα ϐήµατα που ακολουθούνται για την εξαγωγή
αυτών των προβλέψεων είναι ο υπολογισµός του cosine similarity µεταξύ των support και
query δεδοµένων, η πρόσθεση του διαγώνιου block masking και η πρόσθεση του διανύσµα-
τος σηµαντικότητας µέσω broadcasting. Τέλος εξάγεται το prediction που πραγµατοποιείται
µέσω της εφαρµογής του temperature scaling και της λογαριθµικής πρόσθεσης των patches
που σχετίζονται µε τις query εικόνες. Στην συνέχεια αυτές οι προβλέψεις συγκρίνονται µε
τα ground truths και το loss που προκύπτει χρησιµοποιείται για ανανέωση των κύριων
παραµέτρων του µοντέλου.

Για την εξαγωγή των αποτελεσµάτων στα δεδοµένα πρόβλεψης το διάνυσµα σηµαντι-
κότητας των παραµέτρων εκπαιδεύεται στα support δεδοµένα του dataset που χρησιµοποιε-
ίται για train, αφού πραγµατοποιηθεί η εκπαίδευση µε τον ίδιο τρόπο που περιγράφηκε
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και προηγουµένως για τα ϐήµατα του adaptation που έχουν οριστεί, υπολογίζεται το co-
sine similarity µεταξύ των query, support δεδοµένων και πραγµατοποιείται πρόσθεση µέσω
broadcasting µε το διάνυσµα που αποκρύπτει τα διαγώνια στοιχεία και το διάνυσµα που
δείχνει την σηµαντικότητα των παραµέτρων.

Pipeline εκπαίδευσης

Η εκπαίδευση κατα την διαδικασία του pre-training πραγµατοποιείται για 1600 εποχές,
η διαδικασία που χρησιµοποιήθηκε είναι αυτή που περιγράφηκε στο 5.1.5 και οι υπερ
παράµετροι που χρησιµοποιήθηκαν είναι οι εξής

image size 84
global corps number 2
local corps number 10

patch size 16
number of validations 400
embeding dimnsion 1024

prediction ratio [0, 0.3]
prediction ratio variance [0, 0.2]

masking shape block
batch size 256

epochs 1600
Optimizer adamw

Table 5.5: Pretrain parameters

Κατα την διάρκεια της εκπαίδευσης παρατηρήθηκε οτι τα τρία datasets συνέκλιναν στις
µέγιστες τιµές εκπαίδευσης του κοντά στην εποχή 800. Επιπλέον παρατηρήθηκε οτι µε την
αύξηση του batch size τα αποτελέσµατα άρχισαν να αυξάνονται πράγµα το οποίο οφείλεται
στην µεγαλύτερη εισαγωγή δεδοµένων κατα την εκπαίδευση του µοντέλου. Επιπλέον για την
εκπαίδευση χρησιµοποιήθηκε adam optimizer. Η διαδικασία της εκπαίδευσης πραγµατο-
ποιήθηκε µε χρήση κάρτας γραφικών nvidia GTX1080ti.

Αφού ολοκληρώθηκε η διαδικασία του pretraining το επόµενο ϐήµα ήταν αυτό του Meta-
training για αυτήν την εκπαίδευση ορίστηκαν 100 εποχές episodic training και οι υπερ
παράµετροι που χρησιµοποιήθηκαν ϕαίνονται παρακάτω

image size 84
n way 2,3
k shot 3, 5, 10
query 15

number of episodes for 1 epoch of training 100
number of validation episodes 400

meta learning rate 0.0002
similarity temperature 0.051

optimizer SGD

Table 5.6: Meta train hyperparameters

Η εκπαίδευση πραγµατοποιήθηκε για όλους τους συνδυασµούς n-way, k-shot, µετα
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την εκπαίδευση πραγµατοποιήθηκε evaluation του µοντέλου για τα αποτελέσµατα του στο
dataset που ϑέλουµε να πραγµατοποιηθεί το adaptation παίρνοντας το µέσο accuracy σε
όλα για 400 episodes.

Τέλος παραθέτονται οι παράµετροι που χρησιµοποιήθηκαν για το Pixmix augmentation
και για την περίπτωση του pretrain αλλά και για το meta train.

mixing parameter(beta) 4
severity of augmentation 1

number of mixing iterations 4
access to augmentations all-ops

probability to apply pixmix 0.5
probability to apply augmentation 0.5

Table 5.7: PixMix hyperparameters

Metrics

Η µετρική που χρησιµοποιήθηκε για την εξαγωγή των αποτελεσµάτων ηταν αυτή του
accuracy η οποία υπολογίστηκε ως :

Accuracy =
TP + TN

TP + FP + TN + FN
(5.1)

Για την εξαγωγή των αποτελεσµάτων πραγµατοποιήθηκε evaluation για 400 διαφορετικά
tasks και από αυτά υπολογίστηκε ο µέσος όρος του accuracy µε τον ίδιο τρόπο µε τον οποίο
πραγµατοποιήθηκε στα MetaMed, PFEMED[3]. Στην αρχή η εκπαίδευση του δικτύου πραγ-
µατοποιήθηκε ξεκινώντας από τυχαίες παραµέτρους. Η εκπαίδευση µε αυτήν την µέθοδο δεν
κατάφερε να δώσει αποτελέσµατα τα οποία ήταν συγκρίσιµα µε αυτά του PFEMED, καθώς
κυµαινόντουσαν γύρω στο 86% στο 2-way 10-shot task. Για την επίλυση αυτου του προ-
ϐλήµατος δοκιµάστηκαν διαφορετικοί τρόποι και ο πιο αποτελεσµατικός απο αυτους, που
είχε ϐοηθήσει και στην επίλυση διαφορετικών προβληµάτων, ήταν η έναρξη της εκπαίδευσης
µε παραµέτρους οι οποίες είχαν προκύψει απο προεκπαίδευση του δικτύου σε µεγαλύτερα
dataset. Ετσι και στην συγκεκριµένη περίπτωση χρησιµοποιήθηκαν παράµετροι του δι-
κτύου οι οποίες είχαν προεκπαιδευτεί στο mini-imagenet το οποίο αποτελεί ενα υποσύνολο
του ImageNet, αυτό το υποσύνολο επιλέχθηκε έναντι ολόκληρου του dataset κυρίως λόγω
των περιορισµένων πόρων που ήταν διαθέσιµοι. Επίσης, το ίδιο dataset είχε χρησιµοποιηθεί
και στο PFEMED το οποίο είχε δώσει state of the art αποτελέσµατα για το Pap-Smear.

Με την εφαρµογή αυτών των παραµέτρων και µετά µε fine-tune αυτών στο train σύνολο
των δεδοµένων µας και τέλος εκτέλεση του ϐήµατος του meta train για προσαρµογή στα novel
δεδοµένα προέκυψαν τα τελικά αποτελέσµατα, τα οποία ήταν συγκρίσιµα µε το PFEMED και
στο 2-way 10-shot task οριακά το ξεπερνούσαν.
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Dataset
Few-shot
setting

Transfer
learning Meta-Med PFEMED Few-TURE

Normal
Augmen-
tation

Cutout Mixup CutMix

2-way
Pap-Smear 3 shot 80.12 85.37 84.12 90.12 86.75 95.53 94.36±0.98

5 shot 84.88 86.50 87.87 91.12 87.87 95.87 95.81±0.58
10 shot 90.38 89.37 91.50 93.00 93.37 96.00 96.48±0.52

3-way
Pap-Smear 3 shot 71.50 70.58 75.08 74.00 73.33 92.42 89.75±0.62

5 shot 77.92 72.42 79.25 78.67 80.00 92.48 91.96±0.42
10 shot 83.58 83.00 69.25 82.00 84.08 92.68 92.63±0.34

Πίνακας 5.8: Pap-Smear Accuracy for all models

Το επόµενο dataset πάνω στο οποίο εκπαιδεύτηκε το µοντέλο και για το οποίο εξήγαγε
αποτελέσµατα ήταν αυτό του ISIC το συγκεκριµένο σύνολο από δεδοµένα αποτελείται από
κλάσεις που εκφράζουν διαφορετικές παθήσεις που εµφανίζονται στο δέρµα. Οι εικόνες που
περιέχει το συγκεκριµένο σύνολο από δεδοµένα είναι ϕυσικές εικόνες και δεν έχουν εξαχθεί
από κάποιο συγκεκριµένο ιατρικό µηχάνηµα. Οι εικόνες εστιάζουν γενικά στο σηµείο του
δέρµατος που εµφανίζεται η µη οµαλότητα. Η διαδικασία εκπαίδευσης που πραγµατοποι-
ήθηκε είναι ακριβώς η ίδια µε αυτή που περιγράφηκε παραπάνω και για το Pap-Smear.
Τα αποτελέσµατα που προέκυψαν ϕαίνεται να είναι χαµηλότερα από αυτά του PFEMED,
ωστόσο η απόσταση τους δεν είναι πολύ µεγάλη.

Train data results
Dataset Few-shot setting Few TURE

2-way
ISIC 2018 3-shot 82.14±1.35

5-shot 85.98±1.21
10-shot 86.50±1.06

3-way
ISIC 2018 3-shot 75.33±1.20

5-shot 79.016±1.04
10-shot 82.05±1.02

Table 5.9: ISIC train results

΄Οπως ϕαίνεται και στον 5.10 πίνακα, το accuracy για την υλοποίηση µε Transformer
ϕαίνεται να επιτυγχάνει τα µεγαλύτερα ποσοστά στα tasks του 2-way,3-way 10-shot ενώ στα
υπόλοιπα tasks, όπου το σύνολο των δειγµάτων προς εκπαίδευση γίνεται αρκετά µικρότερο,
το accuracy του µοντέλου ϕθίνει µε µεγαλύτερο ϱυθµό από οτι αυτό του PFEMED. Αυτό
πιθανότατα οφείλεται στην ανάγκη του Transformer για περισσότερα δεδοµένα ακόµα και
στο στάδιο του fine-tuning.

Το τελευταίο σύνολο δεδοµένων πάνω στο οποίο πραγµατοποιήθηκε η εκπαίδευση των
διαφόρων µοντέλων και εξηχθησαν προβλέψεις ήταν το BreakHis. Το συγκεκριµένο dataset
αποτελείται από τέσσερα υποσύνολα τα οποία περιέχουν εικόνες που αφορούν δείγµατα
απο µαστογραφίες. Οι διαφορές των δειγµάτων είναι οτι χρησιµοποιούνται διαφορετικά
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Dataset
Few-shot
setting

Transfer
learning Meta-Med PFEMED Few-TURE

Normal
Augmen-
tation

Cutout Mixup CutMix

2-way
ISIC 2018 3 shot 66.88 72.75 70.37 75.37 73.25 81.69 73.80±1.41

5 shot 73.88 75.62 77.62 78.25 76.87 83.87 81.70±1.22
10 shot 80.38 81.37 81.87 84.25 80.62 85.14 84.18±1.13

3-way
ISIC 2018 3 shot 55.67 54.83 55.50 58.50 58.66 66.94 63.86±0.78

5 shot 59.67 59.33 65.41 61.25 61.50 69.78 66.70±0.67
10 shot 65.92 69.75 69.75 71.00 66.50 73.81 71.33±0.66

Πίνακας 5.10: ISIC Accuracy for all models

resolutions. Πιο συγκεκριµένα περιέχει εικόνες στις οποίες έχει εφαρµοστεί µεγέθυνση
(x40,x100,x200,x400). Τα αποτελέσµατα που προέκυψαν ϕαίνονται παρακάτω και για τα 4
υποσύνολα.

Train data results
Dataset Few-shot setting Few TURE

2-way
BreakHis x 40 3-shot 92.35±0.75

5-shot 96.54±0.53
10-shot 97.56±0.41

BreakHis x 100 3-shot 87.82±0.95
5-shot 95.07±0.56
10-shot 96.35±0.48

BreakHis x 200 3-shot 92.69±0.75
5-shot 95.94±0.50
10-shot 96.68±0.42

BreakHis x 400 3-shot 96.23±0.63
5-shot 97.65±0.39
10-shot 97.73±0.34
3-way

BreakHis x 40 3-shot 96.71±0.38
5-shot 98.68±0.20
10-shot 96.19±0.39

BreakHis x 100 3-shot 95.68±0.44
5-shot 97.46±0.29
10-shot 95.40±0.39

BreakHis x 200 3-shot 96.27±0.37
5-shot 97.90±0.26
10-shot 98.48±0.23

BreakHis x 400 3-shot 98.44±0.27
5-shot 99.01±0.17
10-shot 98.02±0.25

Table 5.11: BreakHis train results
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΄Οπως παρατηρείται απο τα 5.12 τα αποτελέσµατα για τις µικρότερες µεγεθύνσεις των
δεδοµένων µε την χρήση Transformers είναι κοντά σε αυτά του PFEMED και για τα 2-
way αλλά και για τα 3-way προβλήµατα. Ενώ όσο αυξάνεται η µεγέθυνση, η διαφορα
στο accuracy αυτών των δύο µεθόδων ολο ενα γίνεται και µεγαλύτερη. Κάτι τέτοιο µπορεί
να εξηγηθεί στην έλλειψη σηµαντικών πληροφοριών στις εικόνες, καθώς όσο η µεγέθυνση
γίνεται µεγαλύτερη τόσο πιο δύσκολη είναι η εξαγωγή διαφορετικών χαρακτηριστικών στα
διάφορα µέρη της εικόνας. Κάτι τέτοιο ϕαίνεται και στις εικόνες (5.4,5.5,5.6,5.7), όπου
για τα δείγµατα µε µεγάλη µεγέθυνση υπάρχουν σηµαντικές περιοχές στην εικόνα που
δεν παρέχουν χρήσιµες πληροφορίες για την ταξινόµηση. Ετσι ο χωρισµος των patches
και η εφαρµογή self supervised learning µε χρήση του Masked Image Modeling σε αυτές
τις εικόνες µπορεί να µην δηµιουργεί labels που εκφράζουν σηµαντικές πληροφορίες µε
αποτέλεσµα το µοντέλο να αδυνατεί, να εκπαιδευτεί σε παραµέτρους οι οποίες µπορούν να
προσαρµοστούν στο novel σύνολο δεδοµένων.

Dataset
Few-shot
setting

Transfer
learning Meta-Med PFEMED Few-TURE

Normal
Augmen-

tation
Cutout Mixup CutMix

2-way
BreakHis40X 3 shot 76.12 78.37 77.25 80.50 78.00 83.83 80.02±1.30

5 shot 79.00 83.00 81.87 83.25 81.87 86.38 80.71±0.86
10 shot 82.25 86.37 85.87 84.37 82.50 88.48 87.13±0.73

BreakHis100X 3 shot 78.50 78.75 77.12 78.25 79.62 82.16 70.62±1.18
5 shot 78.62 81.38 79.75 82.88 84.12 85.28 77.38±0.93
10 shot 82.00 83.88 83.37 84.75 80.88 86.90 84.30±0.80

BreakHis200X 3 shot 73.62 74.87 77.00 76.62 77.25 82.71 72.29±1.29
5 shot 78.00 79.75 79.75 81.25 81.75 85.18 74.05±1.05
10 shot 79.75 83.75 84.87 84.75 86.12 86.59 82.05±0.97

BreakHis400X 3 shot 72.88 74.75 68.25 74.25 75.25 79.09 72.87±1.22
5 shot 74.62 79.62 76.75 81.37 77.12 82.03 76.24±1.09
10 shot 77.50 83.00 81.37 82.75 81.00 86.63 82.97±0.96

3-way
BreakHis40X 3 shot 63.17 70.08 67.33 70.00 72.08 72.72 68.06±0.90

5 shot 65.08 73.50 69.33 74.00 74.25 76.56 72.33±0.78
10 shot 69.50 77.66 74.41 78.61 72.33 79.45 78.22±0.65

BreakHis100X 3 shot 62.42 63.08 61.66 63.33 63.92 69.21 58.83±1.03
5 shot 64.33 66.42 63.41 68.83 66.83 75.04 65.40±0.85
10 shot 66.50 74.08 68.08 72.42 75.33 78.93 75.77±0.70

BreakHis200X 3 shot 62.50 61.50 62.41 64.33 65.75 71.26 56.60±0.86
5 shot 64.92 68.00 68.41 66.50 70.58 75.94 62.32±0.79
10 shot 70.08 74.16 73.91 75.00 73.08 79.01 73.55±0.74

BreakHis400X 3 shot 56.75 64.66 61.33 64.41 65.25 65.42 58.33±0.88
5 shot 61.75 67.75 66.50 68.25 67.66 69.14 61.80±0.79
10 shot 63.50 74.25 74.44 73.91 68.25 74.53 70.75±0.77

Πίνακας 5.12: BreakHis Accuracy for all models
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Σχήµα 5.4: BreakHis x40 samples

Σχήµα 5.5: BreakHis x100 samples

Σχήµα 5.6: BreakHis x200 samples

Σχήµα 5.7: BreakHis x400 samples
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Σχήµα 5.8: Pap Smear
2way 3shot

Σχήµα 5.9: Pap Smear
2way 5shot

Σχήµα 5.10: Pap Smear
2way 10shot

Σχήµα 5.11: Confidence score of Pap Smear in 2way tasks

Στο 5.11 απεικονίζονται οι πιθανότητες µε τις οποίες κατηγοριοποίησε το µοντέλο του Vision
Transformer τα δεδοµένα του novel υποσυνόλου για τα 2way tasks. Απο την γραφική πα-
ϱάσταση µπορεί να παρατηρηθεί ότι το µοντέλο κατατάσει τις εικόνες µε αρκετα µεγάλο con-
fidence αφου το µεγαλύτερο πλήθος των τιµών κυµαίνεται απο 0.8-1.0. Κάτι τέτοιο µπορεί
να µας οδηγήσει στο συµπέρασµα ότι το µοντέλο επιτυγχάνει αρκετά εύρωστα αποτελέσµατα
και µπορεί να γενικεύσει σε αρκετά καλό ϐαθµό σε ένα σύνολο από novel δεδοµένα.

Στο 5.15 παρουσιάζονται γραφικές παραστάσεις στις οποίες απεικονίζεται το loss κατα την
διάρκεια του fine-tuning για τα διάφορα 2way tasks απο τις οποίες µπορούµε να παρατη-
ϱήσουµε οτι το µοντέλο συγκλίνει αρκετά γρήγορα στο ελάχιστο loss, το οποίο ϕαίνεται να
συµβαίνει γύρω στην εποχή 20.

Στο 5.19 παρουσιάζονται τα accuracies για τα διάφορα 2way tasks, όπου και σε αυτήν την
περίπτωση όπως και στο loss ϕαίνεται οτι οι τιµές συγκλίνουν αρκετά γρήγορα, κοντά στην
εποχή 20.

Στο 5.23 απεικονίζονται οι πιθανότητες µε τις οποίες το µοντέλο του Vision Transformer
κατηγοριοποίησε τα δεδοµένα του novel υποσυνόλου των δεδοµένων για τα 3way tasks. Απο
το συγκεκριµένο ιστόγραµµα ϕαίνεται το µοντέλο να επιτυγχάνει αρκετα υψηλά confidence
scores, πράγµα το οποία µας οδηγεί στα ίδια συµπεράσµατα που αναλύθηκαν και για τα
ιστογράµµατα των 2way tasks.
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Σχήµα 5.12: Pap Smear
2way 3shot loss

Σχήµα 5.13: Pap Smear
2way 5shot loss

Σχήµα 5.14: Pap Smear
2way 10shot loss

Σχήµα 5.15: Losses of Pap Smear in 2way tasks

Σχήµα 5.24: Pap Smear
3way 3shot loss

Σχήµα 5.25: Pap Smear
3way 5shot loss

Σχήµα 5.26: Pap Smear
3way 10shot loss

Σχήµα 5.27: Losses of Pap Smear in 3way tasks
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Σχήµα 5.16: Pap Smear
2way 3shot accuracy

Σχήµα 5.17: Pap Smear
2way 5shot accuracy

Σχήµα 5.18: Pap Smear
2way 10shot accuracy

Σχήµα 5.19: Accuracy of Pap Smear in 2way tasks

Σχήµα 5.28: Pap Smear
3way 3shot accuracy

Σχήµα 5.29: Pap Smear
3way 5shot accuracy

Σχήµα 5.30: Pap Smear
3way 10shot accuracy

Σχήµα 5.31: Accuracy of Pap Smear in 3way tasks
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Σχήµα 5.20: Pap Smear
3way 3shot

Σχήµα 5.21: Pap Smear
3way 5shot

Σχήµα 5.22: Pap Smear
3way 10shot

Σχήµα 5.23: Confidence score of Pap Smear in 3way tasks

Στα 5.27, 5.31 απεικονίζεται το loss και το accuracy για τα 3way tasks στο σύνολο
δεδοµένων pap smear, όπου µπορούµε να παρατηρήσουµε παρόµοια συµπεριφορά για την
εκπαίδευση µε αυτήν που παρατηρήθηκε για τα 2 way tasks, δηλαδή το µοντέλο συγκλίνει
κοντα στις µέγιστες τιµές του µετα απο µικρό αριθµό εποχών.

Απο τις 5.35, 5.43, 5.51, 5.59, 5.39, 5.47, 5.55, 5.63 γραφικές παραστάσεις µπορούµε
να παρατηρήσουµε οτι για το σύνολο δεδοµένων BreakHis 40 το µοντέλο κατα την διάρκεια
της εκπαίδευσης συγκλίνει πιο γρήγορα στις ϐέλτιστες τιµές κυρίως για τα tasks τα οποία
περιέχουν περισσότερα δείγµατα, όπως τα 5shot, 10shot, ενω για τα tasks που περιέχουν
λιγότερα δείγµατα χρειάζονται περισσότερες εποχές εκπαίδευσης. Για τα Isic2018 δεδοµένα
παρατηρούνται µεγαλύτερες διακυµάνσεις στο loss, accuracy κατα την διαδικασία εκπα-
ίδευσης. Επιπλεον, για τον µεγαλύτερο αριθµό εποχών κοντα στο 80-100 παρατηρείται οτι
το µοντέλο οδηγείται σε overfitting καθώς το loss στα δεδοµένα εκπαίδευσης συνεχίζει και
αυξανεται αισθητά, ενω το loss στα δεδοµένα επικύρωσης µειώνεται µε σηµαντικό ϱυθµό.
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Σχήµα 5.32: BreakHis 40
2way 3shot loss

Σχήµα 5.33: BreakHis 40
2way 5shot loss

Σχήµα 5.34: BreakHis 40
2way 10shot loss

Σχήµα 5.35: Losses of BreakHis 40 in 2way tasks
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Σχήµα 5.36: BreakHis 40
2way 3shot accuracy

Σχήµα 5.37: BreakHis 40
2way 5shot accuracy

Σχήµα 5.38: BreakHis 40
2way 10shot accuracy

Σχήµα 5.39: Accuracy of BreakHis 40 in 2way tasks

Σχήµα 5.40: BreakHis 40
3way 3shot loss

Σχήµα 5.41: BreakHis 40
3way 5shot loss

Σχήµα 5.42: BreakHis 40
3way 10shot loss

Σχήµα 5.43: Losses of BreakHis 40 in 3way tasks
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Σχήµα 5.44: BreakHis 40
3way 3shot accuracy

Σχήµα 5.45: BreakHis 40
3way 5shot accuracy

Σχήµα 5.46: BreakHis 40
3way 10shot accuracy

Σχήµα 5.47: Accuracy of BreakHis 40 in 3way tasks

Σχήµα 5.48: ISIC 2018
2way 3shot loss

Σχήµα 5.49: ISIC 2018
2way 5shot loss

Σχήµα 5.50: ISIC 2018
2way 10shot loss

Σχήµα 5.51: Losses of ISIC 2018 in 2way tasks
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Σχήµα 5.52: ISIC 2018
3way 3shot accuracy

Σχήµα 5.53: ISIC 2018
3way 5shot accuracy

Σχήµα 5.54: ISIC 2018
3way 10shot accuracy

Σχήµα 5.55: Accuracy of ISIC 2018 in 2way tasks

Σχήµα 5.56: ISIC 2018
3way 3shot loss

Σχήµα 5.57: ISIC 2018
3way 5shot loss

Σχήµα 5.58: ISIC 2018
3way 3shot loss

Σχήµα 5.59: Losses of ISIC 2018 in 3way tasks
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Σχήµα 5.60: ISIC 2018
3way 3shot accuracy

Σχήµα 5.61: ISIC 2018
3way 5shot accuracy

Σχήµα 5.62: ISIC 2018
3way 10shot accuracy

Σχήµα 5.63: Accuracy of ISIC 2018 in 3way tasks
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Κεφάλαιο 6

Επίλογος

Στο συγκεκριµένο κεφάλαιο συνοψίζεται το περιεχόµενο το οποίο µελετήσαµε στην πα-
ϱούσα διπλωµατική εργασία και αναφέρονται τα γενικά συµπεράσµατα τα οποία προέκυψαν
απο την µελέτη µας. Επιπλεον προτείνονται µελλοντικές επεκτάσεις οι οποίες µπορούν να
υιοθετηθούν για την ανάπτυξη των αποτελεσµάτων που προέκυψαν.

6.1 Συµπεράσµατα

Στην συγκεκριµένη διπλωµατική εργασια πραγµατοποιήθηκε µελέτη διαφορετικών µο-
ντέλων νευρωνικών δικτύων, µε σκοπό την ορθή και αξιόπιστη ταξινόµηση ϐιοϊατρικών συ-
νόλων δεδοµένων τα οποία αποτελούνται από ανισοκατανεµηµένο αριθµό δειγµάτων στις
κλάσεις τους. Πιο συγκεκριµένα αυτά τα σύνολα δεδοµένων χωρίστηκαν σε υποσύνολα
Dtrain, Dnovel , όπου το πρώτο περιήχε τις κλάσεις µε τα περισσότερα δείγµατα και το δεύτερο
αυτές µε τα λιγότερα δείγµατα. Σκοπός ήταν η δηµιουργία µοντέλων τα οποία µε εκπαίδευση
τους στο σύνολο Dtrain ϑα µπορούν να προσαρµοστούν και να επιτύχουν καλά αποτελέσµατα
για τα Dnovel . Επειδή τα δεδοµένα στα οποία πραγµατοποιήθηκε η εκπαίδευση διέθεταν
περιορισµένο αριθµό δειγµάτων, η διαδικασια εκπαίδευσης ϐασίστηκε στο few shot learning
το οποίο αποτελεί µια µέθοδο που εκµεταλλεύεται µικρά σύνολα δειγµάτων, για να παράξει
µοντέλα τα οποία πετυχαίνουν πιο γενικεύσιµα µοντέλα. Επίσης χρησιµοποιήθηκαν και
διαφορετικοί µέθοδοι για την επίλυση αυτού του προβλήµατος, µετά από µελέτη της ϐιβλιο-
γραφίας παρατηρήθηκε οτι ο αλγόριθµός Reptile επιτυγχάνει πολυ καλα αποτελεσµατα µε
την χρήση απλών δικτύων CNN. Επιπλέον, µελετήθηκε µια τεχνική συνδυασµού features
απο δυο δίκτυα CNN τα οποία χρησιµοποιήθηκαν ως backbones για την παραγωγή πιο σύν-
ϑετων χαρακτηριστικών, τα οποία ϑα διαθέτουν περισσότερες πληροφορίες για την εξαγωγή
χαρακτηριστικών.

Τέλος δοκιµάστηκαν δίκτυα Transformers τα οποία είχαν να αντιµετωπίσουν την πρόκλη-
ση των λίγων δεδοµένων που διατίθονταν, το οποίο αποτελεί και το κύριο πρόβληµα της
χρήσης δικτύων Transformers σε ϐιοιατρικά προβλήµατα. Παρ΄ ολα αυτά µε την χρήση δι-
κτύων Vit small και µε την εφαρµογή ενος τρόπου mapping των δεδοµένων επιτεύχθηκαν
αποτελέσµατα ταξινόµησης τα οποία είναι κοντα στο state of the art κυρίως για το σύνολο
δεδοµένων Pap Smear. Επιπλέον, για το συγκεκριµένο σύνολο δεδοµένων παρατηρήθη-
κε οτι οι προβλέψεις του µοντέλου είναι πολύ ισχυρές, καθώς πετυχαίνουν αρκετά υψηλά
confidence scores.
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Σαν τελικο συµπέρασµα της µελέτης αυτής της διπλωµατικής εργασίας έγινε αντιλυπτο
το γεγονος οτι παρολο που τα δίκτυα Transformers αντιµετωπίζουν πολλές προκλήσεις κα-
τα την εκπαίδευση τους στα ϐιοϊατρικά δεδοµένα κυρίως λόγω του περιορισµένου αριθµού
δειγµάτων, µέσω εφαρµογής κατάλληλων τεχνικών εκπαίδευσης είναι δυνατόν το µοντέλο
που ϐασίζεται σε Transformers να επιτύχει εξίσου καλά αποτελέσµατα µε τεχνικές που συν-
δυάζουν CNN µοντέλα και αποτελούν τις πιο σύνηθες µεθόδους επίλυσης προβληµάτων στον
τοµέα του medical imaging.

6.2 Μελλοντικές Επεκτάσεις

Τα αποτελέσµατα που επιτύχαµε µε την χρηση των Vision Transformers αν και είναι συ-
γκρίσιµα µε αυτά του state of the art, οπου χρησιµοποιούνται CNN δίκτυα δεν καταφέρνουν
να επιτύχουν συγκρίσιµα αποτελέσµατα σε ολα τα σύνολα δεδοµένων και για όλα τα Few
shot tasks που δοκιµάσαµε. Κάτι τέτοιο µας οδηγεί στην επιθυµια ενίσχυσης της τεχνικής
των Vision Transformer που χρησιµοποιήθηκε. Πιο συγκεκριµένα µια ιδεα για την ενίσχυση
των αποτελεσµάτων είναι η χρήση υβριδικών συστηµάτων CNN-ViT Transformers, αυτή η ι-
δέα προέκυψε από την παρατήρηση της καλή απόδοσης των CNN δικτύων στα συγκεκριµένα
αποτελέσµατα αλλά και της ευρωστότητας των αποτελεσµάτων τα οποία εξάγουν[2], αυτό µας
οδηγεί στο συµπέρασµα οτι τα συγκεκριµένα δίκτυα εξάγουν χάρτες χαρακτηριστικών, οι
οποιοί περιέχουν πολλές χρήσιµες πληροφορίες σχετικά µε τα δεδοµένα. ΄Ετσι σκοπός µας
είναι η εισαγωγή αυτών των χαρτών χαρακτηριστικών στο σύστηµα του ViT Transformer και
η πραγµατοποίηση της κατηγοριοποίησης µε ϐάση τα embeddings που ϑα προκύψουν από
αυτόν τον χάρτη χαρακτηριστικών.

Πιο συγκεκριµένα εµπνευσµένοι από το [3] επιθυµουµε να χρησιµοποιήσουµε το δίκτυο
[4], για να εξάγουµε πιο σύνθετα χαρακτηριστικά τα οποία στην συνέχεια ϑα τα τροφο-
δοτήσουµε στο δίκτυο ViT small και απο εκεί ϑα εξάγουµε embeddings τα οποία ϑα τα
χρησιµοποιήσουµε στην συνέχεια για την κατηγοριοποίηση των δεδοµένων.
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Συντοµογραφίες - Αρκτικόλεξα - Ακρωνύµια

ϐλπ ϐλέπε
κ.λπ. και λοιπά
κ.ο.κ και ούτω καθεξής
CNN Convolution Neural Networks
MIM Masked Image Modeling
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Απόδοση ξενόγλωσσων όρων

Απόδοση Ξενόγλωσσος όρος
µετασχηµατιστές transformers
Μηχανισµοί προσοχής Attention Mechanisms
Μετασχηµατιστές όρασης Vision Transformers
Σύνολο δεδοµένων Dataset
Οπισθοδιάδοση Backpropagate
Εκπαιδευση Train
Αυτο-Επιβλεπόµενη Μαθηση Self-supervised learning
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