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Περίληψη

Στη σύγχρονη τεχνολογική πραγµατικότητα της απαίτησης δεδοµένων σε πραγµατικό
χρόνο, δηµιουργείται η ανάγκη για ϐελτιστοποίηση της διαχείρισης των υποδοµών που ε-
πεξεργάζονται αυτά τα δεδοµένα. Ωστόσο, η διόγκωση των µεγεθών των υποδοµών αυξάνει
σηµαντικά και την πολυπλοκότητα της ανάλυσής τους. Οι ανάγκες αυτές οδήγησαν στη
χρήση τεχνητής νοηµοσύνης και πιο συγκεκριµένα µεθόδων µηχανικής µάθησης, για την
κατανόηση και διαχείριση των πολύπλοκων συστηµάτων και υποδοµών σε πραγµατικό χρόνο
αυτοµατοποιηµένα.

Το αντικείµενο αυτής της διπλωµατικής εργασίας αποτελεί η ανάπτυξη µεθόδων διαχείρι-
σης και αντίδρασης σε πιθανές καταστάσεις µιας Cloud-Edge υποδοµής για την ϐελτιστοπο-
ίηση παραµέτρων του συστήµατος καθώς και Quality of Service µετρικών. Χρησιµοποιούνται
µοντέλα ενισχυτικής µάθησης που χρησιµοποιούν ϐαθιά νευρωνικά δίκτυα για να αναγνω-
ϱίζουν µοτίβα συσχέτισης καταστάσεων-ενεργειών ϐάση συνάρτησεων κέρδους.

Λέξεις Κλειδιά

Cloud-Edge, κατανεµηµένο σύστηµα, µηχανική µάθηση, ενισχυτική µάθηση, ϐαθιά ε-
νισχυτική µάθηση, QoS µετρικές, target Q-Network, δροµολογητής εργασιών, χρονικές κα-
ϑυστερήσεις εργασιών, RTT
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Abstract

In today’s technology world of real-time data demand, there is a need to optimise the
management of the infrastructures that process data. However, the growth of infras-
tructures’ size significantly increases the complexity of their analysis accordingly. These
needs have led to the use of artificial intelligence, and more specifically machine learning
methods, to understand and manage complex systems and infrastructures in real-time
in an automated manner.

The subject of this thesis is the development of methods to manage and react to
possible states of a Cloud-Edge infrastructure in order to optimize infrastructure and
Quality of Service parameters. Reinforcement learning models and deep neural networks
are used to identify state-action correlation patterns based on reward feedback from the
model.

Keywords

Cloud-Edge, distributed system, machine learning, reinforcement learning, deep rein-
forcement learning, QoS metrics, target Q-Network, job scheduler, job time delay, RTT
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Κεφάλαιο 1

Εισαγωγή

Π αραδοσιακά, οι απαιτήσεις επεξεργασίας και αποθήκευσης των εφαρµογών και υπη-
ϱεσιών καλύπτονταν από hardware µηχανήµατα της εταιρείας που δηµιουργούσε τα

προϊόντα αυτά. Ωστόσο, στη σύγχρονη εποχή, η κεντρική διαχείριση cloud computing και η
πληθώρα ευέλικτων επιλογών χρήσης του έχει δηµιουργήσει µια νέα δυναµική στον κόσµο
της τεχνολογίας. Το cloud computing (Image 1) αποτελεί ένα πολύ συµβατό σύστηµα για
τις έντονα αυξοµειούµενες απαιτήσεις των εφαρµογών και υπηρεσιών για υπολογιστική και
αποθηκευτική ισχύ.

Εικόνα 1.1: Αρχιτεκτονική του Cloud computing

Η ανάπτυξη των συσκευών IoT (Internet of Things) και η γενική ανάγκη για γρήγορη ε-
πεξεργασία δεδοµένων έχει οδηγήσει στην ανάπτυξη και χρήση µαζικών υποδοµών πιο κοντά
στο χρήστη, καθώς η µετάδοση ακατέργαστων δεδοµένων σε κεντρικά συστήµατα διαχείρισης
δεδοµένων, όπως είναι το Cloud, δηµιουργεί προβλήµατα όσον αφορά τους περιορισµούς του
bandwidth του δικτύου και του latency. Ταυτόχρονα, τα αυτόνοµα συστήµατα, τα δίκτυα 5G
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Κεφάλαιο 1. Εισαγωγή

και η µαζική παραγωγή και ανάγκη επεξεργασίας δεδοµένων των τεχνολογικών συστηµάτων
έχουν αυξήσει τις απαιτήσεις για υπολογιστική απόδοση και ελαχιστοποίηση της κατανάλω-
σης ενέργειας. Η ύπαρξη της edge υποδοµής δηµιουργεί ένα νέο επίπεδο επεξεργασίας πιο
κοντά στο τελικό σηµείο (συσκευή) και χρησιµοποιείται επιπρόσθετα και ως σηµείο ϕιλτρα-
ϱίσµατος, στο οποίο απορρίπτονται τα περιττά δεδοµένα και το ϕόρτο εργασίας κατανέµεται
τόσο στο εδγε όσο και στο Cloud µε ϐάση την καθυστέρηση και άλλες απαιτήσεις QoS (Qual-
ity Of Service). Για τη γρήγορη και αποτελσµατική επικοινωνία και συνεργασία µεταξύ
διαφορετικών υποδοµών, Cloud και Edge έχουν αναπτυχθεί κατανεµηµένα και ιεαρχικά
συστήµατα.

Εικόνα 1.2: Αρχιτεκτονική του Edge computing

Με την εξέλιξη της ιεραρχικής αρχιτεκτονικής cloud-edge και την αυτοµατοποίησή της,
τα όρια µεταξύ των cloud και edge computing εξαλείφονται, δηµιουργώντας ένα cloud-edge
continuum. Αυτή η δοµή αντιπροσωπεύει ένα απρόσκοπτο ϕάσµα υπολογιστικών πόρων
που εκτείνονται από τα κέντρα δεδοµένων του Cloud έως κατανεµηµένες edge συσκευές.
Αυτή η ιεραρχική δοµή επιτρέπει την αποτελεσµατική διαχείριση και οργάνωση των πόρων
σε πολλαπλά επίπεδα.
Στο υψηλότερο επίπεδο, τα συγκεντρωτικά κέντρα δεδοµένων Cloud παρέχουν σηµαντική
υπολογιστική ισχύ και αποθηκευτική ικανότητα, εξυπηρετώντας την επεξεργασία δεδοµένων
µεγάλης κλίµακας και µεγάλο ϕόρτο εργασίας. Στα κατώτερα επίπεδα της ιεραρχίας, πε-
ϱιλαµβάνονται edge συσκευές που τοποθετούνται πιο κοντά στο σηµείο παραγωγής ή κατα-
νάλωσης δεδοµένων. Αυτές οι συσκευές αποτελούνται από αισθητήρες IoT, έξυπνες συσκευές
και αυτόνοµα οχήµατα κλπ και οι οποίες επιτρέπουν την επεξεργασία δεδοµένων σε πραγµα-
τικό χρόνο, µειώνοντας την καθυστέρηση και ϐελτιώνοντας την ανταπόκριση για time critical
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εφαρµογές.
Σύµφωνα µε πρόσφατη έρευνα, η παγκόσµια αγορά edge υποδοµών αναµένεται να αυξηθεί
από 60 δισεκατοµµύρια δολάρια το 2024 σε 110 δισεκατοµµύρια δολάρια µέχρι το 2029,
αντιπροσωπεύοντας CAGR 13% [1].
Αυτή η ταχεία ανάπτυξη οφείλεται στην αυξανόµενη Ϲήτηση για επεξεργασία χαµηλής καθυ-
στέρησης, στον πολλαπλασιασµό των συσκευών IoT και στην άνοδο των δικτύων 5G. Αρκετές
άλλες µελέτες έχουν επίσης επισηµάνει τη σηµασία του cloud-edge continuum. Για πα-
ϱάδειγµα, έχει παρατηρηθεί ότι η υιοθέτηση του edge computing είναι Ϲωτικής σηµασίας για
τους οργανισµούς που στοχεύουν στην αξιοποίηση αναδυόµενων τεχνολογιών όπως η τεχνητή
νοηµοσύνη, το IoT και το blockchain [2]. Μια άλλη µελέτη προβλέπει ότι έως το 2025, το
75% των δεδοµένων που παράγονται από τις επιχειρήσεις ϑα υποβάλλονται σε επεξεργασία
σε edge υποδοµές [3].
Η ανάπτυξη των cloud-native εφαρµογών αποτελεί επίσης σηµαντική εξέλιξη για τις Cloud-
Edge υποδοµές, καθώς σηµατοδοτεί τη µετάβαση από τις µονολιθικές εφαρµογές µιας εν-
νιαίας κεντρικής διαχείρησης σε µικρά αυτόνοµα συνεργαζόµενα τµήµατα εφαρµογών. Οι
cloud-native εφαρµογές σχεδιάζονται ειδικά για περιβάλλοντα cloud, εκµεταλλευόµενες την
ευελιξία και την κλιµάκωση που προσφέρει η αρχιτεκτονική microservices. Αυτή η προσέγ-
γιση επιτρέπει την ανάπτυξη, τη συντήρηση και την αναβάθµιση εφαρµογών µε µεγαλύτερη
ευελιξία και ταχύτητα, σε αντίθεση µε τις παραδοσιακές µονολιθικές εφαρµογές που η πο-
λυπλοκότητά τους δηµιουργεί δυσκολίες στη διαχείριση και την αναβάθµιση.
Επιπρόσθετα, µε την κυριάρχηση των cloud-native εφαρµογών στη σύγχρονη τεχνολογι-
κή πραγµατικότητα, η παγκόσµια αγορά µετατοπίζεται από τα παραδοσιακά συγκεντρωτικά
συστήµατα σε κατανεµηµένα συστήµατα που λειτουργούν σε cloud-edge περιβάλλοντα. Η
µετατόπιση αυτή, όπως αναφέρθηκε και προηγουµένως, οφείλεται στην αύξηση των συνδεδε-
µένων συσκευών, στον αυξανόµενο όγκο δεδοµένων και στην ανάγκη παράλληλης εκτέλεσης
υπό-εργασιών εφαρµογών. Τα κατανεµηµένα συστήµατα αποτελούνται από πολλαπλούς
κόµβους που συνεργάζονται για την εκτέλεση µιας συγκεκριµένης εργασίας, αντί να ϐασίζο-
νται σε ένα ενιαίο κεντρικό σύστηµα για τη διεκπεραίωση όλων των λειτουργιών.
Αρκετές µελέτες έχουν τονίσει τη σηµασία των κατανεµηµένων συστηµάτων συγκριτικά µε τα
συγκεντρωτικά συστήµατα στον τοµέα αυτόν. Η δυνατότητα για παράλληλη επεξεργασία δε-
δοµένων κοντά στην πηγή παραγωγής τους αυξάνει σηµαντικά την απόδοση των συστηµάτων
και µειώνει τον απαιτούµενο χρόνο αναµονής [4][5].
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Κεφάλαιο 1. Εισαγωγή

Εικόνα 1.3: Προσέγγιση των Συγκεντρωτικών και Κατανεµηµένων υποδοµών για την εκτέλεση
εργασιών από IoT συσκευές

Ωστόσο, παρά τα οφέλη των ιεαρχικών και κατανεµηµένων συστηµάτων, η διαχείριση και
η ενσωµάτωση ετερογενών πηγών δεδοµένων στο cloud-edge σύστηµα αποτελεί ένα πολύπλο-
κο έργο. Ως εκ τούτου, είναι απαραίτητη η ανάπτυξη νέων τεχνικών και τεχνολογιών για την
αποτελεσµατική διαχείριση των κατανεµηµένων συστηµάτων και τον µετριασµό των σχετικών
προκλήσεων.
Για την κάλυψη της ανάγκης για αυτοµατοποιηµένη και πολύπλοκη διαχείριση ετερογενών
πηγών δεδοµένων, χρησιµοποιείται η τηλεµετρία σε συνδυασµό µε µηχανισµούς τεχνητής
νοηµοσύνης, όπως αλγορίθµους µηχανικής µάθησης και µοντέλα ενισχυτικής µάθησης. Η
τηλεµετρία συνιστά µία διαδικασία καταγραφής και µεταφοράς δεδοµένων από αποµακρυ-
σµένες πηγές στο κεντρικό σύστηµα διαχείρισης. Οι δυνατότητές της για γρήγορη και ϕθηνή
µεταφορά, καθώς και το ευρύ ϕάσµα εφαρµογών της, έχουν οδηγήσει στην επικράτησή της
σε ϑέµατα καταγραφής δεδοµένων σε πεδία όπως το διάστηµα, η ϐιολογία καθώς και σε
ενεργειακές µετρήσεις [6][7][8].
Αντίστοιχα, η χρήση της τεχνητής νοηµοσύνης ενσωµατώνεται ολοένα και περισσότερο σε
διάφορες πτυχές των συστηµάτων διαχείρισης δεδοµένων, όπως είναι η κατανοµή πόρων, η
προβλεπτική συντήρηση, η ϐελτιστοποίηση QoS µετρικών του δικτύου, η ανίχνευση ανωµα-
λιών καθώς και η ϐελτιστοποίηση της διαχείρισης της ενέργειας.

1.1 Αντικείµενο της διπλωµατικής

Στην εργασία µας, ϑεωρούµε µια υπολογιστική και αποθηκευτική υποδοµή που συν-
δυάζει τις ϑεωρητικές δοµές Cloud και Edge. Στην υποδοµή ανατίθεται ϕόρτο εργασίας
εφαρµογών, το οποίο κατανέµεται και µεταφέρεται µεταξύ των διαθέσιµων επιπέδων και
πόρων. Η οργάνωση της υποδοµής έχει ένα συγκεντρωτικό σύστηµα που διαχειρίζεται τρεις
συστάδες (clusters) µηχανηµάτων, τα οποία εκτελούν εργασίες. Οι εργασίες προς εκτέλε-
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1.2 Οργάνωση του τόµου

ση, ϕέρουν µια ιεραρχική δοµή τριών επιπέδων οργάνωσης που ορίζει τον τρόπο και την
ακολουθία ολοκλήρωσης τους. Η παραπάνω δοµή αποτελεί το περιβάλλον ανάπτυξης και
εκπαίδευσης ενός συστήµατος αναγνώρισης καταστάσεων και των καλύτερων δυνατών ενερ-
γειών σε πραγµατικό χρόνο µέσω της χρήσης ενισχυτικής µάθησης. Η λύση µας προσφέρει
πολλές δυνατότητες για ορισµό παραµέτρων και αποτελεσµατικής ϐελτίωσής τους µέσω της
προσοµοίωσης υποδοµών.

1.2 Οργάνωση του τόµου

Η συνέχεια της διπλωµατικής είναι οργανωµένη µε τον ακόλουθο τρόπο. Στο 2ο κε-
ϕάλαιο παρουσιάζεται το ϑεωρητικό υπόβαθρο πάνω στο οποίο ϐασίζεται η διπλωµατική.
Συγκεκριµένα, αρχικά γίνεται λόγος για την δοµή και τον τρόπο εκτέλεσης εργασιών σε µια
κατανεµηµένη υποδοµή. Στη συνέχεια, αναφέρονται οι κατηγορίες στις οποίες εντάσσονται
οι αλγόριθµοι µηχανικής και ενισχυτικής µάθησης και ο τρόπος που λειτουργούν. Τέλος,
περιγράφονται ορισµένες διαδικασίες που ϑα. Στο 3ο κεφάλαιο, παρουσιάζεται µια ολο-
κληρωµένη εικόνα από επιστηµονικά άρθρα στον τοµέα της διαχείρισης πόρων και ϕόρτων
εργασίας σε cloud-edge υποδοµές και σε σχετικά ϑέµατα. Στο 4ο κεφάλαιο, περιγράφεται η
υποδοµή και οι παραδοχές που έχουµε κάνει. Στο 5ο κεφάλαιο, αναλύουµε τα χαρακτηρι-
στικά του µοντέλου ενισχυτικής µάθησης που αναπτύξαµε. Στο 6ο κεφάλαιο, αναφερόµαστε
στις λεπτοµέρειες της υλοποίησής µας. Στο 7ο κεφάλαιο παρατίθενται, συγκρίνονται και
σχολιάζονται τα αποτελέσµατα του µοντέλου ενισχυτικής µάθησης. Στο 8ο κεφάλαιο, πραγ-
µατοποιείται µια σύνοψη του έργου και παρατίθενται σηµεία για περισσότερη ανάλυση και
έρευνα.
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Μέρος I

Θεωρητικό Μέρος
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Κεφάλαιο 2

Θεωρητικό υπόβαθρο

2.1 ∆οµή Εργασιών

2.1.1 Εισαγωγή

Στις υπηρεσίες που προσφέρουν οι ῝λουδ-Εδγε κατανεµηµένες υποδοµές, η διαχείριση
των ϕόρτων εργασίας έχει αναδειχθεί σε πρόκληση. Τα ϕορτία εργασίας, που περιλαµβάνουν
εργασίες batch και online services, αποτελούν την πλειονότητα των υπολογιστικών εργασιών
που εκτελούνται σε περιβάλλοντα Cloud-Edge συνεχούς. Λόγω της πολύπλοκης ϕύσης των
υπηρεσιών και εφαρµογών που δηµιουργούν αυτές τις υπολογιστικές ανάγκες, οι εργασίες
ϕέρουν συγκεκριµένους κανόνες και εξαρτίσεις που διαφοροποιούν τον τρόπο εκτέλεσης
τους. Ακόµη, τα κατανεµηµένα συστήµατα, διαθέτουν διάφορες πολιτικές στον τρόπο µετα-
ϕοράς δεδοµένων µεταξύ διαφορετικών σηµείων του δικτύου, αναλόγως µε τις συνθήκες του
συστήµατος, που αναλύονται ακολούθως.

2.1.2 ∆οµή Εργασιών

Οι εργασίες υπηρεσιών και εφαρµογών αποτελούν σύνθετες δοµές αλληλεξαρτώµενων
υπό-εργασιών που ϕέρουν συγκεκριµένους κανόνες κατά την εκτέλεσή τους. Πιο αναλυτικά,
χρησιµοποιούµε δύο τύπους εργασιών που παρουσιάζουν διαφορετικά δοµικά χαρακτηρι-
στικά.
Οι εργασίες batch αφορούν λειτουργικότητες διαχείρισης µνήµης και επεξεργασίας και α-
νάλυσης δεδοµένων όπως το MapReduce και προβλήµατα µηχανικής µάθησης, τα οποία
υποβάλλονται από εσωτερικούς χρήστες. Αυτές οι εργασίες δεν είναι εργασίες παραγωγής,
το οποίο σηµαίνει ότι δεν είναι εργασίες µε ανάγκη για άµεση εκτέλεση, ενώ εκτελούνται
απευθείας στον physical host. Οι εργασίες batch µπορούν να περιγραφούν ως ένα µοντέλο
"Job-Task-Instance". Κάθε υποβαλλόµενη εργασία-job χωρίζεται σε πολλαπλές εργασίες-
tasks µε διαφορετικά στοιχεία υπολογιστικής λογικής, χρονικών και δοµικών προδιαγραφές.
Τα tasks, µπορεί να ϕέρουν και αλληλεξαρτήσεις µεταξύ τους, σε σειρά προτεραιότητας ε-
κτέλεσης, σχέσεις που συνήθως περιγράφονται µέσω της χρήσης Ακυκλικών Κατευθυνόµενων
Γράφων (DAG) και τις οποίες πρέπει να λαµβάνει υπόψη του το σύστηµα κατά την κατανοµή
ϕορτίων σε κόµβους για την αποτροπή περιττών καθυστερήσεων.
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Κεφάλαιο 2. Θεωρητικό υπόβαθρο

Εικόνα 2.1: Εσωτερική δοµή εργασιών

Ο χρόνος ολοκλήρωσης ενός job καθορίζεται από τα tasks. Κάθε task περιέχει τουλάχι-
στον ένα task instance, το µικρότερο προς κατανοµή κοµµάτι εργασίας στην υλοποίησή
µας. Κάθε task instance του ίδιου task έχει τον ίδιο δυαδικό κώδικα και τις ίδιες ανάγκες
σε πόρους. Οµοίως, η διάρκεια ενός task εξαρτάται από όλα τα instances του.
Η δεύτερη κατηγορία αποτελείται από το ϕόρτο εργασιών online υπηρεσιών. Οι εργασίες
που χρησιµοποιούµε παράγονται συνήθως από users των υπηρεσιών, οι οποίες απαιτούν
τη λειτουργία διαφόρων υπηρεσιών που σηκώνονται σε containers και τρέχουν για µεγάλα
χρονικά διαστήµατα. Οι υπηρεσίες αυτές πρέπει να εκτελούνται άµεσα χωρίς καθυστερήσεις
και ϕέρουν προτεραιότητα έναντι στα batch jobs.
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2.1.2 ∆οµή Εργασιών

Εικόνα 2.2: Αρχιτεκτονική των containers

Οι εργασίες online services ϕέρουν οργάνωση σε container λογική, που περιέχει την «ει-
κόνα» του service που πρέπει να εκτελεστεί, και συγκεκριµένες πληροφορίες και εξαρτήσεις
για τη σωστή λειτουργία της. Τα jobs αυτά διαφέρουν σε οργάνωση από τα batch jobs,
καθώς η λογική των containers αφορά την παράλληλη και ανεξάρτητη λειτουργία από jobs.
Ωστόσο σε ένα επίπεδο networking, χρησιµοποιώντας εργαλεία όπως το service mesh, που
περιγράφει εξαρτήσεις µεταξύ εφαρµογών και υπηρεσιών, αναπτύσσονται αλληλεπιδράσεις,
ανταλλαγές δεδοµένων και χρονικές εξαρτήσεις µεταξύ διαφορετικών υπηρεσιών και άρα
εργασιών.
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Κεφάλαιο 2. Θεωρητικό υπόβαθρο

Εικόνα 2.3: Αρχιτεκτονική εφαρµογών που χρησιµοποιούν containers

2.1.3 ∆ιαχείριση εργασιών σε κατανεµηµένα συστήµατα

Σε κατανεµηµένα συστήµατα, λόγω της ϕύσης της αρχιτεκτονικής λύσης, πραγµατοποιε-
ίται συνεχής µεταφορά δεδοµένων και εργασιών µεταξύ κόµβων του δικτύου. Η µεταφορά
εργασιών, εφόσον η εκτέλεσή της έχει ξεκινήσει, µπορεί να πραγµατοποιείται είτε από το ση-
µείο που είχε µείνει, είτε από την αρχή. Στην περίπτωση της µεταφοράς από το σηµείο που
διακόπηκε η εκτέλεση της εργασίας, απαιτείται µεταφορά µεγάλων όγκων µεταδεδοµένων µε
επιβαρύνσεις στη δικτυακή κίνηση καθώς και στη συχνότητα αποθήκευσης ςηεςκποιντς των
καταστάσεων των εργασιών. Η µεταφορά εργασιών µε σκοπό την επανεκκίνηση από την αρ-
χή, ϕέρει ως λογική σηµαντικές χρονικές επιβαρύνσεις, ειδικά όταν µιλάµε για εργασίες που
έχουν χρονικές εξαρτίσεις µεταξύ τους. Αναλόγως την υποδοµή και τη λύση, επιλέγονται και
οι δύο λύσεις καθώς και υβριδικά συστήµατα. ∆ιασχίζοντας αυτούς τους αναλυτικούς τοµείς,
η διατριβή µας στοχεύει να παράσχει µια ολιστική κατανόηση της διαχείρισης του ϕόρτου
εργασίας σε κατανεµηµένες υποδοµές, προσφέροντας γνώσεις σχετικά µε τη περίπλοκη δυ-
ναµική και τις προκλήσεις που ενυπάρχουν στην ενορχήστρωση υπολογιστικών εργασιών σε
όλο το συνεχές νέφους-ακµής. Μέσω αυστηρής ανάλυσης και πειραµατισµού, προσπαθούµε
να συµβάλουµε στην προώθηση αποτελεσµατικών, κλιµακούµενων και ανθεκτικών λύσεων
διαχείρισης ϕόρτου εργασίας, έτοιµων να ανταποκριθούν στις εξελισσόµενες απαιτήσεις των
σύγχρονων υπολογιστικών περιβαλλόντων.

2.2 Μηχανική Μάθηση

Οι αλγόριθµοι µηχανικής µάθησης µπορούν να αναγνωρίσουν συσχετίσεις και απο-
κλίνουσες συµπεριφορές δεδοµένων µέσω περίπλοκων υπολογισµών όπως προσαρµογή της
διάστασης του συστήµατος και συνδυασµού διαφόρων παραµέτρων του συστήµατος σε µαθη-
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2.2 Μηχανική Μάθηση

µατικά και στατιστικά µοντέλα. Οι αλγόριθµοι µηχανικής µάθησης µπορούν να ταξινοµηθο-
ύν σε δύο µεγάλες κατηγορίες µε ϐάση τη ϕύση της εισόδου και την αναµενόµενη έξοδό τους.

• Supervised Learning (Επιβλεπόµενη µάθηση)

• Unsupervised Learning (Μη επιβλεπόµενη µάθηση)

Οι αλγόριθµοι επιβλεπόµενης µάθησης είναι αποτελεσµατικοί στον εντοπισµό ανωµαλι-
ών όταν υπάρχει σαφής διάκριση µεταξύ των κλάσεων και τα δεδοµένα εκπαίδευσης είναι
καλά κατηγοριοποιηµένα. Ωστόσο, η εξάρτησή τους από καλά κατηγοριοποιηµένα δεδοµένα
περιορίζει την εφαρµογή τους σε δυναµικά περιβάλλοντα πραγµατικού χρόνου, όπου οι κα-
τανοµές των δεδοµένων µπορούν να αλλάξουν γρήγορα. Επιπλέον, η συχνή ενηµέρωση του
συνόλου δεδοµένων εκπαίδευσης µπορεί να είναι δαπανηρή και χρονοβόρα, περιορίζοντας
περαιτέρω τη χρησιµότητά τους στην ανίχνευση ανωµαλιών για υποδοµές cloud-edge, όπου
το περιβάλλον υπόκειται σε συχνές αλλαγές.

Εικόνα 2.4: Ροή εκπαίδευσης µοντέλου µε χρήση Μηχανικής Μάθησης µε Επίβλεψη

Οι αλγόριθµοι µη επιβλεπόµενης µάθησης µπορούν να εφαρµοστούν για την ανίχνευση
ανωµαλιών χωρίς την ανάγκη δεδοµένων εκπαίδευσης µε ετικέτες. Ο στόχος αυτών των αλγο-
ϱίθµων είναι να ανακαλύψουν κρυµµένα µοτίβα και σχέσεις στα δεδοµένα, παρόµοια µε την
εκτίµηση της πυκνότητας στη στατιστική. Οι αλγόριθµοι οµαδοποιούν τα δεδοµένα εισόδου
σε κλάσεις µε ϐάση τις στατιστικές τους ιδιότητες, χωρίς να κάνουν υποθέσεις σχετικά µε
την υποκείµενη κατανοµή των δεδοµένων. Προκειµένου να ϐελτιωθεί η ακρίβεια, γενικά
υποτίθεται ότι οι κανονικές περιπτώσεις δεδοµένων είναι συχνότερες στο σύνολο δεδοµένων
από τις ανώµαλες περιπτώσεις.
Οι τεχνικές µη επιβλεπόµενης µάθησης είναι κατάλληλες για την ανίχνευση άγνωστων ανω-
µαλιών σε δυναµικά περιβάλλοντα πραγµατικού χρόνου, όπως η υποδοµή cloud-edge, όπου
µπορεί να µην υπάρχει ακριβής ορισµός των χαρακτηριστικών των ανωµαλιών.
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Κεφάλαιο 2. Θεωρητικό υπόβαθρο

Εικόνα 2.5: Ροή εκπαίδευσης µοντέλου µε χρήση Μηχανικής Μάθησης χωρίς Επίβλεψη

2.3 Ενισχυτική Μάθηση

Ωστόσο, χάρη στην ανάπτυξη των ϐαθιών νευρωνικών δικτύων την τελευταία δεκαετία, µία
ακόµη µέθοδος µηχανικής µάθησης, η ενισχυτική µάθηση, έχει εισχωρήσει στη διαχείριση
περιπτώσεων ανώµαλης συµπεριφοράς συστηµάτων.
Η ενισχυτική µάθηση είναι ένας τύπος µηχανικής µάθησης όπου ένας πράκτορας µαθαίνει να
παίρνει αποφάσεις σε ένα περιβάλλον λαµβάνοντας ανατροφοδότηση µε τη µορφή ανταµοιβών
ή ποινών. Ο πράκτορας αλληλοεπιδρά µε το περιβάλλον και αναλαµβάνει δράσεις για να
µεγιστοποιήσει την ανταµοιβή του µε την πάροδο του χρόνου.

Εικόνα 2.6: Βάση της ϱοής εκπαίδευσης µοντέλου µε χρήση Ενισχυτικής Μάθησης

Η διαφορά του RL(Reinforcement Learning) σε σχέση µε supervised µεθόδους έγκει-
ται στο ότι το µοντέλο δε χρειάζεται δεδοµένα µε ετικέτες. Ωστόσο, µία από τις απαιτήσεις
αυτού του είδους µάθησης, αποτελεί η ανάγκη επαρκούς περιγραφής στοιχείων του περι-
ϐάλλοντος. Λόγω της δυναµικής και πολύπλοκης ϕύσης του περιβάλλοντος, δε µπορούν να
χρησιµοποιηθούν στις περισσότερες περιπτώσεις αλγόριθµοι δυναµικού προγραµµατισµο-
ύ για την ντετερµινιστική περιγραφή του. Χρησιµοποιούνται, όµως, µαθηµατικοί µέθοδοι
όπως είναι η διαδικασία αποφάσεων Markov (MDP), η οποία είναι µια στοχαστική διαδι-
κασία ελέγχου διακριτού χρόνου. Παρέχει ένα µαθηµατικό πλαίσιο για τη µοντελοποίηση
της λήψης αποφάσεων σε καταστάσεις όπου τα αποτελέσµατα είναι εν µέρει τυχαία και εν
µέρει υπό τον έλεγχο ενός λήπτη αποφάσεων. Οι MDP είναι χρήσιµες για τη µελέτη προ-
ϐληµάτων ϐελτιστοποίησης καθώς ορίζουν πλήρως το µοντέλο και επιτρέπουν την ανάλυσή
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2.3 Ενισχυτική Μάθηση

του σε ϐάθος χρόνου. Πιο συγκεκριµένα, σε κάθε χρονικό ϐήµα, η διαδικασία ϐρίσκεται
σε κάποια κατάσταση s, και ο λήπτης αποφάσεων µπορεί να επιλέξει οποιαδήποτε ενέργεια
α που είναι διαθέσιµη στην κατάσταση s. Το µοντέλο ανταποκρίνεται µετακινούµενη σε
µια νέα κατάσταση, s΄, και δίνει στο µοντέλο µια αντίστοιχη ανταµοιβή R(s,s’). Η πιθα-
νότητα να µεταβεί η διαδικασία στη νέα της κατάσταση s΄ επηρεάζεται από την επιλεγµένη
ενέργεια και την παρούσα κατάσταση s. Για να ικανοποιείται η ιδιότητα Markov στις µετα-
ϐάσεις µεταξύ καταστάσεων του περιβάλλοντος, οφείλει το µοντέλο να είναι ανεξάρτητο από
τις προηγούµενες καταστάσεις κάθε δεδοµένη στιγµή. Η MDP ορίζει πλήρως το περιβάλλον
κάθε προβλήµατος RL(Reinforcement Learning) µε τους εξής όρους :

• Το πεδίο καταστάσεων (state space), που περιγράφει την κατάσταση του συστήµα-
τος σε µία χρονική στιγµή. Σε αυτό το διάνυσµα περιέχονται στοιχεία που κρίνονται
σηµαντικά για πιθανές επιλογές ενεργειών του µοντέλου.

• Το πεδίο ενεργειών (action space), που αποτελεί το σύνολο των πιθανών ενεργειών σε
κάθε δεδοµένη κατάσταση. Θεωρητικά µπορεί κάθε κατάσταση να έχει διαφορετικές
επιλογές σε ενέργειες που περιγράφονται από αυτό το σύνολο.

• Τη συνάρτηση επιβράβευσης, που αποτελεί τον τρόπο που παραµετροποιείται το κάθε
σύστηµα ώστε να αξιολογηθεί η µετάβαση από µία κατάσταση σε µια άλλη µε ϐάση την
επιλεγµένη ενέργεια.

• Τη συνάρτηση πιθανότητας µετάβασης, που αποτελεί την πιθανοτική αναπαράσταση
της µετάβασης του συστήµατος από µία κατάσταση σε µία άλλη µε ϐάση µια επιλεγµένη
ενέργεια.

Εικόνα 2.7: Αποτύπωση των χαρακτηριστικών του συστήµατος µε ϐάση τη µέθοδο MDP
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Τα προβλήµατα RL κατηγοριοποιούνται σε προβλήµατα µε γνώση του µοντέλου ή χωρίς.

Τα προβλήµατα που ϐασίζονται στη γνώση του υπάρχοντος µοντέλου, έχουν γνώση και
όλων των χαρακτηριστικών που αναφέρονται παραπάνω. Σκοπός τους είναι ο υπολογισµός
της πολιτικής π του µοντέλου, µίας δηλαδή συνάρτησης που οδηγεί στη ϐελτιστοποίηση των
επιλεγόµενων ενεργειών σε κάθε κατάσταση. Η συνάρτηση αυτή µπορεί να υπολογιστεί είτε
µέσω αλλαγών στη συνάρτηση που περιγράφει την ίδια την πολιτική είτε µέσω αλλαγών σε
µια ϐοηθητική συνάρτηση V . Ο τύπος της ϐέλτιστης συνάρτησης της πολιτικής είναι ο εξής :

π∗(s) = arg max
a

R(s, a) + γ
∑
s′∈S

T (s, a, s′)V ∗(s′)


όπου, V* αποτελεί τη ϐέλτιστη συνάρτηση value.

Για τον υπολογισµό της πολιτικής µε τη ϐοηθητική συνάρτηση value, υπολογίζουµε τη V

µέσω της Q, που ϑα οδηγήσει και στον υπολογισµό της συνάρτησης πολιτικής του µοντέλου.

Q(s, a) := R(s, a) + γ
∑
s′∈S

T (s, a, s′)V ∗(s′)

και

π(s) := max
a

Q(s, a)

Στην περίπτωση που δε γνωρίζουµε το µοντέλο, δηλαδή τις συναρτήσεις κέρδους R και
πιθανότητας µετάβασης T , υπάρχουν λύσεις που δίνουν προτεραιότητα στον υπολογισµό αυ-
τών των συναρτήσεων για την εύρεση των ϐέλτιστων τιµών του συστήµατος (model-based) και
λύσεις που υπολογίζουν τις τιµές αυτές µε απλοποιήσεις στους τύπους που µόλις αναλύθη-
καν.

Εµείς εξετάζουµε την περίπτωση model-free, καθώς η αναπαράσταση της πιθανότητας
µετάβασης στο δυναµικό περιβάλλον των εργασιών και µηχανηµάτων είναι πολύ δύσκολο
να προσεγγιστεί επαρκώς. Στη model-free λογική επικρατούν δύο κυρίαρχες µέθοδοι, η
ευριστική µέθοδος Actor – Critic και η µέθοδος Q-learning. Η µέθοδος Actor – Critic
ϐασίζεται στην ιδέα της ϐελτιστοποίησης της συνάρτησης πολιτικής µέσω της συνάρτησης
value V . Σε ένα τέτοιο µοντέλο υπάρχουν δύο κοµµάτια, το Actor που εισαγάγει τη λογική
της ενισχυτικής µάθησης και προσπαθεί, αντλώντας πληροφορίες από το critic component
για τις τιµές της συνάρτησης V , να ϐελτιστοποιήσει την πολιτική του µοντέλου και το Critic,
που ϐάσει της πολιτικής του αςτορ επιλέγει ενέργειες και παρατηρεί την τιµή της V για το
εκάστοτε state-action Ϲεύγος και ενηµερώνει το Actor. Η µέθοδος Q-learning χρησιµοποιεί
µόνο µια συνιστώσα, η οποία ϐασίζεται στον προσδιορισµό των τιµών Q για κάθε state-action.
Από τους τύπους που αναφέρθηκαν παραπάνω, οδηγούµαστε στον τύπο:

Q(s, a) := Q(s, a) + α
(
r + γ max

a′
Q(s′, a′) − Q(s, a)

)
Παρατηρούµε ότι η τιµή της Q δεν εξαρτάται ούτε από τη γνώση της συνάρτησης κέρδους

ούτε της συνάρτησης πιθανότητας µετάβασης, παρά µόνο από τις παρατηρήσεις επί του
συστήµατος. ΄Εχει υπολογιστεί πως µε την επιλογή κάθε ενέργειας άπειρες ϕορές σε µια
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εκτέλεση άπειρων ϐηµάτων, και δεδοµένου ότι η τιµή µάθησης a (learning rate) µειώνεται
µε την πάροδο του χρόνου καταλλήλως, οι τιµές Q ϑα συγκλίνουν στις ϐέλτιστες τιµές Q* µε
πιθανότητα 1(Watkins et. al 1989, Tsitsiklis et. al 1994, Jaakkola et. al 1994).

Μια σηµαντική µέθοδος που χρησιµοποιείται στις παραπάνω διαδικασίες είναι η TD(λ).
Η συγκεκριµένη µέθοδος αφορά τον τρόπο µε τον οποίο πραγµατοποιείται η ανανέωση των
τιµών του πίνακα Q, που περιέχει τις τιµές της συνάρτησης για όλους τους δυνατούς συνδυα-
σµούς κατάστασης-ενέργειας. Πιο συγκεκριµένα στους παραπάνω τύπους ορίζεται ο τρόπος
που γίνεται ο υπολογισµός των τιµών Q για µια κατάσταση µε ϐάση τον οποίο γίνεται και η
ανανέωση των τιµών τους σε πιθανές αλλαγές των τιµών Q των επόµενων καταστάσεων τους.
Αυτός ο τύπος λαµβάνει υπόψη του την ανανέωση µόνο της αµέσως προηγούµενης κατάστα-
σης και ορίζεται ως TD(0). Για λ διάφορο του 0 έχουµε διάφορες τεχνικές υπολογισµού µιας
συνάρτησης ε, που ορίζει οι τιµές Q ποιων καταστάσεων ϑα ανανεωθούν για κάθε πιθανή
αλλαγή τιµής. Ο τύπος που προκύπτει είναι ο εξής :

Q(s, a) := Q(s, a) + α
(
r + γ max

a′
Q(s′, a′) − Q(s, a)

)
· ε(u)

Η χρήση Q-Learning, όπως είδαµε, µε τον απαραίτητο αριθµό επαναλήψεων και εκπα-
ίδευσης, µπορεί να οδηγήσει σε ϐελτιστοποίηση της απόδοσης. Ωστόσο, σε προβλήµατα που
το πεδίο καταστάσεων αυξάνεται ανεξέλεγκτα, γεγονός που παρατηρείται σε δυναµικά πραγ-
µατικά περιβάλλοντα, η µνήµη και η υπολογιστική δύναµη που απαιτούνται καθώς και οι
χρονικές καθυστερήσεις στους υπολογισµούς, κάνουν τη µέθοδο Q-Learning ακατάλληλη.
Για την προσοµοίωση του πίνακα των τιµών Q, χρησιµοποιείται µια µέθοδος που εισάγει την
ιδέα των νευρωνικών δικτύων στη συγκεκριµένη διαδικασία µάθησης.

Εικόνα 2.8: Αναπαράσταση του τρόπου εξαγωγής Q Values µε τις µεθόδους Q-Learning και
Deep Q-Learning αντίστοιχα

Πιο αναλυτικά, η µέθοδος Deep Q-Learning εισάγει ένα νευρωνικό δίκτυο, Deep Q-
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Network (DQN), και το εκπαιδεύει να λαµβάνει προσεγγιστικά καλές τιµές Χ για καταστάσεις
που δεν έχει ξαναβρεθεί. Η εκπαίδευση του DQN γίνεται µέσω της τροφοδότησης <s,a,r,s’>
διανυσµάτων, που περιέχουν δηλαδή την τρέχουσα κατάσταση, την επιλεγµένη ενέργεια, την
επιβράβευση του συστήµατος και την επόµενη κατάσταση, όπως αυτά έχουν παρατηρηθεί
κατά την εκτέλεση του µοντέλου, και διόρθωσης του σφάλµατος της πρόβλεψης του DQN για
την τιµή Q του συγκεκριµένου <s,a> Ϲεύγους µε ϐάση τον τύπο Bellman:

Q(s, a) := r + γ max
a′

Q(s′, a′)

όπου r η επιβράβευση του συστήµατος για το Ϲεύγος <s,a>.

Με τον ορισµό του σφάλµατος µέσω κατάλληλων συναρτήσεων και τη διόρθωση του µε
χρήση µεθόδων όπως είναι η οπισθοδιάδοση (Back Propagation), προσαρµόζονται τα ϐάρη
των νευρώνων του δικτύου µε ϐάση το σφάλµα και απεικονίζονται σωστά οι τιµές Q.

Για τον προσδιορισµό του σφάλµατος χρησιµοποιείται η συνάρτηση Mean Squared Error
(MSE) ή Συνάρτηση Μέσου Τετραγωνικού Σφάλµατος που εκφράζεται ως :

MSE =
1
N

N∑
i=1

(yi − ŷi)2

και αποτελεί δηλαδή το µέσο όρο της τετραγωνικής διαφοράς µεταξύ της Q τιµής που
προκύπτει από την εξίσωση Bellman και από την προϋπάρχουσα Q τιµή.

Για τη σταθεροποίηση του συστήµατος στις συνεχείς ανανεώσεις των τιµών Q για τις δι-
άφορες καταστάσεις, χρησιµοποιούνται δύο νευρωνικά µοντέλα. Το Q-Network, στο οποίο
πραγµατοποιούνται οι αλλαγές µετά από κάθε πιθανή σύγκριση Q τιµών, µέσω του απο-
τελέσµατος της εξίσωσης Bellman, και της προϋπάρχουσας τιµής Q για κάποια κατάσταση
s. Το δεύτερο µοντέλο είναι το Target Q-Network, που αποτελεί ένα µοντέλο ϐάση του ο-
ποίου υπολογίζονται οι Q τιµές της εξίσωσης Bellman, και το οποίο αντιγράφει τις τιµές
και τα ϐάρη του Q-Network µοντέλου µε µικρότερη συχνότητα από την ανανέωση τους, µε
σκοπό την σταθεροποίηση των αποτελεσµάτων στις συγκρίσεις που ανανεώνουν τα ϐάρη του
νευρωνικού δικτύου για να µην παρατηρηθούν ανεπιθύµητες αυξοµειώσεις.
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Εικόνα 2.9: Αναπαράσταση του τρόπου εκπαίδευσης του µοντέλου µε χρήση δύο νευρωνικών
δικτύων Q-Network και Target Q-Network και replay buffer

Batch Size στη Μηχανική-Ενισχυτική Μάθηση

Στην ενισχυτική µάθηση, το batch size αναφέρεται στον αριθµό των εµπειριών (π.χ.,
καταστάσεις, δράσεις, ανταµοιβές, και επόµενες καταστάσεις) που χρησιµοποιούνται σε µία
ενηµέρωση των παραµέτρων του αλγορίθµου. Η επιλογή του µεγέθους παρτίδας µπορεί να
επηρεάσει σηµαντικά την απόδοση και την αποδοτικότητα της εκπαιδευτικής διαδικασίας.

Ορίζουµε το σύνολο εµπειριών ως

D = {(s1, a1, r1, s′1), (s2, a2, r2, s′2), . . . , (sN , aN , rN , s′N )}

όπου si είναι οι καταστάσεις, ai οι δράσεις, ri οι ανταµοιβές, και s′i οι επόµενες καταστάσεις.
Κατά τη διάρκεια της εκπαίδευσης, οι εµπειρίες χωρίζονται σε παρτίδες µεγέθους B. Κάθε
παρτίδα αποτελείται από B εµπειρίες :

B = {(si , ai , ri , s′i )}
B
i=1

Τα µικρά µεγέθη παρτίδας (B) οδηγούν σε περισσότερες ενηµερώσεις ανά εποχή και
µπορούν να προσφέρουν µια πιο ακριβή εκτίµηση της κλίσης, πιθανώς µε αποτέλεσµα µια
πιο ακριβή σύγκλιση του µοντέλου. Ωστόσο, αυτό συνοδεύεται από αυξηµένο υπολογιστικό
ϕόρτο και µεγαλύτερους χρόνους εκπαίδευσης. Αντιθέτως, τα µεγάλα µεγέθη παρτίδας επω-
ϕελούνται από την παράλληλη επεξεργασία και τον µειωµένο χρόνο εκπαίδευσης ανά εποχή,
αλλά µπορεί να οδηγήσουν σε λιγότερο ακριβείς εκτιµήσεις της κλίσης και σε υποβέλτιστη
σύγκλιση.
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Η ϐέλτιστη σύνδεση και λειτουργία των Cloud-Edge υποδοµών αποτελεί ένα καθοριστι-
κό ϑέµα που απασχολεί τους ερευνητές καθώς η παρουσία των συστηµάτων αυτών

έχει αφοµοιωθεί πλήρως από την σύγχρονη τεχνολογική κατάσταση και µπορεί να επιφέρει
σηµαντικά αποτελέσµατα σε ϑέµατα καθυστερήσεων και κόστους [9]. Ωστόσο, η χρήση
εδγε υποδοµών ϕέρει κάποιες δυσκολίες συγκριτικά µε το ῝λουδ που συνοψίζονται σε πε-
ϱιορισµένους πόρους για επεξεργασία, ετερογενή συστήµατα επεξεργασίας µε διαφορετικές
αρχιτεκτονικές και ϕόρτο εργασίας που αλλάζει δυναµικά µε το χρόνο [10]. Λόγω αυτών, έχει
αυξηθεί σηµαντικά η πολυπλοκότητα των συστηµάτων και δικτύων και έχει δηµιουργηθεί η
ανάγκη για καλύτερη διαχείρισή τους.

Η απαίτηση για δυναµική διαχείριση ετερογενών πόρων και δοµών δεν ικανοποιείται,
όµως, από τα υπάρχοντα δηµοφιλή συστήµατα ενορχήστρωσής τους, όπως τα Kubernetes
και Docker [11][12]. Πιο συγκεκριµένα, προκύπτουν ϑέµατα συµβατότητας καθώς τα Ku-
bernetes και Docker ϐασίζονται σε ένα σταθερό περιβάλλον για την εκτέλεση των containers
και την ενορχήστρωση των deployments τους. ΄Οταν οι edge κόµβοι έχουν διαφορετικό hard-
ware ή λειτουργικά συστήµατα, µπορεί να είναι δύσκολο να διασφαλιστεί η συµβατότητα
και να αποφευχθούν προβλήµατα που µπορεί να επηρεάσουν την απόδοση των εφαρµογών.
Στον τοµέα της ανάδειξης καταλλήλων αλγορίθµων και µεθόδων διαχείρισης εργασιών προς
κατανοµή σε µια υποδοµή έχουν χρησιµοποιηθεί διάφορες µέθοδοι. ΄Εχουν αναπτυχθεί ϑε-
ωρητικές προσεγγίσεις που χρησιµοποιούν ϑεωρίες σχετικά µε τον τρόπο αναπαράστασης
της ουράς ενός δροµολογητή εργασιών και προβλέψεων της συµπεριφοράς του εισερχόµενου
ϕόρτου. Χαρακτηριστικά, ο Khazaei, et al 2012, χρησιµοποιεί το µοντέλο M/G/m/m+r
για την ουρά του συστήµατος [13], ενώ γίνεται χρήση και της αλυσίδας Markov για την α-
ποτύπωση της πιθανοτικής συνάρτησης των χρόνων καθυστέρησης δροµολόγησης εργασιών
και του ϱυθµού άφιξής τους [14] [15]. Ακόµη, χρησιµοποιούνται ευριστικοί αλγόριθµοι και
αναπτύσσονται συναρτήσεις που προσπαθούν να ϐελτιστοποιήσουν µετρικές του συστήµα-
τος, όπως είναι ο particle swarm optimization [16] και ο genetic optimization αλγόριθµος
[17][18], σεβόµενοι τις πολύπλοκες αλληλεξαρτήσεις τους.

Σε αυτό το πρόβληµα, η έρευνα και ανάπτυξη ΑΙ µοντέλων που ϐασίζονται σε ML αλγορίθ-
µους ϕαίνεται να συνεισφέρουν σηµαντικά. Οι δυνατότητες που προσφέρουν να νευρωνικά
δίκτυα για κατανόηση µη γραµµικών σχέσεων µεταξύ µετρικών του συστήµατος, οδηγούν σε
σηµαντική ϐελτίωση της απόδοσης. Πιο συγκεκριµένα, τα µοντέλα εκπαιδεύονται µε στόχο
την ϐελτίωση των αποτελεσµάτων των παραµέτρων του συστήµατος µέσω της ϐελτιστοποίησης
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της κατανοµής των πόρων, των δικτυακών στοιχείων και του ϕόρτου εργασίας στους κόµβους
του δικτύου, της πρόβλεψης ϕόρτου εργασίας, της ανάδειξης σχέσεων µεταξύ του συστήµα-
τος και των QoS (Quality of Service) µετρικών του σε real-time δεδοµένα, της µείωσης της
ενεργειακής κατανάλωσης καθώς και της αναγνώρισης ανωµαλιών του συστήµατος.

Η Moreno et al. [2019], παρουσίασε µια µέθοδο αυτόµατης κλιµάκωσης πόρων για την
προσαρµοστική παροχή ελαστικών υπηρεσιών Edge, ϐασισµένη στην πρόβλεψη χρονοσει-
ϱών και τη ϑεωρία ουρών αναµονής, µε στόχο τη ϐελτιστοποίηση του χρόνου απόκρισης [19].
Χρησιµοποιούνται Support Vector Regression (SVM), για την πρόβλεψη ϕόρτου και προσαρ-
µογή των πόρων που ανατίθενται σε κάθε κόµβο. Οµοίως, µια άλλη προσέγγιση πρόβλεψης
παρουσιάστηκε από τον Yadav et al. [2021], µε χρήση Long Short-Term Memory (LSTM) δι-
κτύου [20]. Μια τεχνική χρήσης Νευρωνικού ∆ικτύου παρουσιάστηκε από τον Witanto et al.
[2018], όπου προτείνει τη δυνατότητα επιλογής διαχείρισης πόρων του συστήµατος ϐάση του
τρέχοντος περιβάλλοντος και την προτεραιότητα που δίνεται σε ενεργειακές προϋποθέσεις
και SLA παραβιάσεις [21].

Η εργασία µας εστιάζει στη χρήση ενισχυτικής µάθησης ως ϐάση του µοντέλου ανάπτυ-
ξης, που λόγω της δυνατότητας προσαρµογής του σε δυναµικά και πολύπλοκα συστήµατα,
όπως είναι οι Cloud-Edge υποδοµές, ϐελτιώνει την απόδοση έναντι συµβατικών µοντέλων
µηχανικής µάθησης. Οι εργασίες που στοχεύουν σε ϐελτιστοποίηση ποιοτικών µετρικών
Cloud-Edge συστηµάτων µε χρήση ενισχυτικής µάθησης χρησιµοποιούν σε πολλές περι-
πτώσεις ως ϐάση το εισερχόµενο ϕόρτο εργασίας και προσπαθούν να ϐελτιστοποιήσουν την
κατανοµή και δέσµευση πόρων για την εξυπηρέτηση των εργασιών αυτών. Χαρακτηριστικά,
ο Jin et al. 2019, πρότεινε έναν αλγόριθµο µάθησης model-free, ϐασισµένο στην µέθοδο
Q-learning, µέσω του οποίου το µοντέλο προσαρµόζεται σε ιδιαιτερότητες του συστήµατος,
όπως η κίνηση των εργασιών, για να παράγει ενέργειες (από)κλιµάκωσης των πόρων του
[22]. Ο Siddesha et al. [2022], χρησιµοποιεί ένα µοντέλο ϐαθιάς ενισχυτικής µάθησης
για την ανάθεση εργασιών σε εικονικά µηχανήµατα µε στόχο τη ϐελτιστοποίηση µετρικών
του συστήµατος όπως ο χρόνος εκτέλεσης των εργασιών, η χρησιµοποίηση των πόρων και η
ενεργειακή κατανάλωση [23]. ΄Οσον αφορά συσκευές σε edge, ο Shang et al. [2023], χρη-
σιµοποιεί µια µέθοδος για τη ϐελτιστοποίηση της απόφασης αποφόρτωσης του συστήµατος
από την υπολογιστική χρησιµοποίηση [24]. Ο Chen et al. [2022] προτείνει έναν αλγόριθµο
στρατηγικής εκφόρτωσης υπολογισµών µε ϐάση το DQN για την ελαχιστοποίηση του µα-
κροπρόθεσµου σταθµισµένου αθροίσµατος της καθυστέρησης εκτέλεσης εργασιών και των
ενεργειακών απαιτήσεων της υποδοµής [25].

Υπάρχουν πολλές προσπάθειες ανάπτυξης µοντέλων ϐαθιάς ενισχυτικής µάθησης που
έχουν ϱόλο δροµολογητή εργασιών σε ένα Cloud περιβάλλον. Πιο αναλυτικά, Ο Wei et al.
[2018] [14] καθώς και ο Dong et al. [2020] [15], πρότειναν µια προσέγγιση χρονοπρο-
γραµµατισµού εργασιών µε ϐάση QoS µετρικές. Ο Li et al. [2022], πρότεινε έναν γενετικό
αλγόριθµο προγραµµατισµού εργασιών ενισχυτικής µάθησης, ο οποίος µπορεί να χρησιµο-
ποιήσει τη ϐέλτιστη πολιτική που του δίνεται από µια πηγή αλγορίθµων και µεθόδων, για να
καθοδηγήσει τον πράκτορα να µάθει δυναµικό προγραµµατισµό εργασιών [17]. Ο Gazori
et al. 2020, χρησιµοποίησε µοντέλο διπλής ϐαθιάς Q-µάθησης, που ϐοηθά στη σταθερο-
ποίηση των τιµών Q, για τον προγραµµατισµό εργασιών που υποβάλλονται από χρήστες και
την ελαχιστοποίηση της µέσης καθυστέρησης εξυπηρέτησης µέσω της ανάλυσης υπερπαρα-
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µέτρων [18]. Ο Swarup et al. [2021], πρότεινε έναν αλγόριθµο δροµολόγησης εργασιών που
ϐασίζεται σε ϐαθιά ενισχυτική µάθηση, ο οποίος στοχεύει στη µείωση του κόστους και της
καθυστέρησης εξυπηρέτησης εργασιών ΙοΤ σε περιβάλλοντα fog [26].

Ο Wang et al. [2021], χρησιµοποίησε ένα πλαίσιο ϐασισµένο σε DRL για την επίτευξη
αποδοτικής κατανοµής πόρων στο εδγε, η οποία επιτεύξε σηµαντική εξοικονόµηση ενέρ-
γειας µαζί µε την ικανοποίηση των απαιτήσεων των χρηστών [27]. Επιπλέον, η εργασία
της Javanetti et al. [2023], εισάγει το µοντέλο Actor-Critic DQN, χρησιµοποιώντας πολ-
λαπλούς µεµονωµένους Actors για τη ϐελτιστοποίηση επιλογών δροµολόγησης εργασιών σε
Cloud/Edge [28].

Χρησιµοποιώντας τον αλγόριθµο Deep Q-network (DQN), ο Zhu et al. [2022], ανέπτυξε
ένα ιεραρχικό µοντέλο για την δυναµικά προσαρµοστική επιλογή αλγορίθµου κατανοµής
πόρων σε Cloud υποδοµές [29]. Ο Alsarhan et al. [2018] σχεδίασε ένα πλαίσιο SLA ϐασι-
σµένο σε RL για την εξαγωγή µιας πολιτικής χρήσης VM, η οποία µπορεί να προσαρµοστεί
στις δυναµικές αλλαγές του συστήµατος και να ικανοποιήσει τις απαιτήσεις QoS διαφορε-
τικών πελατών στο cloud περιβάλλον [30]. Ο Xiong et al. [2020] προτείνει µια µέθοδο
κατανοµής πόρων ϐασισµένη σε RL µε γνώµονα κέρδους τη µείωση της καθυστέρησης στην
κατανοµή και εκτέλεση εργασιών [31].

Ο Kuang et al. [2023] χρησιµοποιεί DRL σε συνδυασµό µε ένα µοντέλο κατηγοριο-
ποίησης εργασιών µε ϐάση τη συµπεριφορά τους, για τη ϐελτιστοποίηση ενός συνδυασµού
ποιοτικών µετρικών του συστήµατος [32]. Παρατηρούµε ότι έχουν γίνει πολλές απόπειρες
για καταγραφή των δυναµικών τόσο στο cloud όσο και στο edge, καθώς και στη σχέση µετα-
ξύ τους, µέσω συναρτήσεων κέρδους σε rl µοντέλα, και έχουν εξεταστεί πολλοί παράµετροι
προς ϐελτιστοποίηση, από ενεργειακούς ως χρόνους καθυστέρησης των εργασιών. Ωστόσο,
η πλειονότητα των περιπτώσεων εξετάζει το σύστηµα που πραγµατοποιεί την αρχική κατανο-
µή πόρων/εργασιών και συνήθως εξετάζει τη ϐελτιστοποίηση µεµονωµένων παραµέτρων του
συστήµατος.

Εµείς αναπτύξαµε ένα µοντέλο ϐαθιάς ενισχυτικής µάθησης, που σκοπός του είναι η
ϐελτιστοποίηση των αντιδράσεων του σε επίπεδο διαχείρισης workloads µιας cloud-edge
υποδοµής µε ϐάση αυξοµειώσεις ορισµένων ποιοτικών µετρικών. Σε αντίθεση, µε τα περισ-
σότερα εφαρµοσµένα µοντέλα, το δικό µας συνυπολογίζει πληθώρα µετρικών από κόµβους,
µηχανήµατα και workloads και καλείται να πάρει συγκεντρωτικές ενέργειες για την ϐελ-
τιστοποίηση του ενός σταθµισµένου συνόλου τους. Ακόµη, δεν εστιάζουµε στην ανάπτυξη
µοντέλου που να εκτελεί το ϱόλο του δροµολογητή των εργασιών, αλλά ϑεωρώντας δεδοµένη
την περίπτωση άφιξης σε µία µη ϐέλτιστη κατάσταση, τόσο σε επίπεδο υπερεκµετάλλευσης
όσο και υποεκµετάλλευσης πόρων του συστήµατος και παραβίαση SLA κανόνων, καθώς τα
µοντέλα ϐασίζονται σε συστήµατα πρόβλεψης που µπορεί να αποκλίνουν από την πραγµατι-
κότητα, δηµιουργήσαµε ένα µοντέλο ενισχυτικής µάθησης που να αποκρίνεται σε αυτές τις
ανωµαλίες και να εκτελεί τη ϐέλτιστη ενέργεια µε ϐάση διάφορους παράγοντες που αναλύο-
νται εκτενώς παρακάτω. Τέλος, χρησιµοποιούµε δεδοµένα από πραγµατική υποδοµή ώστε
να µπορέσουµε να αποδώσουµε καλύτερη τις σχέσεις και τη συµπεριφορά των εργασιών και
των µηχανηµάτων. Τέλος, σε αντίθεση µε τις περισσότερες έρευνες, ποσοτικοποιούµε τις συ-
σχετίσεις µεταξύ cloud και edge σε ποιοτικές παραµέτρους και εκπαιδεύουµε το µοντέλο να
επιλέγει τις καλύτερες δυνατές κινήσεις µεταξύ των διαφορετικών cluster δεδοµένων αυτών.
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Μέρος II

Πρακτικό Μέρος
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Κεφάλαιο 4

Υποδοµή και Εργασίες

Σε αυτό το κεφάλαιο, περιγράφονται αναλυτικά όλες οι εσωτερικές λειτουργίες και πα-
ϱαδοχές του συστήµατος που προσοµοιώσαµε. Πιο συγκεκριµένα, αναλύονται η υπο-

δοµή, τα χαρακτηριστικά των εργασιών και ο τρόπος δροµολόγησής τους.
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Κεφάλαιο 4. Υποδοµή και Εργασίες

Εικόνα 4.1: Αναπαράσταση της Cloud-Edge υποδοµής.

4.1 Υποδοµή

Προσοµοιώσαµε µία Cloud-Edge υποδοµή που αποτελείται από τρία cluster, το Near
Edge, το Far Edge και το Cloud. Κάθε cluster αποτελείται από κόµβους. Κάθε κόµβος
αποτελείται από τρία µηχανήµατα. Τα µηχανήµατα ϕέρουν συγκεκριµένα χαρακτηριστικά
σε πόρους και αποτελούν το µικρότερο στοιχείο υποδοµής:

• CPU πυρήνες

• GB RAM

Επίσης, κάθε cluster έχει διαφορετική µέγιστη χωρητικότητα σε κόµβους µε ϐάση τη
ϑέση του στο σύστηµα. Το Near Edge έχει τη µικρότερη ενώ το Cloud έχει τη µεγαλύτερη.

40 ∆ιπλωµατική Εργασία



4.2 Εργασίες

Το σύστηµα ϑεωρούµε πως είναι πλήρως κατανεµηµένο, δηλαδή όλοι οι κόµβοι µπορούν να
επικοινωνήσουν µε όλους, ανεξαρτήτου cluster και ϑέσης µέσα στο δίκτυο.

4.2 Εργασίες

Οι εργασίες που εκτελούνται στο σύστηµά µας, όπως περιγράφηκε και στη ϑεωρία, έχουν
τη δοµή Job-Task-Task Instance. Κάθε Job αποτελείται από Tasks, τα οποία έχουν δια-
ϕορετικό ϱόλο-λειτουργία και απαιτήσεις µεταξύ τους σε CPU και RAM, και τα οποία όταν
ολοκληρώνονται, ολοκληρώνεται το Job. Τα task instances, απεναντίας, που συνιστούν το
κάθε Task, έχουν τις ίδιες απαιτήσεις µεταξύ τους. Κάθε Task Instance ϕέρει ορισµένες
προδιαγραφές/απαιτήσεις σε :

• CPU πυρήνες

• GB RAM

4.3 ∆οµολόγηση Εργασιών

Αναπτύξαµε ένα σύστηµα δροµολόγησης εργασιών, κατά το οποίο όταν ϕτάνει στο κε-
ντρικό σύστηµα µια εργασία, αυτό την κατανείµει τυχαία σε ένα εκ των τριών clusters.
Στη συνέχεια, χρησιµοποιείται ένας αλγόριθµος αντιστοίχισης των τασκ ινστανςες σε κάποιο
µηχάνηµα ενός κόµβου, στον οποίο να µπορεί να εξυπηρετηθεί χωρίς να αναµένει. Οι
αλγόριθµοι που χρησιµοποιούνται είναι ο First και ο Best Fit. Στην περίπτωση που δεν υ-
πάρχει κάποιο διαθέσιµο µηχάνηµα προς εξυπηρέτηση της εργασίας, αυτό διατηρείται στην
ουρά του κεντρικού δροµολογητή, και αυξάνεται ο χρόνος καθυστέρησης εκτέλεσης, µέχρι
να ϐρεθεί κάποιος διαθέσιµος πόρος.

∆ιπλωµατική Εργασία 41





Κεφάλαιο 5

Μοντέλο Ενισχυτικής Μάθησης

Σε αυτό το στάδιο εξηγούµε τη διαδικασία εκπαίδευσης και τις ακριβείς συνθήκες του
µοντέλου ενισχυτικής µάθησης, µε ϐάση την κατάσταση του συστήµατος, να παίρνει

ενέργειες που να κάνουν το σύστηµα πιο αποδοτικό σε επίπεδο χρησιµοποίησης πόρων και
κατανοµής ϕόρτου εργασίας.

Εκπαιδεύουµε ένα Deep Q Learning model να παίρνει συγκεντρωτικά ενέργειες για το
σύστηµα και να λαµβάνει µια συγκεντρωτική επιβράβευση που ϑα είναι το άθροισµα των συ-
ναρτήσεων κέρδους των επιµέρους κόµβων. Το µοντέλο ϑα εκπαιδεύεται να είναι πιο ακριβές
στις προβλέψεις του µε updates ϐάση υπολογισµού της διαφοράς µεταξύ των προβλέψεων
του µοντέλου στις Q τιµές και υπολογισµού των πραγµατικών τιµών τους, µέσω των κατάλ-
ληλων εξισώσεων που αναλύονται στο κεφ. 2, σε στιγµιότυπα παρελθοντικών στιγµών που
έχουν αποθηκευτεί σε replay buffer µε την εξής tuple µορφή <S,a,r,S’>, όπου:

• S: η τρέχουσα κατάσταση του συστήµατος

• a: η επιλεγµένη ενέργεια

• r: η αθροιστική τιµή των συναρτήσεων κέρδους του συστήµατος

• S’: η επόµενη κατάσταση του συστήµατος

Εικόνα 5.1: Αναπαράσταση της λειτουργίας του DRL µοντέλου

Σε αυτή τη διαδικασία χρησιµοποιείται και ένα target Q network, που είναι αντίγραφο
του Q network και ανανεώνει τις τιµές των παραµέτρων του δικτύου µε πιο αργό ϱυθµό από
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Κεφάλαιο 5. Μοντέλο Ενισχυτικής Μάθησης

το δεύτερο, προκειµένου να αποφύγει παροδικές συσχετίσεις των δεδοµένων. Θεωρούµε ότι
το µοντέλο µας υπακούει στους νόµους της Markov Decision Process. Πιο συγκεκριµένα, σε
κάθε χρονικό ϐήµα, η διαδικασία ϐρίσκεται σε κάποια κατάσταση s, και ο λήπτης αποφάσεων
µπορεί να επιλέξει οποιαδήποτε ενέργεια a που είναι διαθέσιµη στην κατάσταση s. Το
µοντέλο ανταποκρίνεται µετακινούµενη σε µια νέα κατάσταση, s’, και δίνει στο µοντέλο µια
αντίστοιχη ανταµοιβή R(s,s’). Η πιθανότητα να µεταβεί η διαδικασία στη νέα της κατάσταση
s’ επηρεάζεται από την επιλεγµένη ενέργεια και την παρούσα κατάσταση s. Συµπεραίνουµε,
ότι το µοντέλο είναι ανεξάρτητο από όλες τις προηγούµενες καταστάσεις και ενέργειες, και
έτσι οι µεταβάσεις καταστάσεων ενός MDP ικανοποιούν την ιδιότητα Markov. Για να οριστεί
το RL µοντέλο καλούµαστε, λοιπόν, να ορίσουµε τα εξής πεδία :

Α. Πεδίο καταστάσεων Το πεδίο καταστάσεων αποτελεί τον τρόπο που ορίζουµε ολο-
κληρωτικά την κατάσταση του συστήµατος µας την τρέχουσα χρονική στιγµή. Το µοντέλο
αποδοµεί τα στοιχεία που χρειάζεται να γνωρίζει από τα επιµέρους clusters καθώς τα στοι-
χεία που τον ενδιαφέρουν για τις αποφάσεις που καλείται να πάρει είναι :

• Ποσοστά χρησιµοποίησης πόρων των 3 clusters (CPU cores, GB of RAM)

• Μέσος όρος Response time (RT) των 3 mid-level επιπέδων

• Πλήθος από workloads που εκτελούνται στα 3 mid-level επίπεδα

• Πλήθος από workloads που ϐρίσκονται σε ουρά δροµολογητών

Β. Πεδίο ενεργειών Το πεδίο ενεργειών του συστήµατος αποτελεί τις επιλογές που έχει
το σύστηµα για να αντιµετωπίσει ανωµαλίες που διακρίνει στο πεδίο καταστάσεων. ΄Ετσι,
συγκεντρωτικά για το µοντέλο µας έχουµε:

• Κενή ενέργεια, η οποία δηλώνει την επιλογή ότι η κατάσταση δε χρειάζεται κάποια
αλλαγή

• Near-Edge domain Scale Up - Αύξηση των δεσµευµένων κόµβων στο Near-Edge do-
main κατά 5 κόµβους 3 µηχανηµάτων µε τα προβλεπόµενα χαρακτηριστικά εφόσον
δεν έχει ϕτάσει στο όριο των δυνατοτήτων του.

• Near-Edge domain Scale Down - Μείωση των δεσµευµένων κόµβων του Near-Edge
domain κατά 5 κόµβους 3 µηχανηµάτων µε τα προβλεπόµενα χαρακτηριστικά εφόσον
υπάρχει.

• Far-Edge domain Scale Up - Αύξηση των δεσµευµένων κόµβων στο Far-Edge domain
κατά 5 κόµβους 3 µηχανηµάτων µε τα προβλεπόµενα χαρακτηριστικά εφόσον δεν έχει
ϕτάσει στο όριο των δυνατοτήτων του.

• Far-Edge domain Scale Down - Μείωση των δεσµευµένων κόµβων του Far-Edge do-
main κατά 5 κόµβους 3 µηχανηµάτων µε τα προβλεπόµενα χαρακτηριστικά εφόσον
υπάρχει.
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• Cloud domain Scale Up - Αύξηση των δεσµευµένων κόµβων στο Cloud domain κατά 5
κόµβους 3 µηχανηµάτων µε τα προβλεπόµενα χαρακτηριστικά εφόσον δεν έχει ϕτάσει
στο όριο των δυνατοτήτων του.

• Cloud domain Scale Down - Μείωση των δεσµευµένων κόµβων του Cloud domain κατά
5 κόµβους 3 µηχανηµάτων µε τα προβλεπόµενα χαρακτηριστικά εφόσον υπάρχει.

• Μεταφορά 10 workloads από το Near-Edge στο Far-Edge domain

• Μεταφορά 10 workloads από το Near-Edge στο Cloud domain

• Μεταφορά 10 workloads από το Far-Edge στο Near-Edge domain

• Μεταφορά 10 workloads από το Far-Edge στο Cloud domain

• Μεταφορά 10 workloads από το Cloud domain στο Near-Edge domain

• Μεταφορά 10 workloads από το Cloud domain στο Far-Edge domain

Για τη διαχείριση των παραπάνω ενεργειών σε επίπεδο κόµβων και µηχανηµάτων ϑεω-
ϱούµε πως η επιλογή κόµβων προς καταστροφή είναι τυχαία, ενώ η επιλογή κόµβων για
αποστολή και λήψη εργασιών προς εκτέλεση επιλέγεται µε ϐάση την µέγιστη ή ελάχιστη
χρήση των πόρων του κόµβου αντίστοιχα. Ακόµη, σηµειώνουµε πως κατά την καταστροφή
κάποιου κόµβου που ϕέρει ενεργές εργασίες, αυτές αρχικοποιούνται και µεταφέρονται στον
δροµολογητή του συγκεκριµένου cluster.

Γ. Συνάρτηση επιβράβευσης Η συνάρτηση επιβράβευσης αποτελεί την ανταπόκριση του
συστήµατος µε ϐάση τις παρατηρούµενες αλλαγές και συνθήκες του περιβάλλοντος στην
επόµενη κατάσταση και αποτελεί τον τρόπο που εκπαιδεύεται το µοντέλο µας να παίρνει
αποδοτικές ενέργειες.
Η συνάρτηση έχει τρία µέρη:

1ο Μερος Το πρώτο µέρος αφορά την αποδοτική εκµετάλλευση των ενεργών πόρων,
δηλαδή την επιβράβευση του συστήµατος ώστε να διατηρεί ενεργά τα ελάχιστα δυνατά µέσα
κατά την λειτουργία του.
Ενώ από τη µία, η ύπαρξη ενός ελλιπώς εκµεταλλευόµενου περιβάλλοντος µπορεί να προ-
σφέρει στο σύστηµα υψηλές QoS µετρικές (χαµηλό response time), η σπατάλη πόρων δεν
είναι αποδεκτή από τους πελάτες σε cloud-edge υποδοµές. Η υπο-εκµετάλλευση διαθέσιµων
πόρων αυξάνει το κόστος από την άποψη της χρηµατικής αξίας καθώς και της κατανάλωσης
ενέργειας. Ως εκ τούτου, πρέπει να λάβουµε υπόψη µας τους χρησιµοποιήσιµους αναλογικά
µε τους διαθέσιµους πόρους κάθε κόµβου προκειµένου να επιβραβεύουµε περισσότερο την
υψηλή εκµετάλλευσή τους. Η τιµή uj αποτελεί την µετρική που εκφράζει το ποσοστό χρησι-
µοποίησης των πόρων του κόµβου και το Ujmax ορίζει τη µέγιστη αποδεκτή χρησιµοποίηση
για τον αντίστοιχο πόρο ϑ (και οι δύο µετρικές παίρνουν τιµές στην κλίµακα 0 µε 1). ΄Εστω,
επίσης, ότι είναι Ν οι κόµβοι που έχει ως είσοδο το µοντέλο µας. Υψηλότερα ποσοστά, στο
πλαίσιο των ϕυσιολογικών τιµών, χρησιµοποίησης των πόρων έχουν ϑετικές επιπτώσεις στην
τελική τιµή ανταµοιβής. Ωστόσο, εάν η χρησιµοποίηση παραβιάζει το µέγιστο όριο, η τιµή

∆ιπλωµατική Εργασία 45
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του Ρυτ γίνεται αρνητική στους αντίστοιχους κόµβους και έτσι επηρεάζει αρνητικά την τελική
ανταµοιβή.

R =

∑N
j=1

(
Uµαξ

j − uj

)
N

(5.1)

2ο Μερος Το δεύτερο µέρος αφορά τον χρόνο αναµονής κάθε αιτήµατος προς εξυπη-
ϱέτηση από πόρους της υποδοµής µας.
΄Εστω rt ο µέσος χρόνος απόκρισης των αιτηµάτων κατά τη διάρκεια του χρονικού διαστήµα-
τος t έως t+1. Τότε, η ανταµοιβή του rt υπολογίζεται µε ϐάση την εξίσωση 5.2 όπου:
RTmax και RTmin είναι οι µέγιστες και ελάχιστες αποδεκτές τιµές για ϕυσιολογική λειτουρ-
γία του συστήµατος. Η συνθήκη ελάχιστης τιµής είναι για να ληφθούν υπόψη περιπτώσεις
που µια εφαρµογή ϕτάνει σε µη ανταποκρίσιµη κατάσταση, στην οποία δε µπορεί να εξυπη-
ϱετηθεί κανένα αίτηµα, µε αποτέλεσµα το rt να πέφτει σε σχεδόν µηδενική τιµή. ΄Οταν το rt
έχει µια τιµή µεταξύ των min και max κατωφλιών και εποµένως ικανοποιεί τις ϕυσιολογικές
συνθήκες, η ανταµοιβή ϑα είναι 1. ΄Οταν το rt παραβιάζει το άνω όριο, η συνάρτηση ϑα
οδηγείται σε µηδενικές τιµές.

Rrt(rt) =


e−
(

rt−RTmax
RTmax

)2
, if rt > RTmax

e−
(

rt−RTmin
RTmin

)2
, if rt < RTmin

1, otherwise

(5.2)

3ο Μερος Το τρίτο µέρος αφορά το κόστος δέσµευσης κάθε µηχανήµατος/κόµβου της
υποδοµής µας για κάθε δεδοµένη χρονική στιγµή.

Για κάθε χρονική στιγµή(time interval) που παίρνουµε ανταπόκριση από το σύστηµά µας
και ϑεωρούµε ως το ελάχιστο χρονικό διάστηµα κατά το όποιο είναι δεσµευµένα µηχανήµατα
από την υποδοµή µας, ανάγουµε το κόστος δέσµευσης µηχανηµάτων σε κάθε ϕυσικό µέρος
του δικτύου µας µε ϐάση αληθινές τιµές.
Οι τιµές για τα σηµεία δέσµευσης πόρων διαφέρουν καθώς η διαθεσιµότητα πόρων στο
Edge είναι πολύ πιο περιορισµένη συγκριτικά µε τις µαζικές υποδοµές που διατίθενται στο
Cloud.Πιο συγκεκριµένα, στο σύστηµα µας χρησιµοποιούµε τιµές δέσµευσης µηχανηµάτων
σε Near Edge, Far Edge και Cloud υποδοµές σε ευρώ, τις οποίες έχουµε λάβει από το δηµόσιο
τιµοκατάλογο υπηρεσιών της Amazon µε ϐάση τα χαρακτηριστικά των µηχανηµάτων της
υποδοµής µας και ως ϐάση µας την Ελλάδα. Οι τιµές που χρησιµοποιήσαµε είναι οι εξής :

• Κόστος χρησιµοποίησης Near Edge µηχανήµατος ανά ώρα: 0.305 €

• Κόστος χρησιµοποίησης Far Edge µηχανήµατος ανά ώρα: 0.24 €

• Κόστος χρησιµοποίησης Cloud µηχανήµατος ανά ώρα: 0.1645 €
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Κεφάλαιο 6

Συγκεντρωτική περιγραφή του προβλήµατος

Το πρόβληµα που λύνουµε είναι η ανάπτυξη ενός µοντέλου ϐαθιάς ενισχυτικής µάθη-
σης που αντιδράει σε πιθανές καταστάσεις µιας Cloud-Edge υποδοµής, µε διαθέσιµες

επιλογές ενεργειών ανακατανοµής εργασιών και πόρων µεταξύ των clusters, µε στόχο τη ϐελ-
τιστοποίηση ενός συνδυασµού µετρικών QoS, χρήσης πόρων και κόστους του συστήµατος.
Πιο αναλυτικά, αναπτύξαµε ένα σύστηµα δροµολόγησης εργασιών, κατά το οποίο όταν ϕτάνει
στο κεντρικό σύστηµα µια εργασία, αυτό την κατανείµει τυχαία σε ένα εκ των τριών clus-
ters. Στη συνέχεια, χρησιµοποιείται ένας αλγόριθµος αντιστοίχισης των task instances σε
κάποιο µηχάνηµα ενός κόµβου, στον οποίο να µπορεί να εξυπηρετηθεί χωρίς να αναµένει.
Οι αλγόριθµοι που χρησιµοποιούνται είναι ο First και ο Best Fit. Στην περίπτωση που δεν
υπάρχει κάποιο διαθέσιµο µηχάνηµα προς εξυπηρέτηση της εργασίας, αυτό διατηρείται στην
ουρά του κεντρικού δροµολογητή, και αυξάνεται ο χρόνος καθυστέρησης εκτέλεσης, µέχρι
να ϐρεθεί κάποιος διαθέσιµος πόρος.
Κατά την εκκίνηση του δροµολογητή µας, κάθε 5 χρονικές στιγµές σταµατάµε τη λειτουργία
του και την εκτέλεση των εργασιών του συστήµατος µε σκοπό την χρησιµοποίηση του µο-
ντέλου ενισχυτικής µάθησης για την πραγµατοποίηση ενεργειών.
Το µοντέλο ενισχυτικής µάθησης είναι ένα Deep Q Learning model που παίρνει συγκεντρω-
τικά ενέργειες για το σύστηµα και λαµβάνει µια συγκεντρωτική επιβράβευση που είναι το
άθροισµα των συναρτήσεων κέρδους των επιµέρους κόµβων. Το µοντέλο ϑα εκπαιδεύεται
να είναι πιο ακριβές στις προβλέψεις του µε updates ϐάση υπολογισµού της διαφοράς µε-
ταξύ των προβλέψεων του µοντέλου στις Q τιµές και υπολογισµού των πραγµατικών τιµών
τους, µέσω των κατάλληλων εξισώσεων, σε στιγµιότυπα παρελθοντικών στιγµών που έχουν
αποθηκευτεί σε replay buffer µε την εξής tuple µορφή <S,a,r,S’>, όπου:

• S: η τρέχουσα κατάσταση του συστήµατος

• a: η επιλεγµένη ενέργεια

• r: η αθροιστική τιµή των συναρτήσεων κέρδους του συστήµατος

• S’: η επόµενη κατάσταση του συστήµατος

Σε αυτή τη διαδικασία χρησιµοποιείται και ένα target Q network, που είναι αντίγραφο
του Q network και ανανεώνει τις τιµές των παραµέτρων του δικτύου µε πιο αργό ϱυθµό από
το δεύτερο, προκειµένου να αποφύγει παροδικές συσχετίσεις των δεδοµένων.
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Θεωρούµε ότι το µοντέλο µας υπακούει στους νόµους της Markov Decision Process. Πιο
συγκεκριµένα, σε κάθε χρονικό ϐήµα, η διαδικασία ϐρίσκεται σε κάποια κατάσταση s, και
ο λήπτης αποφάσεων µπορεί να επιλέξει οποιαδήποτε ενέργεια a που είναι διαθέσιµη στην
κατάσταση s. Το µοντέλο ανταποκρίνεται µετακινούµενη σε µια νέα κατάσταση, s’, και δίνει
στο µοντέλο µια αντίστοιχη ανταµοιβή R(s,s’). Η πιθανότητα να µεταβεί η διαδικασία στη νέα
της κατάσταση s’ επηρεάζεται από την επιλεγµένη ενέργεια και την παρούσα κατάσταση s.
Συµπεραίνουµε, ότι το µοντέλο είναι ανεξάρτητο από όλες τις προηγούµενες καταστάσεις και
ενέργειες, και έτσι οι µεταβάσεις καταστάσεων ενός MDP ικανοποιούν την ιδιότητα Markov.
΄Ετσι, σε κάθε χρονική παύση το µοντέλο µας επιλέγει κάποια κίνηση, την οποία εκτελεί
το σύστηµα µας. Ταυτόχρονα, καλείται η συνάρτηση εκπαίδευσης του µοντέλου µας, κατά
τη χρήση της οποίας το µοντέλο παίρνει batch size αριθµό δειγµάτων <S,a,r,S’> από το
replay buffer που έχουµε δηµιουργήσει, και ακολούθως συγκρίνει τις τιµές από το target Q
network για ένα συνδυασµό κατάστασης-ενέργειας µε το αποτέλεσµα από την εξίσωση:

Q(s, a) := r + γ max
a′

Q(s′, a′)

η οποία χρησιµοποιεί ως Q(s,a), την τιµή του Q network για το ῾state-action Ϲευγάρι,
την τιµή του γ, όπως ορίζεται στην εκάστοτε προσοµοίωση στο εύρος [0,1], και η οποία
αποτελεί τη µετρική συνεισφοράς µελλοντικών επιβραβεύσεων του συστήµατος στην τωρινή
κατάσταση. Τέλος, το Q(s’,a’) αποτελεί τη µέγιστη Q value της επόµενης κατάστασης s’ του
συστήµατος. Αφού λάβουµε τα δύο αποτελέσµατα, χρησιµοποιούµε τη Mean Squared Error
(MSE) ή Συνάρτηση Μέσου Τετραγωνικού Σφάλµατος που εκφράζεται ως :

MSE =
1
N

N∑
i=1

(yi − ŷi)2

και αποτελεί δηλαδή το µέσο όρο της τετραγωνικής διαφοράς µεταξύ της Q τιµής που
προκύπτει από την εξίσωση Bellman και από την προϋπάρχουσα Q τιµή. Με ϐάση το απο-
τέλεσµα αυτής της συνάρτησης εφαρµόζουµε Back Propagation στο νευρωνικό µας δίκτυο
για την εκπαίδευση των ϐαρών των νευρώνων για τις αλλαγές που πρέπει να πραγµατοποιη-
ϑούν.
Αξίζει να σηµειωθεί πως συγκρίνουµε την τιµή του target Q network µε το αποτέλεσµα της
εξίσωσης της DQL, λόγω της µεγαλύτερης σταθερότητας στις τιµές που λαµβάνει, καθώς δεν
ανανεώνονται οι τιµές του σε κάθε χρονική παύση, όπως συµβαίνει στο Q network, αλλά
κάθε 10 χρονικές στιγµές.
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Κεφάλαιο 7

Υλοποίηση

Στην υλοποίησή µας, ϑεωρήσαµε µία υποδοµή τριών clusters, Near Edge, Far Edge
και Cloud. Κάθε cluster διαθέτει κόµβους. Θεωρήσαµε ως µέγιστη χωρητικότητα

µηχανηµάτων σε κάθε cluster, τις εξής τιµές :

• Near Edge: 141 µηχανήµατα

• Far Edge: 192 µηχανήµατα

• Cloud: 282 µηχανήµατα

Θεωρούµε, ακόµη, ως είσοδο στο σύστηµά µας τα δεδοµένα από µια πραγµατική Cloud
υποδοµή της Alibaba [33]. Οι εργασίες του συστήµατος έχουν τα εξής χαρακτηριστικά:

• CPU: 0.1 - 0.5 cores

• RAM: 0.1 - 0.5 GB

• Execution time: 0.1 - 1 seconds

΄Ολος ο όγκος εργασιών καταφθάνει ταυτόχρονα στον κεντρικό δροµολογητή του συ-
στήµατος. Για την ανάπτυξη του προσοµοιωµένου περιβάλλοντος του δροµολογητή χρησιµο-
ποιήσαµε την python 3.11 και τη ϐιβλιοθήκη simpy. Η αρχική ανάπτυξη του δροµολογητή,
πάνω στην οποία ϐασιστήκαµε και εξελίξαµε πολύ για να ανταπεξέρχεται στις απαιτήσεις
του προβλήµατός µας ανήκει στον FC-Li [34]. Βάση αρχών των συγκεκριµένων εργαλείων,
κάθε 5 χρονικές στιγµές σταµατάµε τη λειτουργία του δροµολογητή και την εκτέλεση των
εργασιών του συστήµατος µε σκοπό την χρησιµοποίηση του µοντέλου ενισχυτικής µάθησης
για την πραγµατοποίηση ενεργειών. Για την ανάπτυξη του µοντέλου µας, χρησιµοποιήσαµε
την python 3.11 και τη ϐιβλιοθήκη torch, σε συνδυασµό µε το ϐοηθητικό εργαλείο numpy.

Η αρχιτεκτονική των δύο νευρωνικών δικτύων που χρησιµοποιούνται από το σύστηµα
µας, είναι κοινή και παρουσιάζει την εξής εσωτερική δοµή:

• 6 επίπεδα νευρώνων µε αριθµό νευρώνων εξόδου του κάθε εσωτερικόυ επιπέδου:
128x256x512x256x128
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Λόγω του µεγάλου αριθµού καταστάσεων του µοντέλου µας και του όγκου δεδοµένων προς
εκπαίδευσή του, ϑεωρήσαµε απαραίτητη τη χρήση ενός µοντέλου µε πολλαπλά επίπεδα
και νευρώνες για την αναγνώριση σχέσεων και σηµαντικών πληροφοριών. Ο αριθµός των
επιπέδων και το πλήθος των νευρώνων επιλέχθηκε ύστερα από έρευνα µε ϐάση των αριθµό
των καταστάσεων-ενεργειών του µοντέλου σε προσεγγίσεις άλλων εργασιών, καθώς και από
την τελική επιλογή του µεταξύ τριών αρχιτεκτονικών λύσεων στις οποίες εκπαιδεύτηκε το
µοντέλο µας για µικρό αριθµό επεισοδίων. Οι δοµές που εξετάστηκαν ήταν οι εξής :

• 128x256x512x256x128

• 256x512x1024x512x256

• 64x128x128x64

Επιπλέον, στη λύση µας ϑεωρούµε την εξής καθυστέρηση εύρεσης διακοµιστή για ε-
κτέλεση µιας εργασίας και επικοινωνίας από άκρη σε άκρη (RTT) για τα τρία διαφορετικά
clusters µε ϐάση αποτελέσµατα από την έρευνα του Charyyev et al. [2020] [35]:

• Near Edge: 5 ms

• Far Edge: 20 ms

• Cloud: 60 ms

΄Οσον αφορά το µοντέλο ενισχυτικής µάθησης, κάναµε τις εξής παραδοχές :

• Το πεδίο καταστάσεων αποτελείται από 10 τιµές που δίνονται ως είσοδος στο νευ-
ϱωνικό µας δίκτυο. Για απλοποίηση του µεγέθους του συνόλου τιµών του πεδίου,
αρχικά κανονικοποίησαµε τις συνεχείς τιµές στο πλαίσιο [0,1] και ακολούθως ορίσαµε
κάποια διακριτά όρια-thresholds για την κατηγοριοποίηση τους. Με ϐάση αυτά τα
όρια ο αριθµός των διαθέσιµων τιµών για κάθε µεταβητή του πεδίου κατάστασης ε-
ίναι 6x6x6x2x6x6x6x2x2x2. Προσεγγιστικά, το πεδίο τιµών αποτελείται από 746.500
πιθανές καταστάσεις.

• ΄Οταν µεταφέρονται Jobs µεταξύ διαφορετικών clusters, τα Task Instances που έχουν
ολοκληρωθεί, καθώς και αυτά που διακόπηκαν κατά την εκτέλεσή τους, αρχικοποιο-
ύνται και εκτελούνται από την αρχή, ενώ ο χρόνος αναµονής τους διατηρείται.

• Οι τιµές της συνάρτησης κέρδους, που αποτελεί την επιβράβευση του συστήµατος,
έχουν ως πεδίο τιµών το διακριτό διάστηµα [-3, -2, -1, -0.5, 0, 0.5, 1, 2, 3, 5] µε
ϐάση τη σύγκριση της τιµής του αθροίσµατος των επιµέρους συναρτήσεων κέρδους
µιας κατάστασης συγκρτικά µε την τιµή της προηγούµενης.

Ο κώδικας όλου του συστήµατος που αναπτύξαµε και χρησιµοποιήθηκε για την εξαγωγή
των αποτελεσµάτων ϐρίσκεται στο εξής Github repository [36].
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Κεφάλαιο 8

Αποτελέσµατα

8.1 Παράµετροι Προσοµοίωσης

Προχωρώντας στο πειραµατικό µέρος της εργασίας, ϑα αξιολογήσουµε την επίδοση του
συστήµατος προσοµοιώνοντας ένα περιβάλλον Cloud-Edge υποδοµής µε τα χαρακτηριστικά
που ορίστικαν στο προηγούµενο κεφάλαιο. Τα δύο νευρωνικά δίκτυα που χρησιµοποίηθηκαν
κατά την υλοποίηση του µοντέλου ενισχυτικής µάθησης, Q-network και Target Q-network
έχουν ως είσοδο τη κατάσταση si µεγέθους |si| = 10 και ως έξοδο το πλήθος των δυνατών
ενεργειών σε κάθε κατάσταση, όπου είναι |a| = 13, όπως προκύπτει από την ανάλυση του
µοντέλου στο 5ο κεφάλαιο. Ακόµη, τα επίπεδα των νευρωνικών δικτύων που χρησιµοποι-
ήθηκαν είναι fully connected (FC).

Η σύγκριση των αποτελεσµάτων του µοντέλου µας γίνεται µεταξύ των ακολούθων:

• ∆ροµολογητής εργασιών που χρησιµοποιεί τον αλγόριθµο First Fit

• ∆ροµολογητής εργασιών που χρησιµοποιεί τον αλγόριθµο Best Fit

• ∆ροµολογητής εργασιών που χρησιµοποιεί τον αλγόριθµο First Fit και ένα µοντέλο
ενισχυτικής µάθησης που λαµβάνει υπόψει του επιπρόσθετες καθυστερήσεις εκτέλεσης
εργασιών στα clusters της υποδοµής

Επιπλέον, αναλύουµε τα αποτελέσµατα του µοντέλου µας µε σταθερή και µεταβλητή τιµή
της σταθεράς εξερεύνησης ,e, του πεδίου ενεργειών µας(Q Values), κατά την εκπαίδευσή του
καθώς και σε σχέση µε τον αριθµό των επεισοδίων στα οποία έχει εκπαιδευτεί.
Ακόµη, για την εκπαίδευση των µοντέλων µας εκτελέσαµε 1200 επεισόδια στο καθένα, όπου
το κάθε επεισόδιο αποτελείται από τη δροµολόγηση και εκτέλεση 100 εργασιών στο σύστηµα.
Το επεισόδιο ολοκληρώνεται όταν εκτελεστούν όλες οι εργασίες.
Τέλος, ορίζουµε στην κατάσταση του συστήµατος µια boolean µεταβλητή που περιγράφει
αν ο µέσος όρος καθυστέρησης των εργασιών του συστήµατος έχουν ξεπεράσει κάποιο όριο
που ορίζουµε εµείς. Με ϐάση την τιµή αυτής της µεταβλητής, το µοντέλο µας αντιδράει
µειώνοντας ή αυξάνοντας τους πόρους του συστήµατος. Εξετάζουµε τα αποτελέσµατα του
µοντέλου για τρία διαφορετικά χρονικά όρια, 100, 200 και 400 ms.
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Παράµετρος Τιµή
CPU Εργασίας 0.1 - 0.5 cores
RAM Εργασίας 0.1 - 0.5 GB

Χρόνος Εκτέλεσης εργασίας 0.01 - 0.1 sec
Προϋπάρχων Χρόνος Καθυστέρησης Εκτέλεσης εργασίας 0.01 - 0.1 sec

Μέγιστη χωρητικότητα µηχανηµάτων σε CPU 3 cores
Μέγιστη χωρητικότητα µηχανηµάτων σε RAM 3 GB
Μέγιστο πλήθος µηχανηµάτων στο Near Edge 141
Μέγιστο πλήθος µηχανηµάτων στο Far Edge 192

Μέγιστο πλήθος µηχανηµάτων στο Cloud 282
Επεισόδια, Ε 1200
χρονικό όριο [1000, 2000, 4000]

Learning rate, lr 0.0001
Learning rate decay 0.9
Exploration rate, e 0.2 - 0.7

Exploration rate, e decay 0.995 - 1.0
Q-Network update frequency σε ϐήµατα 2

Target Q-Network update frequency σε ϐήµατα 10
Buffer Size 2000
Batch Size 16
Gamma, γ 0.9

8.2 Ανάλυση Αποτελεσµάτων

Για την παρακολούθηση της διαδικασίας κρατάµε ένα δείγµα σε κάθε επεισόδιο µε
µετρικές απόδοσης του συστήµατος για την εκτέλεση συγκεκριµένου αριθµού εργασιών.
Πραγµατοποίησαµε ϐασικές περιπτώσεις δροµολόγησης εργασιών που είχαν ως αλγορίθ-
µους κατανοµής εργασιών σε πόρους του συστήµατος, τους First Fit και Best Fit. Ακόµη,
χρησιµοποίησαµε το µοντέλο ενισχυτικής µάθησης µε τα δύο νευρωνικά δίκτυα και τα χα-
ϱακτηριστικά τους, όπως αναλύθηκαν παραπάνω. Αναπτύξαµε ένα µοντέλο που λαµβάνει
υπόψη του τις επιπρόσθετες καθυστερήσεις εύρεσης διακοµιστή και τον RTT χρόνο, ανάλογα
µε το εκάστοτε επίπεδο cluster.

Οι µετρικές απόδοσης του συστήµατος, µε ϐάση τις οποίες αξιολογούµε τα αποτελέσµατα
του συστήµατος και των µοντέλων µας είναι οι εξής :

• Συνολικός χρόνος εκτέλεσης των εργασιών

• Μέσο κόστος δέσµευσης µηχανηµάτων σε ευρώ

• Μέσος χρόνος αναµονής των εργασιών στο σύστηµα

• Μέση χρησιµοποίηση των πόρων κάθε cluster της υποδοµής (συγκριτικά µε τη µέγιστη
χωρητικότητα της υποδοµής)

Παρακάτω, πρώτα αναλύουµε αποτελέσµατα από την εκπαίδευση των µοντέλων σε σχέση
µε τον αριθµό των επεισοδίων στα οποία έχουν εκπαιδευτεί. Ακολούθως, συγκρίνουµε τα
τελικά µοντέλα µε τα baseline µοντέλα καθώς και µεταξύ τους.
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8.2.1 DRL µοντέλα µε χρονικές καθυστερήσεις των clusters

Για το µοντέλο χρησιµοποίησαµε δύο προσεγγίσεις για την εκπαίδευση του, µία µε στα-
ϑερό exploration rate και µια µε µεταβήτό ανά τα επεισόδια εκπαίδευσής του.

Σταθερό e

Στην πρώτη περίπτωση, η τιµή του ϐαθµού εξερεύνησης ορίστηκε στο 0.4.

Παρακάτω παρουσιάζουµε γραφήµατα µε τα αποτελέσµατα των µετρικών του συστήµατος
που αναφέρθηκαν παραπάνω αναλογικά µε τον αριθµό των επεισοδίων εκπαίδευσης του
µοντέλου, που αναγράφεται στον οριζόντιο άξονα.

Με πράσινο αναπαριστούµε τα επεισόδια µε χρονικό όριο καθυστέρησης εκτέλεσης ερ-
γασίας r=200 ms, µε κόκκινο τα επεισόδια µε r=300 ms και µε µπλε εκείνα µε r=400
ms.

Εικόνα 8.1: Μέσο κόστος δέσµευσης πόρων σε ευρώ

Το µοντέλο στα πρώτα 200 επεισόδια παρουσιάζει µικρές διαφορές στο µέσο κόστος
δέσµευσης πόρων για τα τρία χρονικά όρια. Ακολούθως, παρατηρούµε πως η µέση κατα-
νάλωση αυξάνεται για το µικρότερο χρονικό όριο και καταλήγει να έχει την τιµή 0.032, για
το r=300 ms δεν παρουσιάζει µεγάλη διακύµανση αλλα διατηρεί µια τιµή µεταξύ των δύο
ακραίων περίπτωσεων χρονικών ορίων. Τέλος, για r=400 ms, το µοντέλο σταδιακά µείωνει
το µέσο κόστος δέσµευσης µηχανηµάτων και καταλήγει στην τιµή 0.012.
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Εικόνα 8.2: Μέσος χρόνος αναµονής εκτέλεσης εργασίας του συστήµατος σε ms

Το µοντέλο για r=200 ms µειώνει σταδιακά το µέσο χρόνο αναµονής των εργασιών του
συστήµατος µε την αύξηση του αριθµού επεισοδίων στα οποία εκπαιδεύεται. Παρουσιάζει
µικρή αύξηση για r=300 ms, ενώ για r=400 ms ο χρόνος αναµονής των εργασιών διογκώνεται
σταδιακά µε την πάροδο των επεισοδίων εκπαίδευσης του µοντέλου.

Εικόνα 8.3: Μέση χρήση των πόρων του Near Edge cluster αναλογικά µε τη µέγιστη χωρητι-
κότητά του

Σε σχέση µε τη µέση χρήση των πόρων του Near Edge cluster, για r=200 ms παρατηρείται
σταδιακή άνοδος στην τιµή αυτή, η οποία καταλήγει να ϕτάνει κοντά στο 60%, τιµή σαφώς
µεγαλύτερη από αυτή των δύο άλλων περιπτώσεων. Για r=300 και r=400 ms παρατηρείται
η διατήρηση της τιµής τους εντός εύρους µικρών αυξοµειώσεων, µε την τιµή της πρώτης να
είναι κοντά στο 45% ενώ της δεύτερης στο 15%.
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Εικόνα 8.4: Μέση χρήση των πόρων του Far Edge cluster αναλογικά µε τη µέγιστη χωρητι-
κότητά του

Για r=200 ms παρατηρείται η σταδιακή αύξηση και ύστερα µείωση της τιµής της µέσης
χρήσης του Far Edge cluster µε την αύξηση του αριθµού των επεισοδίων, µε την τιµή να κα-
ταλήγει περίπου στο 38%. Για r=300 ms παρατηρείται αύξηση της τιµής κατά τις τελευταίες
συστάδες επεισοδίων, γεγονός που προκύπτει από την αντίστοιχη µείωση χρήσης του Cloud.
Για r=400 ms παρατηρείται η µείωση της τιµής χρήσης του συγκεκριµένου επιπέδου της
υποδοµής.

Εικόνα 8.5: Μέση χρήση των πόρων του Cloud cluster αναλογικά µε τη µέγιστη χωρητικότητά
του

Για r=200 ms παρατηρείται η σταδιακή µείωση της τιµής της µέσης χρήσης του Cloud
cluster µε την αύξηση του αριθµού των επεισοδίων, µε την τιµή να καταλήγει περίπου στο
22%. Για r=300 ms παρατηρείται αυξοµείωση της τιµής, ενώ για r=400 ms παρατηρείται
µεγάλη αύξηση του ποσοστού χρήσης της Cloud υποδοµής µετά τα πρώτα 400 επεισόδια
εκπαίδευσης και ύστερα µικρή µείωση.
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Μεταβαλλόµενο e

Στη δεύτερη περίπτωση, η τιµή του ϐαθµού εξερεύνησης ξεκινάει από το 0.7 και µειώνε-
ται κατά 0.1 µέχρι το 0.2 ανά 200 επεισόδια.
Παρακάτω παρατηρούµε γραφήµατα µε τα αποτελέσµατα των µετρικών του συστήµατος που
αναφέρθηκαν παραπάνω αναλογικά µε τον αριθµό των επεισοδίων εκπαίδευσης του µο-
ντέλου, που αναγράφεται στον οριζόντιο άξονα.

Εικόνα 8.6: Μέσο κόστος δέσµευσης πόρων σε ευρώ

Το µοντέλο στα πρώτα 200 επεισόδια παρουσιάζει µικρές διαφορές στο µέσο κόστος
δέσµευσης πόρων για τα τρία χρονικά όρια. Ακολούθως, παρατηρούµε πως η µέση κατα-
νάλωση αυξάνεται για το µικρότερο χρονικό όριο και καταλήγει να έχει την τιµή 0.03, για
το r=300 ms δεν παρουσιάζει µεγάλη διακύµανση αλλα διατηρεί µια τιµή µεταξύ των δύο
ακραίων περίπτωσεων χρονικών ορίων. Τέλος, για r=400 ms, το µοντέλο σταδιακά µείωνει
το µέσο κόστος δέσµευσης µηχανηµάτων και καταλήγει στην τιµή 0.012.

Εικόνα 8.7: Μέσος χρόνος αναµονής εκτέλεσης εργασίας του συστήµατος σε ms

Το µοντέλο για r=200 ms µειώνει σταδιακά σε πολύ µικρό ϐαθµό το µέσο χρόνο αναµονής
των εργασιών του συστήµατος µε την αύξηση του αριθµού επεισοδίων στα οποία εκπαιδεύε-
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ται. Παρουσιάζει µικρή αύξηση για r=300 ms, ενώ για r=400 ms ο χρόνος αναµονής των
εργασιών διογκώνεται µε την πάροδο των επεισοδίων εκπαίδευσης του µοντέλου.

Εικόνα 8.8: Μέση χρήση των πόρων του Near Edge cluster αναλογικά µε τη µέγιστη χωρητι-
κότητά του

Σε σχέση µε τη µέση χρήση των πόρων του Near Edge cluster, για r=200 ms παρατηρείται
µεγαλύτερη του 60% µετά τα πρώτα 200 επεισόδια, η οποία ακολούθως διορθώνεται και
σταδιακά αυξάνεται και καταλήγει κοντά στο 50%. Για r=300 ms υπάρχει αυξοµείωση της
τιµής µεταξύ 40-50%. Τέλος, για r=400 ms παρατηρείται σταθερή τιµή για τις τελευταίες
συστάδες επεισοδίων στο 25-30%.

Εικόνα 8.9: Μέση χρήση των πόρων του Far Edge cluster αναλογικά µε τη µέγιστη χωρητι-
κότητά του

Για r=200 ms παρατηρείται η σταδιακή αύξηση της τιµής της µέσης χρήσης του Far Edge
cluster µε την αύξηση του αριθµού των επεισοδίων, µε την τιµή να καταλήγει περίπου στο
40%. Για r=300 ms παρατηρείται ασταθής συµπεριφορά µε τη µέση τιµή να είναι κάτω από
το 30%. Για r=400 ms παρατηρείται µικρή αύξηση της µέσης χρήσης του συγκεκριµένου
cluster.
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Εικόνα 8.10: Μέση χρήση των πόρων του Cloud cluster αναλογικά µε τη µέγιστη χωρητικότητά
του

Για r=200 ms παρατηρείται η σταδιακή µείωση της τιµής της µέσης χρήσης του Cloud
cluster µε την αύξηση του αριθµού των επεισοδίων, µε την τιµή να καταλήγει περίπου στο
20%. Για r=300 ms παρατηρείται αυξοµείωση της τιµής, ενώ για r=400 ms παρατηρείται
αύξηση του ποσοστού χρήσης της Cloud υποδοµής µετά τα πρώτα 600 επεισόδια εκπαίδευ-
σης.

Σχόλια Επιδόσεων µεταξύ των δύο µοντέλων αναλογικά µε τα επεισόδια εκπαίδευσης

Παρατηρούµε πως τα αποτελέσµατα του µοντέλου µε το σταθερό ϐαθµό εξερεύνησης e,
συγκλίνουν πιο γρήγορα σε καλύτερα αποτελέσµατα στις πρώτες οµάδες 200 επεισοδίων
εκπαίδευσης για µικρές χρονικές καθυστερήσεις. Αυτό συµβαίνει, καθώς το µοντέλο ϐρίσκει
ένα τοπικό µέγιστο στις τιµές Q και τις επιλέγει µε µεγαλύτερη συχνότητα. Κατά την εξέλιξη
της εκπαίδευσης του µοντέλου παρατηρούµε πως τα δύο µοντέλα παρουσιάζουν παρόµοια
αποτελεσµάτα, γεγονός που δικαιολογείται καθώς και τα δύο συγκλίνουν σε ϐέλτιστες Q
τιµές.
Επιπλέον, παρατηρούµε πως κατα την εκπαίδευση του µοντέλου, στα αποτελέσµατα που
λαµβάνουµε µετά από 200 και 400 επεισόδια αντίστοιχα, ο χρόνος αναµονής στο Near Edge
είναι µεγαλύτερος από ότι στα άλλα cluster, γεγονός που εξηγείται µόνο µε τη συσσώρευση
ϕορτίου που δε διαµειράζεται ανάλογα και στις υπόλοιπες συστάδες. Αυτό το ϕαινόµενο,
εξαλείφεται όσο εκπαδεύεται το µοντέλο, δεδοµένου ότι εστιάζει στον περιορισµό της αύξησης
του χρόνου αναµονής του συστήµατος.
Συγκριτικά, µε τα αποτελέσµατα ανάλογα µε το εκάστοτε χρονικό όριο, από τα διαγράµµατα
είναι ϕανερό πως σε όλα τα στάδια της εκπαίδευσης του µοντέλου, όσο µικρότερο είναι το
χρονικό όριο τόσο µεγαλύτερη είναι η χρησιµοποίηση των κατά σειρά Near και Far Edge
clusters έναντι του Cloud, καθώς το µοντέλο µας αναγνωρίζει πως πρέπει να ϐελτιστοποίησει
τη διαχείρηση των εργασιών ως προς το χρόνο αναµονής τους, που αυξάνεται σηµαντικά
στις αποµακρυσµένες υποδοµές. Πιο αναλυτικά, δίνει προτεραιότητα στην µετρίαση της
αύξησης του µέσου χρόνου αναµονής των εργασιών συγκριτικά µε την αύξηση του µέσου
κόστους δέσµευσης πόρων, που παρουσιάζει µεγάλη άνοδο συγκριτικά µε τις περιπτώσεις
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που το χρονικό όριο αναµονής είναι στα 400 ms.

8.3 Σύγκριση Επιδόσεων µε τις ϐασικές περιπτώσεις δροµολο-

γητών

Παρακάτω, παρουσίαζουµε τα αποτελέσµατα από τα δύο τελικά µοντέλα που αναλύσαµε
παραπάνω συγκριτικά µε τις ποιοτικές µετρήσεις που λάβαµε για την εκτέλεση των 100
εργασιών µε δύο ϐασικούς δροµολογητές που έχουν ως ϐάση κατανοµής των εργασιών στους
κόµβους, τους αλγορίθµους First και Best Fit.

Με το 0.4_e αναπαριστούµε το µοντέλο µε το µεταβαλλόµενο, κατά την εκπαίδευσή του
ϐαθµό εξερεύνησης, και µε το var_e ορίζουµε το µοντέλο µε το σταθερό e.

Εικόνα 8.11: Μέσο κόστος δέσµευσης πόρων σε ευρώ

Αρχικά, στο 1ο γράφηµα όπου προβάλλεται η µέση ενεργειακή κατανάλωση των πόρων
του συστήµατος κατά την εκτέλεση ενός επεισοδίου 100 εργασιών, παρατηρούµε πως τα δύο
µοντέλα έχουν µεγαλύτερη µέση κατανάλωση για τις περιπτώσεις όπυ το χρονικό όριο έχει
τεθεί στα 100 και 200 ms, ενώ στην τρίτη περίπτωση η κατανάλωση είναι αισθητά µικρότερη
από αυτή των δύο ϐασικών περιπτώσεων. Πιο συγκεκριµένα, για r=200 ms υπολογίζεται
53% και 72% αύξηση συγκριτικά µε τις ϐασικές περιπτώσεις. Αντιθέτως, για r=400 ms,
παρατηρούµε 37% και 42% µείωση. ΄Ετσι, ϐγάζουµε το συµπέρασµα πως τα µοντέλα µας
επιτυχηµένα αυξάνουν ή µειώνουν τη µέση κατανάλωση τους έναντι των ϐασικών λύσεων µε
ϐάση τις απαιτήσεις του συστήµατος.
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Εικόνα 8.12: Μέσος χρόνος αναµονής εκτέλεσης εργασίας του συστήµατος σε ms

Στο 2ο γράφηµα, αρχικά παρατηρούµε πως ο Best Fit έχει λίγο καλύτερα αποτελέσµατα
σε σχέση µε τον First Fit, όπως αναµενόταν. Συγκριτικά µε τα DRL µοντέλα, παρατηρούµε
ϐελτίωση κατά 22% και 24% του µέσου χρόνου αναµονής των εργασιών του επεισοδίου για
την περίπτωση όπου r=200 ms σε σχέση µε τον Best Fit. Ακόµη, παρατηρούµε τις πιο
αυξηµένες τιµές για τις άλλες δύο περιπτώσεις χρονικών ορίων, γεγονό ςπου συνάδει µε τους
στόχους τους.

Εικόνα 8.13: Μέση χρήση των πόρων του Near Edge cluster αναλογικά µε τη µέγιστη χωρη-
τικότητά του

Στο 3ο γράφηµα, διαπιστώνουµε πως όσο πιο αυστηρό είναι το χρονικό όριο που έχει
τεθεί από το σύστηµα τόσο µεγαλύτερη είναι η χρησιµοποίηση του Near Edge. ΄Ετσι, παρα-
τηρούµε πως για r=200 ms υπολογίζεται αύξηση χρήσης του Near Edge κατά 33% και 67%
συγκριτικά µε τον Best Fit αλγόριθµο, για r=300 ms παρατηρείται µικρή αύξηση της τάξης
του 5%, ενώ για r=400 ms παρατηρείται µείωση κατά 34% και 67%.
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Εικόνα 8.14: Μέση χρήση των πόρων του Far Edge cluster αναλογικά µε τη µέγιστη χωρητι-
κότητά του

Στο 4ο γράφηµα, διαπιστώνουµε πως για τα δύο µικρότερα χρονικά όρια η χρήση του
Far Edge είναι αντίστοιχη, ενώ µειώνεται σηµαντικά για το πιο µεγάλο χρονικό όριο. ΄Ετσι,
παρατηρούµε πως για r=200 ms υπολογίζεται αύξηση χρήσης του Far Edge κατά 30% και
12% συγκριτικά µε τον Best Fit αλγόριθµο, για r=300 ms παρατηρείται αύξηση 18% και
15%, ενώ για r=400 ms παρατηρείται µείωση κατά 17% και 42%.

Εικόνα 8.15: Μέση χρήση των πόρων του Cloud cluster αναλογικά µε τη µέγιστη χωρητικότητά
του

Στο 5ο γράφηµα, διαπιστώνουµε αυξηµένη χρήση του Cloud και στις τρεις περιπτώσεις
εφαρµογής του µοντέλου µας συγκριτικά µε τα αποτελέσµατα των δύο ϐασικών αλγορίθµων.
΄Ετσι, παρατηρούµε πως για r=200 ms υπολογίζεται αύξηση χρήσης του Near Edge κατά
35% και 21% συγκριτικά µε τον Best Fit αλγόριθµο, για r=300 ms παρατηρείται αύξηση
13% και 25%, ενώ για r=400 ms παρατηρείται αύξηση κατά 40% και 0.1%.
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Κεφάλαιο 9

Σύνοψη - Συµπεράσµατα

9.1 Σύνοψη

Σε αυτή την εργασία αναπτύξαµε ένα σύστηµα δροµολογητή εργασιών σε µία cloud-edge
υποδοµή και τη χρήση µοντέλων ϐαθιάς ενισχυτικής µάθησης για την ϐελτίωση ποιοτικών
µετρικών του. ∆ιατυπώσαµε τις συναρτήσεις ορισµού του DRL µοντέλου µε τρόπο που να
λαµβάνει υπόψει του κατά την απόφαση τόσο το ϕόρτο όσο και SLA χρονικές προσδια-
γραφές των εργασιών του συστήµατος, καθώς και ποσοστά εκµετάλλευσης/διαθεσιµότητας
πόρων του συστήµατος. Ακόµη, συνδυάσαµε εξαρτήσεις καθυστέρησης εκτέλεσης εργασιών
και ποσοστών και κόστους χρησιµοποίησης πόρων του συστήµατος για την ϐελτίωση της α-
πόδοσης του τελευταίου. Χρησιµοποιήσαµε αληθινά δεδοµένα και µεγάλο µέγεθος πιθανών
καταστάσεων για την ανάπτυξη ενός ϱεαλιστικού µοντέλου.

9.2 Συµπεράσµατα

Τα ποιοτικά αποτελέσµατα των µετρικών του συστήµατος, έδειξαν σαφή ϐελτίωση στη
χρησιµοποίηση των πόρων και την κατανοµή των εργασιών ανάλογα µε την εκάστοτε συνθήκη
του συστήµατος.

Πιο αναλυτικά, παρατηρούµε ότι και τα δύο µοντέλα ϐαθιάς ενισχυτικής µάθησης ϐελ-
τίωσαν τα αποτελέσµατα συγκριτικά µε τις ϐασικές περιπτώσεις των δροµολογητών. ΄Οπως
αναλύθηκε και στο προηγούµενο κεφάλαιο, παρατηρήσαµε σαφή προσαρµογή των επιλογών
ενεργειών του µοντέλου µε ϐάση τις εκάστοτε συνθήκες του συστήµατος. Στις περιπτώσεις των
µικρών χρονικών ορίων, αυξήθηκε σηµαντικά η χρήση όλων των clusters, µε προτεραιότητα
σε εκείνα που παρουσιάζουν τις µικρότερες χρονικές καθυστερήσεις, Near και Far Edge,
έναντι του Cloud. Ακόµη, από τα αποτελέσµατα ϐγαίνει το πόρισµα πως αυξάνοντας τον επι-
τρεπτό µέσο χρόνο αναµονής, µειώνεται το µέσο κόστος δέσµευσης πόρων του συστήµατος.
Συνοψίζοντας, η χρήση µηχανισµών αντίδρασης σε δυναµικές καταστάσεις του συστήµατος,
αποτελεί µια σηµαντική στήριξη στην εξάλειψη σφαλµάτων που µπορεί να προκύψουν α-
πό τα ήδη ανεπτυγµένα συστήµατα που χρησιµοποιούνται και έχουν ως στόχο κυρίως τη
ϐελτίωση της αρχικής κατανοµής πόρων και εργασιών. Καταληκτικά, το DRL µοντέλο επι-
ϕέρει µεγάλη ϐελτίωση σε ποιοτικές µετρικές του συστήµατος, µεταβλητού ενδιαφέροντος
στην εκάστοτε περίπτωση, συγκριτικά µε τις ϐασικές περιπτώσεις First και Best Fit, και έτσι
κρίνεται κατάλληλο για την περαιτέρω µελέτη όσον αφορά τη διαχείριση της σύνθετης δοµής
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των cloud-edge υποδοµών και την προσαρµογή του σε µεταβλητού ενδιαφέροντος ποιοτικά
χαρακτηριστικά του εκάστοτε συστήµατος/υποδοµής.

9.3 Μελλοντικές Επεκτάσεις

Το σύστηµα που αναπτύχθηκε στα πλαίσια αυτής της διπλωµατικής εργασίας ϑα µπο-
ϱούσε να ϐελτιωθεί και να επεκταθεί περαιτέρω, τουλάχιστον ως προς πέντε κατευθύνσεις.
Συγκεκριµένα, αναφέρονται τα ακόλουθα:

• Αύξηση των διαθέσιµων ενεργειών του συστήµατος(ανάπτυξη µοντέλου µε συνδυασµό
υπάρχοντων ενεργειών) για τη δυνατότητα καλύτερης προσαρµογής του µοντέλου στις
εκάστοτε συνθήκες του συστήµατος.

• Ανάπτυξη ιεραρχικού DRL µοντέλου 3 επιπέδων, που το συγκεντρωτικό επίπεδο να
αποτελείται από το δικό µας µοντέλο, και ακολούθως, ανάλογα µε την επιλεγµένη
ενέργεια του, να υπάρχει νέος κύκλος επιλογών του εκάστοτε επιλεγµένου cluster για
επιλογή του node που ϑα εκτελέσει την επιλεγµένη ενέργεια. Συνηρµικά, µπορεί και
το νοδε να έχει ένα DRL µοντέλο ως κέντρο ελέγχου επιλογής µηχανήµατος για την
εκτέλεση της επιλεγµένης εργασίας. Αυτό το ιεαρχικό µοντέλο, µπορεί να οδηγήσει σε
πολύ µεγάλη προσαρµοστική ακρίβεια στις επιλογές του µε ϐάση την κατάσταση του
συστήµατος.

• Χρήση µηχανικής µάθησης για την ανάπτυξη µοντέλου πρόβλεψης µελλοντικού ϕόρ-
του εργασιών για τη ϐελτίωση της επιλογής ενεργειών του συστήµατος µε ϐάση όχι
µόνο την τωρινή κατάσταση, αλλα και τη µελλοντική (ενδεικτικά µπορούν να χρησιµο-
ποιηθούν LSTM και encoders για το µοντέλο πρόβλεψης).

• Χρήση LSTM νευρωνικών δικτύων που να διατηρούν ως τρέχουσα κατάσταση, µετρικές
και στοιχεία του συστήµατος από αρκετές σειριακές χρονικές στιγµές, µε σκοπό την
ακριβέστερη ανάλυση των χαρακτηριστικών και της συµπεριφοράς του συστήµατος.

• Τέλος, µπορεί να χρησιµοποιηθεί η µέθοδος Few Shot Learning(FSL), και να συγκρο-
τηθεί ένα συγκεντρωτικό µοντέλο που να εκπαιδεύεται µε ϐάση τη συµπεριφορά και τα
δεδοµένα από πολλές διαφορετικές cloud-edge υποδοµές. Αυτό το µοντέλο ακολούθως
ϑα µπορεί να χρησιµοποιηθεί από ανεξερεύνητες υποδοµές, και έχοντας τη δυνατότητα
αντιστοίχησης των στοχειών της µε υποδοµές στις οποίες έχει εκπαιδευτεί, να µπορεί
να διαχειριστεί αυτές τις υποδοµές µε µεγάλη ακρίβεια σε πραγµατικό χρόνο.
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